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RESUMO

O uso de sistemas de assistência ao motorista (DAS) baseados em visão tem contribuído consi-

deravelmente na redução de acidentes e consequentemente no auxílio de uma melhor condução.

Estes sistemas utilizam basicamente uma câmera de vídeo embarcada (normalmente fixada no

para-brisa) com o propósito de extrair informações acerca da rodovia e ajudar o condutor num

melhor processo de dirigibilidade. Pequenas distrações ou a perda de concentração podem

ser suficientes para que um acidente ocorra. Este trabalho apresenta uma proposta para o

desenvolvimento de algoritmos para extrair informações sobre a sinalização em rodovias. Mais

precisamente, serão abordados algoritmos de calibração de câmera explorando a geometria da

pista, de extração da marcação de pintura (sinalização horizontal) e detecção e identificação de

placas de trânsito (sinalização vertical). Os resultados experimentais indicam que o método de

calibração de câmera alcançou bons resultados na obtenção dos parâmetros extrínsecos com

erros inferiores a 0.5◦. O erro médio encontrado nos experimentos com relação a estimativa

da altura da câmera foi em torno de 12 cm (erro relativo aproximado de 10%), permitindo

explorar o uso da realidade aumentada como uma possível aplicação. A acurácia global para a

detecção e reconhecimento da sinalização horizontal (marcas seccionadas, contínuas e mistas)

foi acima de 96% perante uma diversidade de situações apresentadas, tais como: sombras,

variação de iluminação, degradação do asfalto e pintura. O uso da câmera calibrada para

a detecção da sinalização vertical contribui para delimitar o espaço de varredura da janela

deslizante do detector, bem como realizar a procura por placas em uma única escala para cada

região de busca, caracterizada pela distância ao veículo. Os resultados apresentados reportam

uma taxa global de classificação de aproximadamente 99% para o sinal de proibido ultrapassar,

considerando-se uma base de dados limitada a 962 amostras.

Palavras-chave: Câmeras veiculares embarcadas. Detecção de linhas de bordo da pista. Ca-

libração de câmera. Sinalização horizontal e vertical. Sistemas de assistência ao motorista.

Realidade aumentada.



Computer vision for intelligent vehicles using embedded cameras

ABSTRACT

The use of driver assistance systems (DAS) based on computer vision has helped consider-

ably in reducing accidents and consequently aid in better driving. These systems primarily

use an embedded video camera (usually fixed on the windshield) for the purpose of extracting

information about the highway and assisting the driver in a better handling process. Small dis-

tractions or loss of concentration may be sufficient for an accident to occur. This work presents

the development of algorithms to extract information about traffic signs on highways. More

specifically, this work will tackle a camera calibration algorithm that exploits the geometry of

the road track, algorithms for the extraction of road marking paint (lane markings) and detec-

tion and identification of vertical traffic signs. Experimental results indicate that the proposed

method for obtaining the extrinsic parameters achieve good results with errors of less than 0.5◦.

The average error in our experiments, related to the camera height, were around 12 cm (relative

error around 10%). Global accuracy for the detection and classification of road lane markings

(dashed, solid, dashed-solid, solid-dashed or double solid) were over 96%. Finally, our camera

calibration algorithm was used to reduce the search region and to define the scale of a sliding-

window detector for vertical traffic signs. The use of the calibrated camera for the detection of

traffic signs contributes to define the scanning area of the sliding window and perform a search

for signs on a unique scale for each region of interest, determined by the distance to the vehi-

cle. The results reported a global classification rate of approximately 99% for the no overtaking

sign, considering a limited of 962 samples.

Keywords: Embedded vehicular cameras. Detection of road lane lines. Camera calibration.

Horizontal and vertical traffic sign. Driver assistance systems. Augmented reality.
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1 INTRODUÇÃO

A segurança no trânsito é uma preocupação constante nos dias atuais, particularmente

em países subdesenvolvidos e em desenvolvimento.

De acordo com o relatório sobre segurança rodoviária, publicado pela Organização Mun-

dial da Saúde (WHO - World Health Organization) (WHO, 2013), ocorreram 1,24 milhões de

mortes no trânsito em 2010, sendo que 80% dessas mortes são provenientes de países com baixa

e média renda.

O Brasil está sendo considerado como um país emergente no âmbito mundial por possuir

imensos recursos naturais e um forte potencial de desenvolvimento e produção industrial. Se-

gundo a Agência Nacional de Transportes Terrestres (ANTT, 2010), o Brasil possui uma malha

rodoviária de aproximadamente 1,7 milhões de quilômetros, sendo 146 mil quilômetros entre

rodovias federais e estaduais asfaltadas. Com um dos maiores Produto Interno Bruto do mundo,

com a quinta maior área territorial do planeta e sendo o quinto maior contingente populacional

do mundo, usufrui das rodovias como principal meio de transporte de cargas e de passageiros.

Um estudo apresentado em 2009, por Vasconcellos e Sivak (2009), mostra que em 2007

mais de 33% das rodovias brasileiras foram consideradas ruins ou muito ruins com relação ao

seu estado geral (sinalização, pavimentação e geometria). Ademais, que o número de mortes

em acidentes de trânsito no Brasil em 2006 foi maior que 35.000. No ano de 2010, o número

de mortes de trânsito passou para 43.869 (WHO, 2013).

O relatório anual de segurança de rodovias (IRTAD, 2011), apresentado em 2011 no In-

ternational Traffic Safety Data and Analysis Group (IRTAD), mostra que as mortes no trânsito

estão diminuindo em países que pertencem ao IRTAD (na sua maioria, países em desenvolvi-

mento), levando-se em consideração reduções significativas no número de mortes nas estradas

com relação ao levantamento feito em anos anteriores (2008 e 2009). Ao contrário de outros

países, um estudo realizado pela Confederação Nacional de Municípios do Brasil (CNM, 2009)

mostra a alta taxa de mortalidade nas estradas brasileiras. A taxa de mortes por acidente no

Brasil é 2,5 vezes maior que nos Estados Unidos, e 3,7 vezes maior que na Europa. (Veja a Ta-

bela 1.1.) Conforme citado pelo IRTAD, muitos países estão adotando estratégias de segurança

nas estradas para reduzir colisões frontais, traseiras e laterais. Estes tipos de acidentes são a

principal razão de acidentes de trânsito seguido com pelo menos uma morte.

Na comunidade de pesquisa em visão computacional, tem sido realizados esforços sig-

nificativos nos últimos anos para o desenvolvimento de novas técnicas e sistemas baseados

1Taxa de mortalidade por 100.000 habitantes.
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Tabela 1.1 – Acidentes fatais em 2008.
País Mortes População (milhões) Taxa de mortalidade1

Brasil 57.116 189,6 30,1
Estados Unidos 37.261 304,0 12,5
União Europeia 38.876 498,0 7,8

Fonte: CNM (2009).

em visão para estradas e veículos inteligentes (BERTOZZI et al., 2002; BUCH; VELASTIN;

ORWELL, 2011). Algumas delas estão diretamente focadas na detecção de pedestres (GERó-

NIMO et al., 2010) e ciclistas; outras, na detecção ou saída de pista (MCCALL; TRIVEDI,

2006).

Estes sistemas normalmente empregam uma câmera de vídeo (e/ou outros sensores) ins-

talada no interior do veículo (comumente direcionada para frente), com o propósito de escanear

o ambiente e prover informações úteis ao motorista, tal como: limite de velocidade, sinalização,

obstáculos, etc. Para tanto, o uso de câmeras calibradas permite o mapeamento de coordenadas

de imagem para coordenadas de mundo, tal que esta informação (como a distância entre as li-

nhas de bordo2 da pista, a distância com relação a outros veículos ou pedestres) possa ser obtida

com a intenção de ajudar o condutor na execução de uma direção defensiva. Também, o uso

de câmeras calibradas é necessário para cenários de Realidade Aumentada (AR - Augmented

Reality), os quais proveem uma combinação de informações do mundo real e conteúdos virtu-

ais pela sobreposição de objetos gráficos no mundo real (AZUMA, 1997). Um dos primeiros

trabalhos que apresentou o uso de AR na área automotiva (simulador de direção veicular) foi

proposto por Tonnis et al. (2005).

Em aplicações onde uma câmera portátil é fixada no para-brisa (como smartphones),

um procedimento automático para a calibração de câmera é muito importante para sistemas

de assistência ao motorista. Uma vez que os parâmetros intrínsecos podem ser obtidos da

especificação da câmera ou por um método de calibração offline, como por exemplo o Camera

Calibration ToolBox for Matlab (BOUGUET, 2008).

O desenvolvimento de sistemas baseados na detecção e de alerta de alteração de

pista (HILLEL et al., 2014) também foram importantes para chamar a atenção do condutor

que o veículo inicia um movimento de saída de pista. Salienta-se a importância destes sistemas,

uma vez que esta manobra é comum em estradas com fluxos opostos e, consequentemente,

potencialmente perigosas por haver a possibilidade de colisão frontal. Neste contexto, a detec-

ção e reconhecimento de marcas longitudinais horizontais é um problema importante, visto que

2As linhas de bordo delimitam, através de linha contínua, a parte da pista destinada ao deslocamento dos
veículos, estabelecendo seus limites laterais.
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indicam partes da estrada onde a alteração lateral do veículo é ou não permitida.

Também, a detecção e reconhecimento de placas de trânsito (sinalização vertical) vem

a complementar e reforçar a sinalização horizontal, advertindo os condutores sobre condições

com potencial risco existente na via ou nas suas proximidades. Para o tipo de acidente colisão

frontal, o sinal de proibido ultrapassar deve ser adotado, assinalando ao motorista que é proibido

realizar o movimento de ultrapassagem no trecho regulamentado pelas faixas destinadas ao

sentido oposto de circulação (Figura 1.1).

Figura 1.1 – Sinalização horizontal e vertical de proibido ultrapassar.

Fonte: CONTRAN (2007b).

1.1 Motivação

De acordo com as informações do Ministério da Saúde - DATASUS (SUS, 2015), o nú-

mero de acidentes fatais no Brasil em 2013 foi de aproximadamente 43 mil óbitos. No âmbito

das rodovias federais e conforme apresentado na Tabela 1.2, observa-se que aproximadamente

31,7% dos acidentes são provenientes de colisões frontais, abalroamento (no mesmo sentido e

sentido oposto) e saída de pista. O acidente do tipo abalroamento se caracteriza por uma coli-

são entre veículos motorizados que trafegam no mesmo sentido, ou no sentido oposto, quando

o impacto se dá entre as laterais dos veículos envolvidos. Ainda, esse percentual não inclui os

acidentes do tipo saída de pista, que se dá pelo fato do veículo projetar-se para fora da área

destinada ao tráfego, sem que tenha colidido, tombado ou capotado. O elevado percentual de

acidentes dos três tipos supracitados reforça a necessidade e os motivos de prosseguirem com

as pesquisas no campo de visão computacional em Sistemas de Assistência ao Motorista, so-

bretudo no que se refere a identificação da sinalização horizontal e vertical da pista. O emprego
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Tabela 1.2 – Número de acidentes por tipo em rodovias federais
Tipo de acidente Total

Choque com objeto fixo 19.222
Capotagem 4.513
Atropelamento 6.486
Atropelamento de animal 4.286
Choque com veiculo estacionado 1.886
Colisão traseira 51.355
Abalroamento no mesmo sentido 23.393
Colisão frontal 5.312
Abalroamento em sentido oposto 4.609
Abalroamento transversal 19.805
Tombamento 4.887
Saída de pista 24.648
Outros tipos 5.381
Atropelamento e fuga 1.779
Queda de veículo 5.338
Total 182.900

Fonte: DNIT (2010).

desses sistemas pode contribuir para melhorar o processo de condução dos motoristas, sinali-

zando e alertando-os sobre potenciais problemas, evitando prováveis colisões e consequente-

mente aumentando a segurança nas rodovias.

1.2 Objetivos

1.2.1 Objetivos gerais

O presente trabalho tem por objetivo geral desenvolver algoritmos de visão computacio-

nal para veículos inteligentes, com potencial aplicação em sistemas de assistência ao motorista

(DAS - Driver Assistance Systems) ou inspeção de rodovias. O foco consiste na proposta de um

novo método de calibração automática de câmera, da extração e classificação de características

da rodovia (sinalização horizontal e vertical), visando verificar diferentes marcas longitudinais

horizontais e sua conformidade e complementação com a sinalização vertical, contribuindo para

que os condutores adotem comportamentos adequados, de forma a aumentar a segurança e con-

sequentemente reduzir o número de acidentes.
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1.2.2 Objetivos específicos

1. Calibração da câmera: desenvolver uma abordagem automática e dinâmica para estimar

os parâmetros extrínsecos de uma câmera veicular embarcada, não necessitando de qual-

quer informação a priori com relação a pista (como o comprimento ou largura de marcas

da pista) bem como algum padrão de calibração.

2. Detecção e identificação de marcas longitudinais horizontais: desenvolver um sistema

que possa classificar cada parte da estrada, também por uma câmera veicular embarcada,

em cinco tipos de marcas longitudinais horizontais, como apresentado na Figura 1.2.

3. Detecção e identificação de sinalização vertical: desenvolver um sistema que possa iden-

tificar e classificar sinais verticais (placas fixadas na posição vertical, ao lado da pista,),

em específico o sinal R-73 (proibido ultrapassar).

Figura 1.2 – Tipos de diferentes marcas longitudinais horizontais: (a) Seccionada. (b) Seccionada-
contínua. (c) Contínua-seccionada. (d) Contínua simples. (e) Contínua dupla.

(a) (b) (c) (d) (e)

Fonte: do autor (2015).

1.3 Contribuições

A seguir, são apresentadas as principais contribuições da tese:

• Desenvolvimento de um método de calibração automática (parâmetros extrínsecos) de

câmera sem informação prévia.

• Desenvolvimento de uma técnica que realiza a detecção e classificação da marcação ho-

rizontal em cinco tipos.

3Código definido pelo Conselho Nacional de Trânsito (CONTRAN, 2007b)
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• Desenvolvimento de uma abordagem para explorar a relação de imagem × mundo no

contexto de detecção/reconhecimento da sinalização vertical, focando em reduzir o es-

paço de busca e evitar falsos-positivos que não possuam uma escala coerente.

• Criação e disponibilização de bases de dados com anotações manuais.

1.4 Organização da tese

A tese está organizada em 6 capítulos. O Capítulo 2 apresenta as principais aborda-

gens referente de trabalhos relacionados ao procedimento de calibração de câmera, bem como

à técnicas que realizam a detecção e reconhecimento da sinalização horizontal e vertical. O

Capítulo 3 introduz umas das principais contribuições da tese: uma abordagem de calibração

automática de câmera explorando a geometria da pista sem informação prévia, possibilitando

estimar os parâmetros extrínsecos de câmera bem como a sua altura com relação ao solo. No

Capítulo 4 são apresentadas duas abordagens que realizam a análise (detecção e classificação)

da sinalização horizontal utilizando a câmera não calibrada e a câmera calibrada, respectiva-

mente. O Capítulo 5 usufrui da informação de câmera calibrada para restringir a região de

busca para realizar a detecção e reconhecimento da sinalização vertical bem como acelerar o

processo dos detectores existentes. Por fim, o Capítulo 6 sumariza as principais contribuições

e apresenta algumas linhas para pesquisas futuras. Ainda, no Apêndice A é apresentada uma

aplicação de realidade aumentada usando a informação de câmera calibrada para a inclusão de

sinalização virtual horizontal e vertical, e no Apêndice B é apresentada a lista de publicações.
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2 REVISÃO BIBLIOGRÁFICA

Nas próximas seções serão apresentados alguns trabalhos relacionados ao processo de

calibração de câmera, bem como técnicas de detecção e reconhecimento da sinalização hori-

zontal e vertical. Esta revisão servirá de premissa para a definição das abordagens propostas

neste trabalho.

2.1 Calibração da câmera

O problema geral referente a calibração de câmeras tem sido estudado de forma exaus-

tiva para aplicações em visão computacional, realidade virtual e realidade aumentada. Um

exemplo clássico é o algoritmo de Tsai (TSAI, 1987), o qual pode ser usado para obter a con-

figuração completa dos parâmetros de uma dada câmera num ambiente controlado. Wang e

Tsai (1991) exploraram as linhas de fuga (conhecidas como vanishing lines) em uma cena com

o intuito de obter os parâmetros de câmera com base num padrão hexagonal fixado no plano

do chão. Douxchamps e Chihara (2009) apresentaram uma nova abordagem para calibração de

câmera com maior acurácia, reportando erros na ordem de 0.002 pixels quando marcas plana-

res são utilizadas. Uma desvantagem evidente nos métodos supracitados é que um padrão de

calibração torna-se necessário, enquanto um dos objetivos do presente trabalho é realizar uma

calibração online sem o uso de marcas artificiais.

Há algumas abordagens focadas na calibração de câmeras veiculares embarcadas. O

método descrito em Bellino, Merenda e Kolski (2005) faz o uso de estruturas geométricas em

veículos parados. Embora este procedimento de calibração seja realizado na linha de produ-

ção, o mesmo é bastante suscetível a pequenas alterações da posição da câmera, bem como

modificações no veículo, como por exemplo, a troca de pneus. Portanto, a calibração deve

ser realizada com uma certa periodicidade. Em Hold et al. (2009), os autores apresentam uma

abordagem para obter todos os parâmetros extrínsecos da câmera com alta acurácia em siste-

mas de alerta de saída de pista, incluindo o tratamento de distorção radial. Contudo, Bellino,

Merenda e Kolski (2005) e Hold et al. (2009) necessitam de um padrão de calibração artificial.

Consequentemente, o processo é realizado de forma offline.

Tan et al. (2011) apresentaram uma abordagem interativa para calibrar os parâmetros

extrínsecos de câmeras veiculares embarcadas. Eles exploraram a geometria de três retas (duas

paralelas com relação ao veículo e uma perpendicular as outras duas) para derivar uma solução

analítica com o propósito de obter os parâmetros extrínsecos. Embora os resultados obtidos
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pelos autores sejam bons, a técnica sugerida necessita de uma intervenção manual.

Guiducci (2000) apresentou uma formulação matemática para a calibração de câmera de

forma online com base nos parâmetros relacionados a pista (como a largura da estrada, com-

primento e espaçamento entre duas marcas longitudinais seccionadas/tracejadas). No entanto,

o autor assume que os parâmetros de pista sejam conhecidos a priori.

As técnicas descritas em Ribeiro, Dihl e Jung (2006) e Jung, Saldanha e Jr. (2009)

também exploram a geometria da pista com o propósito de realizar a calibração automática da

câmera. Em Ribeiro, Dihl e Jung (2006), um modelo projetivo simplificado foi utilizado, cujo

objetivo principal foi o de alertar os condutores no caso de saída de pista. Em Jung, Saldanha e

Jr. (2009), os parâmetros de câmera foram encontrados de forma explícita (assumindo algumas

restrições com relação aos parâmetros extrínsecos), com o objetivo em aplicações de realidade

aumentada. Percebe-se, entretanto, que ambas as abordagens necessitam de uma estimativa da

largura de pista, que deve ser conhecida antecipadamente.

Kanhere e Birchfield (2010) propuseram uma taxonomia e análise de vários métodos

de calibração de câmera para o monitoramento de tráfego. Embora eles não tenham avaliado

câmeras embarcadas, a maioria dos métodos exploram a geometria da estrada para a calibração

e, ainda, necessitam de alguma informação (parâmetro) relacionada a pista. Zhang et al. (2012)

realizaram uma abordagem para a calibração de câmeras de monitoramento de tráfego com

base no movimento dos veículos e pedestres. No entanto, a técnica também necessita de uma

estimativa prévia da altura da câmera como entrada.

Em síntese, algumas abordagens empregam padrões de calibração de forma manual

offline ou necessitam da interação com o usuário (BELLINO; MERENDA; KOLSKI, 2005;

HOLD et al., 2009; TAN et al., 2011). Outros métodos exploram a geometria da estrada (GUI-

DUCCI, 1999; GUIDUCCI, 2000; RIBEIRO; DIHL; JUNG, 2006; JUNG; SALDANHA; JR.,

2009), mas necessitam de alguma informação a priori de um ou mais parâmetros relaciona-

dos a pista, como citado anteriormente, a largura da pista ou o comprimento e a medida de

espaçamento entre duas marcas longitudinais seccionadas.

2.2 Detecção do tipo de marcação horizontal

Ultrapassagem ou deslocamento lateral (troca de pista) é uma das manobras mais peri-

gosas a ser realizada no trânsito e tem sido extensivamente estudada para aplicações em visão

computacional com o intuito de ajudar os motoristas durante a condução. Durante uma vi-

agem, por exemplo, um motorista pode encontrar um número de diferentes tipos de marcas
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longitudinais1, incluindo as simples (seccionada/tracejada2 ou contínua) ou duplas (seccionada

e contínua, contínua e seccionada ou apenas contínua), conforme pode ser visto na Figura 1.2.

De acordo com o relatório do Laboratório de Pesquisa em Transporte (VISVIKIS et al.,

2008), há dois tipos diferentes de sistemas de alerta de alteração de pista: (i) sistema de assis-

tência de alteração de pista (LCA - Lane Change Assistance): é um tipo de sistema que alerta o

motorista contra possíveis colisões que possam ocorrer devido a uma manobra de alteração de

pista; e (ii) sistema de alerta de alteração de pista (LDW - Lane Departure Warning), que alerta

o motorista quando uma alteração de pista não intencional está para ocorrer. Estes sistemas

também monitoram os tipos de marcações e, consequentemente, um bom sistema de alteração

de pista é aquele que consegue detectar e identificar diferentes tipos de marcações.

Embora existam várias abordagens e propostas para o rastreamento de pista (HILLEL et

al., 2014), não há muitos trabalhos dedicados à identificação dos tipos de marcações.

A análise das marcações de pista baseada em visão computacional é um importante

componente em Sistemas de Assistência ao Motorista (DAS) e na localização de veículos autô-

nomos. O problema geral de detectar e seguir/rastrear as bordas da pista tem sido estudado

extensivamente pela comunidade de visão, e uma vasta variedade de modelos de detecção e

rastreamento de pista tem sido propostos nos últimos anos, como apresentado recentemente

por Yenikaya, Yenikaya e Düven (2013) e Hillel et al. (2014). Entretanto, pouco esforço tem

sido dedicado ao problema de classificação dos tipos de marcações horizontais de pista, princi-

palmente pela diversidade das marcas. A seguir, são apresentadas algumas abordagens que de

alguma forma procuram resolver a classificação das marcações de pista.

Lindner et al. (2010) apresentam uma abordagem multinível para extrair e classificar as

marcações de pista. Para o sistema proposto, as imagens são capturadas pela câmera frontal

do veículo conceito Carai3. Num primeiro momento, um detector de bordas pré-processa a

imagem em escala de cinza e subsequentemente um conjunto de algoritmos busca por um grupo

de quatro objetos: linhas, curvas, curvas paralelas e objetos fechados. Com base no conjunto

de objetos fechados, um algoritmo de extração de características calcula algumas informações

acerca da geometria e ajusta uma elipse aos pontos da borda. As características extraídas são

o número de bordas, a direção do eixo maior, largura e comprimento. Uma árvore de decisão

binária com quatro classes de saída realiza o processo de classificação. Os autores escolheram

as seguintes marcações (todas seccionadas): marca longa grossa, marca longa fina, marca curta

1As marcas longitudinais separam e ordenam as correntes de tráfego.
2Tracejada ou Seccionada: corresponde às linhas interrompidas, aplicadas em cadência, utilizando espaçamen-

tos com extensão igual ou maior que o traço;
3<http://www.carai.eu/>

 http://www.carai.eu/
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grossa e marca curta fina.

McCall et al. (2005) apresentaram uma abordagem para unificar a detecção de múltiplos

tipos de marcações (originalmente sugerido por Gehrig et al. em 2002) incluindo marcas do tipo

bott’s dots4. Entretanto, as múltiplas marcas citadas pelos autores não levam em consideração

a classificação, apenas a detecção e rastreamento.

Schubert, Schulze e Wanielik (2010) propuseram um sistema de avaliação de mudança

de pista. A abordagem sugerida percebe o ambiente no entorno do veículo, avalia a situação

do trânsito, reconhece algumas ocasiões apropriadas e recomenda a manobra de mudança de

pista ao motorista. O algoritmo de avaliação, responsável em decidir se uma alteração de pista

é possível, classifica o tipo de marcação de pista em seccionado ou contínuo. Com base no

rastreamento das bordas da pista, um sinal amostrado no espaço discreto é derivado e usado

como entrada para a Transformada Rápida de Fourier (FFT - Fast Fourier Transform). O es-

pectro de potência é então calculado e o tipo de marcação de pista é classificado. Collado et

al. (2005) também empregam uma abordagem baseada no espectro de potência, mas diferen-

temente de Schubert, Schulze e Wanielik (2010), distinguem um terceiro tipo de marcação de

pista, conhecido como misto (seccionado-contínuo ou contínuo-seccionado, mas sem distinção

entre elas).

Alguns métodos exploram o Mapeamento Perspectivo Inverso (IPM - Inverse Perspec-

tive Mapping) para melhor extrair as marcações de pista. Na área de Veículos Inteligentes (IV

- Intelligent Vehicles), o IPM foi utilizado para detectar e rastrear as bordas de pista, como

nos trabalhos de Muad et al. (2004) e Borkar, Hayes e Smith (2009). O IPM é uma técnica

de transformação geométrica que projeta cada pixel da vista em perspectiva de um objeto 3D,

mapeando cada pixel para uma nova posição, construindo uma nova imagem 2D removendo o

efeito de perspectiva. O resultado produzido é conhecido por vista de cima (bird-eye view).

Em Collado et al. (2006), os autores dividem o problema em cinco etapas: realizam

o IPM para obter uma vista de cima da pista, segmentam os pixels que pertencem as marcas

longitudinais da rodovia, extraem as bordas da pista utilizando a transformada de Hough e rea-

lizam alguns ajustes no ângulo de arfagem (mais conhecido como pitch) da câmera. Após este

processo, as bordas detectadas são classificadas em três tipos a partir do espectro de potência

oriundo da FFT: em contínua (também conhecida por sólida), seccionada, ou mista (seccionada-

contínua ou contínua-seccionada, sem distinção entre ambas). Este método necessita de uma

calibração prévia da câmera para que o procedimento inicial possa gerar a vista de cima. Re-

centemente, Satzoda e Trivedi (2013) também propuseram um método para extrair as caracte-

4Tachões não refletivos do tipo calota.
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rísticas das marcações de pista para soluções embarcadas, usando o IPM. Com base na vista de

cima da pista, os autores usaram “bandas de varredura” com largura configurável para predizer

a existência de marcações de pista. Dentro destas bandas/regiões, os níveis de intensidade da

imagem são filtrados por um filtro direcional de tamanho 5 × 5 com a finalidade de detectar

variações horizontais. Logo após, uma função de limiarização é aplicada juntamente com um

esquema de deslocamento e casamento, com a intenção de detectar evidências de marcações na

pista. A técnica foi avaliada com a base de dados LISA-Q, composta por cinco diferentes tipos

de estradas: freeway, freeway com superfície de concreto, vias urbanas com sombras, freeway

com veículos e freeway com tachões circulares. Três tipos de marcações são apresentados nesta

base dados: seccionada, contínua e com tachões circulares.

No trabalho proposto por Nedevschi et al. (2013), foi realizada a introdução de histo-

gramas periódicos para determinar o tipo de marcação de pista com a finalidade de melhorar

a localização global de veículos autônomos nas proximidades de cruzamentos. Embora o foco

principal seja o posicionamento global do veículo, também foi desenvolvido um algoritmo que

classifica as bordas da pista em quatro tipos: contínuo simples, contínuo duplo, seccionado e

misto.

Ainda, Suchitra, Satzoda e Srikanthan (2013) apresentaram uma abordagem modular

para detectar e distinguir três tipos principais de marcações: seccionada, contínua e zigzag. Para

tanto, eles definiram uma unidade de processamento chamada Marcação de Pista Básica (BLM

- Basic Lane Marking), que particularmente lida com as marcações seccionada e contínua com

base em propriedades de continuidade. O processo se resume em dividir um quadro da imagem

em blocos e a partir das bordas da pista e da existência de alguma marcação (oriunda do BLM),

um mapa de bordas é criado.

A técnica proposta por Lopez et al. (2005) explora uma medida de pico para detectar

os diferentes tipos de marcações de pista. A marca do tipo seccionada deve conter valores

altos ao longo da linha de divisão central de uma dada região de interesse, e valores baixos

próximos as bordas da pista. O artigo apresenta resultados com a presença de marcas contínuas

e seccionadas. Entretanto, o mesmo não trata, ou seja, não diferencia marcações mistas, as

quais são comuns em estradas com fluxo de veículos em direções opostas.

Outra abordagem para realizar a extração do tipo de marcas, fundamentada na técnica

de segmentação por limiar, foi proposta por Li et al. (2012). Segundo apresentado, o modelo,

inicialmente, também cria a vista de cima da pista, segmenta a imagem transformada através de

um limiar adaptativo, e finalmente algumas restrições geométricas são aplicadas para remover

prováveis respostas falsas. A saída gerada é uma imagem binária com potenciais marcações.
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Entretanto, nenhuma característica em alto nível é extraída e classificada.

Chira, Chibulcutean e Danescu (2010) apresentam um sistema em tempo real para de-

tectar, medir e classificar sinais horizontais (marcas longitudinais e inscrições no pavimento)

usando a detecção de bordas e o casamento de padrões geométricos. O foco do referido traba-

lho é, na sua maioria, na inscrição do pavimento (setas indicativas de posicionamento na pista

para a execução de movimentos: siga em frente, siga em frente ou vire à esquerda, siga em

frente ou vire à direita), e uma única marca longitudinal (seccionada).

Também focado na inscrição do pavimento, Danescu e Nedevschi (2010) iniciam o pro-

cesso de detecção das marcas e inscrições horizontais detectando as bordas da imagem e, pos-

teriormente, realizam a segmentação utilizando mistura de Gaussianas. Por fim, a classificação

é realizada com uma técnica de extração de cubóides combinado com o RANSAC (RANdom

SAmple Consensus) (FISCHLER; BOLLES, 1981).

2.3 Detecção do tipo de sinalização vertical

Segundo o manual brasileiro de sinalização de trânsito (CONTRAN, 2007a), a sinaliza-

ção vertical utiliza sinais apostos sobre placas fixadas na posição vertical, ao lado ou suspensas

sobre a pista, com o intuito de transmitir mensagens de caráter permanente, ou variável, através

de uma notação ou simbologia preestabelecida e aprovada por lei. A finalidade da sinalização

vertical está em fornecer informações (orientação) aos condutores que os permitam adotar com-

portamentos adequados de modo a aumentar a segurança e ordenar os fluxos de tráfego. Esta

padronização varia entre países. O Brasil possui diretrizes próprias e a sinalização vertical está

subdividida em sinalização vertical de regulamentação (obrigações, limitações, proibições ou

restrições que governam o uso da via), de advertência (advertir os condutores sobre condições

com potencial risco existentes na via ou nas suas proximidades, tais como escolas e passagens

de pedestres) ou de indicação (indicar direções, localizações) (Veja a Figura 2.1).

Os sistemas de reconhecimento de sinais de trânsito (TSR - Traffic Sign Recognition)

fazem parte dos sistemas de auxílio ao motorista, possibilitando reconhecer placas de trânsito

(como por exemplo, velocidade máxima permitida, proibido ultrapassar, parada obrigatória,

etc.), e avisar o condutor acerca da sinalização presente na via. Segundo Mogelmose, Trivedi

e Moeslund (2012), nem todos os sinais de trânsito possuem a mesma capacidade de chamar

a atenção do motorista. Ainda, o estudo reporta que normalmente os motoristas, de forma
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Figura 2.1 – Tipos de sinalização vertical: (a) Regulamentação (b) Advertência (c) Indicação

(a) (b) (c)

Fonte: CONTRAN (2007a).

inconsciente, prestam mais atenção em sinais de limite de velocidade e são menos propensos a

perceber os sinais de advertência de pedestres, tais como: trânsito de ciclistas, área escolar.

De acordo com Eichner e Breckon (2008), os sistemas de reconhecimento de sinais ver-

ticais de trânsito podem ser subdivididos em dois estágios: (i) detecção inicial de possíveis

candidatos a sinais; (ii) reconhecimento e classificação do tipo de placa detectada. A detec-

ção consiste em localizar os sinais nas imagens de entrada, enquanto que o reconhecimento e

classificação incide em determinar qual é o tipo de sinalização. Além disso, muitos sistemas

de reconhecimento de sinais de trânsito foram desenvolvidos para trabalhar com sequências de

vídeo (na maior parte dos casos em tempo real). Por este motivo, os sinais devem ser rastrea-

dos ao longo do tempo e incluir alguma informação preditiva com o propósito de poder tratar

oclusões, por exemplo, ao longo do rastreamento.

Para cada um dos estágios supracitados, várias abordagens foram propostas. Para o pri-

meiro estágio (detecção), geralmente se divide a tarefa em dois tipos: detecção com base na

cor e com base na forma. De acordo com Mogelmose, Trivedi e Moeslund (2012), os méto-

dos baseados em cor usufruem do fato de que os sinais de trânsito são projetados para serem

facilmente distinguidos com o seu entorno, e sua identidade visual define cores fortes e con-

trastantes. Além disso, assim como possuem cores específicas, também possuem formas bem

definidas, o que proporciona uma busca por figuras geométricas. Alguns trabalhos, como em

Gomez-Moreno et al. (2010), subdividem a tarefa de detecção em segmentação (uso de infor-

mação de cor) e detecção (uso de formas geométricas). A notação varia muito entre os autores,

mas o propósito final é o mesmo, e geralmente usam-se as palavras detecção e segmentação

(com a mesma finalidade) como notação.

Vários métodos exploram a segmentação baseada na cor, particionando a imagem em

regiões. Geralmente, a técnica consiste na limiarização num determinado espaço de cor. Um

dos modelos de cor mais usados é o HSI (hue, saturation, intensity – matiz, saturação, inten-
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sidade), pois separa o componente intensidade das informações de cores (matiz e saturação)

em uma imagem colorida. Segundo Gonzalez e Woods (2007), o espaço de cores RGB é ideal

para a geração de imagens coloridas (aquisição por câmera ou exibição em monitor), mas a

sua utilização na descrição de cores é limitada. O modelo de cores HSI é usado como método

de segmentação de sinais de trânsito em vários artigos, tais como, Kuo e Lin (2007), Nguwi e

Kouzani (2008), Ren et al. (2009), Chiang et al. (2010), Qingsong, Juan e Tiantian (2010). De

acordo com Mogelmose, Trivedi e Moeslund (2012), outros trabalhos como, Timofte, Zimmer-

mann e Gool (2009) e Prisacariu et al. (2010), utilizam o espaço RGB, mas adotam um limiar

adaptativo para lidar com as variações de iluminação.

Alguns pesquisadores escolheram usar a segmentação com base em formas e, inicial-

mente, utilizam um detector de bordas para encontrar variações abruptas (locais) de intensi-

dade. O detector de Canny (1986) é um dos mais usados, visto que possui como objetivo básico

ter uma baixa taxa de erros, e está presente em vários sistemas de detecção de placas de trân-

sito, como em Houben (2011), Timofte, Zimmermann e Gool (2009), Ruta, Li e Liu (2010),

Deguchi et al. (2011). Observa-se que os trabalhos de Timofte, Zimmermann e Gool (2009)

e Gao et al. (2006) combinam a detecção com base na cor e na forma. Outra escolha para a

detecção de bordas é o uso de Histogramas de Gradientes Orientados (HOG - Histograms of

Oriented Gradients). O trabalho de Dalal e Triggs (2005) fez o uso do HOG para detectar pe-

destres em imagens estáticas. Posteriormente, Gao et al. (2006), Xie et al. (2009), Creusen et

al. (2010), dentre outros, usaram a mesma técnica para detectar sinais verticais. Outros traba-

lhos, com Classificadores Neuraistambém foram usados por Nguwi e Kouzani (2008), Fistrek e

Loncaric (2011), Zhang, Sheng e Li (2012).

Recentemente, Mogelmose, Liu e Trivedi (2015) realizaram um estudo acerca da sina-

lização vertical definida no Estados Unidos, uma vez que a maioria dos trabalhos relacionados

está focada em sinais verticais Europeus. Como há diferenças na definição da cor, geometria,

posicionamento dos sinais de trânsito de um país para outro, o foco da pesquisa foi empregar

a técnica de Integral Channel Features e Aggregate Channel Features, ambas propostas por

Dollar et al. (2009) e (2014), com o intuito de avaliar o desempenho de ambas as técnicas com

trabalhos relacionados.

Em suma, o processo de reconhecimento da sinalização vertical de trânsito envolve duas

principais etapas: a detecção do sinal em uma imagem ou sequência de vídeo e o reconhe-

cimento/classificação do sinal detectado. Nos trabalhos supracitados, várias abordagens são

apresentadas para a detecção e classificação das placas de trânsito, mas dependendo da aplica-

ção desejada, há uma classe de técnicas que em conjunto realizam a detecção e classificação
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da placa de forma simultânea. Nestes casos, a ideia geral é treinar uma classificar que busque

uma placa em específico, de modo que apenas aquele tipo de placa seja detectada; consequen-

temente, a detecção resulta no reconhecimento. Os trabalhos propostos por Viola, Jones e

Snow (2005) e Dalal e Triggs (2005), que realizam a detecção e reconhecimento de pedestres

servem de referência para a classe de técnicas que detectam e ao mesmo tempo reconhecem

determinado objeto.
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3 CALIBRAÇÃO DA CÂMERA

Neste capítulo serão apresentadas as técnicas que foram desenvolvidas para estimar os

parâmetros extrínsecos de câmera bem como a sua altura com relação ao solo.

3.1 Formulação do problema

Embora o problema de calibração de câmeras tenha sido bastante estudado por vários

pesquisadores, o escopo de aplicação do presente trabalho impõe algumas restrições com rela-

ção ao problema geral. Mais precisamente, foca-se em uma solução de baixo custo para câmeras

veiculares embarcadas, na qual o usuário fixa a câmera na parte superior central de para-brisa1.

Dado um ponto 3D W = (xw, yw, zw)T no sistema de coordenadas de mundo, o ponto

correspondente C = (xc, yc, zc)
T no sistema 3D de coordenadas de câmera é dado por uma

transformação rígida da forma:

C = R(W −W0), (3.1)

ondeW0 é a posição do sistema de coordenadas de câmera, eR é a matriz de rotação.

A projeção correspondenteC em pixels de imagemu = (u, v)T , assumindo uma câmera

pinhole é dada por:

u =
fsuxc
zc

, v =
fsvyc
zc

, (3.2)

onde f é a distância focal da câmera, su e sv referem-se a dimensão do pixel, e (u, v)T são as

coordenadas relativas ao eixo ótico da câmera (geralmente, o pixel central da imagem).

Os parâmetros f , su e sv estão relacionados com o sistema de digitalização da câmera,

e são os parâmetros intrínsecos (que podem ser computados previamente, e que permanecerão

os mesmos). Por outro lado, R e W0 dependem da configuração de câmera e são chamados

de parâmetros extrínsecos da câmera. No escopo deste trabalho a câmera veicular embarcada

pode ser retirada do para-brisa e recolocada noutro momento. Por este motivo, a cada coloca-

ção/fixação da câmera, geram-se novos valores para R e W0, os quais precisam ser recalcula-

dos.

A Figura 3.1 apresenta uma típica configuração para câmeras veiculares embarcadas. A

câmera é posicionada em (h, 0, 0)T e os ângulos de Euler para o sistema de coordenadas de

câmera, referente aos eixos x, y e z, são dados por α, β e γ, respectivamente. Estes ângulos

são conhecidos por yaw (guinada), pitch (arfagem ou tangagem) e roll (rolamento, inclinação

1Os efeitos de lente e prováveis distorções do para-brisa são desprezados.



30

lateral), respectivamente.

Figura 3.1 – Sistema de coordenadas de câmera e de mundo 3D.

yw

zw

xc

zcyc
h

α

β

γ

xw

Fonte: do autor (2015).

Na configuração ideal de câmera, não deve haver yaw e roll (apenas pitch). Entretanto,

a instalação da câmera, realizada de forma manual, não é ideal. Para tanto, neste trabalho,

considera-se que não exista roll efetivamente (uma vez que o movimento é normalmente evitado

pelo para-brisa). A matriz de rotação correspondente é dada por:

R =


cos β − sin β sinα − sin β cosα

0 cosα − sinα

sin β cos β sinα cos β cosα

 . (3.3)

A próxima seção apresenta uma abordagem para computar os parâmetros extrínsecos da

câmera α, β e h com base nos parâmetros intrínsecos (assume-se que estes sejam conhecidos) e

de algumas relações entre mundo-pixels, extraídas de marcas da pista e da geometria esperada

da estrada.

Observa-se que a geometria da pista foi explorada para calibrar câmeras veiculares em-

barcadas em (RIBEIRO; DIHL; JUNG, 2006; JUNG; SALDANHA; JR., 2009). Entretanto,

ambos os artigos assumem que a largura da pista seja previamente conhecida. Por outro lado,

o único requisito da presente abordagem é que, durante o processo de calibração, o veículo

deve se mover ao longo de um trecho plano da estrada em que as marcas longitudinais sejam

seccionadas (com o mesmo espaçamento durante o processo de calibração) e que a velocidade

do veículo seja conhecida.
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3.2 Obtendo o Pitch e o Yaw

Assumindo que o veículo esteja se movendo paralelamente as bordas da pista, a equação

que descreve as bordas esquerda e direita da pista em coordenadas de mundo são yw = y0

e yw = y0 + W , onde y0 é a distância ortogonal da borda esquerda da pista a câmera e W

é a largura da pista, como pode ser visto na Figura 3.2. As retas paralelas de borda da pista

(em coordenadas de mundo) são mapeadas em retas que se interseccionam em coordenadas de

câmera e o ponto de intersecção v = (vu, vv)
T é o ponto de fuga da cena. De fato, aplicando

as Equações (3.1) e (3.2) em yw = y0 e yw = y0 + W , conduz às equações paramétricas das

bordas da pista em coordenadas de imagem em função de z. Calculando o limite com z → ∞
para cada uma das bordas da pista projetadas, tem-se as coordenadas do ponto de fuga desejado,

como segue abaixo:

v =

(
−fu tan β,−fv

tanα

cos β

)T
, (3.4)

onde fu = fsu e fv = fsv, os quais são os parâmetros intrínsecos da câmera.

Se v = (vu, vv)
T são conhecidos, α e β podem ser obtidos através das seguintes expres-

sões:

β = − tan−1

(
vu
fu

)
, (3.5)

e α é dado por:

α = − tan−1

(
vv
fv

cos β

)
. (3.6)

Uma questão importante é como obter o ponto de intersecção v das retas que represen-

tam as bordas de pista de forma automática e de uma maneira robusta. Há várias maneiras para

se detectar as bordas da pista, e uma escolha adequada para o propósito em questão é o modelo

linear-parabólico usado em (JUNG; KELBER, 2005). No modelo linear-parabólico, as bordas

de pista são modeladas como um função linear referente ao campo de visão próximo, de modo

que v possa ser calculado diretamente pela intersecção da parte linear das bordas da esquerda

e da direita da pista. Além disso, a parte parabólica modela o campo de visão distante, sendo

flexível a partes em curva da estrada. Por isso, como indicado em (JUNG; KELBER, 2005), o

modelo mencionado é utilizado para identificar de forma automática partes da pista em linha

reta ou curva. Ainda, pode-se selecionar automaticamente um conjunto de quadros de treina-

mento no procedimento de calibração. Para obter o ponto de intersecção v foi utilizado apenas

a parte linear do modelo.
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3.3 Obtendo a altura da câmera: primeira abordagem

Para se obter a altura da câmera com base na geometria da estrada, um parâmetro adi-

cional que relaciona as coordenadas de mundo e de imagem é necessário. Considerando dois

pontos ao longo de uma das bordas da pista (sem perder a generalidade, considera-se a borda

da esquerda), dado W1 = (0, y0, z0) e W2 = (0, y0, z0 + L), como mostrado na Figura 3.2. A

projeção destes pontos 3D em coordenadas de imagem é dado por:

I1 =

 u1

v1

 =

 fu (−h cosβ−y0 sinβ sinα−z0 sinβ cosα)
−h sinβ+y0 cosβ sinα+z0 cosβ cosα

fv (y0 cosα−z0 sinα)
−h sinβ+y0 cosβ sinα+z0 cosβ cosα

 , (3.7)

I2 =

 u2

v2

 =

 −fu (h cosβ+y0 sinβ sinα+z0 sinβ cosα+L sinβ cosα)
−h sinβ+y0 cosβ sinα+z0 cosβ cosα+L cosβ cosα

− fv (−y0 cosα+z0 sinα+L sinα)
−h sinβ+y0 cosβ sinα+z0 cosβ cosα+L cosβ cosα

 . (3.8)

Para se determinar de forma explícita a altura h, primeiramente isola-se z0 usando a primeira

coordenada das Equações (3.7) e (3.8), tal que se tem duas diferentes expressões para z0. Rea-

lizando a comparação entre ambas expressões e isolando h, tem-se:

h =
L cosα

(
(u1 + u2)(fu cos β sin β) + fu

2 + u1u2 cos2 β − fu2 cos2 β
)

fu (u2 − u1)
(3.9)

Outrossim, o cálculo referente aos coeficientes angulares ml e mr, das equações lineares relati-

vas as bordas da esquerda e da direita da pista em coordenadas de imagem, podem ser obtidos

por:

ml =
fv(h sinα sin β − y0 cos β)

fuh cosα
, (3.10)

mr =
fv (h sinα sin β − y0 cos β −W cos β)

hfu cosα
(3.11)

Isolando y0 em ambas as Equações (3.10) e (3.11), igualando-as e isolando W na expressão

resultante obtém-se:

W = h(ml −mr)
fu cosα

fv cos β
, (3.12)

que é uma estimativa da largura da pista que pode ser obtida de forma automática.

Na Equação (3.9), torna-se necessário encontrar um par de pontos na imagem I1 =

(u1, v1) e I2 = (u2, v2) ao longo da borda da pista, tal que a distância dos correspondentes

pontos em coordenadas de mundo seja L. Para encontrar estes pontos, assume-se que a borda
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Figura 3.2 – Esquerda: estrada em coordenadas de mundo. Direita: estrada em coordenadas de imagem.
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Fonte: do autor (2014).

da pista seja tracejada, e que I1, I2 correspondem ao início das marcas tracejadas adjacentes.

Por este motivo, L é o comprimento entre o início entre duas marcas longitudinais tracejadas

adjacentes, que podem ser calculadas de forma automática se o veículo estiver se movendo em

uma velocidade v conhecida e constante durante o período de calibração.

Para estimar L, primeiramente assume-se que a intensidade da luz refletida das marcas

de sinalização da pista é maior que a intensidade do pavimento da pista (asfalto). Portanto,

considera-se uma região retangular externa re centralizada no pixel localizado na parte infe-

rior da borda de pista, com altura 0.025wl e largura 0.15wl, onde wl é a distância horizontal

(em pixels) entre os pixels na parte inferior das bordas da pista. Também, utiliza-se outra re-

gião retangular ri, com a mesma dimensão de re, mas deslocada para o interior da pista 0.3wl

unidades como apresentado na Figura 3.3. O retângulo interno ri é utilizado para aprender os

valores da média µ e do desvio padrão σ dos pixels referentes ao pavimento, os quais serão usa-

dos para avaliar a aderência de cada pixel no interior de re as estatísticas do pavimento. Mais

precisamente, uma imagem binária r′e(u, v) é obtida através de:

r′e(u, v) =

 1, if re(u, v) > µ+ kσ

0, caso contrário
, (3.13)

onde k = 5 é a tolerância (número de desvios padrões) utilizados para distinguir os pixels de

pavimento e de marcas longitudinais, obtidos de forma experimental. Para um dado quadro t,

calcula-se a medida m(t) baseada na fração de pixels no interior de re que são supostamente
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relacionados com as marcações de pista:

m(t) =

∑
r′e(u, v)

#r′e
, (3.14)

onde #r′e é o número total de pixels em r′e. Enquanto o veículo se movimenta, os valores

de m(t) alternam entre partes de marcação (pintura) e não marcação (sem pintura) da estrada,

como apresentado na Figura 3.5(a). Ademais, se o comprimento das marcações longitudinais

tracejadas é o mesmo (pelo menos ao longo dos quadros utilizados na calibração da câmera),

então m(t) deve ser uma função periódica. Se o período (em segundos) é T , então o com-

primento L entre o início das marcas adjacentes é L = vT . Neste trabalho, a velocidade do

veículo foi medida de forma manual, mas considera-se importante mencionar que dispositivos

eletrônicos embutidos nos modernos carros podem ser usados para se obter a velocidade de

forma automática a qualquer momento (KOSCHER et al., 2010).

Na prática, entretanto, partes não homogêneas do pavimento da estrada e a baixa quali-

dade das marcações de pista (pintura desgastada, por exemplo) fazem com que a determinação

do período T seja uma tarefa desafiadora. Portanto, decidiu-se por explorar a função de autocor-

relação (GONZALEZ; WOODS, 2007) para se determinar T . Dada a função m(t) no domínio

discreto, a função de autocorrelação Rmm(τ) é expressa por:

Rmm(τ) =
∑
t

m(t)m(t+ τ), (3.15)

e os valores de Tτ que produzem um máximo local para Rmm(τ) devem indicar os períodos

da função. Para estimar o período fundamental de m(t), seleciona-se T como o primeiro valor

positivo de τ que gera o máximo local de Rmm(τ). A Figura 3.5(b) apresenta o gráfico de

Rmm(τ). Nota-se que o primeiro máximo local, depois da origem, ocorre em τ = 16. Uma vez

que a sequência de vídeo é capturada a 30 qps (quadros por segundo), o período calculado é de

T = 16/30 = 0, 53s. Considerando que a velocidade do veículo seja 55 km/h = 15, 28 m/s, o

comprimento estimado entre o início das marcas longitudinais adjacentes é L = 8, 15 m.

Dado T (e consequentemente o comprimento entre as marcas L), o próximo passo con-

siste em selecionar um quadro da sequência de vídeo em que seja possível detectar de ma-

neira acurada o início de duas marcas longitudinais tracejadas adjacentes. Tendo selecionado

um quadro e detectado as bordas da pista, desloca-se as duas regiões retangulares re e ri ao

longo das bordas da pista (e de forma paralela) e estima-se a razão entre os pixels relaciona-

dos as marcas da pista no retângulo externo, similarmente ao procedimento adotado para se
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Figura 3.3 – Quadro típico e as regiões retangulares usadas para estimar o comprimento entre as marcas
longitudinais adjacentes ao longo das bordas de pista detectadas (em verde).

re

re(u)
wl(u)

ri

ri(u)

Fonte: do autor (2014).

obter m(t). De forma mais detalhada, considera-se uma região retangular externa deslizante

re(u) que apresenta a sua borda inferior na coordenada vertical da imagem u com dimensão

0, 025wl(u) × 0, 15wl(u), onde wl(u) é a distância horizontal (em pixels) entre as bordas da

pista como uma função de u (o tamanho da janela deslizante é re-escalado para diferentes posi-

ções da imagem com o intuito de compensar questões relacionadas a perspectiva). Ainda, uma

região interna retangular ri(u) com a mesma dimensão, porém deslocada 0, 3wl(u) unidades de

pixel para o interior da pista, também é considerada. Por fim, calcula-se a razão dos pixels s(u)

com re(u), de forma similar ao procedimento descrito pelas Equações (3.13) e (3.14).

Espera-se que no gráfico de s(u) haja uma série de platôs: ao longo do pavimento, s(u)

deva ser aproximadamente uniforme e com valor pequeno, enquanto que ao longo das marcas,

s(u) deva ser aproximadamente uniforme, mas com valor alto. Transições significativas entre

estes valores são esperadas no início e no fim das marcas tracejadas da pista. Portanto, os picos

de s′(u) podem ser usados para detectar os limites de cada marca de pista. Entretanto, observa-

se na Figura 3.5(c), que o ruído em s(u) afeta significativamente o valor de sua derivada. Para

contornar este problema, utiliza-se um filtro de kernel Gaussiano, gerando uma versão filtrada,

denominada sf (u). Para tanto, extrai-se todos os máximos locais de s′f (u), e considera-se

apenas os picos que são maiores que 50% do maior pico obtido (para remover máximos locais

pequenos). Similarmente, extrai-se todos os mínimos locais de s′f (u), e considera-se aqueles

picos que são menores que 50% do menor pico (em valores absolutos). O máximo e mínimo

locais de s′f (u) são mostrados na Figura 3.5(c) com os símbolos cruz e círculo, respectivamente.

O primeiro máximo local é a primeira transição significativa em sf (u), e é atribuído ao início da
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Figura 3.4 – (a) Gráfico da função m(t). (b) Função de autocorrelação Rmm(τ). (c) Gráfico de s(u);
versão com filtro sf (u) e a correspondente derivada s′f (u) ao longo dos pontos de máximo e mínimo bem
como a determinação do início das marcas longitudinais adjacentes. (d) Início das marcas adjacentes
mapeadas no quadro da imagem.
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Fonte: do autor (2014).

primeira marca tracejada da pista que aparece ao longo da borda. De forma análoga, o primeiro

mínimo local é atribuído ao final da referida marca. O primeiro máximo local subsequente2

refere-se ao início da segunda marca tracejada da pista. Estas posições estão marcadas por

setas na Figura 3.5(c), e os pontos correspondentes no quadro da imagem são apresentados na

Figura 3.5(d). Na Figura 3.5 pode ser observado o início de três marcas longitudinais adjacentes.

2Se não há o segundo máximo local, o quadro selecionado é descartado no procedimento de calcular o valor de
h.
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Figura 3.5 – (a) Início das marcas adjacentes no quadro da imagem. (b) Respectivos máximos locais
em s′f (u) sinalizados por um ×.
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Fonte: do autor (2014).

3.4 Obtendo a altura da câmera: segunda abordagem

Um problema da abordagem descrita anteriormente em estimar o valor de h é ilustrado

na Figura 3.7(a). A Figura mostra a sequência de vídeo 3 (maiores detalhes estão na Seção 3.7),

onde há uma marca refletiva fixada entre as marcas tracejadas adjacentes. O segundo máximo

local de s′f (u), apresentado na Figura 3.7(b) - círculo amarelo, não condiz com o início da

segunda marca. Consequentemente, a detecção das marcas conduz a uma falha ao longo dos

quadros usados na análise. A seguir, é apresentada uma abordagem alternativa a esta questão

que é fundamentada no movimento de pontos planares, similar ao procedimento de calibração

com base na estrutura a partir do movimento (HARTLEY; ZISSERMAN, 2004).

Considerando um ponto no espaço 3DW3 = (0, y3, z3)T , localizado no plano do chão, e

assumindo que a matriz de rotaçãoR seja conhecida, projetando-seW3 num ponto de imagem

I3 = (u3, v3)T e resolvendo para y3 e z3, tem-se:

 u3

v3

 =

 −fuhv3 cos2 β+fuhv3 sin2 β
fufv sinβ+fvu3 cosβ

−hu3 sinβ−fuh cosβ
u3 cosβ+fu sinβ

 (3.16)

Assumindo que o veículo esteja se movimentando ao longo do eixo central da pista

com uma velocidade v conhecida, a posição de W3 no quadro seguinte será dada por W4 =

(0, y3, z3 − dz)T , onde dz = v/qps é o deslocamento ao longo do eixo z. Subtraindo dz de z3 na
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Figura 3.6 – (a) Tachão refletivo no pavimento entre marcas longitudinais tracejadas. (b) Gráfico de
s′f (u) que leva a estimativa errada de L.
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Fonte: do autor (2014).

Equação (3.16) e calculando o mapeamento direto, obtém-se as correspondentes coordenadas

de imagem I4 = (u4, v4)T , expressa por:

 u4

v4

 =

 fu(h cosβ−Φ sinβ)
h sinβ+Φ cosβ

fv(fuhv3 cos2 β+fuhv3 sin2 β)
(fufv sinβ+fvu3 cosβ)(h sinβ+Φ cosβ)

 (3.17)

onde Φ = dz − hu3 sinβ−fuh cosβ
u3 cosβ+fu sinβ

.

Por este motivo, se um par de pontos correspondentes I3, I4, em coordenadas de ima-

gem, forem conhecidos, cada coordenada da Equação (3.17) pode ser usada para se estimar a

altura da câmera. De fato, isolando h em ambas as coordenadas, chega-se a:

hu =
dzf

2
u sin2 β + dzu3u4 cos2 β + dzfuu3 cos β sin β + dzfuu4 cos β sin β

fuu3 cos2 β − fuu4 cos2 β + fuu3 sin2 β − fuu4 sin2 β
(3.18)

hv =
dzu3v4 cos2 β + dzfuv4 sin β cos β

fuv3 cos2 β − fuv4 cos2 β + fuv3 sin2 β − fuv4 sin2 β
(3.19)

Se um conjunto de pontos correspondentes n, entre os quadros t e t + 1, estiver dis-

ponível, tem-se n equações redundantes para se determinar a mesma estimativa da altura hu

e hv no quadro t. Se h(j)
u (t) e h(j)

v (t) denotam as estimativas de forma independente, para

j = 1, ..., n, propõe-se determinar um único valor para hu(t) e hv(t) no quadro t através de

hu(t) = µκ
j

(h(j)
u (t)) e hv(t) = µκ

j
(h(j)

v (t)). A expressão µκ
j

(·) representa a média truncada κ

(κ−trimmed mean) na sequência de valores da variável j (BEDNAR; WATT, 1984), que con-
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siste na remoção de uma fração (0 ≤ κ < 1) das observações que estejam relativamente longe

do valor mediano (possivelmente relacionado a valores discrepantes) e, ainda, calcular a mé-

dia dos valores restantes. Nos experimentos realizados verificou-se que um valor κ = 0, 2 é o

suficiente para remover os valores discrepantes e permitir valores suficientes para o cálculo da

média.

Há várias técnicas que podem ser usadas para se encontrar pontos correspondentes em

duas imagens, necessários para se estimar hu e hv. Uma vez que se tenha uma coerência espaço-

temporal destes pontos, um rastreador de características (feature tracker) é selecionado. Mais

especificamente, utilizou-se o algoritmo Lucas-Kanade (LK) piramidal (BOUGUET, 2000; LU-

CAS; KANADE, 1981) para realizar o rastreamento de pontos localizados no plano do chão.

Com a intenção de selecionar boas características para realizar o rastreamento (good features

to track), aplicou-se o clássico detector de Harris (HARRIS; STEPHENS, 1988) para encontrar

pontos com alta curvatura em curvas planas, o que é esperado nos cantos das marcas longitudi-

nais tracejadas e no pavimento, caso haja uma textura suficiente. Tais pontos são selecionados

em uma região da imagem compreendida entre as bordas de pista detectadas. Portanto, estes

pontos no plano do chão são susceptíveis de serem selecionados (mesmo que alguns pontos

sejam selecionados fora do chão, eles tendem a ser removidos pela média truncada κ).

3.5 Melhorando a estimativa com informação temporal

As abordagens descritas nas Seções 3.3 e 3.4 podem ser utilizadas para estimar de forma

independente α, β e h em cada quadro, sendo que uma janela temporal é necessária para es-

timar h. De fato, cada quadro t gera três estimativas para a altura: hs(t), usando as restrições

espaciais descritas na Seção 3.3, e hu(t), hv(t), obtidas usando o movimento conforme descrito

na Subseção 3.4. Entretanto, os parâmetros relacionados à imagem variam significativamente

quando quadros diferentes são selecionados, devido à ruídos na imagem, sombra, condições

da pintura da pista, etc.. Para se obter uma estimativa mais robusta aos desejados parâmetros

extrínsecos, considera-se que {α(t), β(t), hs(t), hu(t), hv(t)} seja um conjunto de parâmetros

estimados de um dado quadro (t), para t = 1, ..., NT , ondeNT é o número de quadros utilizados

na análise. Os parâmetros finais estimados são obtidos a partir de:

α̂ = µκ
t

(α(t)), β̂ = µκ
t

(β(t)), ĥp = µκ
t

(hp(t)), (3.20)
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onde µκ
t

(·) é a média truncada κ da variável t, e p ∈ {s, u, v} denota as diferentes possibilidades

de se estimar a altura. Conforme as subseções anteriores, utilizou-se κ = 0, 2.

3.6 Análise de erros

Os parâmetros desejados α, β e h são calculados com base nos parâmetros estimados

da imagem vu, vv, L, u1 e u2, que são suscetíveis a erros. Considere que v∗u, v∗v , L∗, u∗1 e u∗2
são valores exatos, e que vu = v∗u + ∆vu, vv = v∗v + ∆vv, L = L∗ + ∆L, u1 = u∗1 + ∆u1 e

u2 = u∗2 + ∆u2, são os valores estimados. Assumindo que os parâmetros estimados contenham

pequenos erros, a aproximação de primeira ordem dos erros aplicada às Equações (3.5) e (3.6)

usando diferenciais, leva às seguintes aproximações para os erros angulares ∆β e ∆α:

∆β ≈ − fu
f 2
u + v2

u

∆vu, (3.21)

∆α ≈ −fv (∆vv cos β − vv∆β sin β)

f 2
v + v2

v cos2 β
. (3.22)

O erro no ângulo de arfagem (pitch) ∆β tende a ser pequeno, uma vez que o erro em

∆vu é geralmente pequeno (em torno de 5 pixels no máximo de acordo com os experimentos

realizados), e tipicamente fu >> ∆vu. O erro no ângulo de guinada (yaw) ∆α é afetado por

∆β e também por ∆vv. Uma vez que o termo ∆β sin β tende a ser pequeno e fv >> ∆vv em

termos gerais, também é esperado que o erro ∆α seja pequeno.

Para estimar a altura da câmera h, a primeira abordagem descrita na Seção 3.3 depende

dos parâmetros u1, u2 e L (veja a Equação (3.9)), que são extraídas da sequência de vídeo, e

dos parâmetros estimados α e β (que também possuem erros). Para simplificar a análise de

erros, foi assumido que o parâmetro α (yaw) é irrelevante, bem como o erro ∆β do parâmetro

β (pitch). Também foi assumido que ∆u1 = ∆u2 = ∆u, i.e., o erro obtido para obter o início

das marcas adjacentes é o mesmo. Com essas premissas, obtém-se:

∆h ≈ fu (u1 + u2) sin β cos β + fu
2 sin2 β + u1u2 cos2 β

fu (u2 − u1)
∆L

+
L cos β (2fu sin β + (u1 + u2) cos β)

fu (u2 − u1)
∆u. (3.23)

Uma análise teórica da Equação (3.23) não é uma tarefa fácil, mas em geral, algumas

observações do erro esperado podem ser feitas.
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No primeiro termo, fu2 sin2 β pode ser um termo dominante, dependendo do ângulo β

(pitch) da câmera. O segundo termo depende linearmente do espaçamento L entre as marcas

adjacentes, tal que trechos da pista com pequenos espaçamentos tendem a produzir melhores

resultados.

Para as estimativas de altura que usam a segunda abordagem, dada pelas Equações (3.18)

e (3.19), o erro depende das características (features) do rastreador que estão relacionadas com

os pontos I3 e I4 na imagem. Como consequência, uma análise teórica de erros é difícil de ser

elaborada. Entretanto, o rastreador tende a trabalhar melhor quando pontos com alta curvatura

são detectados, que ocorrem quando os vértices (cantos) das marcações são pontiagudas e/ou

quando o pavimento é altamente texturado.

3.7 Resultados

Os sistema proposto foi implementado em C++ (compilador GCC 4.2.1), utilizando

a biblioteca Open source Computer Vision, (OpenCV Versão 2.4.0 3). O tempo médio de

execução para cada quadro 240 × 320 e 480 × 640, utilizando um notebook com processador

Core 2 Duo de 2,53GHz, com 4GB de RAM, e uma placa gráfica NVIDIA GPU GeForce

9400M, foi de 22,64 ms e 64,80 ms, respectivamente. É importante observar que o conjunto

de quadros deve ser analisado duas vezes (num primeiro momento, estima-se L; na segunda

vez, obtém-se as coordenadas de imagem das marcas longitudinais tracejadas e a estimação dos

parâmetros extrínsecos) e ambos os processos são realizados totalmente na CPU, enquanto que

o vídeo é executado na placa gráfica.

A abordagem proposta foi aplicada em sete (7) sequências de vídeo adquiridas com

duas câmeras diferentes. Os parâmetros intrísecos de cada câmera foram obtidos de forma

offline com as funções de calibração do OpenCV (BRADSKI, 2000)4 antes da fixação ao para-

brisa (uma vez que os parâmetros intrínsecos permanecem constantes e, consequentemente,

este procedimento deve ser realizado uma única vez para cada câmera). Salienta-se que as

coordenadas de imagem (u, v), definidas na Seção 3.1 são relativas ao eixo ótico da câmera

(uo, vo), também obtidos no procedimento offline de calibração. A validação foi realizada de

forma quantitativa pela comparação entre os parâmetros estimados com os dados de ground

truth.
3<http://opencv.willowgarage.com/wiki/>
4Também, realizou-se a calibração usando o Toolbox de calibração de câmeras da Caltech para Matlab (BOU-

GUET, 2008), e os resultados obtidos foram similares.

http://opencv.willowgarage.com/wiki/
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O primeiro vídeo (Cambará), foi adquirido usando uma câmera Jenoptik JD C 3.1 z3,

com uma resolução de 240× 320 pixels, a 30 qps, e os parâmetros intrínsecos estimados foram

fu = 337, 32, fv = 345, 88, uo = 165, 47 e vo = 117, 45. O veículo estava a uma velocidade

constante de 55 km/h e 50 quadros foram utilizados para calibrar a câmera (apenas 15 dos 50

quadros geraram parâmetros válidos para estimar a altura da câmera h). A Figura 3.7 ilustra

alguns aspectos da abordagem proposta aplicada a esta sequência de vídeo. A Figura 3.8(a)

apresenta um quadro da sequência de vídeo; a Figura 3.8(b) mostra o gráfico de m(t) e a Fi-

gura 3.8(c) ilustra o gráfico da função de autocorrelação Rmm(τ). Como pode ser observado,

embora m(t) possua um certo ruído, o gráfico de Rmm(τ) é bastante suave, tal que T pode

ser obtido de forma robusta. Os gráficos estimados do pitch e yaw ao longo dos quadros de

calibração são mostrados na Figura 3.8(d), e as três estimativas para a altura h, ao longo do

tempo, estão apresentadas na Figura 3.8(e). As estimativas do pitch e yaw são consistentes no

tempo (em torno de 2◦), enquanto a estimativa de h apresenta vários valores discrepantes, os

quais são removidos de forma temporal com a média truncada κ. Por uma questão de ilustra-

ção, a estimativa da largura da pista W , relacionada a cada estimativa de h, é apresentada na

Figura 3.8(f).

Os vídeos 2-6 (Castelo Branco, BR116, BR290, Ipiranga, Assis Brasil) foram captu-

rados utilizando uma câmera analógica Watec Wat 240R, com uma lente fixa de 3, 8 mm, e

digitalizados com uma resolução de 480× 640 pixels, a 30 qps, usando um dispositivo de cap-

tura Pinnacle PCTV USB2, tendo como parâmetros intrínsecos fu = 674, 30, fv = 674, 30,

uo = 319, 50 e vo = 239, 50. As velocidades do veículo para as referidas sequências foram de

70, 40, 80, 50 e 50 km/h, respectivamente.

Finalmente, para testar a performance da abordagem proposta foi utilizada a sequên-

cia de vídeo número 7 (Germany) em que a velocidade do veículo foi de 120 km/h. Foram

usados 100 quadros desta sequência para se estimar os parâmetros (apenas 28 quadros foram

considerados para se estimar h). A câmera utilizada foi a mesma da sequência de vídeo 1.

A Tabela 3.1 mostra o resumo dos parâmetros estimados α, β e h para todas as sequên-

cias de vídeo. Para algumas sequências, tem-se o ground truth para h, medido diretamente

(distância da lente ao chão), e β, medido utilizando-se um inclinômetro analógico. O ground

truth para α deveria ser zero, mas podem haver erros devido a instalação da câmera. Tam-

bém, desde que foi proposto três maneiras de se estimar a altura (ĥs, ĥu e ĥv), apresenta-se

uma estimativa combinada da altura (ĥ) calculando simplesmente a média aritmética das três

estimativas. Como pode ser observado, o valor estimado para β possui um erro em torno de
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Figura 3.7 – (a) Quadro da sequência de vídeo Cambará. (b) Gráfico de m(t). (c) Gráfico de Rmm(τ).
(d) Gráfico da estimativa do pitch e yaw em alguns quadros. (e) Gráfico da estimativa da altura em
alguns quadros. (f) Gráfico da estimativa da largura da pista em alguns quadros com base nas diferentes
estimativas da altura.

(a)

0 50 100 150
0.2

0.3

0.4

0.5

0.6

0.7

frame(t)
m
(t
)

(b)

0 5 10 15 20 25 30
4.4

4.6

4.8

5

5.2

5.4

5.6

5.8

displacement(τ )

R
m

m
(τ

)

(c)

0 5 10 15
−6

−5

−4

−3

−2

−1

0

1

Good frames

P
it
c
h

 a
n
d

 y
a

w
 e

s
ti
m

a
te

s

 

 

α

β

(d)

m

(e)
m

(f)

Fonte: do autor (2014).

0, 5◦, enquanto que para α é de 2◦. As estimativas para a altura h apresentam maiores varia-

ções (o erro relativo médio para ĥe é de 10, 19%, o que corresponde a aproximadamente 10,56

centímetros em valores absolutos).

É importante ressaltar que a sequência de vídeo 7 apresenta fortes marcas de sombra na

estrada, como pode ser observado na Figura 3.9(a). Embora a estimativa de m(t) seja bastante

ruidosa, como apresentada na Figura 3.9(b), a função de autocorrelação Rmm(t) é suave o

suficiente para permitir uma boa estimativa para a determinação de L. Entretanto, a abordagem

de se detectar as marcas longitudinais adjacentes tende a falhar quando a estrada é coberta com

uma sobra dispersa, uma vez que a região retangular usada para aprender as estatísticas do

pavimento pode conter regiões de sombra e não sombra, o que gera estimativas erradas para a

média e o desvio padrão do pavimento.

5Ground Truth
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Figura 3.8 – (a) Quadro da sequência de vídeo Germany. (b) Gráfico da função m(t). (c) Gráfico da
função Rmm(τ).
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Fonte: do autor (2014).

Tabela 3.1 – Resultados da calibração
Vídeo Nome α β β (GT5) ĥs ĥu ĥv ĥe h (GT)

1 Cambará 0,15474◦ -4,85565◦ – 1,40856m 1,27154m 1,11126m 1,26378m –
2 Castelo Branco 1,63193◦ -17,3463◦ -17,0◦ 0,95158m 1,0709m 1,34371m 1,12206m 1,20m
3 BR116 -0,73957◦ -6,02636◦ -6,0◦ 1,56614m 1,43159m 1,27068m 1,4228m 1,20m
4 BR290 1,51358◦ -7,89357◦ -8,0◦ 1,39344m 1,07218m 1,47298m 1,31287m 1,20m
5 Assis Brasil 2,11023◦ +1,56602◦ +2,0◦ 1,17516m 1,41459m 1,20358m 1,26445m 1,20m
6 Ipiranga -1,52376◦ -7,60324◦ -8,0◦ 1,38141m 1,54253m 1,29388m 1,40594m 1,20m
7 Germany 0,68985◦ -11,4328◦ – 1,08752m 0,90583m 0,91467m 0,82681m –

Fonte: do autor (2014).

3.8 Conclusões

Neste Capítulo, foi apresentada uma nova abordagem dinâmica para se obter os parâme-

tros extrínsecos de uma câmera veicular embarcada de uma maneira automática. As suposições

consideradas foram que os parâmetros intrínsecos sejam conhecidos, e que o veículo esteja se

movendo em linha reta ao longo de um trecho planar da estrada com marcas longitudinais trace-

jadas em uma velocidade conhecida e constante durante o período de calibração. Salienta-se que

nenhum parâmetro relacionado a estrada (como por exemplo, a largura da pista) é necessário na

técnica proposta. Os valores de pitch e yaw da câmera dependem do ponto de fuga relacionado

às bordas da pista, e os erros obtidos nos experimentos foram menores do que 0, 5◦. A altura da

câmera foi estimada usando duas diferentes abordagens: a primeira extrai a distância (em co-

ordenadas de mundo) de pontos do início das marcas longitudinais adjacentes, e enquanto que

a segunda abordagem é fundamentada no rastreamento de pontos (tracking). A estimativa final

é uma combinação destas duas abordagens, e o erro médio encontrado nos experimentos foi

em torno de 10 cm (erro relativo aproximado de 10%). O procedimento para se obter a relação

mundo-pixels automaticamente é fundamentado na estimativa das estatísticas do pavimento e na
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detecção das discrepâncias ao longo da região onde as marcas da pista são esperadas. O método

mencionado é robusto com respeito as alterações da iluminação global e sombras homogêneas,

mas apresenta limitações quando sombras dispersas estão presentes (conforme discutido nas Se-

ções 3.1 e 3.7). Também, salienta-se que o algoritmo usado neste trabalho (JUNG; KELBER,

2005) tende a falhar quando o limpador de para-brisa está ligado, por exemplo. Portanto, o

procedimento de calibração provavelmente irá falhar em dias de chuva, baixa iluminação, noite

ou forte neblina, por exemplo. Ainda, no Apêndice A são apresentadas possíveis aplicações

baseadas em realidade aumentada para sistemas de assistência ao motorista. Em particular, o

foco foi na sinalização horizontal e vertical, as quais poderiam ter sido utilizadas para advertir

o condutor do veículo sobre a existência de uma curva, do limite máximo de velocidade em

que o veículo pode trafegar na pista, dentre outras informações úteis. Nas sequências de vídeo

com realidade aumentada, os objetos inseridos são visualmente coerentes com a geometria da

estrada, indicando que os parâmetros extrínsecos são obtidos com a acurácia suficiente para

aplicações de AR.
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4 DETECÇÃO DO TIPO DE MARCAÇÃO HORIZONTAL

Para a detecção do tipo de sinalização horizontal foram desenvolvidas duas técnicas: (i)

câmera não calibrada, (ii) câmera calibrada. Para ambas, a primeira etapa consiste em detectar

e rastrear as bordas da pista de acordo com o trabalho proposto por Jung e Kelber (2005).

A primeira técnica foi desenvolvida em paralelo com a abordagem apresentada no Ca-

pítulo 3, visto que não requer uma câmera calibrada para realizar a identificação e classificação

das marcas horizontais. Uma vez detectadas as bordas da pista, extraem-se algumas proprie-

dades estatísticas do pavimento com base em uma região retangular localizada entre as bordas

detectadas (como descrito em 3.3). Ainda, estes parâmetros servirão para detectar os pixels rela-

cionados as marcações da pista em uma região de interesse (ROI - Region Of Interest) centrada

na parte inferior da borda da pista. Enquanto o veículo se movimenta, a evolução temporal das

marcações extraídas da pista fornece indicações sobre o tipo de marcação de pista, as quais são

reconhecidas utilizando-se um classificador em cascata1.

Para a segunda técnica, que explora uma câmera monocular calibrada, um esquema de

suavização adaptativo é usado com o propósito de reduzir ruídos de segmentos unidimensionais

extraídos do pavimento, preservando as bordas das marcações de pista. Máximos e mínimos

locais, oriundos do gradiente da intensidade dos pixels, são utilizados como entrada para um

classificador Bayesiano baseado em Misturas de Gaussianas.

4.1 Análise da sinalização horizontal usando câmera não calibrada

Assim como apresentado na Seção 3.3, para realizar a detecção do tipo de pintura torna-

se necessário avaliar as marcações ao longo do tempo. Portanto, para cada pixel (u, v) da

região r, verifica-se a consistência da distribuição dos pixels relacionados ao pavimento. Mais

precisamente, uma região/imagem, também binária, rtb(u, v) em cada quadro t é definida como:

rtb(u, v) =

 1, se r(u, v) > µ+ kσ

0, caso contrário
, (4.1)

onde k = 5 é a tolerância usada para distinguir os pixels do pavimento e as marcações de pista.

As regiões rtb(u, v) possuem dados binários relacionados a existência de marcações de

1A cascata de classificadores, diferentemente do Cascade Classifier com atributos HAAR, é baseada na con-
catenação de classificadores que usam a saída de um classificador como entrada de outro. Maiores detalhes serão
apresentadas nas Seções 4.1 e 4.2.
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pista na ROI para cada quadro t. Um conjunto de atributos é extraído de rtb(u, v), com o propó-

sito de discriminar todas as cinco classes num modelo hierárquico. De fato, um classificador em

cascata de três níveis foi desenvolvido, conforme ilustrado na Figura 4.1, e a seguir descreve-se

as escolhas realizadas para os quatro classificadores binários C1, C2, C3 e C4, bem como os ve-

tores de atributos usados para cada classificador. Também, denota-se Ωi1 e Ωi2 as duas possíveis

classes de saída do classificador Ci, para i = 1, 2, 3, 4.

Figura 4.1 – Diagrama esquemático do classificador em cascata.

Ω42 = ω3

Ω21 = ω1

C1

C2

Ω11 = ω1 ∪ ω2 ∪ ω3

C3

Ω12 = ω4 ∪ ω5

C4

Ω22 = ω2 ∪ ω3 Ω31 = ω4 Ω32 = ω5

Ω41 = ω2

Fonte: do autor (2013).

4.1.1 Classificador C1

O primeiro classificador possui como objetivo separar as marcações de pista em com-

ponentes seccionados (Ω11) e contínuos (Ω12). No entanto, há poucos parâmetros que po-

dem ser usados para discriminar estas duas classes: em partes com apenas componentes

contínuos, rtb(u, v) tende a apresentar o mesmo número de pixels relacionados as marcas de

pista. Em contrapartida, o número destes pixels em partes da pista que possuem compo-

nentes seccionados tende a apresentar maiores variações (e de uma forma periódica). Neste

trabalho, o classificador C1 recebe como entrada um vetor de características tridimensional

f1(t) = (f11(t), f12(t), f13(t))T , contendo elementos que quantificam as variações supracitadas
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Figura 4.2 – Gráficos da função m(t) para diferentes tipos de marcações de pista.
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Fonte: do autor (2013).

que serão definidas a seguir. Assim como apresentado na Equação (3.14), a fração de pixels

com marcações relacionadas (com a região retangular) a cada quadro t é dada por

m(t) =

∑
u,v

rtb(u, v)

#rtb
, (4.2)

onde #rtb é o número total de pixels em rtb.

A função m(t) deve oscilar quando os componentes seccionados estão presentes e

manter-se constante na presença de componentes contínuos, como pode ser observado na

Figura 4.22. Com base nesta premissa, para cada quadro t, avalia-se uma janela temporal

T (t) = {t − T + 1, t − T + 2, · · · , t − 1, t} e computa-se a variação da amplitude de forma

ponderada de m(t) com a janela:

f11(t) =
1

µT (t){m}

(
max
T (t)
{m} −min

T (t)
{m}

)
, (4.3)

onde µT (t), max
T (t)

e min
T (t)

representam os valores da média, máximo e mínimo em T (t), respecti-

vamente.
2Na Figura 4.2, o gráfico do tipo de marcação contínuo-seccionada é omitido, uma vez que é bastante similar

ao caso seccionada-contínuo.
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Figura 4.3 – Gráfico da autocorrelação da função Rtmm(τ) para diferentes tipos de marcações (norma-
lizada pelo maior valor da autocorrelação).
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Fonte: do autor (2013).

Para explorar as características relacionadas a uma possível periodicidade de m(t),

calcula-se a autocorrelação de m com T (t):

Rt
mm(τ) =

1

T ′

T ′−1∑
u=0

m(t− u)m(t− u− τ), (4.4)

onde T ′ < T é uma janela sobreposta entrem(t−u) em(t−u−τ), onde τ = 0, 1, ..., T−T ′−1

é a variação de deslocamentos do sinal que podem ser computados com o sinal de tamanho

fixo. Se m(t) é periódica, Rt
mm(τ) deve produzir um pico quando τ se iguala ao valor do

período. Por outro lado, funções constantes geram funções de autocorrelação constantes. As

funções de autocorrelação correspondentes aos gráficos de m(t), apresentados na Figura 4.2,

estão indicadas na Figura 4.3.

Uma vez que as estimativas de m(t) são ruidosas, valores maiores de T ′, para calcular

a função de autocorrelação, são necessários para melhor suprimir os ruídos. Entretanto, se T ′

(e consequentemente T ) forem muito grandes, os valores de m(t) usados na análise podem

corresponder a partes da estrada com diferentes tipos de marcações de pista, ou seja, o sinal

de m(t) talvez não seja estacionário. Para os experimentos realizados, utilizou-se T = 100 e

T ′ = 70, ambos definidos de forma experimental.
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Dado um quadro t, calcula-se Rt
mm(τ), e recupera-se o primeiro máximo local

Rt
mm(τmax)

3 e o primeiro mínimo local Rt
mm(τmin), calculando-se a diferença normalizada

f12(t) =
1

Rt
mm(0)

(
Rt
mm(τmax)−Rt

mm(τmin)
)

(4.5)

como segundo atributo. Para marcações de pista com apenas componentes contínuos, espera-se

que f12(t) possua valores pequenos, uma vez que a função de autocorrelação deva ser (ideal-

mente) constante. No entanto, supõe-se que f12(t) tenha valores maiores quando componentes

seccionados estejam presentes, devido a natureza periódica de m(t).

Também, se a distância entre as marcações seccionadas de pista forem constantes num

determinado trecho da estrada, a posição do máximo local deve ocorrer aproximadamente no

mesmo lugar, o que corresponde ao período de m(t). Outrossim, quando apenas marcas contí-

nuas estão presentes, espera-se que os valores deRt
mm(τ) sejam constantes e o primeiro máximo

local ocorra em diferentes posições devido a pequenas variações em Rt
mm(τ). Por este motivo,

o terceiro atributo usado no classificador C1 explora a variação da posição do máximo local com

T (t). Embora o desvio padrão forneça esta métrica, decidiu-se usar:

f13(t) = MAD
u∈T (t)

{τmax(u)}}, (4.6)

onde τmax(u) é a posição do primeiro máximo local de Ru
mm(τ), e o MAD (Median Absolute

Deviation) é o desvio absoluto da mediana, a qual é menos afetada por valores discrepantes

(outliers) do que o desvio padrão.

Quanto ao classificador C1, optou-se por utilizar Máquinas de Vetores de Suporte (SVM

- Support Vector Machine), e os resultados experimentais indicam que um kernel de Função

de Base Radial (RBF - Radial Basis Function) apresentou os melhores resultados. Maiores

detalhes sobre os dados de treinamento e de teste estão presentes na Seção 4.1.5.

4.1.2 Classificador C2

Como mostrado na Figura 4.1, o classificador C2 recebe amostras com componentes

seccionados de acordo com C1 (classes ω1, ω2 e ω3), e classifica os mesmos como seccionado

(Ω21 = ω1) ou contínuo-seccionado/seccionado-contínuo (Ω22 = ω2 ∪ ω3).

Para este propósito, primeiramente estima-se a quantidade de marcações de pista ao

3Com o intuito de se evitar máximos locais espúrios, impôs-se que Rt
mm(τmax) deve ser ao menos a metade

de Rt
mm(0).
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longo da direção horizontal. Mais especificamente, para cada quadro t, calcula-se

ρtb(u) =
∑
u

rtb(u, v), (4.7)

a qual provê as evidências acumuladas das marcações na direção vertical u com a região retan-

gular de interesse.

Para as marcas seccionadas, a forma de ρtb(u) irá alternar de um platô, quando nenhuma

marca é localmente presente no quadro t, para um pico, quando marcas estão presentes. Para

as marcações seccionada-contínua ou contínua-seccionada, a forma de ρtb(u) irá alternar de

um gráfico de um único pico (apenas componentes contínuos) para um gráfico com dois picos

(componentes seccionado e contínuo). A Figura 4.4 apresenta os gráficos correspondentes as

superfícies ρtb(u) como uma função de t e u para partes da pista com marcações contínua-

seccionada (Figura 4.5(a)) e seccionada-contínua (Figura 4.5(b)).

Figura 4.4 – Exemplo de evidências de marcações de pista ρtb(u) para (a) contínuo-seccionado e (b)
seccionado-contínuo. Valores altos em vermelho e baixos em azul.

u

t

(a)

u

t

(b)

Fonte: do autor (2013).

Portanto, calcula-se o número de picos (máximos locais) np(t) presentes em ρtb(u) ao

longo do eixo u e define-se como atributo f2, para o classificador C2, a média do número de

picos na janela temporal T2:

f2(t) =
1

T2

T2−1∑
u=0

np(u), (4.8)
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onde T2 = 20 quadros, definido de forma experimental. Para as amostras oriundas de marcas

seccionadas, os valores de f2(t) devem estar próximos a 0, 5, ao passo que as amostras de

marcas do tipo seccionada-contínua ou contínua-seccionada devam apresentar valores para f2(t)

próximos a 1, 5. Por este motivo, uma simples regra foi adotada para o classificador C2: se

f2(t) < 1, a amostra é atribuída a classe ω1; caso contrário, a mesma é atribuída a classe Ω22 e

o classificador C4 irá, posteriormente, discriminar entre ω2 e ω3.

4.1.3 Classificador C3

O objetivo do classificador C3 é estabelecer uma diferença entre as marcas do tipo

contínuo-simples (Ω31 = ω4) e contínuo-duplo (Ω32 = ω5). Para as marcas do tipo contínuo-

simples, o gráfico esperado de ρtb(u) em todos os quadros t é um único pico relacionado a

marcação, enquanto dois picos distintos são esperados quando uma marcação contínuo-duplo

está presente. Por este motivo, foi utilizado f3(t) = f2(t) para o classificador C3, conforme

definido na Equação (4.8). A regra de decisão é, também, muito similar ao classificador C2: se

f3(t) < 1, 5, a amostra é atribuída a classe ω4; caso contrário, a amostra é atribuída a classe ω5.

É importante salientar que o mesmo atributo f2(t) é usado em ambos os classificadores

C2 e C3, e os valores esperados para as classes Ω21, Ω22, Ω31 e Ω32 são, respectivamente, 0, 5,

1, 5, 1, 0 e 2, 0. Assim, pode-se pensar que, se um único classificador multiclasses, baseado no

atributo f2(t), poderia substituir os classificadores C1, C2 e C3. Embora este fato seja possível,

os resultados apresentados não foram melhores quanto ao uso do classificador em cascata, visto

que, as classes Ω21 - Ω22 e Ω31 - Ω32 apresentam uma maior separação (o que é fundamental para

a escolha dos dois classificadores) do que todas as classes em conjunto num único classificador.

Logo, a Figura 4.5 mostra a distribuição de f2 para as diferentes classes, e nota-se que as

classes Ω22 e ω5 apresentam uma considerável sobreposição. Já as classes Ω21 - Ω22 e Ω31 - Ω32

apresentam ser disjuntas.

4.1.4 Classificador C4

O último classificador na cascata possui como objetivo distinguir marcas do tipo

seccionada-contínua (Ω41 = ω2) e contínua-seccionada (Ω42 = ω3). Em ambos os casos, o

número de picos np(t) ao longo de u em ρtb(u) alterna entre um e dois como uma função de t.

Todavia, no segundo caso (Ω42), a posição do primeiro pico é consistente para todos os quadros
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Figura 4.5 – Distribuição das amostras do atributo f2 ao longo das cinco classes ωi. Amostras de
diferentes classes são apresentadas em diferentes linhas horizontais.
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Fonte: do autor (2013).

t e o segundo pico emerge apenas em alguns quadros (ver Figura 4.5(a)). Para o primeiro caso,

o comportamento oposto é esperado: o segundo pico é consistente e o primeiro surge em alguns

quadros (ver Figura 4.5(b)).

Para detectar esse comportamento, mantem-se dois buffers p1 e p2 com as posições dos

picos referentes aos quadros anteriores. Quando apenas um pico é identificado, num dado qua-

dro t, a sua posição é comparada aos últimos valores armazenados em p1 e p2, respectivamente,

e atribuído ao buffer que apresenta a menor diferença absoluta (no outro buffer, o valor −1 é

armazenado para indicar a ausência de pico naquele quadro).

A cada quadro t, conta-se a quantidade de posições com picos válidos (ou seja, valores

diferentes de−1) em cada buffer nos últimos T quadros: o buffer pi com o maior número de pi-

cos válidos refere-se as marcações contínuas. Enquanto que o buffer pj refere-se as marcas sec-

cionadas. Por fim, calcula-se a média das posições Ppi(t) e Ppj(t) de cada buffer (considerando

apenas os picos válidos), e decide-se pela classe ω3 (contínua-seccionada) se Ppi(t) < Ppj(t), e

para a classe ω2, caso contrário.

4.1.5 Resultados

Para os experimentos realizados foram utilizadas 10 sequências de vídeo adquiridas com

duas diferentes câmeras, 2 sequências do dataset público Environment Perception and Driver
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Assistance4 - set3 (Suburban Bridge and Trailer Follow) e 1 vídeo do dataset Cambridge-driving

Labeled Video Database5 (CamVid) (Veja a Tabela 4.1).

Tabela 4.1 – Sequências de vídeo
Vídeo Nome Adquirido Público Resolução

1 Assis Brasil x 480× 640
2 BR-116 1: Pelotas - POA x 480× 640
3 BR-116 6: Pelotas - POA x 480× 720
4 BR-290 x 480× 640
5 Cambará x 240× 320
6 Cambridge x 600× 800
7 Castelo Branco x 480× 640
8 Germany x 240× 320
9 Ipiranga x 480× 640

10 RS-040 x 480× 640
11 RS-287: São Francisco - Canela x 240× 320
12 Suburban Bridge x 640× 800
13 Trailer Follow x 640× 800

Fonte: do autor (2013).

Para o primeiro classificador C1, utilizou-se um kernel de Função de Base Radial (RBF),

definido por:

Kγ(x, y) = e−γ‖x−y‖
2

, (4.9)

onde γ > 0 é o parâmetro de largura. Ainda, foi usado um SVM com margem flexível, con-

trolado pelo parâmetro C > 0. Foram avaliados de forma experimental diferentes valores para

ambos os parâmetros C e γ com a validação cruzada (com o particionamento dos dados usando

o método holdout) de forma aleatória, selecionando uma parte g < 1 para o modelo de treina-

mento6, e outra parte 1− g para a validação. A acurácia da validação cruzada foi de 100% e os

parâmetros estimados foram: C = 1 e γ = 4.

O conjunto de treinamento foi composto por 590 instâncias contendo um vetor de atri-

butos tridimensional f1(t). Ressalta-se que as sequências de vídeo usadas no processo de trei-

namento foram particionadas em múltiplas partes (clipes) contendo o mesmo tipo de marcações

de pista. Para o conjunto de testes 1, foram utilizadas as 590 amostras restantes, além de amos-

tras de outros clipes, cada um com um único tipo de marcação de pista. Para avaliar a transição

4<http://www.mi.auckland.ac.nz/>
5<http://http://www.mi.auckland.ac.nz/>
6Foi usado g = 0, 5 em todos os experimentos.

http://www.mi.auckland.ac.nz/
http://http://www.mi.auckland.ac.nz/
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entre diferentes tipos de marcações, outro conjunto de testes foi utilizado (chamado número

2), contendo sequências de vídeo maiores e intercalando diferentes tipos de marcações. As

características dos trechos usados nos dois datasets estão sumarizadas na Tabela 4.2.

Tabela 4.2 – Trechos de vídeo
Trecho Tipo Quadros Treinamento Teste 1 Teste 2

Assis Brasil seccionado 86 x x
BR-116 (1) seccionado 86 x x
BR-116 (6) contínuo-duplo 86 x x
BR-290 seccionado 86 x x
Cambará (1) seccionado/contínuo 36 x x
Cambará (3) seccionado/contínuo 66 x x
Cambará (5) contínuo/seccionado 55 x x
Cambridge (1) contínuo-simples 46 x x
Cambridge (2) seccionado 46 x x
Castelo Branco seccionado 86 x x
Germany seccionado 86 x x
Ipiranga (1) seccionado 86 x x
Ipiranga (2) seccionado 36 x x
RS-040 (1) mais do que um tipo 10797 x
RS-287 (1) contínuo/seccionado 35 x x
RS-287 (2) mais do que um tipo 706 x
Suburban (1) seccionado 126 x
Suburban (2) contínuo-simples 46 x x
Suburban (4) mais do que um tipo 717 x
Trailer Follow seccionado 86 x x

Fonte: do autor (2013).

A matriz de confusão referente aos resultados de classificação para o conjunto de testes

1 é apresentada na Tabela 4.3. Salienta-se que o número de amostras utilizadas considera as

590 de treinamento, totalizando 1180 amostras. A acurácia global para o conjunto de testes 1

foi de 99,32%, com apenas algumas amostras da classe ω1 sendo classificados como ω2 ou ω4.

Tabela 4.3 – Matriz de confusão para o conjunto de testes 1
Classe predita

ω1 ω2 ω3 ω4 ω5

C
la

ss
e

re
al ω1 802 7 0 1 0 99,01%

ω2 0 102 0 0 0 100%
ω3 0 0 90 0 0 100%
ω4 0 0 0 92 0 100%
ω5 0 0 0 0 86 100%

99,32%

Fonte: do autor (2013).
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Figura 4.6 – Exemplos de diferentes tipos de marcações contidas no dataset 1.

(a) (b) (c)

(d) (e)

Fonte: do autor (2013).

Como mencionado anteriormente, o conjunto de testes 2 contém sequências de vídeos

mais longas e com diferentes tipos de marcas de pista. Uma vez que todas as características

usadas no esquema de classificação proposto explorem uma janela temporal, transições ao longo

de diferentes tipos de marcação são um problema (uma janela temporal pode conter diferentes

tipos de marcações). Os gráficos apresentados na Figura 4.7 ilustram os valores de ground truth

(ao longo do tempo) para as três sequências de vídeo usadas no conjunto de testes número 2,

bem como os resultados da classificação produzidos pela abordagem proposta.

O primeiro gráfico mostra que há algumas flutuações em torno das classes, mas os re-

sultados são, em sua maioria, coerentes. Pode-se ainda observar que existe um atraso (lag)

quando acontecem alterações nos tipos de marcações. De fato, este comportamento é esperado,

uma vez que se utiliza uma janela temporal com T = 100 quadros para calcular os atributos (o

atraso é de aproximadamente 50 quadros, ou seja, a metade do tamanho da janela temporal).

A matriz de confusão é mostrada na Tabela 4.4, e onde houve erros na classificação, foram de

amostras da classe ω5 como ω2, relacionados a troca do tipo de marcação em torno do quadro

550. Apesar disso, a taxa de classificação global foi de 71, 53%.
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Figura 4.7 – Ground truth (em vermelho) e os resultados obtidos (em azul) para as três sequências de
vídeo usadas no conjunto de testes 2.
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Fonte: do autor (2013).

No segundo vídeo, Suburban (4), nota-se o atraso durante as alterações do tipo de mar-

cação (em torno dos quadros 280 e 750). A Tabela 4.5 mostra a matriz de confusão desse

experimento, e a respectiva taxa classificação foi de 77, 27%.



58

Tabela 4.4 – Matriz de confusão para o vídeo RS-287 (2)
Classe predita

ω1 ω2 ω3 ω4 ω5

C
la

ss
e

re
al ω1 199 13 15 0 0 87,67%

ω2 2 160 22 2 0 86,02%
ω3 0 0 100 22 25 68,03%
ω4 0 0 0 0 0 —
ω5 0 79 0 21 46 31,51%

71,53%

Fonte: do autor (2013).

O último gráfico, apresentado na Figura 4.8(c), refere-se a maior sequência de vídeo

(RS-040 (1), como mais de 10.000 quadros). Como visto nos dois vídeos anteriores, este tam-

bém apresenta algumas flutuações espúrias em torno das classes, particularmente, em torno dos

quadros 4.000-5.000 e 8.700-10.000. Parte dessas flutuações podem ser explicadas pela pre-

sença da sinalização horizontal (como mostrado na Figura 4.9), uma vez que a região usada

para extrair as marcações de pista não está localizada em regiões sem marcação. A taxa glo-

bal de classificação para esta longa sequência de vídeo foi de 85, 42% e a matriz de confusão

é mostrada na Tabela 4.6. Cabe ressaltar que nenhum dos quadros dessa sequência de vídeo

foram usadas para o treinamento do classificador SVM C1. Ainda, salienta-se que o número de

objetos classificados é altamente dependente da qualidade das marcações de pista.

Tabela 4.5 – Matriz de confusão para o vídeo Suburban (4)
Classe predita

ω1 ω2 ω3 ω4 ω5

C
la

ss
e

re
al ω1 196 0 0 35 0 84,85%

ω2 0 0 0 0 0 —
ω3 0 0 0 0 0 —
ω4 12 0 116 358 0 73,66%
ω5 0 0 0 0 0 —

77,27%

Fonte: do autor (2013).

Os experimentos realizados nesta seção também foram implementados em C++ (com-

pilador GCC 4.2.1), usando o OpenCV Versão 2.4.4 para detectar e rastrear a pista, bem como

extrair os atributos necessários. Os testes foram realizados em um notebook com processador

Core 2 Duo de 2,53GHz com 8GB de RAM. Ainda, foi usada a biblioteca libSVM (CHANG;

LIN, 2011) para o classificador SVM. O tempo médio de execução para cada quadro, para

diferentes resoluções, está descrito na Tabela 4.7. Como pode ser visto, o sistema proposto
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Tabela 4.6 – Matriz de confusão para o vídeo RS-040 (1)
Classe predita

ω1 ω2 ω3 ω4 ω5

C
la

ss
e

re
al ω1 1156 0 8 0 0 99,31%

ω2 6 374 44 37 2 80,78%
ω3 319 76 5296 95 38 90,93%
ω4 0 0 0 0 0 —
ω5 47 623 26 253 2397 71,64%

85,42%

Fonte: do autor (2013).

Figura 4.8 – Quadros da sequência de vídeo RS-287 (2).

(a) (b) (c)

(d) (e)

Fonte: do autor (2013).

poderia ser executado a 30 qps para resoluções até 480× 640 (VGA), e o código ainda pode ser

otimizado para reduzir o tempo de execução.

Tabela 4.7 – Tempo médio de execução.
Resolução Tempo (ms)
240× 320 7,82 ms
480× 640 25,10 ms
480× 720 94,53 ms
600× 800 165,65 ms

Fonte: do autor (2013).
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Figura 4.9 – Quadros da sequência de vídeo RS-040 (1).

(a) (b) (c)

(d) (e)

Fonte: do autor (2013).

4.2 Análise da sinalização horizontal usando câmera calibrada

Em decorrência do atraso gerado durante as transições de marcações de pista, utilizou-

se a informação de câmera para realizar uma análise da marcação num único quadro, sem a

necessidade do uso de uma janela temporal para estimar o tipo de marcação. Diferentemente

da técnica apresentada na Seção 4.1, a partir das bordas de pista detectadas, utiliza-se o método

de calibração de câmera, descrito no Capítulo 3, para extrair os parâmetros extrínsecos. Após

a câmera ser calibrada, a próxima etapa consiste em extrair dados referentes a geometria local

das marcações de pista. Como citado em Satzoda e Trivedi (2013), o cálculo da variação da

intensidade ao longo da direção horizontal com linhas de varredura pode ser útil para extrair

as marcações de pista. Entretanto, a metodologia proposta dos autores explora a varredura em

toda imagem e um limiar global é usado para recuperar bordas relevantes, o que torna o método

dependente das condições de iluminação, da cor e qualidade da pintura. A principal ideia do

presente método é fixar segmentos unidimensionais ao longo das bordas de pista detectadas e

avaliar o comportamento da primeira derivada.

Dada uma imagem de entrada com as respectivas bordas de pista detectadas, calcula-se a

vista aérea (ou de topo - bird’s eye view) usando informação da câmera calibrada, e definem-se

pmax segmentos de linhas horizontais `pe com comprimento de δy metros alinhados ao centro da
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borda da pista, para p = 1, 2, . . . , pmax, e igualmente espaçados por δz metros. Ainda, utiliza-se

um conjunto de segmentos de linhas horizontais internos `pi , com as mesmas dimensões e espa-

çamento de `e, mas deslocados δys unidades para o interior da pista. As linhas horizontais de

varredura `e e `i são projetadas de volta para a imagem original, como ilustrado na Figura 4.10.

Figura 4.10 – Projeção das bordas de pista do sistema de coordenadas de imagem (ICS) para o sis-
tema de coordenadas de mundo (WCS). Definição dos segmentos de linha em coordenadas de mundo.
Reprojeção dos segmentos de linha para coordenadas de imagem.

Reprojeção

δz

δy

1

2

3

4

δys

pmax

pmax − 1

Projeção

yw

zw

`e `i

Fonte: do autor (2015).

A partir de `pe, a imagem Ipe (v) ao longo da coordenada horizontal v deve estar relacio-

nada com a geometria da marcação de pista: se nenhuma marcação está presente, Ipe (v) tende

a ser aproximadamente constante, tal que sua derivada Ip′e (v) deva ser baixa e plana. Se uma

marcação horizontal simples está presente (como os tipos de marcação seccionada ou contí-

nua), Ip′e (v) deve apresentar um máximo local forte e outro mínimo local forte (isto é, um par

de picos), e se duas marcações lateralmente adjacentes estão presentes (como em marcações do

tipo contínua dupla, contínua-seccionada ou seccionada-contínua), Ip′e (v) deve apresentar dois

pares de picos. Estas três situações são ilustradas na Figura 4.11. As Figuras 4.12(a) a 4.12(c)

mostram três imagens sintéticas com diferentes tipos de marcas horizontais locais. As Figu-

ras 4.12(d) a 4.12(f) apresentam a intensidade dos níveis de cinza do pixels de Ipe (v) ao longo de
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Figura 4.11 – (a) Imagem sem marcação. (b)-(c) Imagem com uma e duas marcações, respectivamente.
(d)-(f) Linha horizontal unidimensional (1D) na escala de cinza ao longo do centro da imagem. (g)-(i)
Respectivas derivadas de cada linha horizontal da imagem.
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Fonte: do autor (2015).

uma varredura horizontal, e suas respectivas derivadas Ip′e (v) são mostradas nas Figuras 4.12(g)

a 4.12(i).

Entretanto, a detecção de picos (ou a detecção de bordas num caso geral) não é uma

tarefa trivial em cenários práticos e reais. As condições de iluminação, cor das marcações e a

pintura fraca podem gerar pequenos picos a partir de Ip′e (v). De forma recíproca, ruídos, textura

do pavimento e outros artefatos podem produzir picos espúrios. A suavização de imagens e

sinais é uma solução clássica, mas a escolha do tamanho do kernel é um problema: kernels

grandes filtram mais ruídos, mas tendem a borrar bordas que estão próximas, como previsto

pela teoria espaço-escala (WITKIN, 1983). Assim, o tamanho do kernel deve ser grande o

suficiente para remover os ruídos, mas ao mesmo tempo, suficientemente pequeno ao ponto

de preservar as bordas que são próximas, as quais são um cenário comum em se tratando de

detectar as marcações de pista (veja a Figura 4.12(f)). A Figura 4.12 ilustra o possível problema

de interferência nas bordas quando um kernel com tamanho grande é usado.
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Figura 4.12 – Efeitos do uso de um filtro Gaussiano: (a) Segmento horizontal 1D com valor adequado
de σ: original (azul) e filtrado (vermelho). (b) Segmento horizontal 1D com valor alto de σ, fundindo as
bordas vizinhas em uma única borda.
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Fonte: do autor (2015).

No mapeamento perspectivo inverso (IPM) da imagem, o tamanho do kernel deve

ser baseado na distância lateral entre as marcações (nos casos das marcações contínua dupla,

contínua-seccionada ou seccionada-contínua), que são constantes ao longo de toda a imagem,

de modo que um kernel de tamanho máximo poderia ser definido. Na abordagem proposta,

entretanto, todo o processamento é realizado diretamente no domínio da imagem original. Na

imagem projetada, o espaçamento entre as marcas varia ao longo dos segmentos devido à pers-

pectiva da câmera. Felizmente, o uso da câmera calibrada permite mapear o maior valor para o

tamanho do kernel em WCS para o espaço de imagem. Mais precisamente, para cada segmento

de linha p, filtra-se a imagem Ipe (v) usando um filtro Gaussiano gp(v), dado por

gp(v) =
1√

2πσ2
p

e
− v2

2σ2p , (4.10)

onde σp = proj(σw, up) é o comprimento da projeção do segmento de linha horizontal com

comprimento original σw (ajustado para 0.020m de acordo com os experimentos realizados)

em WCS para ICS usando a coordenada de imagem vertical up, com base nas Equações (3.1)-

(3.2).

Uma vez que cada marcação produz um máximo local (quando a intensidade aumenta) e

um mínimo local (quando a intensidade diminui), a próxima etapa consiste em encontrar pares

de picos adjacentes de máximos-mínimos para cada segmento de linha, que devem possuir

alturas semelhantes (uma vez que o pavimento apresenta tipicamente uma cor e a marcação
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apresenta outra). Para esse propósito, todos os extremos locais vj são computados, e o máximo

global Mp
max = maxj |Ip′e (vj)| é extraído. Após, recupera-se apenas o extremo local cuja altura

(em valores absolutos) é maior que εMp
max, onde 0 < ε < 1 é o limiar usado para remover

pequenos picos (o valor de ε = 0.35 foi definido experimentalmente).

É importante ressaltar que o limiar ε é relativo à máxima altura do pico com relação

a `e. Mesmo assim, os segmentos de linha sem marcação continuarão a produzir pequenos

picos relacionados a irregularidades/ruídos que não foram removidos após a aplicação do li-

miar. Como uma última etapa de validação, recupera-se cada par remanescente de picos ad-

jacentes de máximo-mínimo, e calcula-se a diferença de altura entre picos do j-ésimo par

δhpj = Ip
′
e (vjmax) − Ip

′
e (vjmin), onde vjmax e vjmin são as posições correspondentes dos extre-

mos adjacentes. Em seguida, cada segmento de linha interno `i (que se presume conter pixels

relacionados com pavimento) é suavizado com o kernel Gaussiano adaptativo apresentado na

Equação (4.10). Ainda, calculam-se as derivadas Ip
′

i (v), extraindo o seu desvio padrão σpi , que

representa a irregularidade/ruído com relação aos pixels do pavimento. Por fim, o j-ésimo par

de picos é validado se δhpj > kσpi , onde k é o número de desvios padrões usado na regra de rejei-

ção (os experimentos indicaram que k = 10 apresenta um bom compromisso entre as detecções

errôneas e falsas). A Figura 4.13 ilustra o processo de extração dos picos.

É importante mencionar que o processo de extração de marcações de pista é realizado

em uma imagem monocromática. Apesar do uso da informação de cor de forma explícita possa

ser útil, a maioria das marcações de pista são brancas ou amarelas, enquanto o pavimento é tipi-

camente em escala de cinza (asfalto), ou seja, não possui informação de crominância. Uma vez

que utiliza-se a luminância Y = 0.299R+0.587G+0.114B é usada como imagem de entrada, e

a cor amarela é principalmente distinguível nos canais vermelho e verde (que carregam maiores

pesos no cálculo da luminância), tem-se suficiente contraste para se detectar as marcações de

pista (Figura 4.14).
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Figura 4.13 – Exemplo da extração de picos ao longo das bordas da pista. (a) imagem contendo a mar-
cação contínua-dupla, (b) intensidades original (azul) e filtrada (vermelho), (c) derivada da intensidade
da imagem filtrada e pares de picos detectados. (d)-(f) apresenta as imagens análogas, mas para uma
imagem sem marcação.
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Fonte: do autor (2015).

4.2.1 Classificação das marcações de pista

Para cada segmento de linha p, o número de pares de picos extraídos np caracteriza

a geometria local (horizontal) da marcação de pista: nenhum (zero) par indica que não há

marcação; um par (1) refere-se a marcação do tipo simples; e dois (2) pares significa que existe

duas marcações lateralmente adjacentes. A caracterização das marcações de pista ao longo

de um quadro da imagem t em análise é dado pela composição de pmax valores np(t): em

marcações seccionadas (classe ω1), np(t) deve variar entre 0 e 1; para marcações seccionada-

contínua (ω2) ou contínua-seccionada (ω3), entre 1 e 2; para contínua-simples (ω4), deve ser

geralmente 1; e para contínuo-duplo (ω5), geralmente 2.

Uma vez que a análise de np(t) não pode ser usada para distinguir entre as marcações

seccionada-contínua e contínua-seccionada, um classificador em dois níveis foi desenvolvido,
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Figura 4.14 – Imagem com marcação de pista: (a) imagem RGB, (b) canal R, (c) canal G, (d) canal B.

(a) (b) (c) (d)

Fonte: do autor (2015).

como apresentado na Figura 4.15.

Analogamente à técnica descrita na Seção 4.1, um classificador em cascata é explorado,

consistindo de dois classificadores C1 e C2. Seja Ωij a classe de saída do classificador Ci, como

também apresentado na Figura 4.15.

Figura 4.15 – Diagrama esquemático do classificador de dois estágios.

Ω22 = ω3

Ω11 = ω1

Ω31 = ω4

Ω32 = ω5

Ω21 = ω2

C1

C2
Ω12 = ω2 ∪ ω3

Fonte: do autor (2015).
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4.2.2 Classificador C1

O primeiro classificador consiste em identificar as marcações de pista em quatro catego-

rias: seccionada (Ω11), contínua-simples (Ω13), contínuo-duplo (Ω14) e mista (Ω12), conhecida

como seccionada-contínua ou contínua-seccionada.

Para cada quadro t, definiu-se um conjunto pmax de valores np(t) relacionados ao p-

ésimo segmento de linha, com os possíveis valores 0, 1 ou 2. Como o pavimento deve conter

problemas devido a inúmeros fatores, aplica-se o filtro da mediana ao longo de p em np(t) com

o propósito de remover os segmentos de linha com respostas de picos isolados, provavelmente

devido a outliers (valores atípicos). Após o filtro da mediana, propõe-se o seguinte vetor de

características para o classificador C1:

f1(t) =

 f11(t)

f12(t)

 =

 #{np|np = 0}/pmax
#{np|np = 1}/pmax

 , (4.11)

onde # denota o número de elementos no conjunto. Logo, f11(t) contém a fração dos segmentos

de linha que não apresentam picos, ou seja zero (0) picos, e f12(t) a fração com um par de picos

(a fração dos segmentos de linha com dois picos estão contidos em f11(t) e f12(t), uma vez que

a soma das frações é igual a um).

A Figura 4.16 apresenta um gráfico de dispersão do vetor de características f1(t) re-

ferente às quatro classes do classificador C1 e observa-se que elas formam agrupamentos bem

separados num espaço de características 2D. A mesma figura ainda apresenta os contornos equi-

prováveis (elipses) de uma distribuição Gaussiana 2D ajustada em cada classe, indicando que a

Mistura de Gaussianas (MoG) é uma boa escolha para modelar a distribuição global.

Por fim, foi escolhido um classificador Bayesiano para C1 baseado em uma distribuição

Gaussiana com probabilidade a priori igual para todas as classes de modo que a classe escolhida

é Ω1j , com

j = arg max
i

P (Ω1i|f1) = arg max
i

p(f1|Ω1i)∑4
i=1 p(f1|Ω1i)

, (4.12)

com p(f1|Ω1i) ∼ N (µi,Ci) sendo a distribuição Gaussiana 2D da classe Ω1i com média µi

e matriz de covariância Ci. A Seção 4.2.5 apresenta em detalhes o conjunto de treinamento e

testes usados nos experimentos.
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Figura 4.16 – Distribuição das classes de f1 para diferentes classes.
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Fonte: do autor (2015).

4.2.3 Classificador C2

Como mostrado na Figura 4.15, o classificador C2 é suprido com amostras que pos-

suem componentes seccionados e contínuos. Assim, o seu objetivo é distinguir marcações

seccionada-contínua (Ω21 = ω2) das marcações contínua-seccionada (Ω22 = ω3). Para este pro-

pósito, é avaliada a posição do máximo e mínimo local ao longo de diferentes segmentos de

linha num dado quadro e no sistema de coordenadas de mundo (WCS). Para o tipo de marcação

contínuo-seccionada, o primeiro máximo local tende a ocorrer aproximadamente na mesma co-

ordenada yw, enquanto que a localização do último mínimo local varia ao longo do eixo, como

pode ser visualizado na Figura 4.17. Para as marcações do tipo seccionada-contínua, a variação

deve ocorrer no primeiro máximo.

Para detectar tal comportamento, procura-se identificar a localização do primeiro má-

ximo yfp e do último mínimo ylp para cada segmento de linha no WCS, e calculam-se as variân-

cias (ao longo de p) σ2(yf ) e σ2(yl). Então, uma simples regra é adotada para o classificador
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Figura 4.17 – Estimando as ordenadas do máximo e mínimo local.
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Fonte: do autor (2015).

C2: se σ2(yf ) < σ2(yl), o quadro é atribuído à classe ω3 (contínuio-seccionado); caso contrário,

é atribuído à classe ω2 (seccionada-contínua).

4.2.4 Melhorando os resultados da classificação

4.2.4.1 Detecção de outliers

Quadros que contém dois tipos de marcações de pista (na transição entre quadros) ten-

dem a gerar vetores de atributos f1(t) que não se encaixam em nenhuma das quatro classes

do classificador C1, mostradas na Figura 4.16. Ruídos, oclusões, asfalto degradado ou a má

condição de pintura da sinalização horizontal também podem gerar vetores de atributos espú-

rios. Entretanto, mesmo nestes casos, grandes valores a posteriori podem ser produzidos pela

Equação (4.12). Uma vez que a função de distribuição de probabilidade (FDP) das classes são
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Gaussianas bivariadas, a distância de Mahalanobis ao quadrado

d (f1;µi,Ci)
2 = (f1 − µi)T C−1

i (f1 − µi) (4.13)

pode ser usada para avaliar quão bem um dado vetor exemplo f1 se encaixa em uma distri-

buição Gaussiana N (µi;Ci). De fato, os valores d (f1;µi;Ci)
2 seguem uma distribuição chi-

quadrado com 2 graus de liberdade (X 2
2 ), tal que os outliers podem ser detectados se eles

ocorrem na cauda da distribuição. Mais precisamente, seleciona-se um limiar ε(ρ) definido

com base no quantil ρ da distribuição chi-quadrado (valor crítico da cauda superior) com nível

de probabilidade ρ como regra de detecção de outliers. Se c(t) ∈ {Ω11,Ω12,Ω13,Ω14} denota

o rótulo da classe para o vetor de características f1(t), baseado na Equação (4.12), a classe

atualizada ĉ(t) é dada por

ĉ(t) =

 ĉ(t− 1), se d
(
f1(t);µc(t),Ci(t)

)2
> ε(ρ)

c(t), caso contrário
, (4.14)

significando que a última classe confiável estimada é mantida quando um outlier é detectado.

Para todos os experimentos realizados, foi selecionado ρ = 0.975, levando à ε(ρ) = 7, 37.

4.2.4.2 Informação temporal

Outro aspecto importante do problema em questão é a continuidade temporal: as mar-

cações de pista da estrada tendem à pertencer a uma classe para um certo conjunto de quadros

adjacentes, tal que Ωij(t) está propensa a ser uma função constante definida por partes, onde

cada platô corresponde a um conjunto de quadros adjacentes com o mesmo tipo de marcação de

pista. Embora hajam várias alternativas (como HMM - Modelo Oculto de Markov) para impor

a coerência temporal, neste trabalho foi adotado uma maneira simples mas efetiva de evitar “ou-

tliers temporais”. Com uma janela temporal T (t) = {t−T+1, t−T+2, · · · , t−1, t} contendo

os últimos T quadros, é calculado e armazenado o tipo de marcação de pista ĉ(t) a cada quadro

usando a Equação (4.14). O rótulo de classe temporalmente coerente c′(t) no quadro corrente t

é dado pelo mais frequente rótulo encontrado na janela temporal, ou seja

c′(t) = moda
τ∈T (t)

ĉ(τ), (4.15)

que corresponde a um esquema de classificação em que o “vencedor-leva-tudo” (winner-takes-

all) em T (t).
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A escolha da janela com duração T é um compromisso entre a suavidade e o atraso

na detecção: altos valores de T reduzem a ocorrência de falsas detecções, mas com o custo

de introduzir atrasos na detecção quando o tipo de marcação de pista muda. Foram testados

diferentes valores para T e foi verificado que T = 20, o que corresponde a 667ms de vídeo

capturado a 30 qps, apresenta ser suficiente para controlar as respostas isoladas (outliers) ao

mesmo tempo em que não introduz atrasos significantes.

4.2.5 Resultados

O algoritmo proposto na Seção 4.2 foi testado com diferentes sequências de vídeo con-

tendo uma variedade de marcações de pista. Mais precisamente, foram testados 12 sequên-

cias de vídeo adquiridas com diferentes câmeras (Watec Wat 240R, iPad Mini, iPhone 3G,

iPhone4, iPhone5S), resoluções e taxas de amostragem, em diferentes estradas no Brasil. A

única câmera analógica usada foi a Watec Wat 240R, equipada com uma lente de 3.8mm,

e todos os vídeos da câmera Watec foram digitalizados usando um dispositivo de captura

AverTV iPro HD (modelo H869M) a 29,97 qps e com resolução de 480 × 640. O conjunto

de dados usado neste trabalho com os correspondentes dados de ground truth, bem como as

sequências de vídeo apresentadas nos resultados do método, estão publicamente disponíveis em

<http://inf.ufrgs.br/~mbpaula/roadLaneMarkings/>

Os dados de ground truth contêm um rótulo para cada borda de pista (esquerda e direita)

a cada quadro. Em quadros em que existam mais de um tipo de marcação visível (isto é,

durante transições), dois rótulos foram usados para a correspondente borda da pista, e ambos

são considerados como corretos no estágio de classificação.

Para todas as sequências de vídeo, os parâmetros intrínsecos foram obtidos de forma

offline (apenas uma única vez para cada câmera) usando o Caltech Camera Calibration Toolbox

para Matlab (BOUGUET, 2008), e os parâmetros extrínsecos foram obtidos em tempo de exe-

cução on-the-fly de acordo com a abordagem proposta no Capítulo 3, em trechos da sequência

de vídeo que: (i) o veículo estava se movendo ao longo de uma região plana e em linha reta da

pista, (ii) as marcações eram seccionadas, (iii) a velocidade do veículo neste trecho foi constante

e conhecida.

Salienta-se que, com poucos quadros a 30 qps por exemplo, se consegue ter a câmera

calibrada em apenas 3∼5 segundos. Os parâmetros intrínsecos e extrínsecos de câmera, a velo-

cidade do veículo e o número de quadros usados para obter os respectivos valores são apresen-

tados na Tabela 4.8.

http://inf.ufrgs.br/~mbpaula/roadLaneMarkings/
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Os parâmetros extrínsecos das sequências de vídeo 5 e 10-12 (em que a velocidade

é desconhecida), foram calculados usando o vídeos clip_iPhone3G_1395431301_70kmh e

clip_i5s_0085, respectivamente, que apresentam a mesma configuração câmera e velocidade

conhecida.

Tabela 4.8 – Clipes: parâmetros de calibração de câmera
Clipe Nome u0 v0 fu / fv7 α◦ β◦ h (m) Velocidade (km/h) Quadros8

1 clip_watec_DMA291113_HMS120139 319,50 239,50 674,30 -7,70 -0,81 1,16 90 200
2 clip_watec_DMA311013_HMS143419_100kmh 319,50 239,50 674,30 -4,01 2,27 1,44 100 200
3 clip_watec_DMA300114_HMS154757_80kmh 319,50 239,50 674,30 1,17 -0,89 1,16 80 200
4 clip_watec_DMA311013_HMS145905 319,50 239,50 674,30 -4,01 2,27 1,44 100 200
5 clip_iPhone3G_1395434215_01 191,50 143,50 441,50 4,36 -0,75 1,25 desconhecida –
6 clip_iPhone3G_1395431301_70kmh 191,50 143,50 441,50 4,36 -0,75 1,25 70 150
7 clip_iPad_DMA190414_1 959,50 539,50 2,03e+03 -5,90 0,60 1,08 80 100
8 clip_iPhone4_1807_1560 639,50 395,50 1,64e+03 3,89 -3,10 1,05 60 200
9 clip_i5s_0085 959,50 539,50 1,81e+03 5,99 -0,85 1,22 70 200

10 clip_i5s_0094 959,50 539,50 1,81e+03 5,99 -0,85 1,22 desconhecida –
11 clip_i5s_0096 959,50 539,50 1,81e+03 5,99 -0,85 1,22 desconhecida –
12 clip_i5s_0104 959,50 539,50 1,81e+03 5,99 -0,85 1,22 desconhecida –

Fonte: do autor (2015).

Para a etapa de classificação propriamente dita, os valores de todos os parâmetros que

foram usados estão descritos na Seção 4.2, e estão sumarizados na Tabela 4.9. Com base nestes

parâmetros e, de acordo com Manual Brasileiro de Sinalização Vertical (CNT, 2007), o número

de linhas de varredura foi definido levando-se em consideração: (i) o comprimento entre duas

marcas adjacentes (ladj = 6m); (ii) o comprimento de uma marca seccionada (lmk = 2m).

Portanto, o número de linhas de varredura usados para analisar as marcações no pavimento é

expresso por pmax = b1 + (1, 5lmk + ladj)δ
−1
z e = 19, onde b·e denota o operador de arredonda-

mento para o inteiro mais próximo.

Tabela 4.9 – Sumário das variáveis e valores padrão
Símbolo Definição Valor padrão
pmax número de segmentos de linhas de varredura 19
δz espaçamento entre os segmentos as linhas de varredura 0, 5m
δx largura das linhas de varredura 1, 0m
δxs distância entre as linhas de varredura `e e `i 0, 12m
σw desvio padrão do filtro Gaussiano 0, 020m
ε limiar de rejeição para picos espúrios 0, 35
ε(ρ) limiar de rejeição para a distância de Mahalanobis 7, 37
T número de quadros usado na janela temporal 20

Fonte: do autor (2015).

7A distância focal em ambos os eixos é a mesma.
8Número de quadros usados na calibração da câmera.
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De maneira a avaliar a robustez e generalização das capacidades do modelo, foi utilizado

outro conjunto de sequências de vídeo (clipes 3-12) adquiridos com diferentes câmeras variando

em resolução, como mostrado na Tabela 4.10. Para este conjunto, a taxa global de classificação

foi 96,36%, com o clipe de menor acurácia de 82,39%. A matriz de confusão apresentada na

Tabela 4.11 indica que os erros de classificação ocorrem nas classes ω3 e ω4, sendo classificadas

como ω1, e ω4 como ω3, as quais estão relacionadas ao classificador C1.

Tabela 4.10 – Resolução, taxa de amostragem e acurácia global dos clipes usados
Clipe Nome Resolução qps Tipo Quadros Treinamento Teste Acurácia

1 clip_watec_DMA291113_HMS120139 480× 640 29,97 + de um tipo 990 x x 99,80%
2 clip_watec_DMA311013_HMS143419_100kmh 480× 640 29,97 seccionada 201 x x 100,00%
3 clip_watec_DMA300114_HMS154757_80kmh 480× 640 29,97 seccionada 261 x 100,00%
4 clip_watec_DMA311013_HMS145905 480× 640 29,97 + de um tipo 498 x 100,00%
5 clip_iPhone3G_1395434215_01 288× 384 14,64 + de um tipo 73 x 98,63%
6 clip_iPhone3G_1395431301_70kmh 288× 384 14,64 seccionada 151 x 100,00%
7 clip_iPad_DMA190414_1 1080× 1920 29,97 + de um tipo 1501 x 99,57%
8 clip_iPhone4_1807_1560 720× 1280 23,976 + de um tipo 1190 x 99,41%
9 clip_i5s_0085 1080× 1920 29,97 + de um tipo 200 x 100,00%

10 clip_i5s_0094 1080× 1920 29,97 + de um tipo 1000 x 82,39%
11 clip_i5s_0096 1080× 1920 29,97 + de um tipo 1100 x 98,75%
12 clip_i5s_0104 1080× 1920 29,97 + de um tipo 1100 x 97,96%

Fonte: do autor (2015).

De fato, a maioria dos erros são devidos a problemas no rastreador das bordas de pista,

como ilustrado na Figura 4.18. Na Figura 4.19(a), o rastreador das bordas de pista apresen-

tou variações/desvios da borda direita no campo de visão distante e na Figura 4.19(b), a borda

esquerda da pista não está corretamente rastreada. Como consequência, os correspondentes

segmentos de linha de varredura `ep são mal posicionados, levando a falsas detecções de picos

e consequentemente à falsa classificação. Em geral, certas situações em que o rastreador de

bordas da pista apresenta limitações, tal como em dias de chuva (uma vez que o limpador de

para-brisa afeta o rastreador), iluminação adversa (sol frontal que pode saturar a imagem de câ-

mera), neblina, poeira, também tendem a corromper os resultados do esquema de classificação.

A Figura 4.20(a) mostra outros exemplos em que a abordagem proposta falha. Na Fi-

gura 4.20(a), há um veículo muito próximo a câmera, interferindo nas segmentos de linha de

varredura, que comprometem o processo de extração de picos. Na Figura 4.20(b), a falta de

pintura na borda direita da pista também interfere no processo de extração de picos, uma vez

que parte da pintura é contínua, a distribuição global de picos é similar a uma linha seccionada.

Apesar dos poucos erros de classificação, é importante salientar que o método pro-

posto teve foi eficaz em sequências de vídeo com baixas taxas de amostragem e resolução,

tal como os clipes clip_iPhone3G_1395434215_01 e clip_iPhone3G_1395431301_70kmh, e
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Figura 4.18 – Exemplos de quadros com erros de classificação devido a problemas com o rastreador de
bordas de pista.

(a) clipe 7, quadro 1835 (b) clipe 8, quadro 1058

Fonte: do autor (2015).

Figura 4.19 – Exemplos das limitações enfrentadas pelo método. (a) pequena distância do veículo a
frente. (b) falta da pintura da borda direita da pista.

(a) clipe 11, quadro 779 (b) clipe 11, quadro 617

Fonte: do autor (2015).

também para vídeos com alta resolução, como o clip_iPad_DMA190414_1. Também, algumas

destas sequências apresentam várias transições entre os tipos de marcações de pista, o que pode-

riam causar atrasos na detecção. Entretanto, o método proposto teve um desempenho eficiente

mesmo durante as transições, como pode ser visto na Figura 4.20 para o vídeo

clip_watec_DMA311013_HMS145905.

Como mostrado na Tabela 4.10, o método também apresentou uma boa taxa de acer-

tos para a sequência de vídeo clip_iPad_DMA190414_1, apesar da presença de rachaduras e

ondulações na pavimentação durante alguns quadros, como pode ser visto na Figura 4.22(d).

Também, um dos clipes (clip_iPhone4_1807_1560) foi adquirido a noite, e a acurácia obtida

foi superior a 99%.
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Figura 4.20 – Quadros da sequência clip_watec_DMA311013_HMS145905 sem atrasos na detecção
durante as transições.

(a) Quadro 116 (b) Quadro 117

(c) Quadro 118 (d) Quadro 119

Fonte: do autor (2015).

Quanto à comparação com outros métodos, é importante salientar que até o presente

momento não foram encontradas na literatura outras técnicas que classifiquem as mesmas mar-

cações em cinco (5) tipos. Portanto, foi realizada uma comparação entre as duas técnicas pro-

postas neste trabalho.

A Figura 4.22 mostra os resultados comparativos da análise da sinalização horizontal

usando a câmera calibrada e não calibrada para o vídeo clip_iPad_DMA190414_1. Como pode

ser observado, o método que realiza a análise com a câmera calibrada não apresenta atrasos de

detecção face ao que não usa a câmera calibrada, o qual apresenta respostas isoladas.

Ainda, também foi implementado a técnica descrita em (SUCHITRA; SATZODA; SRI-

KANTHAN, 2013), que classifica as marcações de pista em contínuo e seccionado, e uma ava-

liação de desempenho foi realizada em um subconjunto do conjunto apresentado na Tabela 4.10



76

Figura 4.21 – Quadros da sequência clip_iPad_DMA190414_1.

(a) Quadro 1808 (b) Quadro 2093

(c) Quadro 2656 (d) Quadro 2923

Fonte: do autor (2015).

contendo apenas trechos com marcações contínuo e seccionado (um total de 410 quadros). A

acurácia alcançada por (SUCHITRA; SATZODA; SRIKANTHAN, 2013) foi 96,43%, enquanto

a técnica aqui apresenta (submetida a mesmo subconjunto) foi de 100%.

Tabela 4.11 – Matriz de confusão para os clipes 3-12
Classe predita

ω1 ω2 ω3 ω4 ω5 Acurácia

C
la

ss
e

re
al ω1 2312 0 1 2 0 99,87%

ω2 2 1225 43 9 0 95,78%
ω3 193 2 1747 60 4 87,09%
ω4 130 0 73 6555 0 97,00%
ω5 0 3 0 0 1995 99,85%

99,36%

Fonte: do autor (2015).
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O método proposto também foi implementado em C++ (compilador GCC 4.8.2), usando

o OpenCV Versão 2.4.9 e a API Open Multi-Processing (OpenMP9). Todos os experimentos fo-

ram conduzidos em um computador desktop Intel Core i7-2600 CPU com 8GB de RAM, e a Ta-

bela 4.12 apresenta o tempo médio de execução para cada quadro, considerando toda a etapa (da

aquisição do quadro à classificação). Do total, 24,70% é dedicado a recuperação/decodificação

do vídeo, 22,89% à detecção e rastreamento das bordas da pista, 5,60% em overhead e 46,81%

ao processo de classificação das marcações de pista, tal que a implementação em dispositivos

embarcados (como por exemplo em smartphones) é viável.

Tabela 4.12 – Tempo médio de execução
Resolução Tempo médio (ms)
288× 384 2,69
480× 640 3,71
720× 1280 6,53
1080× 1920 16,59

Fonte: do autor (2015).

Figura 4.22 – Comparação das duas técnicas de detecção de marcação horizontal: sem e com calibra-
ção.
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Fonte: do autor (2015).

9<http://openmp.org/>

http://openmp.org/
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4.3 Conclusões

Neste Capítulo, foram propostas duas abordagens para detecção e reconhecimento dos

principais tipos de sinalização horizontal. Ambas as técnicas realizam a identificação automá-

tica e em tempo real do tipo de pintura da pista usando uma câmera veicular embarcada. A

primeira (sem calibração) utiliza um simples modelo estatístico para representar os pixels re-

lacionados ao pavimento, os quais são usados para extrair as marcações da pista. A seguir,

um conjunto de atributos é gerado com base na evolução temporal das marcas detectadas, e

um classificador em cascata é utilizado para reconhecer os cinco tipos de marcações (conforme

apresentado na Figura 1.2). Os experimentos reportam que os resultados da classificação pos-

suem uma acurácia alta quando são usados trechos do vídeo com o mesmo tipo de marcação

em todos os quadros, mas o desempenho diminui quando longos trechos de vídeo com diversas

transições estão presentes (em particular, há um atraso em torno das transições dos tipos de

marcação). Mesmo assim, acredita-se que os resultados globais, em torno de 78,07%, para um

problema de cinco classes é bem promissor.

O segundo método, que usa a informação de câmera calibrada, diminui o número de

erros de classificação por não apresentar atrasos na detecção durante as transições de marcações

horizontais, conforme comparação apresentada na Figura 4.22. Isso é possível porque já é

possível determinar o tipo de marcação em um único quadro através das linhas horizontais

de varredura, ao contrário da primeira abordagem, que requer informação de vários quadros.

Ressalta-se que a taxa global de classificação foi de 96,36% mesmo utilizando vídeos com

baixas taxas de amostragem (14,64 qps), resolução (288× 384) e com diversas transições entre

os tipos de marcação de pista.

É importante mencionar que os resultados da classificação são afetados por erros ao

longo de todo o pipeline: sombras e/ou mudanças na iluminação podem afetar o rastreamento

da pista (bem como a qualidade dos atributos extraídos), particularmente quando a região de

treinamento e de teste apresentam diferente iluminação (veja as Figuras 4.9(b) e 4.9(c)). Cabe

comentar que as marcações de pista desgastadas (em decorrência de algum fator) representam

um desafio adicional.
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5 DETECÇÃO DO TIPO DE MARCAÇÃO VERTICAL

O reconhecimento de sinais verticais é um importante componente para os sistemas

de assistência ao motorista. Embora várias técnicas e abordagens tenham sido estudadas, o

presente trabalho visa explorar a calibração de câmera, descrita no Capítulo 3, para detectar e

reconhecer a sinalização vertical de trânsito. É importante enfatizar que este trabalho não tem

como objetivo principal desenvolver um novo método de detectar e reconhecer as placas de

trânsito, mas sim contribuir de forma secundária usando a informação de câmera para restringir

a região de busca para melhorar e acelerar o processo dos detectores existentes. Em específico,

e de maneira a complementar a análise da marcação da sinalização horizontal, será realizada a

detecção e identificação do sinal de proibido ultrapassar, embora a técnica aqui proposta possa

ser facilmente estendida para outros sinais de trânsito verticais.

De acordo com o Manual Brasileiro de Sinalização de Trânsito (CONTRAN, 2007a), o

posicionamento das placas de sinalização deve obedecer algumas regras. As placas devem ser

colocadas na posição vertical, formando um ângulo de 93◦ a 95◦ em relação ao sentido do fluxo

de tráfego e voltadas para o lado externo da via, ou seja, próximos da orientação ortogonal ao

eixo central da via. A altura e o afastamento lateral de colocação das placas depende do tipo de

via, urbana ou rural. Para este trabalho foram consideradas apenas as placas em vias rurais, que

devem ser implantadas com 1,20m de altura, a contar da borda inferior da placa com relação

a superfície da pista de rolamento (CONTRAN, 2007a). Ainda, o afastamento mínimo para a

implantação da placa é de 1,20m do bordo externo do acostamento, ou pista.

As dimensões recomendadas para os sinais variam de acordo com a função do tipo de

via. Os sinais de forma circular possuem diâmetro de 1 metro para vias rurais. Existem outros

casos particulares no referido manual, como por exemplo as placas suspensas, que não serão

abordadas neste trabalho. A Figura 5.1 apresenta o posicionamento da placa de acordo com as

definições supracitadas.

De forma análoga à Seção 4.2, a partir da imagem de entrada com as bordas da pista

detectadas e da vista aérea, calculada usando a informação da câmera calibrada, definem-se

qmax regiões retangulares de busca rq, para q = 1, 2, . . . , qmax, igualmente espaçadas por δz

metros. Cada região retangular, ortogonal ao plano de chão e às bordas da pista, terá largura δw,

altura δh e centro de simetria definido por:
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Figura 5.1 – Posicionamento na via rural da sinalização vertical.

≥ 1, 20m

1, 20m

acostamentopista

bordo externo

Fonte: CONTRAN (2007a).

Wq =
(
ph +

pd
2
, IPMy(umax, vmax) + δyac + δyal

pd
2
, IPMz(umax, vmax) + (q − 1)δ

)
,

(5.1)

onde (umax, vmax) é o ponto em coordenadas de imagem da borda direita da pista mais próxima

da câmera, e IPMy(umax, vmax), IPMz(umax, vmax) representam as coordenadas y (lateral) e

z (profundidade) da projeção inversa do ponto (umax, vmax) de acordo com a câmera calibrada.

Ainda,

• δyac é a largura esperada do acostamento.

• δyal é o afastamento lateral esperado do bordo externo do acostamento a placa.

• pd é o diâmetro esperado do sinal vertical de forma circular.

• ph é a altura esperada da placa a partir da borda inferior.

As regiões retangulares são projetadas novamente na imagem original, como pode ser

observado na Figura 5.2.

Para determinar a existência de uma placa de proibido ultrapassar para cada região rq,

foi utilizado um classificador SVM, treinado com descritores HOG. Assim como no trabalho de

Dalal e Triggs (2005), a arquitetura proposta se divide em duas etapas: a primeira, chamada de

aprendizado, consiste em constituir um classificador binário que verifique a existência, ou não,

de uma placa de proibido ultrapassar. Já a segunda, denominada de teste, utiliza o classificador

treinado para realizar uma busca em cada região da imagem de entrada, reportando a existência

de placa ou não placa.
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Figura 5.2 – Definição das regiões de busca retangulares em coordenadas de mundo (esquerda). Re-
projeção das regiões na imagem (direita).
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Fonte: do autor (2015).

A fase de aprendizado apoia-se inicialmente na construção de um conjunto de treina-

mento com várias amostras de imagens das placas de proibido ultrapassar, denominadas como

exemplos positivos. Todas as imagens são amostradas com um tamanho fixo e contendo apenas

a placa em questão. De forma semelhante às amostras negativas, ou seja, que não são placas

de proibido ultrapassar, também são amostradas de forma aleatória e com o mesmo tamanho

das amostras positivas. A Figura 5.3 apresenta algumas amostras que compõem o conjunto de

dados de treinamento das amostras positivas e negativas. A partir desse conjunto de dados, o

processo de extração de características da imagem é realizado, mapeando as amostras num es-

paço de atributos com tamanho fixo que de forma robusta codifica a forma visual do padrão a

ser detectado.

A fase de testes consiste em uma varredura da região de busca, tipicamente usando

janelas deslizantes (para detectar placas em diferentes posições) de diferentes escalas (para

capturar placas com tamanhos diferentes). Com o uso da câmera calibrada, entretanto, pode-se

se estimar o tamanho da placa (em coordenadas de imagem) para cada região de busca rq, de

modo que apenas uma escala possa ser usada para cada região. Mais precisamente, para cada

região rq, situada a uma distância de z metros da câmera, calcula-se o diâmetro di esperado

da placa em pixels. Sendo o tamanho do template do classificador ht × wt (altura × largura),
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Figura 5.3 – Amostras do conjunto de dados de treinamento do classificador SVM. (a)-(d) Amostras
positivas. (e)-(h) Amostras negativas.

(a) (b) (c) (d)

(e) (f) (g) (h)

Fonte: do autor (2015).

define-se o redimensionamento para a região rq de forma que di seja mapeado para a altura ht,

permitindo a busca usando apenas uma escala. O fator de escala da região rq é dado por:

fs = α · di
ht
, (5.2)

com α < 1, uma vez que podem haver erros nas medições.

Se o detector encontrar a placa, ela é automaticamente validada, visto que possui di-

mensões coerentes com a esperada. Entretanto, os detectores baseados em janelas deslizantes

tendem a produzir múltiplas detecções em torno de cada objeto na imagem. Também, como há

uma sobreposição das regiões rq, poderá ocorrer mais de uma detecção por quadro de imagem.

Consequentemente algumas regiões precisam ser combinadas ou excluídas utilizando algum

critério.

Para resolver a possível detecção múltipla da mesma placa, foi utilizada a conhecida téc-

nica de supressão de não-máximos (Non-Maximum Supression) com base no escore da detecção

retornada pela SVM. Mais precisamente, uma estratégia em duas etapas foi proposta, conforme

explicado a seguir. Tal estratégia é aplicada a cada quadro t da sequência de vídeo de forma

independente, e por clareza de notação o índice temporal será omitido na notação que segue.

Considere Dq = {Dq1,Dq2, · · · ,Dqmq} o conjunto com as mq detecções na região de

busca rq, onde cada detecção Dqi = (bqi, sqi) é caracterizada pela bounding box bqi e o escore
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sqi, dado pela distância do vetor de atributos à fronteira de decisão na SVM. Com a hipótese de

que não pode haver mais de uma placa na mesma região de busca rq, escolhe-se como detecção

vencedora Dq = (bq, sq) na primeira etapa aquela que apresenta o maior escore, ou seja, toma-

se

Dq = Dqj, onde j = arg max
i

sqi. (5.3)

Como as regiões rq possuem sobreposição na imagem, conforme pode ser observado na

Figura 5.4, uma mesma placa pode ser detectada em mais de uma região de busca. Entretanto,

ao contrário da primeira etapa, não é razoável assumir que há apenas uma placa em cada quadro

da sequência de vídeo. De fato, duas placas próximas podem ser detectadas em regiões rq dife-

rentes, e nesse caso é importante identificar que as detecções correspondem a placas distintas.

Figura 5.4 – Regiões de busca rq (em amarelo).

Fonte: do autor (2015).

Para identificar se múltiplas detecções correspondem à mesma placa ou não, calcula-

se a sobreposição entre as detecções. Mais precisamente, seja D = {D1,D2, · · · ,Dqmax} o

conjunto formado pelas detecções em cada região rq de um mesmo quadro. Dada a detecçãoDj

com maior escore associado sj , calcula-se o coeficiente de Jaccard para verificar se as demais

detecções Di (com i 6= j) apresentam superposição significativa com Dj . O coeficiente de

Jaccard entre as bounding boxes bi e bj é dado por

Jc(i, j) =
# (bi ∩ bj)
# (bi ∪ bj)

, (5.4)
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onde #(bi ∩ bj) e #(bi ∪ bj) denotam, respectivamente, o número de pixels da intersecção e da

união entre bi e bj .

De maneira semelhante a vários trabalhos que exploram janelas deslizantes (como Viola

e Jones (2004)), o conjunto de detecções D é particionado em dois conjuntos disjuntos. O

primeiro conjunto contém as detecções que são consideradas diferentes de Dj , e contém os

elementosDi com pouca sobreposição comDj , caracterizados por Jc(i, j) < TJ , onde TJ é um

limiar que controla a fração de sobreposição (foi usado o valor TJ = 0, 5). O segundo conjunto

contém os elementos considerados detecções múltiplas do mesmo objeto (alta sobreposição),

caracterizados por Jc(i, j) ≥ 0, 5. Nesse caso, todas as detecções do conjunto são consolidadas

em uma única detecção para o objeto comum, dada pela média das coordenadas dos vértices

das bounding boxes dos seus elementos.

5.1 Resultados

A análise da detecção e reconhecimento da sinalização vertical (placa de proibido ultra-

passar) usando a informação de câmera calibrada foi aplicada em 3 sequências de vídeo, sendo

uma já utilizada na Seção 4.2.5 (clip_i5s_0094) e as outras duas adquiridas com a câmera de

um iPhone 5S.

É importante salientar que existem várias bases de dados para validação de placas de

trânsito, tais como o LISA (Laboratory for Intelligent and Safe Automobiles) Dataset (MO-

GELMOSE; TRIVEDI; MOESLUND, 2012), que contém sinais de trânsito usados nos Estados

Unidos, o GTSDB (HOUBEN et al., 2013) e o GTSRB (STALLKAMP et al., 2012) (German

Traffic Sign Detection and Recognition Benchmark), que apresentam um conjunto de imagens

com sinais verticais europeus. Como a técnica proposta é voltada para sequências de vídeo com

câmera calibrada, foi necessário produzir uma nova base de dados.

Os três vídeos usados possuem resolução de 1080 × 1920 pixels e foram amostrados a

29.97 qps. Assim como mencionado na Seção 4.2.5, os parâmetros intrínsecos foram obtidos de

forma offline e os parâmetros extrínsecos em tempo de execução on-the-fly para cada sequência

de vídeo, utilizando a técnica descrita neste trabalho. A Tabela 5.1 apresenta os parâmetros de

câmera para cada clipe.

O conjunto de treinamento foi formado por 159 amostras de imagens de proibido ultra-

passar (amostras positivas) e 378 imagens aleatórias de não placa (amostras negativas). Todas

1A distância focal em ambos os eixos é a mesma.
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Tabela 5.1 – Clipes: parâmetros de calibração de câmera
Clipe Nome u0 v0 fu / fv1 α◦ β◦ h (m)

1 clip_i5s_0094 959,50 539,50 1,81e+03 +5,99 -0,85 1,22
2 clip_i5s_0099 959,50 539,50 1,81e+03 +5,99 -0,85 1,22
3 clip_i5s_0789 959,50 539,50 1,81e+03 -5,54 +1,48 1,25

Fonte: do autor (2015).

as imagens são provenientes de diversas sequências de vídeo citadas nas Tabelas 3.1, 4.1, 4.8.

As amostras positivas foram adquiridas de forma manual enquanto que as negativas de forma

automática.

Os descritores HOG foram extraídos de cada imagem utilizando os seguintes parâme-

tros: célula com 8× 8 pixels; bloco de tamanho 16× 16 pixels; janela de 48× 48 pixels; passo

de deslocamento da janela deslizante com 8× 8 pixels; número de intervalos para o histograma

= 9.

Para realizar o processo de extração das características de cada sub-imagem através dos

descritores HOG, todas as imagens foram redimensionadas para 48× 48 pixels. Salienta-se que

as imagens originais possuem resolução maior do que 48× 48 pixels.

Como a intenção é classificar objetos em placa e não placa, foi utilizado um classificador

SVM binário com kernel linear e margem flexível (soft margin) com o parâmetro C = 0.01,

assim como Dalal e Triggs (2005). Na fase de classificação, os valores dos parâmetros que

descrevem a posição e dimensão das regiões retangulares de busca, definidos no Capítulo 5,

estão sumarizados na Tabela 5.2.

Tabela 5.2 – Sumário das variáveis e valores padrão
Símbolo Definição Valor padrão
qmax número de regiões de busca rq 10
δz espaçamento entre as regiões de busca 3, 0m
δw largura da região de busca 2, 0m
δh altura da região de busca 1, 5m
δyac largura esperada do acostamento 2, 0m
δyal afastamento lateral esperado do bordo externo do acostamento à placa 1, 2m
pd diâmetro esperado do sinal vertical de forma circular 1, 0m
ph altura esperada da placa a partir da borda inferior 1, 2m

Fonte: do autor (2015).

A avaliação do sistema proposto foi realizada nas três sequências de vídeo, e os resul-

tados podem ser observados na Tabela 5.3. A acurácia média de cada vídeo está indicada na

última coluna.
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Tabela 5.3 – Resolução, taxa de amostragem e acurácia global dos clipes usados
Clipe Nome Resolução qps Quadros Acurácia

1 clip_i5s_0094 1080× 1920 29,97 562 99,11%
2 clip_i5s_0099 1080× 1920 29,97 100 100,00%
3 clip_i5s_0789 1080× 1920 29,97 300 99,67%

Fonte: do autor (2015).

A taxa global de classificação para os 962 quadros analisados, oriundos das três sequên-

cias de vídeo, foi de 99,38%. Dos seis (6) erros de classificação indicados na matriz de confusão

(Tabela 5.4), alguns são falsos negativos produzidos pela técnica em situações onde e a placa

está parcialmente fora na região de busca (veja a Figura 5.6(a)).

Tabela 5.4 – Matriz de confusão para os clipes 1-3
Classe predita

Classe real

Placa Não placa Acurácia
Placa 408 6 98,55%
Não placa 0 548 100%

99,38%

Fonte: do autor (2015).

Para a construção da matriz de confusão, uma detecção é considerada correta se a sobre-

posição da região retangular da detecção e sua respectiva anotação2 (ground truth) é maior ou

igual a 50%, conforme o coeficiente de Jaccard dado pela Equação (5.4).

Figura 5.5 – (a) Falso negativo no quadro 680 do vídeo clip_i5s_0789 (nosso método). Região retan-
gular de ground truth na cor verde. (b)-(c) Falso positivo no vídeo clip_i5s_0094 (HOG + SVM com
varredura em toda imagem com múltiplas escalas e com fator de mudança de escala igual a 1.05).

(a) quadro 680 (b) quadro 257 (c) quadro 399

Fonte: do autor (2015).

2Os dados de ground truth foram anotados manualmente para cada quadro.
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Os experimentos descritos nesta seção foram implementados em C++ (compilador

LLVM3 versão 6.0), usando a biblioteca OpenCV versão 2.4.9. Para o classificador SVM,

foi utilizada a biblioteca SVMLight (JOACHIMS, 2002). Os testes foram conduzidos em um

notebook com processador Core 2 Duo de 2,53GHz com 8GB de RAM. O tempo médio de

execução para cada quadro, considerando apenas a etapa de varredura da janela deslizante em

todas as qmax = 10 regiões rq, foi de aproximadamente 25,49 ms, que representa uma taxa de

≈39 qps.

Salienta-se que o tempo de execução pode ser reduzido, visto que a técnica de de-

tecção das placas pode ser paralelizada, distribuindo a busca em cada janela rq por thre-

ads. Na Figura 5.6 podem ser observadas duas detecções em quadros diferentes para o vídeo

clip_i5s_0094.

Figura 5.6 – Exemplos de placas de proibido ultrapassar detectadas no vídeo clip_i5s_0094. Ground
truth na cor verde e a detecção na cor vermelha.

(a) quadro 49 (b) quadro 529

Fonte: do autor (2015).

Por fim, as mesmas sequências de vídeo foram utilizadas para verificar o tempo de exe-

cução bem como a acurácia média aplicando o detector em toda a imagem, em múltiplas escalas

e com quatro (4) fatores de mudança de escala.

Inicialmente, para um fator de mudança de escala igual a 1,01, a acurácia média foi de

86,90%. O tempo de execução para varrer todo quadro da imagem foi de aproximadamente

6,04s. Para um fator de mudança de escala igual a 1,05, a acurácia média foi de 90,44%, com 7

falsos negativos e 85 falsos positivos e com um tempo de execução 2,02s. Aumentando o fator

de mudança de escala para 1,10 verificou-se que a acurácia média diminuiu para 87,32% em

decorrência da diminuição do número de níveis da pirâmide e do aumento do número de falsos

3<http://llvm.org>

http://llvm.org
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negativos. Consequentemente o tempo médio foi reduzido para 1,06s. As Figuras 5.6(b) e 5.6(c)

apresentam dois quadros de imagens do vídeo clip_i5s_0094 com falsos positivos. Um último

teste foi realizado alterando novamente o fator de mudança de escala para 1,20. A acurácia

média diminuiu para 79,73% e o tempo médio para 0,58s. A Tabela 5.5 apresenta a acurácia

média e os tempos de execução para cada quadro da imagem para o método proposto e o HOG

+ SVM utilizando a varredura em toda imagem, com múltiplas escalas e diferentes fatores

de mudança de escala. Embora o tempo de execução no método proposto seja bem menor

com relação aos demais, cabe ressaltar que o tempo médio consumido por quadro à detecção e

rastreamento das bordas da pista, bem como para calcular o IPM, foi de aproximadamente 0,05s

e 0,002s, respectivamente. Consequentemente, todo o processo consome em torno de 0,082s,

que continua sendo inferior ao apresentado pelos demais métodos com um fator de mudança de

escala de 1,01 a 1,10.

Tabela 5.5 – Acurácia média e tempo de execução.
Método Acurácia Tempo(s)

Proposto 99,38% 0,03
HOG+SVM (1,01) 86,90% 6,04
HOG+SVM (1,05) 90,44% 2,02
HOG+SVM (1,10) 87,32% 1,06
HOG+SVM (1,20) 79,73% 0,58

Fonte: do autor (2015).

Neste trabalho a técnica proposta de redução do espaço de busca para sinalização vertical

foi combinada com o classificador HOG+SVM (DALAL; TRIGGS, 2005). Entretanto, salienta-

se que qualquer outro método de detecção de objetos que permita a seleção da escala poderia ser

usado em conjunção com a técnica proposta, visto que a principal contribuição desta tese é o uso

da câmera calibrada na redução do espaço de busca e determinação da escala de busca. Embora

a altura da câmera h possa apresentar erros em torno de 10 centímetros com a técnica proposta

de calibração, conforme mencionado na Seção 3.7, todas as regiões de busca rq foram estimadas

em áreas da imagem que contêm placa. Para reforçar a hipótese que os erros na estimativa

de h não impactam significativamente os resultados do classificador, foram realizados testes

variando h (ver Tabela 5.1) com ∆h = ±0, 20m e os resultados apresentados na Tabela 5.3

foram mantidos.
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5.2 Conclusões

A contribuição proposta no presente Capítulo foi explorar a informação de câmera ca-

librada para reduzir a região de busca e determinar a escala adequada para a aplicação de um

detector/reconhecedor de sinais de trânsito baseado em janelas deslizantes. Como prova de

conceito, foi utilizado um classificador SVM com atributos HOG. Os resultados apresentados

indicam uma taxa média de classificação de 99% para os três vídeos, com apenas 962 quadros,

utilizados durante a fase de testes, totalizando 962 quadros. Cabe ressaltar que o uso da câmera

calibrada contribuiu significativamente para reduzir o tempo de processamento, uma vez que o

espaço de varredura da janela deslizante do detector se resumiu as regiões onde provavelmente

hajam placas segundo as especificações do CONTRAN (2007a). Ainda, com as informações

de câmera, é possível estimar o tamanho da placa em coordenadas de imagem. Consequente-

mente, uma única escala pode ser usada para cada região. Os resultados comparativos mostram

que, além do tempo de execução por quadro ser menor (ver Tabela 5.5) com o uso da câmera

calibrada, a acurácia média é maior, visto que o espaço de busca é reduzido e consequentemente

menos erros tendem a ocorrer. Embora a técnica tenha sido avaliada em um conjunto de dados

relativamente pequeno, os resultados foram animadores.
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6 CONCLUSÕES E CONTINUIDADE DO TRABALHO

Esta tese abordou o desenvolvimento de algoritmos de visão computacional para veí-

culos inteligentes com potencial aplicação em sistemas de apoio ao motorista. Em específico,

foram propostas três novas abordagens: (i) calibração automática de uma câmera embarcada;

(ii) e (iii) detecção e classificação de marcas longitudinais horizontais e verticais, respectiva-

mente. As técnicas apresentadas na literatura para a calibração de câmera normalmente empre-

gam padrões de calibração de forma manual e/ou exploram a geometria da pista, necessitando

de alguma informação prévia de um ou mais parâmetros como a largura da pista, por exem-

plo. Neste trabalho, foi apresentado um novo método de calibração automática de câmera que

necessita apenas que o veículo se movimente numa velocidade constante num trecho planar

com marcas longitudinais seccionadas. Duas novas abordagens para a detecção e classificação

de marcas longitudinais horizontais foram propostas. A primeira (sem calibração) utiliza um

simples modelo estatístico para representar os pixels relacionados ao pavimento, os quais são

usados para extrair as marcações da pista. A segunda abordagem usa a informação de câmera

calibrada contribuindo para diminuir o número de erros de classificação por não apresentar atra-

sos na detecção durante as transições de marcações horizontais. Por fim, uma nova técnica foi

apresentada para detectar a sinalização vertical. Embora vários trabalhos tenham sido apresen-

tados acerca do tema, a técnica proposta nesta tese busca usar a informação de câmera calibrada

para explorar a relação imagem x mundo para reduzir o espaço de busca e evitar falsos-positivos

que não possuem uma escala coerente. Durante a elaboração dessa tese foram geradas três pu-

blicações que podem ser observadas no Apêndice B.

Como extensões futuras deste trabalho, pretende-se realizar o uso de esquemas de esta-

bilização de imagem com a finalidade de lidar de forma eficiente com movimentos irregulares

(jittering) da câmera, desenvolvendo uma melhor maneira de se estimar a altura h com base em

ĥs, ĥu e ĥv. Ainda, continuar investigando a necessidade de desenvolvimento de aplicações de

AR em condições práticas de dirigibilidade. As duas técnicas para classificar a sinalização ho-

rizontal propostas no Capítulo 4 (câmera calibrada e não calibrada) exploram técnicas simples

de consistência temporal para evitar mudanças bruscas no rótulo do classificador em quadros

adjacentes. Embora os resultados atingidos já apresentem uma acurácia de classificação alta,

acredita-se que o uso de técnicas mais elaboradas (como HMMs) para modelar a transição es-

perada dos rótulos ao longo do tempo possam melhorar ainda mais os resultados, deixando

também a técnica mais robusta com relação ao ruído. Finalmente, o método que realiza a de-

tecção das placas de trânsito usando a câmera calibrada pode ser estendido para rastrear a placa
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detectada ao longo do tempo, procurando verificar o deslocamento retilíneo da mesma. Ainda,

se a velocidade do veículo for conhecida, pode-se explorar o espaçamento entre detecções em

quadros adjacentes para validar se as detecções são coerentes com a velocidade do veículo. O

uso de outros sensores em conjunto com a câmera monocular pode contribuir para melhorar os

resultados. De acordo com Levinson (2011), o uso de um laser (LIDAR) pode ajudar a mapear

o ambiente, de forma a identificar as marcações de pista, desníveis dentre elementos fundamen-

tais. O presente trabalho ainda pode ser estendido a algumas aplicações, tais como: (i) uso em

empresas de locação de veículos e seguradoras para verificar a conduta do motorista no que se

refere ao cumprimento da legislação de trânsito; (ii) inspeção de rodovias buscando verificar a

coerência entre a sinalização horizontal e vertical, tendo como base a extração de características

da via, visando verificar a adequação da sinalização horizontal de trânsito (em função das con-

dições físicas tais como a geometria e topologia) e sua conformidade e complementação com a

sinalização vertical. Cita-se, por exemplo, a existência de uma marcação contínua-seccionada

que regulamenta o trecho em que a ultrapassagem, a transposição e deslocamento lateral são

proibidos num sentido e permitido em outro. Consequentemente, um sinal vertical de proibido

ultrapassar deve estar disposto na via, com o intuito de reforçar a sinalização horizontal de proi-

bição de ultrapassagem. Esta aplicação servirá de subsídio para a tomada de decisão e gestão

dos órgãos competentes quanto a manutenção e conservação da malha rodoviária.
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APÊNDICE A — APLICAÇÃO: SINALIZAÇÃO VIRTUAL HORIZONTAL E

VERTICAL

A sinalização horizontal é pintada no pavimento da estrada, e seu principal objetivo é

informar o motorista acerca de específicas condições existentes na pista e/ou próxima a via,

tais como: curvas a seguir, velocidade corrente permitida, presença de “zona escolar" ou faixas

de segurança. Em uma aplicação comercial, a combinação de um sistema de GPS, contendo

informações acerca de uma estrada georreferenciada, pode ser usada para definir a localização

da sinalização horizontal que deve ser colocada de maneira virtual. Neste trabalho, indicou-

se de forma manual a localização dos sinais, e avaliou-se que os mesmos, de fato, estivessem

inseridos coerentemente (análise visual) com a sequência de vídeo.

Todo processo é ilustrado na Figura A.1. O vídeo capturado pela câmera real é mostrado

de modo ortogonal na janela (vídeo de fundo), enquanto que os objetos virtuais são transforma-

dos de acordo com os parâmetros de câmera extraídos e sobrepostos sobre o vídeo.

Parâmetros
extŕınsecos e
intŕınsecos

Vı́deo de
fundo

Projeção
ortográfica

Cena
aumentada

Projeção
perspectiva

Transformação
geométrica

Cãmera AR

Vı́deo

Sinalização
Horizontal

Sinalização
Vertical

Elementos definidos pelo usuário

Câmera real
osg::Transform

osg::Projection osg::Projection

osg::Transform

osg::Node

osg::Group

osg::Viewer

Figura A.1 – Visão geral de uma aplicação de AR. A cena real capturada por uma câmera embarcada
é aumentada com os conteúdos/objetos virtuais. Os parâmetros da câmera são extraídos e usados para
configurar a câmera virtual.
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Um exemplo de sinalização horizontal é a indicação de proximidade escolar. A Fi-

gura A.2 apresenta alguns quadros que indicam a proximidade de uma região escolar, sobre-

posto a sequência de vídeo Ipiranga. O objeto virtual é colocado no plano da estrada (isto é,

x = 0 em coordenadas de mundo) no meio da pista, e se aproxima do veículo a uma velocidade

v ( que é exatamente a mesma velocidade do veículo). Como pode ser observado, o objeto vir-

tual inserido é coerente com o cenário real (como esperado, desde que os parâmetros de câmera

estimados sejam próximos dos valores de ground thruth, como mostrado na Tabela 3.1). A

Figura A.3 apresenta outro exemplo de sinalização horizontal sobreposto no pavimento. Mais

exatamente, a figura mostra alguns quadros da sequência de vídeo Germany e um sinal “velo-

cidade máxima permitida". É importante notar que, para este caso, não há valores de ground

thruth disponíveis, porém, a sinalização virtual é coerente.

(a) (b) (c) (d)

Figura A.2 – Quadros ilustrando a inserção de sinalização horizontal ( inscrição no pavimento - le-
genda), indicando “região escolar".

(a) (b) (c) (d)

Figura A.3 – Quadros ilustrando a inserção de sinalização horizontal ( inscrição no pavimento - le-
genda), indicando “velocidade regulamentada/permitida".

Por outro lado, a sinalização vertical possui uma orientação ortogonal com o plano do

chão, geralmente posicionada no lado esquerdo e/ou direito da via no sentido do fluxo de tráfego

que devem regulamentar, transmitindo aos usuários as condições, proibições, obrigações ou

restrições no uso das vias. Um exemplo de sinalização vertical virtual para a sequência de

vídeo Cambará é mostrada Figura A.4. Na sequência de vídeo Germany, não há os valores de

ground thruth disponíveis para avaliar quantitativamente a qualidade dos parâmetros extrínsecos
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estimados, mas a coerência visual dos objetos virtuais inseridos mostram que os parâmetros são

acurados o suficiente para aplicações de AR.

(a) (b) (c) (d)

Figura A.4 – Quadros ilustrando a inserção de sinalização vertical, indicando “orientação de destino".

Por fim, uma última aplicação é apresentada na Figura A.5. Neste exemplo, um si-

nal horizontal e cones sintéticos 3D são virtualmente inseridos em alguns quadros da sequên-

cia BR116, indicando uma advertência de “interferência no tráfego devido à existência de

obras/manutenção". Em particular, este tipo de sinalização de controle de tráfego pode ser

muito útil para indicar as condições não permanentes/temporárias da estrada.

(a) (b) (c) (d)

Figura A.5 – Quadros ilustrando a inserção de sinalização horizontal e vertical, indicando “interferência
no tráfego devido à existência de obras/manutenção”.

Para as aplicações nesta seção, além das bibliotecas citadas na Seção 3.7, utilizou-se o

toolkit OpenSceneGraph 3.0.11.

1<http://www.openscenegraph.org>

http://www.openscenegraph.org
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