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Resumo

O presente trabalho consiste em um estudo dos processos fracionários generalizados via sis-
tema de espaço de estados. Essa representação permitirá utilizar um procedimento recursivo
para a estimação dos parâmetros desses processos chamado filtro de Kalman. Além disso, apre-
senta um estudo detalhado sobre o filtro de Kalman, investigando sua utilização na estimação
de um processo k-Factor GARMA(p,u,λ, q). Este trabalho verifica que é possível representar
um processo k-Factor GARMA(p,u,λ, q) causal por um sistema de espaço de estados, o que
possibilita calcular recursivamente a função de verossimilhança exata do processo, por meio do
uso do filtro de Kalman, mesmo que a sua representação em espaço de estados tenha dimensão
infinita.



Abstract

This paper presents a study of the generalized fractional processes by using the state space.
This representation will allow to use a recursive procedure for the estimation of the parameters
of these processes called Kalman filter. In addition, it presents a study with details about the
Kalman filter, investigating their use in the estimation of a process k-Factor GARMA(p,u,λ, q).
This work find that is possible to represent a process k-Factor GARMA (p,u,λ, q) causal in
a state space system, which enable to compute recursively the exact likelihood function of the
process through the use of the Kalman filter, even though their representation in state space
has infinite dimension.
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Capítulo 1

Introdução

Frequentemente, ouve-se falar nos meios de comunicação sobre valores diários de poluição
nas praias gaúchas, em índices diários da bolsa de valores de São Paulo, na precipitação at-
mosférica mensal de Porto Alegre, na temperatura média diária das cidades. Todos esses são
exemplos de séries temporais, que são conjuntos de observações ordenadas no tempo. O estudo
de séries temporais tem contribuído para o desenvolvimento de diversas áreas como agricultura,
economia, geofísica, metereologia, controle de qualidade, ciências sociais, dentre outras. Por
esse motivo, estudar tais séries poderá trazer muitos benefícios para nossa sociedade. Existem
inúmeros objetivos que permeiam o estudo de séries temporais, dentre os quais a compreensão e
descrição do mecanismo gerador da série, a identificação de periodicidades relevantes nos dados
e a construção de previsões sobre valores futuros das séries. A fim de estudar séries temporais,
procura-se um modelo matemático que melhor se adeque aos dados e que a partir dele seja
possível analisar suas características, seu comportamento. Entre os primeiros modelos estuda-
dos para representar uma série temporal destacam-se os modelos paramétricos de ordem finita
ARMA, autoregessivos e de média móvel, pois conseguem parcimoniosamente descrever uma
grande variedade de séries temporais com um número finito de parâmetros.

No entanto, esses modelos não consideravam uma propriedade de certas séries temporais
em que observações mesmo bastante distantes no tempo estão correlacionadas, isto é, são
dependentes. Esse fenômeno é chamado de longa dependência. Inicialmente, essa propriedade
foi identificada por Hurst (1951, 1957) ao estudar a série temporal do nível mensal do Rio Nilo.
Mandelbrot e Wallis (1968) e McLeod e Hipel (1978) também verificaram essa propriedade em
problemas de Hidrologia. A característica em questão é encontrada em diversas séries temporais
como: vazão de rios, tráfego de dados em redes de computadores, sequências de DNA, séries
econômicas, entre outras. A partir de então, inúmeros processos foram propostos para modelar
a longa dependência como Granger e Joyeux (1980), e Hosking (1981, 1984), que introduziram
o modelo fracionário autoregressivo integrado de média móvel, denotado por ARFIMA(p, d, q).
Este modelo descreve o comportamento de longa memória associado a um crescimento ilimitado
da função densidade espectral quando a freqüência tende a zero. Recentemente, os processos
de memória longa têm recebido considerável atenção entre os pesquisadores, principalmente
em econometria com Cheung and Diebold (1994), e em metereologia com Bloomfield (1992).
A monografia de Beran (1994) e a revisão do artigo de Robinson (1994) fornecem dois atuais
estudos de recentes desenvolvimentos de processos de longa dependência em estatística e em
economia, respectivamente.
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Os processos de longa dependência foram intensivamente investigados a partir da década
de 80 pela qual se detectou a existência de dados reais que apresentavam comportamento
periodicamente persistente, o qual não era bem modelado pelo processo ARFIMA. Baseado
nisso, Gray, Zhang e Woodward (1989) propôs modelos cuja função densidade espectral não era
necessariamente ilimitada na origem, permitindo apresentar ilimitação em qualquer frequência
no intervalo [0, π]. Esses modelos foram denominados processos GARMA, autorregressivo de
média móvel Gegenbauer, e são uma generalização dos modelos ARFIMA. Alguns anos depois,
Giraitis e Leipus (1995) e Woodward, Cheng e Gray (1998) introduziram os processos k-Factor
GARMA, uma generalização dos modelos GARMA, que permite a ocorrência de k ilimitações
na função densidade espectral, para um número finito k de frequências no intervalo [0, π], as
quais são chamadas de frequências de Gegenbauer.

Outra classe de modelos bastante importante na análise de séries temporais muito estudada
nas últimas décadas são os modelos de espaço de estados, que foram apresentados inicialmente
por Kalman (1960), e Kalman e Bucy (1961), com trabalhos relacionados a controle de sistemas
lineares. Akaike (1974a) foi um precursor em escrever um modelo ARMA(p, q) na representação
de espaço de estados. Esses modelos, nas últimas décadas, têm sido largamente usados para
modelar dados em Economia, na área médica e nas ciências dos solos, entre outras áreas da
ciência. Para maiores detalhes ver Harrison e Stevens (1976); Shumway e Stoffer (1982); Harvey
e Pierse (1984); Kitagawa e Gersch (1984) (área da economia), Jones (1984) (área médica),
Shumway (1985) (ciências do solo). A proposta da análise de espaço de estados é inferir re-
levantes propriedades de séries de dados não observados (estados) a partir do conhecimento
de séries de dados observados (observações). Essa representação tem uma estrutura simples
que permite uma análise da série temporal, e, sob certas hipóteses, ela ganha uma importante
propriedade que aparece em muitas aplicações no campo da Física, é a chamada propriedade
de Markov, na qual, dado o estado presente, o futuro do sistema independe do passado. E
é devido a ela que os cálculos necessários para implementar os modelos de espaço de estados
podem ser colocados de forma recursiva.

O artigo Kalman (1960) descreve uma solução recursiva para a estimação dos parâmetros
do modelo de espaço de estados. Em outras palavras, o chamado filtro de Kalman fornece
uma solução recursiva para o problema de filtragem linear de dados discretos, e está entre as
mais importantes contribuições na teoria moderna de controle e tem sido objeto de estudo de
extensivas pesquisas. O avanço da era digital dos computadores nas últimas décadas contribuiu
para a disseminação do filtro de Kalman devido à possibilidade da implementação de soluções
recursivas para diversas aplicações em tempo real. A navegação aeroespacial, a robótica e o
controle de sistemas lineares são exemplos de importantes áreas em que esse filtro é muito
utilizado. O filtro de Kalman é um algoritmo de estimação recursiva que tem por objetivo
estimar um estado não observado de um sistema linear de espaço de estados, baseados em
observações do passado e do presente do sistema.

Neste trabalho, será utilizado o filtro de Kalman para estimar os parâmetros dos modelos
k-Factor GARMA. Para essa finalidade, é necessário que esses modelos sejam representados
por um sistema de espaço de estados. Deste modo, o objetivo consiste em estudar a estimação
dos processos fracionários generalizados, via sistema de espaço de estados, com a utilização do
filtro de Kalman. A ênfase, neste trabalho, será dada aos processos k-Factor GARMA.

Para alcançar essa meta, será estudado o que é um sistema de espaço de estados, e como
representar os processos fracionários generalizados nesse sistema. Além disso, será investigado
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o que é o filtro de Kalman, qual seu funcionamento, e que dados ele fornece, com o intuito de
utilizar a ferramenta de estimação recursiva do filtro de Kalman nos parâmetros dos processos
frácionários generalizados. Para isso, será investigado sob quais condições pode-se utlizar o
filtro de Kalman em processos k-Factor GARMA, e por último, como estimar os parâmetros
desse processo usando este procedimento recursivo.

No Capítulo 2, estabelecemos os conceitos iniciais sobre processos estocásticos. Maiores de-
talhes podem ser encontrados em Brockwell e Davis (2006), Rohatgi (1976), Magalhães (2006),
Wei (2006), Morettin e Toloi (2004), Hamilton (1994) e Olive (2008).

No Capítulo 3, abordamos os modelos precursores ARMA, ARIMA e ARFIMA, com algu-
mas de suas propriedades. Ao final deste capítulo, apresentamos uma tabela comparativa sobre
o comportamento das funções de autocorrelação e das funções densidade espectral dos modelos
AR, MA, ARMA, e ARFIMA.

No Capítulo 4, tratamos os processos fracionários generalizados GARMA e k-Factor GARMA
e suas propriedades. O final da Seção 4.3 apresenta uma tabela comparativa sobre o comporta-
mento das funções de autocorrelação e das funções densidade espectral dos modelos ARFIMA,
Gegenbauer, GARMA e k-Factor GARMA. Na Seção 4.4, indicamos alguns estimadores para
os parâmetros do processo k-Factor GARMA.

No Capítulo 5, abordamos os modelos de espaço de estados com suas representações para os
modelos ARMA, ARIMA, ARFIMA, GARMA e k-Factor GARMA. Além disso, estudamos o
filtro de Kalman a partir da obtenção de suas equações recursivas. A Subseção 5.3.1 apresenta
um resumo dessas equações e um esquema dos ciclos da recursão de Kalman. Na Subseção
5.3.2, analisamos a função de verossimilhança para um modelo gaussiano de espaço de estados.
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Capítulo 2

Conceitos e Propriedades

Neste capítulo, enunciamos diversos conceitos fundamentais necessários à compreensão de
modelos em séries temporais discutidos neste trabalho. Descrevemos resultados básicos de
probabilidade, tais como esperança, variância, função massa de probabilidade, função densi-
dade de probabilidade, função de distribuição, assim como apresentamos idéias fundamentais
de processos estocásticos, como funções de autocovariância, função de autocorrelação, função
densidade espectral. Além disso, são citadas as definições de estacionariedade, processo ruído
branco, processo linear e processo Gaussiano. Maiores detalhes sobre estes assuntos podem
ser encontrados em Brockwell e Davis (2006), Hohatgi (1976), Magalhães (2006), e Hamilton
(1994).

2.1 Probabilidade
Descrevemos, a seguir, certos aspectos iniciais do ponto de vista probabilístico ou estatístico.
Fixado o conjunto K denotamos P(K), o conjunto de todos os subconjuntos de K, isto é,

o conjunto das partes de K.
Um conjunto K diz-se enumerável quando é finito ou quando existe uma bijeção f : N→ K.
A seguir, definimos uma σ- álgebra para posteriormente definirmos uma medida de proba-

bilidade.

Definição 2.1. Uma família A de subconjuntos de um conjunto Ω é chamado de σ- álgebra
sobre Ω se:

a) O conjunto Ω pertence A;

b) Se o conjunto A pertence A, então o complemento Ω− A também pertence a A;

c) Se {An}n∈N é uma coleção enumerável de conjuntos em A, então a união
⋃
n∈N

An também

está em A.

Segue da Definição 2.1 acima que A ⊂ P(Ω) e que ∅ ⊂ A, em que ∅ é denotado o conjunto
vazio. Os conjuntos A pertencentes a σ- álgebra A são denominados conjuntos A -mensuráveis,
ou simplesmente mensuráveis. Observa-se que se Ω for um conjunto finito ou enumerável, então
a única σ- álgebra que se considera sobre Ω é A = P(Ω).
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As Definições 2.2 e 2.6 tratam de medida de probabilidade e de variável aleatória, respecti-
vamente. São importantes conceitos que são utilizados para definir um processo estocástico na
Definição 2.30.

A seguir, definimos a medida de probabilidade.

Definição 2.2. Uma probabilidade P sobre uma σ- álgebra A de subconjuntos de Ω é uma
função P : A → [0, 1] que associa a cada A em A um número real P(A) ∈ [0, 1] tal que:

a) P(Ω) = 1;

b) P(A) > 0, para todo subconjunto A ∈ A;

c) Se An, n ∈ N, é uma coleção enumerável de subconjuntos de A tal que An∩Am = ∅, para
m 6= n, então P(

⋃
n∈N

An) =
∑
n∈N

P(An).

Como Ω∪ ∅ = Ω, então P(∅) = 0. O par (Ω,A) é chamado de espaço mensurável. Uma vez
fixada a medida probabilidade P sobre a σ- álgebra A, a tripla (Ω,A,P) é chamada de espaço
de probabilidade. Os subconjuntos que estão em A são denominados eventos, e são apenas a
eles que se atribuem probabilidade.

A seguir, é definida a probabilidade condicional entre dois eventos para, posteriormente,
ser enunciado o Teorema de Bayes que será utilizado para obtenção do filtro de Kalman no
Capítulo 4.

Definição 2.3. Sejam A e B dois eventos em (Ω,A,P). Sendo P(B) > 0, a probabilidade
condicional de A dado que ocorreu B, é definida por:

P(A|B) =
P(A ∩B)

P(B)
;

Caso P(B) = 0, defini-se P(A|B) = P(A).

Definição 2.4. Sejam C1, C2, · · · , Cn eventos que estão em (Ω,A,P), os quais formam uma
partição de Ω e todos tem probabilidade positiva. Seja A um evento qualquer com P(A) > 0.
Então, para todo j = 1, 2, · · · , n, temos que:

P(Cj|A) =
P(A|Cj)P(Cj)∑n
i=1 P(A|Ci)P(Ci)

·

Observação 2.1.

a) C1, C2, · · · , Cn formam uma partição de Ω se:

i)
n⋃
i=1

Ci = Ω;

ii) Ci ∩ Cj = ∅, para todo i 6= j, em que i, j = 1, 2, · · · , n.

b) O Teorema de Bayes mostra uma forma de recalcular as probabilidades à priori P(Cj),
j = 1, 2, · · · , n. As probabilidades P(Cj|A), j = 1, 2, · · · , n são ditas probabilidades à
posteriori, pois são resultantes a partir da utilização das probabilidades à priori.
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Definimos, em seguida, uma função mensurável para, posteriormente, ser definida uma
variável aleatóaria.

Definição 2.5. Considere Ω e a σ- álgebra sobre Ω denotada por A, e seja Φ outro conjunto
e a σ- álgebra sobre Φ denotada por G. Uma função ψ : Ω → Φ é chamada de mensurável se
ψ−1(G) ∈ A para todo G ∈ G.

Note que, se A for igual a P(Ω), então qualquer função ψ : Ω→ Φ é mensurável.
A seguir, é definida uma variável aleatória.

Definição 2.6. Seja (Ω,A,P) um espaço de probabilidade e (Φ,G) um espaço mensurável.
Uma função X : Ω → Φ definida naquele espaço de probabilidade e tomando valores neste
espaço mensurável é dita uma variável aleatória.

Geralmente se utiliza uma variável aleatória X tomando valores reais, isto é, Φ = R e sua
σ- álgebra G como subconjuntos da reta real. Assim, tem-se que uma variável aleatória real X
é uma função X : Ω → R tal que X−1(I) = {w ∈ Ω : X(w ∈ I)} ∈ A. Em outras palavras,
uma variável aleatória é uma função do espaço amostral Ω nos Reais em que a imagem inversa
de um subconjunto qualquer dos reais I é um evento, isto é, é um subconjunto pertencente
a σ-Álgebra A. É devido a esse fato a garantia de que se pode calcular probabilidades com
variáveis aleatórias.

Daqui em diante, toda variável aleatória é considerada varíavel aleatória real, salvo menção
contrária.

2.2 Funções de uma Variável Aleatória
A seguir, definimos a função de distribuição acumulada de uma variável aleatória e apre-

sentamos algumas de suas propriedades, (ver Definição 2.7). Ela é uma importante função que
descreve o comportamento probabilístico de uma variável aleatória.

Definição 2.7. A função distribuição acumulada de qualquer variável aleatória X em (Ω,A,P)
é definida por:

FX(x) = P(X ∈ (−∞, x]) = P(X 6 x),

para todo x ∈ R.

A seguir, são apresentadas as propriedades da função distribuição acumulada.

Proposição 2.1. Se FX(x) é a função distribuição acumulada de uma variável aleatória X no
espaço de probabilidade (Ω,A,P), então:

a) lim
x→−∞

FX(x) = 0;

b) lim
x→+∞

FX(x) = 1;

c) FX(·) é uma função não decrescente, isto é, FX(x) 6 FX(y) sempre que x 6 y para todo
x, y ∈ R;
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d) FX(·) é uma função contínua à direita.

Dependendo de quais valores uma variável aleatória possa assumir, ela poderá ser dita dis-
creta ou contínua. A seguir, definimos variável aleatória discreta, ver Definição 2.8, e variável
aleatória contínua, ver Definição 2.9. Além disso, definimos a função massa de probabilidade,
ver Definição 2.8, assim como a função densidade de probabilidade, ver Definição 2.9, junta-
mente suas propriedades mais importantes para nosso estudo.

Definição 2.8. Uma variável aleatória é dita ser discreta se assumir apenas um número finito
ou um número infinito enumerável de distintos valores.

A função massa de probabilidade de uma variável aleatória discreta X definida em (Ω,A,P)
que assume valores reais x1, x2, · · · é definida por:

fX(xi) = P(X = xi) = P({ω ∈ Ω : X(ω) = xi}),

para todo i = 1, 2, · · · .

Enunciamos, a seguir, as propriedades da função massa de probabilidade.

Proposição 2.2. Se fX(x) é a função massa de probabilidade de uma variável aleatória X em
(Ω,A,P) assumindo valores x1, x2, · · · , então:

a) 0 6 fX(xi) 6 1, para todo i = 1, 2, · · · ;

b)
∑
i∈I

fX(xi) = 1, em que I = {1, 2, · · · } é um conjunto de índices.

Em outras palavras, a soma percorre todos os valores possíveis para a variável aleatória
X.

A seguir, é definida uma variável aleatória contínua. Definimos também, a função densidade
de probabilidade, que é uma função que descreve o comportamento probabilístico de uma
variavel aleatória contínua.

Definição 2.9. Uma variável aleatória X em (Ω,A,P), com função distribuição acumulada
FX(·) é dita contínua, se existir uma função não negativa f(·) tal que:

FX(x) =

∫ x

−∞
f(t)dt, para todo x ∈ R ;

A função f(·) é denominada função densidade de probabilidade da variável aleatória contínua
X, e é denotada por fX(·).

Em seguida, citamos as principais propriedades da função densidade de probabilidade.

Proposição 2.3. A função densidade de probabilidade da variável aleatória X definida em
(Ω,A,P) satisfaz as seguintes propriedades:

a) fX(x) > 0, para todo x ∈ R;

b)
∫ +∞

−∞
fX(x)dx = 1.
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Os próximos resultados, Teorema 2.1 e Teorema 2.2, são importantes propriedades a respeito
das funções massa de probabilidade, das funções densidade de probabilidade e das funções de
distribuição. Estas funções são usadas para obtenção de informações sobre a variável aleatória,
como por exemplo a atribuição de probabilidades a eventos.

O teorema abaixo mostra como obter a função densidade de probabilidade de uma variável
aleatória a partir de sua função de distribuição.

Teorema 2.1. Se X tem função densidade de probabilidade fX(·), então fX(x) = d
dx
FX(x) ≡

F ′X(x) para valores de x ∈ R, em que a derivada existe.

O Teorema a seguir fornece um modo de calcularmos probabilidades em intervalos.

Teorema 2.2. Seja X uma variável aleatória, definida no espaço de probabilidade (Ω,A,P), e
sejam a e b números reais tais que a < b , então vale:

a) P(a < X 6 b) = P(X 6 b)− P(X < a)

i) Se X é contínua: FX(x) = P(X 6 x) e P(X < a) = P(X 6 a) = FX(a)

ii) Se X é discreta: P(X < a) = P(X 6 a)− P(X = a)

1) Se P(X = a) 6= 0, então P(X < a) 6= P(X 6 a) = FX(a)

2) Se P(X = a) = 0, então P(X < a) = P(X 6 a) = FX(a);

b) Se X apresenta função densidade de probabilidade fX(x), então:

P(a < X 6 b) = P(a 6 X < b) = P(a 6 X 6 b) =

∫ b

a

fX(x)dx = FX(b)− FX(a);

c) Se X apresenta função massa de probabilidade fX(x), então:

P(a < X 6 b) = FX(b)− FX(a),

mas P(a 6 X 6 b) 6= FX(b)− FX(a) se fX(a) > 0.

A seguir, definimos a função de distribuição condicional de uma variável aleatória, para
mais adiante definirmos a densidade condicional de um vetor aleatório, que é um conceito
muito importante que se aplica na teoria de espaço de estados como veremos no Capítulo 4.

Definição 2.10. Seja X uma variável aleatória definida em (Ω,A,P) e considere um evento
A ∈ A, com P(A) > 0, a função de distribuição condicional de X, dado que ocorreu A, é
definida por:

FX(x|A) = P(X 6 x|A) =
P([X 6 x] ∩ A)

P(A)
.
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Podemos generalizar esse conceito, tomando-se a σ-Álgebra de Borel. Deste modo, para
P(A) > 0 e qualquer B ∈ B(R), podemos definir a função de distribuição condicional de X,
dado que ocorreu A pela expressão:

P(X ∈ B|A) =
P([X ∈ B] ∩ [A])

P(A)
.

Em seguida, definimos um vetor aleatório com a finalidade de definir a densidade conjunta,
e a distribuição conjunta de um conjunto de variáveis aleatórias, os quais são conceitos muito
usados no Estudo de Séries Temporais, como veremos no Capítulo 3.

Definição 2.11. Seja (Ω,A,P) um espaço de probabilidade. Definimos como vetor aleatório a
uma função X de Ω em Rm que seja A-mensurável. Em outras palavras, a função representada
por X(w) = (X1(w), X2(w), · · · , Xm(w)) é tal que para todo i = 1, 2, · · ·m e todo I i ⊂ R,
temos X−1i (I i) ∈ A.

Note que na definição de vetor aleatório X1, X2, · · · , Xm são variáveis aleatórias no mesmo
espaço de probabilidade (Ω,A,P).

A seguir, definimos a função de distribuição conjunta de um vetor aleatório.

Definição 2.12. A função de distribuição conjunta do vetor aleatório X é definida por:

FX(x) = FX(x1, x2, · · · , xm) = P(X1 6 x1, X2 6 x2, · · · , Xm 6 xm),

para qualquer x = (x1, x2, · · · , xm), em que xi ∈ R, para todo i = 1, 2, · · · ,m.

Abaixo, apresentamos as propriedades da Função de distribuição Conjunta.

Proposição 2.4. Seja X um vetor aleatório definido em (Ω,A,P) então, para qualquer x ∈ Rm,
FX(x) satisfaz as seguintes propriedades:

a) FX(x) é não decrescente em cada uma de suas coordenadas;
b) FX(x) é contínua à direita em cada uma de suas coordenadas;
c) Se para algum j, xj →∞ , então FX(x)→ 1;
d) FX(x) é tal que, para todos ai, bi ∈ R, ai < bi, 1 6 i 6 m, temos:

P(a1 < X1 6 b1, a2 < X2 6 b2, · · · , am < Xm 6 bm) > 0.

A seguir, definimos a função densidade conjunta de um vetor aleatório discreto.

Definição 2.13. Um vetor aletório é dito discreto se suas componentes são variáveis aleatórias
discretas. Sua função massa de probabilidade conjunta é definida por:

fX(x) = fX(x1, x2, · · · , xm) = P(X1 = x1, X2 = x2, · · · , Xm = xm);

A função marginal de Xk, k = 1, 2, · · · ,m é dada por:

fXk
(xk) = P(Xk = xk) =

∑
xi︸︷︷︸
∀i 6=k

fX(x) =
∑
xi︸︷︷︸
∀i 6=k

P(X1 = x1, X2 = x2, · · · , Xm = xm).
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Na proposição, a seguir, enunciamos as propriedades da função massa de probabilidade
conjunta.

Proposição 2.5. Seja X um vetor aleatório discreto em (Ω,A,P). Então sua função massa de
probabilidade conjunta satisfaz as propriedades:

a) fX(x) > 0, para todo x ∈ Rm;

b)
∑
x

fX(x) = 1.

A seguir, definimos a função densidade conjunta de um vetor aleatório contínuo.

Definição 2.14. Um vetor aleatório é dito contínuo se suas componentes são variáveis aleatórias
contínuas. Em outras palavras, um vetor aleatório é contínuo se, dada a função de distribuição
F, existe uma função f : Rm → R+, denominada função densidade conjunta, denotada (f.d.c.),
e definida por:

FX(x) =

∫ x1

−∞
· · ·
∫ xm

−∞
fX(y)dy1dy2 · · · dym.

A função densidade marginal é definida pela expressão:

fXk
(xk) =

∫
x1

· · ·
∫
xm︸ ︷︷ ︸

(i 6=k)

fX(x) dx1dx2 · · · dxm︸ ︷︷ ︸
(i 6=k)

.

Note que, se desejamos a marginal conjunta de l variáveis, integramos em todas as variáveis
exceto as de interesse.

Abaixo, apresentamos algumas propriedades da função densidade conjunta.

Proposição 2.6. Seja X um vetor aleatório definido em (Ω,A,P) então, para qualquer x ∈ Rm,
fX(x) satisfaz as seguintes propriedades:

a) fX(x) > 0, para todo x ∈ Rm;

b)
∫ +∞

−∞
· · ·
∫ +∞

−∞
fX(x)dx1dx2 · · · dxm = 1.

Em seguida, definimos a função de distribuição condicional entre variáveis aleatórias.

Definição 2.15. Sejam X e Y duas variáveis aleatórias em (Ω,A,P) e B1, B2 ∈ B(R) com
P(Y ∈ B2) > 0. Definimos a função de distribuição condicional de X dado Y ∈ B2, pela
expressão:

P(X ∈ B1|Y ∈ B2) =
P([X ∈ B1] ∩ [Y ∈ B2])

P(Y ∈ B2)
.

Se P(Y ∈ B2) = 0, definimos P(X ∈ B1|Y ∈ B2) = P(X ∈ B1).
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Observação 2.2. Se Y é variável aleatória discreta e y ∈ R tal que P(Y = y) > 0. Seja X
uma varíavel aleatória qualquer e B ∈ B(R), então:

P(X ∈ B|Y = y) =
P([X ∈ B] ∩ [Y = y])

P(Y = y)
.

Temos como consequência:

P(X ∈ B) =
∑
y

P(Y = y)P(X ∈ B|Y = y).

Agora tomando B = (−∞, x], x ∈ R, obtemos a função de distribuição condicional de X,
dado Y = y:

FX|Y (x|Y = y) =
P([X 6 x] ∩ [Y = y])

P(Y = y)
.

Temos como consequência:

FX(x) =
∑
y

P(Y = y)FX|Y (x|Y = y).

Podemos escrever a função distribuição conjunta a partir da condicional:

FX,Y (x, y) =
∑
k:k6y

P(Y = k)FX|Y (x|Y = k).

Enunciamos, em seguida, uma definição para a função densidade condicional entre variáveis
aleatórias.

Definição 2.16. Sejam X e Y variáveis aleatórias contínuas, podemos definir a função densi-
dade condicional de X dado Y , no mesmo espaço de probabilidade (Ω,A,P), por:

fX|Y (x|y) =
fX,Y (x, y)

fY (y)
,

note que a densidade condicional é o quociente da densidade conjunta pela densidade marginal.

A seguir, definimos a função de distribuição condicional entre variáveis aleatórias.

Definição 2.17. Sejam X e Y variáveis aleatórias contínuas, podemos definir a função de
distribuição condicional de X dado Y por:

FX|Y (x|y) =

∫ x

−∞
fX|Y (z|y)dz.

Observação 2.3. Como consequência das Definições 2.16 e 2.17 obtemos as seguintes ex-
pressões:

FX,Y (x, y) =

∫ y

−∞
fY (z)FX|Y (x|z)dz;
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FX(x) =

∫ +∞

−∞
fY (y)FX|Y (x|y)dy.

De maneira geral, a função distribuição condicional de X dado Y pode ser caracterizada
pelas seguintes equações:

a) FX,Y (x, y) =
∑
k:k6y

P(Y = k)FX|Y (x|Y = k), se Y é discreta;

b) FX,Y (x, y) =

∫ y

−∞
fY (z)FX|Y (x|z)dz, se Y é contínua.

Nos resultados a seguir, definimos a Esperança matemática (valor esperado) e a variância
de uma variável aleatória que representam uma medida de valor central e uma medida de
dispersão da distribuição da variável, respectivamente. Posteriormente, definimos Esperança
Condicional de uma variável aleatória, ver Definição 2.22, que é um conceito importante para o
estudo de Sistemas de espaço de estados localizado no Capítulo 4 deste trabalho. Além disso,
apresentamos a função geradora de momentos e a função característica, as quais são importantes
funções para o cálculo de probabilidades e de outras quantidades relacionadas a uma variável
aleatória.

Definição 2.18. Seja X uma variável aleatória discreta, com função massa de probabilidade
fX(·), e que assume valores reais x1, x2, · · · . Então o valor esperado, ou esperança matemática,
ou média de X, denotado por E(X), é definido por:

E(X) = µX =
∑
i∈I

xifX(xi), em que I é um conjunto de índices.

Teremos o valor esperado finito desde que
∑
i∈I

|xi|fX(xi) seja finito.

Seja g(·) uma função real qualquer e X uma variável aleatória. Então g(X) é uma função
de variável aleatória. E portanto, a esperança de g(X), denotada por E(g(X)), é definida por:

E[g(X)] =
∑
i∈I

g(xi)fX(xi), em que I é um conjunto de índices.

Teremos o valor esperado finito desde que
∑
i∈I

| g(xi)|fX(xi) seja finito.

Se a soma não for absolutamente convergente, então E(X) e E[g(X)] não existem.

Definição 2.19. Seja X uma variável aleatória contínua, com função densidade de probabili-
dade fX(x). Então o valor esperado, ou esperança matemática, ou média de X, denotado por
E(X), é dado por:

E(X) =

∫ +∞

−∞
xfX(x)dx,

desde que a integral esteja bem definida.

O valor esperado será finito se
∫ +∞

−∞
|x|fX(x)dx existir.
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Seja g(·) uma função real qualquer e X uma variável aleatória. Então a esperança de g(X),
denotada por E(g(X)), é definida por:

E[g(X)] =

∫ +∞

−∞
g(x)fX(x)dx,

desde que a integral esteja bem definida.

O valor esperado será finito se
∫ +∞

−∞
| g(x)|fX(x)dx existir.

Em seguida, apresentamos algumas propriedades do valor esperado de uma variável aleatória
X bastante utilizadas para a obtenção do filtro de Kalman no Capítulo 4.

Proposição 2.7. Sejam X e Y variáveis aleatórias quaisquer, definidas no mesmo espaço
de probabilidade (Ω,A,P), cujo valor esperado existe e a e b números reais. Então E(X) e
apresenta as seguintes propriedades:

a) E(a) = a;

b) E(aX + b) = aE(X) + b;

c) Se E(X + Y ) existir, então E(X + Y ) = E(X) + E(Y );

d) Se X 6 Y , então E(X) 6 E(Y ).

A seguir, definimos o momento de ordem k, e o momento central de ordem k de uma variável
aleatória para, posteriormente, definirmos a variâcia de uma variável aleatória.

Definição 2.20. O momento de ordem k da variável aleatória X é definido por E(Xk), para
k = 1, 2, · · · , desde que essa quantidade exista. Se E(X) = µ < ∞, definimos o momento
central de ordem k por E[(X − µ)k], sempre que essa quantidade exista.

Definição 2.21. Se E(X2) for finita, então a variância da variável aleatória X, é definida como
o momento central de ordem 2, isto é:

V ar(X) = σ2 := E[(X − E(X))2],

o desvio padrão de X é definido por DP (X) = σ :=
√
V ar(X).

Se E(X2) não existe, então V ar(X) não existe.

Na proposição a seguir, apresentamos uma expressão alternativa para a variância, e outras
expressões bastante úteis para cálculo das variâncias, em que assumimos a existência do valor
esperado e da variância.

Proposição 2.8. Uma consequência da definição de variâcia de uma variável aleatória é a
seguinte fórmula:

V ar(X) = E(X2)− [E(X)]2.

Para fins de cálculo, é importante observar que se X é uma variável aleatória discreta com
espaço amostral ΩX = {x1, x2, ..., xk}, então:
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E(X) =
k∑
i=1

xifX(xi) = x1fX(x1) + x2fX(x2) + ...+ xkfX(xk)

e

E[g(X)] =
k∑
i=1

g(xi)fX(xi) = g(x1)fX(x1) + g(x2)fX(x2) + ...+ g(xk)fX(xk).

Em particular:

E(X2) =
k∑
i=1

x2i fX(xi) = x21fX(x1) + x22fX(x2) + ...+ x2kfX(xk).

E também:

V ar(X) =
k∑
i=1

[xi − E(X)]2fX(xi)

= [x1 − E(X)]2fX(x1) + [x2 − E(X)]2fX(x2) + ...+ [xk − E(X)]2fX(xk).

Se X é variável aleatória contínua com função densidade de probabilidade fX(x), então:

V ar(X) =

∫ +∞

−∞
[x− E(X)]2fX(x)dx.

A variâcia é uma importante medida de variabilidade que tem propriedades bastante uti-
lizadas, como veremos nos cálculos para obtenção do filtro de Kalman no Capítulo 4. A seguir,
enunciamos algumas propriedades da variância, em que assumimos a existência do valor esper-
ado e da variância.

Proposição 2.9. Sejam X e Y variáveis aleatórias quaisquer, definidas no mesmo espaço de
probabilidade (Ω,A,P), e a e b números reais. Então V ar(X) apresenta as seguintes pro-
priedades, dadas pela expressão:

V ar(aX + b) = a2V ar(X).

Pela proposição, podemos observar que somar constantes não interfere na dispersão dos
valores da variável aleatória, porém multiplicar por constantes multiplicará a variância original
pelo quadrado da referida constante.

A seguir, definimos a esperança condicional de uma variável aleatória.

Definição 2.22. Sejam X e Y variáveis aleatórias definidas no mesmo espaço de probabilidade
(Ω,A,P). E supomos que fX|Y (·| ·) é a função massa de probabilidade condicional de X dado
que Y = y. Então a esperança condicional de X dado que Y = y é dada por:
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E(X|Y = y) =
∑
i∈I

xifX|Y (xi| y), em que I é um conjunto de índices.

A soma acima será finita desde que
∑
i∈I

|xi|fX|Y (xi| y) seja finito.

Analogamente, supomos que fX|Y (·| ·) é a função densidade de probabilidade condicional
de X dado que Y = y. Então a esperança condicional de X dado que Y = y é dada por:

E(X|Y = y) =

∫ +∞

−∞
xfX|Y (x| y)dx .

Essa integral será finita desde que
∫ +∞

−∞
|x|fX|Y (x| y)dx exista.

Observação 2.4. A esperança condicional de X dado que Y = y, denotada por E(X|Y = y),
corresponde a média de valores de X, restrita aos valores de Y iguais a y.

Se não particularizarmos o valor de Y , escrevemos E(X|Y ) que é denominada esperança
condicional de X dado Y .

Em seguida, definimos a variância condicional de uma variável aleatória.

Definição 2.23. Sejam X e Y variáveis aleatórias definidas no mesmo espaço de probabilidade
(Ω,A,P). A variância condicional de X, dado que Y = y é dada por:

V ar(X|Y = y) = E{[X − E(X|Y = y)]2} = E(X2|Y = y)− (E(X|Y = y))2,

desde que existam as esperanças em questão.

Em seguida, apresentamos a função geradora de momentos de uma variável aleatória a qual
é uma função que facilita o cálculo de probabilidades e de outras quantidades relacionadas.

Definição 2.24. A função geradora de momentos de uma variável aleatória X é definida por:

MX(t) = E(etX)

desde que a esperança seja finita para t em algum intervalo −t0 < t < t0; com t0 > 0, isto é,
para t em alguma vizinhança do zero.

Caso contrário, a função geradora de momentos não existe.

Se X é uma variável aleatória discreta, então MX(t) =
∑
i∈I

etxifX(xi);

E se X é uma variável aleatória contínua, então MX(t) =

∫ +∞

−∞
etxfX(x)dx.

A seguir, definimos a função característica de uma variável aleatória. Ela é uma função que
facilita o cálculo de probabilidades e de outras quantidades relacionadas, assim como a função
geradora de momentos. No entanto, a função característica de uma variável aleatória apresenta
a vantagem de sempre existir e o incoveniente de trabalharmos com uma função de valores
complexos.
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Definição 2.25. A função característica de uma variável aleatória X é definida por:

φX(t) = E(eitX) = E[cos(tX)] + iE[sen(tX)],

para t ∈ R, e o número complexo i =
√
−1.

Em diversas ocasiões, estamos interessados em estudar variáveis aleatórias independentes e
identicamente distribuídas devido a suas inúmeras aplicações e à simplicidade do seu uso.

Definimos, a seguir, a independência entre variáveis aleatórias.

Definição 2.26. Duas variáveis aleatórias X e Y definidas em (Ω,A,P), são independentes se
a informação sobre uma delas não modifica a probabilidade de ocorrência da outra. Isto é, para
qualquer B1, B2 ∈ B(R),

P(X ∈ B1|Y ∈ B2) = P(X ∈ B1)

Observação 2.5. A definição acima, de Independência das variáveis aleatórias X e Y é equi-
valente a seguinte definição:

X, Y independentes se, e somente se,

P(X ∈ B1, Y ∈ B2) = P(X ∈ B1)P(X ∈ B2), para todoB1, B2 ∈ B(R).

Essa definição é bastante útil e mais prática de ser usada que a primeira. Em termos da
função distribuição acumulada, podemos reescrevê-la do seguinte modo:

X, Y independentes⇔ FX,Y (x, y) = FX(x)FY (y), para todo (x, y) ∈ R2.

Para as variáveis aleatórias discretas, podemos escrever uma definição equivalente utilizando
as funções massa de probabilidade, enquanto que para as variáveis aleatórias contínuas, pode-
mos escrever uma definição equivalente utilizando as funções densidade de probabilidade do
modo seguinte:

X, Y independentes⇔ fX,Y (x, y) = fX(x)fY (y), para todo (x, y) ∈ R2,

em que fX(·) e fY (·) são funções massa de probabilidade caso X e Y sejam discretas, ou fX(·)
e fY (·) são funções densidade de probabilidade caso X e Y sejam contínuas.

A seguir, definimos o conceito de variáveis aleatórias identicamente distribuídas.

Definição 2.27. Sejam duas variáveis aleatórias X e Y definidas em (Ω,A,P), se FY (x) =
FX(x) para todo x ∈ R , então dizemos que X e Y são identicamente distribuídas.

Uma variável aleatória independente e identicamente distribuída é denotada por variável
aleatória i.i.d..

A seguir, apresentamos uma proposição que mostra condições equivalentes à definição de
variáveis aleatórias identicamente distribuídas.

Proposição 2.10. Sejam X e Y duas variáveis aleatórias em m (Ω,A,P). Então X e Y são
identicamente distribuídas, se qualquer das seguintes condições for satisfeita:

a) FY (x) = FX(x), para todo x ∈ R;
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b) fY (x) = fX(x), para todo x ∈ R;
c) φY (t) = φX(t), para todo x ∈ R;
d) MY (t) = MX(t), para todo t em algum intervalo −t0 < t < t0; com t0 > 0.

A seguir, definimos a função de verossimilhança para variáveis aleatórias quaisquer.

Definição 2.28. Seja (X1, X2, · · · , Xn) uma amostra de variáveis aleatórias quaisquer cujas
componentes apresentam função massa de probabilidade ou função densidade de probabili-
dade fX(xt,θ), para t = 1, · · · , n, em que θ = (θ1, · · · , θk). Definimos a função de Verossi-
milhança como sendo a função densidade de probabilidade conjunta das variáveis aleatórias
(X1, X2, · · · , Xn). Isto é:

L(θ,x) = fX(x,θ)

Note que a função de verossimilhança é uma função do vetor de parâmetros θ supondo
x = (x1, · · · , xn) conhecido. O Estimador de máxima verossimilhança será o valor θ̂(x) que
maximiza a função L(θ,x).

O Estimador de máxima verossimilhança para θ é definido como θ̂(x) = max
θ
L(θ,x).

Em seguida, definimos a função de verossimilhança para variáveis aleatórias independentes.

Definição 2.29. Seja (Xt)
n
t=1 uma amostra aleatória, isto é, variáveis aleatórias independentes

e identicamente distribuídas com função massa de probabilidade ou função densidade de pro-
babilidade fXt(xt,θ), para t = 1, · · · , n, em que θ = (θ1, · · · , θk). Definimos a função de
Verossimilhança L(θ,x) como:

L(θ,x) = fX(x,θ) =
n∏
t=1

fXt(xt,θ).

Para mais detalhes sobre conceitos de probabilidade, de variáveis aleatórias, de funções de
variáveis aleátórias ver Rohatgi (1976) e Magalhães (2006).

2.3 Processos Estocásticos
Notação: Antes de definirmos um processo estocástico, é conveniente introduzirmos uma
notação para o conjunto dos números inteiros não-negativos e para o conjunto dos números
inteiros não-positivos, respectivamente, dadas por:

j ∈ Z> = {j ∈ Z; j > 0},

e

j ∈ Z6 = {j ∈ Z; j 6 0}.

Definição 2.30. Um processo estocástico é uma família de variáveis aleatórias {Xt}t∈T, em
que todas as variáveis aleatórias estão definidas no mesmo espaço de probabilidade (Ω,A,P),
sendo T 6= ∅ um conjunto de índices, e P : A → [0, 1] a medida de probabilidade.

18



Em geral consideramos T = Z, porém T também pode ser N, [0,+∞), ou R. Utilizaremos
no presente trabalho T = Z , exceto quando mencionado o contrário.

As definições das funções de autocovariância e de autocorrelação, a seguir, permitem definir
o grau de dependência entre as variáveis aleatórias, fornecendo, assim, informações a respeito
da estrutura de dependência de um processo estocástico.

Definição 2.31. Seja {Xt}t∈T um processo estocástico tal que V ar(Xt) <∞ para todo t ∈ T.
A função de autocovariância, é dada por:

γX(r, s) ≡ Cov(Xr, Xs) = E[(Xr − E(Xr))(Xs − E(Xs))], para todo r, s ∈ T.

Definição 2.32. Seja {Xt}t∈T um processo estocástico tal que V ar(Xt) <∞ para todo t ∈ T.
A função de autocorrelação do processo, é dada por:

ρX(r, s) =
γX(r, s)√

V ar(Xr).
√
V ar(Xs)

, para todo r, s ∈ T, em que V ar(Xt) = γX(t, t);

No uso de modelos que descrevem processos físicos é necessária a utilização de certas hipóte-
ses para conseguirmos desejáveis propriedades probabilísticas e estatísticas. Em processos
estocásticos, em geral, utiliza-se a a hipótese de estacionariedade. Os conceitos abaixo são
referidos a estacionariedade de processos estocásticos.

Definição 2.33. Um processo estocástico {Xt}t∈Z é dito ser fortemente estacionário se as
funções de distribuição conjunta de (Xt1 , ..., Xtn) e (Xt1+h, ..., Xtn+h) são as iguais para todo
n ∈ N, h ∈ Z, ti, ti + h ∈ Z, para i = 1, 2, ..., n. Isto é:

FXt1 ,..., Xtn
(x1, · · · , xn) = FXt1+h,..., Xtn+h

(x1, x2, · · · , xn)

Definição 2.34. Um processo estocástico {Xt}t∈Z é dito ser fracamente estacionário ou esta-
cionário se:

a) E(|Xt|2) <∞, para todo t ∈ Z;
b) E(Xt) = µ, uma constante independente de t;

c) γX(r, s) = γX(r + t, s+ t), para quaisquer r, s, t ∈ Z.

Intuitivamente, um processo é estacionário se, ao longo do tempo, permacer próximo a sua
média e se a escolha de uma origem não influenciar em seu comportamento.

Como a função de autocovariância de um processo estocástico estacionário, para quaisquer
r, s ∈ Z, satisfaz γX(r, s) = γX(r − s, 0), podemos redefinir a função de autocovariância de
ordem k de um processo estacionário como:

γX(k) ≡ γX(k, 0) = Cov(Xt + k,Xt),
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para quaisquer k, t ∈ Z.

Em seguida, citamos algumas propriedades da função de autocovariância de um processo
estocático estacionário.

Proposição 2.11. Seja {Xt}t∈Z um processo estocático estacionário. A função de autocova-
riância do processo {Xt}t∈Z apresenta as seguintes propriedades:

a) | γX(k)| ≤ γX(0), para todo k ∈ N;
b) γX(k) = γX(−k), para todo k ∈ N.

A seguir, enunciamos algumas propriedades da função de autocorrelação de um processo
estocático estacionário.

Proposição 2.12. Seja {Xt}t∈Z um processo estocático estacionário. A função de autocorre-
lação do processo {Xt}t∈Z apresenta as seguintes propriedades:

a) ρX(0) = 1;

b) | ρX(k)| ≤ 1, para todo k ∈ N;
c) ρX(k) = ρX(−k), para todo k ∈ N.

Definição 2.35. Sejam {Xt}t∈Z e {Yt}t∈Z dois processos estocásticos estacionários. A função
de covariância cruzada entre Xr e Ys depende somente do índice de tempo (s− r) e é definida
pela expressão:

γXY (r, s) ≡ Cov(Xr, Ys) = E[(Xr − E(Xr))(Ys − E(Ys))]

Definição 2.36. Seja {Xt}t∈Z um processo estocástico estacionário com função de autocova-
riância absolutamente convergente, isto é,

∑
| γX(k)| <∞ para todo k ∈ Z. A função densidade

espectral de {Xt}t∈Z é definida por:

fX(w) =
1

2π

∞∑
k=−∞

γX(k)e−iwk =
1

2π
[γX(0) + 2

∞∑
k=1

γX(k) cos(wk)], (2.1)

para todo w ∈ [−π, π].

Teorema 2.3. Seja {Xt}t∈Z um processo estocástico estacionário com função de autocova-
riância absolutamente convergente. A função densidade espectral, dada pela expressão (2.1),
apresenta as seguintes propriedades:

a) fX(w) é uma função real contínua, para todo w ∈ [−π, π];

b) fX(w) > 0, para todo w ∈ [−π, π] (Função não negativa);

c) fX(w) = fX(−w), para todo w ∈ [−π, π] (Função par);

d) fX(w) = fX(w + 2π), para todo w ∈ [−π, π] (Função periódica de período 2π).

Observação 2.6. Devido à simetria da função densidade espectral, dada pelo item c) acima,
de modo geral, consideramos ao longo do texto que as frequências w ∈ (0, π].
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Mais detalhes sobre função densidade espectral e suas propriedades podem ser encontrados
em Brockwell e Davis (1991) e Wei (1990). Neste último contém a demostração do Teorema
anterior.

A seguir, apresentamos a definição de um processo ruído branco.

Definição 2.37. O processo {εt}t∈Z é dito ruído branco com média zero e variância σ2
ε , deno-

tado por εt ∼ RB(0, σ2
ε), se, e somente se:

a) E(εt) = 0, para todo t ∈ Z;
b) V ar(εt) = E(ε2t ) = σ2

ε , para todo t ∈ Z;

c) γε(k) =

{
σ2
ε , se k = 0;

0, se k 6= 0.

Em seguida, definimos o operador de retardo ou defazagem de um processo estocástico.

Definição 2.38. Seja {Xt}t∈T um processo estocástico. B é dito um operador de retardo ou
defasagem se BjXt = Xt−j, em que j ∈ Z.

Definimos, em seguida, a causalidade e invertibilidade de um processo estocástico.

Definição 2.39. Um processo estocástico {Xt}t∈Z é dito causal se existe uma sequência
{ψn}n∈Z> tal que: ∑

n∈Z>

|ψn| <∞, e Xt =
∑
n∈Z>

ψnεt−n, t ∈ Z.

Definição 2.40. Um processo estocástico {Xt}t∈Z é dito invertível se existe uma sequência
{πn}n∈Z> tal que: ∑

n∈Z>

| πn| <∞, e εt =
∑
n∈Z>

πnXt−n, t ∈ Z.

A seguir, definimos um processo linear.

Definição 2.41. Um processo {Xt}t∈Z é um processo linear se puder ser escrito na forma:

Xt = µ+
∑
j∈Z>

ψjεt−j = µ+ εt + ψ1εt−1 + ψ2εt−2 + · · · = µ+ ψ(B)εt , (2.2)

em que ψ(B) = 1 +ψ1B+ψ2B2 + ... ; {εt}t∈Z é um processo ruído branco (ver Definição 2.37),
e µ é a média do processo {Xt}t∈Z.

Observação 2.7. Um modelo de filtro linear é representado por um processo linear. Assim, a
função ψ(B) é denominada função de transferência do filtro. Ainda, caso a sequência {ψj}j >1
seja finita ou infinita convergente, o filtro é dito estável e o processo {Xt}t∈Z é estacionário.
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Teorema 2.4. (Decomposição de Wold). Qualquer processo {Xt}t∈Z fracamente estacionário
com média µ = 0 pode ser representado, de maneira única, pela soma de um componente
determinístico com um componente não determinístico, do seguinte modo:

Xt =
∑
j∈Z>

ψjεt−j + kt , (2.3)

em que ψ0 = 1 e
∑
j∈Z>

ψ2
j < ∞, {εt}t∈Z é um processo ruído branco, e kt é não correlacionado

com εt−j para qualquer j ∈ Z>.
O termo kt é chamado componente determinístico do processo {Xt}t∈Z, enquanto

∑
j∈Z>

ψjεt−j

é denominado componente não determinístico. Se kt ≡ 0, então o processo é chamado pura-
mente não determinístico e podemos escrever:

Xt =
∑
j∈Z>

ψjεt−j .

A demostração do Teorema da Decomposição de Wold pode ser encontrada em Wold (1938).

Observação 2.8.

a) Note que todo processo linear {Xt}t∈Z (ver Definição 2.41) pode ser colocado na repre-
sentação Wold quando tomados kt = µ.

b) A expressão Ê(Xt|Xt−1, Xt−2, · · · ) representa a Esperança estimada do processo no tempo
t condicionada ao processo nos tempos passados t− 1, t− 2, · · · .

Para mais detalhes sobre processos lineares, ver Brockwell e Davis (1991), Hamilton (1994),
Wei (1990), Palma (2007).

A seguir, definimos um processo estocástico Gaussiano, importante processo frequentemente
utilizado na literatura, em particular para o estudo de espaço de estados como veremos no
Capítulo 4.

Definição 2.42. O processo {Xt}t∈Z é um processo estocástico Gaussiano, se, e somente se,
para qualquer subconjunto {t1, t2, · · · , tn} de Z , isto é, para todo n ∈ N e todo ti ∈ Z, para
1 6 i 6 n, as variáveis aleatórias Xt1 , Xt2 , ..., Xtn tem distribuição conjunta normal.

Observação 2.9. Se εt é um processo ruído branco gaussiano, então um processo do tipo
Xt =

∑
j∈Z>

ψjεt−j é um processo gaussiano, em que ψj é uma constante real para cada j ∈ Z>.

2.4 Ordens de Aproximação O e o
Nesta seção, apresentamos as definições das ordens de aproximação O e o e também algumas

propriedades das mesmas. Estes conceitos serão utilizados nas Seção 4.4 do Capítulo 4.
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Definição 2.43. Sejam f, g : R→ R duas funções reais quaisquer. Então, dizemos que f(·) é
de ordem menor ou igual a g(·), denotada por f(x) = O(g(x)), quando x → ∞, se e somente
se, existem A > 0 e x0 ∈ R, tais que |f(x)| 6 A|g(x)|, para todo x > x0. Em outras palavras,
f(x) = O(g(x)), quando x→∞, significa que

∣∣∣f(x)g(x)

∣∣∣ é limitada para x suficientemente grande.

Definição 2.44. Sejam f, g : R → R duas funções reais quaisquer. Então, dizemos que f(·)
é de ordem (estritamente) menor a g(·), denotada por f(x) = o(g(x)), quando x → ∞, se e
somente se, para todo A > 0, existe x0 ∈ R, tal que |f(x)| < A|g(x)|, para todo x > x0. Em
outras palavras, f(x) = o(g(x)), quando x→∞, significa que limx→∞

f(x)
g(x)

= 0.

Definição 2.45. Sejam f, g : R→ R duas funções reais quaisquer. Então, dizemos que f(·) é
assintoticamente igual a cg(·) e denotamos por f(x) ∼ cg(x), quando x→ x0, se e somente se,
limx→x0

f(x)
g(x)

= c, em que c é uma constante finita.

A seguir, apresentamos algumas propriedades, operações elementares e relações dos símbolos
apresentados nas Definições 2.43-2.45.

Propriedades:

i) A relação da Definição 2.45 é uma relação de equivalência, isto é, ela é reflexiva, simétrica
e transitiva.

ii) Multiplicação por uma constante: O(kf(x)) = kO(f(x)) = O(f(x)), para todo k 6= 0.

iii) Adição de uma constante: O(k + f(x)) = k +O(f(x)) = O(f(x)).

iv) Composição: O(O(f(x))) = O(f(x)).

v) O(f(x)) +O(f(x)) = O(f(x)).

As propriedades acima citadas, também são válidas para o símbolo o.

vi) Se f(x) ∼ g(x), então f(x) = g(x)(1 + o(1)).

vii) f(x) = o(1), quando x→∞, significa que limx→∞ f(x) = 0.

viii) f(x) = O(1), quando x→∞, significa que |f(x)| é limitada, quando x tende ao ∞.
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Capítulo 3

Modelos Precursores para Séries
Temporais

3.1 Processos ARMA(p, q)

Segundo Brockwell and Davis (2006), uma série temporal é um conjunto de observações
registradas ao longo do tempo. Em nosso cotidiano são encontrados inúmeros exemplos de
séries temporais, como a quantidade de chuvas mensais no Rio Grande do Sul durante o ano de
2011, os índices diários da Bolsa de São Paulo ao longo de 2012, os níveis da temperatura média
diária de São José dos Ausentes durante os anos de 2000 a 2011, entre outros. Com a análise de
séries temporais é possível estudar e descrever o comportamento de tais sequências de dados,
bem como fazer previsões de valores futuros dessas séries. A seguir, descrevemos alguns dos
principais modelos matemáticos para séries temporais pertinentes ao presente trabalho.

Com o objetivo de introduzir os processos fracionários generalizados, primeiramente abor-
damos os principais processos precursores que os originaram.

Os processos fracionários generalizados são uma extensão dos processos estocásticos intro-
duzidos por G.E.P. Box e G.M. Jenkins na década de 70. Estes são definidos em termos de
equações de diferenças lineares com coeficientes constantes, os quais são chamados de proces-
sos autorregressivos de médias móveis (ARMA). Os modelos ARMA foram um dos primeiros
processos a modelar séries temporais e incluem, como casos particulares, os precursores proces-
sos AR e MA. Esses processos modelavam inúmeras séries temporais com um número finito e
enxuto de parâmetros, o que foi uma revolução para a época.

Definição 3.1. O processo estocástico {Xt}t∈Z é dito ser um processo autorregressivo média
móvel de ordem (p, q), com média µ igual zero, denotado por ARMA(p, q), se é um processo
estacionário tal que:

Xt − φ1Xt−1 − ...− φpXt−p = εt + θ1εt−1 + ...+ θqεt−q, (3.1)

para qualquer t ∈ Z, em que {εt}t∈Z é um processo ruído branco, φi, 1 6 i 6 p, e θj,
1 6 j 6 q, são constantes reais.

Podemos reescrever a expressão (3.1) como:

φ(B)(X − µ) = θ(B)εt, t ∈ Z ,
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(3.2)

em que φ(B) e θ(B) são polinômios de ordem p e q, respectivamente, dados por:

φ(z) = 1− φ1z
1 − ...− φpzp =

p∑
i=0

(−φi)zi, para p ∈ N, (3.3)

e

θ(z) = 1 + θ1z
1 + ...+ θqz

q =

q∑
j=0

θjz
j, para q ∈ N, (3.4)

com θ0 ≡ 1; θm , para 1 6 m 6 q, são constantes reais, e com φ0 ≡ −1; φ` , para 1 6 ` 6 p,
são constantes reais.

Temos que B é o operador de defasagem, isto é, BXt = Xt−1.

Observação 3.1. Se θ(B) ≡ 1, então o processo φ(B)Xt = εt é dito ser um processo autor-
regressivo de ordem p, denotado por AR(p). Da mesma forma se φ(B) ≡ 1, então o processo
Xt = θ(B)εt é dito ser um processo média móvel de ordem q, denotado por MA(q).

Assumindo que as equações φ(z) = 0 e θ(z) = 0 não tem raízes em comum temos que um
processo ARMA(p, q) é causal (ver Definição 2.39) se as raízes de φ(z) = 0 estão fora do círculo
unitário, e é invertível (ver Definição 2.40) se as raízes de θ(z) = 0 estão fora do círculo unitário.

O Teorema a seguir nos fornece a função densidade espectral de um processo ARMA(p, q)
cuja demonstração pode ser encontrada em Brockwell e Davis (2006).

Teorema 3.1. Sejam {Xt}t∈Z um processo estocástico estacionário ARMA(p, q) e {εt}t∈Z o
processo ruído branco com média zero e variância σ2

ε . A função densidade espectral de {Xt}t∈Z
é dada por:

fX(w) =
σ2
ε

2π

∣∣∣∣ θ(e−iw)

φ(e−iw)

∣∣∣∣2 , para todo w ∈ (0, π], (3.6)

em que φ(.) e θ(.) são os polinômios do processo ARMA(p, q).

Observação 3.2. A função de autocorrelação dos processos ARMA(p, q) tem decaimento ex-
ponencial (decresce rapidamente para zero), isto é, pode ser demonstrado que:

| ρ
X

(k) |6 Crk, quando k → +∞,

onde C > 0 e r ∈ (0, 1).
A expressão acima assegura que a função de autocorrelação é geometricamente limitada.
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3.2 Processos ARIMA(p, d, q)

Definimos a seguir o processo ARIMA(p, d, q), generalização dos processos ARMA(p, q),
cujos os parâmetros p e q são, respectivamente, o número de termos autorregressivos e médias
móveis dos polinômios, e d é o número de diferenças inteiras necessárias para tornar a série
estacionária.

Definição 3.2. Um processo estocástico {Xt}t∈Z é dito ser um processo autorregressivo inte-
grado média móvel se a diferenciação (1−B)dXt resultar em um processo ARMA(p, q) em que
d ∈ N.

O modelo ARIMA(p,d,q) tem a seguinte expressão:

φ(B)(1− B)dXt = θ(B)εt, para todo t ∈ Z,

em que φ(·) e θ(·) são os polinômios dados na Definição 3.1 e {εt}t∈Z um processo ruído branco
com média zero e variância σ2

ε . O parâmetro d ∈ N é chamado de parâmetro de diferenciação.
O processo pode ser reescrito chamando Yt ≡ (1− B)dXt da seguinte maneira:

φ(B)Yt = θ(B)εt, para todo t ∈ Z,

tal que Yt é um processo estacionário ARMA(p, q).

Note que, se tomarmos o parâmetro de diferenciação d como zero num processo ARIMA(p, d, q),
obteremos um processo ARMA(p, q).

3.3 Processos ARFIMA(p, d, q)

Existem séries temporais cujas observações, mesmo bastante distantes no tempo, apresentam
grande dependência entre elas. Esse fenômeno foi identificado, primeiramente, pelo hidrologista
Harold E.Hurst em 1951, enquanto investigava a série temporal dos níveis do rio Nilo, e por este
motivo ficou conhecido como "Efeito Hurst". Hoje, denominamos essa caracteística de longa
dependência.

Para explicar o efeito Hurst, Mandelbrot (1965) e Mandelbrot e van Ness (1968) utilizaram
os conceitos de integração e de diferenciação fracionária e definiram o Movimento Browniano
Fracionário. Este é um processo estocástico estacionário a tempo contínuo, cuja função de
autocorrelação decai hiperbolicamente, isto é, apresenta longa dependência. Em seguida, Man-
delbrot e Wallis (1969) define o ruído gaussiano fracionário, que é uma versão do Movimento
Browniano Fracionário a tempo discreto, mostrando que este processo também exibe o efeito
de Hurst.

Posteriormente, inúmeros processos foram propostos para modelar a longa dependência.
Granger e Joyeux (1980), e Hosking (1981, 1984), independentemente, introduziram o modelo
fracionário autorregressivo integrado de média móvel, denotado por ARFIMA(p, d, q), o qual
descreve o comportamento de longa memória associado a um crescimento ilimitado da função
densidade espectral quando a frequência tende a zero. Estes modelos generalizam os modelos
ARMA e ARIMA , propostos em Box e Jenkins (1970), e na atualização Box et al. (1994).

Em recentes estudos sobre séries temporais, têm-se focado nos processos estocásticos com
a característica de longa dependência. A propriedade de longa dependência para um processo
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estocástico {Xt}t∈Z pode ser definida de diferentes maneiras, ou no domínio do tempo, ou no
domínio da frequência. Antes de definirmos os processos ARFIMA(p, d, q), introduziremos uma
definição para a propriedade de longa dependência, característica principal desses modelos.

Definição 3.3. Seja {Xt}t∈Z um processo estocástico estacionário. No domínio do tempo, se
existe um número real u ∈ (0, 1) tal que:

ρ
X

(k) ∼ C1k
−u, quando k →∞,

em que C1 6= 0 e ρ
X

(·) é a função de autocorrelação do processo, então {Xt}t∈Z possui longa
dependência. Equivalentemente, no domínio da frequência, se existe um número real b ∈ (0, 1)
tal que:

f
X

(w) ∼ C2|w|−b, quando w → 0,

em que C2 > 0 e f
X

(·) é a função densidade espectral do processo, então {Xt}t∈Z possui longa
dependência (ver Bary, 1964).

Notação: Na Definição 3.3, a notação f(w) ∼ g(w), quando w → 0, significa

lim
w→0

f(w)

g(w)
= 1.

Para detalhes sobre ordens de aproximação, ver Seção 2.4, e para maiores detalhes sobre
processos de longa dependência, ver Brockwell e Davis (2006), Palma (2007) e Morettin e Toloi
(2004).

Observação 3.3. Em relação a definição 3.3 observamos:

i) A relação b = 1− u é verdadeira;

ii) No domínio do tempo, quando u ∈ (0, 1), ρ
X

(k) tende a zero tão lentamente que
∑
k∈Z>

|ρ
X

(k)|

diverge, em que ρ
X

(·) é a função de autocorrelação do processo;

iii) O caso em que u = 1 é referido como curta dependência por alguns autores.

A seguir, apresentamos a propriedade de dependência intermediária.

Definição 3.4. Na Definição 3.3, se u ∈ (1, 2) dizemos que {Xt}t∈Z é um processo estocástico
estacionário com dependência intermediária.

Observação 3.4. A Definição 3.3 para a propriedade de longa dependência não é a única
possível. Definições alternativas podem ser encontradas na literatura e elas não são equivalentes.
No contexto de processos estocásticos estacionários {Xt}t∈Z, com variância finita, os itens a
seguir são definições comuns de longa dependência:

i)
n∑

k=−n

γ
X

(k) ∼ nαL1(n), quando n→∞ e 0 < α < 1;

ii) γ
X

(k) ∼ k−βL2(k), quando k →∞ e 0 < β < 1;
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iii) f
X

(w) ∼ w−δL3(|w|), quando w → 0 e 0 < δ < 1.

As funções L1(·), L2(·) são funções de variação suave no infinito (ver Observação 3.5, ou Ob-
servação A.1 em Bisognin (2007)) enquanto que a função L3(·) é de variação suave em zero.
Para maiores detalhes, ver Doukhan et al. (2003).

Observação 3.5. Uma função é de variação suave em zero (respectivamente, infinito) se ela
é limitada em um intervalo finito e se, para todo x > 0, g(tx)/g(t) → 1, quando t → 0
(respectivamente, infinito). As funções constante e logarítmica são exemplos de funções de
variação suave.

Utilizando a definição de longa dependência, Granger e Joyeux (1980), Hosking (1981, 1984)
e Geweke e Porter-Hudak (1983) apresentam os processos autorregressivos fracionariamente
integrados de média móvel (denotados por ARFIMA(p, d, q)) como um exemplo de processos
com a característica de longa dependência. A seguir, definimos os processos ARFIMA(p, d, q),
que são uma generalização dos processos ARIMA(p, d, q) em que o parâmetro d pode assumir
qualquer valor real.

Definição 3.5. Seja {Xt}t∈Z um processo estocástico satisfazendo a equação:

φ(B)(1− B)d(Xt − µ) = θ(B)εt, t ∈ Z, (3.7)

em que µ é a média do processo, {εt}t∈Z é um processo ruído branco (ver definição 2.37), B
é o operador de defasagem ou de retardo (ver definição 2.38), φ(·) e θ(·) são os polinômios de
ordem p e q, respectivamente, definidos por:

φ(z) =

p∑
`=0

(−φ`) z` e θ(z) =

q∑
m=0

θm z
m, (3.8)

em que φ` , 1 6 ` 6 p, e θm, 1 6 m 6 q, são constantes reais tais que φ0 = −1, e θ0 = 1.
Então, {Xt}t∈Z é um processo autorregressivo fracionariamente integrado de média móvel de

ordem (p, d, q), com média µ, denotado por ARFIMA(p, d, q), em que d é o grau de diferenciação.

Observação 3.6. Na Definição 3.5, temos que um ARFIMA(p, d, q), com d = 0, é um processo
ARMA(p, q), chamado processo autorregressivo de média móvel de ordem (p, q). A função
de autocorrelação dos processos ARMA(p, q) possui decaimento exponencial, isto é, decresce
ligeiramente para zero. Esse fato implica que observações afastadas têm uma insignificante
correlação entre elas, por isso esse modelo é dito de "curta memória"ou de curta dependência.

Teorema 3.2. Seja {Xt}t∈Z um processo ARFIMA(p, d, q) dado pela expressão (3.7). Então:

a) {Xt}t∈Z é estacionário se d < 1
2
e todas as raízes da equação φ(z) = 0 estão fora do círculo

unitário;
b) {Xt}t∈Z é invertível se d > −1

2
e todas as raízes da equação θ(z) = 0 estão fora do círculo

unitário.

Teorema 3.3. Seja {Xt}t∈Z um processo ARFIMA(p, d, q) definido pela expressão (3.7) tal
que d ∈ (−1

2
, 1
2

). Suponhamos que as equações φ(z) = 0 e θ(z) = 0 não têm raízes em comum
e que as suas raízes estão fora do círculo unitário. Então:
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a) {Xt}t∈Z é estacionário e invertível, com representações autorregressiva e média móvel
dadas respectivamente por:

εt =
∑
k∈Z>

πkXt−k e Xt =
∑
k∈Z>

ψkεt−k ,

em que {πk}k∈Z> e {ψk}k∈Z> são os coeficientes de Bk na expansão de:

π(B) =
φ(B)

θ(B)
(1− B)d e ψ(B) =

θ(B)

φ(B)
(1− B)−d,

respectivamente.

b) Considerando {Xt}t∈Z estacionário e invertível e tomando Yt = (1 − B)dXt, temos que
o processo {Yt}t∈Z, dado por φ(B)Yt = θ(B)εt, é um processo ARMA(p, q) com função
densidade espectral f

Y
(·).

Tomando Ut =
ψ(B)

θ(B)
Xt, obtemos que {Ut}t∈Z é um processo ARFIMA(p, d, q), com p =

0 = q, e com função densidade espectral f
U

(·).

Dadas essas considerações temos, então:

i) A função densidade espectral do processo {Xt}t∈Z , denotada por f
X

(·), é dada pelo
produto das funções densidade espectral dos correspondentes processo ARMA(p, q) e
processo ARFIMA(p, d, q), com p = 0 = q, isto é:

f
X

(w) = f
Y

(w)f
U

(w) =
σ2
ε

2π

∣∣∣∣ θ(e−iw)

φ(e−iw)

∣∣∣∣2 [2sen(
w

2
)
]−2d

, (3.9)

para todo w ∈ (0, π].

Note que o lim
w→0

w2df
X

(w) existe e é finito.

ii) Seja ρ
X

(·) a função de autocorrelação do processo {Xt}t∈Z. Então:

lim
k→+∞

k1−2dρ
X

(k) existe e é finito.

iii) Seja γ
X

(·) a função de autocovariância do processo {Xt}t∈Z. Então:

γ
X

(h) ∼ cγ|h|2d−1, quando |h| → ∞,

em que cγ =
σ2

π

|θ(1)|2

|φ(1)|2
Γ(1− 2d)sen(πd).

Como consequência dos Teoremas 3.2 e 3.3, e também das Definições de longa e intermediária
dependência 3.3 e 3.4, enunciamos o seguinte resultado:
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Corolário 3.1. Sejam {Xt}t∈Z um processo ARFIMA(p, d, q) definido pela expressão (3.7).
Suponhamos que φ(z) = 0 e θ(z) = 0 não têm raízes em comum e que as suas raízes estão fora
do círculo unitário. Então:

a) Se d ∈ (0, 1
2

), Então {Xt}t∈Z é processo estacionário e invertível de longa dependência.

b) Se d ∈ (−1
2
, 0), Então {Xt}t∈Z é processo estacionário e invertível de intermediária de-

pendência.

c) Se d = 0, Então {Xt}t∈Z é processo estacionário e invertível de curta dependência.
Note que um processo ARFIMA(p, d, q), com d = 0, é um processo ARMA(p, q) cuja
função de autocorrelação tem decaimento exponencial.

O próximo Teorema examina a existência e unicidade da solução estacionária do processo
ARFIMA(p, d, q) dado pela equação (3.7), juntamente com a causalidade e invertibilidade. Sua
demostração é encontrada em Palma (2007), pág.44.

Teorema 3.4. Considere o processo ARFIMA(p, d, q) definido pela equação (3.7). Assumimos
que os polinômios φ(·) e θ(·) não têm raízes em comum e que d ∈ (−1, 1

2
). Então:

a) Se as raízes de φ(·) estão fora do círculo unitário {z : |z| = 1}, então existe e é única a
solução estacionária de (3.7) dada por:

Xt =
+∞∑

j=−∞

ψj εt−j, em que ψ(z) = (1− z)−d
θ(z)

φ(z)
.

b) Se as raízes de φ(·) estão fora do disco unitário fechado {z : |z| 6 1}, então a solução
{Xt}t∈Z é causal.

c) Se as raízes de θ(·) estão fora do disco unitário fechado {z : |z| 6 1}, então a solução
{Xt}t∈Z é invertível.

A seguir, apresentamos um quadro com os principais modelos para séries temporais per-
tinentes a este trabalho. O quadro menciona os mais importantes comportamentos desses
processos no domínio do tempo ( caracterizados pela função de autocorrelação, ρ

X
(·)) e no

domínio da frequência ( caracterizados pela função densidade espectral, f
X

(·)).

30



Modelos Domínio do Tempo Domínio da Frequência
ρ

X
(·) decai exponecialmente f

X
(·) é limitada

AR(p) (rapidamente) e/ou , e periódica;
senoidalmente amortecida,
e é infinita em extensão;

ρ
X

(·) é finita, f
X

(·) é limitada
MA(q) no sentido de e periódica;

apresentar um corte
após o "lag"q;

ρ
X

(·) decai exponencialmente e/ou f
X

(·) possui decaimento
ARMA(p, q) senoidalmente amortecida exponencial, e

após o "lag"q − p é geometricamente
e é infinita em extensão; limitada;

ρ
X

(·) decai hiperbolicamente f
X

(·) é ilimitada (tende
ARFIMA(p, d, q) (suavemente) para zero, ao infinito) quando

quando d ∈ (0, 1
2

); as frequências se
aproximam de zero.

Maiores detalhes sobre os processos ARFIMA(p, d, q) podem ser encontrados em Fox e Taqqu
(1986), Brockwell e Davis (2006), Sowell (1992), Beran (1994), Robinson (1995a), Baillie (1996),
Peiris e Singh (1996), Reisen e Lopes (1999), Lopes et al. (2004), Lopes (2007) entre outros.
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Capítulo 4

Processos Fracionários Generalizados

Os processos ARFIMA(p, d, q) são utilizados por um grande número de trabalhos, porém
estes processos não são suficientes para resolver todos os problemas sobre longa dependência.
Deste modo, é necessária alguma generalização que possa resolver uma quantidade maior desses
casos.

Um exemplo de generalização sugerido por Hosking (1981), é o modelo:

φ(B)(1− 2uB + B2)λ(Xt − µ) = θ(B)εt, para todo t ∈ Z, (4.1)

no qual estão incluídos os processos ARFIMA(p, d, q), pois, quando u = 1, temos que d = 2λ.
Este modelo somente foi estudado recentemente, devido à complexidade na inversão do fator

(1− 2uB + B2)λ.
Inicialmente, ele foi investigado por Gray et al. (1989) que utilizou as funções geradoras

dos polinômios Gegenbauer para sua definição (Ver Definição 4.1). Os processos indicados
por Hosking, dados pela expressão (4.1), como dito anteriormente, são uma generalização dos
processos ARFIMA(p, d, q), em que a função densidade espectral é ilimitada para alguma fre-
quência do intervalo [0, π], enquanto que no modelo ARFIMA(p, d, q) ela é ilimitada somente
na origem.

A seguir, definimos os polinômios Gegenbauer os quais são de grande importância para a
definição dos processos GARMA e k-Factor GARMA, modelos de interesse para este trabalho.

4.1 Polinômios Gegenbauer
Os polinômios de Gegenbauer são muito aplicados na Matemática, tanto por sua ortogona-

lidade, quanto por suas propriedades recursivas. A seguir, definimos os polinômios Gegenbauer
os quais são de grande importância para a definição dos processos GARMA e k-Factor GARMA,
modelos de interesse para este trabalho.

Definição 4.1. Os polinômios Gegenbauer, denotados por C(λ)
j (u), são definidos como os coe-

ficientes na expansão em série de potência da seguinte função:

(1− 2uZ + Z2)−λ =
∑
j∈Z>

C
(λ)
j (u)Zj, (4.2)
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para λ 6= 0, |u| 6 1 e |Z| < 1 , em que:

C
(λ)
j (u) =

bj/2c∑
k=0

(−1)kΓ(λ− k + j)(2u)j−2k

Γ(λ)Γ(k + 1)Γ(j − 2k + 1)
, (4.3)

para todo j > 0, com bxc sendo a parte inteira de x, em que Γ(·) é a função Gama definida
por:

i) Γ(x) =

∫ ∞
0

tx−1e−tdt, x > 0;

ii) Γ(x) =∞, x = 0;

iii) Γ(x) = x−1Γ(x+ 1), x < 0;

iv) Γ(x)Γ(1− x) =
π

sen(πx)
·

Os polinômios Gegenbauer podem ser aproximados por:

C
(λ)
j (u) ∼ cos[(j + λ)G− (λπ/2)]

Γ(λ) senλ(G)

(
2

j

)1−λ

, quando j →∞,

em que a constante G é dada por G = cos−1(u).
Assim, quando λ < 1, C(λ)

j (·) decresce numa taxa hiperbólica, quando j →∞.
Computacionalmente, podemos calcular C(λ)

j (·) usando a seguinte fórmula recursiva:

C
(λ)
j (u) = 2u

(
λ− 1

j
+ 1

)
C

(λ)
j−1(u)−

(
2
λ− 1

j
+ 1

)
C

(λ)
j−2(u),

para todo j > 2, com C
(λ)
0 (u) = 1, C(λ)

1 (u) = 2λu, C(λ)
2 (u) = 2λ(λ+ 1)u2 − λ.

Tendo definido os polinômios Gegenbauer, podemos definir os processos Gegenbauer e, con-
sequentemente, os processos GARMA.

4.2 Processos GARMA
Seja {Xt}t∈Z um processo estocástico dado pela expressão:

(1− 2uB + B2)λ(Xt − µ) = εt, t ∈ Z, (4.4)

em que |u| 6 1, µ é a média do processo, B é o operador de defasagem ou de retardo, isto é,
Bj(Xt) = Xt−j, para todo j ∈ N e {εt}t∈Z é um processo ruído branco.

Se o fator (1− 2uB + B2)λ é invertível, então podemos escrever formalmente:

Xt = µ+ (1− 2uB + B2)−λεt, para todo t ∈ Z.

Utilizando-se a equação (4.2), o processo {Xt}t∈Z pode ser escrito na sua representação
média móvel infinita:

Xt = µ+
∑
j∈ Z>

C
(λ)
j (u)εt−j, (4.5)

33



em que (C
(λ)
j (·))j∈ Z são os polinômios Gegenbauer definidos na equação (4.3). Assim, temos a

seguinte definição.

Definição 4.2. O processo {Xt}t∈Z, dado pela equação (4.5), é chamado de processo Gegen-
bauer com parâmetros u e λ e pode ser escrito pela expressão dada em (4.4).

Observação 4.1. Podemos notar que se u = 1, em (4.4), temos:

(1− B)2λ(Xt − µ) = εt. (4.6)

Neste caso, {Xt}t∈Z é justamente o processo fracionariamente integrado de grau ou parâmetro
de diferenciação 2λ, isto é, um processo ARFIMA(p, d, q), com p = 0, d = 2λ e q = 0, e suas
propriedades podem ser encontradas em Hosking (1981).

Quando u = −1, a equação (4.4) torna-se:

(1 + B)2λ(Xt − µ) = εt.

A seguir, citamos algumas propriedades dos processos Gegenbauer cujas demonstrações
podem ser encontradas em Gray et al. (1989) e Chung (1996).

Observação 4.2. As Definições 3.3 e 3.4 de longa dependência e intermediária dependência,
respectivamente, podem ser estendidas para um processo estacionário qualquer da seguinte
maneira:

i) Seja {Xt}t∈Z um processo estacionário para o qual existe um número real b ∈ (0, 1), uma
constante Cf > 0 e uma frequência G ∈ [0, π] (ou um número finito de frequências) tal
que:

f
X

(w) ∼ Cf |w −G|−b, quando w → G.

Então, {Xt}t∈Z é chamado processo estacionário com longa dependência.

ii) Quando b ∈ (−1, 0), dizemos que o processo possui dependência intermediária.

iii) No item i), quando {Xt}t∈Z é um processo ARFIMA(p, d, q), com p = 0 = q, temos que
b = 2d e G = 0. Assim, os processos ARFIMA(p, d, q), com p = 0 = q, possuem longa
dependência quando d ∈ (0, 0.5).

Teorema 4.1. Seja {Xt}t∈Z um processo Gegenbauer dado pela Definição 4.2. Então:

a) O processo {Xt}t∈Z é estacionário se:

i) |u| < 1 e λ < 1
2
, ou

ii) |u| = 1 e λ < 1
4
;

b) O processo {Xt}t∈Z é invertível se:

i) |u| < 1 e λ > −1
2
, ou

ii) |u| = 1 e λ > −1
4
;

c) Um processo Gegenbauer estacionário possui a propriedade de longa dependência se:

i) |u| < 1 e 0 < λ < 1
2
, ou
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ii) |u| = 1 e 0 < λ < 1
4
;

d) A função densidade espectral do processo {Xt}t∈Z é dada por:

f
X

(w) =
σ2
ε

2π
|1− 2ueiw + e2iw|−2λ

=
σ2
ε

2π
[2(cos(w)− u)]−2λ, para todo w ∈ (0, π], (4.7)

em que G = cos−1(u) é chamada frequência de Gegenbauer ou frequência G, isto é, a
função densidade espectral torna-se ilimitada em G.
Quando w → G,

f
X

(w) ∼ Cf |w −G|−2λ, (4.8)

em que Cf =
σ2
ε

2π
[2|sen(G)|]−2λ > 0.

e) A função de autocovariância do processo {Xt}t∈Z, quando |u| < 1 e k ∈ Z>, é dada por:

γ
X

(k) =
σ2
ε

2
√
π

Γ(1− 2λ)[2sen(G)]1/2−2λ[P
2λ−1/2
k−1/2 (u) + (−1)kP

2λ−1/2
k−1/2 (−u)],

em que P b
a(·) são funções de Legendre (ver Observação 4.4) e pode ser aproximada por:

γ
X

(k) =
21−2λσ2

ε

π
sen−2λ(G) sen(λπ) Γ(1− 2λ) cos(kG)

×Γ(k + 2λ)

Γ(k + 1)
[1 +O(k−1)].

f) Seja {Xt}t∈Z um processo Gegenbauer estacionário com longa dependência. Então:

i) Quando u = 1 e 0 < λ < 1
4
, a função de autocorrelação do processo {Xt}t∈Z é dada

por:

ρ
X

(k) =
Γ(1− 2λ)Γ(k + 2λ)

Γ(2λ)Γ(k − 2λ+ 1)
, k ∈ Z> ,

em que ρ
X

(k) ∼ k4λ−1, quando k →∞.
ii) Quando u = −1 e 0 < λ < 1

4
, a função de autocorrelação do processo {Xt}t∈Z é dada

por:

ρ
X

(k) = (−1)k
Γ(1− 2λ)Γ(k + 2λ)

Γ(2λ)Γ(k − 2λ+ 1)
, k ∈ Z> ,

em que ρ
X

(k) ∼ (−1)kk4λ−1, quando k →∞.
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iii) Quando |u| < 1 e 0 < λ < 1
2
,

ρ
X

(k) ∼ k2λ−1sen(πλ− kG), quando k →∞, (4.9)

em que G = cos−1(u).

Observação 4.3. A expressão (4.9), acima, explica o comportamento senoidal da função de
autocorrelação dos processos Gegenbauer.

Observação 4.4. As funções de Legendre, associadas a expressão exata da função de auto-
covariância do processo {Xt}t∈Z dada no item e) da Proposição (4.1), podem ser calculadas
utilizando a fórmula recursiva abaixo:

P b
a(x) =

2a− 1

a− b
xP b

a−1(x)− a+ b− 1

a− b
P b
a−2(x). (4.10)

A fórmula recursiva (4.10) requer os seguintes termos iniciais:

P
2λ−1/2
−1/2 (u) =

(
1 + u

1− u

)λ−1/4
1

Γ
(
3
2
− 2λ

) · F (1

2
,
1

2
;
3

2
− 2λ;

1− u
2

)
,

P
2λ−1/2
1/2 (u) =

(
1 + u

1− u

)λ−1/4
1

Γ
(
3
2
− 2λ

) · F (−1

2
,
3

2
;
3

2
− 2λ;

1− u
2

)
,

em que F (·, ·; ·; ·) é a função hipergeométrica definida por:

F (a, b; c;x) =
∑
j>1

[
Γ(c)Γ(a+ j)Γ(b+ j)

Γ(a)Γ(b)Γ(c+ j)Γ(j + 1)

]
xj.

Observação 4.5. Woodward et al. (1998), baseado na equação (4.5), apresenta a função de
autocovariância dada por:

γ
X

(k) = σ2
ε

∑
j∈Z>

C
(λ)
j (u)C

(λ)
j+k(u), para todo |u| 6 1, (4.11)

em que k ∈ Z> e C(λ)
j (·) é dado pela expressão(4.3).

Da mesma forma que podemos incluir componentes autorregressivas e médias móveis aos
processos fracionariamente integrados puros, obtendo então os processos ARFIMA(p, d, q),
podemos estender os processos Gegenbauer combinando-os com os processos ARMA(p, q). Isto
nos conduz a seguinte definição.

Definição 4.3. Seja {Xt}t∈Z um processo estocástico que satisfaz a equação:

φ(B)(1− 2uB + B2)λ(Xt − µ) = θ(B)εt, (4.12)

em que µ é a média do processo, {εt}t∈Z é um processo ruído branco, φ(·) e θ(·) são os polinômios
de graus p e q, respectivamente, definidos por:
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φ(z) =

p∑
`=0

(−φ`)z` e θ(z) =

q∑
m=0

θmz
m, (4.13)

em que φ` , 1 6 ` 6 p, e θm, 1 6 m 6 q, são constantes reais tais que φ0 = −1, e θ0 = 1.

Então, {Xt}t∈Z é dito um processo autorregressivo de média móvel Gegenbauer de ordem
(p, u, λ, q), denotado por GARMA(p, u, λ, q).

As propriedades dos processos GARMA(p, u, λ, q), a seguir apresentadas, são demonstradas
em Gray et al. (1989).

Proposição 4.1. Seja {Xt}t∈Z um processo GARMA(p, u, λ, q), (λ 6= 0), dado na Definição
4.3, com todas as raízes das equações φ(z) = 0 e θ(z) = 0 fora do círculo unitário. Então,
valem as seguintes afirmações:

a) O processo {Xt}t∈Z é estacionário se:

i) |u| < 1 e λ < 1
2
, ou

ii) |u| = 1 e λ < 1
4
.

b) O processo {Xt}t∈Z é invertível se:

i) |u| < 1 e λ > −1
2
, ou

ii) |u| = 1 e λ > −1
4
.

c) {Xt}t∈Z é um processo com longa dependência se:

i) |u| < 1 e 0 < λ < 1
2
, ou

ii) |u| = 1 e 0 < λ < 1
4
.

d) A função densidade espectral do processo {Xt}t∈Z, denotada por f
X

(·), é dada por:

f
X

(w) =
σ2
ε

2π

|θ(e−iw)|2

|φ(e−iw)|2
[2(cos(w)− u)]−2λ, para todo w ∈ (0, π], (4.14)

em que G = cos−1(u) é a frequência de Gegenbauer.
Podemos notar que:

i) Se |u| < 1, limw→G(w −G)2λf
X

(w) existe e é finito.
ii) Se |u| = 1, limw→G(w −G)4λf

X
(w) existe e é finito.

e) Quando k →∞,

i) ρ
X

(k) ∼ k4λ−1, quando u = 1 e 0 < λ < 1
4
;

ii) ρ
X

(k) ∼ (−1)kk4λ−1, quando u = −1 e 0 < λ < 1
4
;

iii) ρ
X

(k) ∼ k2λ−1sen(πλ− kG), quando |u| < 1 e 0 < λ < 1
2
.

Observação 4.6.

i) A função densidade espectral dos processos GARMA(p, u, λ, q) não é necessariamente ili-
mitada na origem, como nos processos ARFIMA(p, d, q), mas para alguma frequência G
do intervalo [0, π].
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ii) Estamos interessados em encontrar a expressão assintótica da função densidade espectral
dos processos GARMA(p, u, λ, q). Para isso, escrevemos a expressão (4.14) como:

f
X

(w) = f
Y

(w)
|θ(e−iw)|2

|φ(e−iw)|2
, (4.15)

em que f
Y

(·) é a função densidade espectral de um processo GARMA (p, u, λ, q), com
p = 0 = q, dada pela expressão (4.7), com G = cos−1(u).
Vamos supor que o processo GARMA(p, u, λ, q) seja causal e invertível. Sabemos que
lim
z→0

cos(z) = 1, ou seja, cos(z) ∼ 1, quando z → 0 (ver Bisognin (2007), definição A.5).
Pelas expressões (4.15) e pela equação de Sowell (ver Bisognin (2007), equação (B.5), ou
Sowell (1992)), quando z → 0, temos que:

f
X

(z +G) = f
Y

(z +G)
|θ(e−i(z+G))|2

|φ(e−i(z+G))|2

= f
Y

(z +G)

∏q
m=1

(
1−2ρm,1 cos(z +G)+ρ2

m,1

)
∏p

`=1

(
1−2ρ

`,2
cos(z +G)+ρ2

`,2

)


∼ σ2
ε

2π
[2|sen(G)|]−2λ|z|−2λ

×

∏q
m=1

(
1−2ρm,1 cos(G)+ρ2

m,1

)
∏p

`=1

(
1−2ρ

`,2
cos(G)+ρ2

`,2

)
 (4.16)

=
σ2
ε

2π
[2|sen(G)|]−2λ|z|−2λ |θ(e

−iG)|2

|φ(e−iG)|2

= Cf |z|−2λ, (4.17)

em que G = cos−1(u), e além disso:

Cf =
σ2
ε

2π
[2|sen(G)|]−2λ |θ(e

−iG)|2

|φ(e−iG)|2
· (4.18)

A expressão (4.16) é validada pela equação (4.8).
Fazendo a mudança de variável w = z +G, na equação (4.17), temos que:

f
X

(w) ∼ Cf |w −G|−2λ, (4.19)

quando w → G, onde Cf é dada pela expressão (4.18).

Para maiores detalhes sobre os processos GARMA(p, u, λ, q), ver Chung (1996) e Ferrara e
Guégan (1999).
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4.3 Processos k-Factor GARMA
Os processos ARFIMA(p, d, q), em que d ∈ (−0.5, 0.5), podem ser tratados como uma gene-

ralização dos processos ARIMA(p, d, q), em que d ∈ N, para modelar dados com a propriedade
de longa dependência, isto é, quando a função densidade espectral é ilimitada na frequên-
cia zero. Similarmente, os processos GARMA(p, u, λ, q) são tratados como uma generalização
dos processos ARFIMA(p, d, q) cuja função densidade espectral torna-se ilimitada em alguma
frequência G do intervalo [0, π], não necessariamente a frequência zero. Entretanto, uma limi-
tação dos processos ARFIMA(p, d, q) e do processo mais geral GARMA(p, u, λ, q) é que as suas
funções densidade espectral tornam-se ilimitadas em apenas uma frequência do intervalo [0, π].
Por esse motivo, Gray et al. (1989) sugere a inclusão de mais de um fator Gegenbauer nos
modelos GARMA.

Giraitis e Leipus (1995) e, depois, Woodward et al. (1998) estendem os modelos Gegenbauer
e GARMA, respectivamente, aos modelos k-Factor Gegenbauer e k-Factor GARMA, para os
quais a função densidade espectral é ilimitada para um número finito k de frequências, chamadas
de frequências de Gegenbauer (ou frequências G), do intervalo [0, π].

Definição 4.4. Seja {Xt}t∈Z o processo estocástico que satisfaz a equação:

k∏
j=1

(1− 2ujB + B2)λj(Xt − µ) = εt, (4.20)

em que k é um inteiro finito, |uj| 6 1 e λj é um número fracionário, para j = 1, · · · , k, µ é a
média do processo e {εt}t∈Z é um processo ruído branco. Então, {Xt}t∈Z é um processo k-Factor
Gegenbauer de ordem (p,u,λ, q), com p = 0 = q, denotado por k-Factor Gegenbauer(p,u,λ, q),
com p = 0 = q, em que u = (u1, · · · , uk)T e λ = (λ1, · · · , λk)T .

Observação 4.7. As Definições 2.39 e 2.40 de causalidade e invertibilidade, respectivamente,
também são válidas para os processos k-Factor GARMA(p,u,λ, q), os quais veremos mais
adiante.

A seguir, apresentamos algumas propriedades dos processos k-Factor Gegenbauer(p,u,λ, q),
com p = 0 = q. As demonstrações dessas propriedades podem ser encontradas em Giraitis e
Leipus (1995), e em Woodward et al. (1998).

Teorema 4.2. Seja {Xt}t∈Z um processo k-Factor Gegenbauer(p,u,λ, q), com p = 0 = q (ver
Definição 4.4). Então:

i) O processo {Xt}t∈Z é estacionário se uj são distintos e, ainda:

λj <


1
2
, quando |uj| < 1;

1
4
, quando |uj| = 1,

(4.21)

para j = 1, · · · , k;
ii) O processo {Xt}t∈Z é estacionário e tem longa dependência se uj são distintos, e ainda:
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0 < λj <

1
2
, quando |uj| < 1;

0 < λj <
1
4
, quando |uj| = 1,

(4.22)

para j = 1, · · · , k;
iii) Seja

|λj| <


1
2
, se |uj| < 1;

1
4
, se |uj| = 1,

(4.23)

com λj 6= 0 , para j = 1, · · · , k. Então, existe uma única solução estacionária, Xt de (4.20)
a qual é causal e invertível e tem representação média móvel:

Xt =
∑
n∈Z>

ψnεt−n ≡
k∏
j=1

(1− 2ujB + B2)−λjεt.

Os coeficientes de {ψn}n∈Z> são dados por:

ψn =
n∑

j1=0

n∑
j2=0

· · ·
n∑

jk=0

Cλ1
j1

(u1)C
λ2
j2

(u2) · · ·Cλk
jk

(uk).

em que j1 + j2 + · · ·+ jk = n

Equivalentemente podemos escrever:

ψn =
∑
A

Cλ1
j1

(u1)...C
λk
jk

(uk), (4.24)

em que A := {0 6 j1, · · · , jk 6 n; j1 + · · ·+ jk = n}.
Os coeficientes {ψn}n∈Z> apresentam a expansão assintótica:

ψn = 2
∑

` : 0<G`<π

D(`)
Γ(n+ λ`)

Γ(n+ 1)Γ(λ`)
cos(nG` + ν`)

+
∑

` :G` =0 ou π

D(`)
Γ(n+ 2λ`)

Γ(n+ 1)Γ(2λ`)
cos(nG`) +O(n−2+maxλ

∗
1 ,··· , λ∗k),

quando n→∞, em que ` : 1, ..., k, Gj = cos−1(uj), para j = 1, · · · , k,

λ∗` =


λ` , 0 < G` < π;

2λ` , G` = 0 ou G` = π;
(4.25)
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ν` = G`

k∑
1

λj − π
`−1∑
1

λj − λ`
π

2

e

D(`) =



|2sen(G`)|−λ`
k∏
j=0
j 6=`

[2| cos(G`)− cos(Gj)|]−λj , para 0 < G` < π;

k∏
j=0
j 6=`

[2| cos(G`)− cos(Gj)|]−λj , para G` = 0 ou G` = π.

(4.26)

iv) O processo {Xt}t∈Z possui função densidade espectral dada por:

f
X

(w) =
σ2
ε

2π

k∏
j=1

|2(cos(w)− uj)|−2λj , para w ∈ (0, π],

em que f
X

(·) é ilimitada nas frequências Gj = cos−1(uj), j = 1, · · · , k (frequências de
Gegenbauer).

v) A função de autocovariância ρ
X

(n) = E(XnX0) no caso em que o máx
j=1,...k

λj > 0 tem

expressão assintótica: ρ
X

(n) =
∑

`=1, ... , k: d`>0

a`|n|2λ
∗
`−1[cos(nG`) + o(1)],

quando n→∞,

a` =


2a,` , 0 < G` < π;

a,` , G` = 0 ou G` = π,
(4.27)

em que a,` =
σ2

π
Γ(1− 2λ∗`)sen(πλ∗`)D

2(`), e λ∗` dada pela expressão (4.25).

A expressão assintótica da função densidade espectral é dada por:

f
X

(w) ∼M(`)|w −G`|−2λ
∗
` , quando w → G` ,

para ` = 1, · · · , k, em que:

M(`) =
σ2
ε

2π
(D(`))2,

com D(`) dado pela expressão (4.26).
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A seguir definimos os modelos k-Factor GARMA(p,u,λ, q).

Definição 4.5. Seja {Xt}t∈Z um processo estocástico que satisfaz a equação:

φ(B)
k∏
j=1

(1− 2ujB + B2)λj(Xt − µ) = θ(B)εt, (4.28)

em que k é um inteiro finito, |uj| 6 1 e λj é um número fracionário, para j = 1, · · · , k, µ é a
média do processo, {εt}t∈Z é um processo ruído branco e φ(·) e θ(·) são os polinômios de graus p
e q, respectivamente, definidos em (3.8). Então, {Xt}t∈Z é um processo autorregressivo de média
móvel k-Factor Gegenbauer de ordem (p,u,λ, q), denotado por k-Factor GARMA(p,u,λ, q),
em que u = (u1, · · · , uk)T e λ = (λ1, · · · , λk)T .

Na proposição a seguir, apresentamos alguns resultados sobre os processos k-Factor GAR-
MA(p,u,λ, q) estabelecidos e provados em Giraitis e Leipus (1995) e Woodward et al. (1998).

Teorema 4.3. Seja {Xt}t∈Z um processo k-Factor GARMA(p,u,λ, q) conforme a Definição
4.5. Então:

i) O processo {Xt}t∈Z é estacionário se todas as raízes da equação φ(z) = 0 estão fora do
círculo unitário, e além disso, uj e λj, para 1 6 j 6 k, satisfazem a condição do item i)
do Teorema 4.2;

ii) O processo {Xt}t∈Z é estacionário e tem longa dependência se todas as raízes da equação
φ(z) = 0 estão fora do círculo unitário, e além disso, uj e λj, para 1 6 j 6 k, satisfazem
a condição do item ii) do Teorema 4.2;

iii) O processo estacionário {Xt}t∈Z é causal, se e somente se, φ(z) 6= 0, para |z| 6 1. Sua
representação média móvel é dada por:

Xt =
∑
n∈Z>

ϕnεt−n ≡
θ(B)

φ(B)

k∏
j=1

(1− 2ujB + B2)−λjεt.

Podemos escrever:

∑
n∈Z>

ϕnεt−n ≡
θ(B)

φ(B)

∑
n∈Z>

ψnεt−n ,

Assim:

ϕ(B)εt ≡
θ(B)

φ(B)
ψ(B)εt.

Logo temos a seguinte relação:
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ϕ(z) =
θ(z)

φ(z)
ψ(z),

em que θ(z), φ(z), são polinômios dados pelas expressões (3.4), (3.3), e:

ψ(z) = 1 + ψ1z
1 + ψ2z

2 + ... =
∑
n∈Z>

ψnz
n,

em que os coeficientes {ψn}n∈Z> são dados pela expressão (4.24).
Resolvendo as equações polinomiais para {ϕn}n∈Z> , obtemos os coeficientes {ϕn}n∈Z> da
representação média móvel de um processo k-Factor GARMA causal:

ϕ0 = ψ0 = 1;

ϕ1 = ψ1 + θ1 + φ1;

ϕ2 = ψ2 + ψ1θ1 + θ2 + ϕ1φ1 + φ2;

ϕ3 = ψ3 + ψ2θ1 + ψ1θ2 + θ3 + ϕ2φ1 + ϕ1φ2 + φ3;
...

ϕn = ψn + ψn−1θ1 + ψn−2θ2 + · · ·+ ψ1θn−1 + θn + ϕn−1φ1 + ϕn−2φ2 + · · ·+ ϕ1φn−1 + φn.

Em que φ` = 0 para ` > p, e θ` = 0 para ` > q.

Observação 4.8. Note que os coeficientes {ψn}n∈Z> são os coeficientes da representação
média móvel de um processo k-Factor Gegenbauer causal (k-Factor GARMA(p,u,λ, q),
com p = 0 = q).

iv) O processo estacionário {Xt}t∈Z é invertível se e somente se θ(z) 6= 0, para |z| 6 1;

v) A função densidade espectral do processo k-Factor GARMA, definido pela expressão (4.28),
é dada por:

f
X

(w) =
σ2
ε

2π

|θ(e−iw)|2

|φ(e−iw)|2
k∏
j=1

[2(cos(w)− uj)]−2λj , (4.29)

em que w ∈ (0, π] e Gj = cos−1(uj) são as chamadas frequências de Gegenbauer.

vi) A função de autocovariância no caso em que o máx
j=1,...k

λj > 0 tem expressão assintótica:

ρ
X

(n) =
∑

`=1, ... , k: d`>0

a`
|θ(e−iw)|2

|φ(e−iw)|2
|n|2λ∗`−1 [cos(nG`) + o(1)],

quando n→∞, em que a` é dado pela expressão (4.27), λ∗` é dado pela expressão (4.25), e
o(1) é uma função de ordem estritamente menor a função constante 1 (ver Definição 2.44).
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Lema 4.1. Seja {Xt}t∈Z um processo k−Factor GARMA(p,u,λ, q) dado pela Definição 4.5,
causal e invertível cuja função densidade espectral f

X
(·) é dada pela equação (4.29). Então:∫ π

−π
ln [f

X
(w)] dw = 2π ln

(
σ2
ε

2π

)
, (4.30)

em que σ2
ε/2π é a função densidade espectral do processo ruído branco, denotado por {εt}t∈Z.

Demonstração: Seja {Xt}t∈Z um processo k−Factor GARMA(p,u,λ, q) dado pela expressão
(4.28), cuja função densidade espectral é dada pela expressão (4.29).

Então, podemos reescrever a função densidade espectral f
X

(·) da seguinte forma:

f
X

(w) =
σ2
ε

2π

|θ(e−iw)|2

|φ(e−iw)|2
k∏
j=1

|1− 2uje
−iw + e−i2w|−2λj . (4.31)

De forma semelhante,

2π

σ2
ε

f
X

(w) =
|θ(e−iw)|2

|φ(e−iw)|2
k∏
j=1

|1− 2uje
−iw + e−i2w|−2λj

=

∣∣∣∣∣
[
θ(e−iw)

φ(e−iw)

] k∏
j=1

(1− 2uje
−iw + e−i2w)−λj

∣∣∣∣∣
2

=

∣∣∣∣∣
[
θ(z)

φ(z)

] k∏
j=1

(1− 2ujz + z2)−λj

∣∣∣∣∣
2

,

em que z = e−iw, para w ∈ (0, π].

Seja g(w) =
2π

σ2
ε

f
X

(w) e:

h(z) =

[
θ(z)

φ(z)

] k∏
j=1

(1− 2ujz + z2)−λj . (4.32)

Então,

g(w) = |h(e−iw)|2 = |h(z)|2, (4.33)

em que z = e−iw, para w ∈ (0, π].
Temos que h(0) = 1 e como o processo é causal e invertível, a função h(z) 6= 0, para todo

|z| 6 1. Logo, as funções g(·) e h(·) satisfazem as afirmações do Teorema de Fejér para funções
polinomiais trigonométricas (ver Bisognin (2007), expressão (A.13) do Teorema 5), assim temos
que:

1

2π

∫ π

−π
log (g(w)) dw = 2 log(h(0)) = 2 log(1) = 0.
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Por outro lado,

1

2π

∫ π

−π
log (g(w)) dw =

1

2π

∫ π

−π
log

(
2π

σ2
ε

f
X

(w)

)
dw

=
1

2π

∫ π

−π
log

(
2π

σ2
ε

)
dw +

1

2π

∫ π

−π
log (f

X
(w)) dw

= log

(
2π

σ2
ε

)
+

1

2π

∫ π

−π
log (f

X
(w)) dw.

Desta forma, temos que:

log

(
2π

σ2
ε

)
+

1

2π

∫ π

−π
log (f

X
(w)) dw = 0,

ou seja,

∫ π

−π
log (f

X
(w)) dw = −2π log

(
2π

σ2
ε

)

= 2π log

(
σ2
ε

2π

)
.

A seguir, apresentamos um quadro dos modelos fracionários generalizados e fracionário
estudados até aqui. O quadro indica os mais importantes comportamentos desses processos
no domínio do tempo ( caracterizado pela função de autocorrelação, ρ

X
(·)) e no domínio da

frequência ( caracterizado pela função densidade espectral, f
X

(·)).
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Modelos Domínio do Tempo Domínio da Frequência
ρ

X
(·) decai hiperbolicamente f

X
(·) é ilimitada(tende ao infinito)

ARFIMA (suavemente) para zero, quando as frequências se
(p, d, q) quando d ∈ (0, 1

2
); aproximam de zero;

ρ
X

(·) decai hiperbolicamente f
X

(·) é ilimitada(tende ao infinito)
Gegenbauer e/ou senoidalmente(ou oscilante) em alguma frequência

(u, λ) para zero, com λ ∈ (0, 1
2
) e |u| < 1, do intervalo [0, π];

ou λ ∈ (0, 1
4
) e |u| = 1;

ρ
X

(·) decai hiperbolicamente f
X

(·) é ilimitada(tende ao infinito)
GARMA e/ou senoidalmente(ou oscilante) em alguma frequência
(p, u, λ, q) para zero, com λ ∈ (0, 1

2
) e |u| < 1, do intervalo [0, π];

ou λ ∈ (0, 1
4
) e |u| = 1;

k-Factor ρ
X

(·) decresce variando f
X

(·) é ilimitada(tende ao infinito)
Gegenbauer lentamente em k frequências
(p,u,λ, q) (hiperbolicamente) para zero, do intervalo [0, π];

com p = 0 = q quando máxλj > 0;
k-Factor ρ

X
(·) decresce variando f

X
(·) é ilimitada(tende ao infinito)

GARMA lentamente em k frequências
(p,u,λ, q) (hiperbolicamente) para zero, do intervalo [0, π].

quando máxλj > 0;

Podem ser encontrados em Giraitis e Leipus (1995), Woodward et al. (1998) e Ferrara e
Guégan (2001), maiores detalhes sobre os processos k-Factor GARMA(p,u,λ, q).

Na seção a seguir, apresentamos um estimador para as frequências de Gegenbauer e o
estimador de Fox e Taqqu (1986) para os parâmetros dos processos k-Factor GARMA(p,u,λ, q).

4.4 Estimação
Nesta seção, apresentamos diversos métodos de estimação para o parâmetro dos processos

k-Factor GARMA(p,u,λ, q).
Na classe paramétrica, a estimação de todos os parâmetros do processo ocorre conjuntamente

através do estimador de máxima verossimilhança. Dentre os estimadores paramétricos, citamos
o estimador proposto por Fox e Taqqu (1986) no qual é utilizado uma aproximação proposta
por Whittle (1951) para a matriz de autocovariância do processo.

No caso dos estimadores semiparamétricos e, consequentemente, nos estimadores robustos,
apenas o parâmetro de longa dependência é estimado. Ou seja, estes estimadores necessitam
da localização das frequências de Gegenbauer para estimar o parâmetro de longa dependência.

Para os processos k-Factor GARMA(p,u,λ, q), teríamos que expandir em série de potências
o termo ln[2(cos(w) − uj)]

2, para cada j = 1, · · · , k, que aparece na expressão (4.34) que é
mostrada a seguir. Além disso, deveríamos truncar cada série em um certo valor mj, para
j = 1, · · · , k. Em seguida, teríamos que aplicar a técnica dos mínimos quadrados para estimar
os parâmetros desse modelo, o que seria extremamente complicado e inviável.
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Tendo em vista esta dificuldade, Yajima (1996) propõe um estimador gráfico para as frequên-
cias de Gegenbauer. As frequências de Gegenbauer são aquelas em que a função periodograma
tem um máximo local.

A seguir, apresentamos um estimador para as frequências de Gegenbauer de um processo
k-Factor GARMA(p,u,λ, q).

Seja {Xt}t∈Z um processo k-Factor GARMA(p,u,λ, q) dado pela expressão (4.28) cuja
função densidade espectral tem k singularidades, nas frequências Gj = cos−1(uj), para j =
1, · · · , k, as quais são chamadas de frequências de Gegenbauer. A função densidade espectral
tem a seguinte expressão:

f
X

(w) = f
U

(w)
k∏
j=1

[2(cos(w)− uj)]−2λj , (4.34)

em que

f
U

(w) =
σ2
ε

2π

|θ(e−iw)|2

|φ(e−iw)|2
, para todo w ∈ (0, π].

Os parâmetros uj e λj, para todo j = 1, · · · , k, satisfazem as condições do Teorema (4.3).
Seja {Vν}kν=1 uma sequência de intervalos definidos como segue: para todo ε > 0 fixado e

para todo ν = 1, · · · , k,

Vν = (Gν − aν , Gν − ε) ∪ (Gν + ε,Gν + bν),

em que {aν}kν=1 e {bν}kν=1 são sequências reais, tais que {Vν}kν=1 é uma cobertura do intervalo
(0, π] quando ε→ 0, isto é,

k⋃
ν=1

Vν = (0, π] \ {G1, · · · , Gk}.

Definição 4.6. Seja {Xt}t∈Z um processo k-Factor GARMA(p,u,λ, q) dado pela expressão
(4.28). Seja {Xt}nt=1 uma série temporal obtida a partir do processo {Xt}t∈Z e seja:

I(w) :=
1

2πn

∣∣∣∣∣
n∑
t=1

Xte
−itw

∣∣∣∣∣
2

, (4.35)

a função periodograma. O estimador para as frequências de Gegenbauer Gj, denotado por Ĝj,
para j = 1, · · · , k é definido por:

Ĝj =
2π

n
argmax

w∈Vj
I(w). (4.36)

Suposição 4.1. As funções f
X

(·) e f
U

(·) satisfazem as seguintes afirmações:
i) f

X
(·) é uma função par;

ii) f
U

(·) é uma função positiva no intervalo [0, π];
iii) Para todo ν = 1, · · · , k e w ∈ Vν , fU

(·) satisfaz:∣∣∣∣f ′U (w)

f
U

(w)

∣∣∣∣ = O
(
|w −Gν |−1

)
,
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para todo w ∈ (0, π]. A definição de f(x) = O(g(x)) é encontrada na Definição 2.43.
O seguinte Teorema foi estabelecido por Yajima (1996).

Teorema 4.4. Seja {Xt}t∈Z um processo k-Factor GARMA(p,u,λ, q) com média µ = 0, cuja
função densidade espectral satisfaz a equação (4.34). Sob a Suposição 4.1, para todo α ∈ (0, 1),
quando n→∞, temos que:

nα(Ĝj −Gj)
P−→ 0, para cada j = 1, · · · , k.

A seguir, apresentamos os estimadores para o parâmetro, λ = (λ1, · · · , λk), de longa de-
pendência para um processo k-Factor GARMA(p,u,λ, q).

Seja {Xt}t∈Z um processo k-Factor GARMA(p,u,λ, q) com média µ = 0, cuja função
densidade espectral é dada pela expressão (4.34).

Os parâmetros uj = cos(Gj), para j = 1, · · · , k, são previamente estimados por ûj =

cos(Ĝj), em que Ĝj, j = 1, · · · , k, são dados através da expressão (4.36). Pela expressão (4.34),
uma vez estimados os parâmetros uj, a função densidade espectral para este processo é dada
por:

f
X

(w) = f
U

(w)
k∏
j=1

[2(cos(w)− ûj)]−2λj . (4.37)

Aplicando a função logarítmica a ambos os lados da equação (4.37) temos:

ln(f
X

(w)) = ln(f
U

(w))−
k∑
j=1

λj ln[2(cos(w)− ûj)]2. (4.38)

Adicionando ln(f
U

(0)) e ln(I(w)), a ambos os lados da equação (4.38), em que I(·) é a
função periodograma dada pela expressão (4.35), obtemos:

ln(I(w)) = ln(f
U

(0))−
k∑
j=1

λj ln[2(cos(w)− ûj)]2 + ln

[
f
U

(w)

f
U

(0)

]

+ ln

[
I(w)

f
X

(w)

]
. (4.39)

Seja B = {0, 1, · · · , g(n)| ν 6= vj = argmax
w∈Vj

I(w), j = 1, · · · , k}, em que g(n) é tal que

g(n) → ∞ e g(n)
n
→ 0, quando n → ∞. Substituindo a frequência w pelas frequências de

Fourier wν = 2πν
n
, ν ∈ B, obtemos uma forma aproximada para a equação (4.39), dada por:

ln(I(wν)) ∼ ln(f
U

(0))−
k∑
j=1

λj ln[2(cos(wν)− ûj)]2 + ln

[
I(wν)

f
X

(wν)

]
. (4.40)

O termo ln
[
f
U
(w)

f
U
(0)

]
, que aparece na equação (4.39), é desprezível se comparado com os outros

termos daquela equação, sendo então desconsiderado. Desta forma, podemos observar que a
equação (4.40) é uma forma aproximada de uma equação de regressão linear múltipla dada por:

48



yν ∼ β0 +
k∑
j=1

βjxνj + εν , para todo ν ∈ B, (4.41)

em que
yν = ln(I(wν)), xνj = ln[2(cos(wν)− ûj)]2,

εν = ln

[
I(wν)

f
X

(wν)

]
+ c, β0 = ln fε(0)− c, c = E

(
ln

[
I(wν)

f
X

(wν)

])
,

βj = −λj,

com εν variáveis aleatórias não correlacionadas com média zero e variância constante.
Geweke e Porter-Hudak (1983) propõe o estimador semiparamétrico dos mínimos quadrados

para o vetor de parâmetros β = (β0, β1, · · · , βk) ∈ Rk+1, dado por β̂ = (β̂0, β̂1, · · · , β̂k) ∈ Rk+1

os quais minimizam a função perda abaixo:

L1(g(n)) =
∑
ν∈B

r2ν , (4.42)

em que rν = yν − β̂0 −
k∑
j=1

β̂jxνj é o ν-ésimo resíduo.

Denotaremos os estimadores das componentes do parâmetro λ = (λ1, · · · , λk), respectiva-
mente, por:

λ̂jGPH−MQ, para j = 1, · · · , k,

para indicar os estimadores de λj, obtidos através do método de estimação proposto por Geweke
e Porter-Hudak (1983).

Para estimar os parâmetros dos processos ARFIMA(p, d, q), Lopes et al. (2004), Lopes et al.
(2006) e Lopes e Mendes (2006) consideram o estimador proposto por Geweke e Porter-Hudak
(1983), Robinson (1995a), Hurvich e Ray (1995) e o estimador baseado na função periodograma
suavizado de covariâncias (ver Bisognin (2007), Seção A.6), utilizando as janelas de Parzen e
Bartlett. Além dos estimadores semi-paramétricos, Lopes e Mendes (2006) utiliza as respectivas
versões robustas MM e MQP destes estimadores.

Da mesma forma que estendemos o estimador proposto por Geweke e Porter-Hudak (1983)
para os processos k-Factor GARMA(p,u,λ, q), podemos estender os outros estimadores utiliza-
dos para a estimação nos processos ARFIMA(p, d, q). Maiores detalhes sobre os procedimentos
de estimação podem ser encontrados em Bisognin (2007).

Na estimação das frequências de Gegenbauer e do parâmetro de longa dependência, Collet
et al. (2003) analisa dois casos particulares.

Assumindo que existam dois picos no gráfico da função periodograma de uma série temporal
{Xt}nt=1, denotam, respectivamente, por G1 e G2 as frequências nas quais estes picos ocorrem.
Collet et al. (2003) considera um primeiro caso quando os picos estão distantes um do outro,
isto é, |G1 − G2| > 0 e um segundo caso quando os picos estão próximos um do outro, isto é,
|G1 −G2| ∼ 0.

49



Observação 4.9. Para a situação quando |G1 − G2| ∼ 0, Collet et al. (2003) analisa o vício
do estimador proposto por Fox e Taqqu (1986), como pode ser visto nos itens a seguir.

i) Seja {Xt}t∈Z um processo k-Factor GARMA(p,u,λ, q) definido através da expressão
(4.28). Considere a situação do Caso II e seja {Xt}nt=1 uma série temporal gerada a partir
do processo {Xt}t∈Z. Ajustamos um processo (k − 1)-Factor GARMA(p,u,λ, q) à série
temporal por hipótese. Seja λ̂j o estimador de máxima verossimilhança para o parâmetro
λj, para j = 1, · · · , p, p+ 2, · · · , k. Então, o estimador de máxima verossimilhança para o
parâmetro de longa dependência λp é tal que E(λ̂p) > λp.

ii) Seja {Xt}t∈Z um processo k-Factor GARMA(p,u,λ, q), com frequências de Gegenbauer
λj, j = 1, · · · , k. Assumimos que este processo é um (k+1)-Factor GARMA(p,u,λ, q),
com λj, j = 1, · · · , k e λk+1 frequências de Gegenbauer, tais que λk+1 6= λj, para todo
j = 1, · · · , k. Então, o estimador de máxima verossimilhança do parâmetro de longa
dependência λj, denotado por λ̂j, para j = 1, · · · , k + 1, é tal que E(λ̂j) = λj, para
j = 1, · · · , k e E(λ̂k+1) = 0.

Observação 4.10. Collet et al. (2003) propõe um procedimento para detectar o número k
de picos na função densidade espectral de um processo k-Factor GARMA(p,u,λ, q). Neste
mesmo artigo, os autores definem um critério de parada para o procedimento de estimação de
k, fornecem o teste de Kolmogorov e Smirnov (ver Brockwell e Davis (2006)) e um teste para
decidir se a estimação do parâmetro de longa dependência λ é significativamente diferente de
zero ou não (teste de t-Student).

A seguir, apresentamos os coeficientes das representações média móvel infinita e autorre-
gressiva infinita as quais são de grande importância na demonstração do Lema 4.2 abaixo.

Um processo k-Factor GARMA(p,u,λ, q) é dito causal, ver Proposição 4.3, item iii), se
existe uma sequência {ϕ`}`∈Z> tal que

∑
`∈Z>

|ϕ`| <∞ e:

ϕ(z) =
∑
`∈Z>

ϕ` z
` =

θ(z)

φ(z)

k∏
j=1

(1− 2ujB + B2)−λj . (4.43)

Um processo k-Factor GARMA(p,u,λ, q) é dito invertível, ver Proposição 4.3, item iv), se
existe uma sequência {πl}l∈Z> tal que

∑
l∈Z>
| πl| <∞ e:

π(z) =
∑
l∈Z>

πl z
l =

φ(z)

θ(z)

k∏
j=1

(1− 2ujB + B2)λj . (4.44)

O Lema 4.2 a seguir, apresenta um resultado sobre a soma finita do produto entre os coefi-
cientes das representações média móvel infinita e autorregressiva infinita, respectivamente, para
os processos k-Factor GARMA(p,u,λ, q) causal e invertível. Este resultado é muito importante
na previsão de séries temporais utilizando estes processos.

Lema 4.2. Seja {Xt}t∈Z um processo k-Factor GARMA(p,u,λ, q), causal e invertível, dado
pela expressão (4.28). Então:

∑̀
l=0

ϕ` π`− l = 0, (4.45)
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em que ϕn e πn são, respectivamente, os coeficientes da representação média móvel infinita e
autorregressiva infinita dados nas expressões (4.44) e (4.43), respectivamente.

Demonstração: Por hipótese, o processo {Xt}t∈Z é causal e invertível. Como consequência,
temos que:

∑
` > 0

∑̀
l=0

ϕ` π`− l =

(∑
` > 0

ϕ` z
`

)
×

(∑
l> 0

πl z
l

)

=

(
θ(z)

φ(z)

k∏
j=1

(1− 2ujB + B2)−λj

)

×

(
φ(z)

θ(z)

k∏
j=1

(1− 2ujB + B2)λj

)
= 1.

Portanto,

∑
`> 1

∑̀
l=0

ϕ` π`− l = 0.

Ou seja,

∑̀
l=0

ϕ` π`− l = 0, para todo ` > 1.

O Lema 4.2 acima, nos fornece o comportamento dos coeficientes da série numérica obtida
pelo produto das representações média móvel e autorregressiva infinitas dos processos k-Factor
GARMA(p,u,λ, q) causal e invertível. Este resultado será extremamente importante na pre-
visão utilizando estes processos. Maiores detalhes sobre previsão, utilizando os processos k-
Factor GARMA(p,u,λ, q), podem ser encontrados em Ferrara e Guégan (2001).

Na Seção a seguir, apresentamos o estimador de máxima verossimilhança, proposto por Fox
e Taqqu (1986) para modelos ARFIMA(p, d, q).

Utilizamos, durante este trabalho, a seguinte notação para a álgebra maricial:

Notação: A matriz BT é a matriz transposta da matriz B.

4.4.1 Estimador FT

Para modelos ARFIMA(p, d, q), Fox e Taqqu (1986), utilizando a aproximação sugerida
por Whittle (1951), apresenta condições que permitem que este estimador seja consistente e
tenha distribuição normal assintótica para sequências com forte dependência. Sowell (1992),
por sua vez, apresenta resultados para o estimador de máxima verossimilhança exata. Ooms
(1995) mostra alguns resultados para modelos com longa dependência sazonais fazendo uma
comparação entre três estimadores: o estimador de máxima verossimilhança exata proposto por
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Sowell (1992), o estimador de máxima verossimilhança aproximada proposto por Fox e Taqqu
(1986) e o estimador baseado na regressão da função periodograma proposto por Geweke e
Porter-Hudak (1983).

A seguir, descrevemos o procedimento para encontrar o estimador de máxima verossimi-
lhança aproximada.

Seja {Xt}t∈Z um processo gaussiano com média µ > 0 e função densidade espectral dada
por:

fX(w, η, σ2) = σ2f(w, η), w ∈ (0, π],

em que σ2 > 0 (não precisa ser a variância do processo Xt) e f(·, η) é uma função da forma:

f(w, η) ' |w|−α(η)Gη(w), quando w → 0,

com 0< α(η)< 1 e Gη(w) uma função que varia suavemente quando w→ 0 ( ver Observação
3.5, ou Observação A.1 em Bisognin (2007)) e η é o vetor de parâmetros desconhecidos os quais
desejamos estimar.

A estimação dos parâmetros do vetor η e σ2 é obtida através da série temporalX1, X2, · · · , Xn

cuja função de distribuição conjunta, ou função de verossimilhança, é dada por:

h(x, η, σ2) = (2π)−
n
2 |Qn(η)|−

1
2 exp

{
−z

TQ−1n (η)z

2

}
, (4.46)

em que x = (x1, x2, · · · , xn)T ∈ Rn eQn(η) é a matriz de Toeplitz contendo os valores da função
de autocovariância do processo {Xt}t∈Z cujos elementos são dados por {Qn(η)}i,j = γX(| i−j|),
1 ≤ i, j ≤ n.

Aplicando a função logarítmica na equação (4.46) obtemos a seguinte expressão:

L(x, η, σ2) = −n
2

ln(2π) −1

2
ln |Qn(η)| − 1

2
zTQ−1n (η)z. (4.47)

O estimador de máxima verossimilhança de η e de σ2 é obtido maximizando-se a função
L(x, η, σ2) com respeito ao vetor de parâmetros η e σ2.

Computacionalmente, é complicado obter a inversa da matriz de autocovariâncias Qn(η).
Whittle (1951) estabelece a forma aproximada para Q−1n (η). Fox e Taqqu (1986), fazendo uso
desta aproximação, aplica o método da máxima verossimilhança aproximada para estimar η e
σ2 maximizando a função:

h(x, η, σ2) =

(
1√
2π σ

)n
exp

{
−Z

TAn(η)Z

2nσ2

}
, (4.48)

em que Z = (X1 − X, X2 − X, · · · , Xn − X) com X =
1

n

n∑
j=1

Xj e An(η) é uma matriz de

ordem n× n, proposta por Whittle, para aproximar Q−1n (η), em que o (i, j)−ésimo elemento é
dado por:

{An(η)}i,j = ai−j(η) = a` (η) =
1

(2π)2

∫ π

−π
eiw` [fX(w, η)]−1dw.
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Os estimadores de máxima verossimilhança aproximada de η e σ2 que maximizam a equação
(4.48), são denotados por η̂n e σ̂2

n.
Maximizar a função h(x, η, σ2) é equivalente a encontrar η̂n que minimize:

σ̂2
n(η) =

ZT An(η)Z

n
.

Computacionalmente, o estimador de máxima verossimilhança é obtido minimizando a
função, na forma discreta:

Ln(η) =
1

2n

K∑
j=1

(
ln fX(wj, η) +

I(wj)

fX(wj, η)

)
, (4.49)

em que η denota o vetor de parâmetros desconhecidos, wj = 2πj
n
, j ∈ {0, 1, · · · , K|j 6= in

s
}, são

as frequências de Fourier e K =
⌊
n−1
2

⌋
(bxc significa a parte inteira de x).

Denotado por FT , o estimador de máxima verossimilhança aproximada proposto por Fox e
Taqqu (1986), sob certas condições de regularidade, é consistente e tem distribuição assintótica
normal. Um estudo completo desse estimador pode ser encontrado em Fox e Taqqu (1986) e
Beran (1994).
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Capítulo 5

Modelos de Espaço de Estados

Neste capítulo, apresentamos os modelos de espaço de estados e o algoritmo recursivo de esti-
mação chamado filtro de Kalman na estimação dos parâmetros dos modelos k-Factor GARMA.
Os modelos de espaço de estados são uma classe de modelos que vem obtendo grande espaço na
análise de séries temporais a partir do final da década de 80. Essa classe tem sido muito estu-
dada nas últimas décadas, a qual foi apresentada inicialmente por Kalman (1960), e Kalman e
Bucy (1961) com trabalhos relacionados a controle de sistemas lineares. Akaike (1974a) foi um
precursor a aplicar os modelos de espaço de estados em modelos ARMA. Esses modelos têm
sido largamente usados para modelar dados em Economia (Harrison e Stevens, 1976; Shumway
e Stoffer, 1982; Harvey e Pierse, 1984; Kitagawa e Gersch, 1984), dados da área médica com
Jones (1984), e também das ciências do solo com Shumway (1985), dentre outras áreas. A pro-
posta da análise de espaço de estados é inferir relevantes propriedades de séries de dados não
observados (estados), a partir do conhecimento de séries de dados observados (observações).

Os processos lineares (ver Definição 2.41) podem ser expressos em termos de um sistema
linear de espaço de estados, assim como podem ser descritos por uma decomposição de Wold.
Essas representações de um processo, segundo Palma (2007), são equivalentes e estão rela-
cionadas.

Com o intuito de representar os processos GARMA e k-Factor GARMA em um sistema de
espaço de estados, necessitamos saber sob quais condições podemos encontrar tais represen-
tações. Na observação abaixo, comentamos duas importantes condições para a representação
em espaço de estados que são utilizadas neste trabalho.

Observação 5.1.

i) Se {Xt}t∈Z é um processo estacionário puramente não determinístico, então, pelo Teorema
da Decomposição de Wold (ver Teorema 2.4) o processo pode ser expresso por:

Xt =
∑
j ∈Z>

ψjεt−j, em que ψ0 = 1,
∑
j ∈Z>

ψ2
j <∞, e {εt}t∈Z é um processo ruído branco de

variância σ2 .
Note que o processo {Xt}t∈Z estacionário puramente não determinístico é escrito como
um processo linear, logo pode ser representado por um sistema de espaço de estados.

ii) Se {Xt}t∈Z é um processo Causal, então existe uma sequência {ψn}n∈Z> tal que:
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Xt =
∑
n∈Z>

ψnεt−n, t ∈ Z e
∑
n∈Z>

|ψn | <∞.

Percebemos que o processo {Xt}t∈Z causal é escrito como um processo linear (represen-
tação média móvel), logo pode ser representado por um sistema linear de espaço de estados.
Dessa maneira, podemos representar os processos k-Factor GARMA(p,u,λ, q) causal por
um sistema de espaço de estados.

Muitas séries temporais são representadas por um sistema linear de espaço de estados. Um
modelo geral de espaço de estados que representa uma série {Yt}t∈Z> é da forma:

Yt = GtXt +Wt , t ∈ Z> (equação de observação), (5.1)

Xt+1 = FtXt + Vt , t ∈ Z> (equação de estado), (5.2)

A equação de estado (5.2) pode ser interpretada como a descrição da evolução do vetor de
estado Xt do sistema (vetor v × 1), no tempo t, em termos de uma conhecida sequência de
matrizes v × v, F0, F1, F2, · · · , e uma sequência de vetores aleatórios X0, V0, V1, V2, · · · , em que
os vetores V0, V1, V2, · · · têm ordem v × 1, para v ∈ N.

A equação de observação (5.1) define a sequência de observações, Yt, t ∈ Z, as quais são
obtidas pela aplicação de uma transformação linear ao vetor Xt, adicionada a um vetor ruído
Wt, de ordem w × 1, para cada tempo t ∈ Z>, em que w ∈ N. Deste modo, o comportamento
de {Yt}t∈Z> é determinado a partir do vetor de estado Xt usando a equação de observação.

Em seguida, listamos as hipóteses que são usadas na análise da equação de estado (5.2), e
na análise da equação de observação (5.1):

Suposição 5.1.

a) F0, F1, F2, · · · é uma sequência de matrizes v × v conhecidas;

b) G0, G1, G2, · · · é uma sequência de matrizes w × v conhecidas;

c) {X0, (V
T
t ,W

T
t )T ; t ∈ Z>} é uma sequência ortogonal de vetores aleatórios com momentos

de segunda ordem finitos (ver Observação 5.2 item iii) );

d) E(Vt) = 0 e E(Wt) = 0, para todo t ∈ Z>;
e) E(VtV

T
t ) = Qt, E(WtW

T
t ) = Rt, E(VtW

T
t ) = St, em que {Qt}t∈Z> , {Rt}t∈Z> e {St}t∈Z>

são sequências de matrizes conhecidas de ordens v × v, w × w e v × w, respectivamente,
para v, w ∈ N.

Observação 5.2.

i) Sistema de equações da forma (5.1) e (5.2) é conhecido como um sistema de espaço de
estados o qual é denominado modelo de espaço de estados.

ii) A equação de estado (5.2) é generalizada na teoria de controle pela inclusão de um termo
adicional Htut na direita da equação, representando o efeito de aplicar um controle ut, no
tempo t, para o propósito de influenciar o estado Xt+1.
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iii) Os vetores aleatórios X e Y são ditos ortogonais, denotamos X⊥Y, se E(XYT) for igual
a zero.

iv) Se a sequência {X0, V0, V1, V2, · · · } for independente, então o processo Xt tem a pro-
priedade de Markov (a distribuição de Xt+1 dado X0,X1, · · · ,Xt é igual a distribuição
de Xt+1 dado Xt), presente em muitas aplicações na área da Física. Em outras palavras,
dado o estado presente, o futuro do sistema independe do passado. E é devido a essa
propriedade que os cálculos necessários para implementar os modelos de espaço de esta-
dos podem ser colocados de forma recursiva. Por esse motivo, a representação de espaço
de estados apresenta uma estrutura simples a qual permite uma simples análise da série
temporal.

v) Em diversos casos especiais, como veremos a seguir, as matrizes Ft, Gt, Qt, Rt e St são
independentes do tempo t, isto é, são matrizes constantes invariantes no tempo. Em tais
casos, suprimimos o subscrito t, assim as matrizes são denotadas por F,G,Q,R e S.

vi) Temos as seguintes relações de ortogonalidade:

Vt⊥Xs, Vt⊥Ys, 0 6 s 6 t, e

Wt⊥Xs, 0 6 s 6 t, Wt⊥Ys, 0 6 s < t.

Para mais detalhes, ver Brockwell e Davis (2006), capítulo 12.
vii) A equação de estado (5.2) também é chamada, na literatura, de equação de transição,

enquanto a equação de observação (5.1) é denominada de equação de medida.

Um modelo de espaço de estados estacionário de dimensão finita é dado pelas seguintes
equações:

Yt = GXt +Wt , t ∈ Z (equação de observação), (5.3)

Xt+1 = FXt + Vt , t ∈ Z (equação de estado), (5.4)

em que F e G são matrizes de ordens finitas v × v e w × v respectivamente, em que v, w ∈ N.
Além disso, temos que Vt ∼ RB(0, Q), em que Q é a matriz de covariância do ruído Vt, de
ordem v×v, Wt ∼ RB(0, R), em que R é a matriz de covariância do ruídoWt, de ordem w×w,
E(VtW

T
t ) = S para todo t ∈ Z, a matriz S é de ordem v × w, e Vt é ortogonal a Wt para todo

s 6= t com s, t ∈ Z.

A seguir, definimos a causalidade da equação de estados (5.4). Essa propriedade permite
que as observações {Yt}t∈Z possam ser escritas em uma decomposição de Wold.

Definição 5.1. A equação (5.4) é dita estável ou causal se a matriz F tem todos os seus
autovalores no interior do círculo unitário, ou equivalentemente, se det(I − Fz) 6= 0, para todo
z ∈ C tal que |z| ≤ 1. Assim, a matriz F é dita estável.

No caso estável, a equação de estado (5.4) tem única solução estacionária dada por:

Xt =
∑
j∈Z>

F jVt−j−1 , t ∈ Z. (5.5)
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Logo, obtemos a correspondente sequência de observações também estacionária:

Yt = Wt +
∑
j∈Z>

GF jVt−j−1 , t ∈ Z.

A seguir, apresentamos algumas representações, via espaço de estados, de modelos para
séries temporais. Salientamos que essas representações não são únicas para cada modelo (ver
Brockwell e Davis (2006)). Desta maneira, é interessante procurarmos aquela que apresenta a
menor representação, isto é, o vetor de estados com número mínimo de elementos. Isto diminui
o número de cálculos, o que computacionalmente é muito vantajoso. Por isso, mais tarde, será
definido os conceitos de controlabilidade e observabilidade os quais nos fornecem critérios para
tal escolha.

Para a discussão desses conceitos, apresentamos uma subclasse de modelos de espaço de
estados estacionários de dimensão finita para o processo {Yt}t∈Z definido pelas equações:

Yt = GXt + εt , t ∈ Z (equação de observação);
(5.6)

Xt+1 = FXt +Hεt , t ∈ Z (equação de estado),

{εt} ∼ RB(0,Σ), vetor de dimensão v × 1, em que Σ é a matriz de covariância de εt, e H é
uma matriz de dimensão v × w e F uma matriz estável de dimensão v × v, em que v, w ∈ N .

Caso o processo {Yt}t∈Z seja invertível, o modelo (5.6) é dito representação de inovações.
Podemos observar que, se {Yt}t∈Z tem representação de inovações, então {Yt}t∈Z tem uma
representação da forma descrita pelas equações (5.4) e (5.3).

Em seguida, apresentamos a recíproca da afirmação anterior a qual é bastante utilizada
para o estudo da controlabilidade e observabilidade de um sistema de espaço de estados.

Proposição 5.1. O modelo de espaço de estados dado pelas equações (5.4) e (5.3) tem repre-
sentação de inovações da forma (5.6) se a equação (5.4) for estável.

A demonstração desta proposição pode ser encontrada em Brockwell e Davis (2006) no
Capítulo 12.

5.1 Representação em Espaço de Estados
A seguir, apresentamos a representação em espaço de estados de um processo ARMA(p, q).
Podemos escrever um processo ARMA(p, q) causal da seguinte forma:

Yt = φ1Yt−1 + ...+ φpYt−p + εt + θ1εt−1 + ...+ θqεt− q , (5.7)

em que εt ∼ RB(0, σ2).

Assumimos que o processo {Yt}t∈Z é causal, e definimos:

a) m = máx(p, q) e φj = 0 para j > p ;
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b) Yt| s = E(Yt|Yj, j ≤ s) = E(Yt|Ys, Ys−1, Ys−2, · · · );
c) Xt| t−1 = (Yt| t−1, Yt+1| t−1, · · · , Yt+m−1| t−1)T é o vetor de estados (vetor coluna).

Assim, da hipótese de causalidade temos:

Yt+j| t =
∞∑
k=j

ψk εt+j−k =
∞∑

k=j+1

ψk εt+j−k + ψjεt , j = 0, · · · ,m;

= Yt+j| t−1 + ψjεt.

Trocando t por t + m na equação (5.7), tomando a Esperança condicionada até o tempo
t em ambos os lados dessa equação (E(Yt+m| t)), e utilizando os coeficientes da representação

média móvel, ψj =

j∑
k=1

φkψj−k + θj, para j = 1, 2, · · · ,m obtemos as relações:

E(Yt+m|Yt, Yt−1, · · · ) = E(φ1Yt+m−1|Yt, Yt−1, · · · ) + E(φ2Yt+m−2|Yt, Yt−1, · · · )
+ · · ·+ E(φmYt|Yt, Yt−1, · · · );

Yt+m| t = φ1Yt+m−1| t + φ2Yt+m−2| t + · · ·+ φmYt| t;

=
m∑
k=1

φk Yt+m−k| t e,

Yt+m| t =
∞∑
k=m

ψk εt+m−k =
∞∑

k=m+1

ψk εt+m−k + ψmεt;

= Yt+m| t−1 + ψmεt;

=
m∑
k=1

φk Yt+m−k| t−1 + ψmεt. (5.8)

Observação 5.3.

i) Da equação (5.8), obtemos a seguinte expressão:

Yt+m| t = φ1Yt+m−1| t−1 + φ2Yt+m−2| t−1 + · · ·+ φmYt| t−1 + ψmεt. (5.9)

A expressão (5.9) juntamente com a equação a seguir:

Yt+j| t = Yt+j| t−1 + ψjεt, para, j = 1, · · · ,m− 1,

originam a equação de estados.
Para j = 0, temos que Yt| t = Yt| t−1 + εt. Essa equação origina a equação de observação,
notando que Yt| t = Yt.
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ii) Note que Yt+m| t é função de Yt| t−1, Yt+1| t−1, · · · , e Yt+m−1| t−1. Então, o vetor de estados é
Xt| t−1 = (Yt| t−1, Yt+1| t−1, · · · , Yt+m−1| t−1)T .

O vetor de estados descrito no item ii) da observação (5.3) satisfaz Xt+1| t = FXt| t−1 +Hεt.
Assim, obtemos a equação de estados em que {Xt}t∈Z é sua única solução estacionária:


Yt+1| t
Yt+2| t

...
Yt+m−1| t
Yt+m| t


︸ ︷︷ ︸

Xt+1

=


0 1 0 0 · · · 0
0 0 1 0 · · · 0
...

...
... . . . ...

0 0 0 · · · 1
φm φm−1 φm−2 · · · φ1


︸ ︷︷ ︸

F


Yt| t−1
Yt+1| t−1

...
Yt+m−2| t−1
Yt+m−1| t−1


︸ ︷︷ ︸

Xt

+


ψ1

ψ2
...

ψm−1
ψm


︸ ︷︷ ︸

H

εt , t ∈ Z,

(5.10)
e também a equação de observação ( no tempo presente t):

Yt =
[

1 0 · · · 0 0
]︸ ︷︷ ︸

G


Yt| t−1
Yt+1| t−1

...
Yt+m−2| t−1
Yt+m−1| t−1


︸ ︷︷ ︸

Xt

+εt , t ∈ Z. (5.11)

Note que essa representação satisfaz as equações:

Yt = GXt + εt;

(5.12)
Xt+1 = FXt +Hεt,

em que tomamos Xt = Xt| t−1 e, Xt+1 = Xt+1| t.
Portanto, a representação está de acordo com as equações que definem o sistema de espaço

de estados dado na expressão (5.6).

Teorema 5.1. Se {Xt}t∈Z é a única solução de (5.10) e se {Yt}t∈Z é dado por (5.11), então
{Yt}t∈Z é a única solução da equação do modelo ARMA(p, q).

Demonstração:

Seja F e G as matrizes coeficientes do vetor de estados Xt nas equações (5.10) e (5.11)
respectivamente, e seja H = (ψ1, ψ2, ..., ψm)T . Então, a partir do modelo de espaço de estados,
definidos pelo sistema de equações (5.6), podemos notar que:
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Yt = GXt + εt ;

Yt+1 = GXt+1 + εt+1 = G[FXt +Hεt] + εt+1 = GFXt +GHεt + εt+1 ;

Yt+2 = GF 2Xt +GFHεt +GHεt+1 + εt+2 ;
...

Yt+m−1 = GFm−1Xt +GFm−2Hεt + · · ·+GHεt+m−2 + εt+m−1 ;

Yt+m = GFmXt +GFm−1Hεt + · · ·+GHεt+m−1 + εt+m.

Assim, temos que:

−φmYt = −φmGXt − φmεt ;

−φm−1Yt+1 = −φm−1GFXt − φm−1GHεt − φm−1εt+1 ;

−φm−2Yt+2 = −φm−2GF 2Xt − φm−2GFHεt − φm−2GHεt+1 − φm−2εt+2 ;
...

−φ1Yt+m−1 = −φ1GF
m−1Xt − φ1GF

m−2Hεt − · · · − φ1GHεt+m−2 − φ1εt+m−1 ;

Yt+m = GFmXt +GFm−1Hεt + · · ·+GHεt+m−1 + εt+m.

Somando as equações anteriores, e reagrupando os termos temos que:

Yt+m −φ1Yt+m−1 − · · · − φm−2Yt+2 − φm−1Yt+1 − φmYt

= G(Fm − φ1F
m−1 − · · · − φm−1F − φm)Xt

+[G(Fm−1 − φ1F
m−2 − · · · − φm−2F − φm−1)H − φm] εt

+[G(Fm−2 − φ1F
m−3 − · · · − φm−3F − φm−2)H − φm−1] εt+1

...
+[G(F − φ1)H − φ2] εt+m−2

+[GH − φ1] εt+m−1

+εt+m.
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A primeira parcela da soma é zero, visto que o polinômio característico de F é dado por
det(zI−F ) = zm−φ1z

m−1−· · ·−φm. Logo pelo Teorema de Cayley-Hamilton (ver a observação
5.4) temos que (Fm − φ1F

m−1 − · · · − φm = 0).

Tomando ψi = GF i−1H, para i = 1, ...m temos que:

Yt+m −φ1Yt+m−1 − · · · − φm−2Yt+2 − φm−1Yt+1 − φmYt

= εt+m

+ [ψ1 − φ1]︸ ︷︷ ︸
θ1

εt+m−1

+ [ψ2 − φ1ψ1 − φ2]︸ ︷︷ ︸
θ2

εt+m−2

...
+ [ψm−1 − φ1ψm−2 − · · · − φm−2ψ1 − φm−1]︸ ︷︷ ︸

θm−1

εt+1

+ [ψm − φ1ψm−1 − · · · − φm−2ψ2 − φm−1ψ1 − φm]︸ ︷︷ ︸
θm

εt.

Como os coeficientes da representação média móvel deste modelo são dados por: ψj =

j∑
k=1

φkψj−k + θj, para j = 1, 2, · · · ,m, podemos definir θj = ψj −
j∑

k=1

φkψj−k + θm, com

j = 1, 2, · · · ,m.

Portanto,

Yt+m−φ1Yt+m−1−· · ·−φm−2Yt+2−φm−1Yt+1−φmYt = εt+m+θ1εt+m−1+· · ·+θm−1εt+1+θmεt .

Logo, {Yt}t∈Z satisfaz as equações do modelo ARMA(p, q), isto é, {Yt}t∈Z definido em (5.11),
satisfaz a equação φ(B)Yt = θ(B)εt, para t ∈ Z, coincidindo com a única solução estacionária
destas equações.

Observação 5.4. O Teorema de Cayley-Hamilton tem o seguinte enunciado:
Seja A uma matriz n× n sobre o corpo K e seja p o polinômio característico de A. Então,

p(A) = 0.
Em geral, tomamos K = R neste trabalho.

A demonstração deste Teorema encontra-se em Hoffman e Kunze (1970).
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A seguir, apresentamos alguns exemplos de representações em espaço de estados para pro-
cesso ARMA(p, q):

Exemplo 5.1. Seja {Yt}t∈Z um processo ARMA(p, q), com p = 2 = q. Então:

Yt = φ1Yt−1 + φ2Yt−2 + θ1εt−1 + θ2εt−2 + εt, com m = máx(p, q) = 2.

Assim:

Xt+1 =

[
0 1
φ2 φ1

]
Xt +

[
ψ1

ψ2

]
εt (equação de estado),

e

Yt =
[

1 0
]
Xt + εt (equação de observação),

em que ψ1 = φ1 + θ1 e ψ2 = φ1ψ1 + φ2 + θ2.

Analogamente, podemos escrever:[
Yt+1| t
Yt+2| t

]
=

[
0 1
φ2 φ1

] [
Yt| t−1
Yt+1| t−1

]
+

[
ψ1

ψ2

]
εt (equação de estado),

e

Yt =
[

1 0
] [ Yt| t−1

Yt+1| t−1

]
+ εt (equação de observação).

Exemplo 5.2. Seja {Yt}t∈Z um processo ARMA(p, q), com p = 1, e com q = 3. Então:

Yt = φ1Yt−1 + θ1εt−1 + θ2εt−2 + θ3εt−3 + εt, com m = máx(p, q) = 3.

Assim:

Xt+1 =

 0 1 0
0 0 1
0 0 φ1

Xt +

 ψ1

ψ2

ψ3

 εt (equação de estado),

e

Yt =
[

1 0 0
]
Xt + εt (equação de observação)

em que ψ1 = φ1 + θ1, ψ2 = φ1ψ1 + θ2 e ψ3 = φ1ψ2 + θ3.

Analogamente, podemos escrever: Yt+1| t
Yt+2| t
Yt+3| t

 =

 0 1 0
0 0 1
0 0 φ1

 Yt| t−1
Yt+1| t−1
Yt+2| t−1

+

 ψ1

ψ2

ψ3

 εt (equação de estado),

e
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Yt =
[

1 0 0
]  Yt| t−1

Yt+1| t−1
Yt+2| t−1

+ εt (equação de observação).

Exemplo 5.3. Seja {Yt}t∈Z um processo ARMA(p, q), com p = 3, e com q = 1. Então:

Yt = φ1Yt−1 + φ2Yt−2 + φ3Yt−3 + θ1εt−1 + εt, com m = máx(p, q) = 3.

Assim:

Xt+1 =

 0 1 0
0 0 1
φ3 φ2 φ1

Xt +

 ψ1

ψ2

ψ3

 εt (equação de estado),

e

Yt =
[

1 0 0
]
Xt + εt (equação de observação)

em que ψ1 = φ1 + θ1, ψ2 = φ1ψ1 + φ2 e ψ3 = φ1ψ2 + φ2ψ1 + φ3.

Analogamente, podemos escrever: Yt+1| t
Yt+2| t
Yt+3| t

 =

 0 1 0
0 0 1
φ3 φ2 φ1

 Yt| t−1
Yt+1| t−1
Yt+2| t−1

+

 ψ1

ψ2

ψ3

 εt (equação de estado),

e

Yt =
[

1 0 0
]  Yt| t−1

Yt+1| t−1
Yt+2| t−1

+ εt (equação de observação).

Para um modelo não estacionário ARIMA(p, d, q)(ver Definição 3.2) é possível encontrar
uma representação de espaço de estados de dimensão finita. Segundo Brockwell e Davis (2006),
o processo ARIMA(p, d, q) pode ser representado da seguinte maneira:

Seja {Yt}t∈Z um processo ARIMA(p, d, q) com (1−B)dYt satisfazendo ummodelo ARMA(p, q)
(ver Definição 3.2), então o processo (1− B)dYt tem a representação de espaço de estados:

(1− B)dYt = GXt + εt, t ∈ Z, (5.13)

em que {Xt}t∈Z é a única solução estacionária da equação:

Xt+1 = FXt +Hεt,

e sejam G, F e H as matrizes coeficientes da representação de espaço de estados dados pelas
equações (5.11) e (5.10), em que A e B são matrizes de dimensão d×1 e d×d respectivamente,
definidas por:

63



A = B = 1, se d = 1, e A =


0
0
...
0
1

 , B =



0 1 0 · · · 0
0 0 1 · · · 0
0
...

...
...

...

0 0 0 · · · 1
(−1)d+1(dd) (−1)d( d

d−1) (−1)d−1( d
d−2) · · · d


,

se d > 1.

Então, obtemos a expressão:

Yt = (1− B)dYt −
d∑
j=1

(
d
j

)
(−1)jYt−j,

com o vetor Yt−1 := (Yt−d, · · · , Yt−1)T satisfazendo a equação:

Yt = A(1− B)dYt +BYt−1 = AGXt +BYt−1 + Aεt.

Assim, definimos um novo vetor de estado Tt pela concatenação dos vetores Xt e Yt−1, e a
partir disso, obtemos a equação de estado, dada por:

Tt+1 :=

[
Xt+1

Yt

]
=

[
F 0
AG B

]
Tt +

[
H
A

]
εt, t ∈ N, (5.14)

Deste modo, obtemos a nova equação de observação a partir das equações e (5.13) e (5.14),
dada por:

Yt =
[
G (−1)d+1(dd) (−1)d(dd−1) (−1)d−1(dd−2) · · · d

] [ Xt

Yt−1

]
+ εt, t ∈ N,

Com a condição inicial T1 =

[
X1

Y0

]
=

[ ∑∞
j=0 F

jHε−j
Y0

]
, e a condição de ortogonalidade

Y0⊥ εt para t ∈ Z.

A seguir, mostramos um exemplo de representação em espaço de estados de um processo
ARIMA(p, d, q).

Exemplo 5.4. Seja {Yt}t∈Z um processo ARIMA(p, d, q), com p = 2, d=1 e com q=1. Então:

(1− φ1B − φ2B2)(1− B)Yt = (1 + θ1)εt

Desta maneira, temos:

(1− B)Yt = φ1(1− B)Yt−1 + φ2(1− B)Yt−2 + θ1εt + εt
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Assim:

[
Xt+1

Yt

]
=

 0 1 0
φ2 φ1 0
1 0 1

[ Xt

Yt−1

]
+

[
H
A

]
εt (equação de estado),

e

Yt =
[

1 0 1
] [ Xt

Yt−1

]
+ εt (equação de observação).

Analogamente, podemos escrever: Yt+1| t
Yt+2| t
Yt

 =

 0 1 0
φ2 φ1 0
1 0 1

 Yt| t−1
Yt+1| t−1
Yt−1

+

 ψ1

ψ2

1

 εt (equação de estado),

e

Yt =
[

1 0 1
]  Yt| t−1

Yt+1| t−1
Yt−1

+ εt (equação de observação),

em que ψ1 = φ1 + θ1, ψ2 = φ1ψ1 + φ2.

Na próxima seção, apresentamos as propriedades de controlabilidade e observabilidade de
um sistema de espaço de estados.

5.2 Controlabilidade e Observabilidade
Os conceitos de controlabilidade e observabilidade permitem encontrar condições para a

obtenção da representação mínima em espaço de estados, isto é, aquela que tem o menor
número de elementos para o vetor de estado. Encontrar essa representação significa um ganho
computacional grande, à medida que ela reduz a quantidade de cálculos.

Em seguida, apresentamos a matriz de Hankel cujo posto está relacionado com a dimensão
da representação de um processo estocástico em sistema de espaço de estados.

Seja o modelo de espaço de estados dado pelo sistema de equações (5.6), com as suposições

de que ψ0 = 1 e ψj = GF j−1H ∈ R, para todo j > 0, tal que
∞∑
j=0

ψ2
j < ∞, então o processo

{Yt}t∈Z pode ser escrito na expansão de Wold:

Yt =
∞∑
j=0

ψjεt−j. (5.15)

Assim, o processo {Yt}t∈Z pode ser caracterizado pela Matriz de Hankel H∗, a qual é formada
pelos coeficientes {ψj}j >0 da representação média móvel infinita do processo (dada pela equação
(5.15)). Dessa forma, a matriz de Hankel do processo {Yt}t∈Z é dada por:
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H∗ =


ψ1 ψ2 ψ3 · · ·
ψ2 ψ3 ψ4 · · ·
ψ3 ψ4 ψ5 · · ·
...

...
...

 . (5.16)

Note que a matriz de Hankel determina a expansão de Wold e vice-versa.
A seguir, apresentamos o conceito de controlabilidade para um sistema de espaço de estados,

com a seguinte definição:

Definição 5.2. (Controlabilidade). Seja C = (H,FH,F 2H, · · · ) o operador controlabilidade.
O sistema dado pelas equações (5.6) é dito controlável se, e somente se, C tem posto completo
ou, equivalentemente, CTC é invertível.

Observação 5.5. Uma matriz A, de dimensão m× n, é dita ter posto completo se posto(A) =
mín{m,n}, isto é, seu posto tem o maior valor possível. Em outras palavras, A tem posto
completo se apresentar número máximo possível de linhas (colunas) linearmente independentes.

A idéia principal do conceito de controlabilidade é: dado a história, ou passado do processo
ruído no tempo t, Et−1 = (· · · , εt−2, εt−1), queremos escolher uma sequência adequada de ruídos
passados Et−1 para chegar a um particular valor de Xt. Para responder essa questão, podemos
escrever o estado no tempo t como:

Xt = Hεt−1 + FHεt−2 + F 2Hεt−3 + · · · ,

= CEt−1.

Então, se o sistema é controlável, CTC tem posto completo e podemos escrever:

Et−1 = (CTC)−1CTXt.

Em seguida, apresentamos o conceito de observabilidade para um sistema de espaço de
estados, com a seguinte definição:

Definição 5.3. (Observabilidade). Seja O = (GT , F TGT , (F T )2GT , · · · )T o operador observa-
bilidade. O sistema dado pelas equações (5.6) é dito observável se, e somente se, O tem posto
completo ou, equivalentemente, OTO é invertível.

A definição de observabilidade está relacionada com o problema de determinar os valores do
estado inicial não observado X0 da trajetória do processo observado {Y0, Y1, · · · } na ausência
de ruídos de estado e de ruídos observacionais. Vamos considerar o sistema determinístico de
espaço de estados:

Yt = GXt , t ∈ Z;

Xt+1 = FXt , t ∈ Z,
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em que Yt = (Y0, Y1, · · · )T é a trajetória do processo. Caso tenhamos:

Y0 = GX0

Y1 = GFX0

Y2 = GF 2X0

... (5.17)

podemos escrever Y = OX0. Assim, se OTO tem posto completo podemos determinar, ex-
plicitamente, o valor do estado inicial como X0 = (OTO)−1OTOX0, ou equivalentemente,
X0 = (OTO)−1OTY.

Observação 5.6. Para um sistema de dimensão finita, o Teorema de Cayley- Hamilton esta-
belece que os operadores de observabilidade e de controlabilidade podem ser escritos, respecti-
vamente, do seguinte modo:

O = (GT , F TGT , (F T )2GT , · · · , (F T )n−1GT )T ,

C = (H,FH,F 2H, · · · , F n−1H),

em que n = posto(O) = posto(C).

A seguir, definimos sistema de espaço de estados minimal.

Definição 5.4. Um sistema de espaço de estados é dito Minimal se, e somente se, F tem
dimensão mínima entre todas as representações do processo linear ( ver equação (5.15)).

Observação 5.7. Muitas vezes, dizemos que o sistema de espaço de estados de dimensão
mínima é aquele que possui o vetor de estados de menor dimensão. Isto está de acordo com a
Definição 5.4, pois, quanto menor a dimensão da matriz F menor será a dimensão do vetor de
estado Xt no modelo de espaço de estados, dado pelo sistema de equações (5.6).

Para um sistema finito-dimensional, o problema de encontrar a representação minimal é
bastante importante. Isso ocorre, visto que, quanto menor a dimensão, mais fácil é sua inter-
pretação, ou ainda, mais simples de trabalhar numericamente. No entanto, para um sistema
de dimensão infinita, encontrar a menor representação é um problema irrelevante.

O Teorema abaixo, encontrado em Palma (2007), estabelece uma condição para que um
sistema de espaço de estados seja minimal.

Teorema 5.2. Um sistema de espaço de estados é ditominimal se, e somente se, ele é observável
e controlável (ver Hannan e Deistler (1988)).

Para mais detalhes, ver Brocwell e Davis (2006), Capítulo 12; Wei (2006), Capítulo 18; e
Palma (2007), Capítulo 2.

Em geral, considerando o sistema de espaço de estados :
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Yt = GXt + εt , t ∈ Z;

Xt+1 = FXt +Hεt , t ∈ Z,

em que supomos ψ0 = 1 e ψj = GF j−1H ∈ R, para todo j > 0, tal que
∞∑
j=0

ψ2
j < ∞. Temos

que o processo {Yt}t∈Z pode ser escrito em decomposição de Wold, isto é, Yt =
∞∑
j=0

ψjεt−j.

Desta maneira, podemos representar o processo {Yt}t∈Z em espaço de estados como:

Xt =


Yt| t−1
Yt+1| t−1
Yt+2| t−1

...

 , Yt+i| j = E[Yt+i|Yj, Yj−1, · · · ],

F =


0 1 0 0 0 · · ·
0 0 1 0 0 · · ·
0 0 0 1 0 · · ·
...

...
... . . .

 , H =
[
ψ1 ψ2 ψ3 · · ·

]T e G =
[

1 0 0 · · ·
]
.

A seguir, veremos resultados bastantes importantes para nosso trabalho. Eles permitem afir-
mar que existe somente representação de espaço de estados de dimensão infinita para processos
de longa dependência.

Vamos considerar um sistema de espaço de estados de dimensão finita dado pelas equações:

Yt = GXt + ηt , t ∈ Z,
(5.18)

Xt+1 = FXt + εt , t ∈ Z,

em que Yt ∈ R e Xt ∈ Rm, e m é a dimensão da representação de espaço de estados.
O próximo resultado caracteriza a dimensão da representação de espaço de estados para

qualquer processo estocástico causal {Yt}t∈Z dado.

Lema 5.1. Considere o sistema de espaço de estados finito dimensional dado pelo sistema de
equações (5.18). Se esse sistema é observável e {Yt}t∈Z é estacionário, então a sequência de
estados, {Xt}t∈Z, é também estacionária.

O teorema a seguir relaciona a dimensão da representação em espaços de estados de um
processo estocástico com a relação de dependência entre as observações do processo.

Teorema 5.3. Qualquer processo estocástico causal com representação de espaço de estados
finito-dimensional é um processo de memória curta, isto é, γk ∼ ak, |a| < 1, em que γk é a
função de autocovariância do processo.
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As demonstrações do Lema 5.1 e do Teorema 5.3 podem ser encontradas em Chan e Palma
(1998).

Deste modo, como consequência do Terorema 5.3 temos o seguinte corolário:

Corolário 5.1. Não existe representação em espaço de estados de dimensão finita de um
processo ARFIMA(p, d, q) com parâmetro de longa dependência d 6= 0.

Consideremos {Yt}t∈Z um processo causal ARFIMA(p, d, q) com representação média móvel
infinita dada por:

Yt =
θ(B)

φ(B)
(1− B)−dεt =

∞∑
j=0

ψjεt−j ,

em que {ψj}j >0 satisfazem ψ(z) =
∞∑
j=0

ψjz
j =

θ(z)

φ(z)
(1− z)−d.

Uma representação de espaço de estados de dimensão infinita para este processo pode ser
expressa do seguinte modo:

Yt = GXt + εt , t ∈ Z;

Xt+1 = FXt +Hεt , t ∈ Z,

em que

Xt =


Yt| t−1
Yt+1| t−1
Yt+2| t−1

...

 , Yt+i| j = E[Yt+i|Yj, Yj−1, · · · ],

F =

 0 1 0 0 · · ·
0 0 1 0 · · ·
...

... . . .

 , H =
[
ψ1 ψ2 ψ3 · · ·

]T e G =
[

1 0 0 · · ·
]
.

Em seguida, enunciamos três corolários que são consequências diretas do Teorema (5.3) que
indicam como é a representação, em espaço de estados, dos processos fracionários generalizados
com a propriedade de longa dependência.

Corolário 5.2. Não existe representação em espaço de estados de dimensão finita do processo
GARMA(p, u, λ, q) (causal) estacionário de longa dependência, isto é, quando |u| < 1 e 0 <
λ < 1

2
, ou quando |u| = 1 e 0 < λ < 1

4
.

Corolário 5.3. Não existe representação em espaço de estados de dimensão finita do processo
k-Factor Gegenbauer(p,u,λ, q) (causal) estacionário de longa dependência, com p=0=q, isto
é, quando |uj| < 1 e 0 < λj <

1
2
, ou quando |uj| = 1 e 0 < λj <

1
4
para j = 1, 2, · · · , k, em que

u = (u1, · · · , uk)T e λ = (λ1, · · · , λk)T .
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Corolário 5.4. Não existe representação em espaço de estados de dimensão finita do processo
k-Factor GARMA(p,u,λ, q) (causal) estacionário de longa memória, isto é, quando |uj| <
1 e 0 < λj <

1
2
, ou quando |uj| = 1 e 0 < λj <

1
4
para j = 1, 2, · · · , k, em que u = (u1, · · · , uk)T

e λ = (λ1, · · · , λk)T .

Pelo Teorema 5.4 abaixo, a dimensionalidade da matriz de Hankel H∗, dada pela equação
(5.16), está relacionada com a racionalidade da função densidade espectral do processo {Yt}t∈Z
causal dado pela equação (5.15). Assim, podemos perceber que a dimensionalidade do sistema
de espaço de estados está relacionada com a dimensionalidade da matriz de Hankel.

A seguir, apresentamos a definição de função racional.

Definição 5.5. Uma função f(·) é dita racional se ela é escrita como razão de dois polinômios.

O seguinte Teorema, encontrado em Palma (2007), determina a relação entre o posto da
Matriz de Hankel H∗ e a racionalidade do processo.

Teorema 5.4. O posto de H∗ é finito se, e somente se, a densidade espectral do processo
{Yt}t∈Z, dado pela expressão (5.15), é racional.

Os processos ARMA(p, q) apresentam função densidade espectral racional (ver equação
(3.6)), portanto, pelo Teorema 5.4, o posto de H∗ é finito para esses modelos. Isto significa que
todo processo ARMA(p, q) pode ser representado por um sistema de espaço de estados de dimen-
são finita. Por outro lado, a classe de processos de longa-memória (modelos ARFIMA(p, d, q)),
não tem função densidade espectral racional (ver equação (3.9)), portanto toda representação
em sistema de espaço de estados para esses modelos tem dimensão infinita, como visto no
Corolário 5.1.

Queremos representar os processos fracionários generalizados em espaço de estados, com
o objetivo posterior de estudarmos o filtro de Kalman para que tenhamos a possibilidade de
estimarmos os parâmetros desses processos via espaço de estados. Indicamos como representar
tais processos, baseados em Palma (2007), a partir dos exemplos abaixo:

Exemplo 5.5. Seja {Yt}t∈Z um processo causal GARMA(p, u, λ, q) com representação média
móvel infinita dada por:

Yt =
θ(B)

φ(B)
(1− 2uB + B2)−λεt =

+∞∑
j=0

ψjεt−j ,

em que {ψj}j >0 satisfazem ψ(z) =
∞∑
j=0

ψjz
j =

θ(z)

φ(z)
(1− 2uz + z2)−λ.

Uma representação de espaço de estados de dimensão infinita para este processo pode ser
expressa como:

Yt = GXt + εt , t ∈ Z;

Xt+1 = FXt +Hεt , t ∈ Z,

em que
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Xt =


Yt| t−1
Yt+1| t−1
Yt+2| t−1

...

 , Yt+i| j = E[Yt+i|Yj, Yj−1, · · · ],

F =

 0 1 0 0 · · ·
0 0 1 0 · · ·
...

... . . .

 , H =
[
ψ1 ψ2 ψ3 · · ·

]T e G =
[

1 0 0 · · ·
]
.

Exemplo 5.6. Seja {Yt}t∈Z um processo causal k-Factor GARMA(p, u, λ, q), em que u =
(u1, · · · , uk)T e λ = (λ1, · · · , λk)T . Esse processo tem uma representação média móvel infinita
dada por:

Yt =
θ(B)

φ(B)

k∏
j=1

(1− 2ujB + B2)−λjεt =
+∞∑
n=0

ϕnεt−n ,

em que {ϕn}n>0 satisfazem ϕ(z) =
∞∑
n=0

ϕnz
n =

θ(z)

φ(z)

k∏
j=1

(1− 2ujz + z2)−λj .

Uma representação de espaço de estados de dimensão infinita para este processo pode ser
expressa como:

Yt = GXt + εt , t ∈ Z;

Xt+1 = FXt +Hεt , t ∈ Z,

em que

Xt =


Yt| t−1
Yt+1| t−1
Yt+2| t−1

...

 , Yt+i| j = E[Yt+i|Yj, Yj−1, · · · ],

F =

 0 1 0 0 · · ·
0 0 1 0 · · ·
...

... . . .

 , H =
[
ϕ1 ϕ2 ϕ3 · · ·

]T e G =
[

1 0 0 · · ·
]
.
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Chan e Palma (1998) mostra que, embora um processo de longa dependência tem repre-
sentação infinita em espaço de estados, a função de máxima verossimilhança exata pode ser
computada recursivamente em um número finito de passos pelo uso do filtro de Kalman.

A seguir, introduzimos o conceito de filtro de Kalman para, posteriormente, vermos os
resultados que nos permitem computar, recursivamente, a função de verossimilhança em um
número finito de passos.

Vimos que em um sistema de espaço de estados, como por exemplo, o sistema definido
pelas equações (5.6), o vetor de estados não é diretamente observado. Ele, por sua vez, pode
representar uma variável física, uma dinâmica econômica, uma variável instrumental, entre
outras. Por outro lado, temos que o processo {Yt}t∈Z é observado. Deste modo, um problema
importante é estimar o estado não observado Xt a partir do processo observado {Yt}t∈Z.

Para a estimação do estado Xt, dependendo de qual informação avaliamos, temos os seguintes
casos:
i) Predição: Passado do processo avaliado (· · · , Yt−2, Yt−1);
ii) Filtragem: Passado e presente do processo avaliados (· · · , Yt−2, Yt−1, Yt);
iii) Suavização: Passado, presente e futuro do processo avaliados (· · · , Yt−1, Yt, Yt+1, · · · ).

As equações recursivas de Kalman permitem encontrar os estados preditores, filtros e
suavizadores. Essas equações tem por objetivo simplificar os cálculos numéricos dos esti-
madores.

Neste trabalho, damos ênfase ao estudo do filtro de Kalman o qual será utilizado para
fazermos estimações dos parâmetros dos modelos fracionários generalizados.

5.3 Filtro de Kalman
O filtro de Kalman é um algoritmo de estimação recursiva, introduzido por Rudolph E.

Kalman em 1960 (com Kalman, 1960 e Kalman e Bucy, 1961), o qual, inicialmente, foi rela-
cionado com controle de sistemas lineares. Esse procedimento permite descrever o comporta-
mento de um sistema dinâmico (sistema que pode ser descrito por um sistema de espaço de
estados). Ele calcula uma estimativa para o estado não-observável Xt em um dado instante de
um sistema linear que evolui no tempo, perturbado por um ruído (erro). E essa estimativa,
por sua vez, é baseada em observações (Yt) linearmente relacionadas com esse estado, porém
também corrompidas por um ruído.

No filtro de Kalman, avaliamos o passado e o presente do processo para encontrar um
estimador para o estado não observado Xt (Filtragem).

Podemos dizer que Filtragem é a estimação do estado corrente de um sistema . O motivo
da expressão está no fato de que é um processo para obter a melhor estimação (que minimiza
o erro quadrático médio) a partir de dados ruidosos. Então, esse termo filtragem é usado no
sentido da tentativa de eliminar um sinal indesejado: o ruído do sistema.

O filtro de Kalman é, essencialmente, um conjunto de equações matemáticas que, para um
modelo gaussiano de espaço de estados, implementa um estimador de mínimos quadrados do
tipo preditor-corretor .

A simplicidade de implementação e robustez do filtro, juntamente com o avanço da era
digital, proporcionaram sua ampla divulgação, visto que ele possibilitou a implementação de
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soluções recursivas para diversas aplicações em tempo real. Assim, ganhou espaço em impor-
tantes áreas da engenharia de controle, da física e de outras ciências. Como exemplo de apli-
cações, temos: processamento de sinais, navegação aeroespacial, sonares subaquáticos, controle
estatístico de qualidade, previsão de séries temporais, computação gráfica, robótica (predição
de movimento), acústica inercial (sensores).

A seguir, descrevemos as equações recursivas do filtro de Kalman e seu funcionamento para
um sistema de espaço de estados linear gaussiano.

Considere o modelo de espaço de estados linear gaussiano geral que pode ser descrito na
seguinte forma:

Yt = GtXt + εt , t ∈ Z (equação de observação); (5.19)

Xt+1 = FtXt +Rt+1ηt+1 , t ∈ Z (equação de estado), (5.20)

em que εt ∼ N(0, Ht) e ηt ∼ N(0, Qt) para t ∈ Z.
A equação do estado (5.20) descreve a dinâmica do vetor de estado Xt que é dirigido pela

entrada estocástica {ηt}t∈Z, o qual é chamado de erro ou ruído do sistema. A equação de
observação (5.19) relaciona linearmente a resposta observada Yt com o vetor de estado não
observado Xt, e com o ruído de observação {εt}t∈Z.

Assumimos que as matrizes Gt, Ft, Rt, Ht e Qt são conhecidas e podem depender de um
vetor de parâmetros sendo variantes no tempo, ou apenas serem constantes no tempo.

Os erros {ηt}t∈Z e {εt}t∈Z são assumidos serialmente independentes e independentes entre
si para todo tempo t ∈ Z. Isso implica que E[ηtε

T
s ] = 0, para todo t, s ∈ Z.

Para especificarmos a distribuição dos vetores de estado, Xt para t = 1, 2, · · · , os quais
são dados pela equação (5.20), assumimos que o vetor inicial do estado não-observável X0

tem média X̂0 e matriz de autocovariância P0 conhecidas e sua distribuição é normal, isto
é, X0 ∼ N(X̂0, P0). Além disso, supomos que X0 independe de {εt}t∈Z e de {ηt}t∈Z para
todo t ∈ Z. Assim, com essas hipóteses, segundo Brockwell e Davis (2006), o sistema tem
a propriedade de Markov, isto é, a distribuição de Xt+1 dado X0,X1,X2, · · · ,Xt é igual a
distribuição de Xt+1 dado Xt. Em outras palavras, a propriedade de Markov significa que dado
o presente do sistema, o futuro do sistema independe do passado, como podemos observar na
equação de estado (5.20).

Assim, temos que {ηt}t∈Z e {εt}t∈Z são assumidos ter distribuição conjunta normal multi-
variada com média 0 e matriz de autocovariância bloco diagonal, denotado por:[

ηt
εt

]
∼ N

([
0
0

]
,

[
Qt 0
0 Ht

])
, t ∈ Z.

Observação 5.8.
i) Temos que Y1, Y2, · · · , Yt−1, Yt denotam os valores observados do processo (ou variável) de

interesse nos tempos 1,2,· · · , t− 1, t.

ii) Como o vetor das observações Yt depende de uma quantidade não observável Xt, o vetor
de estado, temos por objetivo fazer inferências sobre Xt a partir do conhecimento das
observações Yt.
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iii) A equação de observação (5.19) tem estrutura de um modelo de Regressão Linear Múltipla
em que o vetor de coeficientes Xt varia no tempo.

iv) A equação de estado (5.20) representa um modelo autoregressivo de primeira ordem, com
natureza Markoviana da qual decorrem muitas propriedades do Modelo de espaço de esta-
dos.

A seguir, obtemos o filtro de Kalman para o modelo de espaço de estados dado pelas equações
(5.19) e (5.20) em que X0 ∼ N(X̂0, P0), e com X̂0 e P0 conhecidos.

Para isso, queremos obter a distribuição condicional de Xt+1, para t ∈ Z>, dado as obser-
vações Y1, Y2, · · · , Yt. Denotaremos por Y∗t = {Y1, Y2, · · · , Yt}.

Construído o modelo de espaço de estados podemos calcular as previsões `-passos a frente,
da seguinte maneira:

X̂t+` |t = E(Xt+`|Y1, Y2, · · · , Yt) = E(Xt+`|Y∗t );

Em particular, X̂t = E(Xt|Y∗t ) e X̂t+1 |t = E(Xt+1|Y∗t ). Também temos que Ŷt+` |t =
E(Yt+`|Y∗t ).

As estimativas X̂t do vetor de estados Xt resumem a informação do passado necessária para
prever o futuro. Quando avaliadas, novas informações são utilizadas para atualizar o vetor de
estado assim como, as previsões.

A distribuição dos vetores de estado, denotada por P(Xt), para t = 1, 2, · · · , é determinada
pela hipótese de que, no tempo zero, X0 ∼ N(X̂0, P0), e pela equação de estado (5.20). Essas
distribuições são referidas como distribuições à priori. Depois de observar os dados, atualizamos
nossa distribuição à priori obtendo uma distribuição à posteriori do vetor de estado. Essa
distribuição à posteriori é uma distribuição condicional denotada por P(Xt|Y∗t ).

Como anteriormente citado, o filtro de Kalman é um procedimento recursivo que faz infe-
rências sobre um estado Xt. A noção fundamental é que dadas as observações {Y1, Y2, · · · , Yt},
a inferência sobre Xt pode ser obtida pela aplicação direta do Teorema de Bayes.

Informalmente, temos pelo Teorema de Bayes que a probabilidade do estado dadas as obser-
vações é proporcional a probabilidade das observações dado o estado. Assim podemos escrever:

P(Xt+1|Y∗t+1) ∝ P(Yt+1|Xt+1, Y∗t )P(Xt+1|Y∗t ). (5.21)

Portanto, uma distribuição à posteriori P(Xt+1|Y∗t ), um passo a frente, torna-se uma dis-
tribuição à priori para calcular uma nova distribuição à posteriori P(Xt+1|Y∗t+1), quando uma
nova observação Yt+1 torna-se avaliada.

Observação 5.9. Na expressão (5.21), P(Xt+1|Y∗t+1) denota a distribuição à posteriori do
processo {Xt}t∈Z> , no tempo t+ 1, equanto que, P(Yt+1|Xt+1, Y∗t ) denota a função de verossi-
milhança, e P(Xt+1|Y∗t ) é a distribuição à priori para {Xt}t∈Z> .

Agora, supomos que a distribuição à posteriori P(Xt|Y∗t ), do vetor de estados Xt, no tempo
t, é uma distribuição Normal com média X̂t e matriz de covariância Pt, temos que:

(Xt|Y∗t ) ∼ N(X̂t, Pt). (5.22)
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Observamos que a recursão de Kalman inicia a partir da escolha, no tempo zero, de X̂0 e
P0 para serem as estimativas sobre a média e a variância de X0, respectivamente.

Em seguida, temos duas etapas da recursão, tendo em vista o tempo t+ 1.

1) Antes de observar Yt+1:

A escolha de Xt+1 é governada pela equação (5.20) e como a distribuição à posteriori
P(Xt|Y∗t ), é uma Normal com média X̂t e matriz de covariância Pt, temos que a estimativa do
estado não observado, no tempo t+ 1, dado as observações até o tempo t, é dada por:

X̂t+1| t = E(Xt+1|Y∗t ) = E(FtXt +Rt+1ηt+1|Y∗t )
= FtE(Xt|Y∗t ) +Rt+1E(ηt+1|Y∗t )
= FtE(Xt|Y∗t ) = FtX̂t.

Portanto, obtemos:

X̂t+1| t = FtX̂t. (5.23)

E também, a matriz de covariância do estado não observado, no tempo t + 1, dado as
observações até o tempo t, é dada por:

Pt+1| t = V ar(Xt+1|Y∗t ) = E(X2
t+1|Y∗t )− E2(Xt+1|Y∗t )

= E([FtXt +Rt+1ηt+1]
2|Y∗t )− [FtE(Xt|Y∗t )]2

= E([FtXt +Rt+1ηt+1][FtXt +Rt+1ηt+1]
T |Y∗t )− [FtE(Xt|Y∗t )][FtE(Xt|Y∗t )]T

= E([FtXt +Rt+1ηt+1][(FtXt)
T + (Rt+1ηt+1)

T ]|Y∗t )− FtE(Xt|Y∗t )ET (Xt|Y∗t )F T
t

= E([FtXt +Rt+1ηt+1][X
T
t F

T
t + ηTt+1R

T
t+1]|Y∗t )− FtE2(Xt|Y∗t )F T

t

= E(FtXtX
T
t F

T
t + FtXtη

T
t+1R

T
t+1 +Rt+1ηt+1X

T
t F

T
t +Rt+1ηt+1η

T
t+1R

T
t+1|Y∗t )

−FtE2(Xt|Y∗t )F T
t

= FtE(XtX
T
t |Y∗t )F T

t + FtE(Xtη
T
t+1|Y∗t )RT

t+1 +Rt+1E(ηt+1X
T
t |Y∗t )F T

t

+Rt+1E(ηt+1η
T
t+1|Y∗t )RT

t+1 − FtE2(Xt|Y∗t )F T
t

= FtE(X2
t |Y∗t )F T

t − FtE2(Xt|Y∗t )F T
t +Rt+1E(ηt+1η

T
t+1|Y∗t )RT

t+1

= Ft[E(X2
t |Y∗t )− E2(Xt|Y∗t )]F T

t +Rt+1E(η2t+1|Y∗t )RT
t+1

= Ft[V ar(Xt|Y∗t )]F T
t +Rt+1Qt+1R

T
t+1

= FtPtF
T
t +Rt+1Qt+1R

T
t+1.

Logo temos que:
Pt+1| t = FtPtF

T
t +Rt+1Qt+1R

T
t+1 (5.24)

Observação 5.10. No cálculo da matriz de covariância acima, utilizamos os seguintes argu-
mentos: os ruídos {ηt}t∈Z e {εt}t∈Z são não-correlacionados entre si e não-correlacionados com
o vetor de estado inicial X0, juntamente com o fato de que os estados Xt e as observações
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Yt dependem linearmente, respectivamente, dos vetores (X0, η1, η2, ..., ηt) e (X0, η1, η2, ..., ηt, εt),
para t ∈ Z>, então podemos concluir baseados em Brockwell e Davis (2006), que E(ηtX

T
s ) = 0,

E(ηtY
T
s ) = 0, para 0 6 s 6 t, e E(εtX

T
s ) = 0, E(εtY

T
s ) = 0 para t ∈ Z>.

É por este motivo que, por exemplo, obtemos: E(Xtη
T
t+1|Y∗t ) = 0 e E(ηt+1X

T
t |Y∗t ) = 0.

Portanto, no tempo t + 1, tendo observado Y1, Y2, · · · , Yt, porém antes de observar Yt+1,
temos pela equação de estado (5.20) a distribuição à priori:

(Xt+1|Y∗t ) ∼ N(FtX̂t, Pt+1| t). (5.25)

2) Depois de observar Yt+1:

A partir do conhecimento da observação Yt+1, queremos computar a distribuição à posteriori
de Xt+1, isto é, a distribuição de (Xt+1|Y∗t+1), usando o Teorema de Bayes na expressão (5.21).
No entanto, precisamos, previamente, conhecer a função de verossimilhança de (Yt+1|Xt+1, Y∗t ).

A obtenção dessa distribuição à posteriori é dada pelos argumentos a seguir:

Seja et+1 o erro de previsão da observação Yt+1 dadas as medidas até o tempo t. Então:

et+1 = Yt+1 − Ŷt+1| t

= Yt+1 −Gt+1X̂t+1| t = Yt+1 −Gt+1FtX̂t

= Gt+1Xt+1 + εt+1 −Gt+1X̂t+1| t

= Gt+1(Xt+1 − X̂t+1| t) + εt+1

= Gt+1(Xt+1 − FtX̂t) + εt+1.

Assim, conhecidos Gt+1, Ft e X̂t podemos dizer que observar Yt+1 é equivalente a observar
et+1. Portanto obtemos a seguinte relação:

P(Xt+1|Y∗t+1) = P(Xt+1|Yt+1, Y∗t ) = P(Xt+1| et+1, Y∗t ).

Com essa expressão, podemos reescrever a expressão (5.21) como:

P(Xt+1| et+1, Y∗t ) ∝ P(et+1|Xt+1, Y∗t )P(Xt+1|Y∗t ), (5.26)

em que P(et+1|Xt+1, Y∗t ) é a função de verossimilhança.

Observação 5.11.
i) Pela expressão (5.26), computar a distribuição à posteriori P(Xt+1|Y∗t+1) é equivalente a

computar a distribuição P(Xt+1| et+1, Y∗t ).
ii) Para obter a distribuição P(Xt+1| et+1, Y∗t ) percebemos, pela expressão (5.26), que necessi-

tamos conhecer as distribuições P(et+1|Xt+1, Y∗t ) e P(Xt+1|Y∗t ). Esta última distribuição
é dada pela expressão (5.25).

Agora, vamos encontrar a distribuição P(et+1|Xt+1, Y∗t ). Calculando a esperança de et+1

dado Xt+1 e dadas as observações até o tempo t, temos que:
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E(et+1|Xt+1, Y∗t ) = E[Gt+1(Xt+1 − FtX̂t) + εt+1|Xt+1, Y∗t ]

= E[Gt+1Xt+1 −Gt+1FtX̂t + εt+1|Xt+1, Y∗t ]

= Gt+1E(Xt+1|Xt+1, Y∗t )−Gt+1FtE(X̂t|Xt+1, Y∗t ) + E(εt+1|Xt+1, Y∗t )

= Gt+1Xt+1 −Gt+1FtX̂t

= Gt+1(Xt+1 − FtX̂t).

Portanto, temos que E(et+1|Xt+1, Y∗t ) = Gt+1(Xt+1 − FtX̂t).

Calculando a variância de et+1 dado Xt+1 e dadas as observações até o tempo t, temos que:

V ar(et+1|Xt+1, Y∗t )

= E(e2t+1|Xt+1, Y∗t )− E2(et+1|Xt+1, Y∗t )

= E[et+1e
T
t+1|Xt+1, Y∗t ]− [Gt+1(Xt+1 − FtX̂t)]

2

= E{[Gt+1(Xt+1 − FtX̂t) + εt+1][Gt+1(Xt+1 − FtX̂t) + εt+1]
T |Xt+1, Y∗t }

−[Gt+1(Xt+1 − FtX̂t)][Gt+1(Xt+1 − FtX̂t)]
T

= E{[Gt+1(Xt+1 − FtX̂t) + εt+1]{[Gt+1(Xt+1 − FtX̂t)]
T + εTt+1}|Xt+1, Y∗t }

−[Gt+1(Xt+1 − FtX̂t)][(Xt+1 − FtX̂t)
TGT

t+1]

= E{[Gt+1(Xt+1 − FtX̂t) + εt+1][(Xt+1 − FtX̂t)
TGT

t+1 + εTt+1]|Xt+1, Y∗t }

−[Gt+1(Xt+1 − FtX̂t)][(Xt+1 − FtX̂t)
TGT

t+1]

= E{[Gt+1(Xt+1 − FtX̂t) + εt+1][(X
T
t+1 − (FtX̂t)

T )GT
t+1 + εTt+1]|Xt+1, Y∗t }

−[Gt+1(Xt+1 − FtX̂t)][(X
T
t+1 − (FtX̂t)

T )GT
t+1]

= E{[Gt+1(Xt+1 − FtX̂t) + εt+1][X
T
t+1G

T
t+1 − (FtX̂t)

TGT
t+1 + εTt+1]|Xt+1, Y∗t }

−[Gt+1(Xt+1 − FtX̂t)][X
T
t+1G

T
t+1 − (FtX̂t)

TGT
t+1]

= E{[Gt+1Xt+1 −Gt+1FtX̂t + εt+1][X
T
t+1G

T
t+1 − X̂T

t F
T
t G

T
t+1 + εTt+1]|Xt+1, Y∗t }

−[Gt+1Xt+1 −Gt+1FtX̂t][X
T
t+1G

T
t+1 − X̂T

t F
T
t G

T
t+1]

= E{Gt+1Xt+1X
T
t+1G

T
t+1 −Gt+1Xt+1X̂

T
t F

T
t G

T
t+1 +Gt+1Xt+1ε

T
t+1 −Gt+1FtX̂tX

T
t+1G

T
t+1

+Gt+1FtX̂tX̂
T
t F

T
t G

T
t+1 −Gt+1FtX̂tε

T
t+1 + εt+1X

T
t+1G

T
t+1 − εt+1X̂

T
t F

T
t G

T
t+1 + εt+1ε

T
t+1|Xt+1, Y∗t }

−[Gt+1Xt+1X
T
t+1G

T
t+1 −Gt+1Xt+1X̂

T
t F

T
t G

T
t+1 −Gt+1FtX̂tX

T
t+1G

T
t+1 +Gt+1FtX̂tX̂

T
t F

T
t G

T
t+1]

= E{Gt+1X
2
t+1G

T
t+1 −Gt+1Xt+1X̂

T
t F

T
t G

T
t+1 +Gt+1Xt+1ε

T
t+1 −Gt+1FtX̂tX

T
t+1G

T
t+1

+Gt+1FtX̂
2
tF

T
t G

T
t+1 −Gt+1FtX̂tε

T
t+1 + εt+1X

T
t+1G

T
t+1 − εt+1X̂

T
t F

T
t G

T
t+1 + ε2t+1|Xt+1, Y∗t }

−[Gt+1X
2
t+1G

T
t+1 −Gt+1Xt+1X̂

T
t F

T
t G

T
t+1 −Gt+1FtX̂tX

T
t+1G

T
t+1 +Gt+1FtX̂

2
tF

T
t G

T
t+1]

= Gt+1E(X2
t+1|Xt+1, Y∗t )G

T
t+1 −Gt+1E(Xt+1|Xt+1, Y∗t )X̂

T
t F

T
t G

T
t+1
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−Gt+1FtX̂tE(XT
t+1|Xt+1, Y∗t )G

T
t+1 +Gt+1FtX̂

2
tF

T
t G

T
t+1 +Gt+1E(Xt+1ε

T
t+1|Xt+1, Y∗t )

−Gt+1FtX̂tE(εTt+1|Xt+1, Y∗t ) + E(εt+1X
T
t+1|Xt+1, Y∗t )G

T
t+1 − E(εt+1|Xt+1, Y∗t )X̂

T
t F

T
t G

T
t+1

+E(ε2t+1|Xt+1, Y∗t )

−[Gt+1X
2
t+1G

T
t+1 −Gt+1Xt+1X̂

T
t F

T
t G

T
t+1 −Gt+1FtX̂tX

T
t+1G

T
t+1 +Gt+1FtX̂

2
tF

T
t G

T
t+1]

= Gt+1X
2
t+1G

T
t+1 −Gt+1Xt+1X̂

T
t F

T
t G

T
t+1 −Gt+1FtX̂tX

T
t+1G

T
t+1 +Gt+1FtX̂

2
tF

T
t G

T
t+1 +Ht+1

−[Gt+1X
2
t+1G

T
t+1 −Gt+1Xt+1X̂

T
t F

T
t G

T
t+1 −Gt+1FtX̂tX

T
t+1G

T
t+1 +Gt+1FtX̂

2
tF

T
t G

T
t+1]

= Ht+1.

Portanto, temos que V ar(et+1|Xt+1, Y∗t ) = Ht+1.

Observação 5.12. A penúltima igualdade é obtida devido aos seguintes fatos:
i) E(εt+1|Xt+1, Y∗t ) = 0, E(εTt+1|Xt+1, Y∗t ) = 0, e E(ε2t+1|Xt+1, Y∗t ) = Ht+1;
ii) E(Xt+1|Xt+1, Y∗t ) = Xt+1 o que implica que E(X2

t+1|Xt+1, Y∗t ) = X2
t+1;

iii) Utilizamos também os mesmos argumentos dados na observação (5.10).

Desta maneira, a distribuição P(et+1|Xt+1, Y∗t ) é dada por:

(et+1|Xt+1, Y∗t ) ∼ N(Gt+1(Xt+1 − FtX̂t), Ht+1.) (5.27)

Assim, no tempo t + 1, quando uma nova observação Yt+1 torna-se avaliada, podemos
atualizar o vetor de estado obtendo a nova distribuição à posteriori P(Xt+1|Y∗t+1) a qual é
equivalente à distribuição P(Xt+1| et+1, Y∗t ). E essa última distribuição é obtida a partir do
Teorema de Bayes, utilizando-se as distribuições de (Xt+1|Y∗t ), e de (et+1|Xt+1, Y∗t ), as quais
são dadas, respectivamente, pelas expressões (5.25) e (5.27). Usamos o Teorema de Bayes da
seguinte forma:

P(Xt+1|Yt+1, Y∗t ) =
P(et+1|Xt+1, Y∗t )× P(Xt+1|Y∗t )∫

Xt+1

P(et+1, Xt+1|Y∗t )dXt+1

· (5.28)

Essa equação descreve a distribuição à posteriori quando avaliada a observação Yt+1. Quando
computada a distribuição à posteriori P(Xt+1|Y∗t+1), retornamos ao passo inicial de recursão,
dado na expressão (5.22), considerando-a como uma distribuição à posteriori inicial para o
tempo t + 1. Iniciando, assim, um novo ciclo para o cálculo de outra nova distribuição à
posteriori P(Xt+2|Y∗t+2) utilizando para seu cálculo a distribuição à priori P(Xt+2|Y∗t+1).

No entanto, calcular a distribuição P(Xt+1|Y∗t+1) a partir da equação (5.28) é bastante
complicado. Para driblar essa dificuldade, utilizamos um resultado conhecido da estatística
multivariada, o qual é enunciado pela proposição abaixo.

Proposição 5.2. Sejam X1 e X2 vetores aleatórios com distribuição Normal multivariada
conjunta, então: [

X1

X2

]
∼ N

([
µ1

µ2

]
,

[
Σ11 Σ12

Σ21 Σ22

])
(5.29)

se, e somente se,
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{
X2 ∼ N(µ2, Σ22)

X1|X2 ∼ N(µ1 + Σ12Σ
−1
22 (X2 − µ2), Σ11 −Σ12Σ

−1
22 Σ21) ,

(5.30)

em que Σij são as matrizes da covariância entre os vetores Xi e Xj, isto é, Σij = Cov(Xi, Xj).

E o vetor
[
µ1

µ2

]
é o vetor das médias de X1 e X2.

Agora, com o intuito de usar as distribuições de (Xt+1|Y∗t ), e de (et+1|Xt+1, Y∗t ), para
obter a distribuição de (Xt+1| et+1, Y∗t ) aplicaremos a Proposição 5.2, tomando X1 igual a
et+1 condicionado às observações Y1, Y2, · · · , Yt, e tomando X2 igual a Xt+1 condicionado às
observações Y1, Y2, · · · , Yt. Deste modo, juntamente com a distribuição de (Xt+1|Y∗t ) dada pela
expressão (5.25) e com a primeira equação do sistema (5.30) temos que:{

µ2 = FtX̂t

Σ22 = Pt+1| t
(5.31)

Com a distribuição de (et+1|Xt+1, Y∗t ), dada pela expressão (5.27), em conjunto com a
segunda equação da expressão (5.30) e com a expressão (5.31) obtemos:

µ1 + Σ12Σ
−1
22 (X2 − µ2) = µ1 + Σ12P

−1
t+1| t(Xt+1 − FtX̂t) = Gt+1(Xt+1 − FtX̂t).

Assim, concluímos que: {
µ1 = 0

Σ12 = Gt+1Pt+1| t ,
(5.32)

pois Σ12P
−1
t+1| t = Gt+1.

Também, pela distribuição de (et+1|Xt+1, Y∗t ), dada pela expressão (5.27), em conjunto
com a segunda equação do sistema (5.30) e com a expressão (5.31) obtemos:

Σ11 −Σ12Σ
−1
22 Σ21 = Ht+1

⇔ Σ11 −Gt+1Pt+1| t P
−1
t+1| t (Gt+1Pt+1| t)

T = Ht+1

⇔ Σ11 −Gt+1Pt+1| t P
−1
t+1| t P

T
t+1| tG

T
t+1 = Ht+1

⇔ Σ11 −Gt+1Pt+1| t P
−1
t+1| t Pt+1| tG

T
t+1 = Ht+1

⇔ Σ11 −Gt+1Pt+1| tG
T
t+1 = Ht+1.

Logo, Σ11 = Ht+1 +Gt+1Pt+1| tG
T
t+1.

Observação 5.13. Para obtenção de Σ11, nos cálculos acima, utilizamos o fato de que a matriz
de covariância Pt+1| t é simétrica, isto é, Pt+1| t = P T

t+1| t.

Deste modo, aplicando a Proposição 5.2, em que tomamos X1 igual a et+1, X2 igual a Xt+1,
e condicionando às observações Y∗t = (Y1, Y2, · · · , Yt) obtemos:
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([
et+1

Xt+1

]∣∣∣∣Y∗t) ∼ N

([
0

FtX̂t

]
,

[
Ht+1 +Gt+1Pt+1| tG

T
t+1 Gt+1Pt+1| t

Pt+1| tG
T
t+1 Pt+1| t ,

])
, (5.33)

ou equivalentemente:

([
Xt+1

et+1

]∣∣∣∣Y∗t) ∼ N

([
FtX̂t

0

]
,

[
P T
t+1| t Pt+1| tG

T
t+1

Gt+1Pt+1| t Ht+1 +Gt+1Pt+1| tG
T
t+1

])
. (5.34)

Aplicando a ida da Proposição 5.2, na expressão 5.34 acima, obtemos a distribuição de
(Xt+1| et+1, Y∗t ) dada por:

(Xt+1| et+1, Y∗t ) ∼ N(X̂t+1, Pt+1) ,

em que,

X̂t+1 = FtX̂t + Pt+1| tG
T
t+1(Ht+1 +Gt+1Pt+1| tG

T
t+1)

−1︸ ︷︷ ︸
Kt+1

(et+1 − 0)

= FtX̂t +Kt+1(et+1) = FtX̂t +Kt+1(Yt+1 − Ŷt+1| t)

= FtX̂t +Kt+1(Yt+1 −Gt+1X̂t+1| t).

Podemos reescrever essa expressão da seguinte maneira:

X̂t+1 = X̂t+1| t +Kt+1(Yt+1 −Gt+1X̂t+1| t) , (5.35)

em que Kt+1 = Pt+1| tG
T
t+1(Ht+1 +Gt+1Pt+1| tG

T
t+1)

−1.

Também, temos que:

Pt+1 = Pt+1| t − Pt+1| tG
T
t+1(Ht+1 +Gt+1Pt+1| tG

T
t+1)

−1︸ ︷︷ ︸
Kt+1

Gt+1Pt+1| t

= Pt+1| t −Kt+1Gt+1Pt+1| t

= (I −Kt+1Gt+1)Pt+1| t.

Deste modo, obtemos seguinte equação:

Pt+1 = (I −Kt+1Gt+1)Pt+1| t. (5.36)

Substituindo a equação (5.24) na equação(5.36), temos que:

Pt+1 = (I −Kt+1Gt+1)(FtPtF
T
t +Rt+1Qt+1R

T
t+1) , (5.37)

Como a distribuição de (Xt+1| et+1, Y∗t ) é equivalente a distribuição de (Xt+1|Y∗t+1), pode-
mos obter a desejada distribuição à posteriori, a qual é dada por:

(Xt+1|Y∗t+1) ∼ N(X̂t+1, Pt+1) ,
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em que X̂t+1 e Pt+1 são expressos, respectivamente, pelas equações (5.35) e (5.37).
As equações (5.35) e (5.37) são usadas para atualizar a média e a matriz de covariância do

vetor de estado Xt+1 quando uma nova observação Yt+1 torna-se avaliada.
A estimativa atualizada X̂t+1 do vetor de estado é a soma de uma estimativa projetada,

usando observações até o tempo t, com o erro de previsão um passo a frente ponderado por
uma matriz Kt+1, denominada Ganho de Kalman.

Podemos concluir que o filtro de Kalman é um procedimento recursivo que consiste em gerar
uma estimativa do vetor estado, a qual será corrigida com base em uma nova observação para
a obtenção de uma nova estimativa um passo a frente. O tamanho da correção é determinada
pelo quão bem a estimativa preliminar prevê a nova observação.

Observação 5.14.
i) O Ganho de Kalman, matriz Kt+1, pode ser vista como o coeficiente da Regressão de

Mínimos Quadrados de Xt+1 sobre o erro de previsão et+1, condicionado às observações
Y∗t .

ii) Assim, a média da distribuição à posteriori de (Xt+1| et+1, Y∗t ), X̂t+1, é a função de re-
gressão de Xt+1 sobre et+1.

5.3.1 Resumo das recursões do Filtro de Kalman

Dado o sistema de espaço de estados:

Yt = GtXt + εt, εt ∼ N(0, Ht)

, t ∈ Z ,
Xt+1 = FtXt +Rt+1ηt+1, ηt ∼ N(0, Qt)

em que E[ηtε
T
s ] = 0, ∀ t, s ∈ Z.

Definimos:

X̂t = E[Xt|Y1, Y2, · · · , Yt] = X̂t = E[Xt|Y∗t ];
Pt = V ar(Xt|Y∗t ) = E[(Xt − X̂t)(Xt − X̂t)

T ].

A recursão inicia a partir da escolha, no tempo zero, das estimativas da média e da variância
do vetor de estado inicial X0, respectivamente, denotados por X̂0 e P0.

As estimativas do vetor de estado e da matriz de covariância, no tempo t+1, com observações
avaliadas até o tempo t, X̂t+1| t e Pt+1| t, são dadas pelas equações de atualização temporal, que
são citadas a seguir.

Equações de Atualização Temporal

X̂t+1| t = FtX̂t;

Pt+1| t = FtPtF
T
t +Rt+1Qt+1R

T
t+1.

Deste modo, temos que P(Xt+1|Y∗t ) ∼ N(X̂t+1| t, Pt+1| t) ,
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Seja Kt+1 = Pt+1| tG
T
t+1(Ht+1 + Gt+1Pt+1| tG

T
t+1)

−1 a matriz ganho de Kalman. Caso uma
nova observação seja avaliada no tempo t+ 1, então obtemos X̂t+1 e Pt+1, a partir da correção,
respectivamente, de X̂t+1| t e de Pt+1| t pelas equações de atualização das medidas, as quais são
citadas abaixo.

Equações de Atualização das Medidas

X̂t+1 = X̂t+1| t +Kt+1(Yt+1 −Gt+1X̂t+1| t);

Pt+1 = Pt+1| t −Kt+1Gt+1Pt+1| t.

Assim, temos que P(Xt+1|Y∗t+1) ∼ N(X̂t+1, Pt+1) ,

As recursões do filtro de Kalman seguem o esquema abaixo:

Escolhidos X̂0 e P0;
↓

Atualização Temporal(predição)
(1) Projetar o estado à frente

do tempo (estimar);

X̂t+1| t = FtX̂t

(2) Projetar a matriz de covariância
à frente do tempo;

Pt+1| t = FtPtF
T
t +Rt+1Qt+1R

T
t+1

�

Atualização das Medidas(correção)
(1) Computar o ganho de Kalman;

Kt+1 = Pt+1| tG
T
t+1(Ht+1 +Gt+1Pt+1| tG

T
t+1)

−1

(2) Atualizar a estimativa do estado
com a medida Yt+1;

X̂t+1 = X̂t+1| t +Kt+1(Yt+1 −Gt+1X̂t+1| t)

(3) Atualizar a matriz de covariância;

Pt+1 = Pt+1| t −Kt+1Gt+1Pt+1| t

Observação 5.15. Em resumo, escolhidos X̂0 e P0, a média e a matriz de covariância do estado
inicial X0, o filtro de Kalman, para cada t ∈ Z>, fornece uma estimativa X̂t+1| t do vetor de
estado Xt+1 com base nas observações até o tempo t. Em seguida, essa estimativa é corrigida
a partir da atual observação Yt+1, fornecendo uma a correção X̂t+1 que será utilizada para a
atualização temporal da estimativa X̂t+1| t, isto é, iniciando um novo ciclo com o cálculo da
estimativa X̂t+2| t+1 do vetor de estado Xt+2 com base nas observações até o tempo t+1.

Com a estimativa X̂t+1| t do vetor de estado Xt+1, podemos obter uma estimativa para a
observação Yt+1, com base nas observações até o tempo t, da seguinte maneira:

Pela equação de observação (5.19), uma observação avaliada no tempo t+1, Yt+1, é descrita
pela seguinte equação:

Yt+1 = Gt+1Xt+1 + εt+1 (5.38)

Agora, tomando a esperança em ambos os lados da equação (5.38) e condicionando a Y∗t ,
isto é, condicionando às observações até o tempo t, temos que:
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Ŷt+1| t = Gt+1X̂t+1| t,

em que Ŷt+1| t é uma estimativa para a observação Yt+1, com base nas observações até o tempo
t.

Dispondo das n estimativas (Ŷ1|0, Ŷ2|1, · · · , Ŷn|n−1) de uma amostra de observações, geradas
pelas recursões do filtro de Kalman, (Y1, Y2, · · · , Yn), podemos calcular a função de verossimi-
lhança do processo considerado (ver Subseção 5.3.2).

Dessa maneira, poderemos estimar os parâmetros dos processos a partir da maximização
da função de Verossimilhança, como exemplo na literatura temos o estimador de Fox e Taqqu
(1986) que utiliza uma aproximação para a função de autocovariância do processo, proposta
por Whittle (1951).

Para o caso de um processo representado por um modelo de espaço de estados gaussiano,
dado pelas equações (5.19) e (5.20), queremos obter a função de Máxima Verossimilhança dado
um vetor de parâmetros Θ que pode conter como elementos a serem estimados, por exemplo, os
parâmetros do processo gerador das observações (Y1, Y2, · · · ). Neste trabalho, estamos interessa-
dos em estudar a estimação dos parâmetros de um processo k-Factor-GARMA(p,u,λ, q), assim
teríamos que Θ = {φ1, · · · , φp ,u,λ, θ1, · · · , θq}, em que u = (u1, · · · , uk)T , λ = (λ1, · · · , λk)T ,
φ(·) e θ(·) são os polinômios de graus p e q, respectivamente, definidos pelas equações dadas
em (3.8).

Em seguida, encotramos uma expressão para a função de verossimilhança para um processo
linear gaussiano representado em espaço de estados.

5.3.2 Função de Verossimilhança

Dada uma série temporal (Y0, Y1, · · · , Yn) de um processo linear gaussiano, assumimos que
os ruídos {ηt}t∈Z e {εt}t∈Z são vetores normais independentes e que o vetor de estado inicial tem
distribuição N( X̂0,P0 ) em que X̂0, e P0 são conhecidos. Então, a função de verossimilhança é
dada por:

L(Θ;Y0, Y1, · · · , Yn) = P(Y0, Y1, · · · , Yn)) = P(Y0)
n∏
t=1

P(Yt|Y∗t−1).

Na prática utilizamos o logaritmo da função de verossimilhança:

logL(Θ;Y0, Y1, · · · , Yn) =
n∑
t=0

P(Yt|Y∗t−1),

em que P(Y0|Y∗−1) = P(Y0).

Assim, para o modelo gaussiano de espaço de estados , dado pelas equações (5.19) e (5.20),
temos que a distribuição de (Yt|Y∗t−1) é normal com média dada por:

E(Yt|Y∗t−1) = E(GtXt + εt|Y∗t−1)
= E(GtXt|Y∗t−1) + E(εt|Y∗t−1) = GtE(Xt|Y∗t−1)
= GtX̂t| t−1
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Também, temos que a matriz de covariâncias de (Yt|Y∗t−1) é dada por:

V ar(Yt|Y∗t−1) = E(Y 2
t |Y∗t−1)− E2(Yt|Y∗t−1)

= E[(GtXt + εt)(GtXt + εt)
T |Y∗t−1]− (GtX̂t| t−1)

2

= E[(GtXt(GtXt)
T |Y∗t−1] + E(GtXtε

T
t |Y∗t−1)

+E[εt(GtXt)
T |Y∗t−1] + E(ε2t |Y∗t−1)− (GtX̂t| t−1)(GtX̂t| t−1)

T

= GtE(X2
t |Y∗t−1)GT

t +GtE(Xtε
T
t |Y∗t−1)

+E(εtX
T
t |Y∗t−1)GT

t +Ht −GtX̂
2
t| t−1G

T
t

= GtE(X2
t |Y∗t−1)GT

t +Ht −GtE2(Xt|Y∗t−1)GT
t

= Gt[E(X2
t |Y∗t−1)− E2(Xt|Y∗t−1)]GT

t = GtV ar(Xt|Y∗t−1)GT
t +Ht

= GtPt| t−1G
T
t +Ht.

Logo, P(Yt|Y∗t−1) ∼ N(GtX̂t| t−1, GtPt| t−1G
T
t +Ht).

Portanto, a função densidade de probabilidade de (Yt|Y∗t−1) é dada por:

P(Yt|Y∗t−1) = (2π)−w/2(det[V ar(Yt|Y∗t−1)])−1/2 exp

{
−1

2
[Yt − E(Yt|Y∗t−1)]T

× (V ar(Yt|Y∗t−1))−1[Yt − E(Yt|Y∗t−1)]
}
. (5.39)

Substituindo as respectivas média e variância de (Yt|Y∗t−1), na equação (5.39), obtemos:

P(Yt|Y∗t−1) = (2π)−w/2(det[GtPt| t−1G
T
t +Ht])

−1/2 exp

{
−1

2
[Yt − (GtX̂t| t−1)]

T

}
× (GtPt| t−1G

T
t +Ht)

−1[Yt − (GtX̂t| t−1)],
para t ∈ Z>.

Com isso, temos que a função de verossimilhaça do modelo gaussiano de espaço de estados
para uma série temporal (Y0, Y1, · · · , Yn) é dada por:

L(Θ;Y0, Y1, · · · , Yn) = (2π)
−(n+1)w

2

(
n∏
t=0

det[GtPt| t−1G
T
t +Ht]

)−1/2
× exp

{
−1

2

n∑
t=0

[Yt − (GtX̂t| t−1)]
T (GtPt| t−1G

T
t +Ht)

−1[Yt − (GtX̂t| t−1)]

}
O logaritmo da função de verossimilhança é dada por:

logL(Θ;Y0, Y1, · · · , Yn) =
−(n+ 1)w

2
log(2π)− 1

2

n∑
t=0

log(det[GtPt| t−1G
T
t +Ht])

−1

2

n∑
t=0

[Yt − (GtX̂t| t−1)]
T (GtPt| t−1G

T
t +Ht)

−1[Yt − (GtX̂t| t−1)],

para t ∈ Z>.
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Observação 5.16. Na literatura, é bastante comum reescrevermos a função de verossimilhança
em função do Erro de previsão et. Desta maneira, podemos reescrever a equação (5.39) por:

P(Yt|Y∗t−1) = (2π)−w/2(det[V ar(Yt|Y∗t−1)])−1/2 exp
{
−1

2
[et]

T × (V ar(Yt|Y∗t−1))−1[et]
}
.

Isso se deve ao fato de que Yt − E(Yt|Y∗t−1) = Yt − Ŷt| t−1 = et.

Calculando a variância de et, obtemos:

Var(et) = Var(Yt − Ŷt| t−1)
= E[Yt − Ŷt| t−1 − E(Yt − Ŷt| t−1)]2

= E[Yt − Ŷt| t−1]2 = E[Yt − E(Yt|Y∗t−1)]2

= V ar(Yt|Y∗t−1).

Deste modo, se denotarmos Σt = V ar(et), podemos reescrever o logaritmo da função de
verossimilhança de um modelo gaussiano da seguinte maneira:

logL(Θ;Y0, Y1, · · · , Yn) =
−(n+ 1)w

2
log(2π)− 1

2

n∑
t=0

[
log(detΣt) + eTt (Σt)

−1et
]
,

para t ∈ Z>.
Essa representação foi dada, primeiramente, por Schweppe (1965) e referida como a decom-

posição do erro de previsão por Harvey (1989).

Podemos notar que Σt e et são calculados recursivamente pelas equações do filtro de Kalman,
assim, podemos computar o logaritmo da função de verossimilhança a partir das saídas desse
filtro.

Da mesma forma, a partir das recursões do filtro de Kalman é possível calcular a função
de verossimilhança e, a partir delas, implementar um algoritmo otimizador para o vetor de
parâmetros desconhecidos Θ do processo. No entanto, implementar esse algoritmo para ma-
ximizar a função de verossimilhança para os modelos ARFIMA, GARMA e k-factor-GARMA,
com parâmetros de longa dependência, parece ser inviável computacionalmente, visto que suas
representações em espaço de estados têm dimensão infinita. No paper de Chan e Palma (1998),
é mostrado que apesar de processos de longa dependência terem representações em espaço de
estados de dimensão infinita, a função de máxima verossimilhança exata, pelo uso do filtro de
Kalman, pode ser computada, recursivamente, em um número finito de passos.

A seguir, enunciamos um Teorema cuja demonstração é encontrada no paper de Chan e
Palma (1998) (Teorema 2.2) referente à computação da função de máxima verossimilhança
exata de uma amostra finita de um modelo ARFIMA(p, d, q).

Teorema 5.5. Seja {Y0, Y1, · · · , Yn−1} uma série temporal de n elementos do processo ARFIMA
(p, d, q). Se P0 é a variância do vetor de estado inicial X0 para uma representação de dimensão
infinita, então a computação da função de verossimilhança depende apenas dos primeiros n
componentes das equações de Kalman.
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Como consequência dos resultados obtidos por Chan e Palma (1998), podemos concluir que,
para os processos (causais) GARMA e k-Factor GARMA com parâmetros de longa dependência,
é possível computar, recursivamente em um número finito de passos, a função de máxima
verossimilhança exata utilizando o filtro de Kalman. Isto significa que, para a avaliação da
função de máxima verossimilhança exata, necessitamos somente dos primeiros n componentes
do vetor de estado. Assim, os infinitos componentes restantes desse vetor podem ser omitidos
para as computações.

A seguir, estendemos os resultados do Teorema 2.2 de Chan e Palma (1998), para os pro-
cessos GARMA e k-Factor GARMA.

Proposição 5.3. Seja {Y0, Y1, · · · , Yn−1} uma série temporal de n elementos do processo
GARMA(p, u, λ, q)(causal). Se P0 é a variância do vetor de estado inicial X0 para uma re-
presentação de dimensão infinita, então a computação da função de verossimilhança depende
apenas dos primeiros n componentes das equações de Kalman.

Da mesma forma, é obtido o seguinte resultado para os processos k-Factor GARMA(p,u,λ, q):

Proposição 5.4. Seja {Y0, Y1, · · · , Yn−1} uma série temporal de n elementos do processo k-
Factor GARMA(p,u,λ, q)(causal). Se P0 é a variância do vetor de estado inicial X0 para uma
representação de dimensão infinita, então a computação da função de verossimilhança depende
apenas dos primeiros n componentes das equações de Kalman.

As demonstrações das Proposições 5.3 e 5.4 são equivalentes a demonstração do Teorema
2.2 de Chan e Palma (1998) e por esse motivo serão omitidas.

Para mais detalhes sobre a função de máxima verossimilhança de um processo gaussiano,
ver Brockwell e Davis (2006), Morettin e Toloi (2004), Chan e Palma (1998) e Palma (2007).
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Capítulo 6

Conclusões e Trabalhos Futuros

6.1 Conclusões
Em suma, verificamos com este trabalho que os processos fracionários generalizados são

uma generalização dos processos ARFIMA(p, d, q). Os processos k-Factor GARMA(p,u,λ, q),
em particular, são processos que apresentam k singularidades na função densidade espectral
no intervalo [0, π], as quais ocorrem não necessariamente na origem. Em contraste, o processo
precursor ARFIMA(p, d, q) apresenta apenas uma ilimitação nesse intervalo, a qual ocorre na
origem. Deste modo, os processos k-Factor GARMA(p,u,λ, q) podem modelar uma quantidade
maior de séries temporais comparado com os modelos antecessores.

Por outro lado, observamos que filtro de Kalman é um procedimento recursivo formado por
um conjunto de equações que, a cada iteração, fornece uma estimativa do vetor de estados não
observado de um sistema de espaço de estados. Além disso, temos que um processo k-Factor
GARMA(p,u,λ, q) causal pode ser representado por um sistema de espaço de estados. Deste
modo, podemos utilizar as estimativas do vetor de estados produzidas pelo filtro de Kalman
para gerar as estimativas das observações de uma série temporal do processo, possilibilitando o
cálculo da função de verossimilhança dessa série. No Capítulo 4, apresentamos como representar
os processos fracionários generalizados causais em sistema de espaço de estados.

Podemos notar que um processo k-Factor GARMA(p,u,λ, q) causal, quando apresenta a
propriedade de longa dependência, tem representação em sistema de espaço de estados de
dimensão infinita. Esse fato, do ponto de vista computacional, acarreta na criação de um algo-
ritmo para a computação da função de verossimilhança que necessita de uma imensa quantidade
de cálculos, o que é bastante inviável. Por esse motivo, estendemos o Teorema 2.2 de Chan e
Palma (1998) para os processos k-Factor GARMA(p,u,λ, q), que nos permite, com um número
finito de passos, computar, recursivamente, a função de verossimilhança exata desse processo
com uso do filtro de Kalman.

Portanto, podemos concluir que a partir da representação em espaço de estados de um pro-
cesso k-Factor GARMA(p,u,λ, q) causal podemos obter, recursivamente, a função de verossi-
milhança desse processo através do filtro de Kalman em um número finito de passos, inclusive
quando a representação do processo tiver dimensão infinita. Com isso, podemos maximizar
a função de verossimilhança como função do vetor de parâmetros desconhecidos do processo
Θ = {φ1, · · · , φp ,u,λ, θ1, · · · , θq}, em que φ(·) e θ(·) são os polinômios de graus p e q, respec-
tivamente, definidos pelas equações dadas em (3.8), com a finalidade de encontrar estimadores
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para estes parâmetros.

6.2 Trabalhos Futuros
Devido à constatação de que é possível obtermos a função de verossimilhança dos processos

k-Factor GARMA(p,u,λ, q) causal via modelo de espaço de estados, é de grande interesse
a implementação de um algoritmo otimizador dessa função para um trabalho futuro, com a
finalidade de calcular os estimadores para os parâmetros do modelo. A seguir, citamos algumas
idéias para novos trabalhos:
i) Estender o estimador de Fox e Taqqu (1986) e Beran (1994) para os processos k-Factor

GARMA(p,u,λ, q).
ii) Comparar nosso estimador (via espaço de estados e filtro de Kalman) com o estimador de

máxima verossimilhança proposto por Fox e Taqqu (1986).
iii) Através de Simulações de Monte Carlo, comparar os vários estimadores utilizando o vício,

o erro quadrático médio e a variância.
iv) Fazer previsão dos futuros valores de uma série temporal.
vi) Aplicação da teoria a séries de dados reais.
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