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RESUMO 

A segmentação de imagens consiste em urna tarefa de fundamental importância para 
diferentes aplicações em visão computacional, tais como por exemplo, o reconhecimento 
e o rastreamento de objetos, a segmentação de tomores/lesões em aplicações médicas, 
podendo também servir de auxílio em sistemas de reconhecimento facial. Embora exista 
uma extensa literatora abordando o problema de segmentação de imagens, tal tópico ainda 
continua em aberto para pesquisa. Particularmente, a tarefa de segmentar imagens colori
das é desafiadora devido as diversas inomogeneidades de cor, texturas e formas presentes 
nas feições descritivas das imagens. Este trabalho apresenta um novo método de cluste
ring para abordar o problema da segmentação de imagens coloridas. Nós desenvolvemos 
uma abordagem Bayesiana para procura de máximos de densidade em urna distribui
ção discreta de dados, e representamos os dados de forma hierárquica originando clusters 
adaptativos a cada nível da hierarquia. Nós aplicamos o método de clustering proposto no 
problema de segmentação de imagens coloridas, aproveitando sua estrutura hierárquica, 
baseada em propriedades de árvores direcionadas, para representar hierarquicamente uma 
imagem colorida. Os experimentos realizados revelaram que o método de clustering pro
posto, aplicado ao problema de segmentação de imagens coloridas, obteve para a medida 
de performance Probabilistic Rand lndex (PRI) o valor de 0.8148 e para a medida Glo
bal Consistency Error (GCE) o valor 0.1701, superando um total de vinte e um métodos 
previamente propostos na literatura para o banco de dados BSD300. Comparações visu
ais confirmaram a competitividade da nossa abordagem em relação aos demais métodos 
testados. Estes resultados enfatizam a potencialidade do nosso método de clustering para 
abordar outras aplicações no domínio de Visão Computacional e Reconhecimento de Pa
drões. 

Palavras-chave: Clustering, Segmentação de imagens coloridas, Árvores direciona
das, Teoria de decisão Bayesiana. 



ABSTRACT 

Irnage segmentation is an essential task for severa! computer vision applications, such 
as object recognition, tracking and image retrieval. Although extensively studied in the 
literature, the problem of image segmentation remains an open topic of research. Partic
ularly, the task of segmenting color images is challenging due to the inhomogeneities in 
the color regions encountered in natural scenes, often caused by the shapes of surfaces 
and their interactions with the illumination sources (e.g. causing shading and highlights) 
This work presents a novel non-supervised classification method. We develop a Bayesian 
framework for seeking modes on the underlying discrete distribution of data and we rep
resent data hierarchically originating adaptive clusters at each levei of hierarchy. We 
apply the prnposal clustering technique for tackling the problem of color irnage segmen
tation, taking advantage of its hierarchical structure based on hierarchy properties of di
rected trees for representing fine to coarse leveis of details in an image. The experiments 
herein conducted revealed that the proposed clustering method applied to the color im
age segmentation problem, achieved for the Probabilistic Rand Index (PRI) performance 
measure the value of 0.8148 and for the Global Consistency Error (GCE) the value of 
0.1701, outperforming twenty-three methods previously proposed in the literature for the 
BSD300 dataset. Visual comparison confirmed the competitiveness of our approach to
wards state-of-art methods publicly available in the literature. These results emphasize 
the great potential of our proposed clustering technique for tackling other applications in 
computer vision and pattem recognition. 

Keywords: Clustering, color image segmentation, directed trees, Bayesian decision 
theory. 
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1 INTRODUÇÃO 

De forma geral, uma imagem digital pode ser representada por uma função discreta 

I(m, n) = X;, cujas coordenadas (m, n) identificam um ponto na imagem denominado 

de pixel (GONZALEZ; WOODS, 2002). Uma imagem I possui M x N pixels, de modo 

que m = 1, 2, ... , M e n = 1, 2, ... , N. Nesta representação, o valor de X; E JRD no 

pixel identificado pelas coordenadas ( m, n) corresponde a uma característica da imagem 

I cujo significado ffsico depende do contexto em que essa imagem é adquirida. Por 

exemplo: em uma imagem de ressonância magnética, X; corresponde ao valor do sinal i 

associado à magnetização de um determinado volume; em uma imagem de raios-X digital, 

X; é proporcional à atenuação dos fótons gerados por uma fonte emissora (GONZALEZ; 

WOODS, 2002). 

Para o sistema visual humano, uma imagem não é apenas um conjunto arbitrário de 

pixels, mas sim, um arranjo significativo de regiões e objetos. A Figura 1 mostra um 

conjunto de imagens. Apesar da grande variabilidade de informações contidas nestas 

imagens, de forma geral, pode-se argumentar que seres humanos não tem problemas 

em interpretá-las: em (a), identifica-se um avião que voa sob um céu nublado, em (b), 

identificam-se três ursos na beira de um córrego e em (c), identifica-se um homem que 

trabalha. Mesmo que algum aspecto interpretativo deste conjunto de imagens tenha sido 

omitido, é razoável supor que seres humanos possam concordar acerca dos diferentes 

objetos, animais, cenários contidos nestas imagens. 

No início do século 20, a qualidade de agrupamento do sistema visual humano, foi ex

tensivamente estudada por psicólogos seguidores da escola Gestalt (MALIK et al., 2001). 



20 

Figura 1: Conjunto de imagens exemplo (MARTIN et al., 2001). 

Eles identificaram diversos fatores relacionados a percepção visual humana de agrupa

mento: similaridade, proximidade, continuidade, simetria, paralelismo, a necessidade por 

fechamento, e familiaridade. Em llmbito de visão computacional, tais fatores vem sendo 

usados como guia para o estudo de muitos algoritmos de agrupamento e, em especial, 

para a investigação do problema de segmentação de imagens (MALIK et al., 2001). 

A segmentação de imagens consiste em uma etapa fundamental para aplicações em 

visão computacional (PAL; PAL, 1993). Por exemplo: um carro autônomo deverá seg

mentar as imagens adquiridas por suas cllmeras para saber se é possível fazer um deter

minado retorno em uma via. Em medicina, para realizar a quantificação de volume de 

tumores, tipicamente faz-se uso de algoritmos de segmentação aplicados às modalidades 

de Ressonância Magnética e Tomografia Computadorizada Em Sensoriamento remoto, é 

possível estimar, via segmentação seguida da operação de subtração, se houve ou não al

teração em uma determinada região rural de um ano para outro. Posto que a segmentação 

representa uma tarefa inicial em um sistema visual, o resultado das etapas consecutivas 

de processamento dessas aplicações são altamente dependentes da qualidade iiú.cial da 

segmentação (PAL; PAL, 1993). 

A segmentação consiste no processo de particionamento de uma imagem colorida I 

em regiões que não se interseccionam, tal que cada região é homogênea e a intersecção 
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(a) (b) 

Figura 2: Exemplo de segmentação de uma imagem colorida. Em (a) apresenta-se a 
imagem original e em (b) apresenta-se a respectiva segmentação delimitada por contornos. 
Na imagem origjnal o número de segmentos (partições) é igual ao número de pixels da 
imagem. Na imagem segmentada o número de segmentos é igual a nove (MARI'IN et al., 
2001). 

de duas regiões distintas deve ser vazia. A Figura 2 mostra um exemplo de segmentação 

para uma imagem colorida J. Nota-se que na imagem origjnal (Figura 2 (a)) o número de 

segmentos (partições) é igual ao número de pixels da imagem, enquanto que o número de 

partições da imagem segmentada (Figura 2 (b)) é igual a nove. 

Formalmente, pode-se definir o problema de segmentação de imagens como um pro

cesso de particionamento da imagem 1 em um conjunto de regiões { R1, ~' ... , RJ}, tal 

que: 
JS,.MxN 

U R; =1 com R;tnR; = 0,j' :;'j. (1) 
j=l 

De forma geral, como já exposto em parágrafos anteriores, embora seja razoável su

por que seres humanos consigam concordar acerca dos diferente objetos em uma cena, a 

segmentação de uma imagem tende a ser uma tarefa subjetiva (UNNIKRISHNAN; PAN

TOFARU; HEBERT, 2007). A Figura 3 apresenta um exemplo retirado do banco de dados 

BSD300 (MARTIN et al., 2001). Neste banco de dados, diferentes sujeitos realizaram a 

tarefa de segmentar imagens coloridas de forma manual. Na Figura 3 observa-se que para 

a mesma imagem original (a) do avião, há cinco diferentes segmentações manuais, res-

pectivamente (b), (c), (d), (e) e (f). A tarefa da segmentação é considerada, portanto, como 

um problema mal definido, uma vez que há muitas possíveis soluções válidas para uma 

mesma imagem original (UNNIKRISHNAN; PANTOFARU; HEBERT, 2007). Nota-se, 

no entanto, que embora cada segmentação tenda a ser única (com mais ou menos detalhes 
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em destaque), o avião (objeto saliente) esta presente em todas as imagens segmentadas 

manualmente. Tal observação permite que algoritmos de segmentação de imagens pos

sam ser avaliados de forma qualitativa, e também quantitativa, como argumentaremos nos 

próximos Capítulos. 

(a) (b) (c) 

(d) (e) (f) 

Figura 3: Exemplos de segmentação manual (MARI'IN et al., 2001). 

Neste trabaJho, nós apresentamos um novo algori1mo de clustering e nós o utilizamos 

para resolver o problema de segmentação de imagens coloridas. Nós modificamos o mé

todo baseado em teoria de grafos proposto por (KOON'IZ; NARENDRA; FUKUNAGA, 

1976), de procura de máximos de densidade de uma distribuição de dados discreta, desen

volvendo uma formulação Bayesiana para modelar e detectar os máximos de densidade 

de uma distribuição de características (e.g. cores) de uma imagem colorida. Uma re

presentação hierarquica de uma distribuição de características de uma imagem é obtida 

baseada na hierarquia de árvores direcionadas. A seguir, nodos da estrutura hierárquica 

de árvores direcionadas são unidos iterativamente, formando agrupamentos (do inglês, 

clusters) de características de uma imagem e as probabilidades a priori associadas a estes 

agrupamentos são atualizadas iterativamente até a convergência do algoritmo proposto. 

Nossa proposta hierárquica baseada em árvores direcionadas representa um espaço 

de feições (espaço de características) com diferentes níveis de detalhes em cada nível 

hierárquico. As características representadas em níveis com maiores detaJhes (i.e. nos ní-
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veis mais baixos da hierarquia) estão associados a características representadas em níveis 

com menores detalhes (i.e. nos níveis mais altos da hierarquia), originando um aninha

mento de nodos do tipo raiz de árvores direcionadas em diferentes níveis de hierarquia. 

Nós exploramos configurações adequadas para utilizar o método proposto no problema 

de segmentação de imagens coloridas, incluindo extração de características, uma etapa de 

inicialização e medidas de similaridade. 

As principais contribuições deste trabalho são enumeradas a seguir: 

1. Urna nova abordagem Bayesiana para procura de máximos de densidade de uma 

distribuição de dados é proposta, na qual a probabilidade a posteriori associada a 

cada amostra dos dados é computada utilizando uma mistura de Gaussianas multi

variadas; 

2. Com base no esquema proposto, vetores de dados distintos serão associados a di

ferentes clusters descritos por misturas de Gaussianas com diferentes números de 

componentes Gaussianas multivariadas. Sendo assim, nosso método não limita o 

número de componentes Gaussianas em uma mistura representando um cluster, tal 

como em métodos típicos de estimação de misturas de Gaussianas; 

3. Nós propomos também um procedimento iterativo para construção de clusters, ori

ginando uma estrutura hierárquica para representação de características de uma 

imagem; 

4. Aplicando a técnica de clustering desenvolvida para resolver o problema de seg

mentação de imagens coloridas, urna abordagem não supervisionada para segmen

tação de imagens é proposta, com grande potencial para superar diversas técnicas do 

estado-da-arte em termos de medidas de desempenho tipicamente utilizadas dentro 

da área. 

Esta dissertação organiza-se nos Capítulos a seguir. No Capítulo 2, nós apresentamos 

uma breve introdução aos fundamentos de reconhecimento de padrões, defiuindo alguns 

conceitos, tais como o vetor característico e a definição do que é um algoritmo de cluste

ring. No Capítulo 3, nós revisamos a literatura disponível usada para resolver o problema 
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de segmentação de imagens, incluindo métodos historicamente relevantes e métodos re

centemente publicados. No Capítulo 4, nós apresentamos a fundamentação teórica utili

zada para construção da abordagem proposta. No Capítulo 5, nós apresentamos o método 

proposto das Árvores Bayesianas Adaptativas aplicado ao problema de segmentação de 

imagens coloridas. No Capítulo 6, nós avaliamos o método proposto utilizando imagens 

coloridas do banco público de dados BSD300 (MARTIN et ai., 2001), realizando uma va

riedade de experimentos diferentes. Nos Capítulos finais 7 e 8, nós discutimos os nossos 

resultados e apresentamos as nossas conclusões. 
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2 CONCEITOS BÁSICOS EM RECONHECIMENTO DE PA-

DRÕES 

Neste Capítulo iremos convencionar termos recorrentes que serão de fundamental irn-

portância para o entendimento dos demais Capítulos desta dissertação. A notação ma-

temática aqui defiuida persistirá por todo o documento de modo a evitar confusões e 

equívocos de interpretação. 

2.1 Representação de Dados de uma Imagem 

Dada uma imagem I com M x N pixels, e sabendo que J(m, n) = X; é um vetor 

característico (e.g. cor) i no pixel (m, n), podemos escrever uma coleção de M x N 

vetores característicos X;, como o conjunto X = {x1, x 2 , ... , XMxN I X; E ll~P}, com 

m = 1, 2, ... , M, n = 1, 2, ... , N e i = 1, 2, ... , M x N. Esta notação indica que há 

um vetor característico x; associado a cada pixel localizado nas coordenadas ( m, n) na 

imagem!. 

O vetor característico X; corresponde a um conjunto de atributos/feições (do inglês, 

features) que descreve um padrão para um pixel (amostra) observado1• Cada componente 

do vetor X; representa uma característica discriminante diferente para um dado pixel. Uma 

vez construído o vetor X;, o pixel observado poderá ser representado como um ponto 

(vetor) em um espaço vetorial de D dimensões. Tal espaço é denominado espaço de 

feições (do ing!ês,feature space ). 

1 Nesta dissertação os padrões utilizados correspondem a vetores característicos, mas de forma geral não 
há restrição para a definição de padrões, podendo corresponder a séries temporais, grafos, valores ordinários 
e etc (FRIEDMAN; HASTIE; TIBSHIRANI, 2001). 
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A Figura 4 mostra um exemplo representando um espaço de feições de forma gráfica. 

Para cada pixel da imagem colorida em (a), podemos construir um vetor característico 

xt = [R;, Oi, Bi], onde R;, Oi, Bi2 correspondem as componentes de cor: verme1ho 

(H- do inglês, Red), verde (0* do inglês, Green) e azul (B* do inglês, Blue) associados 

ao i-ésimo vetor característico da imagem I no pixel (m, n). Neste caso, o conjunto 

de vetores característicos X possuirá a informação dos canais de cor RGB de todos os 

M x N vetores que forem observados na imagem /. Uma vez que este espaço de cores 

é um espaço de 3 dimensões, pode-se representA-lo graficamente tal como mostrado no 

ítem (b) da Figura 4. Como se observa, os vetores característicos xt associados a cada 

pixel correspondem a pontos com coordenadas [R;, o;, Bi] neste espaço de feições. 

(a) ~"""" =------

200 

1!50 

a) 100 

(b) 

50 

o 
300 

Espaço de Coreo • RGB 

200 
250 300 

o o 50 

Figura 4: Representação do espaço de feições (b) contendo todos os pixels de uma ima
gem colorida (a) (MARTIN et ai., 2001). 

A tarefa de reconhecer padrões de forma artificial, por meio da computação digital, 

refere-se a ação de adivinhar ou prever a natureza desconhecida de um padrão obser

vado (FRIEDMAN; HASTIE; TIBSIDRANI, 2001). A natureza desconhecida de um pa

drão observado é denominado de classel. De forma geral, em reconhecimento de padrões 

busca-se construir uma função F : X ~ n que mapeia o conjunto de vetores caracterís

ticos X= {xt I xt E RP}, com i = 1, ... , M x N, para o conjunto de classes/rótulos 

(do inglês, lobels) n = {w1,~ ... ,wq}. A função mapeadora F é denominada de elas-

2Denotamos as componentes de cor R*. G'" e B* do espaço de cores RGB com um * de modo a 
descrimiDar uma região R da compcmente de cor R*. 

3Para tarefas de classificação aio-supervisionadas, a aatureza de um padrio observado oor.reapoDde a 
um agrupamento (do inglês, clruter). 
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sificador (FRIEDMAN; HASTIE; TIBSHIRANI, 2001). Dado um vetor característico 

Vx. E X, :Jwk E !1 tal que F(x.) = wk. 

De modo a ilustrar os conceitos acima introduzidos, propõem-se o seguinte exemplo: 

solicita-se que um sistema de classificação automático encontre os rótolos dos pixels da 

Figura 5 desconsiderando as bordas da imagem. 

A tarefa do classificador neste exemplo, consiste em dividir o espaço de feições em 

regiões que correspondam a classe dos pixels que se encontram no círculo (que previa

mente sabemos ser identificado pelo rótolo w2), e no retângulo (que previamente sabemos 

ser identificado pelo rótulo w1). Assumindo que não há ruído algum na imagem da Fi-

gura 5, uma solução imediata para este problema pode ser construída extraindo as carac-

terísticas de cor RGB dos pixels da Figura 5. Definindo um vetor característico associado 

a cada pixel da Figura 5 como x, = [R;, a:;, Bi], e sabendo que a cor branca neste espaço 

de cores ocorre quando [R* = 255, G* = 255, B* = 255], pode-se encontrar o rótulo 

correspondente a cada padrão X;, com i = 1, 2, ... , M x N, por meio da expressão: 

se x, = [255, 255, 255], 

caso contrário. 

Logo vê-se que o modo como um classificador F é construído tende a depender for-

temente do problema específico que esta sendo abordado. No exemplo da Figura 5, a 

construção do classificador, com base no cou!Iecimento prévio sobre o espaço de cores 

RGB, revela-se essencial para definir um critério de classificação adequado. Da mesma 

forma, especialistas podem ser consultados sobre: quais são as características ifeatures) 

mais discriminantes para se classificar tumores como malignos ou benignos para fins de 

diagnóstico médico (BERNART; SCHARCANSKI; BAMPI, 2016); para fins de biome

tria (SOLDERA; BEHAINE; SCHARCANSKI, 2015) e para fins de representação de 

textura (LIU et al., 2015). 

Mesmo com o auxílio de especialistas apontando conjuntos de características discri-
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Figura S: Bandeira do Japão utilizada como exemplo de um simples problema de classi
ficação de pixels. 

minantes, é importante ressaltar que erros de classificação são comuns na área de reco-

nhecimento de padrões (FRIEDMAN; HASTIE; TIBSHIRANI, 2001). No exemplo da 

Figura S, foi assumido que a imagem não estava corrompida com ruído algum para a 

construção da função F. Entretanto, os problemas de reconhecimento de padrões e vi

são computacional tipicamente lidam com dados reais que estão sujeitos a variabilidades 

nos sistemas de medição e extração de características, tais como variação de iluminação 

e sombreamento durante a aquisição de uma imagem digital por uma câmera. Sendo as

sim, o classificador F proposto para .resolver o exemplo da Figura S, dificilmente teria o 

mesmo sucesso na classificação de pixel.s de imagens similares nio sintéticas, originando 

diversos erros de classificação dos pixels. 

Do ponto de vista estatístico o meJhor classificador possível é aquele que minimiza a 

probabilidade do erro de classificação (FRIEDMAN; HASTIE; TIBSHIRANI, 2001). A 

decisão que minimiza a probabilidade do erro de classificação esta diretamente associada 

à regra de decisão Bayesiana que será discutido no Capítulo 4 desta dissertação. 

2.2 Classificação Supervisionada e Não-Supervisionada 

A tarefa do reconhecimento de padrões consiste em atribuir rótulos a dados obser

vados. Isto pode ser realizado de duas formas: fazendo uso de um conjunto de dados 

previamente disponíveis, denominado de conjunto de dados de treinamento (classificação 

supervisionada); e levando em conta apenas as relações entre os dados de um conjunto de 
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dados teste (classificação não-supervisionada). 

2.2.1 Classificação Supervisionada 

O reconhecimento de padrões supervisionado é constituído de duas etapas: uma etapa 

de treinamento e uma etapa de teste. Na etapa de treinamento, o conjunto de rótulos 

verdadeiros !l de um conjunto de dados X é conhecido. Conhecendo o conjunto de rótulos 

verdadeiros associados a X, a função rnapeadora F é aprendida, isto é, constrói-se um 

classificador utilizando os dados de treinamento na esperança de que ele tenda a funcionar 

posteriormente com dados de um conjunto teste. Na etapa de teste, urna vez apresentados 

novos dados com rótulos de natureza não conhecida, faz-se uso da função F aprendida na 

etapa de treino para prever o conjunto de rótulos associados aos dados de teste, buscando 

minintizar os erros de classificação. 

Na literatura corrente, existem diversos métodos de classificação supervisionada. Al

guns exemplos são: máquinas de vetores de suporte (SVM, do inglês Support Vector 

Machines) (CORTES; VAPNIK, 1995); K-vizinhos mais próximos (KNN, do inglês K

Nearest Neighbor (COVER; HART, 1967)), Adaboost (FREUND; SCHAPIRE, 1995). 

Uma discussão acerca da performance de classificadores supervisionados pode ser en

contrada em (AMANCIO et al., 2014). 

2.2.2 Classificação Não-Supervisionada 

Em reconhecimento de padrões, frequentemente encontram-se tarefas para as quais 

dados de treinamento, contendo rótulos de classes conhecidos, não estão disponíveis. Su

pondo que um conjunto de dados X é conhecido, um algoritmo que agrupe os vetores 

característicos tal que os vetores mais similares pertençam a um mesmo agrupamento 

(do inglês, cluster) e vetores menos similares pertençam a agrupamentos diferentes, pode 

ser definido como um algoritmo de classificação não-supervisionada, ou também, um al

goritmo de clustering (THEODORIDIS et al., 2010). Este tipo de tarefa é tipicamente 

encontrada em diversas aplicações, tais como aplicações em processamento de sinais, 

Sensoriamento remoto, análise de dados sociais e também visão computacional (THEO

DORIDIS et al., 2010). Particularmente, no âmbito de visão computacional, métodos de 
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clustering têm sido explorados para resolver o problema de segmentação de imagens co

loridas. No Capítulo 3 desta dissertação nós apresentamos uma revisão de trabalbos que 

vem sendo feitos explorando métodos de clustering aplicados a segmentação de imagens 

coloridas. 

Uma questão importante na classificação não supervisionada reside na definição de si

milaridade entre os vetores característicos (THEODORIDIS; KOUTROUMBAS, 2008). 

Tipicamente, a similaridade é definida em função de uma medida entre os vetores ca

racterísticos no espaço de feições, tal como a distância Euclideana e a distância Bhatta

charyya (DUDA; HART; STORK, 2012). Ressalta-se que diferentes escolhas para medi

das de similaridade, combinados ao mesmo algoritmo de clustering, podem implicar em 

diferentes resultados de agrupamento (THEODORIDIS et al., 2010). 
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3 REVISÃO DA LITERATURA 

Embora desafiador, o problema de segmentar imagens coloridas tem sido extensiva

mente estudado ao longo dos últimos anos. De forma geral, existem duas grandes classes 

de abordagens para resolver o problema da segmentação de imagens: métodos baseados 

em regiões e métodos baseados em contornos (MALIK et ai., 2001). 

Métodos baseados em regiões buscam encontrar partições de uma imagem, agrupando 

pixels, em conjuntos, que partilham de propriedades discriminativas similares, tais como 

brilho, cor e texturas. Métodos baseados em contornos tipicamente são inicializados uti

lizando um detector de bordas, seguido por um processo de completamento das mesmas, 

afim de explorar a continuidade das curvas de um objeto (MAUK et ai., 2001). Estas duas 

classes de métodos não necessariamente se distanciam uma da outra. Por exemplo: se um 

algoritmo impõe que uma borda deve ser completada, naturalmente obter-se-ão contor

nos de uma imagem. Uma vez que os contornos são obtidos, os conjuntos de regiões, 

formadas por pixels similares, são também obtidos. A diferença entre estas classes de 

métodos, reside na ênfase que se dá para obter a segmentação, isto é, algumas estratégias 

naturalmente cairão em um domínio ou em outro (MAUK et ai., 2001). 

As seções 3.1 e 3.2 deste Capítulo são dedicadas a revisão de métodos baseados em 

contornos e métodos baseados em regiões para abordar o problema da segmentação de 

imagens coloridas. A fim de estabelecer um escopo para revisão de estudos, a Seção 3.1 

é divida em duas subclasses de métodos de contorno: métodos que exploram o completa

menta de bordas (Seção 3.1.1) e métodos que exploram informações de escala das ima

gens (Seção 3 .1.2). A Seção 3.2 é divida em duas subclasses de métodos de regiões: méto-
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dos de limiarização de histogramas (Seção 3.2.1) e métodos de clustering (Seção 3.2.2). 

Destacamos que uma vez que a metodologia proposta nesta dissertação (desenvolvida 

no Capítulo 5) enquadra-se como pertencente a classe dos métodos de clustering, uma 

maior ênfase, em relação as demais subclasses de métodos, é dada a esta subclasse de 

métodos na Seção 3.2.2. Na Seção final deste Capítulo (Seção 3.3), revisamos métodos 

de sobresegrnentação publicados na literatura que estão diretamente relacionados com a 

metodologia desenvolvida no Capítulo 5 desta dissertação. 

3.1 Métodos Baseados em Contornos 

Métodos baseados em contornos localizam os pixels que correspondem as bordas dos 

objetos que compõem a imagem. O resultado é uma imagem binária com os pixels de 

borda detectados. Com a finalidade de detectar bordas, operadores tipicamente utili

zados são os operadores Sobe! (GONZALEZ; WOODS, 2002), Prewitt (GONZALEZ; 

WOODS, 2002) e o operador Laplaciano (GONZALEZ; WOODS, 2002). Tais procedi

mentos, entretanto, são tipicamente adequados para imagens sem ruído que sejam simples 

(não possuam objetos de formas e nem texturas variadas). A seguir, apresentamos duas 

sub-classes de métodos baseados em contornos os quais utilizam diferentes estratégias 

para segmentação de imagens coloridas: completamento de bordas e exploração de esca

las de objetos em uma cena. 

3.1.1 Completamento de Bordas 

Métodos da literatura baseados em contornos tem explorado a abordagem de com

pletamento de bordas de forma substãocial (MALIK et ai., 2001; MARTIN; FOWLKES; 

MALIK, 2004; KlM et ai., 2005; DOLLAR; TU; BELONGIE, 2006; MAIRAL et ai., 

2008; ARBELAEZ et ai., 2009; REBOUÇAS FILHO et ai., 2014). Recentemente, Arbe

laez et ai. (ARBELAEZ et ai., 2011) exploraram uma abordagem unificada para detectar 

bordas e segmentar imagens utilizando atributos de textura e cor, juntamente a Histogra

mas de Gradientes Orientados (do inglês, Histogram of Oriented Gradients) (DALAL; 

TRIGGS, 2005). 
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Nestas técnicas, inicialmente um detector de borda é aplicado de forma local na ima

gem. Sequencialmente, estratégias globais de conexão e completamento de bordas são 

adotadas de forma a explorar a continnidade da curva dos objetos. Este tipo de aborda

gem, frequentemente, é criticada devido a forma prematura com que se decide se há ou 

não bordas em determinadas partes da imagem (MALIK et al., 2001). Por exemplo: para 

detecção de contornos em regiões de pouco contraste (onde a magnitude do gradiente é 

pequena), deve-se definir um limiar muito baixo para que essas bordas sejam detectadas. 

Definido este limiar baixo, um detector de bordas irá detectar bordas por toda a imagem, 

fazendo com que o processo de conexão das bordas (completamento de bordas) se tome 

muito complexo. Igualmente, se a imagem possuir texturas salientes em abundância, terá 

que se definir um limiar alto para minimizar a detecção das bordas da região saliente. Tal 

decisão fará com que contornos presentes em regiões de baixo contraste sejam perdidas. 

3.1.2 Exploração da Informação de Escala 

Outra linha de trabalho em métodos baseados em contornos que vem sendo investi

gada, relaciona-se a variedade de escalas em que objetos em uma imagem colorida po

dem aparecer. Por exemplo, Ren et al. (REN; FOWLKES; MALIK, 2008) investigaram 

as estatísticas associadas as bordas de regiões de urna imagem colorida apresentadas em 

múltiplas escalas, obtendo assim, um esquema de segmentação de imagens coloridas inva

riante a escala. Em outra publicação (REN, 2008), operadores aplicados a características 

de brilho, cor e textura são combinados para múltiplas escalas. Estas informações, jun

tamente a características de localização espacial e contraste são utilizadas como atributos 

para construção de um classificador de bordas. 

As abordagens acima mencionadas nas seções 3.1.1 e 3.1.2 podem detectar informa

ções de borda para uma variedade de aplicações. Todavia, ressaltamos que métodos de 

segmentação baseados em contornos, tendem a se precipitar quanto a existência, ou não, 

de bordas em certas partes de uma imagem. 
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3.2 Métodos Baseados em Regiões 

Métodos baseados em regiões prestam-se mais facilmente à definição de uma função 

objetiva global, podendo fazer uso de Campos Aleatórios de Markov (MRF, do inglês, 

Markov Random Fields) (GEMAN; GEMAN, 1984) assim como utilizar uma formulação 

variacional para segmentação de imagens (MUMFORD; SHAH, 1989). Uma vez pro

posta uma função objetiva global, decisões são tomadas apenas quando toda a informação 

contida na imagem é levada em conta ao mesmo tempo. Dentro da classe de métodos 

baseados em regiões, existem ainda diversas abordagens disponíveis na literatura, tais 

como métodos baseados em teoria de grafos (FELZENSZWALB; HUTIENLOCHER, 

2004; VANHAMEL; PRATIKAKIS; SAHLI, 2006), abordagens de fusão estatística de 

regiões (WONG; SCHARCANSKI; FIEGUTH, 2011; MEDEIROS; SCHARCANSKI; 

WONG, 2013; VÁSQUEZ; SCHARCANSKI; WONG, 2015) e abordagens baseadas em 

corte de grafos (SHI; MALIK, 2000; TAO; JIN; ZHANG, 2007; DENG; DAI; ZHANG, 

2011; SALAH; MITICHE; AYED, 2011; COUR; BENEZIT; SHI, 2005). A seguir des

tacamos duas sub-classes utilizadas para segmentação de imagens coloridas: métodos 

baseados em limiarização de histogramas e métodos baseados em algoritmos de cluste

ring. 

3.2.1 Limiarização de Histogramas 

A segmentação por limiarização de histogramas (GONZALEZ; WOODS, 2002) cor

responde ao procedimento de designar o conjunto dos pixels de uma imagem, como per

tencente a um segundo plano (do inglês, background) da imagem, ou, a um primeiro 

plano (do inglês, foreground). Para tanto, uma prática cornum nos procedimentos de li

miarização consiste em definir algum valor correspondente a um limiar. Dependendo do 

critério condicional adotado, compara-se os valores dos pixels (intensidade, ou, cor) com 

o limiar e atribui-se correspondentemente valores para cada coordenada do pixel com

parado de O, ou, 1, sendo respectivamente pertencentes ao segundo plano, e ao primeiro 

plano. Quando o limiar definido é igual a um valor constante, esse procedimento é deno

minado limiarização global, se não, é denominado limiarização local. Métodos baseados 
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em limiarização global são muito dependentes da iluminação. Assim, imagens localmente 

saturadas tendem a apresentar segmentações ruins. 

Métodos de limiarização tendem, por essa razão, a utilizar múltiplos limiares a fim 

de compensar a iluminação não uniforme das imagens. Ainda que simples e computaci

onalmente eficientes, os métodos baseados na limiarização de histograma se fazem ade

quados para algumas aplicações (BERNART et al., 2015; BERNART; SCHARCANSKI; 

BAMPI, 2016). Métodos baseados em limiarização de histogramas tendem a falhar quando 

as regiões de interesse são adjacentes e possuem pixels com níveis de cinza muito próxi

mos. Acrescenta-se ainda que métodos tradicionais de segmentação por limiarização de 

histogramas, tendem a falhar quando os histogramas correspondem a distribuições uni

mudais. 

3.2.2 Clustering 

O uso de algoritmos de clustering para a segmentação de imagens também se destaca 

entre as abordagens disponíveis na literatura corrente. O agrupamento das características 

de uma imagem no espaço de feições (do inglês, feature space ), implica na obtenção de 

regiões no espaço da imagem. Sendo assim, algoritmos de clustering classificam-se como 

métodos baseados em regiões. 

Em métodos de clustering aplicados a segmentação de imagens, pixels são agrupados 

de acordo com a similaridade referente a atributos de cor, textura e luminosidade. Dentro 

desta subclasse, destacamos três abordagens amplamente utilizadas: K-means (HARTI

GAN; WONG, 1979), Fuzzy C-means (BEZDEK, 2013), Gaussian Mixture Model and 

Estimation Maximization (FU; WANG, 2012). 

O algoritmo K-means é uma técuica iterativa que pode ser utilizada para segmentação 

de imagens. O algoritmo particiona os vetores característicos de um conjunto de dados 

X associado a uma imagem I (com M x N pixels) em K agrupamentos (clusters) no 

espaço de feições. Para cada vetor característico x.; E X define-se um indicador binário 

f;li E {0, 1}, onde k = 1, 2, ... , K descrevendo quais dos K clusters irá conter o vetor 

x.;. Assume-se que f;li = 1 se o vetor x.; é atribnído ao cluster k e, consequentemente, 

f;] = O, para todo ] i- k. O algoritmo K-means minimiza a medida de distorção (do 
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inglês, distortion measure) definida por: 

MxN K 

v= L L f.;;IIX;- P,lill
2

, (2) 
i=l k=l 

que representa a sorna dos quadrados das distâncias de cada vetor X; em relação ao cen-

tróide do cluster P,;;, onde 11.11 é a distância Euclideana (BISHOP, 2006). Para este mé-

todo, tipicamente, faz-se uso de vetores característicos que contém informações referentes 

a cor, textura e localização espacial. Embora a convergência do algoritmo seja garantida 

de forma ótima, a solução obtida depende fortemente do número de clusters definido (pa-

râmetro K), assim como do conjunto de vetores característicos escolhidos para descrever 

os pixels da imagem. 

Métodos explorando a característica de convergência em ótimos locais do algoritmo 

K-means (HARTIGAN; WONG, 1979) vêm sendo propostos por meio de abordagens hí

bridas (LI; HE; WEN, 2015) baseadas em Particle Swarm Optimization (OMRAN; EN

GELBRECHT; SALMAN, 2005), bem como propostas para estimar fatores de pondera-

ção de acordo com o grau de importância das variáveis para a composição de um dado 

cluster. 

Algoritmos do tipo clustering-fuzzy permitem que elementos dos dados a serem ana

lisados possam pertencer a mais de um agrupamento simultaneamente. Para isso, asso

ciado a cada ponto dos dados, define-se um conjunto de pesos de participação desses 

agrupamentos. Tais pesos indicam o quão fortemente ligado está um ponto dos dados e 

um agrupamento em particular. O algoritmo FCM particiona um conjunto de dados em 

urna coleção de C-fuzzy agrupamentos minimizando a variância entre os atributos de um 

determinado pixel e os atributos referentes a um pixel localizado no centro de um agru

pamento. A diferença entre os algoritmos K-means e FCM encontra-se no conjunto de 

pesos de participação atribuídos aos agrupamentos. 

Trabalhos incorporando o algoritmo Fuzzy C-means (FCM) (BEZDEK, 2013) vem 

sendo explorados para segmentar imagens ruidosas de forma robusta (MÚJICA-VARGAS; 

GALLEGOS-FUNES; ROSALES-SILVA, 2013), sendo combinados a classificadores su

pervisionados aplicados a características de cor e textura (WANG et al., 2012), e melhora-
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dos, buscando estimar a inicialização dos centróides dos clusters para posterior aplicação 

do algoritmo FCM (YU et al., 2010). Ainda explorando o algoritmo FCM, alguns estu

dos (TAN; ISA, 2011; TAN; ISA; LIM, 2013) apresentam algoritmos de classificação não 

supervisionado adaptativos, que se inicializam por meio da obtenção de partições homo-

gêneas originadas pela técnica de limiarização do histograma. Faz-se a fusão das regiões 

obtidas para posterior utilização do método FCM. 

O método GMM-EM, aplicado no contexto de segmentação de imagens (FU; WANG, 

2012), consiste em um algoritmo cujo objetivo é modelar os atributos dos pixels de uma 

imagem (representada por características de cores, texturas) como a combinação linear 

de Gaussianas multivariadas ponderadas (THEODORIDIS et al., 2010; DUDA; HART; 

STORK, 2012). Para encontrar os parâmetros deste modelo (média, covariância e pesos) 

utiliza-se o algoritmo Expectation Maximization (DEMPSTER; LAIRD; RUBIN, 1977). 

Tal algoritmo consiste em um método de otimização iterativo que se divide em duas eta

pas. Tipicamente, os parâmetros de média e covariância são inicializados aleatoriamente. 

Iterativamente o algoritmo atualiza os valores de média e covariância até que haja con-

vergência para uma solução ótima local. Tal como o algoritmo K-means, o método de 

segmentação via GMM-EM não só depende fortemente do número de clusters definidos 

como parâmetro de entrada, mas também do conjunto de vetores característicos escolhi-

dos para descrever os pixels da imagem. 

Apesar do bom desempenho dos métodos acima mencionados, técnicas de agrupa-

mento tradicionais tais como K-means, FCM e GMM-EM tendem a não ser confiáveis 

para estimar o número verdadeiro de clusters (JAIN; DUBES, 1988). Sendo assim, 

urna prática comum de pesquisas recentes, consiste em abordar o problema de segmenta-

ção de imagens coloridas, fundindo regiões iniciais obtidas por procedimentos de sobre-

segmentação, usando, por exemplo, o método Mean Shift (COMANICIU; MEER, 2002), 

ou, algoritmos de superpixel (ACHANTA et al., 2012; MORI et al., 2004)1• Esta pro-

posta produz regiões locais altamente semelhantes que são unidas subsequentemente, a 

fim de obter urna segmentação da imagem original (REN; SHAKHNAROVICH, 2013; 

1Na Seção 3.3 deste Capítulo, nós apresentamos os fundamentamos do método Mean Shift, bem como 
os fundamentos de dois algoritmos de superpixel explorados nesta dissertação. 
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MIGNOITE, 2014b; DONOSER et al., 2009; MOBAHI et al., 2011; KHELIFI; MIG

NOITE, 2016a,b; HUANG et al., 2011; YANG et al., 2008; WANG et al., 2016). Tal 

proposta também será explorada nesta dissertação quando apresertamos o método das 

Árvores Bayesianas Adaptativas no Capítulo 5. 

3.3 Trabalhos Relacionados 

Nas Seções 3.2 e 3.1 desta dissertação, foram revisadas abordagens para segmentar 

imagens coloridas divididas em duas classes de abordagens: métodos baseados em con

tornos e métodos baseados em regiões. Dentro da subclasse de métodos baseados em 

regiões, revisamos abordagens que fazem uso de clustering (Seção 3.2.2), e particular

mente, ressaltamos que uma prática comum de pesquisas recentes consiste em abordar o 

problema de segmentação de imagens coloridas mediante a fusão de regiões inicialmente 

obtidas por procedimentos de sobresegmentação. 

Nesta dissertação a metodologia desenvolvida (Capítulo 5) segue esta proposta, e para 

tanto, explora o uso de métodos de sobresegmentação. A seguir revisamos o método 

Mean Shift de sobresegmentação e dois algoritmos de superpixel que são utilizados na 

metodologia desta dissertação. 

3.3.1 Mean Shift 

O método Mean Shift aplicado a segmentação de imagens foi popularizado por Corna

niciu e Meer (COMANICIU; MEER, 2002). Esta técnica é composta de duas etapas: a 

localização dos máximos de densidade do conjunto de dados de urna imagem (no espaço 

de feições) e uma etapa consecutiva de clustering dos dados. Dado um espaço de feições 

constituído por M x N vetores característicos X; E JRD, i= 1, 2, ... , M x N, define-se o 

estimador de densidade ](x) como (COMANICIU; MEER, 2002): 

(3) 
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onde h é a largura de banda, x é o centro do kernel Ganela) cuja função perfil k(llxll2), 
definida para x 2: O, deve ser normalizada tal que: 

{oo ê;; vk(llxll2) = 1, 
lo ' 

(4) 

e ê;,,v é urna constante que deve ser escolhida de forma a satisfazer a Equação 4. 

Dada urna função ](x), os máximos de densidade podem ser estimados por meio da 

computação do gradiente 'i1 ](x) (COMANICIU; MEER, 2002): 

2ê· MxN • 
v ](x) = • k,v "(x- :x;)k'(ll x-:: :x; 112). 

ihD+2 L., h 
t=l 

(5) 

Definindo a função 9 ( x) = k' ( x), e assumindo que a derivada de k existe para todo 

x E [0, oo ), podemos reescrever a Equação 5: 

v](x) = 'l_ê;;,v [~ .(llx-:::x;ll2)] [L:;::~N:x;9(1~~112) -x]. (6) 
·hD+2 L., g h .,..MxN •(11 x-;x; 112) 
~ t=l L...n=l g h 

O primeiro termo da Equação 6 é proporcional ao estimador de densidade definido 

em 3 com a função perfil de kernel 9 ( x). O segundo termo corresponde ao vetor mean 

shift mh,!i (COMANICIU; MEER, 2002): 

(7) 

Uma vez encontrados os máximos de densidade, a etapa de clustering é realizada por 

meio da substituição dos vetores característicos pelos vetores localizados nos máximos 

de densidade mais próximos. Na implementação utilizada nesta dissertação, o espaço de 

feições é caracterizado pela localização espacial dos pixels (referente as coordenadas dos 

pixels em uma imagem) bem como as cores associadas aos pixels oriundas do espaço de 

cores. 
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3.3.2 Superpixels 

Superpixels são constituídos por conjuntos de pixels vizinhos e similares que captu

ram em nível local redundâncias em uma imagem (ACHANTA et al., 2012). Uma vez 

que o número de superpixels em uma imagem tende a ser muitas vezes menor que o 

número total de pixels em uma imagem, esta etapa de pré-processamento tende a redu

zir substancialmente a complexidade de diversos aplicações de visão computacional, tais 

como: estimação de profundidade em problemas estéreo (ZITNICK; KANG, 2007), seg

mentação de imagens (MOBAill et al., 2011) e localização de objetos (FULKERSON; 

VEDALDI; SOATIO, 2009). 

Uma comparação detalhada de diversos algoritmos de superpixel presentes na litera

tura pode ser encontrada em (ACHANTA et al., 2012). Nesta dissertação, serão inves

tigados os algoritmos sue (do inglês, Simple Linear Iterative etustering) (ACHANTA 

et al., 2012) e o algoritmo proposto por Mori e colaboradores (MORl et al., 2004), que 

são apresentados a seguir. 

O algoritmo sue é baseado em uma adaptação do algoritmo K-means para gera

ção de superpixels. No algoritmo convencional K-means, distâncias são computadas de 

cada centro de cluster para cada pixel na imagem, enquanto que no algoritmo sue se 

computam distâncias de cada centro de cluster para pixels delimitados por um espaço 

de busca pré-definido, reduzindo a complexidade desta técnica. Além disso, o algoritmo 

sue faz uso de uma distância ponderada que combina características de cor a informa

ções de proximidade espacial, balanceando o controle sobre o tamanho e a compactação 

dos superpixels (ACHANTA et al., 2012). 

Declarado o número de superpixels desejados como parâmetro de entrada, o método 

sue define o vetor característico x, = [L;, a;, b;, m;, n;] para cada pixel de uma ima

gem colorida I, onde L, a, b são os canais de cores do espaço CIE L*a*b*, respecti

vamente, e m e n correspondem às coordenadas espaciais de um dado pixel na grade 

da imagem. Dado um espaço de busca pré-delimitado, iterativamente, cada vetor X; 

é associado ao cluster mais próximo, e uma etapa de pós-processamento garante a ob

tenção de um mapa de superpixels de tamanho similar. A implementação do algoritmo 
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SLIC utilizada neste trabalho encontra-se disponível em: http: I I i vrl. epfl. chl 

researchlsuperpixels. 

O algoritmo proposto por Mori e colaboradores (MORI et ai., 2004)2 consiste em 

continuação dos trabalhos de Rene Malik (REN; MALIK, 2003). Esta abordagem faz 

uso do algoritmo de corte normalizado em grafos (SHI; MALIK, 2000) para obtenção 

de superpixels. Neste método, a matriz de similaridades construída para representar os 

grafos utiliza atributos normalizados da imagem, que se fundamentam nos princípios da 

escola Gestalt. Para tanto, os autores utilizam informações de textura e de contorno para 

definir o vetor característico associado a cada segmento (superpixel) da imagem. 

2 A implementação do algoritmo proposto por Mori utilizada neste trabalho encontra-se disponível em: 
http://www.cs.sfu.ca/-mori/research/superpixels/. 
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4 FUNDAMENTAÇÃO TEÓRICA 

Este Capítulo é dedicado a introdução dos conceitos matemáticos utilizados na cons

trução do algoritmo de clustering desenvolvido, que se encontra fundamentado no Ca

pítulo 5 desta dissertação. A seguir, introduziremos: a regra de decisão Bayesiana na 

Seção 4.1; o critério da máxima estimativa da probabilidade a posteriori na Seção 4.2; o 

conceito de misturas de Gaussianas na Seção 4.3; e definições relevantes, para o nosso 

trabalho, relacionadas a teoria de grafos na Seção 4.4. 

4.1 A Regra de Decisão Bayesiana 

A regra de decisão Bayesiana proposta pelo matemático Thomas Bayes, que data o 

ano de 1764, tem sido amplamente utilizada nos campos de visão computacional e re-

conhecimento de padrões (BISHOP, 2006). A regra define que a probabilidade de ocor-

rência de um evento aleatório A, dada a ocorrência de um evento aleatório B, pode ser 

computada por meio da expressão (BISHOP, 2006): 

(A I B) = p(B I A)p(A) 
P p(B) ' 

(8) 

onde p(B) = LBP(B I A)p(A). Se p(B) =O, então p(A I B) não é definido. 

A probabilidade marginal p(A), no contexto da regra de decisão bayesiana, é denomi

nada de probabilidade a priori. A probabilidade condicional p(A I B) é denominada de 

probabilidade aposteriori, e a probabilidade condicional de p(B I A) é denominada de 

verossimilhança. A seguir, utilizando diagramas de Venn, deduz-se a Equação 8. 

A Figura 6 representa os conjuntos A E U e B E U. Onde A e B representam eventos 
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u 

Figura 6: Diagrama de Venn representando dois possíveis eventos A e B em um universo 
de eventos U. 

possíveis dentto de um universo de eventos U. Utilizando o diagrama de Venn, é possível 

verificar que a probabilidade ao acaso de um evento em A ocorrer, corresponde a razão 

entre entre a cardinalidade do conjunto A pela cardinalidade do conjunto U: 

(A) = card(A) 
P card(U)' 

(9) 

onde a função card(.) representa a cardinalidade de um dado conjunto. De forma aná

loga, a probabilidade ao acaso associada a ocorrência de um evento em B é: 

(B) = card(B). 
p card(U) 

(10) 

A probabilidade ao acaso associada a oconência de um evento que interseccione as áreas 

deAeB é: 

(A B) = card(A n B) 
P n card(U) · (11) 

Se considerado o cenário representado na Figura 7, a probabilidade condicional p(A I 

B) pode ser entendida como a probabilidade ao acaso associada a ocorrência do evento 

A n B na região B, isto é: 

(A I B) = card(An B). 
P card(B) 

(12) 

Dividindo o numerador e o denominador da Equação 12 por card(U), obtemos: 
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u 

Figura 7: Diagrama de Vem representando a intersecção de dois possíveis eventos A e B 
em um universo de eventos U. 

card(AnB) 

(A I B) = card(U) = p(A n B) 
P card(B) p(B) · 

card(U) 

(13) 

De forma análoga podemos escrever a probabilidade condicionalp(B I A): 

card(BnA) 

(B I A) 
_ card(U) _ p(B nA) 

P - card(A) - (A) · 
card(U) p 

(14) 

Do diagrama de Venn é possível concluir que p(A n B) = p(B nA). Igualando as 

expressões em 13 e 14, escrevemos: 

p(A I B)p(B) = p(B I A)p(A), (15) 

e isolando a probabilidade condicional p(A I B) obtemos a expressão 8: 

A probabilidade marginal p(B) garante que a soma das probabilidade a posteriori. 

p(A I B) para todos os possíveis valores de A será igual a 1. Por esta razão, é comum 

interpretar p(B) como uma constante de nonnalização (BISHOP, 2006). 

De forma genérica, no contexto de Reconhecimento de Padrões, a regra de decisão 

bayesiana toma a forma a seguir. Seja ll = {wt,W2, ... ,wq} um conjunto finito de Q 

rótulos e A= {a1 , a2 , ... , aw} um conjunto finito de W possíveis ações, definimos uma 

função custo À(a, I w;) que descreve o custo sujeito à ação~ para um dado rótulo 
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Wj (DUDA; HART; STORK, 2012). Considera-se que o vetor característico x seja uma 

variável aleatória com D componentes (x E JR.D), e que a probabilidade condicional 

p(x I wi), seja a função densidade de probabilidade de x condicionado a um rótulo Wj· 

Denotando p(wi) como sendo a probabilidade a priori associada a ocorrência do rótulo 

Wj, reescreve-se a probabilidade a posteriori p(wi I x) definida na Equação 8 (DUDA; 

HART; STORK, 2012): 

p(w I x) = p(x I wi)p(wi), 
' p(x) 

onde a probabilidade marginal p( x) é: 

Q 

p(x) = LP(x I wi)p(wj)· 
j=l 

(16) 

(17) 

Uma vez que p(wi I x) corresponde a probabilidade de que o rótulo verdadeiro para 

x seja Wj, e assumindo que Wj seja de fato o rótulo verdadeiro, podemos avaliar o custo 

>.(a; I Wj) de uma determinada ação a; E A dado um x observado, por meio do valor 

esperado da função custo (DUDA; HART; STORK, 2012): 

Q 

R(a; I x) = L>.(a; I wi)p(wi I x). (18) 
j=l 

A função R( a; I x) é denominada risco condicional. Para um dado x conhecido, 

podemos minimizar o valor esperado da função custo, selecionando a ação que minimiza 

a função risco condicional. Para minimizar o risco condicional, computa-se R( a; I x) tal 

como descrito na Equação 18 e seleciona-se a ação a; para a qual R( a; I x) é mínimo 

(DUDA; HART; STORK, 2012). 

Em problemas de classificação, a ação ai corresponde em decidir se a verdadeira 

classe de x corresponde a Wj· Se a ação a; é tomada, e a verdadeira classe de x é Wj, 

então a decisão esta correta se i = j, e errada se i f j. Uma função custo de interesse1. 

para este caso pode ser definida como (DUDA; HART; STORK, 2012): 

'Observamos que outras funções custo podem ser definidas de modo a minimizar o risco condicional 
sujeitos a outras restrições. Na Seção 4.1 deste trabalho utilizamos como exemplo a função custo definida 
em 19, mas outras definições para função custo podem ser encootradas ero (DUDA; HART; STORK, 2012). 
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o, i =j 

com i,j = 1, 2, ... , Q. (19) 

1, i f. j 

A função custo, definida em 19, assinala um custo nulo para uma decisão correta e um 

custo unitário para uma decisão errada (todos os erros "possuem a mesma importância"). 

Computando o risco condicional correspondente a essa função custo: 

R( a, I x) =L À( a, I w;)p(w; I x) 
Vj 

= LP(w; I x) 
#i 

= 1- p(w; I x). 

(20) 

Observa-se que para minimizar o risco condicional definido em 20, deve-se selecionar 

o índice j que maximiza a probabilidade a posteriori p(w; I x). Para a função custo 

adotada em 19, a ação a; que minimiza o risco condicional, eqnivale a ação que atribui o 

rótulo w; ao padrão observável x quando: 

p(w; I x) > p(wk I x), Vj f. k. (21) 

Posto isto, a regra de decisão Bayesiana corresponde a um classificador ótimo, pois ao 

maximizarmos a probabilidade a posteriori, estaremos minimizando o valor da função 

risco condicional em 20 (DUDA; HART; STORK, 2012). 

4.2 Máxima Probabilidade a posteriori 

Suponhamos que os rótulos contidos em !1 = {w1,w2 , ... ,wQ} não sejam conhecidos. 

É possível estimar os valores em !1 considerando que vetores característicos x 1 , x 2 , ... ,X !V 

sejam observados. Seja o conjunto de dados X= {xb x2, ... , xN }, rescrevemos a proba-

bilidade a posteriori definida na Equação 16 (THEODORIDIS; KOUTROUMBAS, 2008) 

como: 
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(!1 I X) = p(X I !1)p(!1) 
P p(X) . (22) 

A máxima estimativa da probabilidade a posteriori, (MAP, do inglês maximum a pos

teriori probability) flMAP, é definida quando p(!1 I X) é máximo, isto é (THEODORI

DIS; KOUTROUMBAS, 2008): 

flMAP = argmax{p(!11 X)}. (23) 

Uma condição necessária que flMAP deve satisfazer, para que esta seja uma estimativa de 

máxima probabilidade, é de que o gradiente de p(!1 I X) em relação a !1 deve ser igual a 

zero, isto é, 

fl . 8p(!1 I X) - o 
MAP · 811 - ou 

8(p(X I !1)p(!1)) = o 
8!1 . (24) 

A formulação da máxima probabilidade a posteriori indica que a probabilidade de 

associar os padrões representados, pelo conjunto de dados X, ao seu conjunto de rótulos 

verdadeiros !1, será aquela que maxirniza o valor de probabilidade a posteriori. 

4.3 Distribuições Gaussianas 

4.3.1 Distribuição Gaussiana Unidimensional 

A distribuição Gaussiana, avaliada para uma única variável de valor real y, é definida 

pela expressão (BISHOP, 2006): 

N( . 2) _ 1 -(y-p.)2/2u2 
y, J.t, u - (27ru2)1/2 e , (25) 

e é governada pelos parâmetros da média(!-') e da variância (u2). Da Equação 25, pode-se 

concluir que a distribnição Gaussiana satisfaz a condição: 

N(y; J.t, u2
) > O, (26) 
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e o termo (21r.,.~)l/:l garante a normalização da Gaussiana tal que: 

(27) 

Diz-se que o máximo de uma distribuição é a moda da mesma (BISHOP, 2006). Para 

uma Gaussiana, a moda coincide com a média da distribuição considerada. A Figura 8 

apresenta dois exemplos de distribuições Gaussianas unidimensionais. Em (a), observa

se que a distribuição esta centrada no ponto O. Isto ocorre quando a média é definida 

como p. = O. Observa-se em (b) que, ao definirmos p. = 2, deslocamos a distribuição 

em duas unidades para a direita, em relação a distribuição mostrada em (a). Ao definir 

diferentes valores para p,, portanto, pode-se deslocar o valor máximo da distribuição (a 

moda), e, consequentemente, a média. A var.i.ância (u2), por sua vez, definirá a forma 

desta distribuição. Nota-se na Figura 8 que a forma das Gaussianas apresentadas em (a) e 

em (b) se mantém a mesma, uma vez que u2 permanece constante para ambos os casos. 

0.18 o 18 

o 18 o 16 

o 1. OIC 

o 12 o 12 

01 OI 

008 008 

008 006 
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002 002 

(a) ~~o .e ~ .. -2 o 2 • s a 10 ( b) ~~o .e .e .. -2 o • 6 8 10 

Figura 8: Representação gráfica de distribuições Gaussianas para uma variável contínua e 
unidimensional: (a) representação de uma distribuição Gaussiana com parâmetros p. = O 
e u2 = 4; (b) representação de uma distribuição Gaussiana com parâmetros p. = 2 e 
q2 =4. 

4.3.2 Distribuiçio Gaussiana Multivariada 

A distribuição Gaussiana avaliada em um vetor y E 1RP de O-dimensões é denomi

nada de Gaussiana Multivari.ada, e pode ser computada por meio da expressão (BISHOP, 

2006): 
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Onde o vetor p. E R.D é um vetor coluna de dimensionalidade D e representa a média 

da dis1ribuiçio, I: E JRDxD é uma ma1riz de tamanho D x D denominada de mattiz de 

covari.ância, e o operador I . I denota o operador detenninante. 

10 

Figura 9: Representação gráfica de dis1ribuições Gaussianas: (a) Representação 1ridimen
sional de uma distribuição Gaussiana com parllmetros p. = [O, O] e I: = 5 x I, onde li é 
a matriz identidade de tamanho 2 x 2; (b) Representação da distribuição Gaussiana mos
trada em (a) numa perspectiva bidimensional; (c) Representação tridimensional de uma 
dis1ribuição Gaussiana com parâmetros p = [O, O] e I: = 10 x I, onde I é a matriz iden
tidade de fJimanho 2 x 2; (d) Representação da distribuição Gaussiana mostrada em (c) 
numa perspectiva bidimensional. 

A Figura 9 apresenta dois exemplos de dis1ribuições Gaussianas multivariadas. Uma 

distribuição Gaussiana multivariada com parâmetros p. = [O, O] e I: = 5 x I é representada 

graficamente em (a) por meio de uma representação 1ridimensional, e em (b), por meio 

de uma representação bidimensional. Representações tridimensional e bidimensional de 

uma distribuição Gaussiana multivariada com parâmetros p. = [0, O] e :E = 10 x I são 

apresentadas em (c) e em (d) respectivamente. A matriz I denota a ma1riz identidade 

de tamanho 2 x 2. Observa-se que ambas dis1ribuições estão centradas nas coordenadas 

(O, 0), uma vez que possuem o mesmo vetor média p. = [O, O]. Observa-se também a 



50 

influência do parâmetro E. Como já dito, a covariância, análogo da variância para uma 

distribuição multivariada, definirá a forma que a distribuição Gaussiana multivariada irá 

tomar. Em (c) e em ( d), nota-se um maior alcance dos valores de probabilidade em relação 

a distribuição representada em (a) e em (b). Isto decorre dos valores que configuram a 

matriz de covariância mostrada em (c) e em (d), onde E = 10 x n, enquanto que a matriz 

de covariância mostrada em (a) e em (b) é E= 5 x l No exemplo mostrado na Figura 9, 

quanto maior o número real multiplicando a matriz identidade n, maior será o alcance da 

distribuição, e maior será a influência da distribuição em sua vizinhança. 

4.3.3 Mistura de Gaussianas Mulüvariadas 

Um modelo bastante utilizado em âmbito de visão computacional e reconhecimento de 

padrões para modelar a distribuição de dados que residem em um espaço de D dimensões 

é denominado de mistura de Gaussianas multivariadas (THEODORIDIS et ai., 2010). 

Este modelo consiste em constrnir uma distribuição a partir da combinação linear de J 

distribuições Gaussianas multivariadas. 

Dado um vetor y E JR.D de dimensionalidade D, uma mistura de Gaussianas multi

variadas pode ser escrita como uma função G (.) que combina linearmente J Gaussianas 

multivariadas, tal que (THEODORIDIS et ai., 2010): 

J 

G(y) = L:;N(y; J.L;, Ei)IIj, 
j~l 

(29) 

onde li; é o fator de ponderação associado a Gaussiana multivariada N(y; J.L;, E;) cen

trada em J.L;, com covariância E; e avaliada em y. li; deve ser normalizado de forma 

que: 

(30) 

Por meio da expansão indicada na Equação 29, pode-se originar distribuições multi-

modais mais complexas (que contém múltiplos picos) a partir de J Gaussianas multivari-
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adas. Cada uma das j Gaussianas multivariadas denotadas por N(y; P;, E;). podem ser 

computadas por meio da expressão 28 individualmente. 

A Figura 10 apresenta um exemplo simples de uma mistura de três ( J = 3) Gaussianas 

multivariadas com parSmetros: p 1 = [1,2]; 11-2 = [-1, -2]; p 3 = [-5, -4]; E 1 = E2 = 

E3 = 2 xl; e 111 = 112 = lia = 1/3. A partir das representações gráficas mostradas em (a) 

e em (b ), observa-se a característica multimodal típica da mistura de múltiplas Gaussianas 

multivariadas. É possível notar também, que a medida que J aumenta, a distribuição 

oriunda da mistura torna-se cada vez mais complexa e mais Gaussianas infl.uenciario os 

valores de probabilidade nas vizinh.an.ças próximas. 

Figura 10: Representação gráfica de uma mistura de tres ( J = 3) distribuições Gaussianas 
multivariadas: (a) Representação bidimensional da combinação linear de três Gaussianas 
compadmetros: p 1 = [1,2); p 2 = [-1,-2); p 3 = [-5, -4]; e E1 = E2 = E3 = 2 x I, 
onde I é a matriz identidade de tamanho 2 x 2; (b) Representação da mistura de Gaussianas 
mostrada em (a) numa perspectiva tridimensional. 

4A Conceitos Relevantes de Teoria de Grafos 

Um grafo G consiste em um conjunto de vértices/nados (V) e arestas (E) que co

nectam vértices de um grafo. Arestas podem ser direcionadas (as arestas possuem uma 

seta indicando um sentido ánico entre um vértice e outro) ou não-direcionadas. O grafo 

que possuir apenas arestas direcionadas é denominado de grafo direcionado 2 (do inglês, 

directed graph), e o grafo que possuir apenas arestas não-direcionadas é denominado de 

grafo não-direcionado (do inglês, undirected graph) (BARBER, 2012). 

2 As denomillações referentes aos tipos de grafos, os que possuem arestas direci.cmadu e os que possuem 
arestas Dio-direcionadas, podem variar na língua portuguesa. Grafos direciouados podem ser denominados 
também de grafos direcionais ou dfgrafos (CARVALHO, 2005). 
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Um exemplo de um grafo não direcionado, cujas arestas não possuem direção, pode 

ser observado na Figura 11. Particularmente, grafos não-direcionados se farão relevantes 

quando o conceito de um grafo de regiões adjacentes em imagens for introduzido no 

Capítulo S. 

Figura 11: Representação de um grafo não-direcionado acíclico com 8 vértices (em azul) 
e 14 arestas (em preto). 

4.4.1 Árvores Diredonadas 

Um grafo direcionado é um par (V, E) de conjuntos de vértices V = { v1 , v2, v3 , ... , v9 } 

e arestas E= { e1, e2, ea, ... , e0 }, onde cada aresta parte de um vértice inicial V0 para um 

vértice final v1, com a "I f. Diz-se que um conjunto de arestas {e1 , ... ,er,} é definido 

como um caminho direcionado de V4 para VJ se V4 é o vértice inicial da aresta e17 Vf é 

o vértice final de eb, e o vértice final da aresta ew é o vértice inicial da aresta E!.wH para 

w = 1, ... , b- 1 (KOON1Z; NARENDRA; FUKUNAGA, 1976). 

Uma úvore direcionada é um grafo direcionado no qual as arestas estão todas dire

cionadas para um vértice específico Vr, tal que (KOON'IZ; NARENDRA; FUKUNAGA, 

1976): 

• todo vértice tJ0 diferente de Vr é o vértice inicial de exatamente uma aresta; 

• Vr não é o vértice inicial de aresta alguma; 

• não há caminho direcionado entre um vértice v11 para ele mesmo (úvores direcio

nadas não possuem ciclos). 

Em uma árvore direcionada, o vértice Vr é denominado de raiz da úvore direcionada. 

O vértice final de uma aresta cujo vértice inicial é V 0 é denominado de vértice pai P( v0 ) 
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de V 0 • O vértice pai P( va) de Va é único se Va :F v,.. Há um único caminho partindo de 

cada vértice vflo :F v,. até v,., constituído em arestas que partem de v4 para P( vflo). de P( v fio) 

para P(P(vo.)). e assim sucessivamente (KOON'IZ; NARENDRA; FUKUNAGA. 1976). 

A Figura 12 apresenta um exemplo de duas árvores direcionadas, cujas raízes são 

v,.=1 e vr=1• Observa-se que cada vértice (com excessão das raízes) possui um lÚÚ.co pai. 

Esta estrutura de dados é hierarquica. e tal propriedade será explorada na metodologia 

desenvolvida no Capítulo 5. 

Figura 12: Representação de duas árvores direcionadas. A primeira árvore possui o vér
tice raiz v,.=1 e a segunda árvore possui o vértice raiz v,.=7• 



54 

5 METODOLOGIA 

Neste Capítulo, nós desenvolvemos a metodologia das Árvores Bayesianas Adaptati

vas (ABT, do inglês Adaptative Bayesian Trees) para segmentar imagens coloridas. Para 

tanto, redesenhamos o método de busca de máximos de densidade em urna distribuição de 

dados discreta, desenvolvido por Koontz et al. (KOONTZ; NARENDRA; FUKUNAGA, 

1976), por meio da construção de urna abordagem Bayesiana, e adaptamos-a com o pro

pósito de segmentar imagens coloridas. Apresentamos uma representação hierárquica 

para imagens coloridas, baseada na estrutura da hierarquia de árvores direcionadas, onde 

o conteúdo da imagem se encontra acessível em diferentes níveis de detalhamento. Para 

cada nível desta hierarquia, nodos de árvores direcionadas são unidos, formando clusters 

no espaço de feições, e as probabilidades a priori associadas a estes clusters são atualiza

das até que ocorra a convergência do algoritmo. 

A seguir, na Seção 5.1, nós formulamos o problema da segmentação de imagens e 

resumimos a estrutura do nosso método proposto. Na Seção seguinte (Seção 5.2), nós 

apresentamos o método das Árvores Bayesianas Adaptativas (ABT) aplicado ao problema 

de segmentação de imagem coloridas. 

5.1 Formulação do Problema e Resumo do Algoritmo 

Permita-nos recapitular as seguintes notações previamente expostas na Introdução 

desta dissertação. Seja uma imagem I com M x N pixels, e J(m, n) = X; o vetor 

característico i (e.g. vetor de cor) no pixel (m, n), com m = 1, 2, ... ,Me n = 1, 2, ... , N. 

Formalmente, podemos definir o problema de segmentação de imagens como um pro-
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cesso de particionamento da imagem I em um cojunto de subconjuntos { Rt, R2 , ••• , RJ }, 

tal que: 

J$_MxN 

U R;= I, Ri'nR; = 0,j' #j. (31) 
j=l 

Neste trabalho, nós propomos que partições de uma imagem podem ser obtidas por 

meio da construção de clusters no espaço de feições constituído pelos vetores caracte-

rísticos (i.e. cores) da imagem I. Nós assumimos que o espaço de feições é a função 

densidade de probabilidade empírica para os vetores característicos na imagem I, e fa-

zemos estimativas Bayesianas dos máximos locais (i.e. os máximos de densidade) desta 

distribuição, por meio de uma estimativa máxima da probabilidade a posteriori (MAP). 

Uma vez determinadas as localizações dos máximos de densidade, nós construímos clus

ters associados a cada máximo, baseados na estrutura local do espaço de feições (i.e. as 

regiões no espaço de feições de maior densidade correspondem a clusters centrados nos 

máximos de densidade da distribuição de probabilidade dos dados). 

5.1.1 Resumo da Abordagem Proposta 

Existem quatro parfunetros distintos que controlam o método proposto. Estes parâme-

tros controlam: como nós inicializamos o nosso método (T), quais vetores característicos 

nós usamos para configurar o espaço de feições (FV), e como a similaridade é definida, 

que depende de um limiar .P e de uma medida de distância entre pontos de dados (V). 

Nosso método começa com um procedimento de inicialização (I) que origina as re-

giões iniciais R; da imagem I. Tipicamente, imagens contém muitos pixels, e um proce

dimento de inicialização nos permite reduzir o custo computacional do nosso algoritmo 

de clustering. Diversos métodos podem ser utilizados para a inicialização, e escolbas 

populares são superpixels e métodos de sobresegmentação. Neste trabalho definimos o 

parfunetro I como o algoritmo de superpixel SUC (ACHANTA et al., 2012). Portanto, ao 

invés de agrupar vetores característicos associados a pixels da imagem I, nós agrupamos 

vetores característicos associados a regiões R; da imagem I. 

Na sequência, vetores característicos são extraídos (controlados pelo parâmetro FV) 
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<I> V FV I 

Não 

Figura 13: Visão geral do algoritmo de segmentação de imagem proposto. 

para cada região da imagem R; E I. Em âmbito de segmentação de imagens, escolhas 

comuns para vetores característicos são cores e texturas (MALIK et al., 2001). Neste 

trabalho, vetores característicos x; associados a regiões R; correspondem à média das 

características de cor, no espaço de cores RGB. Para extrair a média das características 

de cor, nós simplesmente computamos o valor médio das características de cor dos pixels 

em cada região R; da imagem I. Sendo assim, os vetores característicos x; obtidos 

correspondem a vetores 3-D com os valores médios das cores RGB. 

O parâmetro 4.> de limiar e o parâmetro referente a medida de distância ('D) são utili

zados para definir a similaridade dos vetores característicos no espaço de feições. O pa

râmetro 4.> é um escalar (tipicamente definido como um nómero real positivo), enquanto 

que 'D é configurado como a distância Euclideana. 

Utilizando a similaridade da média dos vetores característicos de cor, juntamente a 

restrições espaciais da imagem, nós realizamos estimativas Bayesíanas dos máximos de 

densidade dos dados, construfmos árvores direcionadas, e agrupamos os vetores médios 

de cor no espaço de feições. Em cada iteração do esquema proposto, uma hierarquia de 

árvores direcionadas é obtida (iterativamente), formando vetores característicos, em di

ferentes níveis da hierarquia, no espaço de feições. O efeito de agrupamento de vetores 
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característicos no espaço de feições também origina uma hierarquia de árvores direcio

nadas no domínio da imagem, e após a convergência do nosso algoritmo, nós obtemos 

a segmentação final da imagem correspondente aos clusters construídos no espaço de 

feições. 

5.2 Método Proposto 

Nesta seção, apresentamos como as estimativas Bayesianas de máximos de densidade 

são usadas para construir árvores direcionadas e clusters no espaço de feições. Primeira-

mente, nós descrevemos nossa abordagem Bayesiana para construir árvores direcionadas 

adaptativas e clusters, e, em seguida, com base em nosso esquema de representação hie

rárquico, mostramos como segmentar uma imagem colorida. 

5.2.1 Árvores Bayesianas Adaptativas 

Suponha que a imagem colorida I (com M x N pixels) é iuicialmente particionada 
J 

em J regiões não sobrepostas R= {R1 , R2 , ••• , RJ}, tal que U R; =I, com R; Ç I e 
j=l 

J ~ M x N. Denotamos a coleção de vetores característicos x; (média das cores RGB) 

associados às regiões R; E I como sendo o conjunto X = { x; I x; E ll~P}, com j = 

1, 2, ... , J regiões da imagem, mapeados em um espaço de feições de dimensionalidade D 

(i. e., se x; corresponde a média das cores RGB, então D = 3). 

Definimos a vizinhança no espaço de feições ~ de x; como: 

~ = {x,.l d;u ~ <P, 'Vx,. E X}, (32) 

com d;,. sendo a distância Euclideana entre x; e x,. e, <P um dado limiar. Denotamos 

'f/IP = {'f/~, 'fJi, ... , 'TJ~} como sendo a coleção de vizinhos do espaço de feições dos vetores 

característicos x; E X. 

A fim de considerar a localização espacial das regiões R; E I, nós construímos um 

grafo de regiões adjacentes (RAG, do inglês region adjacency graph) g = (V, E), as

sociado a vetores característicos x;, onde cada nodo v; E V corresponde a uma região 

R;. e uma aresta e;,c E E conecta as regiões R; e Rc que são espacialmente adjacentes 
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na imagem I (MOBAHI et ai., 2011). Posto isto, a vizinhança espacial da região R; é 

expressa como o conjunto de regiões {R, I e;,c E E}. Podemos estender a notação do 

conjunto mencionado anteriormente, e definir E:i como o conjunto de vetores caracterís-

ticos associados aos vizinhos espaciais de R;, que também contém x;, de modo que: 

(33) 

Nós também denotamos E: = { &\ &2 , ... , &J} como sendo a coleção de vetores caracte-

rísticos associados aos vizinhos espaciais das regiões R; E I. Portanto, os vizinhos no 

espaço de feições de x; são denotados por %, e os vetores característicos dos vizinhos 

espaciais de R; são denotados como E: i. 

Dadas as notações acima mencionadas, considere que cada vetor característico x; 

é um nodo de um grafo direcionado no espaço de feições. Na formulação proposta, nós 

gostaríamos de formar um conjunto de clusters dos vetores característicos pertencentes ao 

conjunto X, por meio da construção de árvores direcionadas, cujas raizes x,., localizam-

se nos máximos de densidade da distribuição dos dados. Sendo assim, a primeira etapa 

da nossa proposta consiste em determinar quais vetores característicos x;, no espaço de 

feições, devem ser atribuídos a cada máximo de densidade (cada nodo raiz). Na nossa 

formulação Bayesiana deste problema, a probabilidade a posteriori p(x;,r I X) do vetor 

característico x; de corresponder a um nodo raíz x,. (i.e. x;,r ), dado o conjunto X, pode 

ser modelada por meio de uma mistura de Gaussianas: 

J 
2; N(x;; f.t = x,, E= H)II, 

p(x;,r I X)= -Jõ-'~-='J~--------
2; 2: N(Xç; f.t = x,, E = H)II, 
q=l t=l 

(34) 

onde o termo de ponderação (111) corresponde a frequência de ocorrência do vetor carac-
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terístico x, E X e deve satisfazer as seguintes restrições: 

o,;;; n,,;;; I; 

(35) 

J 

~TI,= 1. 
t=l 

Cada componente da mistura N(x;; 1-' = x,, E = ll) consiste em uma distribuição 

Gaussiana multivariada avaliada no vetor característico x; e é expressa como: 

N(x;; 1-' = x,, E= n) = (27r~D/2 exp[-~(x;- x,fn(x;- x,)], (36) 

onde o vetor 1-' E ll~P é um vetor coluna de dimensionalidade D e representa a média da 

distribuição, E E JRDxD denota a matriz de covariância de tamanho D x D e n é a matriz 

identidade 1• 

A probabilidade a posteriori p(xj,r I X) na Equação 34 pode ser reescrita na forma 

matricial do seguinte modo: 

T 

N(x;; 1-' =X!, E= n) Til 

N(x;; 1-' = X2, E= n) n2 

p(x;,r I X)= 
N(xj; 1-' = XJ, E= n) TIJ 

T (37) 

N(x.; 1-' = X!, E = n) Til 

J N(x.; 1-' = x2, E = ll) n2 
~ 
q=l 

N(x.;'"' = xJ, E= n) TIJ 

Ao definir um modelo Gaussiano multivariável (ver Equação 36), com parânletros 

1-' = x, e E = n, nós assumimos uma distribuição de probabilidade simétrica centrada 

em cada vetor característico (nodo) x, no espaço de feições, que é avaliada em x;. Ao 

1Nesta dissertação, cabe destacar que identificamos empiricarnente, em testes preliminares, que o uso 
da matriz identidade como matriz de covariância tende a apresentar resultados mais robustos para a seg
mentação de imagens coloridas, em relação a covar:i.ância das cores para cada superpixel. 



60 

Ri 
70 . . 
80 

w 
:::> 
;;jso 

•· 
r----: .00 

100 

70 80 90 100 

(a) GREEN 

(b) ,.,.. • . ,.. 
t) = • TJ j - ~ .,. <1>- . • • • • •• . . . • 

• 

(c) (d) (e) 

Figura 14: llustração da interseção expressa pelo conjunto{~ n Ei} no espaço de cores 
RGB: (a) a imagem colorida I é decomposta em regiões coloridas homogêneas, obtidas 

J 
pelo algoritmo SLIC (contornos das regiões em vermelho), tal que U R; = I. Utilizando 

i=l 
um grafo de regiões adjacentes g, a vizinhança espacial de uma região arbitrária R; é 
representada (nodos azuis indicam as regiões adjacentes a região R; e as arestas que 
as conectam estão marcadas em verde); (b) cada região da imagem I esta associada ao 
valor médio das cores RGB (x;) dos pixels daquela região no espaço de feições. Vetores 
de cores em destaque azul indicam os valores das características médias dos vizinhos 
espaciais da região R; em Ç, e uma esfera vermelha de raio c} delimita a similaridade 
entre x; e seus vizinhos no espaço de feições; (c) x; possui vizinhos no espaço de feições 
definidos pelo conjunto~; (d) os vetores característicos associados a vizinhança espacial 
da regiio R; sio dados pelo conjunto Ei; (e) o conjunto{~ n Ei} contém os vetores 
característicos candidatos que potencialmente podem se tomar nodos raíz no espaço de 
feições. 

assumirmos a probabilidade a posteri.ori p(x;,r I X) como sendo uma mistura destas 

Gaussianas multi variadas, estaremos levando em conta a influência das distribuições cen

tradas nos vetores característicos Xt, e ponderadas pelas suas probabilidades a priori II, 

emx;. 

Dada uma vizinhança nos espaço de feições ~ (ver Equação 32) de x; E X e dado o 

conjunto Ei (ver Equação 33) de vetores característicos associados aos vizinhos espaciais 

da região R; E 'R, com j = 1, 2, ... , J, nós encontramos os nodos raízes :Xsc,r utilizando a 



abordagem da máxima estimativa da probabilidade a posteriori (MAP): 

Xk,r = argmax {p(xk,r I X)}. 
\lx•E{~ne;} 
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(38) 

Procuramos maximizar as probabilidades a posteriori p(xk,r I X) dos vetores ca

racteristicos xk no conjunto { ~ n ,9} de corresponder a um nodo raíz (i.e. os vetores 

caracteristicos disponíveis na vizinhança ~ de x; no espaço de feições e em t:i, i. e. 

considerando os vetores caracteristicos associados aos vizinhos espaciais de R; no grafo 

de adjacências Q) (ver Figura14). Assim sendo, nós garantimos que os vetores caracte-

risticos xk, candidatos a nodos raízes, de fato estão associados a regiões adjacentes no 

domínio espacial da imagem, e também, que estes são similares no espaço de feições. 

Para um dado Xk, pode-se calcular a probabilidade a posteriori p(xk,r I X) utilizando a 

Equação 34. 

De modo a esclarecer as implicações da nossa formulação para a probabilidade a 

posteriori (ver Equação 34), reescrevemos a Equação 36 definindo Ll = x; - x, e K = 

(2,.)v1,, onde é assumido que JL = x,: 

(39) 

Tomando o limite da Equação 39 com respeito a Ll crescente, nós temos: 

(40) 

Sendo assim, a Equação 40 sugere que há um número limitado de componentes de 

Gaussianas multivariadas, cujos valores são significativamente maior que zero, quando 

uma mistura é avaliada em cada vetor caracteristico Xj. Em nossa proposta, o número 

de componentes Gaussianas "ativas" avaliadas em x; serão reduzidos quando a diferença 

(x; - x,) aumentar. 

Uma vez determinados os valores de probabilidade a posteriori para cada vetor carac

teristico x;, constrói-se árvores direcionadas, fazendo uso das probabilidades aposteriori 

computadas, por meio do Algoritmo 1. As árvores direcionadas são construídas identi-
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ficando um nodo pai para cada Xj, e os nodos para os quais um nodo pai não pode ser 

atribuído tomam-se nodos raiz. Posto que árvores direcionadas não contém ciclos, o pro

cedimento de atribuição dos nodos pai evita grafos cíclicos certificando que se Xj não 

é uma raiz, então há apenas um caminho de Xj para o seu pai, ou, para a sua raiz. O 

número de árvores é igual ao número de raízes, e cada Xj pertence apenas a uma árvore. 

O Algoritmo 1 atribui cada vetor Xj para exatamente uma árvore. Se Xj é raiz Xj,r da 

árvore, o mesmo é atribuído à árvore que tem essa raiz, caso contrário, Xj é designado 

a pertencer a mesma árvore que o seu pai. O Algoritmo 1 pode ser utilizado recursiva

mente a fim de identificar as raízes das árvores e os vetores característicos associados com 

cada árvore. Cada cluster obtido é uma árvore direcionada unimodal, cuja raiz localiza-se 

em um máximo de densidade da distribuição dos vetores característicos (KOONTZ; NA

RENDRA; FUKUNAGA, 1976). Este método de procura de máximos de densidade em 

uma distribuição de dados, determina o número de clusters, assim como, a associação de 

todos os vetores característicos Xj E X com seus respectivos clusters, dada uma escolha 

para o parâmetro q,. O parâmetro q, pode ser usado para selecionar apenas os máximos 

de densidade dominantes (clusters) da distribuição de dados. Koontz et al. (KOONTZ; 

NARENDRA; FUKUNAGA, 1976) demonstram que que o método proposto, para busca 

de máximos de densidade, converge para o máximo verdadeiro da distribuição de dados, e 

a sucessão de ancestrais de Xj é uma abordagem de ascensão íngreme (do inglês, steepest 

ascent) em direção ao ponto de densidade máxima delimitado pelo conjunto{% n fi} 

para um dado Xj, que não necessariamente será o máximo de densidade mais próximo de 

Utilizando a array de árvores computada com o Algoritmo 1, uma partição inicial do 

espaço de feições pode ser obtida atribuindo os vetores característicos Xj para os seus 

associados nodos raízes (ver passo 13 do Algoritmo 2). No espaço de feições, este proce

dimento é equivalente a atribuir a todos os nodos pertencentes a uma árvore direcionada 

ao seu nodo raiz.Figura 15 apresenta uma ilustração do procedimento de fusão em um 

espaço vetorial abstrato de dimensionalidade 3. A Figura 15 a) mostra três diferentes ár

vores direcionadas com raízes x 1,r, x 5,r e x9,r· O número total de descendentes da árvore 
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Algorithm 1 Construir Árvores Direcionadas 

1: procedure Bun.DTREES(p(xl,r I X), ... ,p(xJ,r I X); 11•; E). 
2: forj+-1toJdo 
3: Encontrar o índice k =F j que corresponde ao vizinho do vetor característico 

X; com O valor máximo de probabilidade a posteriori em { 111 n E i}; 
4: if p(x;,r I X) > p(xk,r I X) then 
S: P(x;) = x;,,.; 
6: else if p(x;,r I X) < P(Xk,r I X) then 
7: 
8: 

9: 

10: 

11: 

P(x;) =xk; 
else 

P(Xk) = X1c,r; 

P(x;) =xk; 

retum a"ay de árvores P. 

Unir Nodos 

+-
:x3 
: 
I 
I 
I 
I 
I 
I 
I 
I 

~ 5 
I 

9 

6 1 ____ .l,, 

b) · ;:-------- ----------, 

~', 
Xz 

c) 

1> X; é uma raiz x;,r 

1> XJr. é uma raiz Xlc,r 

l>opaidex; éxk 

Atualiza r probabil idades: 

ns= ns+nz+n3+114+116+n7+lls 
n;= ni= n~=n~= n;= n~ o 

119= n9 + nlO .. nu .. nl2 
lli= n, 
ll i1 = llio= ll i2 =0 

Figura 15: Dustração do procedimento para unir nodos de árvores direcionadas em 
um espaço de feições abstrato de três dimensões: a) árvores direcionadas originais 
com raízes X1,,., JC.5,,. e Xg,,.; b) clusters obtidos por meio da atribuição: X1,r -+ X1,,.; 

x2, :xa,X4,Jte, x7,Xs-+ :xs,,.; X1o,xu,x12-+ xg,,.; c) as probabilidades apriori 11t. l15 e 
l1g das raízes Xl,r• X5,r e Xg,,. sio atualizadas para 11!. 11; e 119. respectivamente. 

cuja raiz é :xs,r é igual a 6, o múnero total de descendentes da árvore cuja raiz é x 9,,. é 

igual a 3, e a árvore restante é constituída apenas pelo oodo raiz x 1,,.. A Figura 15 b) mos-

tra os clusters obtidos por meio da atribuição: x 1,,. -+ x 1,,.; x 2 , Xa, X(, Xti, x7, x 8 -+ :xs,,.; 

5.2.2 Representação Hierárquica de Imagem Coloridas 

Vamos supor uma notação mais conveniente para representar uma imagem colorida I 

de forma hierárquica. Denotamos uma imagem I no nível de hierarquia s por 1•, onde 

s = O, 1,2, ... ,L- 1 são possíveis níveis desta hierarquia. Nesta notação, a imagem 

original é denotada como J•=D, e a imagem obtida pelo procedimento de inicialização I 

(i.e. o método SLIC) é denotada como J-=1 (ver Figura 16). 
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Suponha que a imagem I' possa ser particionada em card(R.•) regiões não sobrepos

tas n• = {Rf, R~, ... , R~ard(n.•)}, tal que Rj Ç J•. Nós denotamos os vetores caracte

rísticos associados às regiões Rj E J• como o conjunto x• = { xj I xj E ll~P}, com 

j = 1, 2, ... , card(R.•). 

Uma versão simplificada (X•+l) do conjunto de vetores característicos (X•) pode ser 

produzida por meio da computação das árvores direcionadas para o conjunto de vetores 

característicos em x•, e pela substitoição de cada vetor característico pertencente a x•, 

pelo seu respectivo protótipo de cluster (i.e. substitoindo os vetores característicos em 

uma árvore por suas respectivas raízes para obter x•+I). O conjunto x•+I consiste em 

uma versão simplificada de x•, que provavelmente possui menos raízes de árvores dire-

cionadas que X • (o número de vetores característicos xj serão iguais ao número de raízes 

quando todos os vetores xj tomarem-se raízes de árvores direcionadas). O conjunto x•+I 

de vetores característicos xj+l consiste em um subconjunto de x• (i.e., x•+I ç x•), 

cujos vetores xj+l E x•+l são raízes de árvores direcionadas encontradas no espaço de 

fi . - x· (" 8 s-1) etçoes 1.e. xj,r = xz . 

O Algoritmo 2 descreve o procedimento de representação hierárquica das Árvores 

Bayesianas Adaptativas. Este algoritmo converge quando não há mais possíveis fusões 

(i.e. todos os vetores característicos restantes no espaço de feições nesta fase são nodos 

raízes de árvores direcionadas). A medida em que os nodos das árvores são representados 

por raízes de árvore no espaço de feições, o número de vizinhos no espaço de feições 

r&,• de xj, no nível de hierarquia s, é reduzido progressivamente (i.e. cada nodo que 

não é uma raiz deve pertencer a um cluster associado a raíz de uma árvore). Portanto, a 

representação hierárquica depende fortemente de uma escolba para o parâmetro iP, que é 

utilizado para determinar a vizinhança no espaço de feições r&,• de xj. 

Dada uma escolba para o parâmetro iP, o procedimento descrito pelo Algoritmo 2 pode 

ser usado iterativamente para obter uma hierarquia de árvores direcionadas, que representa 

as decomposições do conjunto de vetores característicos contidos em X •. A medida em 

que s aumenta, os dados contidos em x• podem ser representados progressivamente por 

versões mais simples xs+I, ... ,XL-I, que contém apenas os vetores característicos as-



Algorithm 2 Decomposição de Árvores Bayesianas Adaptativas 

1: procedure DECOMPOSEDATA(J\ X 1; <I>). 
2: I' t-Il; 
3: x· +- X 1

; 

4: x•H +- 0; 
5: while x•+1 # x· do 
6: Contruir RAG Q =(V, E) para a imagem J•; 
7: for j t- 1 to J do 
8: Computar p(x;,r I X) usando a Equação 34; 
9: ~ t- encontrar os vizinhos no espaço de feições de x;; 
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10: êi t- encontrar os vetores característicos associados as regiões vizinhas 
de R; delimitados por Q; 

n: x• +- x•+1
; 

12: Applicar o procedimento BuildTrees (no Algoritmo 1 ); 
13: Atribuir todos os membros de uma árvore para a sua raiz, obtendo x•H; 
14: Atualizar probabilidades a priori. 
15: return XL-1 

sumidos como estimativas Bayesianas dos máximos de probabilidade da distribuição de 

dados (i.e. raízes das árvores). Além disso, para cada nível de decomposição X•+l, os 

nodos são atribuídos aos nodos raízes, e suas probabilidades a priori são atualizadas pela 

soma das probabilidades a priori dos descendentes daquele nodo raiz (ver passo 14 do 

Algoritmo 2). Na Figura 15 c) as raízes das árvores direcionadas x 1,r, x 5,r e x 9,r tem suas 

probabilidades a priori atualizadas: as probabilidades a priori II 1, II5 e II9 das raízes x 1,., 

x 5,r e Xg,r são atualizadas para IIi, II5 e II!J, respectivamente. 

No domínio espacial, o efeito de atribuir um conjunto de vetores característicos x• pe-

las suas respectivas raízes, originando um novo conjunto de vetores característicos X •+ 1, 

é que as regiões da imagem R~ e Rj em J• são uuidas em regiões maiores R!~1 em J'+l, 

se seus vetores característicos associados ~ e xj possuírem a mesma raíz da árvore dire

cionada x! r no espaço de feições. Isto corresponde a uma uuião de nodos no espaço de , 

feições (ver Figura 15). Assim, regiões de uma imagem Rj+l em J'+l são pais de regiões 

Rj em I', formando árvores direcionadas no domínio espacial também (ver Figura 16). 

A região do céu na Figura 16 ilustra a árvore direcionada no domínio espacial da imagem 

obtida pela atribuição de um conjunto de vetores característicos x• às suas respectivas 

raízes de árvore x•H no espaço de feições. Nodos raízes Rj,r E ! 8 , no domiuio es

pacial da imagem, podem ser determinados identificando se seus vetores característicos 
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Figura 16: llustração da representação hierárquica (com L = 4 decomposições) da região 
do céu no domínio espacial da imagem. 1° é a imagem original. 11 é a imagem obtida pelo 
método de inicjaHzação SLIC. P é originada unindo as regiões de 11, e J3 é a L-ési.m.a 
decomposição. Ponto pretos indicam nodos raízes no domínio espacial para cada nível 
de hierarquia (i.e. regiões R:~1 em pH) associadas ao vetores característicos x!,r que 
são nodos raízes no espaço de feições) as linhas verdes representam os caminhos diretos 
entre os nodos. Note que regiões da imagem Js+l são ancestrais de regiões na imagem 
la. Contornos das regiões são marcados em vermelho. 

associados x§,r são raízes no espaço de feições. 
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6 RESULTADOS EXPERIMENTAIS 

De modo a avaliar os resultados de segmentação obtidos pelo método proposto, nós re

alizamos experimentos utilizando o banco público de dados de segmentação BSD300 (MAR

TIN et ai., 2001). Este banco de dados é constituido de 300 imagens naturais coloridas de 

tamanho 481 x 321 (ou, 321 x 481), sendo 200 imagens parte de um conjunto treino e 100 

imagens parte de um conjunto teste. O padrão-ouro deste banco de dados é composto por 

diferentes segmentações manuais delimitadas por humanos (bá em média 6 segmentações 

manuais para cada imagem do banco de dados). Diferentes segmentações manuais nos 

permitem investigar como o método de segmentação proposto (Capítulo 5) se assemelha 

a segmentação de imagens coloridas realizada por seres humanos, no que diz respeito a 

medidas tipicamente utilizadas para avaliar o desempenho de abordagens de segmentação. 

Os experimentos propostos neste Capítulo foram projetados com o propósito de ava

liar os efeitos de diferentes configurações dos parâmetros I, FV, ~e V nas segmenta

ções obtidas utilizando o método ABT. Nós investigamos a significância destas diferentes 

configurações por meio de urna análise de variâncias (ANOVA) em um projeto fatorial 

completo (MONTGOMERY, 2008). Utilizando os resultados obtidos da ANOVA, nós 

otimizamos a nossa configuração por meio da escolha dos parâmetros que maximizam a 

medida de performance PRI (do inglês, Probabilistic Rand Index). Uma vez encontrados 

os parâmetros ótimos, nós computamos também as medidas de performance VOI, GCE, 

e BDE, com a finalidade de comparar quantitativamente o nosso método com outros mé

todos disponíveis na literatura. Nós também avaliamos o nosso método qualitativamente 

junto a abordagens encontradas na literatura. 
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A seguir, na Seção 6.1, descrevemos o significado qualitativo e mostramos como é 

possível computar as medidas de performance PRI (UNNIKRISHNAN; PANTOFARU; 

HEBERT, 2005), VOI (MOBAill et al., 2011), GCE (MARTIN et al., 2001) e BDE (FREI

XENET et al., 2002), que serão utilizadas para avaliação dos resultados do nosso método. 

Na Seção 6.2, nós apresentamos as diferentes configurações exploradas, em nossos ex

perimento, para os parâmetros I, FV, <I> e V , assim como os efeitos qualitativos dessas 

configurações na segmentação obtida. Dedicamos a Seção 6.3 para descrever como os 

parâmetros do método desenvolvido foram otimizados, e por último, na Seção 6.5, com

paramos os resultados de segmentação obtidos pelo nosso método com outros métodos 

disponíveis na literatura de forma qualitativa e quantitativa. 

6.1 Medidas de Performance 

Uma vez que o padrão ouro do banco de dados BSD300 utilizado é constituído de múl

tiplas segmentações manuais para cada imagem, tipicamente computa-se a média das me

didas PRI, VOI, GCE e BDE referentes a cada padrão ouro para fins de comparação. Neste 

trabalho, fez-se uso do código de Allen Y. Yang que se encontra publicamente disponí

vel no endereço: https: I /people o eecs oberkeley o edu/-yang/software/ 

lossy_segmentation/. A seguir, detalhamos o significado qualitativo e mostramos 

como computar as medidas de performance PRI, VOI, GCE e BDE. 

6.1.1 Probabilistic Rand Index (PRI) 

PRI (do inglês, Probabilistic Rand Index) é uma medida de probabilidade cujos valo

res situam-se entre [0, 1], e um maior valor de probabilidade indica urna melhor perfor

mance de segmentação (i.e. maior similaridade entre partições de uma imagem). Dado 

um par de imagens constituído por uma imagem teste e o padrão ouro, a medida PRI 

conta a fração dos pares de pixels cujos rótulos são consistentes entre duas partições. A 

literatura reporta que a medida PRI tende a correlacionar-se melhor, em relação as demais 

medidas aqui estudadas, com a segmentação manual feita por humanos (UNNIKRISH

NAN; PANTOFARU; HEBERT, 2005). 
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Suponha um conjunto de segmentações manuais1 {8k I k = 1, ... , K} de uma dada 

imagem I com M x N pixels e, suponha que 8teste seja uma segmentação da imagem I 

(originada por um sistema digital, por exemplo) que desejamos comparar com o conjunto 

das segmentações manuais {81, 8 2, ... , 8K}· A medida de performance PRI pode ser 

calculada como (UNNIKRISHNAN; PANTOFARU; HEBERT, 2005): 

1 
PRI(8teste, 8k) = (MxN) L [C..vPuv + (1- C..v)(1- Puv)J, (41) 

2 {u.,vlu#=v} 

onde c,.. indica que o par de pixels ( u, v) possuem os mesmos rótolos na segmentação 

teste isto é" = T(w8••••• = w8•••••) T() é um operador binário e p- = T(w8• = ''"'UV U V,. ''UV U 

w~•) para um dado 8k E {8,, 82, ... ,8K} (UNNIKRISHNAN; PANTOFARU; HEBERT, 

2005). 

6.1.2 Variation of lnfo171Ullion (VOI) 

VOI (do inglês, Variation of Information) mede a quantidade de informação que é 

perdida ou ganha entre duas segmentações (a segmentação associada a imagem teste e a 

segmentação associada com o padrão ouro). É uma medida não negativa, cujos menores 

valores indicam um melhor resultado de segmentação. 

Considere um par de segmentações diferentes (8teste, 8k)· A medida de performance 

VOI pode ser calculada por meio da expressão: 

sendo H a medida de entropia eM I a medida de informação mútua (VINH; EPPS; BAI

LEY, ????). 

6.1.3 Global Consistency Error (GCE) 

GCE (do inglês, Global Consistency Error) mede a que extensão a imagem segmen-

tada teste consiste em um refinamento (i.e. um subconjunto) em relação a outra segmen-

1No âmbito de segmentação de imagens, o padrão-ouro é tipicamente dado por segmentações manuais 
realizadas por humanos, tal como ocorre com o banco de dados BSD300. 
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tação (o padrão ouro). A medida GCE indica a consistência da imagem segmentada. 

Matematicamente, consideramos Bteste e Sk duas segmentações diferentes de uma 

imagem I com M x N pixels, a primeira segmentação originada por um sistema digital 

(um método computacional), e a segunda originada por urna segmentação manual. Para 

um dado pixel I ( m, n) = X;, considere os segmentos (regiões na imagem) que contém 

X; em Bteste e Sk. Denota-se estes conjuntos de pixels por C(Steste, X;) e C(Sk, X;), 

respectivamente. O Erro Local de Refinamento (LRE, do inglês Local Refinement Erro r) 

pode ser definido como (MARTIN et ai., 2001): 

LRE(S S ·) = card(C(Steste,X;)\C(Sk,x;)) 
teste, k,X; card(C(S,x;)) , (43) 

onde \ denota o operador complemento2. 

É possível observar que a Equação 43 é não simétrica, isto é, produz diferentes resul-

tados uma vez que o operador complemento é não simétrico. A medida de performance 

GCE consiste em uma alternativa à medida IRE que é simétrica e pode ser computada 

por meio da expressão (MARTIN et ai., 2001): 

l MxN MxN 

GCE(Steste, Sk) = M X N = min{ L LRE(Steste, sk, X;), L LRE(Sk, Bteste, X;)}. 
i=l i=l 

(44) 

Um menor valor da medida GCE indica urna maior similaridade entre as segmenta-

ções (UNNIKRlSHNAN; PANTOFARU; HEBERT, 2007). 

6.1.4 Boundary Displacement Error (BDE) 

BDE (do inglês, Boundary Displacement Error) mede o erro de deslocamento médio 

de pixels localizados em bordas entre duas imagens (imagem teste e padrão ouro) (FREI-

XENET et ai., 2002). 

Seja Bteste um conjunto de pixels localizados nas bordas da segmentação Steste e seja 

Bk um conjunto de pixels localizados nas bordas da segmentação manual Sk, denota-se 

urna distribuição de distâncias partindo de Bteste até Bk como DBB• . Esta distribuição 
te:~te 

2Def: A\B := {z E A I z i B}. 
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caracteriza a discrepância, medida pela distância, partindo de Bteste até Bk. A distância 

de um ponto arbitrário z E Bteste até Bk é definida como a distância absoluta mínima 

entre z e todos os outros pontos em Bk, isto é (FREIXENET et ai., 2002): 

(45) 

onde J E denota a distância Euclideana entre os pontos z e w. A discrepância entre os 

pixels pertencentes ao conjunto Bteste e os pixels pertencentes ao conjunto Bk é des

crita pela forma da distribuição D~~••••, que tipicamente é caracterizada pela sua média 

(JtvB• ) (FREIXENET et ai., 2002). A medida de performance BDE pode ser calculada 
Bteste 

por meio da expressão: 

(46) 

Como regra, define-se que quanto menor o valor da medida BDE, maior é a similari-

dade entre a segmentação testada e a segmentação manual (FREIXENET et ai., 2002). 

6.2 Configuração Experimental e Efeitos na Segmentação 

Como já dito no Capítulo 5, o método ABT proposto, aplicado ao problema de seg

mentação de imagens, pode ser configurado por meio da definição de quatro parâmetros 

diferentes: inicialização (I); o procedimento de extração de características (FV); o limiar 

de similaridade 4'>; e a medida de distância 'D. 

O parâmetro de inicialização define o primeiro nível (/1) de decomposição da ima

gem original (/0) (ver Figura 16). Anteriormente, no Capítulo 5, nós configuramos o 

parâmetro I como sendo o algoritmo sue. A fim de comparar diferentes configurações 

para o parâmetro I, definimos três possíveis estados de configuração para este parâme-

tro: o algoritmo sue (ACHANTA et ai., 2012), o algoritmo de superpixels proposto por 

Mori (MORI et ai., 2004) e o método Mean Shift (COMANICIU; MEER, 2002). 

Estes inicializadores foram definidos pois apresentaram qualidades notáveis em re

lação a métodos concorrentes em testes preliminares. O método sue, por exemplo, 
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(a) (b) 

(c) (d) 

Figura 17: Exemplo de resultado utilizando três tipo de técnicas de inicialização diferen
tes. Em (a) apresenta-se a imagem original. Em (b) apresenta-se a segmentação obtida 
mediante a aplicação do algoritmo sue de superpixels. Em (c) apresenta-se a segmenta
ção obtida mediante a aplicação do algoritmo de superpixel.s proposto por Malik. Em (d) 
apresenta-se a segmentação obtida mediante a aplicação do método Mean Shift. 

apresenta uma inicialização rápida, robusta (regiões contendo pixels similares são obti

das mesmo para imagens com muitas inomogeneidades) e :O.exível (pode-se controlar o 

número de regiões iniciais). O uso do Mean Shift origina regiões de alta similaridade 

por meio da busca de regiões de alta densidade de dados no espaço de feições de forma 

não paramétrica. O algoritmo proposto por Malik, embora possua um custo computaci

onal maior que o método sue, se diferencia do mesmo obtendo contornos mais suaves 

de superpixels. Na Figura 17 é possível observar a pré-segmentação obtida por meio da 

aplicação destes três diferentes métodos. 

Em nossa busca pela otimização dos parâmetros de configuração do método proposto, 

deümitamos 200 regiões iniciais para ambos algoritmos de superpixe'P, e para aborda

gem Mean Shift, fora definido a largura de banda espacial hs = 7 e a largura de banda 

referente ao espaço de feições hr = 15. Embora o número de regiões seja o mesmo 

3Ne8ta dissertação, o número de regiões iniciais pata os algoritmos de superpixel foi defuúdo por meio 
ela condução ele testes prelimíDares no banco de dados BSD300. Empiricamente verificamos que definindo 
200 regiões iniciais, nosso método tende a apresentar maiores resultados para a média da medidade de 
performance PRJ. 
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para ambos os algoritmos de superpixel, o tamanho e a forma das regiões originadas por 

esses métodos podem variar bastante. Em contraste, o método Mean Shift determina o 

número de regiões iniciais de forma automática, de acordo com seu próprio critério de 

convergência (COMANICIU; MEER, 2002). 

Cada estado de configuração, portanto, origina diferentes regiões iniciais que influen

ciam o procedimento de extração de feições diretamente. Um exemplo do efeito quali

tativo do método de inicialização pode ser visto na Figura 18. As segmentações obtidas 

na Figura 18 foram obtidas alterando apenas o método de inicialização, deixando fixos o 

limiar de similaridade <P = 1.0, definindo o vetor característico como sendo a média dos 

canais de cores L*a*b*, e fazendo uso da distância Euclideana como a medida de distân

cia. Como pode ser visto na Figura 18, as diferentes formas das regiões iniciais originadas 

pelos métodos Mori (a), Mean Shift (b) and SUC (c) irão influenciar a etapa de extração 

de feições. Por consequência, os resultados finais de segmentação obtidos (imagens ( d), 

(e) e (f) na Figura 18) tendem a originar resultados de segmentação diferentes. 

O parâmetro <P e a medida de distância 'D, são utilizados para definir a similaridade 

dos vetores característicos que, por sua vez, dependem do procedimento de extração de 

características (FV). Na nossa investigação, nós verificamos o comportamento do método 

proposto para: <P E [0.1, 0.2, ... , 1.2]; e testamos duas medidas de distância 'D, a norma 

Euclideana (dE) e a distância Bhattacharyya (dB) (THEODORIDIS; KOUTROUMBAS, 

2008), que podem ser calculadas de forma genérica como: 

dE(q, p) = l~(ji;- (};)2, 

dB(q, p) = -In ( ~ y'Wj) . 
para vetores característicos arbitrários distintos q e p. 

(47) 

(48) 

Tendo fixado uma medida de distancia 'D, para um dado vetor característico xj E X •, 

a medida que o valor de <P diminui, o número de vizínhos no espaço de feições de xj 

também dirninni. Em contraste, à medida que <P -t oo, a vizinhança nos espaço de feições 

w: tende a conter todos os vetores característicos disponíveis no espaço de feições. O 
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(a) (b) (c) 

(d) (e) (f) 

Figura 18: Efeito visual da inicialização no método ABT: o algoritmo proposto por Mori, 
a abordagem Mean Shift e o método de inicialização SUC são apresentados em (a), (b) 
e (c), respectivamente. A segmentação final obtida pelo método ABT para o algoritmo 
proposto por Mori, a abordagem Mean Shift e o método SUC são apresentadas em (d), 
(e) e (f), respectivamente (contornos das regiões em vermelho). 

efeito prático de aumentar o valor de (l pode ser observado na Figura 19, que foi obtida 

fixando: Mean Shift como método de inicialização; a média dos canais de cores L *a *h* 

como vetor característico; e a distância Euclideana como medida de similaridade. Na 

Figura 19 (a), (b) e (c), o parâmetro~ foi definido como 0.1, 0.5 e 1.0 respectivamente. 

(a) (b) (c) 

Figura 19: Efeito visual do aumento do parâmetro (l. Foram configurados os parâme
tros: Mean Shift como o método de inicialização; a média dos canais de cores L *a *h* 
como o vetor característico; e a norma Euclideana como a medida de similaridade: (a) 
Segmentação com 4l = 0.1, (b) Segmentação com ~ = 0.5, (c) Segmentação com 4l = 1 
(contornos das regiões em vermelho). 

Com o intuito de avaliar o efeito do procedimento de extração de características (.FV) 
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no resultado de segmentação, comparamos: características de cor média, nos espaços 

de cores RGB e L*a*b*; e textoras, incluindo histogramas de cor como descritores de 

textora. 

Como descrito no Capítulo 5, vetores característicos de cor Xj, associados às regiões 

Ri, são definidos como o valor médio das características de cor dos pixels em cada região 

de imagem. Portanto, há duas configurações possíveis explorando características de cor 

média: vetores com as médias de cor RGB e vetores com as médias de cores L *a*b*. 

Também avaliamos nosso método configurando o parâmetro FV como um procedi-

mento de extração de textoras. Neste trabalho, o descritor de textora adotado para com

paração consiste em uma mistora de histogramas de cores RGB requantizados. Em tal 

modelo, o espaço de cores RGB é dividido em Nb = {J3 cubos (intervalos) com arestas 

(fJ) de mesmo tamanho, e contam-se quantos vetores de cor RGB associados a pixels em 

uma região da imagem encontram-se dentro de cada cubo. Matematicamente, denota

mos b(:x;) E {1, 2, ... , Nb} como sendo o índice do intervalo associado ao vetor de cor 

:x; = [R;', G;', Bi] da imagem I E JR.MxNx3, com i = 1, 2, ... , M x N. Posto isto, o 

descritor hi = [hj,1, hj,2 , ••• , hj,N,] associado a região Ri é dado, para n = 1, ... , Nb, por 

meio do procedimento de contagem: 

(49) 

onde can~(R;) é um termo de normalização e li é a função delta de Kronecker delta function. 

Este procedimento origina um vetor característico descritor de textora hj de dimensiona

lidade {33 para cada região da imagem Ri. Em experimentos preliminares, foi observado 

que fixando fJ = 7 obtém-se maiores valores para a média da medida de performance 

PRI. 

6.3 Ajuste de Parâmetros e Análise de Variâncias 

Nós conduzimos um projeto de experimentos do tipo fatorial completo, para avaliar o 

comportamento do nósso método sob diferentes configurações. O projeto de experimentos 
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Tabela 1: Níveis dos Fatores Controláveis. 
4> I FV v 

0.1 S-MS-M L-R-H B-E 

0.2 S-MS-M L-R-H B-E 

0.3 S-MS-M L-R-H B-E 

0.4 S-MS-M L-R-H B-E 

0.5 S-MS-M L-R-H B-E 

0.6 S-MS-M L-R-H B-E 

0.7 S-MS-M L-R-H B-E 

0.8 S-MS-M L-R-H B-E 

0.9 S-MS-M L-R-H B-E 

1.0 S-MS-M L-R-H B-E 

1.1 S-MS-M L-R-H B-E 

1.2 S-MS-M L-R-H B-E 

possui quatro fatores controláveis: o método de inicialização (I) (com três níveis: sue 
(S), Mori (M) and Mean Shift (MS)); o vetor característico (FV) (com três níveis: L*a*b* 

(L), RGB (R), Histograma dos canais RGB (H)); a medida de distância ('D) para definição 

da vizinhança no espaço de feições (com dois níveis: Euclideana (E) e Bhattacharyya 

(B)); e o parâmetro 4> (com doze níveis: 4> = {0.1, ... , 1.2} ). Nós definimos a variável de 

resposta como sendo a medida P RI. A Tabela 1 apresenta os quatro fatores controláveis 

definidos com seus respectivos níveis. 

Foram selecionadas 40 imagens pertencentes ao conjunto de treino do banco de da-

dos BSD300 de forma aleatória. Além disso, atendendo aos requisitos de um projeto 

de experimentos do tipo fatorial completo (MONTGOMERY, 2008), o experimento foi 

conduzido de forma totalmente aleatória. Cada imagem selecionada para o experimento, 

foi segmentada três vezes (três repetições), e para cada uma foi introduzido um rui do 

Gaussiano com média igual a zero e variância igual a 0.0001. 

O projeto de experimentos realizados é descrito pelo seguinte modelo (MONTGO-
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Tabela 2: Tabela ANOVA para o projeto de experimentos realizado. 

Fonte Var. SornaQua. G.L. MédiaQua. F cale Ftab Conclusão 

I 0,49024 2 0,24512 13883,89 6.9077 Significativo 

FV 0,27944 2 0,13972 7913,931 6.9077 Significativo 

v 0,10025 1 0,100247 5678,113 10.8275 Significativo 
q, 0,06386 11 0,005806 328,8506 2.9588 Significativo 

I*FV 0,07599 4 0,018998 1076,053 4.6167 Significativo 

I*V 0,04804 2 0,02402 1360,55 6.9077 Significativo 

I*\P 0,01965 22 0,000893 50,58734 2.2657 Significativo 

FV*V 0,14729 2 0,073646 4171,392 6.9077 Significativo 

FV*\P 0,06982 22 0,003173 179,7478 2.2657 Significativo 

V*\P 0,03579 11 0,003254 184,3082 2.9588 Significativo 

I*FV*V 0,06867 4 0,017167 972,3641 4.6167 Significativo 

I*FV*\P 0,02033 44 0,000462 26,16605 1.8350 Significativo 

I*V*\P 0,02095 22 0,000952 53,94823 2.2657 Significativo 

FV*V*\P 0,03342 22 0,001519 86,03557 2.2657 Significativo 

I*FV*V*\P 0,01699 44 0,000386 21,87297 1.8350 Significativo 

Erro 0,00763 432 1,77E-05 

Total 1,49836 647 

MERY, 2008): 

Yabcdr = fi + aa + f3b + "te + lld + ( af3)ab + (a"( )ac + ( av )ad + (f3'Y )bc+ 

onde i} é urna observação da variável de resposta. O índice a representa o nível a do fator 

controlável \P, a = 0.1, 0.2, ... , 1.2 (total de 12 níveis); o índice b representa o nível b do 

fator controlável I (total de 3 níveis); o índice c representa o nível do fator controlável 

(FV) (total de 3 níveis); o índice d representa o nível d do fator controlável V (total de 

2 níveis); e o índice r representa o número de repetições (total de 3 repetições). fi é a 

média global; a., f3b, "fc, lld representam, respectivamente, os efeitos dos níveis a, b, c, d 

dos fatores controláveis \P,I, FV, V na variável de resposta i). Analogamente, os termos 

(af3)ab, (a'Y)ac, ... , (a{3"(11)abcd, da Equação 50, representam os efeitos da combinação dos 

níveis dos fatores controláveis na variável de resposta. O termo fabcdr correponde aos 
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erros aleatórios da medida. Tais erros são normalmente distribuídos e possuem variância 

constante. 

Nós realizamos uma análise de variâncias (ANOVA) no experimento descrito. Nós 

verificamos se a hipótese HO (MONTGOMERY, 2008) era verdadeira, assumindo a dis

tribuição Fisher-Snedecor entre os tratamentos. Tal tarefa pode ser realizada comparando 

o valor F calculado com o correspondente valor encontrado na tabela da distribuição 

Fischer-Snedecor, respectivamente referenciados, na Tabela 2, como F ca!c e Ftab· Em se

guida, verifica-se para cada valor de F computado, se F cale é maior do que o seu valor 

correspondente tabelado Ftab· Se é maior, afirmamos que a fonte de variância (i.e. o fator 

controlável, ou a combinação dos fatores controláveis) é significante. Se não é maior, 

afirmamos que a fonte de variância não é significante. A primeira afirmação implica que 

a fonte de variância altera estatisticamente a variável de resposta, enquanto a segunda 

implica que a fonte de variância não altera estatisticamente a variável de resposta. A Ta

bela 2 apresenta a típica tabela ANOVA, computada assumindo a medida PRI como sendo 

a variável de resposta, com a conclusão para hipótese HO. 

A Tabela 2 revela que I, FV, V, ci> alteram significativamente a variável de resposta 

individualmente, assim como a combinação dos fatores controláveis I* FV*'D*<I>. Isto 

implica que a otimização destes parâmetros em termos da medida de performance PRI 

deve ser realizada de forma correlacionada. 

A Figura 20 apresenta o comportamento do método proposto para todas as possíveis 

configurações dos estados dos parâmetros I, FV, ci> e 'D. Nossos testes revelaram que o 

conjunto de parâmetros que maximizam a média da medida PRI para o conjunto de dados 

BSD300 é alcançado quando: ci> = 1.0; o método de inicialização (I) é a abordagem 

Mean Shift; o procedimento de extração de vetores característicos (FV) é dado pela média 

dos canais de cores L* a* b das regiões inicias; e a medida de distância ('D) é dado pela 

norma Euclideana. 

Como previamente mencionado na Seção 6.2, o método Mean Shift depende de dois 

parâmetros: a largura de banda do espaço de feições (hr) e largura de banda espacial 

(hs). De modo a explorar os efeitos desses dois parâmetros internos no método ABT, nós 
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Figura 20: Valores médios de PRJ computados para o banco de dados BSD300 
para todas as possíveis configurações testadas em função do parâmetro li
miar 41 E {0.1, ... , 1.2}. BLMS: Bbattacharyya-L*a*b*-Mean Shift; ELMS: 
Euclidean-L*a*b*-Mean Shift; BRMS: Bhattacbarrya-R'''G"' B"'-Mean Shifr, ERMS: 
Euclidean-R*G* B*-Mean Shift; BHMS: Bhattacharyya-RGB Histogram-Mean Shift; 
EHMS: Euclidean-RGB Histogram-Mean Shift; BLM: Bhattacharyya-L*a*b*-Mori; 
ELM: Euclidean-L*a*b*-Mori; BRM: Bhattacharyya-R*G• B*-Mori; ERM: Euclidean
EG• B* -Mori; BHM: Bhattach.aryya-EG* B* Histogram-Mori; EHM: Euclidean
EG* B"' Histogram-Mori; BLS: Bhattacharyya-L*a*b*-SUC; ELS: Euclidean-L*a*b*
SLIC; BRS: Bhattacharyya-R*G• B*-SLIC; ERS: Euclidean-EG* B'"-SUC; BHS: 
Bhattacharyya-R*G* B* Histogram-SLIC; EHS: Euclidean-R*G• B* Histogram-SUC. 
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Figura 21: Comportamento da média da medida PRJ, para o banco de dados BSD300, em 
função de 41 E {0.1, ... , 1.2}. Os parâmetros do método Mean Shift foram testados para 
os intervalo hs E [7, 9] e hr E [10, 15, 20]. Os demais parimetros foram fixados como: a 
média da cor L *a*b* como vetor característico x; e como medida de distância a norma 
Euclideana. 
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os testamos definindo diferentes configurações. A Figura 21 apresenta o comportamento 

da média da medida PRJ para os intervalos hs E [7, 9] e hr E [10, 15, 20]. Como pode ser 

observado na Figura 21, os parâmetros que maximizam o valor da medida PRJ ocorrem 

quando hs = 7 e hr = 15. 

6A Resultados Quantitativos 

Na Seção anterior (Seção 6.3), utilizando os resultados da ANOVA, nós encontramos, 

para o método ABT, a configuração ótima dos parâmetros que maximizam a média da 

medida de performance PRJ para o conjunto de dados BSD300. De modo a deta1har o 

comportamento do nosso método sob esta configuração, calculamos também as medidas 

de performance VOI, GCE e BDE. 

AB Figuras 22, 23, 24 e 25, apresentam o comportamento do método proposto, utili

zando o banco de dados BSD300, em termos das medidas de performance PRJ, VOI, GCE 

e BDE, respectivamente. Os resultados dispostos nas Figuras 22, 23, 24 e 25, mostram o 

limiar~ E {0.1, ... , 1.2} variando, com a seguinte configuração fixa: Mean Shift como o 

método de inicialização, a média dos canais de cor L *a*b* como o vetor característico e 

a norma Euclideana como a medida de distância entre pontos. 

Eudidean- L•a .. b• • Mean Shitt 

0.1 0 .2 0.3 0.4 0.5 0 .6 0 . 7 0 .8 0.9 1.0 1.1 1.2 
limlar 

Figura 22: Valores médios de PRJ em função do limiar~ E {0.1, ..• , 1.2} para a confi
guração: Mean Shift como o método de inicialização, a média dos canais de cor L*a*b* 
como o vetor característico e a norma Euclideana como a medida de distância entre pon
tos. 

Com a finalidade de detalhar o comportamento do nosso método sob a sua configura

ção ótima, apresentamos também a Thbela 3. Utilizando esta tabela, é possível observar 

que quando cP = 1.0, não s6 a média da medida de performance PRJ é a maior para o 
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Figura 23: Valores médios de VOI em função do limiar c) E {0.1, ... , 1.2} para a confi
guração: Mean Shift como o método de inicialização, a média dos canais de cor L*a*b* 
como o vetor característico e a norma Euclideana como a medida de distância entre pon
tos. 
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Figura 24: Valores médios de GCE em função do limiar c) E {0.1, ... , 1.2} para a confi
guração: Mean Shift como o método de inicialização, a média dos canais de cor L*a*b* 
como o vetor característico e a norma Euclideana como a medida de distância entre pon
tos. 
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Figura 25: Valores médios de BDE em função do limiar c) E {0.1, ... , 1.2} para a confi
guração: Mean Shift como o método de inicialização, a média dos canais de cor L*a*b* 
como o vetor característico e a norma Euclideana como a medida de distância entre pon
tos. 

intervalo de c) investigado (média PRI = 0.81480, com desvio padrão de 0.10752), como 

também a média da medida de performance VOI é a menor para o mesmo intervalo (média 

VOI = 2.4702 com desvio-padrão de 1.0971). 
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Alguns resultados qualitativos obtidos pelo métodoABT sob a sua configuração ótima, 

são apresentados na Figura 26. Nós apresentamos nossos resultados de segmentação divi

dindo as imagens em três categorias: cenários que apresentam construções na Figura 26 

(a); paisagens naturais Figura 26 (b); e imagens que contenham animais Figura 26 (c). 

Nonna Euclideana- L *a*b* - Mean Shift 

ümi..-(<>) 

PIU 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0 1.1 1.2 

Minimo 0.29238 0.29299 0.29353 0.29475 0.29827 0.31466 0.32457 0.39847 0.44394 0.52041 0.44430 0.41296 

Mediana 0.79198 0.79660 0.79981 0.80700 0.81571 0.81982 0.82712 0.82956 0.84041 0.84224 0.84672 0.83927 

Média 0.75212 0.75410 0.75941 0.76fJ77 0.77603 0.78680 0.79376 0.80323 0.80549 0.81480 0.80954 0.80355 

Desvio-padrão 0.14894 0.14876 0.14828 0.14604 0.14057 0.13207 0.12877 0.12019 0.12063 0.10752 0.11476 0.11611 - 0.95908 0.95918 0.95949 0.95988 0.96006 0.96876 0.96205 0.96436 0.96074 0.96007 0.96754 0.96775 
VOI 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0 1.1 1.2 

Minimo 0.3575 0.3575 0.3470 0.3360 0.3079 0.2992 0.2944 0.2822 0.2822 0.2806 0.2758 0.2774 

Mediana 4.6518 4.4348 4.0982 3.6437 3.2750 2.9062 2.7032 2.5924 2.5953 2.3824 2.3693 2.4658 

Média 4.6741 4.4872 4.1443 3.7700 3.4029 3.0828 2.8501 2.6962 2.60!50 2.4702 2.4764 2.5391 
DeMo-padrão 1.7622 1.7145 1.6333 1.5294 1.3870 1.2534 1.1669 1.1338 1.1182 1.0971 1.0671 1.0692 

MáxUno 8.2664 8.0486 7.7977 7.4672 6.9358 5.9572 5.8582 5.8582 5.6198 5.5777 5.4952 5.4891 

GCE 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0 1.1 1.2 

Minimo 0.0052 0.0053 0.0053 0.0052 0.0052 0.0052 0.0052 0.0052 0.0053 0.0053 0.0054 0.0054 

Mediana 0.0733 0.0769 0.0841 0.0929 0.1073 0.1257 0.1348 0.1468 0.1661 0.1667 0.1749 0.1810 

Média 0.0832 0.0861 0.0924 0.1029 0.1161 0.1303 0.1432 0.1547 0.1621 0.1701 0.1764 0.1834 

De!Vio-padrio 0.0447 0.0451 0.0474 0.0506 0.0530 0.0560 0.0629 0.0685 0.0644 0.0670 0.0707 0.0727 

MáxUno 0.2465 0.2465 0.2479 0.2598 0.2657 0.2775 0.2925 0.3485 0.2959 0.3451 0.3274 0.3669 

BDE 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0 1.1 1.2 - 3.3080 3.3079 3.1103 3.1251 3.0493 2.9565 2.9331 2.9632 2.6400 2.72.85 2.5559 2.8774 

Mediana 12.753 12.283 12.101 12.102 11.476 11.277 10.914 10.736 11.019 10.972 11.145 11.633 

Média 14.370 14.206 13.960 13.681 13.390 13.263 13.037 12.929 12.934 12.883 13.051 12.908 

De!Vio-padrio 6.8836 6.8617 6.8854 6.7823 6.6280 6.6083 6.5404 6.4686 6.5855 6.9651 7.3735 6.3286 - 32.755 32.628 32.162 31.756 31.260 31.977 32.691 31.653 32.847 43.123 46.811 33.534 

Tabela 3: Comparativo dos resultados obtidos com o método ABT, para o banco de dados 
BSD300, sob a configuração: Mean Shift como o método de inicialização, a média dos 
canais de cor L *a*b* como o vetor característico e a norma Euclideana como a medida 
de distância entre pontos em função do limiar <I> E {0.1, ... , 1.2} variando. 

6.5 Comparação com Outros Métodos 

Nas Seções 6.3 e 6.4, nós encontramos, para o método ABT, os parâmetros I, FV, 

<I> e V que maximizam a média da medida de performance PRI calculada para o o banco 

de dados BSD300. Nesta Seção, nós utilizaremos os valores médios computados para as 

medidas PRI, VOI, GCE e BDE para fins de comparação com outras técnicas disponíveis 

na literatura. 

Nós comparamos o método ABT com vinte e um métodos diferentes já publicados e 

disponíveis na literatura. São estes: gPb-owt-ucm (ARBELAEZ et ai., 2011); Entropy

Weighted Formula Approach Based Multi-criteria Fusion Model EFA-BMFM (KHELIFI; 
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(b) Paisagens (c) An imais 

Figura 26: Resultados de segmentação obtidos pelo método ABT para diferentes imagens 
do banco de dados BSD300 (contornos das regiões em venneJho): em (a), são mostradas 
as segmentações obtidas para imagens que apresentam construções diversas tais como 
casas, prédios e igrejas; em (b ), são mostradas segmentações obtidas para imagens que 
apresentam algumas paisagens naturais, tais como lagos, montanhas e pedras; em (c), são 
mostradas segmentações obtidas para imagens que contém animais, tais como bois, um 
coala, e cavalos. 

MIGN<JITE, 2016a); lmage Segmentation Based on Cascade Classijiers and Region Ag

gregation (ISCRA) (REN; SHAKHNAROVICH, 2013); Global Consistency Based Fu

sion Model GCEBFM (KHELIFI; MIGN<JITE, 2016b); Variation of Infonnation based 

Fusion Model (VOffiFM) (MIGN<JITE, 2014b); Texture and Boundary Encoding-based 

Segmentation (TBES) (MOBAm et al., 2011); Salkncy Driven Total Variation Segmen

tation (SDTV) (DONOSER et al., 2009); Model lmage Segmentation (MIS) (KRINI

DIS; PITAS, 2009); Spatially Constrained K-Means (SCKM) (MIGN<JITE, 2011a); seg

mentation based on PRI fusion (PRIF) (MIGN<JITE, 2008); Ultrametric Contour Maps 

(UCM) (ARBELAEZ et al., 2009); image Segmentation From a Soft Boundary Map 

(SFSBM) (MIGN<JITE, 2014a); Stochastic Texture Region Merging (SMTR) (MEDEI

ROS; SCHARCANSKI; WONG, 2013); image segmentation based on Multidimensio

nal Scaling (MD2S) (MIGN<JITE, 2011b); Mean Shift (COMANICIU; MEER, 2002); 

Felzenszwalb and Huttenlocher graph tbeoretical approach (F&H) (FELZENSZWALB; 

HUTfENLOCHER, 2004); kemel graph cut method (KM) (SALAH; MITICHE; AYED, 

2011); Segmentation by Clustering then Labeling (SCL) (HUANG et al., 2011); Com

pression based Texture Merging (CI'.M) (YANG et al., 2008); Stochastic Region Merging 
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Tabela 4: Valores médios das medidas de performance PRI, VOI, GCE e BDE, para o 
banco de dados BSD300. 

Método PRI VOI GCE BDE 

Proposto 0.8148 2.470 0.1701 12.883 

gPb-owt-ucm 0.810 1.650 

EFA-BMFM 0.800 1.870 0.190 8.160 

ISCRA 0.810 1.610 

GCEBFM 0.800 2.100 0.190 8.730 

vomFM 0.810 1.880 0.200 9.300 

TBES 0.807 1.705 12.681 

SDTV 0.776 1.816 0.177 16.240 

MIS 0.798 1.935 0.194 7.826 

SCKM 0.796 2.110 0.230 10.090 

PRIF 0.800 1.970 0.210 8.450 

UCM 0.796 1.715 10.954 

SFSBM 0.790 2.210 0.210 8.870 

SNcut 0.780 2.110 

SMTR 0.790 

MD2S 0.780 2.360 0.230 10.370 

MeanShift 0.772 2.004 13.976 

F&H 0.770 2.188 14.057 

KM 0.765 2.410 

SCL 0.766 2.140 0.182 9.381 

CTM 0.7627 2.2035 0.185 9.4902 

SRM 0.750 

(SRM) (WONG; SCHARCANSKI; FlEGUTH, 2011),Superpixel Ncut (SNcut) (WANG 

et al., 2016); . 

A Tabela 4 mostra os resultados obtidos para as medidas de avaliação PRI, VOI, GCE 

e BDE comparadas aos outros vinte e um métodos concorrentes. Destacamos que as me-

didas de performance mostradas na Tabela 4 foram retiradas das respectivas publicações 

originais. Entre os algoritmos testados, o método ABT obteve um melhor desempenho 

em respeito a média da medida PRI e a média da medida GCE (PRI = 0.8148 and GCE 

= 0.1701) para o conjunto de dados BSD300. Com respeito as medidas VOI e BDE, os 

métodos ISCRA eMIS alcançaram melhores desempenhos respectivamente, VOI = 1.610 

e BDE = 7.826. 
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Figura 27: a) Comparação qualitativa do método proposto (e) em relação ao métodos: 
(a) SFSBM (MIGNOITE, 2014a); (b) CTM (YANG et al., 2008); (c) TBES (MOBAill 
et al., 2011); (d) Mean Shift (COMANICIU; MEER, 2002). 

Dentre as vinte e uma técnicas utilizadas para comparação das medidas de perfor

mance de segmentaçio, nós selecionamos quatro para comparação visual. Resultados 

qualitativos são mostrados na Figura 27 para algumas imagens pertencentes ao banco de 

dados BSD300. Estes métodos foram escolhidos para comparação visual pois estes resul

tados sio públicos e encontram-se disponíveis on-line. Particularmente, o método Mean 
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Shift foi escolhido para comparação, para que pudéssemos identificar a fusão das regiões 

que o método ABT proposto originou. 
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7 DISCUSSÃO 

No Capítulo 6, nós avaliamos os efeitos de diferentes configurações dos parâmetros 

I, FV, <I> e 1J nas segmentações originadas pelo método ABT. Utilizando os resultados 

de uma análise de variâncias, otimizamos a configuração dos parâmetros de modo a ma

ximizar a média da medida de performance PRI para o banco de dados BSD300. Os 

testes conduzidos revelaram que a configuração ótima encontrada ocorre quando fixamos 

a medida de distância 1J como a norma Euclideana, <I> = 1.0, e quando o procedimento de 

extração de características (FV) é configurado como a média das cores L *a*b* de regiões 

inicialmente obtidas (parâmetro I) pela abordagem Mean Shift. 

Tal como já descrito na Seção 3.3, o método Mean Shift consiste em uma técnica 

não paramétrica, que visa encontrar máximos de densidade em uma distribuição de dados 

discreta. Esta técnica, baseia-se na análise da função densidade de probabilidade que 

descreve os dados de uma imagem contidos em um espaço constituído de características 

espaciais e características de cor. Os pontos de máximo de densidade da distribuição de 

dados contida neste espaço de feições originará os centróides dos clusters, e os pontos 

de dados próximos a esses máximos de densidade poderão ser agrupados, originando a 

sobresegmentação de uma dada imagem. 

Nós argumentamos que o método das Árvores Bayesianas Adaptativas é similar a 

abordagem Mean Shift, uma vez que clusters são formados no espaço de feições, por meio 

da construção de árvores direcionadas, cujos nodos raízes localizam-se em estimativas 

Bayesianas dos máximos de densidade. Utilizando a formulação Bayesiana proposta para 

procurar máximos de densidade, juntamente às restrições de similaridade no espaço de 
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feições, e utilizando a informação contida no grafo de regiões adjacentes (ver Capítulo 5), 

formam-se clusters no espaço de feições, e, consequentemente, a união de regiões no 

domínio da imagem. Neste contexto, o limiar de similaridade <I> tem um papel análago a 

largura de banda h" assim como o grafo de regiões adjacentes possui um papel similar 

a função que o parâmetro h. desempenha na abordagem Mean Shift. Sendo assim, nós 

entendemos que dentre os iuicializadores testados, a abordagem Mean Shift, combinada a 

média das cores L • a• b de uma região iuicial, tende a funcionar melbor com o método ABT, 

em relação as demais configurações de iuicialização e vetores característicos possíveis, 

pois o método ABT continuará buscando os máximos de densidade, tal como ocorre com 

a técnica Mean Shift, de modo a refinar a segmentação da imagem. 

No Capítulo anterior (Capítulo 6), nós realizamos uma análise de variâncias em um 

projeto de experimentos fatorial completo. Para tanto, definimos os fatores controláveis e 

seus respectivos níveis, tal como apresentado na Tabela 1. É sabido que um experimento 

do tipo fatorial completo demanda que todos os níveis entre os fatores controláveis sejam 

combinados. A ANOVA, realizada neste projeto de experimentos, indicou que a combina

ção dos fatores controláveis, isto é I* FV*D*<I.>, e seus respectivos níveis (apresentados 

na Tabela 1), altera significativamente a variável de resposta (média da medida PRJ). 

Consequentemente, em nosso processo de otimização de parâmetros, não descartamos as 

possíveis combinações entre os níveis dos fatores controláveis. Isto justifica porque nós 

combinamos a medida de distância Bhattacharyya, que é própria para medir distâncias 

entre histogramas, junto a vetores característicos das cores médias de L*a*b* e RGB. Da 

mesma forma, também justifica porque combinamos a medida de distância Euclideana 

para avaliar a similaridade entre histogramas. O resultado dessas combinações pode ser 

verificado analisando os resultados indicados na Figura 20. 

Observando a Figura 20, nota-se que a distância Bhattacharyya de fato influencia (i. e. 

tende a funcionar como um critério de similaridade), o valor da média de PRI quando o 

vetor característico de histogramas de textura é fixado (i.e. para as curvas na Figura 20 

cujas legendas são: BHMS, BHM e BHS). Em contraste, na Figura 20, esta distância 

tende a não alterar o valor da média de PRI quando fixam-se vetores característicos ba-
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seados na média das cores L *a*b* (i.e. para as curvas na Figura 20 cujas legendas são: 

BLMS, BLM, BLS). Para estes casos, quando fixa-se o vetor característico como a média 

dos canais de cores L *a*b*, a distância Euclideana tende a adequar-se melhor como uma 

medida de similaridade, visto o comportamento médio da medida PRI na Figura 20 (i.e. 

para as curvas na Figura 20 cujas legendas são: ELMS, ELM, ELS). Posto que a distância 

Bhattacharyya é uma medida entre distribuições discretas (histogramas), esta observação 

está em concordância com a literatura conhecida (THEODORIDIS; KOUTROUMBAS, 

2008), e explica porque a média dos canais de cores L *a*b* tende a funcionar melhor 

com a configuração que define a norma Euclideana como medida de distância. 

Ainda observando a Figura 20, nota-se que o comportamento da média da medida PRI 

em função de <I>, quando fixa-se o vetor característico como a média das cores RGB para 

urna região, tende a apresentar uma característica constante, tal como é possível perceber 

nas curvas da Figura 20 denotadas pelas legendas ERMS, ERM e ERS. Embora a norma 

Euclideana seja sabidamente apropriada para medir distâncias entre vetores no espaço de 

cores RGB, isto decorre porque o escopo do intervalo que o limiar de similaridade (<I>) foi 

avaliado nesta dissertação (<I> E {0.1, ... , 1.2}) não parece ser apropriado. Tal fato sugere 

que se estendêssemos o intervalo de avaliação de <I>, observaríamos um comportamento 

para a média da medida PRI diferente do observado na Figura 20. Sendo, tipicamente, a 

escolha de <I> um número real positivo, e com base nos dados observados na Figura 20, não 

podemos descartar a possibilidade de que exista alguma combinação de parâmetros, com 

a média dos canais de cor RGB fixada como vetor característico (i.e. as combinações 

denotadas pelas legendas ERMS, ERM e ERS na Figura 20), que para algum intervalo 

maior que o intervalo aqui investigado (i. e. <I> > 1.2), exista um valor médio de PRI maior 

que o valor ótimo encontrado de 0.8148 ± 0.1075 (ver Tabela 3). Reforçamos, que nesta 

dissertação, devido ao alto custo computacional de investigar o espaço de parâmetros de 

forma bruta, fez-se necessário delimitar um escopo de avaliação para o intervalo de <I>. O 

intervalo <I> E {0.1, ... , 1.2} fora definido com base em experimentos preliminares, e que 

antecederam a geração dos resultados experimentais apresentados no Capítulo 6. 

Neste trabalho, a Tabela 3, bem como as Figuras 22, 23, 24, 25, foram construídas 
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com a finalidade de visualizar com maior detalhamento, e de forma complementar a Fi

gura 20, o comportamento dos nossos resultados. Na Tabela 3, observamos que a a média 

da medida de performance PRI é a maior para o intervalo de '1.> investigado (média PRI 

= 0.81480, com desvio padrão de 0.10752) e identificamos que a média da medida de 

performance VOI é a menor (média VOI = 2.4702 com desvio-padrão de 1.0971) para o 

mesmo intervalo. Observamos também, na Figura 24, que o comportamento da média 

da medida de performance GCE tende a crescer em função do limiar '1.>, e que o com

portamento da média da medida BDE tende a permanecer constante em função do limiar 

'1.>. 

No que diz respeito aos resultados de comparação com outros métodos, a Tabela 4 re

velou que o nosso método obteve um melbor desempenho em relação a média da medida 

PRI e a média da medida GCE (PRI = 0.8148 and GCE = 0.1701) para o conjunto de 

dados BSD300. Tais dados confirmam a potencialidade do nosso método para resolver o 

problema de segmentação de imagens coloridas, visto que a literatura reporta que altos 

valores (valores próximos a 1) para a medida de performance PRI tende a correlacionar-se 

com a segmentação manual feita por humanos (UNNIKRISHNAN; PANTOFARU; HE

BERT, 2005). Entretanto, nota-se também, na Tabela 4, que em relação as medidas VOI e 

BDE, nosso método apresentou um desempenho inferior aos demais métodos comparados 

(VOI = 1.610 e BDE = 12.883). 

Resultados qualitativos obtidos pelo método ABT são mostrados nas Figuras 26 e 27. 

Tal como discutido na Introdução desta dissertação, (Capítulo 1), a comparação visual 

de resultados de segmentação tende a ser uma tarefa subjetiva (UNNlKRlSHNAN; PAN

TOFARU; HEBERT, 2007). Apesar disso, existem qualidades comuns a segmentação, as 

quais podem ser discutidas sem maiores desacordos alarmantes, como argumentaremos a 

seguir. Um ser humano tende a não particionar regiões de um mesmo objeto em urna dada 

cena. No contexto de Visão Computacional, este fenômeno pode ser interpretado como 

a não existência de bordas "acentuadas"segmentando objetos em uma imagem. Se um 

objeto, cuja forma é conhecida e nítida em uma cena, é dividido ao meio devido ao resul

tado de urna segmentação, este resultado contém urna borda "acentuada". Neste sentido, o 
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método ABT aplicado ao problema de segmentação de imagens coloridas tende a promo

ver resultados competitivos (e, para alguns casos, melbores) em relação aos métodos da 

literatura utilizados para comparação, tal como apresentado na Figura 27. Além disso, o 

método ABT, tal como esperado, tende a unir as regiões oriundas dos resultados de sobre

segmentação do método Mean Shift, alcançando potencialmente melbores segmentações 

semânticas. 

Nota-se que para alguns casos, ambos métodos que fazem uso de características de 

textura e de cores (CTM e TBES), assim como o método SFSBM que faz uso apenas 

de características baseadas em cor, tendem a falbar (i.e. identificam-se bordas "acentua

das" cortando objetos) na segmentação de regiões homogêneas tais como a pista (imagem 

da corrida), a grama (imagem do canguru e imagem dos jogadores de polo ), e o segundo 

plano das imagens da pantera e do felino em um tronco, enquanto o método ABT apre

senta melbores resultados qualitativos em relação a esse quesito. 

Observa-se, porém, que o nosso método também apresenta imperfeições quando há 

uma variação do gradiente de cor em um mesmo objeto em uma cena, tal como é possível 

ver na imagem das crianças vestidas de cowboy. Nesta imagem, a cor azul claro do 

céu (à direita da imagem) originado pelo método Mean Shift, situa-se distante da região 

de cor azul escuro no espaço de feições (i.e. a distância Euclideana entre os vetores 

característicos das regiões é maior que o limiar iP = 1.0). Isto explica porque estas regiões 

que compõem o céu não se uniram. De modo a consertar este problema de segmentação 

em particular, ter-se-ia que definir um valor maior para o parâmetro <I>. Assim, os vetores 

característicos associados a estas regiões tenderiam a se aproximar no espaço de feições 

e as regiões poderiam se unir no domínio espacial da imagem. Em compensação, o efeito 

de aumentar o limiar iP para todas as imagens de um mesmo banco de dados, tende a 

prejudicar a qualidade de outras segmentações. Aumentando o valor do limiar iP para o 

banco de dados, por exemplo, resultaria na união da pata do canguru com o chão de terra 

que possui cor similar e encontra-se próxima a ele. Este exemplo justifica a necessidade 

de otimizar o parâmetro iP de forma global para um banco de dados inteiro, de modo 

a alcançar bons resultados em termos de coerência semântica e em termos da média da 
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medida PRI, e não apenas para uma única imagem. 
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8 CONCLUSÕES 

Neste trabalho nós apresentamos uma nova técnica de clustering intitulada Árvores 

Bayesianas Adaptativas (ABD. Nós mostramos como se pode abordar o problema de 

segmentação de imagens coloridas, fazendo uso da estrutura de dados baseada em árvores 

direcionadas para representar uma imagem de forma hierárquica. 

O método ABT proposto, utiliza urna abordagem Bayesiana para procurar máximos 

de densidade em urna distribuição de dados no espaço de feições, na qual a probabilidade 

a posteriori associada a cada amostra dos dados é modelada por meio de uma mistura de 

Gaussianas multivariadas. Árvores direcionadas, com raízes localizadas nos máximos de 

densidade, são construídas no espaço de feições, originando clusters de vetores de dados. 

Sendo assim, em nossa abordagem, clusters são descritos por misturas de Gaussianas. 

Neste trabalho, mostramos que, particularmente, o método ABT se diferencia de métodos 

típicos de estimação de misturas de Gaussianas, devido ao fato de que não são limitados 

os números de componentes Gaussianas em uma mistura associada a um cluster. Nós 

também mostramos um procedimento iterativo para construção de clusters, originando 

urna estrutura hierárquica para representação de características de uma imagem. 

Os experimentos conduzidos nesta dissertação revelaram que o método de clustering 

proposto, aplicado ao problema de segmentação de imagens coloridas, tende a originar 

melbores resultados para as medidas de performance PRI e GCE, em comparação a vinte 

e um métodos publicamente disponíveis na literatura. Nós obtivemos um valor médio de 

PRI = 0.8148 (um valor mais próximo de 1 representa um melbor resultado) e um valor 

médio de GCE = 0.1701 (um valor mais próximo de O representa um melbor resultado) 
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para o banco de dados BSD300. Corroborando com os resultados quantitativos, as com

parações visuais confirmaram a competitividade da nossa abordagem em relação a outros 

métodos publicamente disponíveis na literatura. 

8.1 Trabalhos Futuros 

Nas etapas conseguintes deste trabalho, pretendemos estender o método das Árvo

res Bayesianas Adaptativas de modo a segmentar objetos em cenas de vídeos. Devido 

a natoreza estatística do método ABT, originalmente projetado para segmentar imagens 

estáticas, e devido a sua fundamentação Bayesiana, a tarefa desafiadora de segmentar di

ferentes quadros de um vídeo, preservando a segmentação semântica de objetos em cenas 

de vídeos no decorrer do tempo, poderá ser abordada, acredita-se, mediante a atualiza

ção ótima dos parâmetros (média, covariância e probabilidades a priori) do modelo de 

misturas Gaussianas associados aos objetos de um quadro em um vídeo. Sendo assim, 

as atualizações dos modelos poderão ser obtidas por meio da adaptação do algoritmo 

Estimation Maximization (EM) recentemente proposto por Luo e colaboradores (LUO; 

CHAN; NGUYEN, 2016). Além disso, para este fim, deverão ser investigadas outras for

mas de extração de características discriminantes dos pixels, incluindo diversos modelos 

caracterizantes de texturas. 

Outra linha de investigação que merece ser destacada, diz respeito as possíveis apli

cações do método de segmentação ABT. Alguns exemplos são: segmentação de objetos 

em cenas de câmeras de vigilância, para fins de segurança, e segmentação de objetos em 

cenas para posterior reconhecimento dos mesmos em sistemas de image retrieval. Par

ticularmente, o método das Árvores Bayesianas Adaptativas, aplicado à segmentação de 

imagens faciais, apresenta um grande potencial para ser incorporado em sistemas de re

conhecimento facial, tal como pode ser exemplificado na Figura 28 (Figura retirada do 

recente trabalho publicado por Soldera et al. (SOLDERA et al., 2017)). Acredita-se, tam

bém, que o método poderia ser utilizado para auxiliar na detecção de ataques a sistemas 

de reconhecimento facial, problema este conhecido na literatura como Face Spoofing De

tection. 
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Figura 28: llustração da segmentação de faces de 1rês sujeitos diferentes do banco de 
dados FEl (THOMAZ; GIRALDI, 2010) (as curvas vermeJhas indicam os contornos das 
regiões segmentadas). 

Outro aspecto investigativo, que poderia ser de grande acréscimo para o método ABT, 

diz respeito a escolha do padmetro 4». Nesta dissertação, 4» é escolhido de forma global 

(i.e. () é constante para todo o conjunto de dados) de modo a maximizar a medida de per

formance PRJ, tal como descrito no Capítulo 5. Acreditamos que seja possível selecionar 

o parâmetro 4» ótimo local (i.e. cada imagem do banco de dados poderá ter um parâmetro 

<I> diferente que maximiza a medida PRJ para cada imagem do banco de dados), utilizando 

a fundamentação teórica baseada no critério Minimum Description Length (DERKSEN 

et al., 2007; YANG et ai., 2008). Estes trabalhos apresentam uma formulação para co-

dificar (em bits) partições de uma imagem, e sugerem que quanto menor o tamanho da 

codificação, me1hor1 é a partição da imagem. Utilizando este critério, acreditamos que 

seja possível obter resultados de segmentação qualitativos ainda mais atrativos em termos 

semânticos e com maiores valores para a medida PRJ. 

De fonna análoga, acreditamos que a fundamentação teórica baseada no Minimum 

Description Length também poderia ser útil para estabelecer um critério ótimo de con

vergência do nosso algoritmo de clunering. Utilizando este critério, poderíamos decidir 

1 Partiçllo possivelmente associada a um alto valor para a medida PRI. 
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pela imagem segmentada que minimiza a codificação das partições, dentre as múltiplas 

imagens originadas a cada iteração do algoritmo, corrigindo assim, o problema de con

vergência encontrado em nosso método. 
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