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Resumo

O mercado de crédito no Brasil vem crescendo constantemente ao longo dos ultimos anos, dessa
maneira, é essencial saber quais clientes irdo pagar seus créditos, para mitigar gastos com
inadimplentes e assim poder oferecer melhores ofertas de credito aos bons pagadores.
Atualmente sdo utilizados modelos de pontuacéo de credito para auxiliar nessa decisdo e com
0 avango da tecnologia os softwares de programacdo ganharam espaco importante para a
construcdo dos modelos. O software R é hoje um dos principais programas utilizados para
realizar analises de credit scoring e nele constantemente sdo adicionados cddigos para auxiliar
nessa tarefa. Assim, o presente trabalho tem como objetivo apresentar alguns dos pacotes
disponiveis no R e suas fungdes e quais seriam indicados para percorrer todas as etapas de
construgdo de um modelo de crédito. Inicialmente é realizada uma reviséo da literatura,
mostrando a importancia do software R para os modelos de pontuacdo de risco de crédito. Na
sequéncia € apresentado um exemplo pratico de modelo, passando por todas as etapas de
construcdo do mesmo: (i) Delimitacdo da Populacdo; (ii) Selecdo da Amostra; (iii) Analise
Preliminar; (iv) Construcdo do Modelo; (v) Escolha do Modelo; (vi) Passos para Implantacao.
Por fim, s&o expostas todas as funcgdes e pacotes utilizados para a realizagdo do exemplo prético.
Conclui-se que existem diversas peculiaridades para implementar um modelo de pontuacao de
risco de crédito e que, além de programar, € necessario conhecer a empresa e 0 mercado que se

estd querendo modelar, a fim de encontrar os melhores resultados.

Palavras-chaves: Software R; Risco de Crédito; Modelo de Pontuagdo de Risco de Crédito.



Abstract

The credit market in Brazil has been growing steadily over the last few years, so it is essential
to know which customers will pay their credits to mitigate expenses with defaulters and thus be
able to offer better credit offers to good payers. Currently, credit assessment models are used
to assist in the decision and with the advancement of technology, programming software has
gained important space for the construction of models. The R software is today one of the main
programs used to perform credit score analysis and codes are constantly added to auxiliary tasks
in this task. Thus, the present work aims to present some of the packages available in R and
their functions and which ones would be indicated to go through all the stages of building a
credit model. Initially, a literature review is carried out, showing the importance of the R
software for credit risk assessment models. Next, a practical example of a model is presented,
going through all the stages of its construction: (i) Population delimitation; (ii) Sample
Selection; (iii) Preliminary Analysis; (iv) Model Construction; (v) Choice of Model; (vi) Steps
for Implementation. Finally, all the functions and packages used to carry out the practical
example are exposed. It is concluded that there are several peculiarities to implement a credit
risk scoring model and that, in addition to programming, it is necessary to know the company

and the market that one is trying to model, in order to find the best results.

Keywords: Software R; Credit Risk; Credit Risk Scoring Model.
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1. Introducéao

O crédito esta presente no cotidiano de todos. Ao fazer um planejamento qualquer,
pensando na relacdo entre o que se quer obter e 0s recursos finitos existentes, esta-se aplicando o
principio de creédito na vida real (SCHRICKEL, 1997, p. 11). Para as institui¢cdes financeiras que
emprestam crédito, um dos principais dilemas esta envolto na incerteza de saber se havera o
retorno do crédito emprestado, sendo isso definido como o risco de crédito, segundo Duarte
Junior (1996, p. 3).

Técnicas da estatistica podem contribuir para estimar e analisar modelos de crédito,
reduzindo a incerteza intrinseca dessa area. Ferramentas e softwares sdo desenvolvidos para
auxiliar e continuam obtendo atualizacdes constantes, para facilitar esse processo e oferecer
resultados mais significativos (SZEPANNEK, 2020). Os modelos de crédito sdo ferramentas
amplamente utilizadas por bancos e financeiras para medir risco em conceder crédito,
analisando dados de quem solicitou, com a finalidade de aumentar a receita e diminuir os
prejuizos das empresas, focando a liberacdo de crédito aos bons clientes. Neste contexto, o tema

central desta pesquisa é a modelagem de crédito.

Dada a demanda de melhorar as modelagens de crédito, diversos pacotes e funcGes
foram criados para ajudar na realizacdo dessas medi¢bes. Porém, com o grande nimero de
possibilidades, acabam surgindo duvidas de qual o melhor pacote utilizar, como utilizar
determinadas funcGes e como fazer a andlise dos resultados. Em se tratando do software R,
percebe-se que mesmo tendo surgido anos depois que outros programas, como o SAS, que
contem diversas solugdes para a modelagem de crédito, o software R apresenta uma grande
guantidade de novos pacotes disponiveis aos usuarios, que também se multiplicaram de maneira
significativa, tornando este programa um dos mais utilizados para este tipo de analise. Pacotes
do R servem para organizar as fungdes que dardo o retorno esperado no R (MAYER E
ZEVIANI, 2016), que visam facilitar o trabalho do cientista. Fungdes, por sua vez, sdo cddigos

pré-programados que executam uma sequéncia de tarefas.

Por esta razdo, nesta pesquisa sera feito o estudo de alguns pacotes disponiveis no
software R para apresentar diferentes maneiras de constru¢cdo de modelos de crédito,
exemplificando as principais etapas do processo, desde a selecdo da amostra até a escolha do

modelo, por exemplo.



Buscando facilitar o trabalho dos cientistas de dados das instituicdes financeiras que
estdo incumbidos de construir modelos de credito utilizando o software R, o objetivo principal
deste trabalho € apresentar alguns dos pacotes disponiveis e suas fungbes e quais seriam
indicados para percorrer todas as etapas de construcdo de um modelo de crédito. Dessa forma,
serdo apresentados elementos para que os usuarios do software R no ambiente académico e em
instituicdes do mercado financeiro possam realizar a analise dos riscos na concessao de crédito

com mais facilidade.

2. Referencial Teorico
2.1 Risco de Crédito

O crédito para um banco pode ser exemplificado como quando se coloca uma quantia
de dinheiro disponivel para um individuo fazer uso, mediante um compromisso de que 0 mesmo
fard o pagamento em data futura. Quando um contrato é firmado, cria-se o planejamento de que
0 valor sera pago com acréscimo de juros no tempo estipulado. Assim, segundo Brito e Assaf
Neto (2008), o risco de crédito é a possibilidade de o tomador gerar perdas, através das

obrigacGes que ndo cumpriu.

O risco para o credor passa por uma escala de 0 a 100% gradativamente, baseando-se
em variaveis quantitativas e qualitativas, que alteram o rating do tomador (BRITO et al., 2009).
Segundo Neves et al. (2007), o rating tem em sua esséncia um carater informativo. Conforme
a chance de o cliente ndo pagar sua divida aumenta, aumentando os dias de atraso, por exemplo,
a qualidade de bom pagador vai sendo impactada negativamente, influenciando em indicadores

como prazo, taxa de juros e quantia de empréstimo.

2.2  Modelos de Pontuacéo de Risco de Crédito

Os modelos de pontuacdo de risco de crédito servem principalmente para analisar
quanto risco um individuo ou uma carteira oferecem a instituicdo bancaria. Os modelos
atribuem uma medida normalmente chamada de rating ou escore, que influenciard nos
indicadores do empréstimo citados na secdo anterior (BRITO E ASSAF NETO, 2008). Tais

modelos de crédito sdo comumente chamados de Credit Scoring.

Segundo Bacconi e Gouvéa (2005), 90% das empresas americanas que oferecem algum

tipo de crédito ao consumidor ja utilizavam modelos de credit scoring, porém no Brasil esse



uso em grande escala comecou apenas em meados dos anos 90. Quando se trata de um banco,
com milhares de clientes novos todos os meses, os modelos permitem tomar decisdes rapidas
para se manter competitivo no mercado, classificando as novas solicitaces a partir dos dados
que o analista informa ao sistema, que retorna positiva ou negativamente para a aprovacédo do
novo contrato (SELAU, 2009).

Segundo Selau (2009), os métodos para modelos de crédito mais empregados séo as
técnicas economeétricas, que compreende conhecimentos estatisticos como a regressdo logistica,
as técnicas de redes neurais, que busca uma solucdo através de um processo de aprendizagem,
as técnicas de modelos de otimizacédo, que buscam os pesos ideais das variaveis para maximizar
os lucros, os sistemas especialistas, que se baseiam em regras decisorias na tomada de deciséo,

e os sistemas hibridos, que utilizam técnicas de estimativa e simulagdes diretas.

2.3  Software R para Modelos de Crédito

O software R contém uma linguagem de programacdo com codigo aberto e que vem
tendo uma grande expans@o nos mercados académico e financeiro, por ser uma linguagem mais
flexivel que apresenta uma extensa colecdo de pacotes que os pesquisadores desenvolvem e
disponibilizam no site da linguagem R. Owen (2010) classifica o programa como um conjunto
de recursos para manipulacdo de dados, permitindo fazer simulagdes, célculos e até exibicbes

graficas de maneira eficaz.

Segundo Sharma (2009), até meados de 2009 ndo existiam guias ou documentacdes
sobre modelos de crédito no R, dessa maneira pode-se considerar como recente 0
desenvolvimento de materiais como esse, visando aproximar a ferramenta do publico em geral.
Assim como Szepannek (2020), os pacotes serdo apresentados no presente trabalho entre as

etapas a serem seguidas, apresentando os pontos fortes e fracos de cada funcao descrita.

3. Metodologia de Pesquisa

A ideia principal deste trabalho é aprofundar conhecimentos acerca dos pacotes do
software R utilizados para construir modelos de crédito. Assim, segundo Gerhardt e Silveira
(2009), trata-se de uma pesquisa qualitativa. Ainda segundo 0s mesmos autores, esta sera uma
pesquisa basica exploratdria, uma vez que se quer gerar novos conhecimentos aos usuarios,

proporcionando maior familiaridade na resolugdo do problema em estudo. Foi necessério
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realizar uma pesquisa bibliografica, baseada em trabalhos cientificos disponiveis referente ao

uso de pacotes do software R.

O estudo foi desenvolvido através das etapas descritas a seguir:

1. Buscar bibliografia que apresenta diferentes opcGes de pacotes para realizar a

modelagem de crédito. Assim sendo, os dados desta pesquisa sdo 0s pacotes e suas funcdes.

2. Organizar os dados obtidos, detalhando em qual parte do processo de modelagem eles

se encaixam e quais suas funcionalidades.

3. Seguir os passos e a metodologia proposta por SELAU (2009, p. 66) para realizar um

Modelo de Previsdo de Risco de Crédito: dividir e exemplificar os pacotes e suas funcdes, que

desempenham cada etapa do processo, composto por:

a)

b)

d)

f)

Delimitacdo da Populagcdo: compreende escolher qual a populacdo a ser
estudada, a existéncia de dados da populacéo e a definicdo do desempenho em
satisfatorio e insatisfatorio;

Selecdo da Amostra: compde fazer a selecdo de um grupo representativo dentro
da populacéo escolhida, além da identificacdo de varidveis disponiveis; realizar
uma validacdo dos dados e separar a amostra para analise e teste;

Anélise Preliminar: tem como objetivo escolher dentre as varidveis disponiveis
quais devem entrar na modelagem e a criacdo de varidveis dummies: aquelas que
tomam o valor de “zero” ou de “um”.

Construcdo do Modelo: abrange escolher a técnica que sera usada, da selecdo
das variaveis independentes e da verificacdo se as suposi¢es que norteiam a
técnica sdo atendidas;

Escolha do Modelo: engloba avaliar o percentual de classificagdes corretas, além
do teste KS para duas amostras e da area sob a curva ROC;

Passos para Implantacdo: envolve programar a implementagédo junto a empresa
e quais sdo 0s pontos a serem observados para 0 melhor desempenho do modelo.
Esta parte ndo sera apresentada no capitulo seguinte por ndo conter func@es do

Software R nesse trabalho.
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4. Desenvolver material de apoio com o resumo das fungdes utilizadas para construir o
Modelo de Previséo de Risco de Crédito, trazendo os principais resultados observados em cada

etapa do processo.

5. Discutir os resultados encontrados, apontando observacfes que devam ser feitas ao

desenvolver um Modelo de Previsio de Risco de Crédito.

4. Aplicagao

Ao longo deste capitulo serdo apresentadas as funcdes utilizadas para realizar um
exemplo de constru¢do de um modelo de pontuacdo de crédito, e seus respectivos pacotes no
software R (R CORE TEAM, 2011). Diferentes analises podem ser feitas conforme o banco de
dados em estudo, buscando alcancar os objetivos desejados pelo cientista de dados. Algumas
funcdes que serdo apresentadas fazem parte do pacote basico do software R.

4.1  Delimitagdo da Populacao

Como apresentado na metodologia, nesta etapa da constru¢cdo do modelo é preciso
decidir qual segmento da populacéo sera estudada para obter a sua pontuacéo de crédito. Para
isso, segundo Gouvéa e Gongalves (2006), é necessaria uma base de dados com qualidade e

disponibilidade e que os clientes mantenham um comportamento similar ao longo do tempo.

Para o presente trabalho, para exemplificar os pacotes e fun¢des do software R, sera
utilizado um banco de dados de uma rede de farmacias com unidades em todo o Rio Grande do
Sul, para os quais € oferecido um cartdo de crédito proprio a fim de facilitar o pagamento das
compras. Os cadastros foram realizados de dezembro de 2005 até julho de 2006 e as

informac0es pessoais foram transformadas para preservar o sigilo dos dados.

Escolhida a populacéo a ser estudada e tendo a base de dados, ainda é preciso definir o
desempenho desejado pelo concessor quanto a satisfatorio e insatisfatorio. Para a empresa em
questdo o bom pagador € aquele que quita suas dividas com no méaximo 30 dias de atraso e 0s
maus pagadores sdo aqueles com atraso superior a 60 dias. Devem ser removidos do banco de
dados clientes com atrasos entre 31 e 60 dias e clientes que nao utilizaram o cartdo por

apresentarem resultado indeterminado entre as categorias desejadas.
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4.2  Selecdo da Amostra

Nesta etapa do processo sera utilizada a primeira funcdo do R. Trata-se da funcdo

read_excel, do pacote readxl|, que sera utilizada para carregar o banco de dados no software R,

com a seguinte sintaxe:

dados = read_excel("<nome_do_arquivo>.xIsx")

(1)

E necessario realizar uma validacdo dos dados disponiveis, a fim de conhecer as

variaveis, assim como procurar transformacdes que possam ser feitas, além de remover de

maneira prévia varidveis que ndo contribuirdo para a constru¢do do modelo. As variaveis

disponiveis no banco de dados escolhido estdo apresentadas na Figura 1:

Variavel Definicéo
cod_cli Codigo do cliente
sexo F - Feminino ou M - Masculino
uf_natu UF da cidade de naturalidade
est_civ Estado civil
dtnasc Data de nascimento (dd-mmm-aaaa)
tp_resid Tipo de residéncia
gra_inst Grau de instrucdo
tp_ocup Tipo de ocupacdo
cep_com CEP comercial (XXXX-XXX)
dt_admi Data de admissdo no emprego (dd-mmm-aaaa)
flg_pens Pagamento de pensdo alimenticia (S - sim ou N - ndo)
flg_filh Tem filhos (S - sim ou N - nédo)
dtcad Data de cadastro
cred_3s Possui cartdes de outros comércios (S - sim ou N - nao)
tp_salar Tipo de salario (D - declarado ou C - comprovado)
tipo 1 - Bom pagador e 0 - Mau pagador

Figura 1- variaveis do banco de dados utilizado e suas descri¢des
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A variavel tipo € que identifica os bons e maus pagadores, sera realizada uma contagem
de quantos individuos o banco possui em cada categoria, utilizando a funcdo count, do pacote

dplyr, com a seguinte sintaxe:

dplyr::count(dados, “tipo”) 2

O resultado da sintaxe acima sera uma tabela mostrando que o banco de dados possui
4.589 linhas de maus pagadores, representados pela varidvel tipo igual a 0 e 6.958 linhas de
bons pagadores, representados por 1, totalizando assim 11.547 individuos que seréo analisados

nesse exemplo, como apresentado na Tabela 1:

Tabela 1 - Frequéncia de bons e maus pagadores

Tipo Frequéncia
0 - Mau 4.589
1-Bom 6.958

Dado que a base de dados apresenta a data de nascimento e a data de cadastro, pode-se
calcular a idade de cada individuo quando teve acesso ao cartdo de crédito, utilizando a funcéao

difftime, com a seguinte sintaxe:

idade_cad = as.numeric(difftime (dados$dtcad, dados$dtnasc,

units = "weeks"))/52.25 (3)

E importante ressaltar que com outros bancos de dados, podem ser feitas outras criacdes
de varidveis para auxiliar o cientista de dados a obter na modelagem o melhor resultado
possivel. Outra informacdo importante para ser analisada é a quantidade de erros ou missings

presentes nas varidveis. Essa anélise pode ser feita com a fungéo sapply:

sapply(dados, function(x) sum(is.na(x))) (4)

Dessa maneira pode-se ver que a variavel dt_admi possui 8.421 dados faltantes e a
variavel cep_com, 5.272. Assim, essas varidveis serdo descartadas da andlise, sendo necessario
o0 cuidado futuro para que sejam de preenchimento obrigatério para todos os clientes. Sera
removida também a coluna cod_cli por ser apenas um cadigo que identifica cada cliente, além
das varidveis dtcad e dtnasc por ja terem sido utilizadas na criacdo da variavel idade_cad,

utilizando a seguinte funcao:
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dados = dados[,-c(which(names(dados) %in% c("cod_cli", "cep_com",

"dt_admi", "dtcad", "dtnasc")))] ©)

Além disso, devem ser excluidas as linhas que apresentam dados faltantes, com funcgéo
na.omit, feita atraves da sintaxe abaixo. Dessa maneira foi realizada a primeira validacdo, onde

0 conjunto de dados ficou contendo 11.390 linhas, pouco menor que a quantidade original.

dados = na.omit(dados) (6)

Dado que a Unica variavel numérica é a idade_cad, todas as demais serdo convertidas
em fatores, para poder incorporar no modelo de crédito. Para isso, foi utilizado o operador pipe

(%>%) do pacote magrittr e a funcdo mutate_at, do pacote dplyr, com a seguinte sintaxe:

fatores = names(dados)[!'names(dados) %in% c("idade_cad")]
dados = dados %>% mutate_at(fatores, list(~factor(.)))

(7)

Com esses passos concluidos, o banco esta pronto para seguir para o proximo passo da
construgdo do modelo de pontuacéao de crédito.

4.3 Analise Preliminar

Nessa etapa pode-se comecar visualizando as variaveis. Para 0 caso das numéricas,
como idade_cat, pode-se usar a funcéo plot_boxplot, do pacote DataExplorer para visualiza-la

por tipo de pagador, utilizando a seguinte sintaxe:

plot_boxplot(dados,by="tipo") (8)

idade_cad

tipo

50
value

Figura 2 - Boxplot da idade no cadastro para bons (1) e maus pagadores (0).

Na da Figura 2, é possivel perceber que a idade se distribui para valores maiores entre
os clientes bons pagadores. Ja para as variaveis que sao fatores, como sexo por exemplo, pode-
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se utilizar a fungéo ggplot, do pacote ggplot2, que apresenta diferentes combinagdes, como
pode ser visto na Figura 3:

ggplot(dados, aes(y = sexo, fill = tipo)) + geom_bar(position = "fill"") +
labs(x = "Proporc¢ao”, y = "Sexo", fill = "Classificacdo")

©9)

Classificagao
Ho
|

Sexo

0.00 0.25 050 0.75 1.00

Proporgéo
Figura 3 - Histograma com a contagem dos bons e maus pagadores por sexo dos individuos.

Para as variaveis categdricas com varios niveis é possivel utilizar o processo de
categorizacdo, que consiste em agrupar os valores assumidos pelas variaveis em classes de tal
forma que seja informativo para a discriminacdo entre bons e maus pagadores. Sera utilizado
um processo automatico para agrupa-los quando a variavel tiver mais que 5 niveis. A funcéao
woebin do pacote scorecard foi a escolhida nessa etapa:

bins = scorecard::woebin(dados, y = "tipo", x = ¢("uf_natu"),

check _cate_num =F) (10)

A funcdo woebin ir4 gerar varios retornos para serem utilizados, e nesse caso sera
consultado o retorno total_iv, onde através da funcéo unique é possivel saber qual o Valor da
Informacéo (IV), ou Information Value da varidvel. Segundo Kauffmann (2017), o IV é uma
medida importante para avaliar o poder preditivo de determinada varidvel e pode ser
interpretada da seguinte maneira: valores menores que 0,02 para o IV ndo possuem poder
preditivo; valores entre 0,02 e 0,1 possuem baixo poder preditivo; valores entre 0,1 e 0,3
possuem médio poder preditivo; valores entre 0,3 e 0,5 possuem forte poder preditivo; e valores
acima de 0,5 possivelmente sdo valores suspeitos de uma variavel que depende diretamente de
outra e deve ser descartada do modelo. Analisando as variaveis descritas na sintaxe (10), €
possivel perceber que a varidvel uf_natu obteve um IV igual a 0, assim ela sera a proxima

variavel a ser descartada.
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Foi mostrado com a sintaxe (8) que médias das idades dos individuos na data de cadastro
estdo deslocadas considerando os bons e maus pagadores. Dessa maneira, a variavel sera
categorizada para usa-la na modelagem, pois Thomas (2000) ressalta a importancia de formar
grupos homogéneos dentro de cada categoria e heterogéneo entre elas e Gouvéa e Gongalves
(2006) complementam ao enfatizar que agrupando se evita categorias com um nimero pequeno
de observacgdes. Para auxiliar nessa categorizacgdo, sera utilizado o principio do risco relativo
(RR), pois quanto maior € a diferenca dos percentuais de bons e maus pagadores de uma mesma
variavel, maior sera a utilidade dessa variavel (SELAU, 2008). Lewis (1992) divide o0 RR nas
seguintes classes: péssimo (RR < 0,50); muito mau (RR entre 0,50 e 0,67); mau (RR entre 0,67
e 0,90); neutro (RR entre 0,90 e 1,10); bom (RR entre 1,10 e 1,50); muito bom (RR entre 1,50
e 2,00) e excelente (RR maior que 2,00). Buscando atender os conceitos apresentados

anteriormente, utilizando o conjunto de comandos abaixo para analisar a variavel idade_cad:

df = dados %>% select(idade_cad, y=tipo)

df$idade_cad <- floor(df$idade_cad)

dsc0 = df %>% pivot_longer(cols = c(1), names_to = "Var",

values_to = "Valor")

dsc <- data.frame()

dsc = dsc0 %>% group_by(Var,Valor) %>% summarise(Total = n(),
Bons = sum(y==1), Maus = Total - Bons)

dscTot = dscO %>% group_by(Var) %>% summarise(TotalPop = n(),
BonsTot = sum(y==1), MausTot = TotalPop - BonsTot)

dsc = dsc %>% full_join(dscTot, by = "Var")

dsc = dsc %>% mutate(RR = (Bons/BonsTot)/(Maus/MausTot)) (11)

dsc$RR[dsc$RR == Inf] =4

vars = unique(dsc$Var)

plots = list()

for(i in vars){

k = length(unique(df[[i]]))

k = floor(k/3)

plots[[i]] = dsc %>% filter(Var == i) %>% ggplot(aes(x=Valor, y=RR)) +
geom_line() + scale_y_continuous(limits = ¢(0,4)) + theme_bw() +
labs(x =i, y="RR", title=i) }

gridExtra::grid.arrange(grobs=plots)

Com a sintaxe (11), se obtém o RR para cada valor de idade, conforme a Figura 4:

idade_cad

5" /l-/\ﬁ | M M
‘ e A A Ya'i

idade_cad

Figura 4 - Gréfico do Risco Relativo para cada valor de idade_cad.
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E possivel observar uma grande variacdo no RR até a idade 25 e a partir da idade 65,
isso se deve a pequena quantidade de dados que correspondem a esses grupos. Dessa maneira,
sera feito o agrupamento de 0 a 25 anos, posteriormente criando grupos de 10 anos de diferenca,

até o ultimo grupo de 65 a 100 anos. Para isso sera utilizado o conjunto de funcdes abaixo:

dfl = dados %>% dplyr::select(idade_cad, y=tipo)

kortes = seq(25,65,10)

kortes = c(0,kortes,100)

nomeGrupo = cut(dfl$idade_cad, kortes, include.lowest = T, left=T)

dfl = dfl %>% mutate(Grupo = cut(dfl$idade_cad, kortes, labels = F,
include.lowest = T, left=T), nomeGrupo)

dfl = dfl %>%

group_by(Grupo) %>% summarise(Total = n(), Bons = sum(y==1), (12)
Maus = Total - Bons) %>% mutate(pBons = Bons/sum(Bons),
pMaus = Maus/sum(Maus), RR = pBons/pMaus)

dfl %>% ggplot(aes(x=Grupo, y=RR)) + geom_line() + theme_bw() +
geom_point() + scale_x_continuous(breaks = seq(1,6),
labels = unique(homeGrupo)) + scale_y_continuous(
breaks = seq(0,4,0.5), labels = seq(0,4,0.5)) +
geom_hline(linetype=2, colour="red", yintercept = 1)

Com a sintaxe (12), € obtido o0 RR para a variavel idade agrupada, como na Figura 5:

RR

025 25,35] 35,45 (4555 (55,65 (65,100,
Grupo

Figura 5 - Gréafico do Risco Relativo para os valores agrupados da idade_cad.

Agora é possivel visualizar os critérios de risco relativos necessarios para testar se a
variavel sera significativa para 0 modelo, com grupos de quantidades significativas de dados e
cada um heterogéneo com relacéo aos demais. Assim essa categorizacdo, chamada de idade_bin
substituira a variavel idade_cad no banco de dados, que agora esta pronto para a etapa de

Construcdo do Modelo.

4.4  Construcdo do Modelo

Abrange escolher a técnica que serd usada, da selecdo das variaveis independentes e da

verificacdo se as suposi¢des que norteiam a técnica sdo atendidas.
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Para iniciar a selecdo das variaveis que irdo compor o modelo sera utilizada a funcéo iv,
do pacote scorecard, que retorna o valor de IV de todas as variaveis que compdem 0 banco

apos os tratamentos nos passos anteriores, como apresentado na Tabela 2.

df=scorecard::iv(dados, y = "tipo", order =T) (13)

Tabela 2 -Valor de Informacéo das variaveis presentes no banco de dados

variable info_value
idadeBIN 0.3561876
est_civ 0.1959302
tp_ocup 01323415
tp_resid 0.0351044
SEXD 0.0186225
gra_inst 0.0102244
fig_filh 0.0094600
tp_salar 0.0030615
cred_3s 0.0009689

flg_pens 0.0007263

Como as varidveis com IV menor que 0,02 ndo possuem poder preditivo

(KAUFFMANN, 2017), elas serdo descartadas para o processo de modelagem.

Para avaliar o percentual de classifica¢fes corretas do modelo, deve-se separar o banco
de dados em um conjunto de treino e um de teste. A funcdo train_test split, do pacote

creditmodel, permite fazer tal separacdo com a seguinte sintaxe:

traintest = train_test_split(dados, prop = 0.7)
treino = traintest$train (14)
teste = traintest$test

Com a sintaxe (14) foi criada uma base contendo 70% dos dados para treino, que sera
utilizada para criar o modelo e os demais dados serdo usados para testar se 0 modelo apresentara

bons resultados.

Para ajustar o modelo de regressao logistica sera utilizada a funcéo glm, do pacote stats,

com a qual serd obtido o modelo
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modelo = glm(formula = tipo ~ ., data = treino,

family = binomial(link = "logit")) (15)

E necessario verificar se existe impacto em razdo da multicolinearidade, para que haja
significancia pratica e também estatistica (SELAU, 2008). Para isso, sera usada a fungéo
check_collinearity, do pacote performance, onde os autores Liidecke et al. (2021) apresenta que
o Fator de Inflacdo (VIF) ndo pode ter valores superiores a 10, por apresentar assim uma

correlacdo alta e ndo toleravel em relacéo aos preditores do modelo.

check_collinearity(modelo) (16)

Como nenhum dos valores foi superior a 10, seréd aceito o modelo criado na sintaxe (15).
Caso se verifiqgue multicolinearidade nos dados, os autores Corrar et al. (2007) apresenta o
método de stepwise como uma das possibilidades de acdo corretiva do problema, como
apresentado na sintaxe (16). A funcéo step, do pacote stats, € uma das possibilidades para
resolver o problema (R CORE TEAM, 2011).

df = step(dados, scope = 'upper’) a7)

4.5 Escolha do Modelo

Nessa etapa serd utilizada a base de teste, gerada na sintaxe (14) para comprovar a
qualidade do modelo. Com a funcéo predict, do pacote stats, pode-se testar 0 modelo, gerado

na sintaxe (15), para o banco de dados de treino e de teste criados anteriormente.

teste$score<-predict(modelo,type="response',teste) (18)

Para realizar a avaliacdo do modelo é possivel utilizar diferentes ferramentas.
Inicialmente serd avaliada a curva ROC (receiver operating characteristic), a qual é uma
representacdo gréfica da performance do modelo, cruzando a taxa de verdadeiros positivos no
eixo y, ou seja, quando o modelo acertou, pela taxa dos falsos positivos no eixo x, quando o
modelo errou. Dessa forma, quanto mais a curva ROC se aproxima do canto superior esquerdo,
maior é a qualidade do teste (POLO e MIOT, 2020). Para gerar a curva ROC sera utilizada a

funcéo abaixo:

rocplot <- function(pred, truth, ...) { (19)
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predob = prediction(pred, truth)

perf = ROCR::performance(predob, "tpr", "fpr")

plot(perf, ...)

area <- auc(truth, pred)

area <- format(round(area, 4), nsmall = 4)

text(x=0.8, y=0.1, labels = paste("AUC =", area))
segments(x0=0, y0=0, x1=1, y1=1, col="gray", lty=2)}
rocplot(teste$score, teste$tipo, col="blue",main="ROC-Teste")

ROC-Teste

\

0.8

0.6

True positive rate
0.4

0.2

AUC =0.6959

0.0

T T T T T T
0.0 0.2 0.4 0.6 0.8 1.0

False positive rate

Figura 6 - Curva ROC com os dados de teste.

O valor de AUC indicado na Figura 6, se refere a area debaixo da curva (AUC) e, como

o valor ficou maior 0,5, o teste mostra que 0 modelo esta acertando mais do que esté errando.

Existe ainda outra maneiras de avaliar a qualidade do modelos, que é o percentual de
classifica¢Oes corretas, mas para isso é preciso definir que os valores preditos com o modelo
que forem menores que 0,5 serdo considerados maus pagadores, caso contrario, como bons
pagadores (SELAU, 2008). A andlise € feita cruzando os resultados observados e previstos,
calculando a acurécia, que nada mais € do que a proximidade entre o valor obtido
experimentalmente no modelo e o valor verdadeiro do banco de dados, e pode ser obtida com

a seguinte sintaxe:

teste$predito = ifelse(teste$score>=0.5,1,0)

tab_teste = table(teste$tipo,teste$predito)

taxaacerto_teste = (tab_teste[2,2]+tab_teste[1,1])/sum(tab_teste)
print(pasteO(""Acurécia: ", round(taxaacerto_teste,2)))

(20)
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Como resultado da sintaxe (20), obtém-se o valor de acuracia 0,66, considerado

satisfatorio por ser maior que 0,65 (PICININI et al., 2003), apresentado na Tabela 3.

Tabela 3 - VerificacBes de acertos nas classificacbes do modelo.

Previsto —- BOM Previsto - MAU
Observado — BOM 1.608 471
Observado — MAU 685 653

E possivel também visualizar a densidade da pontuaco obtida no modelo, utilizando

novamente o marcador pipe e a funcédo ggplot.

teste %>% ggplot(aes(x=score, fill=factor(tipo))) + geom_density(alpha=0.5)  (21)

factor(tipo)

density

K
[

5 0.9

Figura 7 - Distribuicdo da pontuagz;:)m;e crédito para os maus e bons pagadores

E esperado que os maus pagadores estejam para o lado esquerdo e os bons pagadores
no lado direito e, como é possivel ver na Figura 7, o modelo consegue fazer essa distingdo. Para
ajudar ainda mais essa visualizacdo pode-se dividir em decis, onde posteriormente se calcula a
taxa de inadimpléncia, como sendo os maus pagadores pelo total de clientes de cada grupo. Se
espera que a linha seja decrescente conforme aumenta o grupo, uma vez que 0s maus pagadores
estdo nos grupos mais baixos, além disso, espera-se que ndo haja linhas crescentes ao longo do
grafico. I1sso pode ser feito com a sintaxe abaixo:

kortes = quantile(teste$yChapeu, seq(0,1,1/10)) 22)
teste = teste %>% mutate(Grupo = cut(yChapeu, breaks=Kkortes, left=T,
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labels=F, include.lowest=T))

dsc = teste %>% group_by(Grupo) %>% summarise(Tot = n(),
Bons = sum(tipo == 1), Maus = sum(tipo==0)) %>%
mutate(pMau = Maus/Tot)

dsc %>% ggplot(aes(x=Grupo, y=pMau)) + geom_line() +
geom_point() + theme_bw() +
labs(x="Grupo", y="Proporcao de Inadimplentes")

Proporcdo de Inadimplentes

4 5 6
Grupo

Figura 8 - Inadimpléncia por grupo de pontuagoes.

E possivel ver na Figura 8 que os critérios apresentados anteriormente foram atendidos.
Para finalizar a analise, é possivel realizar o teste Kolmogorov-Smirnov (KS) para duas
amostras, o qual junto com percentual de classificacbes corretas € uma das medidas de

desempenho mais utilizadas (SELAU, 2008). Para isso sera utilizada a sintaxe a seguir:

dsc = dsc %>% mutate(txMau = Maus/sum(Maus), txBom = Bons/sum(Bons),
acumMau = cumsum(txMau), acumBom = cumsum(txBom),
KS = abs(acumBom - acumMau))
dfPIt = pivot_longer(dsc, cols = ¢(8,9), names_to = Tipo’,
values_to = 'Valores') (23)
dfPIt %>% ggplot(aes(x=Grupo, y=Valores, colour = Tipo)) + geom_line() +
annotate(geom = 'label',’x =5,y =0.5,
label = paste0("KS =", round(max(dsc$KS),2)))
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Figura 9 - Teste KS para duas amostras.

Juntando o resultado do teste KS, que atingiu a marca de 30% de diferenca, como é possivel

ver na Figura 9, mostrando também que o modelo é eficiente para prever os bons e maus

pagadores (PICININI et al., 2003), aos resultados apresentados anteriormente nos demais

testes, pode-se dizer que o modelo atingiu as expectativas para prever a pontuacdo de crédito

ao publico utilizado.

5. Material de Apoio

Neste capitulo serdo expostas as funcdes utilizadas no capitulo 4, juntamente com o

pacote de origem e uma breve descri¢do de como foram utilizadas. Seréo apresentadas em duas

figuras por etapa, uma para as funcdes disponibilizadas pelos pacotes do R e outra com fungdes

montadas para alcancar a descricdo em questéo.

51  Sele¢do da Amostra

Na Figura 10 sdo apresentadas as funcgdes prontas, utilizadas na etapa de selegéo de

amostra, com seus respectivos pacotes e descri¢oes:

Funcéo Pacote Descricédo

read_excel("<nome_do_arquivo>. | readxl Utilizada para carregar o arquivo no software R.

xIsx")

count(dados, “tipo”) plyr Utilizada para contar a quantidade de dados em cada
categoria “tipo”.

difftime(var_1, var_2, base Funcdo utilizada para calcular em semanas a diferenca

units = "weeks") entre duas datas (var_1 - var_2).

sapply(dados, function(x) | base Exibe uma contagem de dados faltantes para cada

sum(is.na(x)))

variavel.
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na.omit(dados) stats Utilizada para retirar linhas com dados faltantes do
banco de dados.

pipe (%>%) magrittr | Operador utilizado para encadear o resultado anterior
na fung&o seguinte.

mutate_at(fatores, list(~factor(.))) | dplyr Edita colunas especificas para se tornarem um fator.

Figura 10 - Resumo das funcdes prontas, utilizadas na selecdo da amostra

Na Figura 11 sdo apresentadas as fungfes montadas, utilizadas na etapa de selecdo de

amostra, com suas respectivas descri¢des:

Funcéo

Descricéao

dados=dados[,-c(which(names (dados) %in% c("cod_cli",
"cep_com", "dt admi", dtcad”, ’dtnasc”)))]

Na formatacdo atual, serve para retirar as
variaveis descritas do banco de dados.

fatores = names(dados) %in%
c("idade_cad™)]

dados = dados %>% mutate_at (fatores, list(~factor(.)))

[!names(dados)

Na forma atual, serve para transformar as
varidveis em fatores, exceto a variavel
descrita.

Figura 11 - Resumo das fun¢des montadas, utilizadas na selecdo da amostra

5.2 Analise Preliminar

Na Figura 12 sdo apresentadas as funcGes prontas, utilizadas na etapa de anélise

preliminar, com seus respectivos pacotes e descrigdes:

Funcéo Pacote Descricéo

plot_boxplot(dados,by="tipo") dataexplorer | Utilizada para plotar um boxplot detalhando
a variavel tipo.

ggplot(dados, aes(y = sexo, fill = ggplot2 Usada para declarar o banco de dados e o

tipo)) conjunto de estéticas do grafico.

geom_bar(position = "fill") ggplot2 Utilizado para plotar um histograma com a
contagem dos individuos.

woebin(dados, y = "tipo", x = | scorecard Utilizado para calcular o IV de variaveis

c("uf_natu"), check_cate_num =F) com mais de cinco fatores.

select(idade_cad, y=tipo) dplyr Utilizada para selecionar variaveis.

floor(df$idade_cad) base Arredonda os valores em x para 0 nimero
inteiro mais préximo, menor ou igual a ele.
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pivot_longer(cols = c(1), names_to = | tidyr Aumenta os dados, aumentando o nimero de

"Var", values_to = "Valor") linhas e diminuindo o numero de colunas.

group_by(Var,Valor) dplyr Utilizada para agrupar um conjunto de dados
existente por uma ou mais variaveis.

summarise(Total = n(), Bons = | dplyr Utilizada para criar um novo conjunto de

sum(y==1), Maus = Total - Bons) dados que contém um resumo estatistico dos
dados de entrada.

full_join(dscTot, by = "Var") dplyr Todas as observacBes dos conjuntos s&o
mantidas na juncdo, com correspondéncias
incluidas, se houverem.

mutate(RR = | dplyr Utilizada para criar novas colunas em um

(Bons/BonsTot)/(Maus/MausTot)) conjunto de dados que sdo funcdes de
variaveis existentes.

unique(dsc$Var) base Utilizada para retornar um banco de dados
sem linhas duplicadas.

length(unique(dff[i]])) base Utilizada para obter o nimero de elementos
do objeto.

filter(Var == 1) dplyr Usada para manter todas as linhas que
satisfazem a condicdes indicada.

geom_line() ggplot2 Traga uma linha em todos os pontos na
ordem em que eles aparecem no €ixo X

grid.arrange(grobs=plots) gridExtra Usada para organizar maltiplos graficos em
uma Unica grade.

seq(25,65,10) base Gera uma sequéncia de nimeros do primeiro
argumento ao segundo argumento com O
intervalo do terceiro argumento.

cut(dfl$idade_cad, kortes, | base Usada para dividir um vetor numérico em

include.lowest = T, left=T)

intervalos

Figura 12 - Resumo das fungBes prontas, utilizadas na analise preliminar

Na Figura 13 sdo apresentadas as fun¢des montadas, utilizadas na etapa de andlise

preliminar, com suas respectivas descri¢oes:
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Funcéo

Descricdo

df = dados %>% select(idade_cad, y=tipo)

df$idade_cad <- floor(df$idade_cad)

dsc0 = df %>% pivot_longer(cols = ¢(1), names_to = "Var",

values_to ="Valor")

dsc <- data.frame()

dsc = dsc0 %>% group_by(Var,Valor) %>%
summarise(Total = n(),

Bons = sum(y==1), Maus = Total - Bons) dscTot = dsc0 %>%
group_by(Var) %>% summarise(TotalPop = n(),

BonsTot = sum(y==1), MausTot = TotalPop - BonsTot)

dsc = dsc %>% full_join(dscTot, by = "Var")

dsc = dsc %>% mutate(RR = (Bons/BonsTot)/(Maus/MausTot))

dsc$RR[dsc$RR == Inf] = 4

vars = unique(dsc$Var)

plots = list()

for(i in vars){

k = length(unique(df[[i]]))

k = floor(k/3)

plots[[i]] = dsc %>% filter(Var == i) %>% ggplot(aes(x=Valor, y=RR))

+ geom_line() + scale_y_continuous(limits = ¢(0,4)) +

theme_bw() + labs(x = i, y="RR", title=i) }

gridExtra::grid.arrange(grobs=plots)

Na forma atual serve para
calcular e plotar o Risco
Relativo para cada valor da
varidvel idade_cad.

dfl = dados %>% dplyr::select(idade_cad, y=tipo)

kortes = seq(25,65,10)

kortes = ¢(0,kortes,100)

nomeGrupo = cut(dfl$idade_cad, kortes, include.lowest = T,
left=T)

dfl = df1 %>% mutate(Grupo = cut(dfl$idade_cad, kortes, labels
=F, include.lowest = T, left=T), nomeGrupo)

dfl = dfl %>% group_by(Grupo) %>% summarise(Total = n(),
Bons = sum(y==1), Maus = Total - Bons) %>%
mutate(pBons = Bons/sum(Bons),
pMaus = Maus/sum(Maus), RR = pBons/pMaus)

dfl %>% ggplot(aes(x=Grupo, y=RR)) + geom_line() +
theme_bw() + geom_point() + scale_x_continuous(breaks
=seq(1,6), labels = uniqgue(nomeGrupo)) +
scale_y_continuous(breaks = seq(0,4,0.5),
labels = seq(0,4,0.5)) +geom_hline(linetype=2,
colour="red", yintercept = 1)

Na forma atual serve para
agrupar os valores de idade
em grupos e apo6s calcular e
plotar o Risco Relativo do
novo  agrupamento  das
idades.

Figura 13 - Resumo das fungfes montadas, utilizadas na analise preliminar
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5.3  Construcédo do Modelo

Na Figura 14 sdo apresentadas as func¢des prontas, utilizadas na etapa de construcao do

modelo, com seus respectivos pacotes e descri¢oes:

Funcao

Pacote

Descricao

iv(dados, y = "tipo", order = T)

scorecard

Retorna o Valor da Informacéo de todas as
variaveis presentes no banco de dados.

train_test_split(dados, prop = 0.7)

creditmodel | Utilizado para fazer a segmentalcao dos

grupos de treino e teste do modelo.

modelo = glm(formula = tipo ~ ., data =
ttreino, family = binomial (link = "logit™))

stats

Serve para ajustar o modelo de regressdo
logistica.

check_collinearity(modelo)

performance | Serve para calcular o Fator de Inflagéo,

indicador usado para analisar a
multicolinearidade do modelo.

df = step(dados, scope = 'upper’)

stats

Seleciona um modelo baseado em férmula
por AIC.

Figura 14 - Resumo das fung¢des prontas, utilizadas na construcdo do Modelo

54 Escolha do Modelo

Na Figura 15 sdo apresentadas as funcgdes prontas, utilizadas na etapa de selecéo de

amostra, com seus respectivos pacotes e descricoes:

Funcéo Pacote

Descricéo

predict(modelo,type= stats

'response’,teste)

Funcdo para testar o modelo.

prediction(pred, truth) rocr Usado para avaliar a performance de modelos
de classificacdo

performance(predob, "tpr", "fpr") rocr Usado para avaliar a performance de modelos
de classificacdo

auc(truth, pred) proc Usado para calcular a area sob a curva ROC

rocplot(score, tipo, main="ROC") | rocr

Usado para plotar a curva ROC

geom_density(alpha=0.5) ggplot2

Utilizado para plotar um grafico de densidade
da pontuagdo pela varidvel resposta.
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quantile(teste$yChapeu, stats
seq(0,1,1/10))

Produz quantis de amostra correspondentes as
probabilidades fornecidas

cumsum(txMau) base

Retorna um vetor cujos elementos s&o as somas
cumulativas dos elementos do argumento

Figura 15 - Resumo das fungdes prontas, utilizadas na escolha do modelo

Na Figura 16 sdo apresentadas as fun¢des montadas, utilizadas na etapa de escolha do

modelo, com suas respectivas descri¢des:

Funcéo

Descricédo

rocplot <- function(pred, truth, ...) {

predob = prediction(pred, truth)

perf = ROCR::performance(predob, "tpr", "

area <- auc(truth, pred)

area <- format(round(area, 4), nsmall = 4)

text(x=0.8, y=0.1, labels = paste("AUC =", area))

segments(x0=0, y0=0, x1=1, y1=1, col="gray", Ity=2)}

rocplot(teste$score, teste$tipo,
col="blue",main="ROC-Teste")

fpr") plot(perf, ...)

Na forma atual serve para
calcular teste ROC e plotar o
grafico AUC.

teste$predito<-ifelse(teste$score>=0.5,1,0)
tab_teste<-table(teste$tipo,teste$predito)
taxaacerto_teste=(tab_teste[2,2]+tab_teste[1,1])/sum(tab_teste)
print(paste0("Acuracia: ", round(taxaacerto_teste,2)))

Na forma atual retorna os
valores previstos e observados
do modelo, apresentando a
acuracia do mesmo.

kortes = quantile(teste$yChapeu, seq(0,1,1/10))

teste = teste %>% mutate(Grupo = cut(yChapeu,breaks
=kortes, left=T, labels=F, include.lowest=T))

dsc = teste %>% group_by(Grupo) %>% summarise(Tot = n(),
Bons = sum(tipo == 1), Maus = sum(tipo==0)) %>%
mutate(pMau = Maus/Tot)

dsc %>% ggplot(aes(x=Grupo, y=pMau)) +
geom_line()+geom_point()+theme_bw() +labs(
x="Grupo", y="Proporc¢éo de Inadimplentes")

Na forma atual, serve para
dividir a pontuacdo em decis,
calcular a taxa de
inadimpléncia nos mesmos e
plotar o gréafico do resultado.

dsc = dsc %>% mutate(txMau = Maus/sum(Maus),
txBom = Bons/sum(Bons), acumMau =
cumsum(txMau), acumBom = cumsum(txBom),
KS = abs(acumBom - acumMau))
dfPIt = pivot_longer(dsc, cols = ¢(8,9),
names_to = 'Tipo', values_to = "Valores')
dfPIt %>% ggplot(aes(x=Grupo, y=Valores, colour =
Tipo)) + geom_line() + annotate(geom = 'label’,x
y = 0.5,label = paste0("KS =", round(max(dsc$KS),2)))

Na forma atual serve para
calcular 0 teste de
Kolmogorov-Smirnov  (KS)
para duas amostras e plotar o
grafico do mesmo.

Figura 16 - Resumo das fun¢des montadas, utilizadas na escolha
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6. Consideracdes Finais

A modelagem de crédito é cada vez mais importante para bancos e instituicdes
financeiras mitigarem suas perdas durante a liberacdo de crédito, aumentando o lucro e
permitindo oferecer condigdes melhores aos bons pagadores. O objetivo desse estudo foi
apresentar pacotes e fungdes do software R para construir modelos de pontuacao de risco de
crédito, apresentando possibilidades para vencer as etapas desde a concepc¢do do objetivo e a

delimitacdo da populacdo até a implementacdo do modelo escolhido junto a empresa.

Nesse trabalho, foi realizado um exemplo de construgdo do modelo, em que 0s
resultados foram de 66% de acuracia e 30% no teste KS, o que mostram bons resultados para o
banco de dados analisado. Porém o maior resultado foi a grande quantidade de possibilidades
de funcbes e pacotes que podem ser utilizadas para resolver o processo de modelagem. Com
isso, pode-se montar no capitulo anterior um material de apoio apresentando e descrevendo

algumas dessas possibilidades.

Como sugestdes para trabalhos futuros séo sugeridos: (1) a utilizacdo de outros pacotes
e fungdes, novos ou que ndo tenham sido utilizados nesse trabalho, como o pacote H20, para
realizar o processo de modelagem, sendo possivel comparar qual a melhor funcéo para um
mesmo caso; (2) o uso de outras técnicas de modelagem, além da regressdo logistica, para
realizar o modelo de pontuacéo de crédito, incrementando no material de apoio para auxiliar
ainda mais cientistas de dados a realizarem analises como essas; (3) desenvolver as funcdes
montadas neste trabalho no formato de fungdes do R, para difundir novas funces; (4)
apresentar funcdes e pacotes para trabalhar com bancos de dados com um grande namero de
variaveis, buscando facilitar a avaliacdo da estabilidade dos dados ao longo do tempo ou a
selecdo automatica de variaveis com base no seu IV, por exemplo; (5) apresentar pacotes e

funcdes para trabalhar com varidveis desbalanceadas e variaveis que contenham missings.
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