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“O que permanece em seu estado natural não poderia ser infeliz;

caso contrário,

poder-se-ia dizer que o homem deve queixar-se de não voar como as aves,

de não andar com quatro patas como os quadrúpedes,

de não ter a cabeça armada de chifres como os touros.”

(Erasmo de Roterdã, 1511)



Resumo

O transtorno bipolar (tb) é uma doença psiquiátrica crônica associada à altas taxas de mor-
bidade e mortalidade. Estudos anteriores demonstram redução significativa da expectativa de
vida, além de risco aumentado para doença cardiovascular e morte por suicídio. Apesar de ser
um transtorno com início precoce, existe um atraso de até 10 anos entre o início de sintomas
e o diagnóstico adequado. Como consequência do crescimento da psiquiatria de precisão, pes-
quisas têm explorado o uso de técnicas de aprendizado de máquina para predizer tb, com foco
em diagnóstico diferencial. No entanto, grande parte destes estudos são baseados em amos-
tras clínicas pequenas, com curtos períodos de acompanhamento. A presente dissertação visa
construir um modelo de classificação binária capaz de prever casos incidentes de tb em um in-
tervalo de cinco anos através de características sociodemográficas e clínicas em uma amostra
de adultos jovens, a partir de um grande estudo de coorte populacional. Avaliamos 1.091 sujei-
tos sem tb com 18 a 24 anos de idade no baseline a partir de uma amostra comunitária de jovens
adultos da cidade de Pelotas (rs). O diagnóstico de tb no follow-up foi construído com base
na Mini International Neuropsychiatric Interview 5.0. Cento e noventa preditores demográficos,
sociais, clínicos e ambientais foram incluídos no pipeline de pré-processamento e modelagem.
Utilizamos o algoritmo xgboost, estado-da-arte para dados tabulares, com validação cruzada
5-fold repetida por cinco vezes junto à seleção de variáveis e métodos de sobreamostragem
para criar um modelo que pudesse prever quais sujeitos desenvolveriam tb cinco anos mais
tarde. Quarenta e nove indivíduos (4,49%) receberam um diagnóstico de tb cinco anos depois.
O melhor modelo selecionado com base no processo de validação cruzada apresentou um de-
sempenho aceitável com um valor de auc de teste de 0,786 (ic 95%: 0,686, 0,887). O modelo final
incluiu dez preditores, sendo eles: sentimento de fracasso, tristeza, episódio depressivo atual
na primeira avaliação, problemas de estresse auto-relatado, autoconfiança, uso de cocaína ao
longo da vida, status socioeconômico, frequência sexual, relacionamento com parceiro fixo
e taquilalia. Um teste de permutação com 10.000 permutações demonstrou performance de
auc significativamente melhor do modelo construído comparado a classificadores aleatórios
(𝑝 < 0, 001). Os resultados do estudo trazem insights relevantes no que tange à compreen-
são do tb como um fenômeno latente, em especial, considerando que a depressão maior é
comumente a primeira manifestação da doença, em linha com sintomas depressivos sendo os
principais preditores no modelo apresentado. Visando uma melhor caracterização do tb, suge-
rimos que estudos futuros concentrem-se em fazer um acompanhamento sistemático que leve
em conta estas características durante outras etapas do desenvolvimento, bem como investir
em estudos que utilizem populações de risco específicas. Além disso, a inclusão de dados digi-
tais de saúde, informações biológicas e neuropsicológicas pode ajudar no aprimoramento de
novos modelos preditivos.

Palavras-chaves: Transtorno bipolar. Aprendizado de máquina. xgboost. Incidência. Medicina
de precisão.



Abstract

Bipolar disorder (bd) is a chronic psychiatric illness associated with high rates of morbidity and
mortality. Previous studies demonstrate a significant reduction in life expectancy, as well as
an increased risk for cardiovascular disease and death by suicide. Despite being an early-onset
disorder, there is a delay of up to 10 years between symptom onset and adequate diagnosis.
As a consequence of the growth of precision psychiatry, research has explored the use of ma-
chine learning techniques to predict bd, with a focus on differential diagnosis. However, a large
portion of these studies are based on small clinical samples with short follow-up periods. The
present thesis aims to build a binary classification model capable of predicting incident cases of
bd within a 5-year interval through sociodemographic and clinical characteristics in a sample
of young adults from a large population cohort study. We evaluated 1,091 individuals without
bd aged 18–24 at baseline from a community sample of young adults in the city of Pelotas (rs).
The diagnosis of bd in the follow-up was based on the Mini International Neuropsychiatric
Interview 5.0. One hundred and ninety demographic, social, clinical, and environmental pre-
dictors were included in the preprocessing and modeling pipeline. We used the state-of-the-art
xgboost algorithm for tabular data, with 5-fold cross-validation repeated five times, along with
variable selection and oversampling methods, to create a model that could predict which sub-
jects would develop bd five years later. Forty-nine individuals (4.49%) received a bd diagnosis
five years later. The best model based on the cross-validation procedure showed acceptable
performance with a test auc value of 0.786 (95% ci: 0.686, 0.887). The final model included ten
predictors, namely, feeling like a failure, sadness, current depressive episode at baseline, self-
reported stress problems, self-confidence, lifetime cocaine use, socioeconomic status, sexual
frequency, relationship with a fixed partner, and tachylalia. A permutation test with 10,000
permutations demonstrated significantly better auc performance of the built model compared
to random classifiers (𝑝 < 0.001). The study results provide relevant insights regarding the
understanding of bd as a latent phenomenon, particularly considering that major depression
is commonly the first manifestation of the disease, in line with depressive symptoms being
the main predictors in the presented model. In order to better characterize bd, we suggest
that future studies focus on systematic follow-up that takes these characteristics into account
during other stages of development, as well as investing in studies that use specific at-risk pop-
ulations. Additionally, the inclusion of digital health data, biological and neuropsychological
information can help improve new predictive models.

Keywords: Bipolar disorder. Machine learning. xgboost. Incidence. Precision Medicine.
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Apresentação

O transtorno bipolar (tb) é uma doença psiquiátrica associada a uma alta morbidade
e mortalidade [1]. A prevalência populacional ao longo da vida é de aproximadamente 2,4%,
sendo 0,6% para tb tipo i, 0,4% para tb tipo ii e 1,4% para indivíduos com quadros subsin-
drômicos [2]. Estudos anteriores descrevem que pacientes com tb apresentam uma redução
significativa na expectativa de vida de cerca de 10 anos em relação à população geral [3]. Do-
ença cardiovascular é o principal fator associado à mortalidade precoce no tb; ainda assim,
mortes por suicídio são mais comumente observadas no tb do que em outras condições em
saúde mental, com estes pacientes apresentando de vinte a trinta vezes maiores taxas de morte
por suicídio em relação à população geral [1, 4, 3]. Além disso, pacientes com tb apresentam
prejuízos funcionais e psicossociais significativos, também representando um importante custo
financeiro [1]. Os Estados Unidos da América reportaram que os custos totais associados ao
tb tipo i excederam US$200 bilhões no ano de 2015 [5].

Mesmo que a maioria dos pacientes com tb apresentem sintomas clínicos antes dos
25 anos de idade, há um atraso significativo de 6–10 anos entre o início dos sintomas e o di-
agnóstico correto [6, 7]. Além disso, o diagnóstico tardio está associado a uma maior duração
de doença não tratada, que está, em última análise, ligada a um prognóstico pior em termos
de hospitalizações, funcionamento e recorrência de episódios de humor [8]. Altos índices de
comorbidade psiquiátrica, diagnóstico diferencial complexo, início habitual com sintomas de-
pressivos, e redução do comportamento de busca de ajuda são algumas das razões para o atraso
no reconhecimento adequado do tb [9, 1, 6]. Entretanto, o diagnóstico de tb é eminentemente
clínico, com evidências limitadas para apoiar o uso de neuroimagens ou biomarcadores de
laboratório durante a investigação clínica [1].

Levando em consideração este contexto, a ascensão do campo da psiquiatria de preci-
são, com o uso de ferramentas de big data e aprendizado de máquina, representa uma promessa,
que pode trazer uma revolução em termos de diagnóstico, seleção de tratamento e prognós-
tico na saúde mental [10, 11]. Até esta data, vários estudos exploraram o uso destas técnicas
no tb, com base em fontes de dados distintas (incluindo neuroimagens, dados clínicos e so-
ciodemográficos, biomarcadores periféricos, testes neuropsicológicos, dados genéticos, entre
outros), sendo que a maioria destes modelos se concentra em tarefas de classificação que aju-
dam no diagnóstico diferencial entre o tb e outras condições psiquiátricas, como esquizofrenia,
depressão grave e indivíduos saudáveis [12, 13]. No entanto, a maioria destes estudos apresen-
tam desempenhos de classificação modestos, são baseados em amostras pequenas e clínicas,
originárias de desenhos transversais para coleta de dados, ou apresentam períodos curtos de
acompanhamento (follow-up) [12]. Todas essas limitações podem comprometer a generaliza-
ção e a tradução dos resultados de tais investigações para ambientes clínicos e de saúde pública
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[13], ainda impossibilitando uma implementação mais efetiva das descobertas até então.

Dessa forma, levando em conta estas lacunas, a presente dissertação consiste de um
estudo longitudinal de acompanhamento de jovens adultos em um intervalo de cinco anos,
onde investigou-se a incidência de tb a partir do uso de técnicas de tree boosting para clas-
sificação de dados tabulares. O artigo resultante da pesquisa foi submetido à revista Bipolar

Disorders com o título “Bipolar disorder prediction and functional outcomes in young adults: a

5-year follow-up study”. O principal trabalho da dissertação foi desenvolvido entre os anos de
2022 e 2023 no Laboratório de Psiquiatria Molecular, localizado no Centro de Pesquisas Expe-
rimentais do Hospital de Clínicas de Porto Alegre (ufrgs), sob orientação do professor Ives
Cavalcante Passos (ufrgs) e coorientação da professora Karen Jansen (ucpel).
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1 Introdução

1.1 Transtorno bipolar

O transtornos bipolares são um grupo complexo de transtornos crônicos e severos
que incluem o tb tipo i, caracterizado pela presença de um episódio maníaco, e o tb tipo ii,
caracterizado pela presença de um episódio hipomaníaco e um episódio depressivo maior [1].

Os episódios de humor dentro de um quadro de tb podem flutuar de modo não-linear
em diferentes intensidades (Figura 1). Os episódios maníacos e hipomaníacos são caracteriza-
dos por períodos de aumento exacerbado de energia e atividade ou nos níveis de irritabilidade,
podendo estar acompanhado de delírios de grandiosidade, diminuição da necessidade do sono,
fuga de ideias, taquilalia, distração aumentada, agitação psicomotora, maior impulsividade e
exposição a comportamentos de risco. Já os episódios depressivos, presentes apenas nos qua-
dros de tb tipo II, são identificados a partir de tristeza profunda, anedonia, alterações nos
padrões de sono, mudanças no apetite, entre outros sintomas característicos [14].

Figura 1 – Flutuações de humor típicas de um quadro diagnóstico de transtorno de humor
bipolar tipo II.
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Fonte: Adaptado de Muzina, Colangelo, Manning e Calabrese [15].
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Apesar da Iniciativa Mundial de Pesquisa em Saúde Mental1 veicular estimativas de
prevalência ao longo da vida e durante 12 meses de 2,4% e 1,5% respectivamente, taxas de
prevalências podem variar de acordo com o país por questões metodológicas ou diferenças
culturais. Ademais, a prevalência de tb tipo i é similar entre homens e mulheres, enquanto o
tb tipo ii ocorre mais frequentemente entre mulheres [17].

Os instrumentos de rastreio de tb mais estudados são o Mood Disorders Questionnaire

(mdq) e o Hypomania Checklist 32 (hcl-32). Ambos possuem sensibilidade (mdq: 80%; hcl-32:
82%) e especificidade (mdq: 70%; hcl-32: 57%) razoáveis, considerando o contexto de aplicação.
Estas escalas devem ser utilizadas com intuito de mapear sujeitos potencialmente em risco para
o desenvolvimento da doença, para então, serem encaminhados à uma avaliação clínica mais
aprofundada quanto ao tb [1].

O tb, além de trazer consequências funcionais e cognitivas e perda de qualidade de vida
[18, 19], tem como característica a permanência destes prejuízos também em sujeitos em perío-
dos de eutimia [20]. Sabe-se que algumas características como número de episódios de humor,
duração da doença e número de hospitalizações podem indicar maiores ou menores graus de
déficits funcionais e cognitivos [19]. Agentes farmacológicos como lurasidona, mifepristona
e eritropoietina, terapia cognitivo-comportamental (tcc) em combinação a psicoeducação, te-
rapia interpessoal e de ritmo social e terapia de nutrição, exercício e bem-estar são possíveis
meios de tratamento para atenuação dos sintomas previamente citados [21].

Além das consequências descritas, o tb possui a maior taxa de suicídio entre todos
os transtornos psiquiátricos, com taxas de 20 a 30 vezes maiores do que a população geral
[22]. Pesquisas apontam que até 20% dos indivíduos com tb (em sua maioria, não-tratados)
morrem por suicídio, com taxas de 20–60% para ao menos uma tentativa de suicídio ao longo
da vida [23]. Diversos estudos demonstram que o lítio apresenta efeito significativo na redução
de tentativas de suicídio e mortes por suicídio quando comparado a antidepressivos e outros
estabilizadores de humor em pacientes com tb [22, 24]. A eficácia também se estende à ideação
suicida [25]. Esse efeito mostra-se mais eficaz no uso prolongado de lítio em relação ao uso no
curto prazo, além de ter sua eficácia demonstrada na população geral com uso de lítio na água
em estudos ecológicos [26].

Sabe-se que transtornos por uso de substância (tus) são altamente comórbidos com tb,
geralmente requerendo abordagens multidisciplinares de tratamento para atenuar os prejuí-
zos no desfecho clínico. Existem algumas evidências limitadas que medicamentos como lítio,
valproato e citicolina podem ser efetivos na redução do uso de substâncias, mas vários estu-
dos no campo acompanham tamanhos amostrais pequenos [27]. Apesar do conhecimento em
torno dos tus e tb, uma metanálise baseada em 11 estudos de desenho transversal verificou
1 A Iniciativa Mundial de Pesquisa em Saúde Mental é um projeto colaborativo da Organização Mundial da

Saúde, da Universidade de Harvard, da Universidade de Michigan e de pesquisadores do mundo todo para
coordenar a análise e a implementação de pesquisas epidemiológicas sobre distúrbios mentais e comporta-
mentais e abuso de substâncias em todas as regiões da OMS [16].
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uma associação fraca entre transtorno por uso de cannabis e tentativas de suicídio no tb [28].

Transtornos de personalidade do Cluster b (antissocial, borderline, histriônico e narci-
sista) possuem uma alta incidência entre pacientes com tb, prejudicando o prognóstico clínico.
Além disso, por vezes o diagnóstico diferencial entre transtorno de personalidade antissocial
e tb é dificultado por conta dos possíveis comportamentos agressivos e impulsivos em ambas
doenças, juntamente à outros sintomas sobrepostos [29].

O transtorno do espectro autista (tea) mostra-se como um grupo heterogêneo de trans-
tornos neurodesenvolvimentais que afeta em torno de 2,6% da população. Sabe-se que a pre-
valência de tb em sujeitos no tea é de aproximadamente 5 a 8%. Em geral, a sintomatologia
do transtorno bipolar em sujeitos com tea são inespecíficas e acabam diferindo do observado
na população geral, dificultando o diagnóstico adequado. Logo, instrumentos psicométricos
específicos são ainda um campo de desenvolvimento no diagnóstico de tb em indivíduos com
tea [30].

Um estudo de revisão de literatura, Lucidi et al. [31] buscaram mapear possíveis associ-
ações de características da microbiota intestinal com o tb. Alguns marcadores como por exem-
plo menor diversidade microbiana podem indicar vulnerabilidade para o desenvolvimento de
tb em sujeitos geneticamente predispostos. Pacientes com tb também apresentam menores
quantidades de microorganismos anti-inflamatórios do que pacientes controle. Em geral, es-
tudos observacionais verificam maiores níveis de desregulação na microbiota em sujeitos com
tb.

No início de 2022, uma revisão sistemática e metanálise de ensaios clínicos randomiza-
dos foi publicada a fim de avaliar o tratamento de lítio no tb em adultos. O estudo demonstrou
que ainda, mesmo após anos de estudo, o lítio segue sendo o padrão ouro para o tratamento
de tb. O artigo identificou eficácia do lítio no tratamento de mania aguda mesmo com sinto-
mas psicóticos concomitantes, além de eficácia condicionada a outros agentes para depressão
bipolar aguda, e eficaz como monoterapia na fase de manutenção para prevenir mania [25].
Prevenção de novos episódios a partir do uso de psicofármacos [32]. Também no ano de 2022,
uma revisão sistemática analisou a eficácia de diferentes tratamentos para o tb de acordo com
a trajetória de doença [33].

Levando em conta que o tb é uma doença psiquiátrica complexa e de causa multifato-
rial, sabemos que existe uma base genética significativa [1]. Nos últimos anos, a genômica tem
se mostrado uma ferramenta útil para compreender estes mecanismos [34]. Estudos genéti-
cos têm identificado variantes genéticas associadas ao tb e sugerido diferentes vias biológicas
envolvidas na patogênese do transtorno. Além disso, a genômica também tem proporcionado
novas oportunidades para o desenvolvimento de biomarcadores diagnósticos, preditivos e te-
rapêuticos. Diversos estudos de genômica do tb foram realizados em todo o mundo, incluindo
estudos de associação do genoma completo (gwas) [35], assim como análises de expressão gê-
nica [36] (Figura 2). No entanto, a compreensão completa da genômica do tb ainda está em
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Figura 2 – Esquema ilustrativo dos mecanismos de transcrição do DNA e tradução do RNA
mensageiro (mRNA) em proteína, processado chamado de expressão gênica.
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evolução, e novas pesquisas são necessárias para identificar os fatores genéticos subjacentes e
melhorar a compreensão da biologia da doença.

Com o intuito de avançar a compreensão da etiologia biológica do transtorno bipolar,
um estudo de associação genômica realizado por Mullins et al. [37] com 41.917 casos de tb e
371.549 controles foi capaz de identificar 64 loci genômicos associados. Encontrou-se enrique-
cimento significativo de sinais em genes que codificam alvos de antipsicóticos, bloqueadores
de canais de cálcio, antiepilépticos e anestésicos. Além disso, a integração de dados de loci de
traços quantitativos de expressão implicou 15 genes fortemente ligados ao tb por meio da ex-
pressão gênica, codificando alvos potenciais para terapias, como htr6, mchr1, dclk3 e furin.
As análises dos subtipos do tb indicaram alta correlação genética entre o tb tipo i e ii e iden-
tificaram loci associados adicionais. Estes dados trazem novas informações sobre a etiologia
biológica do transtorno e demonstram genes de interesse para futuros estudos.

Exposição à poluição do ar tem sido associada a uma série de problemas de saúde, in-
cluindo transtornos de humor e risco aumentado de suicídio. De acordo com um estudo de
2019 publicado por Braithwaite et al. [38], a exposição crônica à poluição do ar pode alterar o
equilíbrio de neurotransmissores no cérebro e levar a mudanças na função cerebral que estão
associadas a transtornos de humor, como depressão e ansiedade. Além disso, a poluição do ar
também pode aumentar o estresse oxidativo, o que pode agravar a inflamação crônica e au-
mentar o risco de doenças psiquiátricas. O estudo de Braithwaite et al. [38] também encontrou
uma associação entre a exposição à poluição do ar e o risco aumentado de suicídio, sugerindo
que a saúde mental pode ser afetada negativamente pela poluição do ar. É importante destacar
que esses achados são apenas uma parte da literatura em desenvolvimento sobre o assunto e
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que mais estudos precisam ser feitos para entender completamente a natureza da associação
entre poluição do ar e transtornos de humor e suicídio. Para além disso, outros fatores ambi-
entais podem ser preditores para o desenvolvimento de tb. Estes incluem estresse psicossocial
[39], exposição à luz artificial [40] e alterações climáticas [41, 42]. A interação complexa entre
fatores genéticos e ambientais também pode influenciar o desenvolvimento do tb. A questão
multifatorial enfatiza a necessidade de considerar uma ampla gama de fatores ao avaliar o
risco de desenvolvimento de transtornos de humor, incluindo o tb. Além disso, é importante
lembrar que a idade de início, a gravidade e a apresentação dos sintomas do tb podem variar
amplamente entre indivíduos e que um abordagem personalizada para o tratamento pode ser
necessária para levar em conta essas diferenças.

Levando em conta que a suicidalidade é um fenômeno presente na vida de pacientes
com tb, vê-se a necessidade de estudar as possíveis estratégias de enfrentamento relacionadas
à ideação e tentativa de suicídio. Um estudo de Poyraz, Özdemir, Şen, Sağlam, Enginkaya e
Tomruk [43] verificou uma prevalência de aproximadamente 34% de tentativa de suicídio em
pacientes com tb, e frequência de ideação suicida ao longo da vida de 60%. Quando comparados
aos controles, os pacientes com tb apresentaram maior uso de desengajamento comportamen-
tal e estratégias religiosas. Os pacientes com tentativas de suicídio prévia apresentaram pior
prognóstico, através de um agravamento do curso da doença, além de um início mais precoce
do transtorno, com mais episódios de humor e mais disfuncionais, reforçando a compreensão
do tb em sua forma latente [43].

1.2 Aprendizado de máquina

Aprendizado de máquina (am), ou machine learning (am) é um campo da ciência da
computação dedicado a compreender e construir métodos que são capazes de aprender padrões
a partir de dados de modo a melhorar o desempenho em um conjunto de tarefas específicas
[44]. O termo foi utilizado pela primeira vez em 1959 pelo cientista da computação da ibm,
Arthur Samuel, que trabalhava com programas capazes de jogar damas [45]. O am trabalha
com diferentes paradigmas: o aprendizado supervisionado, aprendizado não-supervisionado
e aprendizado por reforço (reinforcement learning) [46]. Em geral, os modelos de aprendizado
estatístico trabalham com duas grandezas relevantes: o viés e a variância [46]. Variância está
relacionada com a mudança no modelo caso ele fosse construído com dados de treino dife-
rentes. Espera-se portanto, que um determinado modelo, seja teórico ou baseado nos dados
(data-driven) possa ter uma estrutura semelhante independentemente dos dados usados para
ser treinado. Já o viés está relacionado com o grau de erro que é introduzido pela simplificação
que o modelo imputa em dado problema real. Em vista disso, o modelo ideal apresenta baixa
variância, juntamente com um baixo viés. O balanço entre viés e variância em um modelo de
am pode ser observado na Figura 3.
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Figura 3 – Tradeoff de viés-variância em modelos de aprendizado de máquina. Trata-se da pro-
priedade de um modelo que a variância de um parâmetro estimado através de amos-
tras pode ser reduzido ao aumentar o viés dos parâmetros estimados.
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O am permite que as máquinas aprendam por si mesmas a partir de exemplos e ajus-
tem suas ações ao longo do tempo, o que as torna capazes de realizar tarefas complexas de
forma autônoma. Em muitos casos, o am supera a performance humana em tarefas que exi-
gem habilidades como reconhecimento de padrões, previsão e classificação [47, 48]. A apli-
cação do aprendizado de máquina em áreas como a saúde tem potencial para revolucionar
a forma como esse campo é gerenciado e fornecer soluções mais eficientes e precisas. Neste
trabalho, explora-se como o am pode ser aplicado ao campo da psiquiatria de precisão para o
rastreio de transtornos mentais, especificamente o tb.

1.3 Psiquiatria de precisão

A psiquiatria digital é um conceito recente que traz consigo novos olhares para os
diagnósticos e intervenções em saúde mental. Este campo traz consigo diversas influências
da medicina de precisão como um todo, além de grandes áreas como o aprendizado de má-
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Figura 4 – Os quatro V’s do big data.
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Fonte: Adaptado de Rajan [50].

quina e o big data. O big data consiste, em geral, de dados com várias dimensões, esparsos,
com presença de ruído que necessitam de métodos matemáticos e estatísticos suficientemente
complexos para extrair padrões e descobertas a partir destes dados. Além da característica de
grande volume, o big data também carrega noções de velocidade, no que diz respeito à rapi-
dez e métodos de coleta dos dados (coleta passiva ou ativa de dados digitais, surveys online,
entrevistas presenciais, etc). Além disso, também nota-se questões relacionadas à variedade
dos dados, dentro do campo da psiquiatria, pode-se observar dados de neuroimagem, exames
clínicos variados, dados tabulares (planilhas e questionários), prontuários (físicos e eletrôni-
cos), dados de voz, entre outros. Deve-se levar em conta também os aspectos de incerteza e
veracidade dos dados, incluindo boas práticas de gestão e manipulação de dados, atenção aos
diferentes tipos de dados sendo utilizados e suas formas de representação, etc. Estes atributos
podem ser visualizados de forma esquemática na Figura 4. A psiquiatria de precisão dentro
do contexto clínico almeja integrar dados biológicos e ambientais para personalizar planos de
tratamento. Pode auxiliar no monitoramento de drogas terapêuticas, resposta ao tratamento,
além da possibilidade de implementação de serviços como calculadoras de risco em sistemas
de cuidado em saúde [49].

Levando em conta o papel do am na psiquiatria de precisão, pode-se pontuar algumas
oportunidades e desafios. Considerando que apenas metade dos pacientes apresentam sucesso
com as escolhas de tratamento farmacológico atuais [51], questionamentos sobre a necessi-
dade de intervenções mais específicas a nível individual devem ser feitos. Dessa forma, o am é
capaz de contribuir no campo das predições clínicas em pacientes individualmente, por exem-
plo, para sugerir doses personalizadas de um determinado psicofármaco. Também, o am pode
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ser utilizado para prever desfechos em saúde mental (como diagnósticos psiquiátricos, prejuízo
funcional, severidade de quadros clínicos [52], etc) com estimativas out-of-sample

2, além de ser
adequado para dados observacionais por conta das técnicas necessitarem menos pressupostos,
e capacidade de manejar vários desfechos de uma vez só, como por exemplo: uma rede neural
capaz de produzir três saídas: a severidade de determinado transtorno psiquiátrico, a dosagem
de um medicamento e abordagem psicoterápica mais adequada. Técnicas de aprendizado esta-
tístico são capazes, ainda, de captar doenças psiquiátricas de modo mais dinâmico e abrangente
que a forma estática adotada por guias diagnósticos como dsm-5 e cid-10, produzindo ferra-
mentas que auxiliam sistemas dimensionais de compreensão da doença mental. No entanto,
algumas barreiras também devem ser consideradas. Dentro de pipelines de am, é comum que
várias etapas e escolhas interdependentes estejam envolvidas. Esta flexibilidade pode aumen-
tar o risco de que os achados obtidos a partir deste conjunto de passos complexos não possa
ser reproduzido outras vezes. Dificuldades como disponibilidade e manejo de dados, coleta de
dados longitudinais com presença de confundidores relevantes e heterogeneidade dos dados
também são importantes focos de atenção para pesquisadores em am na psiquiatria [53].

Em 2019, uma revisão sobre am, big data e suas implicações para modelagem de do-
enças e descobertas terapêuticas em psiquiatria apresentou resultados que indicam a ia como
opção viável para construir preditores úteis para desfechos em saúde mental e na personaliza-
ção de novas terapêuticas. [54]. Técnicas de modelagem preditiva também vêm sendo utilizadas
para prever problemas de saúde mental em adolescentes, como demonstra um estudo de 2020
com uma grande amostra sueca de 7.638 gêmeos, onde foi construído um modelo para previsão
de problemas de saúde mental com uma roc auc3 de 0.739 [55]. Outras iniciativas voltadas à
saúde mental na adolescência como a imagen, estudo longitudinal de neuroimagem e gené-
tica em adolescentes com foco em comportamentos de reforço, também discutem o papel da
identificação de marcadores biológicos no auxílio da psiquiatria de precisão, focando no agru-
pamento de sintomas baseado nos mecanismos psicobiológicos compartilhados, juntamente à
preditores de curso da doença e resposta ao tratamento em grupos clínicos [56].

No campo da farmacogenômica, estuda-se os efeitos do corpo na droga, assim como o
efeito da droga no corpo. Apesar de sua importância, a área apresentou pouco desenvolvimento
em sua aplicabilidade clínica [57]. Com o advento do enfoque do aprendizado de máquina e
suas técnicas, agregado ao aumento da quantidade de dados disponíveis, novos estudos vêm
sendo desenvolvidos tanto para predição de tratamento, como para predição de diagnóstico
e prognóstico e detecção de biomarcadores (tanto com dados de neuroimagem quanto dados
2 Dados out-of-sample são aqueles que não pertencem à amostra de treino do modelo (dados externos), ou seja,

não foram utilizados para sua construção. Em outras palavras, são os dados não disponíveis que deseja-se
quantificar as estimativas.

3 Métrica que demonstra o desempenho de um modelo de classificação considerando todos os limiares de clas-
sificação.
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demográficos e clínicos) [58]. Na atualidade, processamento de linguagem natural (pln)4 tem
ganhado espaço na saúde mental. Uma revisão sistemática de 2021 que avaliou 58 artigos de
pln na saúde mental apontou que a maior parte dos estudos confirmam hipóteses clínicas
ao invés de desenvolver novos dados empíricos. Em vista disso, Le Glaz, Haralambous, Kim-
Dufor, Lenca, Billot, Ryan, Marsh, DeVylder, Walter, Berrouiguet e Lemey [59] reconhecem o
papel do pln em dados não-explorados, mas salienta questões éticas que devem ser discutidas
ao decorrer dos avanços no uso da técnica [59].

1.4 Aprendizado de máquina e transtorno bipolar

Na literatura, alguns estudos têm dado atenção à necessidade de fazer uso de ferra-
mentas tecnológicas para o screening de um transtorno grave como o tb. O estudo de Claude,
Houenou, Duchesnay e Favre [60] revisou a literatura científica para avaliar a aplicação de téc-
nicas de am em dados de ressonância magnética (mri) em pacientes com tb. Eles identificaram
47 estudos que utilizaram algoritmos de aprendizado de máquina baseados em dados de mri,
e descobriram que a precisão relatada para a classificação do tb variou amplamente, de 57% a
100% em comparação com controles saudáveis. No entanto, apesar das limitações metodológi-
cas em estudos anteriores e da necessidade de replicação em grandes amostras multicêntricas,
esta revisão sugere que o uso de técnicas de am em dados de mri pode levar a futuros diag-
nósticos assistidos por computador do tb e pode ajudar a prever a resposta ao tratamento. No
entanto, mais pesquisas são necessárias para validar esses resultados e estabelecer a eficácia
clínica dessas técnicas.

Com base no posicionamento do International Society for Bipolar Disorders Big Data

Task Force [13], a utilização de big data analytics pode ser uma estratégia promissora para o
tb. Os resultados da revisão sugerem que as aplicações de am em big data podem fornecer
calculadoras de risco para ajudar na tomada de decisões de tratamento e prever o prognóstico
clínico individual, incluindo construtos relacionados ao suicídio, como ideação ou tentativa
de suicídio. Essa abordagem pode avançar o diagnóstico ao permitir a descoberta de fenótipos
data-driven relevantes, além de prever a transição para o transtorno em indivíduos de alto risco.
No entanto, há vários desafios metodológicos que precisam ser abordados para traduzir esses
resultados para ambientes clínicos, incluindo a heterogeneidade dos dados, a falta de validação
externa e replicabilidade de alguns estudos, o custo e a falta de financiamento apropriado.

Em um estudo recente de Sawalha et al. [61], foram aplicadas técnicas de am em uma
bateria de testes cognitivos para identificar pacientes com tb em seu primeiro episódio. Os
resultados mostraram que as deficiências cognitivas podem aparecer em estágios precoces do
tb e persistir em estágios posteriores da doença, sugerindo que os mesmos déficits podem
existir tanto para casos de primeiro episódio quanto para pacientes crônicos de tb. Esses dé-
4 pln é a área da inteligência artificial e linguística que visa estudar a compreensão automática de línguas

humanas naturais por softwares através de métodos estatísticos.
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ficits cognitivos podem servir como marcadores precoces de tb, e a aplicação de am em testes
cognitivos pode fornecer uma ferramenta útil para a detecção precoce do transtorno [62].

Recentemente, tem havido um avanço na medicina de precisão e um estudo Siqueira
Rotenberg, Borges-Júnior, Lafer, Salvini e Silva Dias [62] visou usar abordagens de am como
um possível preditor de recaídas depressivas em pacientes com tb. Quatro algoritmos de am
foram aplicados a um conjunto de dados de pacientes do step-bd (Systematic Treatment Enhan-

cement Program for Bipolar Disorder) em uma coorte de 800 pacientes. Os algoritmos de am
apresentaram desempenho razoável nas predições, variando de 61% a 80% no f-score. Os três
sintomas de humor mais importantes observados na visita de recaída (no modelo de random

forest) foram: anedonia, humor depressivo e alterações na energia. Portanto, os resultados su-
gerem que a aplicação de modelos de medicina de precisão a tomada de decisões médicas no
tratamento do tb e prevenção de futuras recaídas.

É válido notar que os sintomas identificados como preditores de recaídas depressivas
no estudo acima, são, de fato, comumente usados como critérios diagnósticos para depres-
são maior. Essa observação levanta uma questão importante sobre a utilidade clínica dessas
variáveis na previsão de recaídas em pacientes com tb. Enquanto os resultados deste estudo
demonstraram que esses sintomas têm relevância na predição de recaídas, é essencial reconhe-
cer que seu uso como preditores pode não oferecer uma contribuição substancialmente nova
para o campo da medicina de precisão. Embora essas variáveis possam ser informativas, sua
aplicabilidade clínica pode ser limitada, uma vez que não fornecem novos insights ou aborda-
gens terapêuticas significativamente distintas daquelas já estabelecidas no tratamento do tb.
Esta consideração é crucial ao avaliar a implementação prática de tais modelos. Portanto, le-
vando em conta a importância de mapear preditores discriminativos, é necessário ponderar a
utilidade clínica real desses preditores e explorar maneiras pelas quais a medicina de precisão
pode oferecer abordagens mais inovadoras e personalizadas para o tratamento e prevenção do
tb, que vão além dos critérios diagnósticos convencionais.

Uma revisão de escopo publicada em 2021 [63] identificou 33 estudos que usaram di-
ferentes modelos de am, incluindo modelos de classificação e regressão. Dados de mri foram
os mais usados para classificar pacientes com tb, com uma acurácia máxima de 98% [63]. Ou-
tra função importante que os modelos de ia podem ter no campo do tb é a de diferenciar
transtornos do tb ou diferenciar casos de depressão unipolar e bipolar. Um estudo de Bayes,
Spoelma, Hadzi-Pavlovic e Parker [64] discutiu o uso de am na diferenciação de tb e transtorno
de personalidade borderline baseado em construtos cognitivos e comportamentais, estratégias
de regulação emocional e práticas parentais durante a infância. O estudo encontrou em torno
de 73,5% de acurácia na classificação geral de tb e transtorno de personalidade borderline.
Na diferenciação entre depressão unipolar e bipolar, estudos demonstraram boa capacidade de
classificação através do uso de dados de mri [65], biomarcadores sanguíneos [66] e assinaturas
de biomarcadores [67].
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É importante notar que a acurácia de 98% mencionada no estudo do parágrafo anterior
[63] para a classificação de pacientes com tb com base em dados de mri é notável, mas deve
ser interpretada com cautela. Essa alta acurácia pode sugerir uma solução definitiva para a
diferenciação de pacientes com tb, o que não reflete necessariamente a realidade clínica. A
literatura em medicina de precisão e inteligência artificial muitas vezes apresenta resultados
promissores em conjuntos de dados específicos, mas a aplicabilidade clínica desses resultados
pode variar consideravelmente em cenários do mundo real. Para mais, estudos de classificação
em transtornos de humor com mri apresentam diversas limitações metodológicas [68], onde
pode-se citar também a falta de processos de validação e estimação de incerteza (erro), uso
inadequado de métricas de desempenho dos modelos a depender de critérios como desbalanço
de classe, por exemplo.

Existem diversos estudos que utilizam approaches de machine learning para predição
de tb com base em marcadores biológicos, clínicos e neuropsicológicos [69], além de dados de
mri [70]. A revisão sistemática de Colombo, Calesella, Mazza, Melloni, Morelli, Scotti, Bene-
detti, Bollettini e Vai [69] — que incluiu 81 estudos na revisão e 65 na metanálise — mostrou
que apesar de existirem modelos capazes de alcançar altas acurácias na diferenciação de tb
e outras doenças psiquiátricas, ainda há um caminho para percorrer no avanço das práticas
metodológicas adotadas. Por exemplo, um estudo mostrou que a combinação de dados de mri
estruturais e funcionais mostrou boa acurácia na predição do tb [70]. Outro estudo utilizou
biomarcadores cognitivos e imunológicos para predizer o diagnóstico de tb e esquizofrenia,
obtendo resultados promissores [71]. Além disso, a neuroimagem tem sido amplamente uti-
lizada na diferenciação de primeiro episódio de psicose [72]. Dados de neuroimagem podem
ser combinados com outros dados clínicos para desenvolver modelos de predição do risco de
conversão para tb ou esquizofrenia em indivíduos com alto risco de desenvolver a doença
[73]. Outro campo de estudo em am no tb é o pln. Estudos recentes têm explorado a relação
entre linguagem natural e transtornos psiquiátricos, incluindo tb. Por exemplo, foi mostrado
que a análise de textos escritos por pacientes com tb pode fornecer informações valiosas para
a avaliação da doença e do estado de humor dos pacientes [74]. Por fim, calculadoras de risco
no transtorno bipolar são uma ferramenta útil para ajudar na tomada de decisão clínica. Essas
calculadoras combinam dados clínicos e demográficos para prever o risco de recorrência de
episódios de humor em pacientes com tb. Utilizando modelos de am, essas calculadoras po-
dem ser aprimoradas e ajustadas para aumentar sua precisão na previsão do risco de recaída
e orientar o tratamento adequado para pacientes com tb [75].
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2 Justificativa

Apesar da literatura apresentar diversos estudos almejando predizer o fenômeno do
desenvolvimento de tb em várias populações, a implementação de técnicas que referem-se ao
estado da arte para classificação de desfechos em saúde a partir de dados tabulares é escassa.
Novas abordagens podem auxiliar no progresso da psiquiatria de precisão no que tange o
mapeamento e diagnóstico de tb através da concretização de ferramentas mais rápidas, e mais
importante, escaláveis, expandindo o acesso e eficiência em saúde pública para identificação
de novos sujeitos em risco ou em início de tb.

Para mais, o estudo da caracterização de quadros diagnósticos de tb a partir de técnicas
de aprendizado estatístico robustas em conjunto com uso de métodos de interpretable am, po-
dem possibilitar a descoberta de novos preditores sociais, demográficos ou clínicos na direção
da construção de marcadores de risco para o tb em populações de jovens adultos. Pode-se por-
tanto, além da consumação de novos aparatos de screening diagnóstico, trazer novos insights
clínicos para profissionais de saúde mental.

Entende-se que na literatura, alguns estudos já exploram o potencial de diferentes mé-
todos computacionais para predição de tb, porém em sua grande maioria são estudos que
utilizam dados com alto custo de coleta ou pouco acessíveis em um contexto clínico cotidiano
(como dados de neuroimagem e amostras de sangue). O presente trabalho traz consigo a meta
de trazer uma nova compreensão quanto à possibilidade de dar caminho à uma ferramenta de
screening com dados de coleta facilitada construída a partir de algoritmos que possam funcio-
nar dentro uma escala comunitária.
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3 Objetivos

3.1 Objetivo geral

Desenvolver um modelo preditivo para predizer incidência de transtorno bipolar após
5 anos em populações de adultos jovens através de dados sociodemográficos, clínicos e ambi-
entais.

3.2 Objetivos específicos

a) Produzir um gradient boostingmachine capaz de realizar predições com valor aceitável de
auc como métrica de avaliação de desempenho, utilizando técnicas de validação cruzada
e reamostragem para estimar parâmetros mais robustos de eficácia do modelo;

b) Explorar meios de prevenção do início de transtorno bipolar por meio do reconheci-
mento de marcadores sociais, demográficos e clínicos que antecedem o desenvolvimento
da doença;

c) Identificar preditores mais discriminativos quanto ao desfecho de transtorno bipolar
através de técnicas de interpretação de resultados em modelos de machine learning;

d) Mapear efeitos dos preditores mais importantes para predição no prognóstico dos paci-
entes com transtornos de humor no que tange desfechos secundários de funcionalidade
e cognição.
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4 Métodos

4.1 Amostra e coleta de dados

O estudo trata-se de uma coorte prospectiva que fez uso de uma amostra comunitária
de jovens adultos entre 18 e 24 anos no baseline, residentes da área urbana da cidade de Pelotas,
Rio Grande do Sul, Brasil. Os dados foram coletados pelo grupo de pesquisa do Programa de
Pós-Graduação em Saúde e Comportamento (ppgsc) da ucpel. A primeira coleta do estudo
aconteceu entre os anos de 2007 e 2009, e a amostra foi selecionada por meio de amostragem
por conglomerados, levando em conta 89 setores censitários aleatoriamente selecionados de
um total de 448 setores [76].

Os seguintes critérios de inclusão foram considerados no baseline:

a) Idade entre 18 e 24 anos;

b) Residente da zona urbana de Pelotas.

Déficit cognitivo severo (avaliado a partir do julgamento clínico do avaliador) que pu-
desse causar dificuldades na compreensão dos instrumentos de avaliação do estudo foi consi-
derado o único critério de exclusão.

Todos os sujeitos elegíveis (𝑛 = 1.762) foram convidados para participar, destes, 1.560
aceitaram e consentiram com sua participação. Entrevistadores treinados conduziram uma
entrevista presencial na casa dos participantes, para que a confidencialidade dos dados fosse
garantida. Na primeira etapa de coleta, os dados foram coletados por meio de questionários em
papel impressos com os instrumentos de pesquisa e os critérios diagnósticos para os transtor-
nos mentais avaliados. Posteriormente, estes questionários passaram pela aplicação do método
de dupla digitação, em que dois digitadores transferem os questionários para uma planilha di-
gital, e então estes dados são pareados e comparados a fim de garantir maior confiabilidade do
processo de transferência. Os conflitos de digitação foram resolvidos pelo consenso da equipe
responsável. Ao final, os dados foram providos através de uma planilha em formato csv.

O follow-up (acompanhamento) ocorreu de 2012 a 2014, ou seja, em média, cinco anos
após a primeira avaliação. Os participantes do baseline (𝑛 = 1.560) foram convidados para uma
segunda avaliação. Todos os entrevistadores realizavam reuniões semanais para discussão das
avaliações, com foco em diagnósticos de tb não conclusivos. 1.244 indivíduos foram locali-
zados e consentiram em ser reavaliados (taxa de retenção: 79,7%), e 14 (0,9%) sujeitos foram
identificados como perdas por óbito. Dado que o objetivo do estudo é explorar os casos in-
cidentes de tb, os sujeitos com história de mania ou hipomania na linha de base (baseline)
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Figura 5 – Fluxograma do tamanho amostral do estudo com adultos jovens de 18 a 24 anos da
cidade de Pelotas/rs para exploração dos casos incidentes de transtorno bipolar.
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do estudo foram excluídos, resultando em um tamanho amostral final de 1.091 indivíduos. O
fluxograma para obtenção do tamanho amostral final pode ser observado na Figura 5.

Na segunda fase do estudo, os dados foram coletados através de tablets com sistema
operacional Android por meio do aplicativo livre e de código aberto Open Data Kit

5
Collect

(versão 1.23.3). Os formulários foram posteriormente processados e transferidos para planilhas
eletrônicas (arquivos separados por vírgula — csv) a partir de arquivos em formato xml. As
tabelas foram copiados para o ibm spss Statistics for Windows na versão 22, onde descrições e
rótulos para cada variável do banco de dados final foram adicionados. Ao final, a base de dados
foi disponibilizada para uso interno do grupo de pesquisa do ppgsc em formato sav.

4.2 Variáveis

4.2.1 Desfecho

O desfecho caracteriza-se pelo diagnóstico de tb dentro dos cinco anos seguintes à ava-
liação do baseline. O diagnóstico foi realizado a partir dos critérios do dsm-iv [77] e do cid-10
[78] por meio da entrevista diagnóstica estruturada Mini International Neuropsychiatric Inter-

view (versão 5.0.0) [79]. Trata-se de um instrumento psicométrico voltado para avaliação de
diferentes transtornos mentais em estudos epidemiológicos ou ensaios clínicos multicêntricos.
Este instrumento foi traduzido e validado para o português brasileiro por Amorim [80]. Todos
5 https://opendatakit.org/

https://opendatakit.org/
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os aplicadores do instrumento foram treinados previamente por psicólogos com experiência
na aplicação. Para o desfecho do presente trabalho, utilizou-se os módulos a e d, referentes
aos episódios depressivos e aos episódios maníacos ou hipomaníacos, respectivamente. Na se-
gunda onda de avaliação, em casos de dúvida diagnóstica por parte dos avaliadores treinados,
um psiquiatra com experiência em transtornos de humor reavaliou o participante.

Uma limitação da medida de desfecho utilizada refere-se aos registros de história de
episódio depressivo maior passado no baseline. Na primeira etapa do estudo, dados sobre a
história de depressão eram coletados apenas se o sujeito entrevistado fechava critérios diag-
nósticos para episódio depressivo atual. Logo, não foi possível checar quanto à história de
episódios depressivos em sujeitos potencialmente depressivos, porém eutímicos. Dessa forma,
considerando que o estudo almejou verificar a taxa de incidência de tb em cinco anos, optou-
se por excluir todos os participantes que apresentaram episódio maníaco ou hipomaníaco, seja
atual ou passado, no baseline.

4.2.2 Preditores

O presente projeto considerou diversas variáveis como preditores candidatos para o
tb em adultos jovens. Características sociodemográficas, clínicas e ambientais construíram o
conjunto de features6 utilizadas para as predições. Previamente às etapas de filtragem e seleção
de variáveis, 190 variáveis estavam presentes no conjunto de dados.

4.2.2.1 Dados sociodemográficos e ambientais

As variáveis sociodemográficas e ambientais incluídas no pipeline de am estão descritas
a seguir. A variável de sexo foi incluída pois apesar de não se observar diferenças entre a
prevalência de tb entre os sexos, o tb tipo ii parece ocorrer mais frequentemente em mulheres
[81]. A cor da pele, apesar de existirem poucos estudos que investigam uma relação direta
entre cor da pele e tb, alguns pesquisadores apontam para disparidades entre raças no que
diz respeito ao tratamento e pesquisa em pacientes com tb [82]. Por esta questão, e a fim de
observar possíveis interações da variável de cor da pele com demais preditores, incluiu-se no
estudo.

Apesar de estudos não verificarem diferença de idade no início do tb tipo i e ii [83],
estudos na literatura indicam que a distribuição da idade de início do tb se comporte de modo
trimodal, ou seja, alguns sujeitos apresentam um início mais precoce (em torno dos 17 anos),
intermediário (em média, 26 anos) ou tardio (𝜇 = 46,3 anos) [84]. Deste modo, esta variável
esteve presente no fluxo de modelagem.

O status socioeconômico foi abarcado tendo em vista que estudos mostram que adoles-
centes com tb apresentam maior risco de problemas legais, risco aumentado para transtorno
6 Termo utilizado no campo do am para denominar as variáveis independentes de um modelo de aprendizado

estatístico.
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de estresse pós-traumático e transtorno de déficit de atenção e hiperatividade comórbidos [85].
Ademais, maior status socioeconômico pode predizer um melhor prognóstico em adolescentes
com tb [86]. E o status socioeconômico pode ser um indicador inicial de transtornos de humor,
levando em conta que sujeitos com tdm e tb apresentam piores desfechos socioeconômicos
durante todo período de vida profissional [87]. Quanto à ocupação, sabe-se que um diagnóstico
errôneo pode acarretar em tratamentos inadequados ao caso de tb, o que pode levar à uma
cascata de desfechos negativos [88].

4.2.2.2 Dados sobre uso de substâncias

O uso e abuso de substâncias são comuns em indivíduos com tb, e podem ter um
impacto significativo na gravidade e na frequência dos episódios de humor [89, 90]. Alguns
estudos sugerem que o abuso de substâncias pode estar associado a uma maior incidência
de episódios maníacos, enquanto outros indicam que o abuso de substâncias pode aumentar o
risco de depressão em indivíduos com tb. O uso de am pode ser uma ferramenta útil para iden-
tificar padrões e prever episódios de humor em indivíduos com tb, levando em consideração o
histórico de uso de substâncias e outros fatores relevantes. Combinar essas informações pode
permitir que os médicos personalizem o tratamento para cada paciente e ajudem a prevenir
recaídas.

No presente projeto, variáveis relacionadas ao uso de substâncias foram empregadas
nas rotinas de modelagem. As seguintes substâncias foram avaliadas para possível abuso ou de-
pendência: maconha, cocaína, crack, anfetaminas, inalantes, sedativos, alucinógenos, opióides,
substâncias ilícitas e outras substâncias relatadas pelo entrevistado. O instrumento utilizado
para tal foi o Alcohol, Smoking and Substance Involvement Screening Test (assist). Variáveis
referentes ao uso das substâncias ao longo da vida também foram coletadas (descritas acima).
Outros dados coletados foram: idade que o participante experimentou drogas pela primeira
vez, uso de drogas injetáveis sem prescrição ao longo da vida e uso de medicação para proble-
mas de estresse nos últimos 30 dias.

4.2.2.3 Dados clínicos

Variáveis clínicas e diagnósticos psiquiátricos no baseline também foram levados em
conta na modelagem de incidência de tb. Os diagnósticos foram realizados baseando-se nos
critérios do dsm-iv por meio da Mini International Neuropsychiatric Interview 5.0 (mini) por
psicólogos treinados. Em casos de dúvidas diagnósticas nos possíveis casos de tb, os sujeitos
eram reavaliados por psiquiatra especializado em transtornos de humor.

Os diagnósticos de transtornos mentais incluídos foram: transtorno de personalidade
antissocial, transtorno de pânico atual (com e sem agorafobia), transtorno de pânico ao longo
da vida, ataques pobres ao longo da vida, agorafobia sem pânico, transtorno de ansiedade
social, episódio depressivo atual, episódio depressivo melancólico atual, episódio depressivo
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Tabela 1 – Construtos avaliados e quantidade de itens de cada instrumento incluído na mode-
lagem de incidência de transtorno bipolar em jovens adultos.

Instrumento Construto primário Número de itens

Beck Depression Inventory Sintomas depressivos 21
Hypomania Checklist Sintomas maníacos e hipomaníacos 32
Social Readjustment Rating Scale Eventos estressores 26
Beck Scale for Suicide Ideation Ideação suicida 21

passado, distimia atual, transtorno obsessivo-compulsivo atual, transtorno de estresse pós-
traumático atual. Entre os transtornos alimentares, foram incluídos: anorexia nervosa atual,
bulimia nervosa atual, anorexia nervosa purgativa. Risco de suicídio atual e também foram
considerados possíveis preditores. Variáveis relacionadas ao tratamento foram usadas: con-
sulta psiquiátrica ou psicológica ao longo da vida, tratamento psicoterapêutico atual com psi-
quiatra ou psicólogo, interrupção de tratamento antes da alta.

4.2.2.4 Dados sobre comportamento sexual

A literatura traz consigo algumas associações de tb com comportamentos sexuais. Um
estudo realizado na Colômbia [91] demonstrou que pacientes com esquizofrenia e tb, em geral,
relatam não possuir uma vida sexual ativa, e quando a têm, apresentam poucas estratégias
comportamentais de prevenção em saúde sexual.

As variáveis de comportamento sexual avaliadas foram: idade da primeira relação se-
xual, teve relação sexual na última semana, uso de preservativo na última relação sexual, uso
de álcool antes da última relação sexual, número de companheiros sexuais no último ano, foi
forçado a ter relações sexuais ao longo da vida, e se já teve relação sexual ao longo da vida
(dicotômica).

4.2.2.5 Instrumentos psicométricos

Com intuito de incluir características de humor, efeito de eventos estressores na vida e
ideação suicida. Os seguintes instrumentos foram utilizados: Beck Depression Inventory (bdi),
Hypomania Checklist (hcl-32), Social Readjustment Rating Scale (srrs) e Beck Scale for Suicide

Ideation (bss). A Tabela 1 resume o construto avaliado e a quantidade de itens de cada um dos
instrumentos. No pipeline de modelagem, apenas os itens de forma individual foram inseridos
no conjunto de dados. Optou-se pela retirada dos escores totais dos instrumentos pela possí-
vel perda de parcimônia, e para manutenção da facilidade na coleta das informações em uma
implementação de calculadora de risco com dados acessíveis.
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4.3 Análise de dados

4.3.1 Gradient tree boosting

Gradient tree boosting (gradient boosted trees ou gbms) é uma técnica de am que se uti-
liza da combinação de várias árvores de decisão7 para melhorar a acurácia das predições. A
técnica é bastante utilizada em áreas que se beneficiam do reconhecimento de padrões, como
reconhecimento de fala, detecção de anomalias, previsão de séries temporais, etc. O gbm usa
um algoritmo de boosting

8 que combina a predição de várias árvores de decisão simples, cada
uma construída sequencialmente, com intuito de corrigir os erros do modelo anterior. O pro-
cesso de construção das árvores e correção de erros (diminuição dos resíduos) continua até
que um determinado critério seja atingido [92]. O funcionamento de um modelo de gradient

tree boosting pode ser visualizado na Figura 6.

Figura 6 – Diagrama do algoritmo de gradient tree boosting desde a entrada de dados até a
predição.

Conjunto de treino

Bagging de observações e variáveis

→ →

Árvore 1 Árvore 2 Árvore 𝑛

Modelo aprimorado a partir das árvores de decisão encadeadas

Predição

Fonte: Adaptado de Riebesell [93].

7 Árvore de decisão no am é um algoritmo de aprendizado supervisionado que constrói um modelo preditivo na
forma de uma árvore, na qual cada nó corresponde a uma decisão sobre uma variável e cada folha representa
uma predição.

8
Boosting é uma técnica de machine learning que combina múltiplos modelos de aprendizado fracos para criar
um modelo forte, em que cada modelo é treinado para corrigir as falhas do modelo anterior.
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4.3.2 shap values

Os shap values são uma técnica de interpretação avançada frequentemente empregada
em modelos de machine learning para fornecer insights sobre como cada característica ou
variável contribui para as previsões do modelo. Esses valores são baseados em conceitos da
teoria dos jogos e visam atribuir um valor específico a cada característica, quantificando sua
influência nas predições do modelo [94].

O valor shap pode ser positivo ou negativo. Maiores valores indicam influência no au-
mento das probabilidades preditas pelo modelo e valores negativos indicam uma diminuição
na probabilidade predita pelo modelo em uma determinada observação. No presente estudo,
shap values foram usados como uma abordagem para responder a perguntas como: “Quais
fatores têm maior impacto na probabilidade de início do tb?” e “Como as diferentes caracte-
rísticas afetam as previsões do modelo de maneira individual e coletiva?”. Maiores detalhes
sobre implementação do método podem ser checadas na seção 4.3.3.

4.3.3 Implementação

A análise de dados da presente dissertação foi realizada a partir da escrita de scripts

implementados na linguagem de programação R [95] na versão 4.3.1. A linguagem R foi es-
colhida para implementação dos métodos por se tratar de uma linguagem funcional de alto
nível, além de ser gratuita, livre e open source, ao contrário de outras linguagens que impõe
restrições comerciais, como licenças não-livres ou pagas. O R também possui a vantagem de
ser extremamente extensível e aglutinar uma grande comunidade de usuários, possibilitando
o uso de pacotes de funções para diversos métodos tradicionais e bleeding edge de análise es-
tatística e computacional. O Comprehensive R Archive Network (cran), uma rede de servidores
ao redor do mundo que hospeda versões de códigos, documentação e pacotes de R tem hospe-
dado cada vez mais mais pacotes com o passar dos anos, atingindo taxas de crescimento altas
e constantes, chegando ao patamar de 18.489 pacotes até agosto de 2022 (Figura 7).
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Figura 7 – Frequência cumulativa do número de pacotes em R hospedados no Comprehensive

R Archive Network de 2008 a 2022.
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Os scripts foram escritos através do editor de texto Neovim [96] na versão 0.7.2 e do
ambiente de desenvolvimento integrado RStudio [97] na versão 2022.07.1 para sistemas Linux.

Alguns pacotes contidos no metapacote tidyverse [98] foram utilizados para facilitar o
processo de manejo e estruturação dos dados. O pacote dplyr [99] foi usado para a manipu-
lação de dados no que diz respeito à criação de subconjuntos, elaboração de novas variáveis,
filtragem de dados, combinação de dados e aplicação de técnicas para resumo de dados. Para a
tarefa de ler arquivos em formatos de softwares estrangeiros ao R, como arquivos sav do spss
[100], optou-se pelo pacote haven, capaz de carregar e interpretar estruturas de dados de cada
formato. De modo a facilitar a aplicação de conceitos de linguagem funcional, utilizou-se o
pacote purrr [101]. O pacote tidyr [102] foi usado para tarefas de padronizar tabelas e dados
estruturados, de modo que as tabelas sejam estruturados de tal maneira que: cada coluna é
uma variável, cada linha é uma observação e cada célula identifica um único valor. Os gráfi-
cos científicos do projeto foram elaborados a partir do pacote ggplot2 [103], focado em criar
gráficos seguindo os princípios da “Gramática dos Gráficos” [104].

Para a modelagem estatística, o framework tidymodels [105] foi usado para implemen-
tação do pipeline de am proposto. Este framework é caracterizado pelos pacotes: rsample [106]
como infraestrutura para reamostragem e divisão de dados; parsnip [107] que provê uma in-
terface unificada com uma gama de diferentes algoritmos para implementação de modelos
com opções de backends diversos; recipes [108] para facilitar o processo de pré-processamento

https://cran.r-project.org/
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de dados por meio de técnicas de feature engineering; workflows [109] para agrupar o pré-
processamento, modelagem e pós-processamento em um fluxo único; tune [110] para auxiliar
na otimização de hiperparâmetros e etapas de pré-processamento; yardstick [111] para medir
a efetividade de modelos a partir de métricas de desempenho; broom [112] para converter in-
formações de objetos de saída de modelos em formatos mais simplificados; e o pacote dials

[113] para criar e manejar parâmetros de tunagem e grades de parâmetros. O pacote finetune

[114] teve o papel de possibilitar o uso das técnicas de racing com anova na tunagem de hi-
perparâmetros do xgboost.

Com propósito de implementar o algoritmo de xgboost através de programação em R,
utilizou-se o pacote xgboost (versão 1.7.5) [115], disponível no cran. Para calcular os valores
shapley, o pacote shapforxgboost (versão 0.1.3) [116] foi usado. Uma parcela das implementa-
ções em código para as análises do estudo estão descritas no Apêndice b.

4.3.4 Versionamento

Para o processo de versionamento de código, utilizou-se o sistema de controle de versão
livre e de código aberto git

9 para registrar mudanças nos arquivos do fluxo de análise de dados
do projeto. O projeto git foi desenvolvido por Linus Torvalds no ano de 2005 para utilização
no desenvolvimento do kernel Linux, em conjunto com outros desenvolvedores do kernel. O
projeto é distribuído sob a licença gpl-2.0-only. O fluxo com git permite colaboração entre
pesquisadores de forma remota, assim como histórico de mudanças e criação de novas versões
de código (Figura 8).

Figura 8 – Fluxo de trabalho com uso de repositórios git para versionamento de código.
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9 https://git-scm.com/

https://git-scm.com/
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5 Resultados

O manuscrito do presente trabalho foi hospedado no dia 3 de abril de 2023 no repo-
sitório de preprints MedR𝜒 iv10. O artigo em versão final pode ser visualizado no Apêndice d
(corpo do manuscrito) e e (material suplementar). O estudo foi recentemente apresentado em
um simpósio na Conferência Anual da Sociedade Internacional de Transtorno Bipolar (junho
de 2023)11, visando divulgar e discutir os achados com a comunidade científica. O artigo está
submetido para a revista Bipolar Disorders da editora Wiley como um artigo original e está em
revisão por pares no presente momento (Apêndice c). A revista possui um fator de impacto12

de 5.4. A revista foi fundada em 1999 com intuito de divulgar pesquisas com relevância sobre
mecanismos básicos, aspectos clínicos ou tratamento do transtorno bipolar. O presente estudo
enquadrou-se no escopo da revista levando em conta o estudo do tb, tendo em vista a investi-
gação de fatores ambientais, sociais, psicológicos e epidemiológicos que pudessem associar-se
ao tb. Ainda, este estudo traz avanços em métodos de pesquisa e técnicas de interpretação de
resultados para maior transferência dos achados ao conhecimento clínico dos profissionais de
saúde, objetivo que também é almejado pela Bipolar Disorders.

O estudo visou avaliar uma amostra de 1.244 adultos jovens que foram reavaliados
após um intervalo de cinco anos para a incidência de tb. Levando em conta que os sujeitos
com história de mania ou hipomania no baseline foram excluídos, a amostra final consistiu de
1.091 sujeitos, após a remoção de 153 indivíduos (12,3%). Dos 1.091, 49 (4,49%) adultos jovens
receberam diagnóstico de tb cinco anos após a primeira avaliação.

O processo de validação do modelo seguiu um fluxo tradicional de construção de mo-
delo preditivo. O primeiro passo foi a divisão dos dados entre bases de treino e teste através
de stratified sampling

13. No presente trabalho, obtivemos uma base de treino com 763 sujei-
tos e uma base de teste com 328 sujeitos. Os hiperparâmetros do melhor modelo na validação
cruzada podem ser observados na Tabela 2.
10 https://doi.org/10.1101/2023.03.31.22282507
11 https://isbd2023.org/
12 Método bibliométrico que avalia a importância de um periódico científico. Trata-se do número médio de

citações de artigos científicos publicados em determinado periódico.
13 O uso da estratificação foi feito para manter a proporção entre as classes (tb e não-tb) em ambos os conjuntos

de dados.

https://doi.org/10.1101/2023.03.31.22282507
https://isbd2023.org/
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Tabela 2 – Hiperparâmetros finais do modelo de xgboost para predição de incidência de trans-
torno bipolar após 5 anos.

Hiperparâmetro Definição Valor final

mtry Número ou proporção de preditores que serão amostrados aleatoriamente em cada divisão ao criar as árvores de decisão. 9
trees Um número inteiro para o número de árvores contidas no modelo. 1429
min_n Um número inteiro para o número mínimo de sujeitos em um nó que é necessário para que o nó seja dividido ainda mais. 10
tree_depth Um número inteiro para a profundidade máxima da árvore (ou seja, número de divisões). 14
learn_rate Um número para a taxa na qual o algoritmo de boosting se adapta de iteração para iteração. 0.0017
loss_reduction Um número para a redução na função de perda necessária para dividir ainda mais. 0.6120
sample_size Número ou proporção de sujeitos dos dados de treino que está exposto ao ajuste dos modelos. 0.9075

Ao final do processo de validação cruzada, o modelo foi retreinado em todo o con-
junto de treino com os hiperparâmetros finais e avaliado no conjunto de teste. O modelo de
xgboost demonstrou um desempenho satisfatório com uma roc auc de teste de 0,786 (ic 95%:
0,686, 0,887). Em geral, o modelo foi capaz de predizer corretamente as instâncias negativas
(sujeitos que não desenvolveram tb), apesar de ter apresentado certa dificuldade na predição
das instâncias positivas, ou seja, acertar os sujeitos que de fato desenvolveram tb na segunda
avaliação.

No contexto deste estudo, é relevante destacar que lidamos com um desequilíbrio sig-
nificativo de classes, onde a classe positiva consiste naqueles sujeitos que desenvolveram tb
na segunda avaliação, enquanto a classe negativa compreende aqueles que não desenvolveram
a condição. Esse desequilíbrio é uma característica comum em problemas de predição médica,
onde os eventos de interesse são relativamente raros em comparação com os não eventos. Uma
métrica de avaliação crucial em cenários de desequilíbrio de classe é o valor preditivo positivo
(vpp). O vpp representa a proporção de predições positivas corretas em relação ao total de pre-
dições positivas feitas pelo modelo. No nosso caso, o vpp mediria a capacidade do modelo de
xgboost em identificar corretamente os sujeitos que realmente desenvolveram tb no follow-up,
entre todos aqueles que foram previstos como positivos. É importante reconhecer que, devido
ao desequilíbrio de classe, o modelo pode ter um alto desempenho em relação à métrica de acu-
rácia geral, mas ainda assim ter dificuldade em prever adequadamente a classe positiva. Isso
pode resultar em um vpp menor do que o desejado, o que significa que um número significa-
tivo de predições positivas pode ser falsos positivos. Portanto, é fundamental que, ao avaliar
a utilidade clínica deste modelo, se considere não apenas a roc auc, mas também o vpp, pois
ele fornece informações específicas sobre a capacidade do modelo em identificar corretamente
os indivíduos em risco de desenvolver tb. Melhorar o vpp pode ser de grande importância em
cenários de desequilíbrio de classe, pois isso reduziria os diagnósticos incorretos e permitiria
uma intervenção mais direcionada e eficaz em pacientes em risco.

Para avaliar a estabilidade do modelo, duas abordagens foram adotadas: teste de per-
mutação [117] e diferentes divisões (splits) de bases de treino e teste. O teste de permutação
serviu para comparar a distribuição do desempenho da roc auc em arranjos aleatórios do des-
fecho na base de treino com os dados de teste originais em 10.000 permutações. No teste de
permutação, o modelo performou significativamente melhor do que modelos de classificação
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aleatórios (𝑝<0,001). A distribuição do teste de permutação pode ser observada na Figura 9.
Para as diferentes divisões nos conjuntos de treino e teste, os modelos ajustados seguiram os
mesmos hiperparâmetros do modelo final do estudo (Tabela 2). A média da auc foi de 0,723
(ic 95%: 0,719; 0,726) e a análise foi capaz de demonstrar certa estabilidade no desempenho
preditivo do modelo e combinação de hiperparâmetros selecionados (Figura 10).

O modelo final consiste de dez variáveis que foram selecionadas na validação cruzada
a partir do algoritmo Boruta [118], que faz uso de modelos de random forest para mapear
subconjuntos de variáveis mais preditivas de um determinado desfecho. As dez variáveis mais
importantes, ou seja, associadas ao desfecho foram: sentir-se um fracasso, sintoma de tristeza,
episódio depressivo no baseline, sintomas de estresse auto-relatados, autoconfiança, uso de
cocaína ao longo da vida, status socioeconômico, frequência sexual (variável dicotômica de
frequência semanal), ter um parceiro e taquilalia (Figura 11).

Figura 9 – Distribuição das áreas abaixo da curva roc (roc auc) a partir do teste de permutação
com 10.000 rearranjos. A linha tracejada indica a auc nos dados originais de teste
(roc auc = 0,786).
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Figura 10 – Histograma da área abaixo da curva roc (roc auc) baseada em 1.000 divisões de
conjuntos de treino e teste aleatórios. A média e ic 95% encontrados foram de
0,723 [0,719–0,726]. Esta análise demonstra a robustez da capacidade preditiva do
modelo de boosting selecionado. A linha contínua indicate a média da roc auc e
as linhas tracejadas indicam os ic 95% da média.
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Figura 11 – Valores shap para cada variável de acordo com valor da variável baseado no ajuste
final do modelo na base de treino (𝑛 = 763). Variáveis binárias devem ser interpre-
tadas em vermelho como positivo e azul como negativo. O eixo 𝑦 representa a
variável, ordenada pela maior contribuição absoluta entre todas as observações,
independentemente da direção da associação. Cada ponto representa um partici-
pante na base de treino. Em observações com valor shap menor que zero, a variá-
vel comportou-se como fator protetivo, de modo contrário, fator de risco. A cor de
preenchimento dos pontos representa o valor da variável para um dado indivíduo
(vermelho corresponde a maiores valores e azul corresponde a menores valores).
Os valores são relativos sem interpretação a partir das estimativas individuais.
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Dentro deste contexto, os resultados parecem reforçar uma compreensão do tb como
um fenômeno latente onde a manifestação mais relevante é a depressão maior precoce. Estes
achados acabam por trazer novas perguntas sobre a trajetória e progressão de pacientes de
humor a partir de outras óticas, como investigações e associações sobre o construto da de-
pressão com a funcionalidade e a cognição. Na mesma linha, buscou-se explorar os resultados
encontrados a partir do construto da depressão como fator associado ao desenvolvimento de
tb, e mais, compreender qual o impacto ou associação de tais características depressivas na
trajetória dos transtornos de humor.

Em relação ao modelo construído sem a inclusão de variáveis relacionadas ao humor,
todo o fluxo de construção do modelo foi executado novamente, com nova estimação de hi-
perparâmetros por meio da validação cruzada. Ao final, um novo modelo foi ajustado em todo
conjunto de treino e testado na base de testes com os hiperparâmetros provenientes da vali-
dação. Para este modelo, a importância de variáveis estimada foi baseada no método de ganho
(gain) ao invés de shap, pois o objetivo com este segundo modelo foi focar na magnitude da
importância de cada feature, e não necessariamente na direção da associação ou predição in-
dividual em cada observação. O gain é o ganho na acurácia introduzido por uma variável nos
ramos (branches) da árvore de decisão em que ela se encontra. A ideia é que antes de adicionar
uma nova variável 𝑥 ao ramo, haviam alguns sujeitos classificados erroneamente; depois de
adicionar a divisão nesta feature, há dois novos ramos (branches), e cada um destes ramos é
mais preciso do que o formato prévio da árvore (ou seja, separa melhor os sujeitos positivos
e negativos). O modelo apresentou desempenho preditivo inferior ao modelo principal, prin-
cipalmente na roc auc (0,786 vs. 0,644). As características mais importantes para predizer o
início de tb que não foram diretamente associadas com medidas de humor podem ser vistas na
Figura 12. Problemas de saúde mental materna foram as características mais relevantes, segui-
das por problemas de estresse auto-relatados, ocupação no último ano, tentativa de suicídio
em relações sociais círculo e abuso ou dependência de álcool. Associações lineares entre os
escores de gravidade da depressão no início do estudo e o desempenho cognitivo, bem como
o comprometimento funcional anos depois, foram examinados. A análise excluiu indivíduos
com episódios atuais de humor no follow-up (𝑛 = 107) para minimizar a influência direta dos
sintomas de humor nas medidas. A amostra final foi composta por 984 indivíduos. A análise
de regressão revelou uma correlação negativa entre a gravidade dos sintomas depressivos e o
desempenho cognitivo (𝛽 = −0, 11, ic 95% [-0,14, -0,07], 𝑡 (957) = −5, 51, 𝑝 < 0, 001, 𝑟 = −0, 18).
Isso indica que escores basais mais altos de depressão foram associados a desempenho cogni-
tivo inferior cinco anos depois (Figura 13a). Além disso, foi observada uma correlação positiva
entre a gravidade dos sintomas depressivos e o comprometimento funcional (𝛽 = 0, 23, ic 95%
[0,17, 0,30], 𝑡 (980) = 7, 55, 𝑝 < 0, 001, 𝑟 = 0, 24). Isso sugere que pontuações basais mais al-
tas de depressão foram associadas a um aumento do comprometimento funcional cinco anos
depois (Figura 13b).
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Figura 12 – Gráfico de importância de variáveis baseado no modelo com remoção de variá-
veis relacionadas diretamente ao humor (roc auc de teste: 0,644). Histórico de
transtorno mental materno e problemas de estresse auto-relatados foram as duas
variáveis mais importantes do modelo.

Uso ou dependência de álcool

Tentativa de suicídio no círculo social

Ocupação no último ano

Problemas de estresse auto-relatados

Histórico de transtorno mental materno

0.00 0.05 0.10 0.15
Importância de variáveis

Figura 13 – Associações lineares do escore de severidade de depressão (escore total do bdi)
no início do estudo com a) desempenho cognitivo (escore do moca) e b) prejuízo
funcional (escore da fast) cinco anos depois. As linhas de regressão ajustadas
mostram uma correlação negativa da gravidade dos sintomas depressivos com o
desempenho cognitivo (𝑟 = −0, 18, 𝑛 = 959), e uma correlação positiva com pre-
juízo funcional (𝑟 = 0, 24, 𝑛 = 982). Indivíduos com episódios atuais de humor no
acompanhamento foram excluídos da análise (𝑛 = 107), a fim de minimizar o efeito
direto dos sintomas de humor nessas medidas, resultando em uma subamostra de
984 indivíduos. Abreviações: moca (Montreal Cognitive Assessment). fast ( Func-
tioning Assessment Short Test).
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Na análise de subgrupo, entre as mulheres, uma correlação positiva moderada (𝑟 =

0, 283, 𝑝 < 0, 001) sugere uma associação entre a severidade da depressão basal e o comprome-
timento funcional. Por outro lado, entre os homens, foi observada uma relação positiva mais
fraca (𝑟 = 0, 174, 𝑝 < 0, 001) [Figura 14a]. Quando estratificados pelo risco de suicídio no início
do estudo, os indivíduos com risco de suicídio exibiram uma forte correlação positiva (𝑟 = 0, 47,
𝑝 = 0, 007) entre a gravidade da depressão no baseline e o prejuízo funcional (Figura 14b). Em
contraste, aqueles sem risco de suicídio mostraram uma relação positiva moderada (𝑟 = 0, 217,
𝑝 < 0, 001).

Figura 14 – Correlações do escore de severidade da depressão (escore total do Inventário de
Depressão de Beck [bdi]) no início do estudo com prejuízo funcional (escore global
da Functioning Assessment Short Test [fast]) cinco anos depois, estratificado por a)
sexo e b) risco de suicídio no início do estudo. a) Entre as mulheres, um coeficiente
de correlação positivo (𝑟 ) de 0,283 sugere uma associação moderada. Por outro
lado, entre os homens, a correlação (𝑟 = 0,174) indica uma relação positiva mais
fraca. b) Entre os indivíduos com risco de suicídio no início do estudo, observa-se
forte correlação positiva (𝑟 = 0,47). Em contraste, entre aqueles sem risco de sui-
cídio, houve uma relação positiva moderada (𝑟 = 0,217). Indivíduos com episódios
atuais de humor no acompanhamento foram excluídos da análise (𝑛 = 984), a fim
de minimizar o efeito direto dos sintomas de humor no funcionamento.
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Ademais, ao avaliar as probabilidades preditas pelo modelo principal nas observações
do conjunto de teste (𝑛 = 328), observou-se uma correlação (produto-momento de Pearson)
significativa entre a probabilidade predita pelo modelo e a severidade de sintomas depressivos
no follow-up segundo a Montgomery-Åsberg Depression Rating Scale (madrs), com uma asso-
ciação moderada (𝑟 = 0, 37, ic 95% [0,28, 0,46], t(325) = 7,29, 𝑝 < 0, 001). A associação pode ser
visualizada na Figura 15. Este resultado pode explicar parcialmente a dificuldade do modelo na
previsão dos casos positivos, dada que a severidade de depressão foi um padrão bastante pre-
sente nos dados onde o modelo foi treinado. Outro ponto importante de se observar (Figura 15)
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é que entre os sujeitos da base de teste que apresentaram tb após cinco anos é que não existe
um padrão linear entre a depressão e a predição, o que denota uma grande heterogeneidade
na gravidade de sintomatologia depressiva nos sujeitos em risco para tb.

Figura 15 – Associação entre severidade dos sintomas depressivos na segunda avaliação e pro-
babilidade predita pelo modelo preditivo de xgboost (𝑛 = 328). Coeficiente de cor-
relação de Pearson e 𝑝-valor associado estão descritos no corpo do gráfico. A curva
foi ajustada a partir do método de local polynomial regression (loess).
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Estudos anteriores na literatura indicam uma associação entre início precoce de trans-
tornos mentais e piores desfechos ao longo da vida [119, 120], em especial para o tdm, onde
observa-se inclusive maiores níveis de suicidalidade nesta população [121]. Portanto, objetivou-
se explorar tais associações no conjunto de dados do presente projeto. Investigamos a relação
entre a idade auto-relatada no primeiro episódio depressivo e o risco de suicídio entre os su-
jeitos do estudo. A Figura 16 ilustra a comparação entre os indivíduos com e sem risco de
suicídio (𝑛 = 31). Nossos achados revelam uma tendência, indicando que os indivíduos com
risco de suicídio tendem a experimentar um início mais precoce da depressão em comparação
com aqueles sem (média no grupo sem risco de suicídio = 21,76 anos, média no grupo com
risco de suicídio = 18,50 anos, Δ = 3, 26, ic 95% [0,32, 6,21], 𝑡 (20, 20) = 2, 31, 𝑝 = 0, 032; 𝑑 de
Cohen = 1,03, ic 95% [0,09, 1,94]).
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Figura 16 – Idade do primeiro episódio depressivo na vida (auto-relato) entre sujeitos com e
sem risco de suicídio (baseado no módulo c damini). O gráfico mostra uma tendên-
cia que sujeitos com risco de suicídio apresentam início mais precoce de depressão
(𝑛 = 31). Oitenta e cinco sujeitos apresentaram um episódio depressivo no baseline
e 54 apresentaram valores ausentes na idade de início da depressão, resultando em
uma subamostra final de 31 indivíduos. O teste 𝑡 de Student foi usado e sugere
uma diferença significativa entre os grupos (𝜇𝑠𝑒𝑚𝑟𝑖𝑠𝑐𝑜 = 21, 76, 𝜇𝑐𝑜𝑚𝑟𝑖𝑠𝑐𝑜 = 18, 50,
Δ = 3, 26, ic 95% [0,32–6,21], 𝑡 (20, 20) = 2, 31, 𝑝 = 0, 032, 𝑑 = 1, 03, ic 95% [0,09,
1,94]). Abreviações: mini (Mini International Neuropsychiatric Interview.

21,80 anos

18,50 anos

15 anos

20 anos

25 anos

Não Sim
Risco de suicídio

Id
ad

e 
do

 p
ri

m
ei

ro
 e

pi
só

di
o

de
pr

es
si

vo
 n

a 
vi

da
 (e

m
 a

no
s)



50

6 Aspectos éticos

6.1 Coleta e manejo de dados

O projeto que possibilitou a coleta dos dados utilizados no presente trabalho foi apro-
vado pelo Comitê de Ética em Pesquisa da Universidade Católica de Pelotas pelo número de
protocolo 2008/118. Para mais, os participantes da pesquisa assinaram um Termo de Consen-
timento Livre e Esclarecido.

Os adultos jovens que aceitaram participar da coleta responderam à uma entrevista
clínica para avaliar a presença de alguma psicopatologia. Os sujeitos que fecharam diagnóstico
para algum transtorno psiquiátrico durante a entrevista foram encaminhados para o serviço de
saúde pública local. Em relação ao encaminhamento, o estabelecimento de saúde específico era
decidido de acordo com a gravidade do quadro do sujeito, juntamente com as possibilidades
de deslocamento e disponibilidade do indivíduo.

Os dados foram manejados a partir das melhores práticas de importação e limpeza
de dados, onde foram construídos fluxos (pipelines) reprodutíveis que podem ser replicados a
partir de códigos abertos escritos na linguagem de programação R.

6.2 Predição de desfechos clínicos em saúde mental

Há uma grande discussão ética em torno do avanço de tecnologias preditivas de di-
agnóstico em saúde. Estudos na literatura já apontam limitações e riscos éticos da medicina
personalizada ao falar sobre privacidade, confidencialidade, disponibilidade de suporte ao pa-
ciente [122]. O consentimento e a forma de gestão de dados também pode ser uma lacuna a
ser trabalhada na área, levando em conta o aumento na quantidade de biobancos e databases

com grandes volumes de dados [123], em especial na psiquiatria onde trabalha-se com dados
extremamente sensíveis [124]. Outro aspecto importante é a inclusão de pessoas com defici-
ência no campo da medicina e da psiquiatria personalizada [125], e isto não é exclusividade
desta população, mas de vários subgrupos sociais pouco representados que acabam não sendo
estudados de forma adequada a partir de suas particularidades. Nesta linha, podemos destacar
o estigma e o viés algorítmico como possíveis desafios a serem lidados pela comunidade cientí-
fica. O viés algorítmico muitas vezes pode ser explicado pela falta de dados sobre determinada
população, já o estigma pode ser replicado em pesquisa a partir do ponto de vista individual,
público ou social, manifestações estas que acabam refletindo na construção de conhecimento
[126]. E por mais que existam iniciativas com uso de técnicas de am em diversas frentes da
psiquiatria, alguns objetos de estudo acabam se apresentando mais multifacetados do que ou-



Capítulo 6. Aspectos éticos 51

tros. Um exemplo é o suicídio, que apesar da literatura demonstrar contribuições relevantes
para a área no que tange predição de ideação ou tentativas de suicídio, ainda existe muita
discussão sobre a melhor maneira de implementação de tais ferramentas na prática clínica,
especialmente ao explorar questões éticas importantes [127].
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7 Conclusão

Em resumo, desenvolveu-se um modelo com técnicas de am capaz de predizer o diag-
nóstico de tb em uma população específica de adultos jovens em um período de aproximada-
mente cinco anos. O modelo incorpora variáveis clínicas, socioambientais, de uso de substân-
cias, relacionadas à vida sexual e demográficas coletadas por meio de amostra probabilística.
Nossos achados também destacaram associações significativas entre a gravidade dos sinto-
mas depressivos e os desfechos funcionais e cognitivos. No entanto, para uma assinatura mais
abrangente do diagnóstico de tb, estudos futuros devem se concentrar na realização de acom-
panhamentos sistemáticos para rastrear indivíduos em vários estágios de desenvolvimento.
Além disso, adotar abordagens multimodais pode aumentar ainda mais a capacidade preditiva
e a utilidade clínica desses modelos [128]. Além disso, os esforços de pesquisa devem visar po-
pulações específicas em risco, como indivíduos com depressão ou filhos de pais com tb. Além
disso, a incorporação de dados digitais de saúde, marcadores biológicos, informações neurop-
sicológicas e o uso de técnicas de neuroimagem são promissores para o desenvolvimento de
modelos futuros com maior aplicabilidade.

É importante ressaltar que a “maior aplicabilidade” de modelos como este reside em
sua capacidade de complementar a prática clínica e auxiliar as práticas tradicionais da psiqui-
atria e psicologia. Embora nossos resultados forneçam uma base exploratória para a predição
de diagnósticos, a verdadeira utilidade clínica emerge quando esses modelos são integrados
às decisões de tratamento e prevenção. A aplicação clínica eficaz desses modelos requer uma
abordagem multidisciplinar, onde psiquiatras, psicólogos e outros profissionais da saúde tra-
balham em conjunto com cientistas de dados e cientistas da computação, por exemplo. Além
disso, a coleta contínua de dados clínicos e o monitoramento do progresso do paciente po-
dem ajudar a calibrar e aprimorar os modelos ao longo do tempo para possibilitar abordagens
inovadoras como a “clínica digital” [129].

Considerando os aspectos abordados no decorrer dessa dissertação, entende-se que os
fenômenos do diagnóstico e da compreensão da trajetória do tb são complexos e demandam
estudos robustos para a captação de melhores insights. Nesse sentido, o tb ainda é palco de
muita discussão no que tange sua caracterização e identificação.
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APÊNDICE B – Implementação em R

B.1 Pré-processamento dos dados

1 # Ler dados brutos a partir do arquivo em sav
2 raw <− haven::read_sav(file = "data/coorte−t1−t2−24−08−17.sav",
3 encoding = "utf8",
4 user_na = FALSE)
5

6 # Criar objeto com dados processados
7 processed_data <− raw |>
8 # Limpar nome de variaveis (snake case, remover caracteres especiais, etc)
9 janitor::clean_names() |>

10 # Calcular escore total da HCL−32
11 dplyr::rowwise() |>
12 dplyr::mutate(hclscore_t1 = sum(dplyr::c_across(
13 dplyr::matches("^hcl3")),
14 na.rm = TRUE)) |>
15 dplyr::ungroup() |>
16 # Transformar rotulos do SPSS em fatores do R
17 haven::as_factor() |>
18 # Remover sujeitos com episodio atual ou passado de (hipo)mania no baseline
19 dplyr::filter(perdas == "completou␣avaliacao" &
20 hipo_t1 == "nao" & mania_t1 == "nao") |>
21 # Colocar nivel positivo como referencia do fator
22 dplyr::mutate(outcome = relevel(bipolar_conferido, ref = "Sim")) |>
23 # Selecionar desfecho do follow−up, ID unico, idade e resto das features
24 # do baseline
25 dplyr::select(outcome,
26 rec,
27 idade = idade_t1_2,
28 dplyr::matches("t1$"),
29 −dnasc_t1) |>
30 # Remover sufixo das variaveis para melhor manejo
31 dplyr::rename_with(\(x) stringr::str_remove(x, "_t1")) |>
32 # Selecionar variaveis relevantes baseado em expertise teorica
33 dplyr::select(
34 rec, outcome, sexo, idade, cpele_dic, abep3, trabatu, tabaco2, alcool2,
35 maconha2, cocaina2, crack2, anfeta2, inalante2, sedativos2, alucinog2,
36 opioides2, outrasub2, ilicitas2, distat, rsat, agress, afogof, apoio,
37 apisepa, prfalec, religiaodic, hospner, probner, medic, smae, spai,
38 sirmao, mmae, mpai, savo, tent1, tent2, tent3, tent4, tent5, tent6,
39 relacao, abep5, cinto, capecet, acidente, dirigibb, estano, trabdin,
40 doenca, tocat, teptat, pancfo, pansfo, cons, trat, interr, bsi1:bsi21,
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41 aldtenta, algmata, evesta:evestz, hcl31:hcl332, bdi1:bdi21,
42 qlusoua:qlusouj, injecao, idadrog, idadere, ultimare, camisin, sexobb,
43 parceiro, pesrel, vezgravi, forcsex, anorat, buliat, apurg, tpansoc,
44 acesso, edmat, edmmel, edmps, hipo, e5panvi, e6panat, e7sint, agospan,
45 fobsoa
46 ) |>
47 # Realizar "feature engineering" e correcoes pequenas na codificacao
48 dplyr::mutate(
49 # Sexo masculino como referencia
50 sexo = relevel(sexo, ref = c("masculino")),
51 # Dicotomizar variavel de cor da pele
52 cpele_dic = as.factor(dplyr::if_else(
53 cpele_dic == "branco",
54 "branco",
55 "nao_branco"
56 )),
57 # Dicotomizar variavel sobre acidente na vida
58 acidente = as.factor(
59 dplyr::if_else(acidente == "nao␣sofreu␣nenhum␣acidente",
60 "nao", "sim")
61 ),
62 # Dicotomizar variavel de ingestao de alcool ao dirigir
63 dirigibb = as.factor(dplyr::if_else(
64 dirigibb %in% c("nao␣andou␣em␣nenhum␣veiculo", "nenhum", "1␣vez"),
65 "nao",
66 "sim"
67 )),
68 # Dicotomizar variavel sobre uso de cinto de seguranca
69 cinto = as.factor(dplyr::if_else(
70 cinto %in% c("nao␣andou␣de␣moto", "quase␣sempre", "sempre"),
71 "sim",
72 "nao"
73 )),
74 # Dicotomizar variavel sobre uso de capacete ao andar de moto
75 capecet = as.factor(dplyr::if_else(
76 capecet %in% c("nao␣andou␣de␣moto", "quase␣sempre", "sempre"),
77 "sim",
78 "nao"
79 )),
80 # Dicotomizar variavel sobre envolvimento em briga fisica
81 agress = as.factor(dplyr::if_else(
82 agress %in% c("sim,␣mas␣nao␣me␣machuquei", "sim␣e␣sai␣machucado"),
83 "sim",
84 "nao"
85 )),
86 # Recodificar variavel de religiao
87 religiaodic = as.factor(dplyr::if_else(religiaodic == 1, "sim", "nao")),
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88 # Recodificar variavel sobre sexo forcado
89 forcsex = as.factor(dplyr::if_else(
90 forcsex == "sim",
91 "sim",
92 dplyr::if_else(forcsex == "nao", "nao", NA_character_)
93 )),
94 # Criar variavel dicotomica sobre gravidez
95 vezgravi = as.factor(dplyr::if_else(
96 vezgravi == "nenhuma",
97 "nao",
98 dplyr::if_else(vezgravi %in% c("1␣vez", "2␣vezes␣ou␣mais"),
99 "sim", NA_character_)

100 )),
101 # Criar variavel sobre frequencia de relacao sexual
102 ultimare = as.factor(dplyr::if_else(
103 ultimare == "ha␣menos␣de␣uma␣semana",
104 "sim",
105 "nao"
106 )),
107 # Recodificar variavel sobre ja ter usado substancia por injecao
108 injecao = as.factor(dplyr::if_else(injecao == "nao,␣nunca",
109 "nao",
110 "sim")),
111 # Recodificar variavel se ja interrompeu tratamento antes do termino
112 interr = as.factor(dplyr::if_else(interr == "sim",
113 "sim",
114 "nao",
115 missing = "nao"))
116 ) |>
117 # Padronizando valores dos itens da HCL−32
118 dplyr::mutate(dplyr::across(dplyr::starts_with("hcl3"),
119 \(x) as.factor(
120 dplyr::case_when(x %in% c("0", "nao") ~ "nao",
121 x == "sim" ~ "sim",
122 TRUE ~ "nao")
123 ))) |>
124 # Recodificando variaveis dos eventos vitais
125 dplyr::mutate(dplyr::across(
126 c(dplyr::starts_with("evest")),
127 \(x) as.factor(dplyr::if_else(x == "sim",
128 "sim",
129 "nao",
130 missing = "nao"))
131 )) |>
132 # Recodificando variaveis de possivel abuso/dependencia de substancias
133 dplyr::mutate(dplyr::across(
134 c(tabaco2, alcool2, maconha2, cocaina2, crack2, anfeta2, inalante2,
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135 sedativos2, alucinog2, opioides2, outrasub2, ilicitas2),
136 \(x) as.factor(dplyr::if_else(x == "sem␣uso␣/␣uso␣ocasional",
137 "nao", "sim"))
138 ))
139

140 # Exportar os dados processados para um arquivo no formato rds
141 readr::write_rds(x = processed_data,
142 file = "data/processed_data_bd.rds",
143 compress = "none")

B.2 xgboost e validação cruzada

1 # Ler dados processados previamente
2 da <− readr::read_rds(file = "data/processed_data_bd.rds")
3

4 # Atribuir um valor para o seed
5 set.seed(1)
6

7 # Realizar divisao dos dados
8 # 70% para a base de treino e 30% para base de testes
9 initial_split <− rsample::initial_split(da, prop = 0.7, strata = "outcome")

10 train <− rsample::training(initial_split)
11 test <− rsample::testing(initial_split)
12

13 # Atribuir seed mais uma vez
14 set.seed(1)
15

16 # Criar receita para o pipeline com os seguintes passos:
17 # 1) Especificar a variavel ID
18 # 2) Remover features com mais de 10% de valores ausentes
19 # 3) Imputar features categoricas com a moda
20 # 4) Imputar features numericas com a mediana
21 # 5) Remover features que sao altamente esparsas ou desbalanceadas
22 # 6) Utilzar o algoritmo ROSE para oversampling das observacoes
23 # 7) Criar variaveis dummy para as features nominais/categoricas
24 xgb_rec <− train |>
25 recipes::recipe(outcome ~ .) |>
26 recipes::update_role(rec, new_role = "id") |>
27 recipes::step_filter_missing(recipes::all_predictors(), threshold = 0.1) |>
28 recipes::step_nzv(recipes::all_predictors()) |>
29 recipes::step_impute_mode(recipes::all_nominal_predictors()) |>
30 recipes::step_impute_median(recipes::all_numeric_predictors()) |>
31 themis::step_rose(recipes::all_outcomes(),
32 minority_prop = 0.5,
33 seed = 1) |>
34 recipes::step_dummy(recipes::all_nominal_predictors(),
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35 one_hot = FALSE) |>
36 recipeselectors::step_select_boruta(
37 recipes::all_predictors(),
38 outcome = "outcome",
39 )
40

41 # Utilizar 5−fold CV repetido por 5 vezes usando amostragem estratificada
42 # baseada no desfecho de TB
43 set.seed(1)
44 folds <− rsample::vfold_cv(data = train,
45 v = 5,
46 repeats = 5,
47 strata = "outcome")
48

49 # Especificar o algoritmo de XGBoost e os hiperparametros que serao tunados
50 # no processo de validacao cruzada
51 xgb_spec <− parsnip::boost_tree(
52 mtry = tune::tune(),
53 trees = tune::tune(),
54 min_n = tune::tune(),
55 tree_depth = tune::tune(),
56 loss_reduction = tune::tune(),
57 learn_rate = tune::tune(),
58 sample_size = tune::tune()
59 ) |>
60 parsnip::set_mode("classification") |>
61 parsnip::set_engine("xgboost", tree_method = "gpu_hist")
62

63

64 # Criar o workflow a partir da receita criada e da especificacao do modelo
65 xgb_wf <− workflows::workflow() |>
66 workflows::add_model(xgb_spec) |>
67 workflows::add_recipe(xgb_rec)
68

69

70 # Atribuir novamente a seed
71 set.seed(1)
72

73 # As reamostragens serao criadas a partir dos folds previamente criados.
74 # Detalhes tecnicos sobre grid search por meio de racing com modelos de
75 # ANOVA sao descritos em Kuhn (2014)
76 xgb_rs <− xgb_wf |>
77 finetune::tune_race_anova(
78 resamples = folds,
79 # Grid com 15 combinacoes de hiperparametros
80 grid = 15,
81 control = finetune::control_race(
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82 save_pred = TRUE, # Salvar predicoes
83 verbose = TRUE, # Output mais informativo
84 verbose_elim = TRUE,
85 allow_par = TRUE, # Permitir paralelizacao
86 randomize = TRUE, # Aleatorizar ordem de execucao dos folds
87 alpha = 0.05,
88 burn_in = 3 # Quantas reamostragens para iniciar a filtragem
89 ),
90 metrics = yardstick::metric_set(yardstick::roc_auc,
91 yardstick::bal_accuracy,
92 yardstick::ppv)
93 )
94

95 # Plotar a corrida das diferentes combinacoes
96 xgb_rs |>
97 finetune::plot_race()
98

99 # Checar melhor combinacao de hiperparametros a partir da AUC
100 xgb_rs |>
101 tune::show_best(metric = "roc_auc",
102 n = 10) |>
103 tibble::view()
104

105 # Selecionar melhor combinacao de hiperparametros pela AUC
106 xgb_best_param <− xgb_rs |>
107 tune::select_best(metric = "roc_auc")
108

109 # Inserir hiperparametros escolhidos no workflow
110 xgb_final_wf <− xgb_wf |>
111 tune::finalize_workflow(xgb_best_param)
112

113 # Ajustar modelo final na base de treino e estimar medidas de desempenho
114 # na base de testes
115 xgb_last_fit <− xgb_final_wf |>
116 tune::last_fit(initial_split,
117 metrics = yardstick::metric_set(
118 yardstick::roc_auc, # AUC
119 yardstick::bal_accuracy, # Acuracia balanceada
120 yardstick::ppv, # Valor preditivo positivo
121 yardstick::npv, # Valor preditivo negativo
122 yardstick::sensitivity, # Sensibilidade
123 yardstick::specificity, # Especificidade
124 yardstick::f_meas, # F1 score
125 yardstick::pr_auc # AUC da precisao−recall
126 ))
127

128 # Checar as medidas calculadas
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129 xgb_last_fit |>
130 tune::collect_metrics()
131

132 # Extrair objeto do modelo final
133 xgb_fit_engine <− xgb_last_fit |>
134 hardhat::extract_fit_engine()

B.3 Teste de permutação

1 # Carregar sessao do ultimo ajuste do modelo
2 load("../cache/final_assessment.RData")
3

4 # Carregar modelo final
5 modelo <− xgboost::xgb.load("../cache/final_model")
6

7 # Calcular valor final da AUC na base de teste
8 original_auc <− xgb_test |>
9 dplyr::select(outcome) |>

10 dplyr::bind_cols(xgb_preds |>
11 tibble::as_tibble_col(column_name = ".pred_Sim")) |>
12 yardstick::roc_auc(outcome, .pred_Sim) |>
13 dplyr::pull(.estimate)
14

15 # Extrair matriz de dados de teste processada
16 xgb_test_processed <− xgb_rec |>
17 recipes::prep() |>
18 recipes::bake(new_data = xgb_test) |>
19 dplyr::select(−outcome, −rec) |>
20 as.matrix()
21

22 # Estimar desempenho no teste de permutacao
23 # com dez mil repeticoes
24 set.seed(1)
25 permuted_performance <− replicate(10000, {
26

27 test_permuted <− xgb_rec |>
28 recipes::prep() |>
29 recipes::bake(new_data = xgb_test) |>
30 dplyr::mutate(outcome = sample(outcome))
31

32 test_matrix_permuted <− test_permuted |>
33 dplyr::select(−outcome, −rec) |>
34 as.matrix()
35

36 permuted_preds <− predict(modelo, test_matrix_permuted)
37
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38 binded_permut <− test_permuted |>
39 dplyr::select(outcome) |>
40 dplyr::bind_cols(permuted_preds |>
41 tibble::as_tibble_col(column_name = ".pred_Sim"))
42

43 yardstick::roc_auc(truth = outcome, estimate = .pred_Sim,
44 data = binded_permut) |>
45 dplyr::pull(.estimate)
46 })
47

48 # Checar estrutura do objeto
49 str(permuted_performance)
50

51 # Calcular o p−valor do teste de permutacao
52 p_value <− mean(permuted_performance >= original_auc)
53

54 # Plotar os resultados
55 ggplot2::ggplot(data.frame(permuted_performance),
56 ggplot2::aes(x = permuted_performance)) +
57 ggplot2::geom_histogram(fill = "blue", alpha = 0.5) +
58 ggplot2::geom_vline(xintercept = original_auc, color = "red",
59 linetype = "dashed",
60 linewidth = 2) +
61 ggplot2::xlab("Permuted␣Area␣Under␣the␣ROC␣Curve") +
62 ggplot2::ylab("Count") +
63 ggplot2::scale_x_continuous(breaks = seq(0, 1, 0.1)) +
64 ggplot2::theme_minimal(24)
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Abstract

Objectives: To develop a predictive model for bipolar disorder (BD) onset in

young adults based on 5-year follow-up data and to assess the long-term

functional implications of depressive symptom severity.

Methods: A total of 1,091 young adults without a current or past episode of mania

or hypomania at baseline were assessed through follow-up interviews. The

XGBoost algorithm with preprocessing steps was trained on cross-validation.

Additionally, linear regression analyses were conducted to investigate the

associations between depression severity and functional impairment, as well as

cognitive performance after five years.
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Results: The final model demonstrated favorable predictive metrics for BD onset

(ROC AUC: 78.6%; sensitivity: 37.5%; specificity: 92%), with depressive

symptom-related variables being the most influential predictors. Moreover, severe

baseline depressive symptoms were associated with lower cognitive performance

(β=-0.11, 95% CI [-0.14, -0.07], p<0.001, r=-0.18) and increased functional

impairment (β=0.23, 95% CI [0.17, 0.30], p<0.001, r=0.24) after five years.

Subgroup analyses revealed gender and suicide risk-related variations in these

associations.

Conclusions: The final classifier demonstrated acceptable classification

performance for BD onset in young adults, also reinforcing a latent understanding

of BD trajectory. Additionally, the severity of depressive symptoms was found to

have long-term implications for cognitive performance and functional outcomes.

These findings highlight the importance of early detection and intervention for

individuals at risk of BD. Further research should focus on replication studies and

exploring multidimensional markers for enhanced predictive models in BD.

Keywords: Mood Disorder. Supervised Machine Learning. Cohort Studies. Risk

Calculator. Precision Psychiatry.
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1. Introduction

Bipolar disorder (BD) is a chronic psychiatric condition associated with high

morbidity and mortality1. The global lifetime prevalence of BD is approximately

2.4%, being 0.6% for bipolar I disorder, 0.4% for bipolar II disorder and 1.4% for

individuals with subthreshold presentations2. Previous investigations describe that

these patients present a significant reduction of life expectancy of about 10 years

relative to the general population3. Cardiovascular disease is the main factor

associated with premature mortality in BD; nonetheless, deaths by suicide are

more commonly reported in BD than in other mental health conditions, with these

patients presenting a twenty to thirty times higher chance of dying by suicide1,3,4. In

addition, patients with BD present significant functional and psychosocial

impairment, also representing an important economic cost1. For instance,

evidence from the United States described that the total costs associated with

bipolar I disorder exceeded $200 billion in the year of 20155.

Even though the majority of the patients with BD present clinical symptoms

before the age of 25, there is a significant delay of 6-10 years between the onset

of the symptoms and the correct diagnosis6,7. Furthermore, delayed diagnosis is

associated with longer duration of untreated illness, which is ultimately linked to a

poorer prognosis in terms of hospitalizations, functioning and recurrence of

episodes8. High rates of psychiatric comorbidity, difficulty in the differential

diagnosis, usual onset with depressive symptoms, and reduced help-seeking

behavior are some of the reasons for the delay in the proper recognition of BD1,7,9.
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Nevertheless, the diagnosis of BD is eminently clinical, with limited evidence to

support the use of neuroimaging or laboratory biomarkers during clinical

investigation1.

Taking into account this context, the rise of the concept of precision

psychiatry, with the use of big data and machine learning tools represents a

promise, which may ultimately bring a revolution in terms of diagnosis, treatment

selection and prognosis in the field of mental health10,11. To this date several

studies have explored the use of these techniques in BD, based on distinct data

sources (including neuroimaging, clinical and sociodemographic data, peripheral

biomarkers, neuropsychological tests, genetics, among others), with the majority

of these models being focused on classification tasks that help in the differential

diagnosis between BD and other psychiatric conditions such as schizophrenia,

major depression and healthy individuals12,13. Nevertheless, most of these studies

present modest classification performances, are based on small and clinical

samples, originary from cross-sectional procedures of data collection, or present

short periods of follow-up12. All these limitations may compromise the

generalizability and the translation of the results of such investigations to clinical

and public health settings13.

Thus, considering these gaps, the present study aims to create a binary

classification model capable of predicting incident cases of BD in a 5-year interval

through sociodemographic and clinical features in a sample of young adults, from

a large and population-based cohort study. As secondary aims, the study explores
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associations between depression severity and functional and cognitive outcomes,

as well as the relationship between suicidality and age at depression onset.
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2. Methods

2.1. Participants

This was a prospective cohort study that collected sociodemographic and

clinical information from a population-based sample of young adults aged between

18 and 24 years, living in the urban area of the city of Pelotas, located in southern

Brazil. The first phase took place between 2007 and 2009, and the sample was

selected through cluster sampling, considering eighty-nine randomly selected

census-based sectors from 448 total sectors14.

The following inclusion criteria were considered at baseline: (1) age

between 18 and 24 years old; (2) live in the urban area. Severe cognitive disability

(assessed through clinical judgment) that could cause difficulties in understanding

study instruments was considered the only exclusion criteria. All eligible subjects

(n = 1,762) were invited to participate, of which 1,560 accepted and consented to

participate. Trained interviewers conducted a face-to-face interview at the

participants’ homes, so that data confidentiality was ensured. Data were collected

through printed paper questionnaires with research instruments and diagnostic

criteria for mental disorders.

The follow-up occurred from 2012 to 2014, that is, an average interval of

five years after the first assessment. The participants from baseline (n = 1,560)

were invited for a second data collection. All interviewers met weekly to discuss

the assessments, focusing on those who were uncertain about the BD diagnosis.
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In these situations, a psychiatrist was recruited to carry out the reassessment.

1,244 individuals were located and consented to be reevaluated (79.7% of

retention), and 14 (0.9%) were lost due to death. Since the present study aims to

predict BD incidence, subjects who met diagnostic criteria for a lifetime manic or

hypomanic episode were excluded (n = 153), resulting in a total sample of 1,091

subjects (Figure S1). Unlike the baseline, data were collected through tablets

using Open Data Kit (ODK), an open-source mobile data collection platform15. The

forms were filled out offline, and the data were later backed up to computers

through secure data transfer protocols. This study was approved by the Research

Ethics Committee of Universidade Católica de Pelotas under protocol number

2008/118. The subjects who presented any psychiatric diagnosis in the clinical

interview were referred for specialized treatment in the local health system. All

participants signed a printed informed consent form and could withdraw from the

study at any time.

2.2. Main outcome

The BD diagnosis was built with modules A and D from Mini International

Neuropsychiatric Interview 5.0 (MINI), in order to assess current or past

depressive episodes and current or past manic or hypomanic episodes,

respectively. The BD diagnoses were reassessed in those cases where the

diagnosis was questionable. For MINI description and psychometric properties,

see Supporting Information.
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2.3. Predictors

One hundred and ninety features were included from the original dataset

before preprocessing steps. These variables include demographic, social, clinical,

and environmental characteristics. The following features were included in the

modeling pipeline:

a) Sociodemographic and environmental variables: Sex, skin color, age,

socioeconomic status (3 levels and 5 levels), current occupation, currently

studying, worked for money, has a partner, has a religion, access to

psychotherapy, knows someone who attempted suicide or committed

suicide, involvement in physical fights, family gun ownership, social

support, has divorced parents, has any deceased parents, has someone

close by already deceased, individual and family stress problems, lives with

parents, family suicide attempts, seat belt wearing, helmet use when riding

a motorcycle, suffered an accident that led to an emergency room, drove or

took a ride with a drunk driver.

b) Substance use variables: Indicative of substance abuse or dependence

(tobacco, alcohol, cannabis, cocaine, crack, amphetamines, inhalants,

sedatives, hallucinogens, opioids, illicit drugs, any other substances)

assessed by Alcohol, Smoking and Substance Involvement Screening Test

(ASSIST) and lifetime use features (same substances cited above), age

that first used drugs, injected drugs use, use of medication for stress
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problems in the last 30 days.

c) Clinical variables: mental disorder diagnoses (anxiety, mood and

personality dis orders), eating disorders, current suicide risk, serious

organic disease, lifetime psychiatrist or psychologist visit, lifetime

psychotherapeutic treatment, interrupted treatment.

d) Sex-related variables: age of first sexual intercourse, sexual intercourse in

the last week (sex frequency), condom use, alcohol use before sexual

intercourse, number of sexual partners, number of pregnancies, lifetime

sexual abuse, lifetime sexual intercourse (binary).

e) Psychometric instrument items: Beck Depression Inventory (BDI) [21

items], Hypomania Checklist (HCL-32) [32 items], Social Readjustment

Rating Scale (SRRS) [26 items], Beck Scale for Suicide Ideation (BSS) [21

items].

2.4. Machine learning analysis

Aiming to predict new cases of BD in young adults, using features

previously described, we created an ML pipeline to generate a predictive model

using supervised learning. We used a vastly used machine learning algorithm for

tabular data called tree gradient boosting. Tree gradient boosting is part of what is

called ensemble algorithms — joining many models to make predictions together

— in statistical learning methods (see Supporting Information).

All analyses were done using R and the XGBoost library (see Supporting

Information for details).
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2.5. Preprocessing

Before any preprocessing routine was performed, the data was divided into

two subsets. A training set, consisting of 70% of the sample, and a test set with

the remaining samples (30% of the total samples). The entire test set was isolated

until the end of all tuning and validation procedures to build the model, to then be

used to simulate the model performance on new data.

2.6. Feature selection

The Boruta system was implemented for feature selection in the present

pipeline. It consists of a random forest based algorithm that iteratively removes

features that are statistically less important than random synthetic features

(artificial noise). For each iteration, removed variables are prevented from being

considered for the next iteration16. Boruta is considered a wrapper method as it

takes into account a subset of variables with different combinations in each

iteration.

2.7. Class imbalance

For this paper, an algorithm named ROSE (Random Over-Sampling

Examples) was used. ROSE is a smoothed-bootstrap-based technique that

creates new artificial observations in data in order to minimize or eliminate class

imbalance17. For more details on software used, see Supporting Information.
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2.8. Cross-validation

The CV process was used to tune XGBoost hyperparameters described

earlier. We used the k-fold CV technique with 5 folds repeated five times. In order

to optimize the hyperparameter combinations, we used a racing method proposed

by Kuhn18.

In Figure 1, the CV procedure can be visualized inside the orange area. For

each fold, the Boruta and ROSE algorithms were applied just in training folds,

leaving the testing fold untouched in order to properly estimate model error. A

maximum of 25 runs (5-fold CV repeated up to five times) was considered for

hyperparameter tuning. At the end, the remaining models of the ANOVA racing

process were evaluated, and the model with the highest validation AUC was

chosen to be tested in a testing set from the initial data split.

2.9. Model interpretability

The performance metrics used for model evaluation are available in the

Supporting Information. In order to make model predictions more interpretable, we

used SHAPley values. SHAPley values show how to fairly distribute the total

output among all features. Beyond that, SHAP (SHapley Additive exPlanations)

allow for explanation on individual predictions19. In addition to the use of feature

importance visualization, partial dependence plots (PDP) were also employed.

They are able to show the marginal effect a feature has on the predicted outcome

of a model. For further details, see Supporting Information.
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2.10. Resampling methods

In order to assess uncertainty in the model, a permutation test and random

re samples of training and testing splits were used. To assess the statistical

significance of the model performance, a permutation test was conducted (see

Supporting Information). To assess model reliability, 1,000 random resamples of

training and testing splits were used. For each iteration, the model was retrained

on the resampled training set with the same hyperparameters from the original

model and tested on the resampled testing set. The mean and 95% confidence

intervals were calculated in order to evaluate whether the resampled estimates

were similar to the main model performance.

2.11. Secondary outcomes

In order to explore secondary cognitive and functional outcomes related to

depression severity (BDI score), we used Functioning Assessment Short Test

(FAST) and Montreal Cognitive Assessment (MoCA). Since the results on feature

selection and feature importance for the main classification model highlighted

three depression-related features (i.e. past failure, sadness and depressive

episode at baseline), we investigated associations of depressive symptoms

severity (BDI total score) with functional impairment (FAST global score) and

cognitive performance (MoCA score). For that, we used Pearson’s

product-moment correlation coefficient, simple linear regression and fitted

regression lines to visualize potential association trends. BDI had 2 missing
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values, and MoCA had 23 subjects with missing values. No values were imputed

in the linear models. We used a subsample of subjects without current mood

episodes at baseline (n = 984). Additional analysis on suicidality (suicide risk at

baseline assessed by MINI C module) and age at onset of first depressive episode

in life (self-report at baseline) was done based on two-sample Student's t-test. The

subsample of subjects with depressive episode at baseline consisted of 84

subjects, of which the ones with missing values at depression age at onset

variable (n = 54) were removed, resulting in a sample of 31 subjects.

2.12. Predictive model without mood-related features

In the same direction of further investigating BD prediction regarding other

features, we built another predictive model using the same procedure of the first

ML model with the removal of all mood-related features from the pipeline to avoid

capturing direct associations of diagnostic criteria and the outcome. The following

features were excluded: depressive episode at baseline, melancholic depressive

episode at baseline, past depressive episode (measured at baseline), all BDI

items (depressive symptoms) and all HCL-32 items (hypomania-related

symptoms). The filtering process removed 56 features in total.
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3. Results

The present study aimed to create a model to predict BD onset on young

adults based on 5-year follow-up data. We assessed 1,091 subjects at follow-up

interviews who had no current or past episode of mania or hypomania at the first

assessment. Of these, 4.49% (n = 49) young adults received a diagnosis of BD

five years later. Descriptive tables of demographic features at baseline are

presented in Table 1. Additional summaries on remaining features included in the

modeling pipeline with absolute and relative frequencies, and missing value

counts are available in Tables S1 (clinical and environmental features with at least

≥ 1 missing), S2 (BDI items) and S3 (BSS items). Table S4 shows the selected

hyperparameter set from the CV.

XGBoost showed an acceptable performance predicting BD five years

before the diagnosis with a test set ROC AUC of 0.786 [95% CI: 0.686, 0.887] and

precision-recall curve of 0.208 (Figure S2). The other performance metrics using a

cut-off of 0.5 for class decision boundary can be seen in Table S5, in addition to1

the performance of the model without mood-related features.

The six most relevant baseline features in BD prediction were past failure

(BDI item 4), sadness (BDI item 1), current depressive episode (assessed by MINI

interview), self-reported stress problems, self-confidence (HCL-32 item 3) and

lifetime cocaine use. Feature importance can be seen in more detail in Figure 2.

1 Class decision boundary separates the data points into classes, where the algorithm switches from one class to
another. In the present paper, a threshold of 0.5 was used. If a prediction had a probability ≥ 0.5, it was classified as
a positive instance, otherwise, as a negative one.
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Given the importance of interpreting the model trajectory to a given prediction, to

visualize the influence of each feature on the prediction of a specific sample, a

force plot was built. The SHAPley values for each training observation are shown

in Figure S3. Partial dependence plots for the continuous remaining features after

feature selection are available in Figure S4.

In addition to the main pipeline, 1,000 different random training and testing

splits were sampled in order to fit the final model. The estimates can be visualized

in Figure S5. After calculating mean and confidence intervals, we observed a

resampled AUC of 0.723 (95% CI [0.719, 0.726]). Along with the random splits, we

also performed a permutation test as proposed by Fisher (1935)20 to compare the

distribution of ROC AUC performance of random rearrangements of the outcome

with the original test data using 10,000 permutations. We observed statistical

difference between the original and permuted models (p<0.001). The distribution

of the permuted AUCs is available in Figure S6. This result shows that our model

predictions for BD incidence after the five years are significantly more accurate

than random classifiers.

Regarding the second model without the inclusion of mood-related

variables, it presented lower predictive performance compared to the main model

(Table S5), especially on ROC AUC (0.786 vs. 0.644). The most important

features for predicting BD onset that were not directly associated with mood

measures can be seen in Figure 3. Maternal mental health issues was the most

relevant feature, followed by self-reported stress problems, occupation in last year,
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suicide attempt in social circle and alcohol abuse or dependence.

Linear associations between depression severity scores at baseline and

cognitive performance as well as functional impairment years later were

examined. The analysis excluded subjects with current mood episodes at

follow-up (n = 107) to minimize the direct influence of mood symptoms on the

measures. The final sample consisted of 984 individuals. The regression analysis

revealed a negative correlation between depressive symptom severity and

cognitive performance (β = -0.11, 95% CI [-0.14, -0.07], t(957) = -5.51, p < 0.001, r

= -0.18). This indicates that higher baseline depression scores were associated

with lower cognitive performance five years later (Figure 4a). Furthermore, a

positive correlation was observed between depressive symptom severity and

functional impairment (β = 0.23, 95% CI [0.17, 0.30], t(980) = 7.55, p < 0.001, r =

0.24). This suggests that higher baseline depression scores were associated with

increased functional impairment five years later (Figure 4b). In subgroup analysis,

among females, a moderate positive correlation (r = 0.283, p < 0.001) suggests an

association between baseline depression severity and functional impairment.

Conversely, among males, a weaker positive relationship (r = 0.174, p < 0.001)

was observed (Figure S7a). When stratified by suicide risk at baseline, individuals

with suicide risk exhibited a strong positive correlation (r = 0.47, p = 0.007)

between baseline depression severity and functional impairment (Figure S7b). In

contrast, those without suicide risk showed a moderate positive relationship (r =

0.217, p < 0.001). We investigated the relationship between self-reported age at
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first depressive episode and suicide risk among study subjects. Figure 5 illustrates

the comparison between individuals with suicide risk and those without (n = 31).

Our findings reveal a trend, indicating that subjects with suicide risk tend to

experience earlier onset of depression compared to those without (mean in group

without suicide risk = 21.76, mean in group with suicide risk = 18.50, Δ = 3.26,

95% CI [0.32, 6.21], t(20.20) = 2.31, p = 0.032; Cohen’s d = 1.03, 95% CI [0.09,

1.94]).
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4. Discussion

Our aim was to develop a predictive model with acceptable classification

performance for forecasting BD within a 5-year interval. The final model

demonstrated favorable metrics (ROC AUC: 78.6%; sensitivity: 37.5%; specificity:

92%), indicating a good predictive capacity. To the best of our knowledge, this is

the second Brazilian study to investigate the prediction of BD incidence. A

previous study investigated the development of a prediction model, with the use of

elastic net algorithms, to identify participants who would develop BD over the

follow-up, in a large community birth cohort, from the city of Pelotas in Brazil21.

According to the results of this investigation, the model with the best performance

(ROC AUC: 82%) predicted BD at the age of 22 years, using clinical and

sociodemographic data from the age of 18 years21. Based on a scoping review22

that aimed to explore the role of ML in BD diagnosis, no included study reported

the use of boosted trees algorithms in order to predict BD (n = 33). The mean

ROC AUC value of the models was 0.81. However, it is important to note that the

review did not evaluate the implementation of resampling techniques such as CV

or bootstrapping in these studies. Incorporating these techniques could potentially

mitigate any inflated performances observed22. A recent systematic review by

Colombo and colleagues23 provided meta-analysis on ML approaches for BD

prediction using different types of markers. The pooled accuracy for BD prediction

based on 65 studies (n = 11,336; nBD = 3,903) was 0.77 [95% CI: 0.75, 0.80],

similar to our study accuracy of 0.89 and ROC AUC of 0.79 [95% CI: 0.69, 0.89].
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A recent systematic review on clinical prediction models in psychiatry

pointed to several aspects that predictive models could improve, such as

overfitting prevention, generalizability and clinical utility24. In this study, we

employed statistical learning techniques to predict BD using a larger sample size

compared to many previous studies, despite having a relatively low value of

events per variable (EPV) at approximately 5.8, which may have increased the

model instability. In an attempt to minimize lack of external validation — since it is

a known issue in predictive modeling in psychiatry — due to heterogeneity of

measures between different samples, the present study also estimated uncertainty

with resampling methodology. Both the permutation test and resamples of data

splitting showed acceptable model reliability while maintaining an average ROC

AUC above 0.7 on resamples and better classification when compared to random

classifiers.

The current study aligns with previous findings indicating that depressive

symptoms serve as key predictors for BD conversion25,26. Interestingly, the

prediction model developed in this study identified three primary markers that are

closely associated with depression: past failure, sadness, and early depressive

episodes. These findings suggest that these factors may serve as prodromal

symptoms of the disorder27,28 or even indicate a genetic predisposition to

emotional distress29. Moreover, these results reinforce the perspective of BD as a

progressive trajectory, with the first mood episode serving as a crucial milestone

for the onset of this complex disorder30–32. In the majority of cases, the initial mood
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episode in patients with BD is depressive, often occurring years before a manic

episode30,33,34. Consequently, the model developed in this study also holds utility in

facilitating the differential diagnosis between unipolar and bipolar depression. By

considering additional predictors, it becomes possible to assess the likelihood of a

given current depressive episode belonging to a unipolar or bipolar clinical

condition. Although, the literature in that matter has controversial evidence. In a

meta-analysis that included 31 studies, depression severity was not a risk factor

for conversion from unipolar to BD35, however this result could be due to

heterogeneity in the studies.

Since our main classifier found depression-related features as the most

associated ones with BD onset, we investigated the effect of depression severity

on cognitive performance and global functioning. We found that more severe

baseline depressive symptoms were associated with poorer cognitive performance

and also worse global functional impairment five years later. Females and subjects

with suicide risk at baseline presented a stronger association on depression

severity and functional impairment. Besides an increased risk for BD, severe

depression is also associated with worse cognitive performance36, especially in

untreated illness. The same pattern is described in the literature for lifetime major

depressive disorder related to worse cognitive performance, and subjects with

severe psychosocial impairment may perform even worse on cognitive tasks37.

Although, Szymkowicz et al. (2021) reports weak associations between

depression severity and cognitive performance in young to middle-aged men
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without clinical depression38. Other findings suggest that cognitive impairment and

global functioning impairment are associated with the severity of depressive

symptoms in bipolar depression39.

We explored the relationship between suicidality and age at depression

onset and found that subjects that presented an earlier onset for the first

depressive episode in life had a higher prevalence of suicide risk. This finding is

particularly concerning for individuals with BD since they are already at high risk

for suicide due to the nature of the disease4. Several studies in the literature have

indicated that experiencing depression at a young age may contribute to a more

complex and challenging course of illness, including increased suicidality40. The

emergence of BD after an initial episode of depression can significantly impact the

overall prognosis and treatment outcomes41 with increased risk of recurrent mood

episodes and more severe symptomatology. Furthermore, suicidality might be

magnified in these specific cases of early depression onset with conversion to BD,

particularly in settings with severe depressive symptomatology42. The confluence

of factors, such as the inherently high suicide risk associated with BD and the

early onset of depression, may lead to poorer outcomes for those affected. It is

crucial for healthcare professionals to be vigilant and identify these high-risk cases

promptly in order to act on preventive treatment plans.

Our study also evaluated lifetime cocaine use as a significant predictor, in

addition to alcohol abuse or dependence at baseline in the model without

depression-related features. Numerous studies have examined the relationship
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between substance use and the development of mood disorders. A

cross-sectional study in 2013 found that individuals with primary substance use

disorder (SUD) had a higher likelihood of subsequently developing mood

disorders, with an average onset of 11 years after SUD initiation43. The study

identified a particularly elevated risk of developing BD among individuals with drug

dependence. A systematic review published in 2021 supported the role of

substance use as a predictor for BD and (hypo)manic symptoms, and alcohol use

was reported as a risk factor for BD in approximately 43% of studies44.

Furthermore, specific research on cocaine use and BD has been conducted. A

prospective study examined lifetime cocaine use as a potential predictor for

conversion from major depressive disorder to BD45. The analysis revealed a

3.41-fold increased risk of conversion to BD in individuals who reported lifetime

cocaine use at baseline. Similarly, a systematic review reported a five-fold

increased risk of BD development in individuals with lifetime cocaine use46.

Besides the increased risk for BD onset, SUD comorbidity can also lead to poorer

outcomes such as increased number of suicide attempts, accelerated BD

progression and worse cognitive symptoms47, requiring specific treatment plans48.

Therefore, our findings align with existing literature, contributing to the growing

body of evidence on this topic.

There are several noteworthy strengths in this study. Firstly, our sample

consisted of young adults aged 18 to 24 years. As per the literature, symptoms of

BD typically manifest before the age of 25, making our sample relevant for early

APÊNDICE D. Artigo 1 102



disease identification. This critical period of development in our sample population

increases the likelihood of capturing early onset symptoms. Additionally, whenever

doubts arose regarding the diagnosis based on the standardized diagnostic

interview (MINI), we sought the expertise of an external psychiatrist to provide

confirmation. This approach ensured a thorough and reliable characterization of

the diagnosis, establishing a gold standard. Furthermore, the average follow-up

period of five years exceeded the durations observed in other studies within this

field49. The use of a state-of-the-art algorithm that was not commonly used in

previous studies with comparable aims is also a positive factor.

The study benefits from a large sample collected through a probabilistic

sampling method from a city in southern Brazil, encompassing approximately

343,651 inhabitants. These factors contribute to the robustness of our model.

However, predicting the outcome presents challenges due to two main reasons: 1)

the rarity of the outcome and 2) the possibility of participants without BD at

follow-up developing BD in the future. Addressing these issues statistically is a

common challenge in studies within this field. Another important consideration

when interpreting the presented results is the generalizability and applicability of

the model. Precision psychiatry studies are emerging, and although we have

achieved satisfactory results in this work (test ROC AUC 0.78), we acknowledge

that the presented data primarily serve scientific purposes and provide a

foundation for future improvements. Our study demonstrates the potential for

developing a calculator that could be implemented in basic health systems in the
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near future. The information presented here is particularly relevant for patients

exhibiting characteristics identified as potentially important for BD diagnosis, such

as early onset depressive episode, severe depressive symptoms, family history of

mental health issues, and substance use. Such a tool holds promise for robust

screening, enabling early intervention, ensuring better prognosis, and preventing

the progression to more severe clinical conditions.

In summary, we have developed a binary model using a state-of-the-art

algorithm capable of predicting the diagnosis of BD in a specific population of

young adults over a period of approximately five years. The model incorporates

clinical, socio environmental, substance use, sex-related variables, and

demographic data collected through a probabilistic sample. Our findings have also

highlighted significant associations between the severity of depressive symptoms

and functional and cognitive outcomes. However, for a more comprehensive

signature of BD diagnosis, future studies should focus on conducting systematic

follow-ups to track subjects across various developmental stages. Further,

embracing multimodal approaches may further enhance the predictive capacity

and clinical utility of these models50. Also, research efforts should target specific

at-risk populations, such as individuals with depression or children of parents with

BD. Additionally, incorporating digital health data, biological markers,

neuropsychological information, and using neuroimaging techniques hold promise

for the development of future models with greater applicability.
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Tables

Table 1. Sociodemographic features measured at baseline grouped by bipolar disorder diagnosis in the
follow-up (n = 1091).

Features With BD (n = 49) Without BD (n = 1,042) Overall (n = 1,091) p-value

Sex 0.302

Male 16 (32.7%) 457 (43.9%) 473 (43.4%)

Female 33 (67.3%) 585 (56.1%) 618 (56.5%)

Age 0.353

Mean (SD) 20.9 (2.28) 20.5 (2.10) 20.5 (2.11)

Median [Min, Max] 21.0 [17.0, 25.0] 20.0 [16.0, 26.0] 20.0 [16.0, 26.0]

Missing 0 (0%) 8 (0.8%) 8 (0.7%)

Socioeconomic
status

0.635

Upper 14 (28.6%) 401 (38.5%) 415 (38.0%)

Middle 26 (53.1%) 509 (48.8%) 535 (49.0%)

Lower 9 (18.4%) 132 (12.7%) 141 (12.9%)

Skin color 0.800

White 34 (69.4%) 765 (73.4%) 799 (73.2%)

Non-white 15 (30.6%) 273 (26.2%) 288 (26.4%)

Missing 0 (0%) 4 (0.4%) 4 (0.4%)

Currently working 0.965

No 8 (16.3%) 245 (23.5%) 253 (23.2%)

Yes 14 (28.6%) 380 (36.5%) 394 (36.1%)

Missing 27 (55.1%) 417 (40.0%) 444 (40.7%)

Has a partner 0.953

No 13 (26.5%) 247 (23.7%) 260 (23.8%)

Yes 33 (67.3%) 696 (66.8%) 729 (66.8%)
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Features With BD (n = 49) Without BD (n = 1,042) Overall (n = 1,091) p-value

Missing 3 (6.1%) 99 (9.5%) 102 (9.3%)

The p-values were calculated from t-tests for numeric features and χ2 tests for categorical features.
Abbreviations: BD (Bipolar disorder). Standard deviation (SD).
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Figure legends

Figure 1. Machine learning pipeline flowchart. The figure shows data splitting,

preprocessing routine, feature selection, cross-validation, model fitting, model

assessment and feature importance steps using XGBoost algorithm.

Figure 2. SHAPley values for each feature included in the final model. Each y-axis

tick represents a feature, sorted by the highest absolute contribution across all

observations, regardless of the direction of the association. Each dot represents a

participant in the training set (n = 763). Observations with SHAPley values lower

than zero behaved as protective factors, otherwise they were risk factors. The fill

color represents the value of the variable for a given individual (red corresponds to

higher values, and blue corresponds to lower values). Categorical features are

coded as 0/1. The bold text next to each feature name represents the average

absolute contribution (irrespective of direction).

Figure 3. Feature importance plot based on the model with removal of

mood-related features (test ROC AUC: 0.644). Maternal mental health issues and

self-reported stress problems were the two most important variables.

Figure 4. Linear associations of depression severity score (BDI total score) at

baseline with a) cognitive performance (MoCA score) and b) functional impairment

(FAST score) five years later. The fitted regression lines show a negative

correlation of depressive symptoms severity with cognitive performance (r = -0.18,

n = 959), and a positive correlation with functional impairment (r = 0.24, n = 982).

Subjects with current mood episodes at follow-up were excluded for the analysis
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(n = 107), in order to minimize the direct effect of mood symptoms on these

measures, resulting in a subsample of 984 individuals. Abbreviations: MoCA

(Montreal Cognitive Assessment). FAST (Functioning Assessment Short Test).

Figure 5. Self-reported age at first depressive episode among subjects with and

without suicide risk (based on MINI C module on suicide risk). The plot shows a

trend that subjects with suicide risk present earlier depression onset (n = 31).

Eighty-five subjects presented a depressive episode at baseline and 54 presented

missing values at depression age at onset variable, resulting in a final subsample

of 31 individuals. The Student’s t-test was used and suggests a significant

difference between the groups (mean in group No = 21.76, mean in group Yes =

18.50, Δ = 3.26, 95% CI [0.32, 6.21], t(20.20) = 2.31, p = 0.032; Cohen’s d = 1.03,

95% CI [0.09, 1.94]). Abbreviations: MINI (Mini International Neuropsychiatric

Interview).
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Supporting Information
Bipolar disorder prediction and functional outcomes in young

adults: a 5-year follow-up study

Mini International Neuropsychiatric Interview (MINI) description and
psychometric properties

MINI is a short-term diagnostic interview designed for clinical assessment

of mental disorders according to Diagnostic and Statistical Manual of Mental

Disorders — Fourth Edition (DSM-IV) and ICD-10 criteria1,2.

Despite evaluating several disorders, MINI psychometric properties for the

diagnosis of lifetime manic episode (sensitivity: 81.0%; specificity: 94.0%; positive

predictive value: 76.0%; negative predictive value: 95.0%) and major depressive

episode (sensitivity: 96.0%; specificity: 88.0%; positive predictive value: 87.0%;

negative predictive value: 97.0%) are reliable when compared to DSM Structured

Clinical Interview3.

Tuned hyperparameters

Hyperparameters are parameters whose values are used to control the

algorithm training process. The following tree boosting hyperparameters were

tuned4,5:

a) mtry: Number of predictors that is randomly sampled at

each split.

b) trees: Number of trees contained in the ensemble.

c) min_n: Minimum number of observations in a node required for the

node to be split further.

d) tree depth: Maximum depth (number of splits) of each tree.

e) loss_reduction: Reduction in the loss function required to split

further.

f) learn rate: Step size at each iteration while moving toward a loss

function optimization.

g) sample_size: Proportion of the data set used for modeling within an
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iteration.

Tidymodels framework

The implementation of the data modeling routines was carried out using

the tidymodels framework6. The tidymodels is a R meta package made up of

multiple packages that assist in different stages of a machine learning pipeline. In

order to split the data and create cross-validation (CV) resamples, rsample

package was used7, parsnip was used to access XGBoost functions in an unified

manner5, recipes for preprocessing functions8, workflows to bundle the

preprocessing, modeling and post-processing routines9, yardstick to easily

calculate performance measures10. In the CV, fifteen hyperparameter

combinations were used as candidate parameter sets. The values for each

hyperparameter were randomly chosen based on an algorithm that attempts to

maximize the determinant of the spatial correlation matrix between coordinates11.

Preprocessing steps

Some preprocessing techniques were adopted to clean and tidy data prior

to modeling. The following preprocessing steps were applied:

1) Remove all features with more than 10% of missing values.

2) Impute categorical features with mode.

3) Impute numeric features with median.

4) Remove near-zero variance features (few unique values relative to the

number of observations and also a ratio of the frequency of the second

most common value is large [ratio of 10]).

5) Create dummy variables with C − 1 categories from categorical features.

Feature selection

The feature selection process aims to automatically filter variables from the

data matrix considering their relevance to the predictive modeling problem.

Therefore, we can build more accurate and parsimonious models while, at the

same time, saving computational resources through the use of less data in the

next model fitting steps.
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Class imbalance in bipolar disorder prediction

Class imbalance is a common problem in classification modeling. It

happens when we face a set of examples that presents a given level way more

frequently than others. Since most ML classifiers assume data equally distributed,

they tend to be more biased towards the majority class, causing bad performance

on minority class classification.

This concept is especially important in the context of predicting mental

disorders, as subjects who will present the disease will be exposed to greater

health risk. Therefore, it is necessary that the classifiers of such outcomes can

adequately predict this portion of the population. BD still has the aggravating

factor of having a complex prognosis regarding the neuroprogression, which can

be worsened by the length of disease12.

The themis and ROSE R packages were adopted to implement the ROSE

method13,14.

Hyperparameter tuning racing method proposed by Kuhn15

It consists in calculating the area under the receiver operating characteristic

(ROC) curve for each parameter set across validation folds. After evaluating the

parameter combinations for three resamples, a repeated measure ANOVA model

is fitted. The combinations that are statistically different (based on ɑ level for

one-sided confidence interval of 5%) from the best setting are excluded from

further validation procedures. The ANOVA racing method was implemented via

the finetune R package16.

Performance measures

Aiming to evaluate the performance of the algorithm, some evaluation

metrics were used. Firstly, the area under the receiver operating characteristic

(ROC) curve (AUC) was used to diagnose the classifier's ability to predict correctly

across multiple discrimination thresholds17.

Sensitivity and specificity were also used to assess model ability to

correctly detect subjects with BD who have the disorder, and correctly detect
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subjects that did not present BD who actually does not have BD, respectively18.

Positive and negative predictive values (PPV and NPV) show the proportion of

positive and negative predictions that are truly positive or negative,

correspondingly.

Accuracy measures the proportion of correct predictions among the total

number of observations evaluated19. In order to take into account the class

imbalance previously described, we also used balanced accuracy as it inputs both

sensitivity and specificity into its formula:

(1)𝐵𝑎𝑙𝑎𝑛𝑐𝑒𝑑 𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =  𝑆𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦 + 𝑆𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑡𝑦
2

The F1 score is defined as the harmonic mean of PPV and sensitivity

(Equation 2). This metric is able to demonstrate another model accuracy measure,

being more robust in class imbalance scenarios.

(2)𝐹
1
 =  2 ·  𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑖𝑣𝑒 𝑣𝑎𝑙𝑢𝑒 · 𝑆𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦

𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑖𝑣𝑒 𝑣𝑎𝑙𝑢𝑒 + 𝑆𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑦

Additionally, we also calculated the following performance measures to assess the

predictive model: precision-recall curve (PR AUC), positive predictive value (PPV)

and negative predictive value (NPV).

Permutation test

This test provides an empirical estimate of the null distribution by randomly

permuting the outcome labels while keeping the predictor variables intact. By

comparing the observed performance to the permuted performance, we

determined whether the model’s accuracy exceeded what would be expected by

chance. First, the original dataset was preprocessed. Subsequently, the dataset

was divided into a training set and a separate test set for model evaluation. To

evaluate the statistical significance of the observed ROC AUC, 10,000

permutations were performed, generating a distribution of permuted ROC AUC

values. The p-value was calculated as the proportion of permuted ROC AUC
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values greater than or equal to the observed ROC AUC.

SHAP and partial dependence plots (PDP) R packages

PDP are able to show the marginal effect a feature has on the predicted

outcome of a machine learning model20. In the present study, the SHAPley values

were obtained using the R package SHAPforxgboost21. This package provides

functions to create SHAP-related visualizations from a XGBoost model object.

Additional visualizations for SHAP were generated with the shapviz package22.

The PDP were built with the pdp23 and SHAPforxgboost21 R packages, along with

the ggplot224 and patchwork25 packages for plot composition.

R and XGBoost versions

The analyses were implemented through the XGBoost library4 in the R

programming language on version 4.2.126.

Tree gradient boosting

Boosting improves this concept by building a sequence of originally weak

models into progressively more powerful models. Additionally, in gradient boosting

techniques, the gradient of a loss function is used to choose the best approach to

improve a weak learner27. In the context of gradient-boosted trees, weak learners

are decision trees.

When it comes to tabular data, gradient boosting decision trees (GBDT) are

seen as the state-of-the-art, reinforced by several competitions in the ML scenario.

In addition, a study found that GBDT perform better than deep learning models

across multiple tabular datasets, and also requires less hyperparameter tuning28.
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Figures and Tables

Figure S1. Sample size flow chart for identification of subjects that met criteria for final sample (n =

1,091).

Figure S2. Receiver operating characteristic (ROC) curve and precision recall (PR) curve of the

final model fitted on the training set with best parameter combination from cross-validation step,
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assessed on test set, with an area under the ROC curve of 0.786 and area under the PR curve of

0.208.

Figure S3. SHAPley force plot. The y-axis demonstrates the influence of each feature on current

prediction based on SHAPLey values. The x-axis represents all samples used to train the final

model. The whole training set (n = 763) is presented. Current romantic relationship (having a

partner), tachylalia (HCL-32 item 18) and middle socioeconomic status features were combined

into the “Remaining features” category.

Figure S4. Partial dependence plots for continuous depression-related features. It shows the
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average trend of each feature. Other variables are held constant. The plots show an upward trend,

which indicates that the higher the values of the variables of past failure and sadness, the higher

the predicted probabilities for developing bipolar disorder after five years. The blue line indicates a

regression line using the LOESS (locally weighted polynomial regression) method.

Figure S5. Histogram of the area under the receiver operating characteristic curve (ROC AUC)

based on 1,000 random training and testing data splits. The ROC AUC mean and 95% CI found

were 0.723 [0.719, 0.726]. This analysis is able to demonstrate the predictive performance

robustness of the selected boosting model. The solid line indicates the ROC AUC mean and the

dashed lines indicate 95% mean CIs.
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Figure S6. Distribution of the areas under the receiver operating characteristic curves (ROC AUC)

from the permutation test with 10,000 rearrangements. The dashed line indicates the AUC on the

original test set (ROC AUC = 0.786).

Figure S7. Correlations of depression severity score (Beck Depression Inventory [BDI] total score)

at baseline with functional impairment (Functioning Assessment Short Test [FAST] global

functioning score) five years later stratified by a) gender and b) suicide risk at baseline. a) Among

females, a positive correlation coefficient (r) of 0.283 suggests a moderate association.

Conversely, among males, the correlation (r = 0.174) indicates a weaker positive relationship. b)

Among individuals exhibiting suicide risk at baseline, a strong positive correlation (r = 0.47) is
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observed. In contrast, among those without suicide risk, there was a moderate positive relationship

(r = 0.217). Subjects with current mood episodes at follow-up were excluded for the analysis (n =

984), in order to minimize the direct effect of mood symptoms on functioning.
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Table S1. Additional clinical and environmental features collected at baseline stratified by bipolar
disorder outcome at 5-year follow-up (n = 1,091). All features presented at least one missing value.

 Feature With BD (n = 49) Without BD (n =
1,042)

Overall
(n = 1,091)

Deceased parents

  No 8 (16.3%) 271 (26.0%) 279 (25.6%)

  Yes 41 (83.7%) 770 (73.9%) 811 (74.3%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Has a religion

  No 14 (28.6%) 383 (36.8%) 397 (36.4%)

  Yes 35 (71.4%) 658 (63.1%) 693 (63.5%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Psychiatric
hospitalization
(lifetime)

  No 48 (98.0%) 1025 (98.4%) 1073 (98.4%)

  Yes 1 (2.0%) 15 (1.4%) 16 (1.5%)

  Missing 0 (0%) 2 (0.2%) 2 (0.2%)

Stress problems
(self-report)

  No 30 (61.2%) 877 (84.2%) 907 (83.1%)

  Yes 19 (38.8%) 163 (15.6%) 182 (16.7%)

  Missing 0 (0%) 2 (0.2%) 2 (0.2%)

Psychiatric
medication use (last
30 days)

  No 43 (87.8%) 996 (95.6%) 1039 (95.2%)
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 Feature With BD (n = 49) Without BD (n =
1,042)

Overall
(n = 1,091)

  Yes 6 (12.2%) 38 (3.6%) 44 (4.0%)

  Missing 0 (0%) 8 (0.8%) 8 (0.7%)

Maternal stress
problems

  No 30 (61.2%) 751 (72.1%) 781 (71.6%)

  Yes 19 (38.8%) 290 (27.8%) 309 (28.3%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Paternal stress
problems

  No 42 (85.7%) 966 (92.7%) 1008 (92.4%)

  Yes 7 (14.3%) 75 (7.2%) 82 (7.5%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Sibling stress
problems

  No 42 (85.7%) 940 (90.2%) 982 (90.0%)

  Yes 7 (14.3%) 100 (9.6%) 107 (9.8%)

  Missing 0 (0%) 2 (0.2%) 2 (0.2%)

Grandparents stress
problems

  No 43 (87.8%) 931 (89.3%) 974 (89.3%)

  Yes 6 (12.2%) 110 (10.6%) 116 (10.6%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Partner suicide
attempt
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 Feature With BD (n = 49) Without BD (n =
1,042)

Overall
(n = 1,091)

  No 20 (40.8%) 310 (29.8%) 330 (30.2%)

  Yes 0 (0%) 8 (0.8%) 8 (0.7%)

  Missing 29 (59.2%) 724 (69.5%) 753 (69.0%)

Offspring suicide
attempt

  No 19 (38.8%) 287 (27.5%) 306 (28.0%)

  Yes 0 (0%) 0 (0%) 0 (0%)

  Missing 30 (61.2%) 755 (72.5%) 785 (72.0%)

Paternal suicide
attempt

  No 23 (46.9%) 338 (32.4%) 361 (33.1%)

  Yes 0 (0%) 5 (0.5%) 5 (0.5%)

  Missing 26 (53.1%) 699 (67.1%) 725 (66.5%)

Maternal suicide
attempt

  No 21 (42.9%) 334 (32.1%) 355 (32.5%)

  Yes 2 (4.1%) 16 (1.5%) 18 (1.6%)

  Missing 26 (53.1%) 692 (66.4%) 718 (65.8%)

Sibling suicide
attempt

  No 19 (38.8%) 315 (30.2%) 334 (30.6%)

  Yes 3 (6.1%) 29 (2.8%) 32 (2.9%)

  Missing 27 (55.1%) 698 (67.0%) 725 (66.5%)
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 Feature With BD (n = 49) Without BD (n =
1,042)

Overall
(n = 1,091)

Friend suicide
attempt

  No 13 (26.5%) 155 (14.9%) 168 (15.4%)

  Yes 10 (20.4%) 201 (19.3%) 211 (19.3%)

  Missing 26 (53.1%) 686 (65.8%) 712 (65.3%)

Lifetime sexual
intercourse

  No 3 (6.1%) 93 (8.9%) 96 (8.8%)

  Yes 45 (91.8%) 942 (90.4%) 987 (90.5%)

  Missing 1 (2.0%) 7 (0.7%) 8 (0.7%)

Has a significant
disease (self-report)

  No 39 (79.6%) 883 (84.7%) 922 (84.5%)

  Yes 10 (20.4%) 157 (15.1%) 167 (15.3%)

  Missing 0 (0%) 2 (0.2%) 2 (0.2%)

Has ever visited a
psychiatrist or
psychologist

  No 35 (71.4%) 790 (75.8%) 825 (75.6%)

  Yes 14 (28.6%) 249 (23.9%) 263 (24.1%)

  Missing 0 (0%) 3 (0.3%) 3 (0.3%)

Has ever been treated
by a psychiatrist or
psychologist

  No 34 (69.4%) 817 (78.4%) 851 (78.0%)
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 Feature With BD (n = 49) Without BD (n =
1,042)

Overall
(n = 1,091)

  Yes 8 (16.3%) 125 (12.0%) 133 (12.2%)

  Missing 7 (14.3%) 100 (9.6%) 107 (9.8%)

Knows someone who
tried suicide (suicide
attempt in social
circle)

  No 23 (46.9%) 669 (64.2%) 692 (63.4%)

  Yes 26 (53.1%) 372 (35.7%) 398 (36.5%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Age that first used
drugs

  Mean (SD) 14.9 (2.59) 14.6 (2.34) 14.6 (2.35)

  Median [Min, Max] 14.0 [10.0, 22.0] 15.0 [1.00, 22.0] 15.0 [1.00, 22.0]

  Missing 8 (16.3%) 131 (12.6%) 139 (12.7%)

Age of first sexual
intercourse

  Mean (SD) 15.9 (1.75) 15.8 (1.93) 15.8 (1.92)

  Median [Min, Max] 16.0 [12.0, 19.0] 16.0 [10.0, 24.0] 16.0 [10.0, 24.0]

  Missing 4 (8.2%) 108 (10.4%) 112 (10.3%)

Sexual intercourse in
the last week (sex
frequency)

  No 21 (42.9%) 318 (30.5%) 339 (31.1%)

  Yes 24 (49.0%) 622 (59.7%) 646 (59.2%)

  Missing 4 (8.2%) 102 (9.8%) 106 (9.7%)

APÊNDICE E. Material suplementar do Artigo 1 127



 Feature With BD (n = 49) Without BD (n =
1,042)

Overall
(n = 1,091)

Condom use during
last sexual
intercourse

  No 19 (38.8%) 386 (37.0%) 405 (37.1%)

  Yes 27 (55.1%) 558 (53.6%) 585 (53.6%)

  Missing 3 (6.1%) 98 (9.4%) 101 (9.3%)

Alcohol use before
the last sexual
intercourse

  No 39 (79.6%) 782 (75.0%) 821 (75.3%)

  Yes 7 (14.3%) 162 (15.5%) 169 (15.5%)

  Missing 3 (6.1%) 98 (9.4%) 101 (9.3%)

Had a partner at
baseline

  No 13 (26.5%) 247 (23.7%) 260 (23.8%)

  Yes 33 (67.3%) 696 (66.8%) 729 (66.8%)

  Missing 3 (6.1%) 99 (9.5%) 102 (9.3%)

Number of people
you had sex with in
the last year

  Mean (SD) 2.55 (3.59) 2.21 (2.93) 2.22 (2.96)

  Median [Min, Max] 1.00 [1.00, 20.0] 1.00 [1.00, 28.0] 1.00 [1.00, 28.0]

  Missing 5 (10.2%) 133 (12.8%) 138 (12.6%)

Have you ever been
or made someone
pregnant?

  No 29 (59.2%) 667 (64.0%) 696 (63.8%)
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 Feature With BD (n = 49) Without BD (n =
1,042)

Overall
(n = 1,091)

  Yes 15 (30.6%) 266 (25.5%) 281 (25.8%)

  Missing 5 (10.2%) 109 (10.5%) 114 (10.4%)

Experienced forced
sex

  No 17 (34.7%) 649 (62.3%) 666 (61.0%)

  Yes 2 (4.1%) 18 (1.7%) 20 (1.8%)

  Missing 30 (61.2%) 375 (36.0%) 405 (37.1%)

Anorexia nervosa at
baseline

  No 49 (100%) 1040 (99.8%) 1089 (99.8%)

  Yes 0 (0%) 1 (0.1%) 1 (0.1%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Antisocial personality
disorder at baseline

  No 48 (98.0%) 1032 (99.0%) 1080 (99.0%)

  Yes 1 (2.0%) 8 (0.8%) 9 (0.8%)

  Missing 0 (0%) 2 (0.2%) 2 (0.2%)

Do you have access
to psychotherapy
(public or private
healthcare?)

  Public 2 (4.1%) 34 (3.3%) 36 (3.3%)

  Health insurance 1 (2.0%) 29 (2.8%) 30 (2.7%)

  Private 3 (6.1%) 42 (4.0%) 45 (4.1%)
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 Feature With BD (n = 49) Without BD (n =
1,042)

Overall
(n = 1,091)

  Other sources 1 (2.0%) 15 (1.4%) 16 (1.5%)

  Missing 42 (85.7%) 922 (88.5%) 964 (88.4%)

Melancholic
depressive episode
at baseline

  No 35 (71.4%) 1005 (96.4%) 1040 (95.3%)

  Yes 14 (28.6%) 36 (3.5%) 50 (4.6%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Past depressive
episode (prior to
baseline)

  No 37 (75.5%) 1001 (96.1%) 1038 (95.1%)

  Yes 12 (24.5%) 40 (3.8%) 52 (4.8%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Abbreviations: BD (Bipolar disorder).
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Table S2. Beck Depression Inventory (BDI-II) items measured at baseline. Stratified by outcome at
the 5-year follow-up.

 Feature With BD
(n = 49)

Without BD
(n = 1,042)

Overall
(n = 1,091)

Item 1: Sadness

  0 25 (51.0%) 839 (80.5%) 864 (79.2%)

  1 16 (32.7%) 182 (17.5%) 198 (18.1%)

  2 7 (14.3%) 16 (1.5%) 23 (2.1%)

  3 1 (2.0%) 4 (0.4%) 5 (0.5%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 2: Pessimism

  0 30 (61.2%) 870 (83.5%) 900 (82.5%)

  1 17 (34.7%) 130 (12.5%) 147 (13.5%)

  2 1 (2.0%) 22 (2.1%) 23 (2.1%)

  3 1 (2.0%) 19 (1.8%) 20 (1.8%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 3: Past failure

  0 34 (69.4%) 938 (90.0%) 972 (89.1%)

  1 8 (16.3%) 65 (6.2%) 73 (6.7%)

  2 4 (8.2%) 33 (3.2%) 37 (3.4%)

  3 3 (6.1%) 5 (0.5%) 8 (0.7%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 4: Loss of pleasure
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 Feature With BD
(n = 49)

Without BD
(n = 1,042)

Overall
(n = 1,091)

  0 28 (57.1%) 846 (81.2%) 874 (80.1%)

  1 15 (30.6%) 164 (15.7%) 179 (16.4%)

  2 2 (4.1%) 13 (1.2%) 15 (1.4%)

  3 4 (8.2%) 18 (1.7%) 22 (2.0%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 5: Guilty feelings

  0 35 (71.4%) 911 (87.4%) 946 (86.7%)

  1 7 (14.3%) 90 (8.6%) 97 (8.9%)

  2 4 (8.2%) 27 (2.6%) 31 (2.8%)

  3 3 (6.1%) 13 (1.2%) 16 (1.5%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 6: Punishment feelings

  0 38 (77.6%) 902 (86.6%) 940 (86.2%)

  1 6 (12.2%) 95 (9.1%) 101 (9.3%)

  2 0 (0%) 14 (1.3%) 14 (1.3%)

  3 5 (10.2%) 30 (2.9%) 35 (3.2%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 7: Self-dislike

  0 32 (65.3%) 889 (85.3%) 921 (84.4%)

  1 14 (28.6%) 134 (12.9%) 148 (13.6%)
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 Feature With BD
(n = 49)

Without BD
(n = 1,042)

Overall
(n = 1,091)

  2 3 (6.1%) 15 (1.4%) 18 (1.6%)

  3 0 (0%) 3 (0.3%) 3 (0.3%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 8: Self-criticalness

  0 26 (53.1%) 690 (66.2%) 716 (65.6%)

  1 15 (30.6%) 277 (26.6%) 292 (26.8%)

  2 7 (14.3%) 61 (5.9%) 68 (6.2%)

  3 1 (2.0%) 13 (1.2%) 14 (1.3%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 9: Suicidal thoughts or wishes

  0 44 (89.8%) 992 (95.2%) 1036 (95.0%)

  1 4 (8.2%) 43 (4.1%) 47 (4.3%)

  2 1 (2.0%) 3 (0.3%) 4 (0.4%)

  3 0 (0%) 3 (0.3%) 3 (0.3%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 10: Crying

  0 26 (53.1%) 892 (85.6%) 918 (84.1%)

  1 15 (30.6%) 104 (10.0%) 119 (10.9%)

  2 2 (4.1%) 9 (0.9%) 11 (1.0%)

  3 6 (12.2%) 36 (3.5%) 42 (3.8%)
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 Feature With BD
(n = 49)

Without BD
(n = 1,042)

Overall
(n = 1,091)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 11: Agitation

  0 24 (49.0%) 649 (62.3%) 673 (61.7%)

  1 14 (28.6%) 233 (22.4%) 247 (22.6%)

  2 5 (10.2%) 19 (1.8%) 24 (2.2%)

  3 6 (12.2%) 140 (13.4%) 146 (13.4%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 12: Loss of interest

  0 34 (69.4%) 877 (84.2%) 911 (83.5%)

  1 14 (28.6%) 136 (13.1%) 150 (13.7%)

  2 1 (2.0%) 23 (2.2%) 24 (2.2%)

  3 0 (0%) 5 (0.5%) 5 (0.5%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 13: Indecisiveness

  0 23 (46.9%) 775 (74.4%) 798 (73.1%)

  1 13 (26.5%) 170 (16.3%) 183 (16.8%)

  2 12 (24.5%) 86 (8.3%) 98 (9.0%)

  3 1 (2.0%) 10 (1.0%) 11 (1.0%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 14: Worthlessness
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 Feature With BD
(n = 49)

Without BD
(n = 1,042)

Overall
(n = 1,091)

  0 32 (65.3%) 886 (85.0%) 918 (84.1%)

  1 7 (14.3%) 87 (8.3%) 94 (8.6%)

  2 7 (14.3%) 36 (3.5%) 43 (3.9%)

  3 3 (6.1%) 32 (3.1%) 35 (3.2%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 15: Loss of energy

  0 34 (69.4%) 876 (84.1%) 910 (83.4%)

  1 10 (20.4%) 133 (12.8%) 143 (13.1%)

  2 5 (10.2%) 24 (2.3%) 29 (2.7%)

  3 0 (0%) 8 (0.8%) 8 (0.7%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 16: Changes in sleeping pattern

  0 25 (51.0%) 724 (69.5%) 749 (68.7%)

  1 16 (32.7%) 279 (26.8%) 295 (27.0%)

  2 7 (14.3%) 32 (3.1%) 39 (3.6%)

  3 1 (2.0%) 6 (0.6%) 7 (0.6%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 17: Irritability

  0 20 (40.8%) 752 (72.2%) 772 (70.8%)

  1 25 (51.0%) 258 (24.8%) 283 (25.9%)
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 Feature With BD
(n = 49)

Without BD
(n = 1,042)

Overall
(n = 1,091)

  2 2 (4.1%) 28 (2.7%) 30 (2.7%)

  3 2 (4.1%) 3 (0.3%) 5 (0.5%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 18: Changes in appetite

  0 31 (63.3%) 874 (83.9%) 905 (83.0%)

  1 12 (24.5%) 137 (13.1%) 149 (13.7%)

  2 4 (8.2%) 22 (2.1%) 26 (2.4%)

  3 2 (4.1%) 8 (0.8%) 10 (0.9%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 19: Concentration difficulty

  0 33 (67.3%) 884 (84.8%) 917 (84.1%)

  1 10 (20.4%) 113 (10.8%) 123 (11.3%)

  2 3 (6.1%) 29 (2.8%) 32 (2.9%)

  3 3 (6.1%) 15 (1.4%) 18 (1.6%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 20: Tiredness or fatigue

  0 29 (59.2%) 829 (79.6%) 858 (78.6%)

  1 19 (38.8%) 180 (17.3%) 199 (18.2%)

  2 1 (2.0%) 24 (2.3%) 25 (2.3%)

  3 0 (0%) 8 (0.8%) 8 (0.7%)
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 Feature With BD
(n = 49)

Without BD
(n = 1,042)

Overall
(n = 1,091)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 21: Loss of interest in sex

  0 40 (81.6%) 915 (87.8%) 955 (87.5%)

  1 7 (14.3%) 94 (9.0%) 101 (9.3%)

  2 2 (4.1%) 21 (2.0%) 23 (2.1%)

  3 0 (0%) 11 (1.1%) 11 (1.0%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Abbreviations: BD (Bipolar disorder).
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Table S3. Beck for Suicide Ideation Scale items measured at baseline. Stratified by outcome at the
5-year follow-up.

 Feature With BD (n =
49)

Without BD
(n = 1,042)

Overall
(n = 1,091)

Item 1: Wish to live

  0 45 (91.8%) 1011 (97.0%) 1056 (96.8%)

  1 3 (6.1%) 27 (2.6%) 30 (2.7%)

  2 1 (2.0%) 0 (0%) 1 (0.1%)

  Missing 0 (0%) 4 (0.4%) 4 (0.4%)

Item 2: Wish to die

  0 44 (89.8%) 1016 (97.5%) 1060 (97.2%)

  1 3 (6.1%) 18 (1.7%) 21 (1.9%)

  2 2 (4.1%) 6 (0.6%) 8 (0.7%)

  Missing 0 (0%) 2 (0.2%) 2 (0.2%)

Item 3: Reasons for living

  0 45 (91.8%) 1006 (96.5%) 1051 (96.3%)

  1 3 (6.1%) 25 (2.4%) 28 (2.6%)

  2 0 (0%) 8 (0.8%) 8 (0.7%)

  Missing 1 (2.0%) 3 (0.3%) 4 (0.4%)

Item 4: Active attempt

  0 46 (93.9%) 1027 (98.6%) 1073 (98.4%)

  1 2 (4.1%) 13 (1.2%) 15 (1.4%)

  2 1 (2.0%) 1 (0.1%) 2 (0.2%)
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 Feature With BD (n =
49)

Without BD
(n = 1,042)

Overall
(n = 1,091)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 5: Passive attempt

  0 46 (93.9%) 1024 (98.3%) 1070 (98.1%)

  1 2 (4.1%) 12 (1.2%) 14 (1.3%)

  2 1 (2.0%) 5 (0.5%) 6 (0.6%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 6: Duration of
thoughts

  0 47 (95.9%) 1037 (99.5%) 1084 (99.4%)

  1 1 (2.0%) 4 (0.4%) 5 (0.5%)

  2 1 (2.0%) 0 (0%) 1 (0.1%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 7: Frequency of
ideation

  0 49 (100%) 1038 (99.6%) 1087 (99.6%)

  1 0 (0%) 3 (0.3%) 3 (0.3%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 8: Attitude toward
ideation

  0 46 (93.9%) 1027 (98.6%) 1073 (98.4%)

  1 3 (6.1%) 11 (1.1%) 14 (1.3%)

  2 0 (0%) 3 (0.3%) 3 (0.3%)
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 Feature With BD (n =
49)

Without BD
(n = 1,042)

Overall
(n = 1,091)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 9: Control over action

  0 49 (100%) 1037 (99.5%) 1086 (99.5%)

  1 0 (0%) 3 (0.3%) 3 (0.3%)

  2 0 (0%) 1 (0.1%) 1 (0.1%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 10: Deterrents to
attempt

  0 48 (98.0%) 1033 (99.1%) 1081 (99.1%)

  1 1 (2.0%) 3 (0.3%) 4 (0.4%)

  2 0 (0%) 5 (0.5%) 5 (0.5%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 11: Reasons for
attempt

  0 47 (95.9%) 1022 (98.1%) 1069 (98.0%)

  1 1 (2.0%) 6 (0.6%) 7 (0.6%)

  2 1 (2.0%) 13 (1.2%) 14 (1.3%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 12: Specificity of
planning

  0 48 (98.0%) 1038 (99.6%) 1086 (99.5%)

  1 1 (2.0%) 3 (0.3%) 4 (0.4%)
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 Feature With BD (n =
49)

Without BD
(n = 1,042)

Overall
(n = 1,091)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 13:
Availability/opportunity

  0 49 (100%) 1038 (99.6%) 1087 (99.6%)

  1 0 (0%) 2 (0.2%) 2 (0.2%)

  2 0 (0%) 1 (0.1%) 1 (0.1%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 14: Capability

  0 46 (93.9%) 1034 (99.2%) 1080 (99.0%)

  1 2 (4.1%) 6 (0.6%) 8 (0.7%)

  2 1 (2.0%) 1 (0.1%) 2 (0.2%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 15: Expectancy

  0 47 (95.9%) 1034 (99.2%) 1081 (99.1%)

  1 2 (4.1%) 6 (0.6%) 8 (0.7%)

  2 0 (0%) 1 (0.1%) 1 (0.1%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 16: Actual preparation

  0 49 (100%) 1040 (99.8%) 1089 (99.8%)

  1 0 (0%) 1 (0.1%) 1 (0.1%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)
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 Feature With BD (n =
49)

Without BD
(n = 1,042)

Overall
(n = 1,091)

Item 17: Suicidal note

  0 49 (100%) 1041 (99.9%) 1090 (99.9%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 18: Final acts

  0 49 (100%) 1040 (99.8%) 1089 (99.8%)

  1 0 (0%) 1 (0.1%) 1 (0.1%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 19: Deception

  0 48 (98.0%) 1028 (98.7%) 1076 (98.6%)

  1 1 (2.0%) 7 (0.7%) 8 (0.7%)

  2 0 (0%) 6 (0.6%) 6 (0.6%)

  Missing 0 (0%) 1 (0.1%) 1 (0.1%)

Item 20: Suicide attempt

  0 44 (89.8%) 1017 (97.6%) 1061 (97.3%)

  1 3 (6.1%) 20 (1.9%) 23 (2.1%)

  2 2 (4.1%) 2 (0.2%) 4 (0.4%)

  Missing 0 (0%) 3 (0.3%) 3 (0.3%)

Item 21: Wish to die at last
suicide attempt

  0 0 (0%) 14 (1.3%) 14 (1.3%)

  1 1 (2.0%) 6 (0.6%) 7 (0.6%)
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 Feature With BD (n =
49)

Without BD
(n = 1,042)

Overall
(n = 1,091)

  2 4 (8.2%) 9 (0.9%) 13 (1.2%)

  Missing 44 (89.8%) 1013 (97.2%) 1057 (96.9%)

Abbreviations: BD (Bipolar disorder).
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Table S4. Hyperparameter set chosen for the final model based on the highest area under the
receiver operating characteristic curve in cross-validation routine.

Hyperparameter Value on final model

mtry 9

trees 1429

min_n 10

tree_depth 14

learn_rate 0.0017

loss_reduction 0.6120

sample_size 0.9075

Table S5. Performance metrics from both XGBoost models applied on the testing set using a 0.5
threshold for positive classification. Main model ROC AUC: 0.786. Model without mood-related
features ROC AUC: 0.644.

Performance metrics Main
model

Model without
mood-related features

Sensitivity (recall) 0.375 0.312

Specificity 0.920 0.811

PPV 0.194 0.078

NPV 0.966 0.958

Balanced accuracy 0.647 0.562

Accuracy 0.893 0.786

F1-score 0.255 0.125

Abbreviations: PPV (Positive predictive value or precision). NPV (Negative predictive value).
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APÊNDICE F – Figuras do corpo do artigo

Figure 1 – Machine learning pipeline flowchart. The figure shows data splitting, preprocessing
routine, feature selection, cross-validation, model fitting, model assessment and fe-
ature importance steps using xgboost algorithm.
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Figure 2 – shapley values for each feature included in the final model. Each 𝑦-axis tick repre-
sents a feature, sorted by the highest absolute contribution across all observations,
regardless of the direction of the association. Each dot represents a participant in
the training set (𝑛 = 763). Observations with shapley values lower than zero beha-
ved as protective factors, otherwise they were risk factors. The fill color represents
the value of the variable for a given individual (red corresponds to higher values,
and blue corresponds to lower values). Categorical features are coded as 0/1. The
bold text next to each feature name represents the average absolute contribution
(irrespective of direction).
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Figure 3 – Feature importance plot based on the model with removal of mood-related features
(test roc auc: 0.644). Maternal mental health issues and self-reported stress pro-
blems were the two most important variables.
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Figure 4 – Linear associations of depression severity score (bdi total score) at baseline with
a) cognitive performance (moca score) and b) functional impairment (fast score)
five years later. The fitted regression lines show a negative correlation of depres-
sive symptoms severity with cognitive performance (𝑟 = −0.18, 𝑛 = 959), and a
positive correlation with functional impairment (𝑟 = 0.24, 𝑛 = 982). Subjects with
current mood episodes at follow-up were excluded for the analysis (𝑛 = 107), in
order to minimize the direct effect of mood symptoms on these measures, resul-
ting in a subsample of 984 individuals. Abbreviations: moca (Montreal Cognitive
Assessment). fast (Functioning Assessment Short Test).
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Figure 5 – Self-reported age at first depressive episode among subjects with and without sui-
cide risk (based on mini c module on suicide risk). The plot shows a trend that
subjects with suicide risk present earlier depression onset (𝑛 = 31). Eighty-five sub-
jects presented a depressive episode at baseline and 54 presented missing values at
depression age at onset variable, resulting in a final subsample of 31 individuals. The
Student’s 𝑡-test was used and suggests a significant difference between the groups
(mean in group No = 21.76, mean in group Yes = 18.50, Δ = 3.26, 95% ci [0.32, 6.21],
𝑡 (20.20) = 2.31, 𝑝 = 0.032; Cohen’s 𝑑 = 1.03, 95% ci [0.09, 1.94]). Abbreviations:
mini (Mini International Neuropsychiatric Interview).
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