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“No one can tell what goes on in between the person you were and the person you

become. No one can chart that blue and lonely section of hell. There are no maps of the

change. You just come out the other side. Or you don’t.” — STEPHEN KING



AGRADECIMENTOS

Ao prof. Pablo Guedes, que foi professor sem ter me dado uma aula sequer, que

aceitou um projeto sem me conhecer e que me deu uma chance quando eu mesmo não o

faria.

Ao prof. Vinícius Brei, por toda inspiração durante o curso, fazendo despertar a

paixão pela pesquisa acadêmica e por nunca aceitar menos que o máximo que os alunos

podem entregar. Suas aulas foram as mais exigentes e difíceis do curso, mas ao final de

cada assignment havia uma sensação de realmente ter feito algo de se orgulhar.

Aos meus amigos da UFRGS, em especial André, Felipe, Aline e Fernanda, as

amizades que me sustentaram ao longo de diversos anos, que dividiram inúmeros mo-

mentos de trabalho e de lazer e que levarei comigo o resto da minha vida.

Ao Luiz Kruel, líder, chefe, colega, amigo, companheiro de trincheira e meu maior

apoiador.

A todos professores e colaboradores da UFRGS, suas contribuições são inumerá-

veis e eternas.



RESUMO

Em um contexto global de transformação digital para todas facetas da vida, torna-se fun-

damental otimizar ao máximo todos os aspectos variáveis de uma organização, em parti-

cular o conhecimento adquirido e auxiliar ao processo de tomada de decisão. No momento

em que é possível mensurar e quantificar as características particulares de cada cliente e

cada produto e entender quais são os aspectos que possuem impacto positivo e negativo

no relacionamento e na manutenção do cliente com a empresa, enxerga-se a disseminação

da cultura analítica, em formas multivariadas, aparecer em toda gama de empresas. De

pequenos projetos desenvolvidos internamente a grandes departamentos dedicados exclu-

sivamente para a ciência de dados, ou até mesmo consultorias especializadas contratadas

para atender demandas pontuais, vemos a mudança de decisões baseadas em conheci-

mento empírico para conhecimento estatístico impulsionado por dados. Este trabalho

busca desenvolver um modelo de previsão de abandono de cliente (churn) em uma em-

presa facilitadora de meios de pagamentos, a empresa Adquirente. Através da criação de

bases de dados, essas extraídas da mineração de milhões de blocos de transações indi-

viduais observadas durante o período de um ano, e do perfil cadastral histórico de todos

os clientes, será feita a análise do perfil dos clientes, sua classificação, clusterização e

detalhamento categórico de suas variáveis. Visando conceber um modelo de retenção de

clientes, através do uso de diferentes algoritmos de Machine Learning, serão testadas e

investigadas as diferentes variáveis observadas e buscar-se-á a escolha de um algoritmo

como preditor de abandono de clientes, para a empresa poder traçar uma estratégia de

manutenção dos clientes. Após a aplicação, ambos algoritmos tiveram uma alta aderência

com o dataset, apresentando índices na faixa de 90% de acerto.

Palavras-chave: analytics, big data, churn, data science, machine learning, retenção de

clientes

Palavras-chave: Analytics. churn. machine learning. preditivo. big data. Python.

automação.



ABSTRACT

In a global context of digital transformation of all aspects of life, it becomes essential to

optimize all variable aspects of any given organization if it is to remain competitive, in

particular the acquired and auxiliary knowledge to the decision making process. Once it’s

possible to measure and quantify the individual characteristics of every client and prod-

uct, and to understand which aspects have positive and negative impacts on the clients’

continued business relationship with the Company, we see the proliferation of analytical

culture, in multivaried forms, arise across the board. From in-house low scale develop-

ment to large scale departments or even outsourced consultants, the shift from empirical

decision making gives way to data driven statistical knowledge. This paper aims to de-

velop a client churn prediction model for an acquiring company in the financial services

sector, Acquirer. Through the creation of databases and datasets, extracted from millions

of individual transactions over the course of an year, as well as historical registry data of

all their clients, this work will analyze the clients’ profile, classify them, organize them in

clusters and categorize their variables. Aiming to create a client retention model, utilizing

different Machine Learning algorythms, the study of the clients data will enable the cre-

ation of a churn probability predictor, from which the Company can develop their entire

client retention strategy. After running the script, both models showed a very high rate of

performance with the current dataset, with ratings hitting 90% correct predictions.

Keywords: analytics, big data, churn, data science, machine learning, client retention.
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1 INTRODUÇÃO

Considerando a necessidade de uma organização manter suas vantagens competi-

tivas e fontes estáveis de receitas, a manutenção da carteira de clientes é uma das priori-

dades de qualquer empresa no ramo de serviços e produtos. No caso de produtos de alta

padronização (também chamado de comoditizados), a aquisição de clientes geralmente

ocorre de duas maneiras: penetração em mercados já existentes ou através de aquisição

de clientes de empresas concorrentes via ofertas mais atraentes.

Sendo assim, torna-se de grande importância para as empresas o conhecimento

da sua carteira, a manutenção de um bom atendimento e fidelização de seus clientes, o

entendimento da receita esperada, tanto global (orçamentária) quanto por cliente ou tipo

de cliente, também conhecido como o CLV (REINARTZ; KUMAR, 2003), e acompanha-

mento da relação econômica do cliente com a empresa, buscando evitar ou dirimir a sua

mortalidade ou perda de clientes, conhecido na indústria como churn.

Empresas que atuam direta ou indiretamente no setor tecnológico estão cada vez

mais fazendo uso de data analytics e análise preditiva, e se tornando dependentes de au-

tomação e otimização de processos para poder lidar com o grande número de clientes e,

principalmente, com o universo expansivo que é a geração de volume de dados destes

mesmos clientes (CHEN; CHIANG, 2012). O valor destes dados é intangível, mas fa-

cilmente perceptível; mais e mais as organizações dependem de dados para a tomada de

decisão de nível gerencial ao nível estratégico (LAUDON; LAUDON, 2016), mudando

o paradigma do conhecimento empírico para o conhecimento analítico. Alinhada a esse

processo, a mudança da empresa com respeito à retenção de clientes também acarreta

numa mudança no modelo de negócios no que tange ao relacionamento com os clien-

tes, consequência direta da necessidade de manter satisfeito e bem atendido o seu cliente

como forma preventiva de retenção. Empresas da indústria de cartões, como a Cielo, já in-

corporaram índices de satisfação de clientes, como NPS, em seu modelo de remuneração

variável dos colaboradores, para ressaltar a importância e incentivar o bom atendimento

de clientes à todo quadro organizacional, por entender ser fundamental para sua estratégia

de retenção de clientes (CIELO, 2022).

Para o setor de adquirência, mais coloquialmente conhecido como setor de cartões

de crédito, mas que também envolve cartões de débito, vouchers, pagamentos eletrônicos,

carteiras digitais, tokenização de serviços, crédito de giro, empréstimos caucionados a

transações, para citar algumas outras ramificações, uma única transação já possui uma
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miríade de pontos de dados únicos. Um único NSU (número sequencial único, ou ten-

tativa de transação) irá registrar, por exemplo, o código do estabelecimento comercial,

o horário da tentativa, o modo de captura da transação, o valor, o modelo de terminal

utilização, a versão do software do terminal utilizado, o número do cartão do cliente, o

emissor do cartão do cliente, o arranjo (também conhecido como bandeira) do pagamento,

a modalidade de pagamento escolhida. Uma única transação registra mais de 40 variáveis

para cada tentativa, com milhões de transações sendo processadas diariamente somente

no Brasil. Sem ferramentas de Big Data, tais volumes não poderiam nem ser processados,

muito menos estudados e transformados em valiosos insights (MCAFEE; BRYNJOLFS-

SON, 2012) que tem potencial para agregar valor às suas empresas (MANYIKA et al,

2011).

Como o mercado de adquirência é altamente competitivo, com empresas creden-

ciadoras diariamente tomando ações para não só penetrar em segmentos não atendidos,

mas ativamente buscar capturar clientes de seus pares, a utilização de dados verídicos in-

viabilizaria o estudo por abrir vantagens competitivas de empresas reais. A base de dados

utilizada foi, então, modelada a partir de conceitos padronizados do segmento, que são

publicados trimestralmente pelas empresas de capital aberto que atual no setor, mas os cli-

entes e os valores foram gerados de modo aleatório, dentro de parâmetros pré-definidos. A

empresa Cielo, líder de participação de mercado no Brasil, não somente em volume, mas

em abrangência de atuação geográfica, foi a escolhida para ser o modelo para a criação

da base de dados, mas também foram incorporadas algumas características de perfil das

empresas Stone Co. e PagBank (anteriormente PagSeguro), que também possuem capital

aberto e realizam divulgação de resultados e abertura de dados seletos ao mercado.

O setor de Meios de Pagamento foi por muito tempo caracterizado por uma esta-

bilidade nas bases de clientes. Como praticamente todos os players do mercado estavam

intimamente relacionados ou faziam parte de Instituições Bancárias, o relacionamento co-

mercial com os seus respectivos clientes era uma extensão da relação comercial do cliente

com o banco. Somente a partir de 2016/2017, com o surgimento de novos players inde-

pendentes, organizados mais como fintechs que como bancos tradicionais, que o mercado

foi profundamente abalado. Os grandes players incumbentes (Cielo, ligada ao Banco do

Brasil e Bradesco, e Rede, ligada ao Itaú) começaram a rapidamente perder participação

de mercado para os novos entrantes, marcando uma rápida mudança do status quo para um

período de alta volatilidade, que só seria freado pelo esfriamento econômico que ocorreu

em decorrência da pandemia da COVID-19.
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Figura 1: Entrada de Novos Players Pressionando Incumbentes

Fonte: VALOR ECONÔMICO, 2019

Outro conceito importante no setor de Meios de Pagamento é o ARV, ou Anteci-

pação de Recebíveis de Vendas. Estas operações são extremamente comuns e importantes

no ciclo operacional no ecossistema de Meios de Pagamentos, sendo uma fonte de recei-

tas financeiras para as empresas adquirentes e uma fonte barata de capital de giro para os

credenciados, mais barata que outras fontes de crédito geralmente disponíveis. Como as

operações de empréstimo estão atreladas a recebíveis de operações já concluídas, o risco

de inadimplência cai consideravelmente, sendo substituído pelo risco de Chargeback, ou

distrato das transações por vontade do cliente, geralmente por suspeita de fraude ou de-

sacordo comercial. O tratamento do risco de Chargeback é feito pela própria adquirente

em parceria com o Instituidor do Arranjo (bandeira). Algumas ofertas comerciais pres-

supõem a obrigatoriedade da contratação de ARV, que ocorre de forma automática, já

creditando na conta de domicílio de pagamento escolhida pelo cliente em um ou dois dias

úteis após a transação. Este é um grande diferencial competitivo, pois com a certeza da

contratação da operação, a empresa Adquirente pode mexer com as margens e baixar ta-

xas operacionais dos clientes, tornando ela como opção mais barata e mais atrativa frente

à concorrência.

Como iremos ver, o churn é um fenômeno inevitável, pois não ocorre somente

por vontade da empresa, havendo situações impossíveis de serem evitadas. Contudo,

através de data analytics, pode ser profundamente estudado e, por aplicação correta de

modelos preditivos estatísticos, mitigado, gerando um impacto econômico positivo para a
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empresa. Com uma situação saudável de churn no modelo econômico, além das receitas

não perdidas com os clientes atuais, a empresa pode se dedicar mais à prospecção de

novos clientes para adição à carteira e o desenvolvimento de novos produtos e soluções

para continuar servindo aos seus clientes.

Este estudo busca mergulhar na base de clientes da empresa Adquirente, criando

classificações para primeiro poder compreender os perfis de clientes existentes em sua

carteira atual, se estão condizentes com a avaliação atual da companhia, através de diver-

sas variáveis cadastrais e operacionais dos seus mais de 300 mil clientes observados ao

longo de um ano. Por se tratar de informações de alto valor estratégico, foi criada uma

base de dados fictícia, mas cujos parâmetros estão todos em linha com o mercado, com

distribuições de valores dentro de intervalos coerentes. Então, utilizando-se de técnicas e

algoritmos de análise preditiva rodando em bibliotecas da linguagem Python, busca testar

as variáveis em diferentes modelos escolhidos para verificar a criação de um índice predi-

tivo de churn por cliente, que poderá ser então utilizado para viabilizar uma estratégia de

retenção de clientes e de gestão do churn da empresa. Serão utilizadas duas técnicas dis-

tintas para também verificar qual modelo possui maior aderência aos preceitos elencados

e que melhor poderá ser utilizado com os dados disponíveis.
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2 OBJETIVOS

2.1 Objetivo Geral

O objetivo geral do trabalho baseia-se na proposta de pesquisa, sendo essa: de-

senvolver um modelo de tratamento preditivo de abandono de clientes (churn) para uma

empresa facilitadora de meios eletrônicos de pagamento (adquirente/credenciadora)

2.2 Objetivos Específicos

Para a compreensão completa do objetivo geral, são formados objetivos específi-

cos ao estudo. Sendo assim, os primeiros objetivos específicos os seguintes:

• Organizar os dados operacionais da empresa em um dataset compatível com os

modelos preditivos;

• Identificar e mensurar os clientes que abandonaram a empresa, mês a mês;

• Aplicar diferentes algoritmos estatísticos (Random Forest e XGBoost);

• Apurar qual modelo estatístico possui melhor índice de acerto (utilizando Métricas

de Matriz de Confusão) para o dataset;

• Justificar a escolha por um modelo analítico específico para aplicação;
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3 REVISÃO DA LITERATURA

Por meio da revisão teórica, busca-se contextualizar os temas abordados neste tra-

balho e fornecer subsídios para o entendimento dos dados de pesquisa discutidos. Para

a melhor compreensão do estudo, neste capítulo há um breve panorama conceitual da

literatura disponível sobre Churn, buscando definir e exemplificar a terminologia e suas

subdivisões, quando possível focando tanto em exemplos abrangentes, como em específi-

cos do ramo da adquirência. Também visa-se explorar os conceitos de Big Data, Machine

Learning, análise preditiva e algoritmos utilizados na Academia e no mercado, todos fun-

damentais para o processo operacional de Gestão de Churn.

3.1 Churn

Em um cenário econômico altamente competitivo, como é o setor de adquirência,

especialmente após o período não ironicamente denominado "Guerra das Maquininhas",

torna-se imperativo o trabalho de gestão e manutenção da base ativa de clientes de qual-

quer participante do mercado. Uma falta de gestão torna a carteira de clientes altamente

vulnerável a ataques por competidores, busca por parte dos clientes a alternativas mais

compatíveis ao seu porte (ou ao menos mais baratas), perda de clientes por quebra de equi-

pamentos e falta de atendimento operacional e logístico apropriado. Tal volatilidade gera

pressão nas margens financeiras e impacta o resultado operacional da empresa, fazendo

tornando necessário o esforço de captura de novos clientes para repor àqueles perdidos.

Com os altos custos de aquisição de clientes, via marketing, prospecção, parcerias

com agentes vendedores externos, publicidade e promoções, o custo de manutenção de

clientes existentes na base ativa de uma empresa é demonstradamente menor que o custo

de aquisição de um novo cliente do mesmo porte (KEAVENEY, 1995). Para viabilizar tal

ação em larga escala, para uma empresa de grande porte, são necessários sistemas de in-

formações gerenciais (OLIVEIRA, 2012) e uma estratégia corporativa para manter ativo

o relacionamento com clientes existentes, estudando a sua mortalidade natural e também

os motivos que podem levar o cliente a abandonar a empresa em favor de empresas com-

petidoras ou produtos alternativos. Este fenômeno é conhecido na indústria pelo termo

churn.

Churn é o ato de um cliente encerrar seu vínculo com uma empresa com a qual

possui algum relacionamento econômico, tanto em favor de uma concorrente quanto em
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favor de um outro produto ou tecnologia. Também chamada de taxa de abandono, taxa

de atrito ou taxa de mortalidade, a taxa de churn é o percentual da base de clientes de

uma empresa que abandona os seus produtos/serviços ao longo de um período observado

(LEJEUNE, 2011).

O churn é comumente dividido em duas grandes categorias: o churn voluntário

e o churn involuntário. Apesar do nome "abandono de clientes", na literatura identifi-

camos duas forças distintas para cada tipo de churn. No caso do churn involuntário, o

rompimento da relação parte da empresa para o cliente (HADDEN et al., 2007), quando

o cliente viola algum acordo comercial ou deixa de efetuar o pagamento pelos serviços.

No ramo dos meios de pagamento, os casos mais comuns de churn involuntário são os de

fraudes de pagamento, quando o cliente é conivente ou participa ativamente em práticas

ilegais, como clonagem de cartões, falta de uso dos equipamentos, especialmente para

clientes de menor porte e pessoas físicas, e ainda por falta de pagamento, seja de men-

salidades, alugueis de equipamentos ou juros sobre o montante de crédito tomado, sendo

este último menos comum por ainda ser uma prática recente ao mercado.

Já para o churn voluntário, a força motora advém dos clientes, que optam, por

vontade própria, em cessar o seu relacionamento econômico com a empresa e não uti-

lizar mais os seus serviços (HADDEN et al.,2007). Ele ainda é subdividido em churn

deliberado e acidental. Quando o churn é chamado de deliberado, entende-se que o cli-

ente tomou uma decisão em abandonar o fornecedor do serviço ou produto por questões

econômicas quando vê vantagem em deixar de usufruir ou maior vantagem em outro for-

necedor ou por questões de relacionamento com a empresa, como insatisfação com os

serviços prestados e má percepção com o atendimento pós-venda. Já para o churn aci-

dental, variáveis ambientais fora do controle imediato dos dois agentes são dadas como

as forças motores, como a mudança de endereço do cliente para uma localidade não aten-

dida pela empresa, precarização das condições econômicas do cliente (como perda de

emprego) que o forçam a encerrar o produto.

Embora seja inevitável, em qualquer ramo, o eventual abandono de clientes, a

principal consequência do churn, para a empresa, é a perda de receitas. Portanto, é um

grande interesse para a organização ter uma estratégia para retenção ou reposição de cli-

entes. As ações e estratégias empregadas por uma organização para o tratamento de churn

são chamadas de Gestão de Churn (LU et al., 2014).

Em uma abordagem dirigida, os clientes que serão impactados são conhecidos

pela companhia. Eles são previamente selecionados e especificamente impactados com
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a ação da empresa, seja por qualquer canal de relacionamento escolhido, que geralmente

é definido em escopo pelo porte do cliente. Clientes de maior porte tendem a receber

um tratamento mais direto com um vendedor ou agente de relacionamento especializado,

capaz de oferecer mais benefícios e uma maior margem de negociação de condições co-

merciais. (MALHOTRA; BAZERMAN, 2008). Para poder dirigir as ações em um nível

de larga escala, quando estamos tratando de milhares de clientes potenciais para impacto,

no entanto, é necessário ter um trabalho prévio de CRM (ULLAH et al., 2019) ou haver

indícios que o cliente possui um perfil compatível com o perfil de cliente com risco de

abandono identificado pela organização. Geralmente, envolve alguma oferta ou condi-

ção comercial diferenciada como incentivo para não se concretizar o abandono (BUREZ;

POEL, 2008), perene ou por tempo limitado, com o upsell de uma oferta mais robusta.

Entretanto, caso o cliente não seja avaliado de forma correta, a empresa corre o risco de

baixar mensalidade ou taxas de um cliente que está atualmente satisfeito com o serviço,

gerando uma perda de receitas desnecessárias que podem gerar pressão para aumento de

receitas ou redução de custos em outras áreas da companhia.

Já as estratégias não dirigidas são feitas para um público mais amplo, de forma

massificada, como e-mail marketing, SMS ou publicidade em veículos de mídia. Como

riscos (TSAI; LU, 2009). Tais ações comumente são acompanhadas de uma campanha

de mídia visando atrair o cliente com benefícios especiais ou novas condições comerci-

ais mais vantajosas. Como são normalmente direcionadas a clientes de menor porte e

em grande número, o que inviabiliza financeiramente um contato mais direto com um

agente de vendas, podem fazer uso de vantagens financeiras, pois, havendo menor poder

de barganha e normalmente fazendo uso de produtos padronizados balcão, estes clien-

tes possuem maiores spreads e um espaço para comprimir margens enquanto ainda se

mantém lucrativos (FAULKNER; MORGAN, 2016). Como risco, também há a possibili-

dade (inevitabilidade, diga-se de passagem) que serão impactados indevidamente clientes

que não estavam com risco de churn, mas que podem sentir-se incomodados com o con-

tato impessoal ou ainda que podem notar que suas condições atuais não são tão atraentes

quanto à concorrência, gerando o efeito contrário ao desejado pela ação.

Tendo em vista que o custo de aquisição de novos clientes (CAC) é, em grande

parte dos casos observados, maior que o custo de manutenção de clientes já existentes

(VERBEKE et al., 2012; HADDEN et al.,2008), torna-se economicamente favorável para

a organização ter um tratamento para amenizar a sua taxa de churn. A aquisição de novos

clientes pode envolver custos operacionais, marketing e propaganda, validações de fichas



17

cadastrais, custos que podem exceder em ordens de magnitude o custo que a mesma

organização teria em manter um cliente que já está em sua base atual (KEAVENEY, 1995).

Uma forma de fazer esse tratamento interno é tentar prever quais clientes possuem uma

maior propensão ao abandono e já realizar um trabalho de retenção antes que o churn seja

concretizado (NESLIN et al., 2006).

Na literatura, há dois tipos de abordagens de clientes em gestão de churn: abor-

dagens reativas e abordagens proativas (BUREZ; POEL, 2008). Uma abordagem reativa

é considerada a prática mais comum: a organização aguarda o cliente cancelar o serviço

para oferecer uma contraoferta para evitar o abandono. Esta é uma prática comum em em-

presas de telecomunicações e de TV por assinatura (COUSSMENT; DEN; POEL, 2009).

O benefício desta forma é ausência de um processo dedicado para a retenção de clien-

tes: a empresa é notificada do abandono pelo cliente e somente então toma alguma ação

para o reter. Não há esforço ou custo interno, fora algum esforço de contato e um incen-

tivo oferecido ao cliente para que permaneça em relação comercial. Em contrapartida,

há um risco mais elevado de o cliente já ter contratado outro serviço substituto ou estar

indisposto a aceitar a contraoferta, impossibilitando o processo de retenção.

A outra abordagem, proativa, também possui riscos e benefícios particulares.

Como benefícios, ela já tende a selecionar clientes rentáveis para a empresa que possuem

indícios de abandono, através de modelos preditivos de churn. Clientes pouco rentáveis

ou com risco de não poder honrar seus pagamentos tendem a não ser alvo dessa ação.

Contudo, para haver este tipo de ação é necessário que o modelo preditivo tenha acurácia

e precisão: falsos positivos acarretam em desembolsos desnecessários para clientes que

não iriam abandonar a empresa (BUREZ; POEL, 2008), como negociação de taxas mais

baixas para clientes sem nenhuma tendência de migração para a concorrência. Ainda, há,

no geral, um esforço da organização para desenvolver e operacionalizar este processo de

avaliação e contato com os clientes, que também possui custos por si só.

3.2 Big Data e Algoritmos Preditivos

Quase todas ações humanas geram algum tipo de informação, algum tipo de dado

que pode ser observado. Com a digitalização da sociedade, estes dados são passíveis de

captura e registro, muitas vezes sem a ciência do próprio indivíduo autor da informação.

Atualmente, a maior parte desses dados é gravada em algum modo e pode ser acessada

eletronicamente. Fazer ligações telefônicas, pagar contas, utilizar um passe para andar



18

de ônibus e usar cartão de crédito criam pontos de dados que podem registrados, armaze-

nados, categorizados, e, principalmente, analisados para entender os padrões de uso dos

seus agentes. Para começar a tirar qualquer sentido do conjunto de gigantescas massas

de dados gerados a cada instante, precisamos fazer uso do Big Data (MANYIKA et all,

2011).

Big Data é um conceito que possui uma definição abrangente, mas normalmente

há o consenso de se tratar de gigantescos volumes de dados que estão além da capaci-

dade humana de serem compreendidos por meio de ferramentas tradicionais, ou seja, sem

ferramentas eletrônicas específicas para leitura, armazenamento e análise de dados.

O aumento no interesse em Big Data é facilmente evidenciado em companhias

que trabalham em ambientes complexos e com serviços eletrônicos (WANG et al, 2016),

mas suas aplicações vão muito além dos setores de serviço. Apesar do já popularizado

uso em setores como finanças e telecomunicações, mais comumente associados com Big

Data, o uso também serve a fins diversos como saúde, ao analisar dados de milhões de

pacientes para estudar doenças, sociologia, estudando fenômenos sociais, muitas vezes

ligados a mídias sociais, e mobilidade urbana, como o desenvolvimento de aplicações

que permitem compartilhamento de veículos (WU et all, 2014).

Academicamente, há caracterização de Big Data nos chamados 5 Vs: volume,

variedade, velocidade, variabilidade e veracidade. Originalmente cunhado por LANEY

(2001) como os 3 Vs, à medida que o campo de ciência de dados foi expandindo de

popularidade e usuários, mais dois Vs foram adicionados, demonstrando a expansão no

entendimento do conceito.

3.2.1 Os Cinco Vs de Big Data

Volume: Talvez a característica mais notável e reconhecida, a gigantesca quanti-

dade de dados criados a cada instante é o principal ponto focal de Big Data. Trabalhar com

Big Data envolve utilizar ferramentas específicas para ler e categorizar dados que não são

possíveis de serem sequer mensurados de outra forma. A capacidade de armazenar e uti-

lizar os grandes volumes de dados está entre os principais desafios das organizações que

buscam trabalhar com Big Data, pois envolve grandes investimentos em processamento

de dados e em profissionais capacitados para fazer uso das informações (MANYIKA et

all, 2011).

Variedade: Representa a diversidade dos tipos de informações a serem estudadas.
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Por isso entendemos a quantidade de diferentes variáveis que estão sendo observadas ao

mesmo tempo, em paralelo, como também ao tipo e formato de informação em foco.

Informações estruturadas e não-estruturadas são geradas simultaneamente e passíveis de

estudo, mas necessitam de diferentes técnicas para mensuração (LANEY, 2001). Variá-

veis booleanas, numéricas, textuais, visuais, audíveis, sensoriais, discretas e contínuas,

todas são passíveis de intersecção, mas dependem do correto tratamento para haver al-

gum sentido nos dados.

Velocidade: Dados são gerados a cada fração de segundo, muitas vezes em tempo

real, como pode ser evidenciado pela proliferação no uso de plataformas de streaming,

como Twitch e Youtube (FORD et al, 2016) ou aplicativos de mobilidade urbana, como

Google Maps ou até mesmo Uber. Velocidade também se refere à leitura destes dados,

que precisa ser feita de maneira o mais próximo possível de instantânea, pois necessita

acompanhar o ritmo de evolução da criação dos dados, possibilitando consultas que irão

pesquisar os volumes imensos de dados (ZIKOPOULOS et al, 2012). Ainda, a velocidade

se refere ao prazo de obsolescência dos dados: à medida que novos dados mais atuais já

estão sendo gerados, a validade e utilidade dos dados históricos vai perdendo relevância.

Variabilidade: Algumas vezes confundida ou agrupada com a variedade, a vari-

abilidade está ligada à ideia de diversidade interna das próprias variáveis, o quanto uma

variável tem de diferença de outros pontos de entrada da mesma variável. Esta diversidade

indica que não somente a quantidade de informações diferentes tem valor, mas também

que a mudança das próprias características internar e divergentes da observação gera por

sua vez novas análises de informação (LANEY, 2001).

Veracidade: Trabalhar com uma quantidade gigantesca de dados complexos com

diferentes características e que são gerados a cada segundo requer um extremo cuidado

quanto à autenticidade das informações que estão sendo observadas e das conclusões que

estão sendo tiradas em cima destas. A certeza, tanto na confiabilidade dos dados observa-

dos, quanto a acurácia das análises geradas das consultas geradas com eles, especialmente

no que envolve diferentes fontes e formatos de dados, é o quesito de muita preocupação

na utilização de Big Data (ZIKOPOULOS; EATON, 2011).

3.2.2 Análise Descritiva

O primeiro passo de qualquer análise baseada em dados, ou ainda, o primeiro mo-

mento em que qualquer organização que trabalha com dados se encontra, é denominado
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de Análise Descritiva. Nesse estágio, o foco está em mensurar, apurar e resumir os gran-

des volumes de informação a uma maneira em que possam ser compreendidos. Antes de

qualquer grande empreitada de uso de dados em Machine Learning, um importante passo

é ter a noção de quais dados estão disponíveis para serem utilizados e como eles descre-

vem um fenômeno já existente. A Análise Descritiva serve como alicerce para análises

mais profundas, como a Análise Preditiva, além de propiciar entendimento sobre o uni-

verso dos dados que estão disponíveis. Somente após ter o entendimento (e comprovação)

da existência do fenômeno a ser estudado, e a sua mensuração, é possível atuar de forma

reativa para tomar alguma ação desejada, ou registrar os eventos para alguma ação futura.

Como o estudo será efetuado de forma multivariada, ou seja, diversas variáveis

serão exploradas e testadas para verificar sua relação e como explicam o fenômeno de

Churn, é importante compreender os tipos de dados e variáveis existentes.

3.2.2.1 Tipos de Dados

TESSAROLO e MAGALHÃES (2015) classificam os dados em três tipos princi-

pais: Dados Estruturados, Não Estruturados e Semi-Estruturados.

Dados estruturados são dados de bancos relacionais, geralmente estruturados em

matrizes (por isso assim denominados) em linhas e colunas, facilitando a sua utilização

em bancos relacionais. Praticamente todas organizações trabalham, de alguma forma,

com dados estruturados em planilhas (comumente Excel ou variantes open source) em

diferentes estágios de sofisticação de análise, mas com uma lógica geral similar de dis-

posição em linhas e colunas. Outros exemplos seriam sistemas de ERP, bancos de dados

corporativos, como Bancos Oracle e Microsoft ODBC, ou planilhas de inserção manual

de dados para fins diversos.

Dados não estruturados são documentos, imagens, áudios, vídeos, streaming, trans-

crições ou qualquer outro tipo de dados não codificados em registros com uma estrutura

padrão. Geralmente são dados que demandam um processamento mais refinado e labo-

roso para o seu uso e de difícil relação com outras fontes de dados. A menos que a orga-

nização em questão tenha um processo específico para tratamento destes dados, tendem a

serem utilizados de forma mais individual ou com tratamento manual por seus usuários.

Dados semi-estruturados são uma intersecção dos dois tipos acima; possuem ape-

nas uma parte da sua informação codificada de forma estruturada, existindo em um meio

termo relacional. Geralmente possuem uma estrutura (ou framework) estruturado, mas

o conteúdo dentro desta estrutura está não estruturado. Como exemplos mais comuns,
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podemos ver arquivos em formato XML ou RDF.

3.2.2.2 Tipos de Variáveis

Uma variável pode ser entendida como um conjunto de resultados possíveis para

um fenômeno específico, podendo tomar a forma de valores, características ou atributos

que representam um ponto específico deste fenômeno. Como este trabalho propõe analisar

uma grande quantidade de variáveis (a sua base consolidada possui 66 campos variáveis

únicos para cada cliente), e a relação e forma de utilização dos dados possui uma de-

pendência intrínseca com a sua própria natureza, faz-se necessária uma breve explicação

sobre os tipos de variáveis categorizadas pela literatura estatística.

Variáveis qualitativas se referem à uma característica não numérica que busca ser

analisada em seu contexto ou como se relaciona com outras características. Elas não po-

dem ser mensuradas em termos de quantidades, mas podem possuir uma ordem natural e

compreensível ou podem tratar de características discretas que às distinguem de outras de

sua classe. Como exemplos podemos ver a cidade sede de cada empresa, o seu segmento

de atuação, se o cliente já acusou churn ou não na base de dados observada.

Variáveis quantitativas são as variáveis numéricas, elas podem ser medidas, pe-

sadas, mensuradas e comparadas em ordens de grandeza. Para a base estudada, temos

como principais exemplos o valor de TPV a cada mês, assim como o TPV total e o TPV

médio mensal, identicamente para o ARV, nas mesmas aberturas. O churn é uma variável

qualitativa, mas é apontado derivadamente de uma variável quantitativa. Para cada mês,

foi apurado o valor transacionado de cada cliente. Para cada mês, foi verificado se o valor

é positivo ou nulo, tornando-se uma variável qualitativa de S/N para aquele mês. Quando

constatado que o cliente ficou três meses consecutivos com o indicador N, ele se torna um

churn.

3.2.3 Machine Learning

Machine Learning é o campo da ciência de dados dentro da Inteligência Artificial

(IA) que almeja deixar os computadores executarem tarefas de forma autônoma a me-

dida que vão aprendendo comportamentos através de padrões identificados em os seus

dados processados. Em seu cerne, procura o aperfeiçoamento de algoritmos ou automa-

ções diretamente pelas máquinas, com o mínimo de interação humana. O seu nome vem
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do paralelo comumente associado ao aprendizado humano, por associação, contexto e

estudo.

Machine Learning pode ser também visto como uma evolução do Data Analytics

possibilitado pela expansão e disponibilidade de Big Data, permitindo que colossais vo-

lumes de dados sejam diretamente alimentados em modelos especificamente preparados

para evoluir a aprender de forma autônoma. Além das mais conhecidas aplicações nos

setores Financeiro e Logístico, Machine Learning tem sido amplamente utilizado no se-

tor Médico, utilizando dados de milhares ou milhões de pacientes para tentar encontrar

padrões em diagnósticos, tratamentos e prevenção de doenças.

Atualmente, a aplicação que mais deve ser conhecida e certamente entrou no Zeit-

geist é o ChatGPT, ferramenta desenvolvida pela OpenAI, baseada em redes neurais, que

aprende a executar tarefas conforme interage com novos usuários (QUINTANS-JÚNIOR

et all, 2023). Esta tecnologia, um largo passo na evolução dos chatbots, atingiu mais

de 100 milhões de usuários com apenas dois meses de lançamento (REUTERS, 2023).

Contudo, suas limitações começam a ficar mais evidentes ao passo que vai aprendendo

comportamentos incorretos com usuários, replicando-os a usuários futuros. A Universi-

dade de Purdue conduziu um estudo utilizando perguntas do popular site Stack Overflow,

e verificou que o ChatGPT errou 52% das perguntas relacionadas à programação (RE-

GISTER, 2023).

3.2.4 Análise Preditiva

A análise preditiva consiste no estudo estatístico de características observáveis,

notadamente históricas, para encontrar correlações de comportamento e tentar gerar in-

formações sobre tendências de eventos futuros (KUHN; JOHNSON, 2013). O seu uso

está bastante associado ao processo de tomada de decisão, para o qual serve em papel de

suporte à gestão, analisado em conjunto com outras ferramentas de análise de dados.

O processo preditivo começa o delineamento do problema de pesquisa, a defini-

ção de qual é o fenômeno que se procura explicar ou quais resultados ou quesitos são

desejados alcançar. Cada decisão baseada em dados é única, com suas próprias caracte-

rísticas e restrições (PROVOST; FAWCETT, 2013), também necessitando de diferentes

modos de tratamento de pesquisa. Cada tipo de problema irá demandar um tipo de ação

e um método de pesquisa particular, cabendo ao pesquisador procurar o método correto

para o seu problema de pesquisa. No caso de procurar similaridades de características
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entre um grupo de pessoas ou clientes, uma pesquisa de clusterização pode ajudar a iden-

tificar padrões e comportamentos similares em grupos (clusters) analíticos. Caso queira,

no entanto, tentar estimar ações ou valores, como é o problema de pesquisa propostos

por este trabalho ("qual é a probabilidade que este cliente irá desligar seu relacionamento

econômico com a minha empresa?"), um método de clusterização não irá trazer insights

sobre a chance de abandono, mas uma pesquisa de regressão pode conseguir identificar

uma propensão ao churn, caso encontre variáveis colineares.

Para entender esses dados, primeiro é preciso entender qual é o problema de ne-

gócio que se busca estudar, pois simplesmente jogar dados em um modelo analítico não

irá trazer previsões, apenas correlações (PROVOST; FAWCETT, 2013). Após ter um pro-

blema de pesquisa definido, é passado para o estágio de compreensão das informações

que estão sendo escolhidas e suas intersecções. Diferentes bases de dados relacionais po-

dem ter formatos e fontes de informações diferentes, mas também podem possuir pontos

de convergência nos quais os dados podem ser conectados e conhecimento gerado a partir

de sua exploração.

Com o avanço dos campos de Analytics e Machine Learning, que por sua vez

possibilitaram a proliferação de campos como Business Analytics fora da Academia e de

grandes corporações, a análise preditiva surge como uma ferramenta de apoio à tomada de

decisão baseada em dados que busca gerar uma maior precisão e vantagens competitivas

a seus usuários (PROVOST; FAWCETT, 2013).

3.2.4.1 Aprendizagem Supervisionada

A aprendizagem supervisionada se preocupa em estudar um fenômeno para se

procurar uma resposta a um problema conhecido. O pesquisador já está ciente do seu

questionamento e procura um resultado ainda desconhecido, mas o alvo já é conhecido.

"Qual é a probabilidade de um cliente virar churn?". "Quais produtos adquiridos por um

cliente o tornam mais provável de adquirir um outro produto no portfólio da empresa?".

Utiliza-se de algoritmos que irão treinar com dados existentes para buscar padrões e re-

lações que expliquem o fenômeno esperado. Uma condição importante é que precisa já

haver dados passíveis de explicar tal fenômeno procurado. Aquisição e mineração de

dados classificados/estruturados, ou a ação de classificação e estruturação dos mesmos,

muitas vezes é um grande investimento (no múltiplo sentido da palavra) para os cientistas

de dados (PROVOST; FAWCETT, 2013). Os dois grandes grupos de aprendizagem su-

pervisionada são a Classificação, que busca um objetivo categórico (geralmente binário),
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enquanto a Regressão busca um objetivo numérico, mensurável.

3.2.4.2 Aprendizagem não Supervisionada

A maior diferença da aprendizagem não supervisionada para a aprendizagem su-

pervisionada é que, neste caso, o objetivo de pesquisa é conhecido, mas o objeto ainda não

está completamente conhecido ou categorizado. Clustering, a identificação de grupos de

características em comum dentro da base de dados, pode mostrar aglomerados de clientes

que possuem similaridades de comportamento ou de natureza, mas essas similaridades

não necessariamente irão trazer alguma informação que possa ser utilizada pelo pesqui-

sador. A análise não supervisionada pode servir como um primeiro passo na exploração

de novas bases de dados ou em busca de insights em bases conhecidas, que por sua vez

podem gerar um problema de pesquisa definido que poderá ser pesquisado por análise

supervisionada, utilizando-se de metodologias diferentes. Uma outra aplicação que vem

ganhando importância é o aprendizado por contexto, quando pesquisadores utilizam mo-

delos que vão aprender sobre linguagem e imagens em bases de treino como documentos

ou vídeos (HOFFMAN, 2001).

3.2.4.3 Mineração de Dados

Uma distinção muito importante no processo de exploração de dados é a diferenci-

ação de mineração de dados para o uso dos dados minerados. Como já dito anteriormente,

o dado por si só não traz nenhuma informação, ele precisa ser corretamente laborado para

agregar algum valor. É comum que pesquisadores e organizações confundam os dois,

especialmente em estágios mais iniciais de data science, mas (PROVOST; FAWCETT,

2013) salientam a necessidade de ter os dois processos distintos.

There is another important distinction pertaining to mining data: the difference
between (1) mining the data to find patterns and build models, and (2) using
the results of data mining. Students often confuse these two processes when
studying data science, and managers sometimes confuse them when discussing
business analytics. The use of data mining results should influence and inform
the data mining process itself, but the two should be kept distinct. (PROVOST;
FAWCETT, 2013, p.25)

3.2.5 Análise Prescritiva

A análise prescritiva é o passo complementar da predição: após o reconhecimento
de padrões e o entendimento das probabilidades de ocorrência de um fenômeno, são fei-
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tas simulações e recomendações de ações a serem tomadas para os cenários de maior
probabilidade, risco ou mais desejados. Ela está adiante da análise preditiva em termos
de sofisticação e apenas empresas que possuem departamentos avançados de Analytics
conseguem trabalhar neste nível. Por sua complexidade, também está além do escopo
deste trabalho.

While descriptive analytics answers ‘what happened?’ and predictive analytics
addresses ‘what will happen?’, prescriptive analytics tackles ‘how to make it
happen?’ (FRAZZETTO et al., 2019)

Um exemplo deste tipo de análise é o sistema de logística da Amazon: observando

os padrões de compra e demanda e suprimento das cadeias logísticas, tenta-se prever pos-

síveis gargalos, remapear rotas de entrega para ganhos de eficiência, estabelecer bases

avançadas em lugares estratégicos, sempre visando otimizar toda a cadeia. Outro exem-

plo que pode ser averiguado na literatura, é a abordagem proposta por SUSNJAK (2023),

do Prescriptive Learning Analytics Framework (PLAF), um modelo de duas etapas. A

primeira, preditiva, trabalha com dados já refinados e tratados, fazendo a análise explo-

ratória dos dados. Uma segunda etapa, a então prescritiva, lidaria com cenários what if?

(e se?), criando cenários, utilizando os dados verídicos, para simular melhorias possíveis

nos resultados já observados in natura.

3.2.6 Algoritmos

Machine Learning utiliza-se de algoritmos para fazer o treino e a validação da

aprendizagem desejada para um estudo específico. Algoritmos nada mais são que ins-

truções programadas com um propósito e parâmetros específicos, visando aprender ou

explicar algum problema. Com a alteração de alguns hiperparâmetros, podem ser adap-

tados para mudar como processam cada iteração, o que pode vir a melhorar ou degradar

o resultado de sua aprendizagem. A calibragem dos hiperparâmetros faz parte das tarefas

executadas pelo cientista de dados. Um dos maiores problemas com o uso de algoritmos

está na qualidade dos dados utilizados (SOKKHEY, P., OKAZAKI, T, 2020), que requer

um trabalho de curadoria e tratamento dos dados antes de sua aplicação própria.

Atualmente, a grande parte dos algoritmos usados na pesquisa acadêmica podem

ser utilizados como bibliotecas open source para as linguagens de programação mais po-

pulares, como Python e R. Para este estudo, utilizaremos dois algoritmos executados em

Python, fazendo uso do aplicativo também open souce Jupyter Lab, que permite a criação

de notebooks que facilitam a organização e execução de scripts.
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3.2.6.1 Random Forest

Random Forest (Floresta Aleatória, por se tratar de diversas árvores) é um refi-

namento de árvores de decisão que utiliza amostras dos dados de treino para selecionar

derivações de variáveis aleatórias no processo de indução das árvores de regressão (BREI-

MAN, 2001). O resultado final do modelo é uma média ponderada dos resultados de cada

árvore de regressão, cada uma votando para a sua classe final. Em outras palavras, o

modelo não utiliza todas as variáveis a cada iteração, mas sim uma seleção aleatória, per-

mitindo uma maior dimensionalidade e fazendo com que o modelo consiga melhor se

adaptar a dados omissos da base, uma ocorrência comum em bases cadastrais empresari-

ais.

Essas duas características, a aleatoriedade dos dados utilizados e a ponderação dos

resultados, contribuem para a estabilidade do modelo, ajudando a evitar problemas com

overfitting (quando o modelo consegue prever com alta precisão os dados de treino, mas

não consegue prever em novos dados).

Figura 2: Estrutura do Random Forest

Fonte: javatpoint.com

O seu uso já disseminado no setor bancário, com diversos casos de uso disponí-

veis, além da facilidade do uso de sua biblioteca, o tornam um modelo atraente para a

pesquisa proposta, sendo este escolhido como concorrente do XGBoost.
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3.2.6.2 XGBoost

Extreme Gradient Boost é um algoritmo que faz uso de árvores de decisão usando

também o algoritmo Gradient Descent, que por sua vez vai alcançando níveis ótimos em

equações diferenciais (CHEN; GUESTRIN, 2016). A cada árvore de regressão, é mantido

um score contínuo para cada folha, sendo este utilizado ao final para ponderar o resultado

do modelo, assim evitando problemas de overfitting. Essa ponderação dos resultados,

combinada com as características intrínsecas do desenvolvimento do algoritmo e a sua

biblioteca open source, fizeram o XGBoost ser rapidamente disseminado e adotado como

um modelo popular para predição de dados, ganhando várias competições do Kaggle

(NIELSEN, 2016).

Figura 3: Estrutura do XGBoost

Fonte: xgboost.readthedocs.io

3.2.7 Avaliando os Modelos Preditivos

Como qualquer trabalho estatístico, os algoritmos de Machine Learning possuem

métricas de avaliação da aderência do algoritmo aos dados em que está sendo aplicado. A

avaliação das métricas de resultado é tão importante quanto a escolha dos modelos a serem

executados. A principal destas é a Matriz de Confusão, que avalia os acertos do modelo

em comparação aos erros tipo 1 e 2 (falsos positivos e falsos negativos, respectivamente)

e as suas métricas derivadas. Estes serão os parâmetros de avaliação para a determinação

do modelo escolhido a ser proposto por este trabalho.
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3.2.7.1 Matriz de Confusão e Métricas Derivadas

O propósito principal de uma Matriz de Confusão é apurar como o modelo iden-

tificou a sua classificação prevista contra os dados já conhecidos, para mensurar o quanto

está acertando e quanto está errando. Cabe então ao pesquisador decidir se o modelo está

aceitável ou se necessita de alterações. Os quatro campos principais da tabela são:

Figura 4: Exemplo de Matriz de Confusão

Fonte: elaborado pelo autor

Verdadeiro Negativo: São as observações que o modelo classificou como negativas

(neste caso, Churn = N) que realmente podem ser observadas como negativas na base de

dados, com o modelo então acertando o resultado.

Falso Positivo: Também conhecido como Erro tipo 1 em Estatística, são observa-

ções que o modelo concluiu que eram positivas, mas que na verdade são observadas como

negativas na base.

Falso Negativo: Também conhecido como Erro tipo 2 em Estatística, são obser-

vações que o modelo concluiu que eram negativas, mas que na verdade são observadas

como positivas na base.

Verdadeiro Positivo: São observações que o modelo classificou como positivas

(Churn = S) e, de fato, podem ser observadas como positivas na base de dados.

A partir destes campos, são verificados alguns indicadores de performance, a fim

de efetivamente medir o resultado do modelo.

O primeiro deles, a Acurácia, testa quantas observações o modelo realmente acer-

tou sobre o total de observações. O cuidado ao utilizar essa métrica é avaliar se o modelo

não está sofrendo de overfitting, com o resultado de treino de validação positiva não ba-

lanceado entre verdadeiros positivos e verdadeiros negativos, dando uma falsa impressão

de um bom resultado quando na verdade o modelo está sofrendo de falta de precisão.

A segunda métrica é a precisão, que apura a quantidade de apurações realmente
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Figura 5: Exemplo de Matriz de Confusão

Fonte: elaborado pelo autor

verídicas sobre o total de predições verídicas.

Figura 6: Precisão

Fonte: elaborado pelo autor

A terceira métrica é o Recall, ou Sensibilidade, que mede a quantidade de resulta-

dos positivos sobre o total de observações verídicas

A Especificidade, é similiar à Sensibilidade, porém apura o total de observações

negativas corretas sobre o total de observações negativas.

Em outros termos, a medida da Sensibilidade irá indicar quanto da base o modelo

realmente consegue predizer o Churn, ao passo que a Especificidade irá medir quantos

clientes o modelo irá acertar que não irão dar Churn. O risco de uma Sensibilidade baixa

é a perda do cliente por não identificar corretamente que ele seria um desertor, já o risco

envolvido em uma Especificidade baixa é que a empresa irá incorretamente agir sobre um
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Figura 7: Sensibilidade

Fonte: elaborado pelo autor

Figura 8: Especificidade

Fonte: elaborado pelo autor

cliente que não iria abandonar a empresa, gastando esforços de maneira possivelmente

desnecessária.

O próximo indicador é o F1-Score, que calcula uma média harmônica entre a

Precisão e a Sensibilidade

Por último, as curvas ROC (Receiver Operating Characteristic) e AUC (Area Un-

der the Curve) plotam o Recall (Verdadeiro Positivo) contra o Falso Positivo em diferentes

limites da amostra, permitindo encontrar pontos ideais para a utilização do modelo, ma-

ximizando a taxa de acerto. A Área Abaixo da Curva age em conjunto, como um valor

absoluto de resultado do modelo. Quanto mais perto está de 1, melhor o resultado.



31

Figura 9: F1-Score

Fonte: elaborado pelo autor

Figura 10: Curva ROC

Fonte: elaborado pelo autor
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4 PROCEDIMENTOS METODOLÓGICOS

O problema de pesquisa proposto é a criação de um modelo de predição de churn,

um indicador estatístico de o quão provável, baseado em características similares já ob-

servadas na base de clientes estudada, um cliente está de encerrar seu relacionamento

comercial com a empresa Adquirente. Para tanto, as bases de dados (datasets) serão se-

paradas, aleatoriamente, entre uma amostra de estudo (ou treino) de 70% dos clientes

e uma amostra de aplicação (ou teste) de 30% dos clientes. Após a separação, serão

aplicados dois algoritmos preditivos, XGBoost e Random Forest, escolhidos por serem

já aplicados em outros estudos do setor, além de reconhecidamente apresentarem bons

resultados quando utilizados em bases de dados dos setores Financeiro/Bancário.

Seguindo o modelo já utilizado de Churn Institucional da empresa Adquirente,

padrão no setor de Meios de Pagamentos, no qual considera como churn o cliente que fica

90 dias sem nenhuma transação em seu POS, foi criado um marcador discreto de IND-

CHURN, sendo esta uma variável textual S ou N, à qual é aplicada ao cliente após registrar

3 meses consecutivos sem valores transacionados. Internamente já são realizadas ações

de pré-churn dentro da empresa, vendo recortes de tempo mais pontuais, como 10 ou 15

dias sem transações, mas dada a necessidade de haver informações mais padronizadas, e

tendo conhecimento que há diferentes níveis de sazonalidade e frequência de transações

pelos clientes, opta-se por fazer uso de um indicador institucional de prazo mais elevado.

Para poder montar um dataset compatível com a aplicação de algorítmos prediti-

vos, foram geradas 3 bases de dados originais. Elas foram estruturadas de forma a deixar

uma entrada de dados (chave) correspondente para cada cliente, a fim de que nenhum cli-

ente apareça duas vezes com IDs diferentes. Para fins deste estudo, matrizes e filiais foram

tratadas como entidades diferentes, sem chave de identificação ligando os dois entes. Para

todos os parâmetros, foram inseridos limites máximos e mínimos de cada intervalo, a fim

de possibilitar uma distribuição aleatória com o menor viés possível, mas ainda coerente

com a realidade do mercado.

A primeira base, Cadastral, foi montada a fim de agregar o maior número possível

de variáveis cadastrais que caracterizam os clientes (passados e presentes) da empresa

Adquirente. Ela é composta de dados de natureza jurídica, localização geográfica, perfil

de atuação de mercado, forma de captura dos clientes, data e tempo de credenciamento

dos clientes, condições comerciais praticadas, quantidades de equipamentos que possui

em aluguel, o tipo predominante de equipamento, o qual concentra o maior volume de
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Figura 11: Quantidade Total de Clientes Churn

Fonte: Elaborado pelo Autor

transações e se ainda possui pelo menos um terminal apto a transacionar.

Para a distribuição geográfica, foram utilizados dados abertos do IBGE, com a

população de cada Estado atuando como ponderador da quantidade de clientes a serem

lá distribuídos. Para a separação entre entidades físicas e jurídicas, foi utilizada uma

distribuição média do setor. Os dados de condição comercial (IND_OFERTA) indicam

se o cliente já foi reenquadrado em uma nova oferta comercial, sendo esta o esforço de

recálculo de preços sobre a base de clientes atual com novas condições de mercado, a fim

de se tornar mais competitivo, além de quanto tempo está na base de dados já com a nova

condição. As quantidades de equipamentos seguem uma lógica de média do mercado em

relação ao porte dos clientes.

A segunda base de dados, Transacional, foi construída da mesma forma, man-

tendo a mesma chave individual para cada cliente, permitindo o cruzamento (e posterior

agregação) de dados. Ela contém o volume transacionado (TPV) de cada mês, juntamente

com um indicador de Ativo S/N para cada mês, a data da última transação, quantos meses

esteve ativo, o TPV Médio de cada cliente e um indicador de Churn apurado, constan-

tando que o cliente fechou 3 ou mais meses sem transações. Este indicador de Churn

será a variável dependente do estudo, pois ela está definindo quais clientes concretamente

deixaram de transacionar e acusaram Churn, o fenômeno que busca-se prever e mitigar.
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A terceira e última base de dados, Financeira, contém os dados das operações de

crédito de Antecipações de Recebíveis de Vendas (ARV). Para ARV, também foi elencado

o valor total por mês, sendo apuradas variáveis como a existência de operações de ARV e

, em caso positivo, a quantidade de meses com operações de ARV, valor médio contratado

por mês, percentual contratado sobre o montante transacionado pelo cliente.

Com os dados arranjados em três bases estruturadas, foi feita a consolidação dos

dados em um único dataset, para ser utilizado na aplicação dos algoritmos. O dataset foi

agregado em 47 variáveis independentes e uma variável dependente (CHURN) para cada

um dos 316.226 clientes. A base possui 29% dos clientes como CHURN = S, ficando

compatível com a taxa média de churn do setor de 2,5% ao mês.

Dentre todas as variáveis observadas entre os três datasets, almeja-se identificar

quais delas tem alguma relevância na decisão do cliente em realizar o abandono da relação

comercial com a empresa Adquirente. Para tanto, será feito o uso de duas ferramentas de

análise multivariada: XGBoost e Random Forest. As duas ferramentas serão estudadas

por meio da linguagem Python, utilizando bibliotecas open source que fazem uso dos

algoritmos mencionados.

Figura 12: Resumo dos Dados Qualitativos

Fonte: Elaborado pelo Autor
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Figura 13: Resumo dos Dados Geográficos

Fonte: Elaborado pelo Autor
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5 ANÁLISE DOS DADOS

Nesta seção, explicar-se-á como será feita a predição dos dados através da apli-

cação dos algoritmos selecionados, visando encontrar qual deles possui maior aderência

ao dataset criado até aqui, assim como mensurar quantitativamente os seus resultados.

Como já mencionado anteriormente, o objetivo deste trabalho é fazer a predição de churn

dos clientes da empresa Adquirente, por meio de uma abordagem supervisionada. Como

sugerido por (PROVOST; FAWCETT, 2013), a escolha do modelo utilizado (regressão de

árvores) e os algoritmos utilizados foi feita a partir do entendimento que é uma metodo-

logia já praticada e validada por outros pesquisadores no setor, tratando-se então de uma

abordagem coerente.

5.1 Preparação da Base para Treino

Apesar de, conceitualmente, o algoritmo XGBoost ser internamente balanceado

para lidar com variáveis correlacionais (NIELSEN, 2016; CHEN; GUESTRIN, 2016),

estudos testando bases de dados com variáveis correlacionais contra bases sem variáveis

correlacionais, como ilustrado por VIKTESH (2021), sugerem que há sim um efeito no

modelo sendo testado. Desta forma, para evitar problemas de overfitting, foram testadas

as relações de correlação entre as variáveis da base e removidas as variáveis acima de

80%.

Uma vez normalizados os dados, faz-se a escolha da variável dependente, que

para este estudo já foi apontada como a variável CHURN, que faz a devida marcação

de abandono. Ela é então separada das demais variáveis e utilizada como parâmetro de

correlação.

A próxima etapa é separar a partição dos dados que será direcionada para treino e

a partição que servirá de teste. A base foi então repartida em 70% destinada para treino e

aprendizagem do modelo e 30% destinada para teste e validação dos resultados. A base

será idêntica para rodar ambos algoritmos preditivos, um pré-requisito para a validação

do teste, evitando perda de informação devido a diferenças nas amostras.
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Figura 14: Mapa de Calor de Correlação Entre as Variáveis

Fonte: Elaborado pelo Autor

5.1.1 Aplicação do Algoritmo XGBoost

O primeiro algoritmo a ser testado foi o XGBoost. Os hiperparâmetros foram

ajustados tendo em mente uma taxa de aprendizagem mais conservadora, buscando evitar

overfitting devido ao algoritmo corrigir e se adaptar rapidamente durante a criação de

novas árvores, assim pesando o encaixe do modelo para o seu aprendizado a cada iteração.

Um valor de 0,05 foi escolhido para a learning_rate. Para profundidade e o peso de

cada nodo, foram testados valores de 5 a 20, sendo escolhido 15 pelo melhor resultado

apresentado.

Os resultados do modelo foram, no geral, muito bons. O modelo conseguiu me-

lhor prever os casos de Churn negativo que Churn positivo, o que não é exatamente ideal,

o elevado peso de Falsos Negativos parece compensar a quantidade de Verdadeiros Po-

sitivos, mas a baixa quantidade de Falsos Negativos e Falsos Positivos confirma o bom

desempenho.
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Figura 15: Mapa de Calor de Correlação Entre as Variáveis e CHURN

Fonte: Elaborado pelo Autor

Figura 16: Separação da Base para Treino e Teste

Fonte: Elaborado pelo Autor

Os indicadores de resultado tiveram números muito positivos.

A Acurácia ficou em 92%, indicando um grande índice de acerto das previsões.

A Precisão do modelo atingiu 93% para Churn N e 87% para Churn S, indicando

que o algoritmo está corretamente prevendo os casos de abandono e não abandono para

grande parte da base de dados.

A Sensibilidade teve o pior resultado de todo modelo, mas ainda consideravel-

mente positivo. Em 83%, há indícios de overfitting do modelo, mas o resultado ainda está

aceitável. O risco de ter este indicador mais baixo é justamente o mais grave de todos, ter

uma previsão incorreta de não churn para um cliente desertor.

A Especificidade do modelo teve o melhor resultado de todos, ficando em 95%,



39

Figura 17: Hiperparâmetros para o Algoritmo XGBoost

Fonte: Elaborado pelo Autor

Figura 18: Resultados de Classificação do Algoritmo XGBoost

Fonte: Elaborado pelo Autor

também reforçando os indícios de overfitting quando comparada à Sensibilidade.

O F1-Score teve um reflexo da discrepância da Sensibilidade, terminando em 85%.

Por último, o ROC AUC ficou em 0,89, reforçando o bom resultado do modelo.

5.1.2 Aplicação do Algoritmo Random Forest

Como a proposta é fazer uma comparação justa entre os dois algoritmos, os hiper-

parâmetros do Random Forest foram colocados na maneira mais idêntica o possível aos

do XGBoost.

Para profundidade de aprendizado do algoritmo foi deixada em 15, para ficar idên-

tica à sua contrapartida. O número de estimators também foi deixado em 800, com tam-

bém 8 jobs paralelos.

Da mesma maneira que o XGBoost, os resultados apresentados pelo Random Fo-

rest foram muito bons. Contudo, logo de primeira vista, é possível notar um aumento nos
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Figura 19: Matriz de Confusão do Algoritmo XGBoost

Fonte: Elaborado pelo Autor

Figura 20: Hiperparâmetros para o Algoritmo Random Forest

Fonte: Elaborado pelo Autor

Falsos Negativos, o que é algo preocupante.

Assim como seu par, o modelo conseguiu melhor prever os casos de Churn nega-

tivo que Churn positivo, tendo a razão VP/VN um pouco abaixo, mas de maneira quase

insignificante (0,353 para XGB contra 0,346 para RF). O desempenho geral ainda conti-

nua em um patamar muito bom.

A Acurácia ficou em 93%, também indicando um grande índice de acerto das

previsões,

A Precisão do modelo atingiu 93% para Churn N e 91% para Churn S, indicando

que o algoritmo está corretamente prevendo os casos de abandono e não abandono para

maior parte da base de dados, ficando levemente acima do XGB.

A Sensibilidade também teve o pior resultado de todo modelo, mas em linha com

o XGB. Em 82% de recall para Churn S comparado a 97% de recall para Churn N, re-

almente há fortes indícios de overfitting do modelo, mas o resultado continua em alta
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Figura 21: Resultados de Classificação do Algoritmo Random Forest

Fonte: Elaborado pelo Autor

performance. Novamente, o pior resultado ficou justamente no índice de maior risco, o

de não acerto para um cliente desertor.

A Especificidade do modelo teve o melhor resultado de todos os indicadores apu-

rados para os dois modelos, ficando em 97%. A maior discrepância em relação à Sensi-

bilidade conta como um ponto negativo para o modelo.

Por fim, o F1-Score ficou em linha com a maioria dos indicadores, levemente

abaixo pela ponderação negativa da Sensibilidade

Figura 22: Matriz de Confusão do Algoritmo Random Forest

Fonte: Elaborado pelo Autor

Pela natureza do Algoritmo, não há cálculo de ROC AUC para Random Forest. O

ROC AUC avalia o ponto de corte do modelo para mudar o indicador para True ou False

dependendo do hiperparâmetro escolhido, mas no caso do Random Forest, o valor sempre
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retornará como True.
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6 CONCLUSÃO

A avaliação do trabalho será feita contra os objetivos propostos em seu início.

• Organizar os dados operacionais da empresa em um dataset compatível com os

modelos preditivos;

Este item foi cumprido na elaboração do Dataset Analítico, que foi agregado a

partir dos 3 datasets originais, Cadastral, Transacional e Financeiro.

• Identificar e mensurar os clientes que abandonaram a empresa, mês a mês;

Este item também foi cumprido durante a elaboração do Dataset Analítico. Apu-

rando o valor de TPV de cada cliente a cada mês, criou-se uma variável dicotômica de

S/N para considerar o cliente como um ativo. Após 3 meses seguidos com o indicador N,

o cliente é registrado como um Churn, confirmando a sua deserção.

• Aplicar diferentes algoritmos estatísticos (Random Forest e XGBoost);

Ambos algoritmos foram aplicados com sucesso.

• Apurar qual modelo estatístico possui melhor índice de acerto (utilizando Métricas

de Matriz de Confusão) para o dataset;

Os resultados foram acima do esperado e ambos tiveram boa e semelhante per-

formance, mas com algumas leves variações. Ambos tiveram altos índices em todas as

métricas, o que vai em linha com serem modelos preditivos de uma natureza similar, mas

também fazendo com que a escolha por um modelo em particular tenha que levar em

consideração aspectos mais específicos da própria área de atuação.

• Justificar a escolha por um modelo analítico específico para aplicação;

Ambos algoritmos preditivos tiveram um desempenho excelente, atingindo di-

versas métricas acima de 90% de acerto. Ambos, também, apresentaram como menor

indicador a Sensibilidade, tendo um índice de acerto de aproximadamente 0,82, ainda

considerado elevado. Tendo em vista que ambos tiveram um desempenho extremamente

semelhante, ambos poderiam ser indicados para o uso, sem muita distinção de resultado.

Contudo, como já mencionado anteriormente, o ponto principal para a análise de am-

bos algoritmos foi justamente o ponto de risco mais crítico, que é o erro tipo 2, o Falso

Negativo. Esses são os clientes que efetivamente desertaram a empresa, mas não foram

corretamente avaliados pelo algoritmo.
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Figura 23: Indicadores de Resultados dos Modelos

Fonte: Elaborado pelo Autor

Este erro implica em perda de receitas financeiras devido ao abandono dos clientes

que não receberam a avaliação correta do modelo preditivo. Sendo assim, o modelo que

mostrou menor indício de overfitting e melhor Sensibilidade foi o XGBoost, este o esco-

lhido como o vencedor e o indicado como auxiliar no planejamento da ação de retenção

de clientes da Empresa Adquirente.

Em caso de uma aplicação real do algoritmo, seria altamente recomendado o uso

de uma matriz de custos para se tomar a decisão de nível de aplicação de uma ação de

prevenção de churn. Por um lado, há o risco de se comprometer com altos valores mo-

netários gastos em clientes que não estariam de fato abandonando a empresa, o que seria

evidenciado pela Precisão do modelo. Uma ação de retenção mal planejada poderia acar-

retar em altos custos e perda de margens financeiras com clientes que não estariam em

situação de abandono. O risco oposto seria a confirmação da deserção, a perda de cli-

entes pelo seu valor completo, e não apenas um pedaço de sua margem de contribuição.

A avaliação da taxa de churn, juntamente com os resultados da avaliação dos modelos

preditivos, podem guiar a decisão da administração para diferentes lados, não há apenas

uma decisão correta aqui. Como sempre, cabe ao Administrador a avaliação da situação

com todas as ferramentas à sua disposição, a análise preditiva é apenas mais uma delas.
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6.1 Considerações finais

A escolha do tema, que não está nas áreas clássicas da Administração, mas que

no entendimento do autor deveria estar cada vez mais sendo inserida tanto no currículo

do curso como no cotidiano de cada Administrador, foi feita como um desafio pessoal.

Apesar de já trabalhar com Data Analytics há quatro anos, inclusive auxiliando a criar

a área dentro da organização, Machine Learning ainda é algo deveras arcano e fora do

cotidiano do trabalho, que tem maior relação com automação de processos para auxílio

das atividades exercidas pela empresa. No entanto, por acreditar piamente que Big Data

e IA serão os grandes drivers de impulsão ao processo decisório e, portanto, de neces-

sitarem fazer parte do domínio das ferramentas do Administrador, a escolha do tema foi

um desafio pessoal que abracei a duras penas, mas que trouxe grande crescimento pro-

fissional e acadêmico. Assim como Cálculo, uma vez passado o choque inicial de uma

fronteira nova de estatística e matemática, a compreensão da linguagem de programação

Python e SQL, assim como os princípios de ML e a aplicação dos algoritmos preditivos,

são surpreendentemente acessíveis para àqueles que tem interesse no assunto. Não en-

trando desmerecendo toda programação por trás da IA e Matemática que está envolvida

na criação dos algoritmos, a utilização destas ferramentas pelos analistas que vêm da área

de negócios (sem um background das ciências computacionais) está completamente ao

alcance e deve ser um grande norteador das organizações, mesmo não as de grande porte.

6.2 Limitações da Pesquisa

A maior limitação, por motivos óbvios, foi a necessidade de gerar uma base de

dados fictícia (mas dentro de limites coerentes com o setor de Meios de Pagamentos) para

utilizar os modelos preditivos. O autor teve um receio inicial que o modelo não seria

aderente aos dados reais, com as distribuições variáveis "contaminando"o que seriam os

dados verídicos dos limites estipulados, mas este foi um caso que não se confirmou.

Um grande problema é a impossibilidade de atualizar o modelo para dados de

novos clientes que ingressaram após 202x, a base foi imaginada olhando para um período

fechado de um ano, a inserção de mais clientes seria possível, mas os dados dos clientes

atuais ficariam congelados. Contudo, o verdadeiro teste para os modelos seria pegar os

indicadores de churn e acompanhar os clientes para avaliar se vão efetivamente confirmar

o abandono ou a permanência na base em uma janela de tempo próxima.
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6.3 Sugestões para Pesquisas Futuras

O maior problema encontrado nos modelos foi o overfitting, que causou um peso

maior para os Verdadeiros Negativos e, assim, trouxe o resultado completo do modelo

para níveis mais elevados que a Sensibilidade apontou. Como a Sensibilidade é, no en-

tendimento do autor, o fator de maior risco para toda análise, por medir a quantidade

que o algoritmo conseguiu prever de maneira correta o Churn S, portanto sendo um erro

equivalente a perda de um cliente, uma administração de Gestão de Churn demandaria

uma melhora nestes índices. Tais resultados podem ser alcançados por meio de reavalia-

ção das variáveis utilizadas, assim como recalibragem dos hiperparâmetros de pesquisa.

Para a avaliação dos parâmetros, recomenda-se o uso do Akaike Information Criteria, que

avaliaria se os modelos estão com excesso de parâmetros.

Uma outra possibilidade é testar mais modelos preditivos para comparar a ade-

rência dos modelos atuais, como Regressão Logística ou Redes Bayesianas. Incluir uma

variável temporal, para tentar identificar não somente se o cliente irá confirmar o churn ou

não, mas uma janela de tempo para o fato se concluir. Evoluir a análise para modelos mais

complexos, como Redes Neurais e Deep Learning, também é uma avenida interessante,

que demanda maior estudo e poder computacional.
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8 APÊNDICE

Figura 24: Resumo dos Campos do Dataset

Fonte: Elaborado pelo Autor

Figura 25: Resumo dos Campos do Dataset - Continuação

Fonte: Elaborado pelo Autor
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Figura 26: XGBoost - Feature Gain

Fonte: Elaborado pelo Autor
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Figura 27: XGBoost - Feature Weight

Fonte: Elaborado pelo Autor


