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Porto Alegre, Abril de 2023.





CIP - Catalogação na Publicação

Soares, Mayara Belló
   Classificação otimizada baseada em U-estatísticas /
Mayara Belló Soares. -- 2023.
   52 f. 
   Orientadora: Gabriela Bettella Cybis.

   Coorientadora: Marcio Valk.

   Dissertação (Mestrado) -- Universidade Federal do
Rio Grande do Sul, Instituto de Matemática e
Estatística, Programa de Pós-Graduação em Estatística,
Porto Alegre, BR-RS, 2023.

   1. Alta dimensão e baixo tamanho de amostra. 2.
U-estatística. 3. classificador. 4. teste de
agrupamento. 5. teste de classificação. I. Cybis,
Gabriela Bettella, orient.  II. Valk, Marcio,
coorient. III. Título.

Elaborada pelo Sistema de Geração Automática de Ficha Catalográfica da UFRGS com os
dados fornecidos pelo(a) autor(a).





Dissertação submetida por Mayara Belló Soares como requisito parcial para a
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Resumo

A modelagem de dados visando agrupamento e classificação em ambientes de alta dimensão e

baixo tamanho de amostra (HDLSS - High-dimension low-sample size data) é um desafio em diferentes

áreas do conhecimento. Uma alternativa é a utilização de métodos não paramétricos, por permitir uma

abordagem de inferência dependendo de poucos pressupostos sobre os dados. Em particular, uma série

de métodos de inferência para problemas de agrupamento e classificação baseados em U-estat́ısticas,

implementados no pacote uclust do software R, tem gerado resultados promissores no contexto HDLSS.

Buscando tornar essa abordagem melhor adaptada a diferentes estruturas de dados, o foco desta

dissertação é propor um método otimizado de classificação dentro desse contexto. A classificação é

realizada em duas etapas: primeiro encontramos a distância ponderada que maximiza a separação

entre dois grupos de referência, medida pela estat́ıstica Bn; e em seguida utilizamos essa distância

para classificar novas observações, através de um enfoque comparativo. Estudos de Monte Carlo, no

contexto de HDLSS, mostram que o método otimizado apresenta melhores taxas de classificações

corretas quando a diferença entre grupos está concentrada em uma fração das componentes do vetor

de dados. O uso desta distância otimizada também serve como base para a proposta de um novo teste

U otimizado, que verifica se dois grupos de observações são de fato distintos, e também de um novo

teste de hipóteses para a classificação. Estudos de simulação mostram que nos cenários simulados,

onde o classificador está bem adaptado, ambos os testes apresentam mais poder que os métodos

originais. É apresenta uma aplicação dos métodos a um conjunto de dados HDLSS de pacientes de

linfoma, no qual o classificador otimizado apresenta resultados favoráveis.

Palavras-chave: Alta dimensão e baixo tamanho de amostra; U-estat́ıstica; classificador; teste de

agrupamento; teste de classificação.





Abstract

Data modeling for clustering and classification in high dimension and low sample size (HDLSS)

environments is a challenge in different areas of knowledge. An alternative is the use of non-parametric

methods, because they allow for an inferencial approach depending on a few assumptions about the

data. In particular, a series of inferencial methods for clustering and classification problems based

on U-statistics, implemented in the Uclust R-package, has generated promising results in the HDLSS

context. With the objective of making this approach better adapted to different data structures, this

work proposes an optimized classification method within this context. The classification is carried

out in two stages: first, we find the weighted distance that maximizes the separation between two

reference groups, measured by the Bn statistic; and then, we use this distance to classify new obser-

vations, through a comparative approach. Monte Carlo studies, in the HDLSS context, show that the

optimized method presents better rates of correct classifications when the difference between groups

is concentrated in a few components of the data vector. This optimized distance also serves as the

basis for the proposal of a new optimized U test, which verifies whether two groups of observations are

in fact distinct, and also for a new hypothesis test for classification. Simulation studies show that in

scenarios where the classifier is well adapted, both tests are more powerfull than the original methods.

An application of these methods in a HDLSS dataset is presented.

Keywords: High dimension low sample size; U-statistics; classifier; clustering test; classification

test.
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Caṕıtulo 1

Introdução

Nesta dissertação apresentamos uma proposta de métodos otimizados de agrupamento e classificação

baseados em U-estat́ısticas. O trabalho se insere no contexto dos métodos de inferência para agru-

pamento com base em U-estat́ısticas do pacote uclust do software R (Cybis et al., 2018; Valk and

Cybis, 2021). Esta é uma abordagem não paramétrica, com poucos pressupostos sobre a distribuição

dos dados, que pode ser aplicada a uma ampla gama de problemas e adaptada a diferentes tipos de

dados. Adicionalmente, a abordagem apresenta bons resultados em um ambiente de alta dimensão e

baixo tamanho amostral (High Dimension Low Sample Size - HDLSS), onde os métodos tradicionais

de classificação são inadequados e os procedimentos multivariados (assim como os procedimentos de

mineração de dados) encontram dificuldades devido à alta dimensionalidade (Kalina, 2014).

Para tornar os métodos ainda mais bem adaptados a diferentes estruturas de dados, sugerimos o

uso de uma distância ponderada otimizada, que maximiza a separação entre dois grupos de referência

e é utilizada para classificar um novo indiv́ıduo em um deles. Além disso, propomos adaptações de

testes para separação de dois grupos e de classificação, considerando o uso desta distância otimizada.

Revisão bibliográfica

A modelagem de dados visando agrupamento e classificação em ambientes de alta dimensão e baixo

tamanho de amostra vem se tornando um desafio em diferentes áreas do conhecimento. Na genética,

por exemplo, a tecnologia de microarrays tornou posśıvel avaliar simultaneamente milhares de genes

de uma amostra biológica. Cybis et al. (2018) discutem o aumento do uso de dados com alta

complexidade no campo da genética e por consequência o aumento no desenvolvimento de métodos

estat́ısticos adaptados para responder a esse tipo de questões envolvendo técnicas de agrupamento e

classificação. Izbicki and dos Santos (2022) aponta que os métodos tradicionais já não são capazes

de lidar de forma satisfatória nesse contexto. Além disso afirma que os avanços computacionais

possibilitam uma maior capacidade de armazenamento de dados, e também permitem que novas

metodologias sejam exploradas.

Um exemplo interessante nesse contexto é o trabalho proposto por Wu et al. (2023), um modelo

para a predição de câncer baseado em aprendizado profundo. Nesse cenário é fundamental obter

modelos mais precisos e utilizar dados baseados em microarrays pode facilitar a exploração molecular.

Contudo uma das dificuldades encontradas é a complexidade dos padrões biológicos, relacionados ao

3



Caṕıtulo 1. Introdução 4

baixo tamanho amostral e alta dimensão dos dados de microarray, prejudicando assim o ajuste do

modelo. Wu et al. (2023) comenta que a alta dimensionalidade exige que muitos parâmetros sejam

estimados, mas o número pequeno de amostras é insuficiente para o processo de treinamento do

modelo, produzindo um sobreajuste. No problema particular, os autores precisaram empregar uma

estratégia complexa, composta de várias etapas para mitigar essa questão.

Frequentemente, um dos primeiros passos de análises exploratórias é o agrupamento dos dados,

utilizado para encontrar uma estrutura de dados semelhantes. Segundo Clémençon (2014) a análise

de agrupamento tem como objetivo associar os pontos mais similares uns dos outros em um mesmo

grupo, então esse grupo será mais similar entre esses elementos do que quando comparado com os

demais grupos, segmentando a base de dados em subgrupos. Estes são métodos de aprendizado não

supervisionado e que se mostram uma ferramenta estat́ıstica muito útil na identificação de padrões

sistemáticos. Na maioria das vezes pode ser aplicado em qualquer tipo de dados onde há evidências

de similaridades ou dissimilaridades.

É importante notar que na abordagem por inferência estat́ıstica clássica para o agrupamento,

supõe-se que a amostra representa a população e os resultados assintóticos baseiam-se no crescimento

da amostra. Tais resultados não podem ser aplicados no cenário de HDLSS pela caracteŕıstica de

pequeno tamanho amostral (Lacerda, 2022). Segundo Sen (2006), o fato de muitas das ferramentas

da estat́ıstica inferencial serem limitadas nesse contexto, resulta em desafios para a validação estat́ıstica

em estudos genômicos. Assim torna-se problemático o uso de modelos multivariados, onde o número

de parâmetros pode superar o tamanho de amostra. Nesse contexto, Sen (2006) e Cybis et al. (2018)

utilizaram as U-estat́ısticas como alternativa, pois tal abordagem é bem adaptada ao contexto HDLSS

e requer poucos pressupostos espećıficos para esta modelagem, considerando a complexidade presente.

Com o objetivo de avaliar os agrupamentos para dados de microarrays McShane et al. (2002)

apresentaram um método para avaliar a existência de agrupamentos significativos e também medidas

úteis para entender a estrutura do agrupamento. Tal resultado é motivado pelo fato de que para esse

tipo de dado, as técnicas de agrupamento frequentemente detectam agrupamentos mesmo em dados

aleatórios, podendo provocar uma má interpretação dos resultados. Já Shimodaira (2004) propôs uma

abordagem para avaliar a significância para um agrupamento hierárquico calculando o p-valor através

de um método múltiplo de reamostragem por bootstrap, que mais tarde foi implementado no pacote

pvclust do R (Suzuki and Shimodaira, 2006).

Liu et al. (2008) propõem um método para avaliar a significância do agrupamento de dados com

alta dimensão e pequeno tamanho de amostra, conhecido como significância estat́ıstica de agrupa-

mento (SigClust). Essa abordagem considera que se um grupo, resultante do agrupamento realizado,

advém de uma única distribuição normal multivariada, então qualquer subdivisão desse grupo é não

significativa. Considerando sob a hipótese nula a distribuição normal dos dados, é posśıvel quantificar

a significância do agrupamento através do p-valor. A simulação por Monte Carlo é usada para estimar

p-valores baseados em percentil. Huang et al. (2015) aprimoram o método SigClust, propondo uma

melhoria na estimação dos autovalores, levando a um melhor controle do erro do tipo I. Além disso,

Kimes et al. (2017) propôs uma extensão do método SigClust para testar a significância estat́ıstica

no agrupamento hierárquico.

Maitra et al. (2012) também apresentaram uma abordagem via reamostragem por bootstrap para

avaliar a significância do agrupamento realizado, em grupos compactos, no ambiente multidimensional.
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Desenvolveram uma metodologia para grupos não homogêneos e elipsoidal, além de um mapa de

quantificação, baseado em p-valores e q-valores. Com os grupos definidos, o próximo passo é classificar

um novo elemento em um dos grupos.

Conforme Zhang et al. (2023), o problema de classificação, no ambiente de HDLSS, é muito dif́ıcil

separar de forma efetiva os diferentes grupos, pois há dificuldades em lidar com a vasta quantidade

de dados e problemas de estimação de distâncias apropriadas. Foram propostos diversos métodos

baseados em otimização para resolver os problemas de baixa precisão e eficiência na predição, sendo

posśıvel categorizar esses métodos em dois grupos, métodos pré-processados e métodos integrados. Os

métodos pré-processados utilizam uma etapa de pré-processamento, realizando a seleção de variáveis

ou redução de dimensão para então utilizar os modelos de classificação, como por exemplo o método

de análise de componentes principais. Já os métodos integrados utilizam uma função de regularização

ou decomposição em valores singulares (Singular Value Decomposition - SVD) dentro dos modelos de

classificação para obter pesos de atributos e então realizar a classificação (Zhang et al., 2023). Halla-

jian et al. (2022) comentam que muitas variáveis afetam negativamente o processo de classificação por

conter informações redundantes ou irrelevantes, competindo à seleção de variáveis encontrar o sub-

conjunto ótimo, além de transformar os modelos de aprendizagem em modelos mais compreenśıveis e

economizar esforço computacional.

Liao and Akritas (2007) propõem uma abordagem diferente para classificação, baseada em teste.

Eles trabalham com classificação binária univariada ou multivariada, além de apresentar uma extensão

para a classificação multiclasse. O método considera que existem duas populações ou classes, com

médias distintas, e então dois testes são realizados. O primeiro alocando a nova observação na

população 1, sob hipótese nula de igualdade de médias, e o segundo teste alocando a nova observação

na população 2, sob a hipótese nula de igualdade de médias. Então, os p-valores dos testes são

comparados e assim a classificação é realizada naquele que apresentar menor p-valor.

U-estat́ısticas para classificação e agrupamento

Muitas técnicas de agrupamento utilizam a otimização de critérios emṕıricos que podem ser expressos

como U-estat́ısticas, para minimizar a dispersão dentro do conjunto. Clémençon (2014) definiu uma

abordagem estat́ıstica para estudar as propriedades teóricas desses métodos para realizar a separação

em grupos. Em muitas dessas técnicas o cálculo da matriz de dissimilaridades nxn, contendo todas

as medidas de distância pareadas entre os n pontos da amostra é necessário, podendo ser o ponto

computacionalmente limitante (Modarres, 2022).

De acordo com Halmos (1946), as U-estat́ısticas são estimadores não viesados e simétricos que

foram apresentados por Wassily Hoeffdings, sendo essa uma contribuição muito importante para a

teoria de estimação não paramétrica. Embora outras abordagens já haviam sido propostas, como por

exemplo, a de Halmos que justificou o uso de estimadores simétricos e não viesados, a generalização

deste assunto só foi apresentada por Hoeffding. Ele formalizou a formulação básica dos parâmetros es-

tat́ısticos e a construção adequada desses estimadores, apresentando suas propriedades de distribuição,

com fácil acesso à teoria assintótica relacionada (Halmos, 1946).

Motivados por um cenário de análises de diversidade complexa, especialmente aquela que surge
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em genética, genômica, ecologia, em que um grande desafio é dado pela alta dimensionalidade e por

vezes baixo tamanho amostral, Pinheiro et al. (2009) estudaram uma classe de quasi U-estat́ısticas,

denominada Bn. Desenvolveram a teoria assintótica dessas estat́ısticas sob a hipótese de homoge-

neidade com o uso de uma propriedade de Martingale. Nesse contexto, Valk and Pinheiro (2012)

utilizam a estrutura da U-estat́ıstica generalizada para propor um método não paramétrico de in-

ferência para agrupamento dentro do contexto de séries temporais. A teoria assintótica foi baseado

na decomposição das medidas de dissimilaridade, mas a variância é estimada por um procedimento

de reamostragem.

Dentro desse arcabouço teórico da estat́ıstica Bn, Cybis et al. (2018) propuseram dois testes de

hipóteses para dados HDLSS. Um dos testes avalia a homogeneidade dos grupos e o outro teste

verifica a significância estat́ıstica da classificação realizada, utilizando para isto a versatilidade da

abordagem por U-estat́ısticas. O artigo está dentro do contexto da análise de dados genéticos, onde

por apresentar dados frequentemente categóricos e estruturas complexas é um contexto desafiador

para as técnicas de agrupamento e classificação.

A seguir vieram trabalhos como o de Valk and Cybis (2021), que utilizaram a inferência por essas

U-estat́ısticas para realizar agrupamento hierárquico em um cenário de HDLSS. O principal resultado

foi a obtenção de significância estat́ıstica para esse tipo de agrupamento, com maior poder estat́ıstico

do que os poucos métodos alternativos existentes para esse tipo de dado. Já Bello (2021), traz uma

proposta de extensão dessas metodologias para realizar agrupamento em três grupos, além de verificar

se a separação é estatisticamente significativa. Também recomenda sua utilização em casos de alta

dimensão e pequeno tamanho de amostra. Os códigos do para esses métodos de agrupamento e

classificação baseados em U-estat́ısticas estão dispońıveis no pacote uclust do software R. E ainda

considerando este referencial teórico no contexto de HDLSS, Lacerda (2022) estudou o problema de

classificação e propôs um novo método de classificação com inferência para dois ou mais grupos.

Seguindo uma abordagem alternativa, Rauf Ahmad and Pavlenko (2018) propuseram um U-

classificador, com ajuste de viés para dados de alta dimensão constrúıdo a partir de uma combinação

linear dois componentes relacionados a U-estat́ısticas. O método foi proposto para dois ou mais grupos

mesmo que suas distribuições sejam não-normais.

Motivação e Objetivo

É muito comum em contextos de alta dimensionalidade que nem todas as componentes do vetor de

dados contribuam igualmente para a diferenciação dos grupos. De fato, frequentemente, apenas uma

pequena fração das componentes são determinantes para esta distinção. Embora os métodos baseados

em U-estat́ıstica sejam apropriados para diferentes estruturas de dados e possam utilizar uma ampla

gama de medidas de dissimilaridade, na prática geralmente se utiliza distâncias que tratam todas

as componentes de forma homogênea. O objetivo desse trabalho é propor uma nova abordagem,

encontrando a distância ótima, que melhor separa dois grupos, no contexto dos métodos baseados na

estat́ıstica Bn. Essa abordagem busca se adaptar melhor a heterogeneidade entre as componentes do

vetor de dados, resultando em classificadores mais eficientes e testes mais poderosos.
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Novidades do trabalho

O trabalho propõe um método de classificação de um novo elemento em um de dois grupos, por meio

da utilização de uma distância otimizada. O procedimento de classificação é realizado em duas etapas:

1 - encontrar a distância otimizada que maximiza a separação entre dois grupos de referência, medido

pela estat́ıstica Bn; 2 - a partir dos pesos encontrados utilizar o classificador DBn para classificar

novas observações. Além disso, são propostos os testes U e o teste de classificação otimizados, ambos

adaptados considerando a distância otimizada.

Suporte computacional

O software R versão 4.1.3, por meio da interface do RStudio versão 2022.02.0, foi utilizado para as

simulações e aplicação dos métodos abordados. O pacote uclust também foi fundamental para os

estudos realizados neste trabalho e está dispońıvel em: https://CRAN.R-project.org/package=uclust.

Organização do trabalho

O restante do trabalho está organizado da seguinte forma: O Caṕıtulo 2 apresenta a revisão da

metodologia, abordando os principais conceitos dos métodos que serão utilizados ao longo do trabalho;

O Caṕıtulo 3 traz o desenvolvimento do cálculo da distância otimizada e as adaptações nos testes

propostos. No Caṕıtulo 4 é detalhado o processo das simulações de Monte Carlo, apresentando os

resultados da performance do método proposto comparada ao método utilizando a distância euclidiana.

Também é comparada a performance dos testes otimizados com os testes na forma padrão. O Caṕıtulo

5 descreve um problema real, um conjunto de dados de pacientes com linfoma, em que o método

proposto será aplicado e comparado a outros métodos. Por fim, o Caṕıtulo 6 faz um retoma a proposta

do trabalho, discutindo os resultados e dificuldades encontrados.



Caṕıtulo 2

Revisão de metodologia

Neste Caṕıtulo, apresentamos os principais conceitos dos métodos utilizados para sustentar este tra-

balho.

2.1 U-estat́ıstica e definição da estat́ıstica Bn

Nesta seção será apresentada uma breve contextualização da teoria de U-estat́ısticas. Conforme menci-

onado anteriormente, elas desempenham um papel importante na teoria da estimação não-paramétrica,

em particular, para a construção de Estimadores Não Viesados de Variância Uniformemente Mı́nima

(ENVVUM).

Para a definição formal da U-estat́ıstica, considere X = (X11, ...,X1n1 ,X2(n1+1), ...,X2n), uma

amostra aleatória de n vetores L-dimensionais, dividida em dois grupos, G1 e G2, de tamanhos n1 e

n2 respectivamente, sendo n = n1+n2. Assim, Xgi representa a i-ésima observação, que pertence ao

grupo g. Assume-se que os elementos de cada grupo constituem amostras aleatórias e identicamente

distribúıdas (iid), obtidas a partir das distribuições L-dimensionais F1 e F2. Seja ϕ(·, ·) um kernel

não negativo, frequentemente representado por uma medida de distância ou dissimilaridade e defina

o parâmetro funcional θ(F1, F2) como a esperança (Pinheiro et al., 2009), assim

θ(F1, F2) =

∫ ∫
ϕ(X1i,X2j)dF1(X1i)dF2(X2j), para X1i,X2j ∈ RL. (2.1)

Assumindo ϕ(·, ·) uma função convexa linear das componentes marginais, temos que

θ(F1, F2) ≥
1

2
(θ(F1, F1) + θ(F2, F2)), (2.2)

para as distribuições F1 e F2. Se tomamos EFg(Xgi) = µg, para os grupos g ∈ {1, 2}, então a

desigualdade vale quando µ1 ̸= µ2.

Note que o parâmetro θ(F1, F2) pode ser interpretado como a distância esperada entre observações

de F1 e F2. Nesse contexto a U-estat́ıstica generalizada correspondente a θ(Fg, Fg) é dada por

8
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U (g)
ng

=

(
ng

2

)−1

·
∑

1≤i<j≤ng

ϕ(Xgi,Xgj). (2.3)

Aqui U
(g)
ng é o estimador não viesado para o parâmetro funcional dentro do grupo, θ(Fg, Fg), que pode

ser interpretado como a distância esperada dentro do grupo. Já a U-estat́ıstica para o parâmetro

θ(F1, F2), representando o estimador não viesado para a distância esperada entre grupos pode ser

escrita como

U (1,2)
n1,n2

=
1

n1n2

n1∑
i=1

n2∑
j=1

ϕ(X1i,X2j). (2.4)

Assim, a U-estat́ıstica para a amostra combinada que corresponde à Expressão (2.3) quando todas

as observações são tratadas como pertencentes ao mesmo grupo, pode ser decomposta como

Un =
2∑

g=1

ng

n
U (g)
ng

+
n1n2

n(n− 1)
(2U (1,2)

n1,n2
− U (1)

n1
− U (2)

n2
) = Wn +Bn, (2.5)

em que a estat́ıstica Bn é escrita como

Bn =
n1n2

n(n− 1)
(2U (1,2)

n1,n2
− U (1)

n1
− U (2)

n2
). (2.6)

Deste modo, a estat́ıstica Bn pode ser vista como a comparação entre a distância média entre grupos

e as distâncias médias dentro de cada grupo. A estat́ıstica Bn é uma quasi U-estat́ıstica, perten-

cendo à classe das U-estat́ısticas degeneradas (Pinheiro et al., 2009). Além disso, temos que Bn é

assintoticamente normal, tanto quando n → ∞ quanto quando L → ∞ (Pinheiro et al., 2009).

Este trabalho se utiliza da estat́ıstica Bn como função objetiva para encontrar uma distância

otimizada que melhor separa dois grupos, e em seguida utiliza-se dessa distância para classificar novas

observações, através de uma abordagem comparativa, o classificador DBn.

2.2 Teste U para separação de dois grupos

O teste U para separação de grupos, baseado na U-estat́ıstica Bn, é empregado para verificar signi-

ficância estat́ıstica da separação de dois grupos de observações previamente definidos G1 e G2. O

principal pressuposto do teste é a homogeneidade dentro de cada grupo. A hipótese nula afirma que

os dois grupos advém da mesma distribuição, ou seja F1 = F2. Nesse caso temos que E(Bn) = 0.

Já a hipótese alternativa afirma que os grupos são de fato separados com F1 ̸= F2 (e µ1 ̸= µ2), e

assim, a desigualdade (2.2) garante que E(Bn) > 0 (Sen, 2006).

A normalidade assintótica de Bn é utilizada para construir a distribuição da estat́ıstica do teste

sob H0, na qual a variância de Bn é estimada por um procedimento de reamostragem sob H0. Nesse

procedimento as observações dos diferentes grupos são reunidas e posteriormente rearranjadas em dois

grupos de tamanhos n1 e n2 para o cálculo da estat́ıstica Br
n. O processo é repetido R vezes, e os

valores de Br
n, para r : {1, · · · , R}, são utilizados para estimação da variância Pinheiro et al. (2009).
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2.3 Teste de homogeneidade

Cybis et al. (2018) consideram o problema de identificar se uma amostra é homogênea. Nesse contexto

de U-estat́ıstica Valk and Pinheiro (2012) definem uma amostra como homogênea se ela não pode

ser separada em dois subgrupos significativamente distintos de acordo com o teste U. A principal

diferença do teste anterior, é que aqui não há uma designação pré-definida dos grupos de modo que

todas as observações estão reunidas. Para verificar se a amostra é homogênea, deve se considerar

todas as posśıveis combinações dos dados em dois subgrupos e realizar o teste U para ver se alguma

partição dos dados é significativa.

Em seu trabalho, Cybis et al. (2018) propôs avaliar primeiramente a configuração que melhor

separa os dois grupos e somente depois aplicar o teste U apenas na configuração de melhor separação,

reduzindo assim drasticamente o grande custo computacional. Caso a hipótese nula não seja rejeitada

para um subgrupo, todos os demais arranjos seriam considerados necessariamente homogêneos, já

com a rejeição da hipótese nula seria posśıvel afirmar que os dois grupos são de fato dissimilares.

A configuração que melhor separa os dois grupos é definida como aquela que tem maior valor de

Bn padronizado. Então, sob H0 vamos considerar uma aproximação para a distribuição do máximo

de Bn padronizado que assume que as estat́ısticas Bn são independentes para os diferentes arranjos

de grupo. Temos que

Fmax(x) = P

(
max

(
Bn√

V ar(Bn)

)
< x

)
= Φ(x)γ , (2.7)

para Φ(·)γ função da distribuição acumulada da normal padrão elevado na potência γ, onde γ =

2n−1 − n − 1 é o número posśıveis configurações separando os dados em dois grupos. Rejeita-se a

hipótese nula de homogeneidade se Fmax(x) > (1− α).

2.4 Classificador DBn e teste de hipóteses para classificação

Nesta seção será apresentado o método de classificação que será foco desse trabalho. Além disso,

apresentaremos o teste de hipóteses para verificar a significância da classificação proposto por Lacerda

(2022), uma reformulação do método publicado por Cybis et al. (2018). Tanto o classificador DBn

quanto o teste de hipóteses para a classificação estão definidos no contexto de alta dimensionalidade

e baixo tamanho amostral (HDLSS) e estão baseados na estat́ıstica Bn, utilizando da teoria das

U-estat́ısticas para apresentar suas propriedades.

Levando em consideração a rejeição da hipótese nula do teste U de separação, ou seja, G1 e

G2 são grupos dissimilares, o próximo passo é a classificação de uma nova observação. Valk and

Pinheiro (2012) já haviam proposto um método emṕırico para a classificação baseado na comparação

de duas estat́ısticas Bn. Suponha que X seja composta de n1 observações sabidamente pertencentes

ao grupo 1 e n2 observações pertencentes ao grupo 2, e seja X∗ uma nova observação que gostaŕıamos

de classificar em um dos grupos. Nesse contexto, defina Bn1 como a estat́ıstica Bn calculada quando

a nova amostra X∗ é colocada no grupo 1 e Bn2 como a estat́ıstica calculada quando X∗ é colocada

no grupo 2. Note que quanto maiores as distâncias entre grupos em relação às dentro de grupos, ou
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seja, mais compactos e separados os grupos, maior será o valor de Bn. Assim, se X∗ não estiver bem

classificada no grupo 2 é esperado que a estat́ıstica Bn2 seja menor que a estat́ıstica Bn calculada

sem X∗. Portanto, caso, Bn1 for maior que Bn2 , então X∗ produz um melhor agrupamento quando

está classificada no grupo 1. Desse modo, considere a estat́ıstica

DBn = Bn1 −Bn2 , (2.8)

que será a base do classificador. Se o valor da estat́ıstica DBn for maior que zero, X∗ é classificado

como pertencente ao grupo 1, caso contrário X∗ deve ser classificado como grupo 2.

Levando em conta essa abordagem, foi proposto por Cybis et al. (2018) um teste para avaliar

a significância estat́ıstica da classificação, baseado na estat́ıstica DBn. Considerando µBn1
o valor

esperado para a estat́ıstica Bn1 e µBn2
para a estat́ıstica Bn2 , podemos dizer que E(DBn) = µBn1

−
µBn2

≡ µDBn , com isso as hipóteses do teste são definidas como

H0 : µDBn ≤ 0 versus H1 : µDBn > 0. (2.9)

A hipótese nula afirma que Bn2 , em que X∗ ∈ G2, produz um melhor agrupamento que Bn1 , já a

hipótese alternativa é que X∗ está corretamente classificado em G1. Para a estimação do p-valor

associado ao teste é utilizado um método de reamostragem, em que n1 elementos do grupo G1 e n2

do grupo G2 ∪ X∗ são amostrados repetidas vezes, em um processo de amostragem com reposição,

com X∗ sempre sorteado a partir de G2 ∪ X∗ (hipótese nula). Para cada replicação, o valor de DBr
n é

calculado. A rejeição da hipótese nula se dá quando a estat́ıstica DBn é maior que o percentil (1−α)

da distribuição reamostrada. Note que a distribuição emṕırica é utilizada para verificar significância

considerando que a distribuição da estat́ıstica DBn é desconhecida.

Em seu trabalho Lacerda (2022) retomou o teste de classificação aprofundando o conhecimento

sobre a estat́ıstica DBn, demonstrando a teoria assintótica. As estat́ısticas Bn1 e Bn2 são assin-

toticamente normais em n e/ou L, resultado que pode ser verificado em (Pinheiro et al., 2009),

Lacerda (2022) mostra que dessa forma a estat́ıstica DBn por ser uma diferença entre normais será

assintoticamente normal.

Para a estimação da média e variância da estat́ıstica DBn sob H0, Lacerda (2022) propôs um

método utilizando um processo de reamostragem, remodelado para evitar problemas associados a

distâncias nulas nas replicações. Para aplicá-lo precisamos que os grupos tenham tamanhos n1 − 1

e n2 − 1, de modo que uma observação de cada grupo deve ser desconsiderada no cálculo da DBn.

Nele n1 − 1 elementos do grupo G1 são amostrados sem reposição, já os elementos do grupo G2 são

rearranjados de modo que n2 − 1 elementos são designados ao grupo G2 da replicação e o elemento

restante é designado como X∗ na replicação (hipótese nula). Para cada replicação, o valor de DBr
n é

calculado. O conjunto dos R valores de DBr
n é utilizado para estimar média e variância de DBn.

Em Lacerda (2022), o teste de hipóteses para a classificação é realizado em duas etapas, em que

no primeiro momento identifica-se qual o grupo mais verosśımil para o elemento X∗, utilizando para

isso a estat́ıstica DBn. E posteriormente, define-se como G1 o grupo no qual X∗ foi classificado.

Então, o teste de hipóteses para a classificação é enunciado da seguinte forma

{
H0 :X∗ ∈ G2;

H1 :X∗ ∈ G1.
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Sob H0, temos que E(DBn) ≤ 0, deste modo ao rejeitar H0 temos evidências suficientes para garantir

que o novo elemento está corretamente classificado em G1 a um ńıvel de significância α.

Para elucidar melhor o contexto do teste de classificação em relação as hipóteses, ainda que

represente uma simplificação para o contexto unidimensional, abaixo apresentamos o comportamento

das hipóteses em um gráfico apresentado na figura 2.1. Observe os grupos G1 e G2, e considere H0:

X∗ ∈ G2 e H1: X∗ ∈ G1. Logo, espera-se que se X∗ está bem classificado no grupo G2, ele fique

sob a região de H0 representada pela curva em azul, já se X∗ estiver bem classificado no grupo G1,

ele fique sob a região de H1 representada pela curva em preto.

Pontos na região de sobreposição das curvas podem ser oriundos de qualquer uma das distribuições,

mas o classificador DBn designará X∗ para um dos dois grupos: grupo G1 se X∗ > 5.25 e grupo

G2 se X∗ < 5.25. Para pontos próximos dessa linha, a confiança na classificação pode ser baixa.

Só afirmamos que uma classificação é significativa no grupo G1 (rejeitando H0) se X∗ está além de

determinado quantil da distribuição de G2 (região B). Assim, consideramos quatro possibilidades:

• X∗ ∈ Região A - Classificado significativamente no grupo G2;

• X∗ ∈ Região A∗ - Classificado no grupo G2, mas não de modo significativo;

• X∗ ∈ Região B∗ - Classificado no grupo G1, mas não de modo significativo;

• X∗ ∈ Região B - Classificado significativamente no grupo G1.

H0 H1

Regiões: A A∗ B∗ B
5.25

DBn

f(DBn)
Distribuição da Estat́ıstica DBn

Figura 2.1: Representa a distribuição da estat́ıstica DBn sob as hipóteses

Ainda é posśıvel mensurar a probabilidade de cometer um erro na tomada de decisão, esse erro

pode ser compreendido de duas formas: erro do tipo I e erro do tipo II. O erro do tipo I é quando

rejeitamos a hipótese nula H0 e ela é verdadeira, essa probabilidade também é chamada de ńıvel de

significância e está representada sob a curva em azul, destacado em azul escuro no gráfico,

α = P(Erro do tipo I) = P(rejeitar H0|H0 é verdadeira). (2.10)

Já o erro do tipo II, é cometido quando não rejeitamos a hipótese nula H0 e ela é falsa, representado

no gráfico pela área sob H1, representada pela área sob a curva preta, destacado em azul claro no

gráfico,

β = P(Erro do tipo II) = P(não rejeitar H0|H0 é falsa). (2.11)
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E, além disso, é posśıvel avaliar o poder do teste, que representa a probabilidade de rejeitar a hipótese

nula H0, quando a hipótese alternativa H1 é verdadeira, sendo a área sob H1, curva preta, destacado

em cinza,

1− β = P(rejeitar H0|H1 é verdadeira). (2.12)

Note que, apesar da estratégia de definição de H0 de Lacerda (2022), assim como definimos um

teste com H0: X∗ ∈ G2, teoricamente podeŕıamos ter definido o teste simétrico que designaria classi-

ficações significativas no grupo G1, em que H0: X∗ ∈ G1. Inclusive, o procedimento de classificação

com inferência possui uma definição alternativa com base em p-valores, nos moldes do apresentado

em Liao and Akritas (2007). Nele, dois testes de hipóteses são realizados, um com cada grupo re-

presentando a hipótese alternativa. A classificação ocorre naquele grupo cujo teste apresentou menor

p-valor, se esse for menor que o ńıvel de significância. Note entretanto que assim estamos traba-

lhando com dois testes de hipótese simétricos, e portanto podemos corrigir o ńıvel de significância

para múltiplos testes por Bonferroni, utilizando α/2.

A partir da revisão de literatura exposta aqui, no próximo caṕıtulo será apresentado o desenvolvimento

da proposta desta dissertação.



Caṕıtulo 3

Metodologia

Neste Caṕıtulo, começaremos a explorar a contribuição deste trabalho. A motivação é a proposta de

um classificador otimizado organizado em duas etapas: na primeira buscamos a distância euclidiana

ponderada que melhor separa dois grupos de dados, em seguida classificamos novas observações em um

dos dois grupos com base nessa distância ótima. Iniciamos o Caṕıtulo apresentando o desenvolvimento

do problema de otimização para maximizar a distância euclidiana ponderada entre dois grupos. Na

sequência apresentaremos versões modificadas do teste U, do classificador e do teste de classificação,

levando em consideração essa distância otimizada.

3.1 Distância otimizada

Nessa seção vamos apresentar o processo de otimização do método proposto que se utiliza da es-

tat́ıstica Bn como função objetiva para maximizar a distância entre grupos, associando um peso a

cada componente do vetor de dados.

Para o cálculo da estat́ıstica Bn e o emprego dos métodos descritos no Caṕıtulo 2 é necessária a

escolha de um kernel ϕ(·, ·). Embora comumente a estat́ıstica Bn emprega a distância euclidiana, neste

trabalho propomos a utilização de uma distância otimizada, baseada na distância euclidiana ponderada.

O intuito é encontrar a configuração de pesos que maximiza a separação entre grupos, medida pela

estat́ıstica Bn, em que as componentes do vetor de dados mais relevantes para a separação dos grupos

recebam um maior peso. A partir dos pesos encontrados nessa otimização estamos interessados em

realizar a classificação de uma nova observação em um de dois grupos, empregando o classificador

DBn, após isso, um teste hipóteses para a classificação, verificando se a classificação é estatisticamente

significativo.

Para fins dessa sessão, sejam X1, · · · ,Xn1 observações L dimensionais pertencentes ao grupo G1,

e Xn1+1, · · · ,Xn1+n2 observações L dimensionais pertencentes ao grupo G2. Considere como kernel

a distância euclidiana ponderada ao quadrado entre as observações Xi e Xj , para i, j ∈ {1, · · · , n},
tal que

ϕ(Xi,Xj) =

L∑
ℓ=1

aℓ(Xiℓ −Xjℓ)
2 para aℓ > 0, (3.1)

14
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em que Xiℓ é a ℓ-ésima componente do vetor Xi e aℓ representam os pesos associados à ℓ-ésima

componente do vetor Xi. Adicionalmente, para regularizar o problema de otimização, adicionaremos

a restrição de que a norma euclidiana dos pesos seja igual a 1. A norma euclidiana do vetor de pesos

a = (a1, · · · , aL) é dada por

|a| =
√
a · a =

√
a2ℓ + · · ·+ a2L, (3.2)

em que · representa o produto interno. Note, entretanto, que |a| = 1 ⇔ |a|2 = 1. Assim, adicionar

uma restrição à norma euclideana ao quadrado nos leva a resultado equivalente, portanto assumimos

L∑
ℓ=1

a2ℓ = 1. (3.3)

Queremos encontrar a configuração dos aℓ que maximiza a estat́ıstica Bn, definida em (2.6), sujeita

à restrição (3.3). Portanto, o lagrangiano deste problema de otimização é dado por

L(a, λ) = Bn + λ

(
L∑

ℓ=1

a2ℓ − 1

)
, (3.4)

assim, temos

L(a, λ) = n1n2

n(n− 1)
· (2U (1,2)

n1,n2
− U (1)

n1
− U (2)

n2
) + λ

(
L∑

ℓ=1

a2ℓ − 1

)
,

substituindo U
(1,2)
n1,n2 , U

(1)
n1 , U

(2)
n2 definidas em (2.4) e (2.3), temos

L(a, λ) =
n1n2

n(n− 1)
·

2
 1

n1n2
·
∑
i∈G1

∑
j∈G2

ϕ(Xi,Xj)

 −

(
n1

2

)−1

·
∑
i∈G1

ϕ(Xi,Xj)

−

(
n2

2

)−1

·
∑
i∈G2

ϕ(Xi,Xj)

+ λ

(
L∑

ℓ=1

a2ℓ − 1

)
.

Notando que ϕ(Xi,Xj) é a distância ponderada (3.1), e reorganizando os termos na equação

L(a, λ) =

L∑
ℓ=1

aℓ

 n1n2

n(n− 1)
·

 2

n1n2
·
∑
i∈G1

∑
j∈G2

(Xiℓ −Xjℓ)
2

−

(
n1

2

)−1

·
∑
i∈G1

(Xiℓ −Xjℓ)
2

−

(
n2

2

)−1

·
∑
i∈G2

(Xiℓ −Xjℓ)
2

+ λ

(
L∑

ℓ=1

a2ℓ − 1

)
. (3.5)

De maneira a facilitar a visualização dos cálculos, podemos definir Unℓ considerando apenas os termos

dentro do colchetes e que não dependem de aℓ, assim

Unℓ =
n1n2

n(n− 1)
·

 2

n1n2
·
∑
i∈G1

∑
j∈G2

(Xiℓ −Xjℓ)
2

−

(
n1

2

)−1

·
∑
i∈G1

(Xiℓ −Xjℓ)
2

−

(
n2

2

)−1

·
∑
i∈G2

(Xiℓ −Xjℓ)
2

 . (3.6)
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Note que Unℓ corresponde à estat́ıstica Bn calculada apenas para a coordenada ℓ.

Então é posśıvel reescrever o lagrangiano como

L(a, λ) =
L∑

ℓ=1

aℓ · Unℓ + λ

(
L∑

ℓ=1

a2ℓ − 1

)
. (3.7)

Para resolver o problema de otimização, igualamos o gradiente do lagrangiano ∇L ao vetor nulo

∇L(a, λ) = 0, (3.8)

de modo que para cada componente do vetor temos

∂L
∂aℓ

= Unℓ + 2aℓλ = 0. (3.9)

Isolando aℓ obtemos o ponto cŕıtico deste problema,

aℓ = − 1

2λ
· Unℓ, (3.10)

para ℓ ∈ {1, ..., L}. Implementando a restrição,
∑L

ℓ=1 a
2
ℓ = 1, e substituindo aℓ, temos

1

4λ2

L∑
ℓ=1

U2
nl = 1, (3.11)

então λ assume os valores de

λ = ±1

2

√√√√ L∑
ℓ=1

U2
nl, (3.12)

onde a função será maximizada para os valores negativos de λ.

Assim, os aℓ que maximizam a função objetivo são dados por

aℓ =
1√∑L
ℓ=1 U

2
nℓ

· Unℓ. (3.13)

Note que esses pesos ótimos podem ser calculados analiticamente. Entretanto, cada um dos Unl requer

o cálculo de uma matriz de distâncias n×n, e temos L pesos para calcular. Esse custo computacional

de ordem n2L se torna relevante nos métodos de inferência apresentados abaixo, quando os pesos

devem ser recalculados em cada iteração de um procedimento de reamostragem.

Vale ressaltar que em um primeiro momento observamos a atribuição de pesos negativos à algumas

coordenadas do vetor. Pesos negativos indicam componentes do vetor de dados que são mais seme-

lhantes entre observações de grupos distintos do que dentro dos grupos. Como isso é problemático

para classificação, e na prática os pesos negativos eram muito pequenos, decidimos zerar os pesos ne-

gativos e observar a performance do método. Comparando os resultados obtidos em um estudo piloto,

observamos o percentual de classificações corretas utilizando os pesos calculados, e potencialmente

menores que zero, versus o uso de apenas pesos positivos (zerando as demais componentes). Com

base nessa análise, optamos por zerar os pesos negativos, utilizando apenas pesos maiores ou iguais a

zero.
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3.2 Teste U otimizado

O primeiro passo antes de fazer a classificação de uma nova observação é verificar se os dois grupos

de referência são de fato distintos e para isso é adequado utilizar o teste U da seção 2.2. Dado que o

teste U é fundamentado na estat́ıstica Bn e que estamos sugerindo que essa estat́ıstica seja baseada

na distância otimizada, propomos uma variante do teste U, que utiliza a distância otimizada para

avaliar a separação de dois grupos pré-definidos.

Retomando o conceito das hipóteses do teste U, temos que a hipótese nula afirma que os dois

grupos advém da mesma distribuição, portanto E(Bn) = 0, a hipótese alternativa afirma que os

grupos são de fato separados com µ1 ̸= µ2 e consequentemente E(Bn) > 0. A distribuição da

estat́ıstica do teste sob H0 é constrúıda levando em conta a normalidade assintótica de Bn.

Note que como os pesos aℓ são estat́ısticas calculadas com base na própria amostra, esse proce-

dimento deve ser levado em consideração na hora de determinar a distribuição de Bn sob H0, sob

pena de inflar o erro do tipo I. Enquanto Pinheiro et al. (2009) e Valk and Pinheiro (2012) mostram

a normalidade assintótica de Bn para uma ampla gama de distâncias ϕ(·, ·) e distribuições de X, no

caso da distância otimizada da seção 3.1 não dispomos de tal resultado teórico. As simulações apre-

sentadas na seção 4.3 dão ind́ıcios de que possivelmente a normalidade assintótica seja válida, mas

não está claro sob quais condições. Assim, a significância do teste é medida com base em comparação

com quantil emṕırico da distribuição obtida através do procedimento de reamostragem sob H0. Como

no procedimento original, para cada uma das R replicações, as observações dos diferentes grupos são

reunidas e posteriormente rearranjadas em dois grupos de tamanhos n1 e n2. Na sequência, os pesos

arℓ e a estat́ıstica Br
n são calculados novamente para cada iteração. O p-valor emṕırico é estimado

observando a proporção de vezes que Bn > Br
n. Assim, rejeita-se H0 se o p-valor emṕırico calculado

for maior que α, desse modo podemos afirmar que, ao ńıvel de significância α, há evidências de que

os grupos são de fato distintos.

3.3 Teste de classificação otimizado

Esta seção traz o teste de classificação otimizado, que se baseia na estrutura do teste proposto por

Lacerda (2022), referenciado na seção 2.4, mas ao invés de utilizar uma distância ϕ(·, ·) qualquer, o
cálculo das distâncias utiliza a distância otimizada, visto na seção 3.1.

O teste de hipóteses para a classificação é realizado em duas etapas, sendo a primeira o processo

de identificação do grupo mais verosśımil para X∗, utilizando para isso o classificador otimizado DBn.

Em seguida, esse grupo será chamado de G2 e o grupo complementar de G1, assim temos que

{
H0 :X∗∈ G2;

H1 :X∗∈ G1.

Caso haja a rejeição de H0, temos evidências suficientes para garantir que o novo elemento está

corretamente classificado em G1 a um ńıvel de significância α.
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No teste original a distribuição da estat́ıstica do teste considera normalidade assintótica e média

e variância da estat́ıstica DBn sob H0 é estimada por reamostragem. Mas, como visto na seção 3.2,

para o teste otimizado não dispomos do resultado referente a normalidade assintótica. Portanto, a

significância estat́ıstica do teste será baseada no quantil emṕırico da distribuição obtida por meio de

reamostragem. O processo de reamostragem segue os passos descritos na seção 2.4 para o método de

Lacerda (2022), entretanto é necessário que a cada repetição os pesos associados ao vetor de dados

sejam recalculados antes de calcular DBn.



Caṕıtulo 4

Simulações

Este Caṕıtulo do trabalho irá avaliar os resultados do método proposto por meio de simulações de

Monte Carlo comparando-os com outros métodos. Para isso, foram avaliados diferentes cenários,

que variam em tamanho de amostra n, grau de separação de grupos µ, além de variar o número de

componentes do vetor de dados ℓ∗, onde há diferença média entre grupos.

4.1 Classificador DBn otimizado

Nesta seção os resultados obtidos a partir do uso do classificador DBn otimizado serão apresen-

tados. O primeiro resultado a ser verificado é a performance do DBn com a distância otimizada

como classificador. Para isso, a performance do método otimizado foi compara ao método que

emprega o DBn original com a distância euclidiana. Com essa finalidade, conduziu-se o seguinte

processo de simulação, onde foram geradas amostras aleatórias de tamanhos n ∈ {30, 50, 100},
com dimensão L = 1.000 com entradas do vetor independentes. Para cada cenário foram consi-

deradas R = 500 replicações. O grupo G1 foi composto por ℓ∗ entradas com distribuição N(µ, 1),

onde µ ∈ {0.05, 0.10, 0.20, 0.40, 0.80, 1.00, 1.50, 2.00, 2.50}, e as demais ℓ− entradas com distribuição

N(0, 1). Já no grupo G2 todas entradas foram geradas a partir da distribuição N(0, 1). Com o obje-

tivo de verificar a classificação de X∗, um novo elemento foi gerado a partir de G1, com ℓ∗ entradas

de distribuição N(µ, 1), e sua correta classificação foi observada.

A partir do processo de simulação descrito acima, o primeiro passo para o cálculo da distância

otimizada é a estimação dos pesos associados ao vetor de dados dos grupos pré-existentes, calculando

os aℓ’s que maximizam a separação dos grupos. Em seguida, o novo elemento X∗, gerado a partir

de G1, foi integrado à amostra e nesse momento a distância otimizada foi calculada utilizando os

aℓ’s previamente definidos. Inicialmente foi considerando X∗ ∈ G1 e a seguir X∗ ∈ G2 no calculo da

estat́ıstica Bn e após isso, empregou-se o classificador DBn para indicar em qual dos grupos o X∗

deveria ser classificado.

Ao final de cada simulação, foi calculado o percentual de classificações corretas, considerando

a distância otimizada e também o método original com a distância euclidiana, obtendo assim a

performance dos dois métodos. Os resultados detalhados podem ser encontrados na Tabela A.1 do

anexo.

19
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As Figuras 4.1, 4.2 e 4.3 apresentam, para diferentes valores de n, o comportamento do percentual

de classificações corretas para os dois métodos, observados tanto quando variamos o número de

coordenadas relevantes para separação de grupos ℓ∗, quanto à medida que a diferença média entre

grupos cresce.
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l*=50; DO+ l*=50; DE l*=100; DO+ l*=100; DE l*=500; DO+ l*=500; DE

Figura 4.1: Comparativo dos percentuais de classificação correta para n = 30. As linhas cont́ınuas representam

a performance a partir do método otimizado (DO+) e as linhas pontilhadas o método considerando a distância

euclidiana (DE).
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Diferença média entre grupos
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Figura 4.2: Comparativo dos percentuais de classificação correta para n = 50. As linhas cont́ınuas representam

a performance a partir do método otimizado (DO+) e as linhas pontilhadas o método considerando a distância

euclidiana (DE).
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Figura 4.3: Comparativo dos percentuais de classificação correta para n = 100. As linhas cont́ınuas representam

a performance a partir do método otimizado (DO+) e as linhas pontilhadas o método considerando a distância

euclidiana (DE).
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Pode-se observar que, para os três tamanhos de amostra, há um ganho no percentual de classi-

ficações corretas quando empregamos o classificador otimizado (DO+), em relação ao método que

emprega a distância euclidiana (DE). Essa diferença acontece principalmente nos cenários onde há

menos componentes relevantes para separação ℓ∗, ou seja, onde a diferença média entre os grupos

está concentrada. Já para os casos onde a diferença média entre grupos está mais distribúıda entre

os componentes de vetores, o método tradicional se mostra melhor em termos de performance.

Um resultado já esperado e que pode ser observado nas Figuras 4.4, 4.5 e 4.6 é que a média dos

pesos associados aos componentes de vetores de dados ℓ∗, gerados a partir de N(µ, 1), apresentam

maiores valores, enquanto para os demais componentes ℓ−, que não contribuem para a separação dos

grupos, esses valores giram em torno de zero. Os resultados detalhados podem ser encontrados na

Tabela A.2 do anexo.
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Figura 4.4: Pesos médios associados às ℓ∗ componentes do vetor relevantes para separação dos grupos e às

demais ℓ− = 1.000− ℓ∗ componentes, para n = 30
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Diferença média entre grupos
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Figura 4.5: Pesos médios associados às ℓ∗ componentes do vetor relevantes para separação dos grupos e às

demais ℓ− = 1.000− ℓ∗ componentes, para n = 50
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Figura 4.6: Pesos médios associados às ℓ∗ componentes do vetor relevantes para separação dos grupos e às

demais ℓ− = 1.000− ℓ∗ componentes, para n = 100
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4.2 Teste U otimizado

Nesta seção iremos avaliar a performance do teste U otimizado, os cenários para a simulação de Monte

Carlo foram configurados a partir de uma amostra aleatória de tamanho n = 50, com dimensão

L = 1.000 com as componentes do vetor simuladas de modo independente. Para cada cenário

foram realizadas R = 100 replicações. No grupo G1 os vetores de dados foram formados por ℓ∗ ∈
{1, 10, 30, 50, 100, 500} entradas com distribuição N(µ, 1), onde µ ∈ {0, 0.5, 0.75, 1.00, 1.50, 2.00} e

as demais ℓ− entradas com distribuição N(0, 1), já no grupo G2 todas entradas tiveram distribuição

N(0, 1).

Buscando entender o comportamento do teste U otimizado, optou-se por também aplicar o teste U

padrão aos cenários descritos e assim comparar as performances. A Tabela 4.1 apresenta os percentuais

de separação de grupos ao ńıvel α de 5%, considerando a aplicação do teste U otimizado, apresentado

na Seção 3.2 e o teste U padrão, apresentado na Seção 2.2. Note que temos sob H0 : E(Bn) = 0, e

os grupos são homogêneos, versus H1 : E(Bn) > 0, em que os grupos são distintos.

Para essa configuração de dados, o erro do tipo I, P(rejeitar H0|H0 é verdadeira), estimado foi

menor do que 1% (correspondendo a zero replicações) para ambos os métodos. Note que para ambos

os métodos à medida que ℓ∗ e µ aumentam o poder vai para 1, mas nos cenários em que 100% de

rejeição não foi atingido, o teste U otimizado se mostrou mais poderoso que o teste U padrão. Mesmo

para ℓ∗ = 1 o teste U otimizado consegue capturar a diferença entre grupos, quando esses grupos são

bem separados, enquanto o teste U padrão não captura.
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Tabela 4.1: Comparativo do percentual de testes significativos entre os testes U otimizado e U padrão

Teste U

Método µ = 0 µ = 0.5 µ = 0.75 µ = 1 µ = 1.5 µ = 2

ℓ∗ = 1
Otimizado 0% 0% 0% 1% 13% 63%

Padrão 0% 0% 0% 0% 0% 0%

ℓ∗ = 10
Otimizado 0% 0% 3% 46% 100% 100%

Padrão 0% 0% 0% 0% 9% 99%

ℓ∗ = 30
Otimizado 0% 0% 73% 100% 100% 100%

Padrão 0% 0% 0% 58% 100% 100%

ℓ∗ = 50
Otimizado 0% 7% 100% 100% 100% 100%

Padrão 0% 0% 46% 100% 100% 100%

ℓ∗ = 100
Otimizado 0% 80% 100% 100% 100% 100%

Padrão 0% 13% 100% 100% 100% 100%

ℓ∗ = 500
Otimizado 0% 100% 100% 100% 100% 100%

Padrão 0% 100% 100% 100% 100% 100%

4.3 Distribuição DBn otimizado

Nesta seção serão apresentados os resultados da avaliação do comportamento da distribuição do

classificador DBn otimizado a partir dos cenários propostos. Foi simulada uma amostra aleatória

de tamanho n = 50, com dimensão L = 1.000 com as componentes do vetor simuladas de modo

independente. Para cada cenário foram realizadas R = 100 replicações. No grupo G1 os vetores

de dados foram formados por ℓ∗ ∈ {1, 10, 30, 50, 100, 500} entradas com distribuição N(µ, 1), onde

µ ∈ {0, 0.5, 0.75, 1.00, 1.50, 2.00} e as demais ℓ− entradas com distribuição N(0, 1), já o grupo G2

todas entradas com distribuição N(0, 1). Um novo elemento, X∗, foi gerado a partir de G1, com ℓ∗

entradas de distribuição N(µ, 1).

Conforme exposto na Seção 3.1, os métodos otimizados empregam as próprias observações para

a determinação dos pesos da distância ponderada. Nesse contexto, não dispomos de resultado as-

sintótico para Bn, nem está claro se e sob quais condições isso poderia valer. Assim, torna-se mais

relevante o estudo emṕırico da distribuição de DBn.

Por meio da Figura 4.7 podemos analisar o comportamento da estat́ıstica DBn para os diferentes

cenários propostos.
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Figura 4.7: Distribuição da estat́ıstica DBn otimizada

Para auxiliar na validação da normalidade da distribuição da estat́ısticaDBn também foi aplicado o

teste de Shapiro-Wilk para normalidade, onde a hipótese nula afirma que uma amostra tem distribuição

normal e a hipótese alternativa é de não normalidade. Apenas para três cenários o teste não foi

significativo ao ńıvel de 5% (µ = 0, 75 e ℓ∗ = 1; µ = 1, 5 e ℓ∗ = 1; µ = 0, 5 e ℓ∗ = 10), todos os

demais cenários apresentaram p − valor > α. Portanto, temos evidências de que a estat́ıstica DBn

advém de uma distribuição normal.

Esse resultado fornece ind́ıcios de que sob certas condições a normalidade assintótica pode valer

para a DBn otimizada. Provar tal resultado, se de fato válido, e encontrar as condições para ele está

fora do escopo dessa dissertação, e é um tópico de estudos futuros. Enquanto não dispomos de um

resultado teórico, fazemos a escolha de utilizar diretamente os quantis da distribuição emṕırica ao

invés de utilizar a normalidade assintótica para a obtenção de p− valor nos testes otimizados.
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Tabela 4.2: Percentual de classificações significativas dos testes de classificação otimizado e padrão para o

real grupo de pertencimento G1, onde H0: X∗ ∈ G2

.

Classificações significativas X∗ ∈ G1

Método µ = 0 µ = 0.5 µ = 0.75 µ = 1 µ = 1.5 µ = 2

ℓ∗ = 1
Otimizado 1% 8% 2% 11% 28% 48%

Padrão 2% 4% 3% 5% 4% 9%

ℓ∗ = 10
Otimizado 8% 11% 21% 57% 98% 100%

Padrão 2% 7% 7% 17% 48% 89%

ℓ∗ = 30
Otimizado 3% 23% 67% 97% 100% 100%

Padrão 1% 6% 30% 68% 100% 100%

ℓ∗ = 50
Otimizado 5% 34% 94% 100% 100% 100%

Padrão 2% 19% 68% 96% 100% 100%

ℓ∗ = 100
Otimizado 3% 63% 99% 100% 100% 100%

Padrão 6% 55% 100% 100% 100% 100%

ℓ∗ = 500
Otimizado 7% 99% 100% 100% 100% 100%

Padrão 4% 100% 100% 100% 100% 100%

4.4 Teste de classificação otimizado

Nesta seção serão apresentados os resultados do teste de classificação otimizado. Para avaliar o

desempenho do teste de classificação consideramos os cenários configurados a partir de uma amostra

aleatória de tamanho n = 50, com dimensão L = 1.000 com as componentes do vetor simuladas de

modo independente. Para cada cenário foram realizadas R = 100 replicações. No grupo G1 os vetores

de dados foram formados por ℓ∗ ∈ {1, 10, 30, 50, 100, 500} entradas, com distribuição N(µ, 1), onde

µ ∈ {0, 0.5, 0.75, 1.00, 1.50, 2.00} e as demais ℓ− entradas com distribuição N(0, 1). Já no grupo

G2, os vetores de dados foram formados com todas entradas com distribuição N(0, 1). Um novo

elemento, X∗, foi gerado a partir de G1, com ℓ∗ entradas de distribuição N(µ, 1).

As Tabelas 4.2 e 4.3 apresentam os resultados do teste de classificação, mensurando os percentuais

de classificações significativas, ao de 5% ńıvel de significância 1. A Tabela 4.2, apresenta apenas os

percentuais de classificações significativas para os X∗ classificados em G1, com H0 :X∗ ∈ G2. Já

a Tabela 4.3, mostra os resultados da classificação significativa para X∗ classificados em G2, com

H0 :X∗ ∈ G1.

Na Tabela 4.2, estamos considerando o teste com H0 :X∗ ∈ G2, quando a nova observação é

simulada em G1, portanto a tabela avalia poder dos testes. Podemos observar uma performance

superior do método proposto quando comparado ao método padrão em todos cenários observados,

notando que em todos os casos considerados as diferenças médias entre grupos estão concentradas

em uma fração das componentes do vetor de dados. Esses resultados estão em linha com o ganho

nas simulações do classificador na Seção 4.1. Podemos observar que para ℓ∗ = 1, à medida que a

diferença média entre grupos cresce, o percentual de classificações significativas em G1 aumenta no

método otimizado, enquanto para o teste de classificação padrão esse percentual permanece baixo.

1Note que os p-valores emṕıricos são comparados com α/2 = 0.025 devido à correção de múltiplos testes descrita na

Seção 2.4
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Tabela 4.3: Percentual de classificações significativas dos testes de classificação otimizado e padrão no grupo

de comparação G2, onde H0: X∗ ∈ G1. Dados simulados com X∗ ∈ G1.

Classificações significativas X∗ ∈ G2

Método µ = 0 µ = 0.5 µ = 0.75 µ = 1 µ = 1.5 µ = 2

ℓ∗ = 1
Otimizado 3% 8% 4% 5% 5% 8%

Padrão 1% 5% 3% 2% 3% 4%

ℓ∗ = 10
Otimizado 3% 2% 0% 5% 5% 6%

Padrão 2% 3% 3% 2% 4% 5%

ℓ∗ = 30
Otimizado 3% 5% 1% 6% 5% 6%

Padrão 2% 6% 3% 5% 2% 3%

ℓ∗ = 50
Otimizado 8% 6% 3% 1% 3% 5%

Padrão 2% 3% 2% 4% 3% 3%

ℓ∗ = 100
Otimizado 4% 4% 5% 3% 4% 6%

Padrão 7% 6% 6% 3% 6% 4%

ℓ∗ = 500
Otimizado 6% 7% 3% 7% 4% 4%

Padrão 1% 4% 5% 7% 3% 1%

Na Tabela 4.3, estamos sob H0 :X∗ ∈ G1, porém nesse estudo de simulação todos os X∗ são

provenientes de G1, ou seja, estamos investigando se há classificações significativas no grupo incorreto

G2. Ambos os métodos apresentaram desempenho próximo ao esperado, em torno dos 5% (ou um

pouco mais) de erro do tipo I, com uma oscilação observada provavelmente atrelada ao baixo número

de replicações R.
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Aplicação

Nesta seção será apresentada uma aplicação do método proposto em uma base de dados reais.

Um exemplo t́ıpico do cenário de HDLSS na área do câncer é o estudo que associa dados de

microarranjos a diferentes tipos de linfoma. Nele foram avaliadas 6.817 medidas refentes a expressão

gênica de 77 pacientes, em dois grupos de observação: 58 pacientes portadores do linfoma difuso

de grandes células B (DLBCLs); 19 pacientes portadores de linfoma folicular (FL). Os dados foram

obtidos do trabalho ”The Diffuse Large B-cell Lymphoma (DLBCL)”, apresentado por Shipp et al.

(2002) e podem ser encontrados em: https://github.com/ramhiser/ datamicroarray/wiki/Shipp.

A opção por esse conjunto de dados é a comparação do método otimizado com os resultados

obtidos por Lacerda (2022). O seguinte cenário, baseado no trabalho de Lacerda (2022), foi con-

siderado: aproximadamente 2/3 dos dados foram reamostrados de forma aleatória para compor o

conjunto de treinamento (grupos G1 e G2 de referência) e os demais formaram o conjunto de teste.

Sua classificação pelo método de interesse foi observada, e esse processo foi repetido R = 50 vezes.

O conjunto de treinamento ficou estruturado da seguinte forma: nDLBCL = 40 e nFL = 12, já o

conjunto de teste, nDLBCL = 18 e nFL = 7.

A Tabela 5.1 apresenta o resultado da classificação pelo método padrão e otimizado para os

dados do estudo de linfoma e, a t́ıtulo de comparação, um algoritmo tradicional de classificação, o

Naive Bayes. É posśıvel observar que para o grupo de pacientes portadores de DLBCL 735 dos 900

pacientes (total do grupo teste nas 50 replicações) foram classificados corretamente, representando

aproximadamente 82% de classificações corretas. O grupo dos pacientes portadores de FL, 324 dos 350

pacientes foram corretamente classificados, cerca de 93% de acerto nas classificações. Ao todo foram

observadas praticamente 85% de classificações corretas para este estudo. Já aplicando o classificador

padrão, proposto por Lacerda (2022), observamos 686 pacientes classificados corretamente como

DLBCL, mais de 76% de classificações corretas e 85% de classificações corretas para o grupo FL, 299

dos 350, representando ao todo um percentual de 78% de classificações corretas para esse conjunto

de dados.

Ainda, em relação ao desempenho de classificação do método otimizado versus o método padrão e

o Naive Bayes, podemos comparar a taxa de erros de classificação em cada um dos grupos pela Tabela

5.2 a seguir. Note que E(FL|DLBCL) é o percentual de pacientes classificados incorretamente como

portadores de FL, sendo que são portadores de DLBCL. E E(DLBCL|FL) representa o percentual

de pacientes classificados erroneamente como portadores de DLBCL, sendo que são portadores de FL.
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Tabela 5.1: Número de classificações em cada categoria para o método otimizado, padrão e Naive Bayes.

Predito|Real Método Otimizado Método Padrão Naive Bayes

(DLBCL|DLBCL) 735 686 835

(FL|DLBCL) 165 214 65

(DLBCL|FL) 26 51 211

(FL|FL) 324 299 139

Tabela 5.2: Taxa de erro de classificação para o método otimizado, padrão e Naive Bayes.

Classificador

Otimizado

Classificador

Padrão
Naive Bayes

E(FL|DLBCL) 18,33% 23,78% 7,22%

E(DLBCL|FL) 7,43% 14,57% 60,29%

É posśıvel observar o ganho de performance do classificador otimizado frente ao classificador

padrão, para o erro de classificação DLBCL como FL o classificador otimizado produziu cerca de

23% menos erro nas classificações do que o classificador padrão. Já em relação ao erro de classificar

FL no grupo DLBCL o método otimizado produziu aproximadamente 50% menos erro frente ao

método padrão. Em relação ao Naive Bayes, é posśıvel observar um menor percentual de classificações

incorretas em E(FL|DLBCL) comparado aos métodos que utilizam U-estat́ısticas. Porém, quando

observamos o percentual de erro para o menor grupo, este é muito maior que os erros cometidos pelos

outros métodos.

Vale ressaltar aqui a presença de desbalanceamento dos grupos, acarretando em dificuldades para

acertar classificações em grupos menores. Esse efeito é bastante pronunciado para o Naive Bayes, já

nos métodos baseados em U-estat́ıstica o problema é mitigado.

O próximo passo é entender se as classificações realizadas foram significativas, e para isso vamos

aplicar o teste de classificação otimizado e compará-lo ao teste de classificação padrão. As hipóteses

dos teste estão de acordo com o apresentado na Seção 3.3, em que a hipótese alternativa se refere

ao grupo em que a observação foi classificada. A Tabela 5.3 apresenta o percentual de classificações

significativas para todas as classificações realizadas.

Comparando os percentuais das classificações significativas de ambos métodos, observamos um

maior percentual de classificações significativas, a um ńıvel α = 5%1, no método otimizado quando

1Note que os p-valores emṕıricos são comparados com α/2 = 0.025 devido à correção de múltiplos testes descrita na

Tabela 5.3: Percentual de classificações significativas dos métodos otimizado e padrão

Predito|Real Método Otimizado Método Padrão

(DLBCL|DLBCL) 90,75% 74,93%

(FL|DLBCL) 22,42% 14,02%

(DLBCL|FL) 23,08% 0,00%

(FL|FL) 47,84% 27,09%
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consideramos as classificações corretas (maior sensibilidade). Já o classificador padrão, proposto por

Lacerda (2022), apresenta um menor percentual de resultados significativos para as classificações

incorretas (maior especificidade). O método otimizado classificou significativamente cerca de 69%

das classificações realizadas, enquanto o método padrão 50%.

Note que, embora o Naive Bayes não possua teste de hipóteses para a classificação, é posśıvel

quantificar a confiança na classificação no Naive Bayes por meio da probabilidade a posteriori pp da

classificação. Para comparar essas probabilidades com o resultado dos testes dos outros métodos,

consideramos uma heuŕıstica que designa como alta probabilidade aquelas classificações com mais

95% de pp. Entretanto, observamos que nas nossas análises, todas as classificações tiveram valores de

pp extremamente altos, de modo que 100% das classificações realizadas seriam consideradas de alta

probabilidade, inclusive as erradas. Essa confiança excessiva em todas as classificações é consequência

do contexto HDLSS, e destaca a importância de empregar métodos apropriados ao contexto.

Dado os resultados não tão favoráveis de inferência do nosso método frente ao original, é relevante

avaliar se o método otimizado é o mais adequado para esta aplicação. Lembramos que o nosso método

apresentou melhor performance quando t́ınhamos diferença entre grupos mais concentrada apenas em

algumas coordenadas.

Uma posśıvel abordagem para avaliar se o método otimizado é adequado para esta aplicação seria

avaliar os pesos calculados para os dados, entendendo se eles estão concentrados apenas em parte das

variáveis. A figura 5.1 apresenta os pesos calculados para as primeiras quatro repetições das R = 50

realizadas. Notamos que as figuras apresentam concentração dos pesos em poucas variáveis, indicando

que estas tem maior contribuição para separação dos grupos, enquanto as demais estão com pesos

zero ou muito próximo disso. Lembramos que a soma dos pesos está restrita a 1. Este é um ponto a

ser melhor discutido em trabalhos futuros.

Seção 2.4
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Figura 5.1: Distribuição dos pesos calculados no estudo sobre linfoma
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Conclusões e trabalhos futuros

Esta dissertação se apoiou em trabalhos anteriores como o de Cybis et al. (2018) e Lacerda (2022)

propondo uma modificação no cálculo das distâncias entre grupos, encontrando uma solução anaĺıtica

para o problema de maximização das dissimilaridades entre grupos, isso considerando o ambiente de

alta dimensão e pequeno tamanho de amostra (HDLSS). Além de realizar a classificação de um novo

elemento em um de dois grupos de referência, também foi avaliado a real separação entre grupos e a

significância estat́ıstica atrelada a classificação realizada.

Sabemos que em ambientes de alta dimensão e baixo tamanho de amostra métodos mais tradi-

cionais, como os da inferência paramétrica, podem ter problemas de estimação devido à quantidade

de parâmetros a serem estimados ser muito maior que a quantidade de amostras observadas. Uma

alternativa é a utilização de U-estat́ısticas, que vem apresentando resultados promissores quanto a sua

utilização em problemas de agrupamento e classificação nesse ambiente.

Ao empregar a distância otimizada constrúımos um classificador que é capaz de corretamente clas-

sificar conjuntos de dados com estruturas mais complexas do que aquelas encontradas pela distância

euclideana convencional, principalmente quando diferentes entradas do vetor de dados tem pesos dis-

tintos para a diferenciação dos grupos. Nesse sentido, constrúımos um classificador potencialmente

mais versátil (mesmo quando comparado com o uso de outras distâncias pré-definidas como kernel),

uma vez que ele permite que os dados indiquem qual a distância apropriada para classificação. Nas

comparações realizadas nesse estudo verificamos que isso resultou em menores erros de classificação,

sempre que consideramos diferença entre grupos apenas em algumas componentes. Já quando todas

as componentes do vetor de dados contribuem igualmente para separação dos grupos a distância

euclidiana convencional performa melhor.

Nas simulações, houve um ganho no percentual de classificações corretas com a utilização do

classificador otimizado, principalmente nos casos em que a diferença média entre os grupos está con-

centrada em algumas componentes. Esse resultado também pode ser observado no teste U otimizado,

que se mostrou um teste mais poderoso que o teste U padrão nesses casos. Enquanto aqui propomos

o teste U otimizado como uma etapa preliminar de validação para a classificação otimizada, o método

pode ser empregado em diversos outros contextos em que queremos avaliar se dois grupos são dis-

similares, além de mensurar a significância estat́ıstica dessa separação. O ganho de performance do

método otimizado também foi observado na avaliação da significância estat́ıstica das classificações

realizadas e deu ind́ıcios de um bom controle de erro do tipo I.
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Caṕıtulo 6. Conclusões e trabalhos futuros 34

Outro ponto observado nas simulações, é que encontramos evidência para a normalidade da distri-

buição da estat́ıstica DBn na maioria dos cenários de simulação. Isso é relevante dado que o método

otimizado emprega as próprias observações para a determinação dos pesos da distância ponderada,

o que altera a estrutura da estat́ıstica Bn, e portanto não podemos simplesmente utilizar resultados

existentes de normalidade assintótica. É um ponto importante para trabalhos futuros o estudo da

teoria assintótica.

É importante mencionar que as simulações realizadas consideram cenários adequados ao tipo

de método proposto, nos quais esperamos que ele tenha bons resultados. Por outro lado, o custo

computacional empregado dos testes otimizados é maior do que o do método original, pois a cada

etapa da reamostragem os pesos associados às componentes do vetor de dados são recalculados.

Vale citar que em relação os p-valores estimados a partir da técnica proposta podem variar um

pouco em diferentes execuções, um exemplo disso é a variância da estat́ıstica Bn que é estimada por

reamostragem.

Considerando a aplicação do método em um estudo com dados reais, notamos que o classificador

otimizado apresentou menores taxas de erro que o classificador padrão. Além disso, observamos

melhores resultados do método otimizado na quantidade de classificações corretas e significativas, já

o método padrão se mostrou melhor em relação a quantidade de classificações incorretas que foram

significativas. Ponderamos então que o aumento em sensibilidade veio às custas da especificidade.
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Anexo A

Resultados complementares

Tabelas dos resultados detalhados das simulações do método proposto, discutidos na Seção 4.1 deste

trabalho.
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