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RESUMO

O presente trabalho discute e implementa duas abordagens utilizadas na
descoberta de padrGes em séries temporais: clustering e motifs. Primeiramente, €
apresentada a abordagem de clustering com janela deslizante, e os problemas que
decorrem da mesma. Na tentativa de contornar os problemas, faz-se uso de Mapas
Auto-Organizaveis como alternativa ao clustering; por fim, é apresentada a técnica de
identificacdo de pontos perceptualmente importantes, como solucéo para evitar padroes
triviais e reduzir a dimensionalidade da série de entrada. Num segundo momento, é
descrita a técnica de descoberta de padrdes baseada em motifs, bem como as
motivacdes que levaram a essa abordagem. Uma segunda implementacgéo, usando dessa
vez a nova abordagem, é apresentada e, ao final, sdo comparados os resultados obtidos
pela execucdo dos métodos. Assim, com base nos experimentos realizados, concluiu-se
que a abordagem do SOM com janela deslizante gera padr6es muito suavizados e que
pouco lembram a série original, enquanto que a abordagem por Motifs encontra padrdes
com melhores resolucdes.

Palavras-Chave: Séries Temporais, Descoberta de Padrdes, Mapas Auto-Organizaveis,
SOM, Motifs, Agrupamento.



ABSTRACT

This work discusses and implements two approaches used in time series pattern
discovery: clustering and motifs. Initially the concepts and formalisms related to the
time series are introduced, through the techniques used in the search for patterns and
concluding with the presentation of implementations, and a comparison of these. At first
the approach of clustering with sliding window is presented, and the problems that arise
from that. In an attempt to solve these problems, Self-Organizing Maps are used as an
alternative to clustering, and finally the technique of identifying perceptually important
points is presented, as solution to prevent trivial matches and to reduce the
dimensionality of the input series. Secondly, we describe the technique of pattern
discovery based on motifs, and the motivations that led to this approach. A second
implementation is presented and implemented using this new approach and, finally, the
achieved results are compared by the implementation of methods. Thus, based on
experiments, it was concluded that the SOM approach with sliding window generates
patterns very smooth that does not resemble the original series, while the Motifs
approach finds patterns with better resolutions.

Keywords: Time Series, Pattern Discovery, Self-Organizing Maps, SOM, Motifs,
Clustering.
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1 INTRODUCAO

Com a automacdo de processos e o desenvolvimento de sistemas em areas como
finangas, marketing, ciéncias econdmicas, seguros, demografia, ciéncias sociais,
meteorologia, energia e epidemiologia, entre outros, tem se obtido, além dos produtos
decorrentes de cada uma dessas areas, muita informacdo associada a elas. Diferentes
informacdes sdo geradas ao longo das inUmeras etapas associadas aos processos, bem
como da observagdo de fendmenos naturais e experimentos relacionados. Assim, muitos
dos dados que hoje sdo coletados e armazenados, estdo associados, de alguma forma, a
dimenséo tempo.

Surgem entdo, dessa dimenséo adicional, associada aos dados do dominio, inimeras
possibilidades de andlise, que vao além das fungdes bésicas como contabilizacéo,
calculo da média e obtencdo dos valores maximos e minimos que ocorrem. Ao se
considerar a restricdo temporal, os dados passam a formar um conjunto ordenado,
chamado série temporal, permitindo que sejam calculadas tendéncias e observados
padrbes, possibilitando a descoberta de informacGes adicionais sobre o dominio do
problema.

A Figura 1.1 mostra um gréafico com o valor medido das vazdes diérias da Bacia do
Sdo Francisco, ao longo de oito anos (1978 a 1986), totalizando 2.920 registros. Através
do grafico, a principal caracteristica que se pode notar é a regularidade e a periodicidade
dos registros. A partir dos picos, ou vales, é possivel se ter uma ideia de onde comeca e
termina cada ano. Além disso, por retornar constantemente ao mesmo patamar apos as
variacOes apresentadas em Janeiro de cada ano, percebe-se que a série possui tendéncia
decrescente, pois ao observar-se 0s picos, pode-se notar que 0s mesmos decrescem.

Vazdo da Bacia do 580 Francisco

Vazdom®fs

b
& T
=

SO0 1000 1500 2000

Dias

Figura 1.1: Grafico das vazdes do Rio Sdo Francisco entre 1978 e 1986

A correlagéo presente na amostragem de pontos temporalmente adjacentes restringe,
no entanto, a aplicabilidade de muitos dos métodos estatisticos tradicionais, que
assumem como premissa que essas observagdes adjacentes sdo independentes e
identicamente distribuidas (SHUMWAY, 2006). A abordagem utilizada para tratar dos
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problemas matematicos e estatisticos levantados por tais correlacbes temporais é
conhecida por analise de séries temporais.

1.1 Objetivo

O objetivo desse trabalho consiste na realizacdo de um estudo sobre a descoberta de
padrdoes em séries temporais. Tal interesse baseou-se numa demanda iniciada no
Instituto de Pesquisas Hidraulicas da UFRGS, onde se deseja responder questfes
referentes a existéncia ou ndo de padrdes em séries temporais hidro meteoroldgicas,
bem como a extracdo daqueles que ocorrem como maior frequéncia. A descoberta e
entendimento de padrdes desconhecidos auxiliam no entendimento de fenbmenos, na
realizacdo de previsGes e na economia de recursos decorrente da otimizacdo do proprio
monitoramento.

Ambiciona-se, com esse trabalho, primeiramente desenvolver entendimento
conceitual e pratico sobre as principais abordagens utilizadas na extracdo de padrdes
frequentes em séries temporais para que, em um segundo momento, sejam criadas
implementacBes das técnicas que tornem possivel a validacdo e comparacdo dos
resultados.

1.2 Estrutura do Trabalho
O texto encontra-se estruturado da seguinte forma:

e O capitulo 1 apresenta a introducdo e a motivacdo que levou a realizacéo
desse estudo;

e O capitulo 2 contém uma introducdo as séries temporais, definicdes e uma
abordagem inicial intuitiva sobre como realizar a extracdo de padrdes
frequentes em séries temporais.

e O capitulo 3 apresenta uma aplicacdo de Mapas Auto-Organizaveis como
alternativa ao clustering para a descoberta de padrdes e uma técnica de
compressdo da entrada baseada em Pontos Perceptualmente Importantes
(PIPs).

e O capitulo 4 traz consideracdes sobre os problemas decorrentes ao se fazer
clustering com janela deslizante, conforme sugerido no capitulo 3, e introduz
uma nova abordagem baseada na busca por Motifs.

e O capitulo 5 apresenta as implementacdes que foram desenvolvidas, que
fazem uso das técnicas abordadas nos capitulos anteriores, bem como um
comparativo das caracteristicas de cada uma.

e Por fim, o capitulo 6 apresenta as consideracdes finais e 0s pontos em aberto
que podem ser explorados em trabalhos futuros.
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2 BUSCA DE PADROES EM SERIES TEMPORAIS

Antes de iniciar o estudo sobre a busca de padroes em séries temporais, € importante
apresentar as defini¢des formais de alguns conceitos e nomenclatura adotadas ao longo
deste trabalho. Tentou-se, na medida do possivel, manter os conceitos e nomenclatura
encontradas na literatura, salvo quando as definigdes eram conflitantes, onde optou-se
pela definicdo que mais se adaptava a linha seguida nesse estudo.

Definigdo 1: uma Série Temporal é um conjunto ordenado T = {xq, x5, ..., x,} de n
valores reais (Keogh et al, 2003).

Duas séries temporais A e B podem, entdo, ser comparadas calculando-se a distancia
euclidiana entre elas, conforme (2.1). Tem-se entdo Dist(4,B) =0, quando A e B
forem idénticas.

Dist(4,B) = (2.1)

Assim, dado um conjunto de séries temporais D, todas de mesmo tamanho n, pode-
se encontrar as duas séries mais similares como sendo o par de objetos do conjunto que
possui menor distancia entre si. Mais formalmente, V,,;; 0 par {T;, T;} € 0 mais similar

em D se, e somente se, dist(T;, T;) < dist(T,,Ty), i #jea # b.

2.1 Clustering de Séries Completas

Pode-se entdo pensar em agrupar as sequencias semelhantes em grupos distintos,
usando-se a distancia euclidiana como critério de similaridade. O algoritmo k-means
(KEOGH apud BRADLEY e FAYYAD, 2009) é um algoritmo de clustering que pode
auxiliar nesse processo, conforme apresentado na Tabela 2.1. Como parametro para o
algoritmo, é preciso definir de anteméao o valor de k, que é a quantidade de grupos (de
agora em diante chamados de clusters) a serem gerados. Cada cluster corresponde a um
vetor com a mesma dimensdo das séries temporais em D, e pode ter suas componentes
inicializadas com valores aleatorios ou pré-definidos.

Definidos os valores iniciais dos clusters, percorre-se 0 conjunto das entradas D
associando a cada série temporal T;, o cluster mais proximo. Os clusters atuam entdo
como centro dos grupos, e sdo recalculados a cada iteragcdo de modo a refletir os objetos
associados a eles. O processo se repete, reassociando-se 0os N objetos ao cluster mais
proximo, enquanto existirem objetos mudando de grupo.
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A técnica de clustering em séries temporais distintas, considerando sequéncias
inteiras, € citada na literatura por whole clustering, e é idéntico ao clustering de objetos
discretos.

Tabela 2.1: O algoritmo k-means

1. Definir o valor de k

2. Inicializar os centros de k clusters
(podendo ser aleatdrio)

3. Decidir a classe de cada um dos N elementos associando-os
ao cluster mais préximo

4. Recalcular o centro dos clusters considerando os padrdes
associados

5. Se nenhum dos N elementos mudar de cluster na Ultima
iteracdo, entdo encerra, caso contrario, volta para 3.

A Figura 2.1 ilustra o processo de formacdo dos clusters no algoritmo k-means com
k = 3, onde os circulos representam o centro dos clusters e os quadrados, os objetos
que estdo sendo agrupados. Na figura, sdo exibidos os clusters iniciais (1), 0S grupos
encontrados apds a associacdo das entradas aos clusters mais préximos (2), o reajuste
dos centros dos clusters em relacdo aos seus respectivos objetos associados (3) e, por
fim, os novos clusters induzidos apds o reposicionamento dos centros (4).

o o [ ] [ |
a H 5 . S\ .
@ ® ® 9 .' G\ /f
s @ e o
e B : g
1 2 =fs 3 I:I\EI ! =fs]

Figura 2.1: Evolugdo do processo de clustering do algoritmo k-means (Wikipedia).

2.2 Clustering de Subsequéncias de Séries

Muito frequentemente, deseja-se estudar uma Unica série temporal com o objetivo
de, por exemplo, encontrar os padrdes que ocorrem com mais frequéncia na mesma.
Nesse caso, ndo existe utilidade em comparar a série em questdo com outras séries, ndo
cabendo, assim, o whole clustering abordado na secdo anterior.

O que se deseja vai ao sentido de comparar a série com ela mesma ou com suas
partes. Uma abordagem frequentemente usada na literatura consiste em estipular um
tamanho w e obter todas as possiveis subsequéncias da série original com esse tamanho.
Tal técnica é chamada de janela deslizante e formalizada nas definigbes 2 e 3,
apresentadas a sequir.

Definigdo 2: dada uma serie temporal T de tamanho n, uma Subsequéncia S de T é uma
amostra de posices contiguas de tamanho w <nem T, isto €, S = x,, ..., Xp4y—1, Para

1<p<n-w+1 (Keogh etal, 2003).
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Defini¢cdo 3: dada uma série temporal T de tamanho n, e uma subsequéncia de tamanho
w, uma matriz D de todas as possiveis subsequéncias pode ser construida deslizando-se
a janela ao longo de T e colocando a subsequéncia S, na p-ésima linha de D. O
Tamanho da matriz D é (n + w — 1) X w (Keogh et al, 2009).

EA

x3| |x

5-.'—1-.'+1

Figura 2.2: Série temporal original T e a decomposi¢ao em suas subsequéncias S;.

Apbs a obtencdo do conjunto de entrada, representado pela matriz D (Figura 2.3),
contendo todas as subsequéncias de tamanho w da série original, € intuitivo usar o
mesmo principio que motivou o whole clustering na secéo anterior, a fim de agrupar as
subsequéncias semelhantes. Um padrdo representativo e aproximado das subsequéncias
associadas a cada cluster pode ser obtido, entdo, nas componentes dos vetores que
representam os centros dos clusters.

Xy | X2 | X3 | xs | x5 | Xg
Xy | X3 | xs | x5 | X5 | X7
X3 Xa Xg Xg X7 Xg
Xa Xg Xg X7 Xg Xg
Xs | Xs | X7 | Xz | ¥s | *1p
Xg | X7 | X¥g | X5 [ X1p | Xyg
X7 Xg | Xg | Xyp | X979 [ X492
Xg | Xg | X1p | X199 [ X920 | ¥13
Xg | Xap | Xyg | Xy [ X13 | Xqg
X1p | Xqq | ¥y | 13 | Xye | X5

Figura 2.3: Matriz formada por subsequéncias de tamanho 6 obtidas pelo método da janela deslizante.
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3 UTILIZANDO REDES SOM NA BUSCA DE PADROES

Entre os algoritmos de clustering existentes — tais como hierarquico, nearest-
neighbor e k-means, talvez o mais popular seja esse Gltimo. No algoritmo k-means, o
namero de clusters k é um parametro critico a ser definido, que refletird a quantidade de
padrbes encontrados. Em se tratando da descoberta de padrGes desconhecidos em séries
temporais, ndo é tarefa facil afirmar a priori sobre a existéncia de um padréo, sendo
ainda mais dificil especificar a quantidade de padrGes distintos k que espera-se
encontrar.

Os Mapas Auto-Organizaveis (do inglés, Self-Organizing Maps — SOM), oferecem
uma solucéo parcial para o problema de fixar a quantidade de padrbes, com a introducéo
de redundancia. Um mapa auto-organizavel é um algoritmo de clustering baseado em
rede neural de aprendizado ndo supervisionado (CHUNG, 2001) e introduzido nas
secdes seguintes.

3.1 MAPAS AUTO-ORGANIZAVEIS

Um Mapa Auto-Organizavel é uma rede neural de aprendizado ndo supervisionado
usada para produzir representacdes de baixa dimensionalidade de um espaco de entrada
multidimensional. Nesse processo de reduzir a dimensdo dos vetores, tal técnica cria
uma rede que mantém a topologia do conjunto de treinamento numa estrutura mais
simplificada — tipicamente uni ou bidimensional — chamada de mapa.

3.1.1 Estrutura

Como em uma rede neural, 0 SOM é construido tendo o neurénio artificial como a
unidade mais bésica de processamento. Cada um dos nos (neurdnios) da rede possui
uma posicdo topoldgica especifica (uma coordenada x e y, por exemplo) e um vetor de
pesos com a mesma dimensao que os vetores de entrada (Figura 3.1).
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X
[x1] %2 | x3] xa | x5 x6] ... | %4

w

e o]

Mo do SOM

Vetor de Treinamento

X

Figura 3.1: Estrutura do no basico do SOM.

Os nds do SOM sdo organizados em estruturas que podem corresponder a mapas
unidimensionais, bidimensionais, n-dimensionais, variando de acordo com a aplicacgéo.
Na figura 3.2 pode-se observar um SOM com 16 nos, organizados em um mapa
bidimensional (4x4). As linhas claras conectando 0s neurdnios servem apenas para
representar a vizinhancga de cada um, ndo correspondendo a qualquer ligacao estrutural
entre os mesmos. Adicionalmente, cada um dos noés da rede é ligado aos vetores de
entrada (vetores de treinamento).

# | (coluna)

Vetor
de Pesos

—— ‘Vetoresde

f_,ﬂf Treinamento
/

Mezmas —

Dimensdes

L J MNas do SOM (4x4) Espaco dos Vetores de Entrada
i {linha)

Figura 3.2: Exemplo de uma rede SOM bidimensional 4x4.

3.1.2 O Algoritmo de Aprendizagem

O aprendizado no SOM ¢é baseado no aprendizado competitivo onde os nés de saida
da rede competem entre si para serem ativados. A formacgdo do mapa ocorre em duas
etapas: a estruturacdo inicial, que organiza os padrdes de entrada no mapa, e a
convergéncia final, responsavel pelo refinamento. A segunda etapa leva mais tempo que
a primeira, e € caracterizada pelos valores pequenos da taxa de aprendizado. Como
muitas iteragdes através do conjunto de treinamento podem ser necessarias, costuma-se
também estipular um maximo de iteragcdes como condigéo de término do algoritmo.
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Durante a fase de aprendizado, calcula-se a distancia de cada um dos nés para o
padrdo apresentado e identifica-se o vencedor. Isso permite especificar qual regido do
mapa sera responsavel por aprender o0 novo padrao.

O algoritmo de treinamento do SOM ¢ exibido na tabela 3.1, e ocorre basicamente
em quatro etapas:

Tabela 3.1: Algoritmo de treinamento basico do SOM

Definir paré@metros da vizinhanca
Definir taxa de aprendizado
Inicializar os pesos
Repetir

Para cada padrdo de entrada

Para cada ndé j, calcular a disténcia:

Encontrar o indice j tal que D(j) € minimo (vencedor)

Para cada ndé j, e para todo peso i:
_(Dist,Vencedor)
Fator =e Ry
w;;i(t+ 1) = wy;(t) + eta X Factor X [x; — w;j(t)]
Reduzir taxa de aprendizado (eta)
Reduzir raio da vizinhanca (R,)
Se eta < eta_min

eta = eta_min
Se R, < R_min

R, = R_min

Até (Convergéncia ou Numero médximo de iterac¢des atingido)

3.1.2.1 Inicializagdo dos Pesos

Antes do treinamento da rede, os pesos (w;) dos nés do SOM devem ser
inicializados. A inicializacdo dos pesos pode se dar através da atribuicdo de valores
aleatdrios ou, caso alguma informacéo referente a distribuicdo dos agrupamentos estiver
disponivel, receberem valores que reflitam um conhecimento prévio sobre a estrutura do
mapa. Nas implementacfes utilizadas ao longo deste trabalho, cada peso é inicializado
com um valor aleatério normalizado (0 < w < 1).

3.1.2.2 Escolha do Vencedor

O no vencedor é o nd da rede que possui pesos que mais se aproximam do vetor de
entrada. Tal né pode ser encontrado percorrendo-se todos os nos da rede e, para cada
um, calculando-se a distancia euclidiana entre os pesos do mesmo em relagdo ao vetor
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de entrada. O n6 com a menor distancia Dist(j) é o vencedor, calculado pelas equagdes
3.1e 3.2, e serd o foco da &rea do mapa que recebera os ajustes.

Dist(j) = ’Z(Wij — x;)? (3.1)

vencedor = r?elsn Dist(j) (3.2)

3.1.2.3 Determinagéo da Vizinhanga Local do Vencedor

O nd vencedor é calculado a cada iteracdo, e em seguida calcula-se quais nos
pertencem a sua vizinhanca local. 1sso pode ser feito de forma simples tomando-se os
vizinhos imediatamente adjacentes ou de forma mais elaborada levando-se em
consideracdo um raio R, que decresce ao longo das iteracdes, respeitando a topologia da
rede.

QooOoCo0oo000 OOl OoQoOooo00 A
QoooCoooo0o0l ool oooooo00
Oo00Coooo000 000000000000 7
OOOQOOoo0o000
CoOOooOoooDo0
CooooooOoqo0

CoOOooOTTIo0

Figura 3.3: Raio da vizinhanga decrescendo ao longo das iteragdes (esquerda e centro) e gréafico da
fungdo de decaimento do raio da vizinhanca para uma grade de R, = 6 e um total de 1000 iteracGes.

Para fazer o raio da vizinhanga decrescer ao longo do tempo, pode-se usar uma
funcdo exponencial decrescente (3.3). Tal funcdo resulta em valores para R, (raio da
vizinhanga) que variam entre R,,,,,, resultante da primeira iteragdo, e 1, resultante do
valor limite de iteracBes (imagem 3.3 direita).

t
Ry(t) = Rypapa X @ t=123... (3:3)

nlteracoes

= T Rap) (3.4)
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3.1.2.4 Ajuste dos Pesos

Todos os nos dentro da vizinhanga do vencedor tém seus pesos ajustados de acordo
com a equacdo 3.5, onde t representa o passo de tempo (indice da iteracdo) e eta
representa a taxa de aprendizado calculada pela equacdo (3.6). No célculo de eta, 1
refere-se a constante de tempo calculada em (3.4), e faz com que o valor resultante da
expressdo decresca, enquanto que Fator € um coeficiente calculado de modo a fazer
com que o efeito do aprendizado (ajuste) seja proporcional a distancia que um né esta
do vencedor. Assim, o n6 vencedor recebe a maior parte do aprendizado (Fator = 1),
enquanto que nos limites da vizinhanca, o efeito do ajuste dos pesos é quase nulo,
similar a funcdo exponencial mostrada na imagem 3.4.

w;;(t + 1) = wy;(t) + eta X Fator X [x; — w;;(t)] (3.5)
t
eta = etapiciqp Xe * t=123.. (3.6)
Dist_Vencedor
Fator = e_(Riv) 3.7)

eQoooo
AN OO0 QO0000
~ SQO0ee000000
~ COOTO0000000

| ~— slelelelelolelulolelale
T—— 000000000000
I T elelslalelelelololelole

Figura 3.4: Decaimento do fator multiplicativo dentro do raio da vizinhanca.

3.2 Aplicando o SOM a Descoberta de Padroes

Para a extracdo dos padrbes que ocorrem mais frequentemente em uma série
temporal T, aplica-se 0 SOM sobre o conjunto de subsequéncias D, geradas a partir da
janela deslizante de tamanho w sobre T. O SOM atua entdo como um algoritmo de
clustering, agrupando padrdes temporais similares dispersos na série (CHUNG, 2001).

A rede treinada, apds o processo de aprendizado (clustering) agrupa um conjunto de
padrdes p,, ..., px, onde K € o nimero de nés na camada de saida, podendo ocorrer
redundancia. Durante o processo de treinamento, 0s padrGes temporais, representados
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por cada n6 da camada de saida, sdo ajustados a cada iteracdo, de acordo com o padrao
apresentado na entrada. Ao final, uma estrutura que respeita a topologia das entradas
apresentadas e capaz de representar grande parte dos nos vencedores é formada. Esse
conjunto dos padr@es, obtidos na camada de saida, &€ uma aproximacao dos padrdes que
aparecem com maior frequéncia na série original (CHUNG, 2001). E importante notar
que os padroes foram encontrados levando-se em conta uma janela deslizante de
tamanho fixo w e, portanto, tais padrdes possuem tal tamanho.

A figura 3.5 exemplifica a formagdo dos padrdes em dois nos distintos em um
processo de treinamento do SOM.

SRR
SNAE NV S,

Figura 3.5: Exemplo da descoberta de dois padrdes durante a fase de aprendizado (CHUNG, 2001).

N6 1

=

Como a camada de saida do SOM possui tamanho fixo, € comum se obter mais
padrdes do que aparentemente possui a série original. Nesse caso, padrdes similares ou
redundantes sdo percebidos, principalmente para pequenos valores de w. Assim, torna-
se interessante um processo de remoc¢do de redundancia, capaz de agrupar padrdes
similares e representa-los como um padrdo mais geral.

3.3 Processo de Remocao de Redundancia

O processo de remocdo de redundancia é um refinamento para o algoritmo de
aprendizagem do SOM, apresentado na tabela 3.1; e tem como finalidade reduzir a
quantidade de padrdes encontrados, mantendo apenas 0s mais significativos. Isso é feito
em duas etapas:

A primeira delas consiste em percorrer novamente o0 conjunto das entradas e
identificar, para cada uma, qual dos padrbes encontrados que a representa melhor
(maior similaridade); um contador das ocorréncias é mantido para cada padréo e, ao
final do processo, removem-se 0s padres que ndo tiveram ocorréncias.

A segunda etapa, responsavel por agrupar padrBes similares e redundantes (tabela
3.2), consiste em calcular a distancia entre todos os padrdes encontrados e agrupar 0s
mais semelhantes em um novo padréo. Isso é feito respeitando-se uma constante de
diferenca maxima tolerada A, que ¢ a distdncia maxima permitida entre dois padrdes
para que o agrupamento entre eles ocorra. O novo padrao € entdo calculado respeitando-
se 0 peso que cada um dos padr@es tinha sobre o conjunto de subsequéncias (quantidade
de ocorréncias). O processo é repetido enquanto existirem pares de padrdes com
distancia menores que A.
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Tabela 3.2: Remocao de Redundéancia em Padr8es Encontrados (CHUNG, 2001).

Inicio
Definir pardmetro A, que ¢é a méxima diferenca tolerada
para que um agrupamento ocorra
Repetir

Calcular as disténcias entre todos os padrdes

W (o —ain)?
M,parui=1aKej=1aK,ondei¢j

w

Encontrar a menor distancia min(Dist(i,)))

Se min(Dist(i,j) <A1, entdo agrupar os padrdes i e J como
um novo padrdo, representado por:

Para k=1 até w, calcular:

a —(a. x ocorr; t(a . x ocorr;
novok = \ ik ocorrj+ocorr; ).k ocorri+ocorr;
Numero de padrdes K=K-—-1
até (min(Dist(i,j)) > AouK =1)

Fim

3.4 Representacio da Série de entrada

Quando a série temporal a ser analisada possuir um grande volume de dados, pode
ser conveniente utilizar uma representacao alternativa que reduza a dimensao da mesma.
O método mais simples para isso consiste em amostrar a série de entrada a uma taxa de
n/m (KEOGH apud ASTROM, 1969), onde n € o comprimento da série original, e m é
0 comprimento da série que se busca apds a reducdo (Figura 3.6 superior). O ponto-
fraco desse método € a caracteristica de distorcer muito a série de dados quando usada
uma taxa de amostragem muito baixa.

Como aperfeicoamento desse método, sugeriu-se usar o valor médio de cada
segmento para representar o correspondente conjunto de pontos (FALOUSTOUS, 2000;
KEOGH, 2000). Isso produz uma série de dados que aproxima melhor o conjunto
original, com a mesma quantidade de pontos do método anterior (Figura 3.6 inferior).

Outros métodos foram propostos, como a utilizacdo de segmentos de tamanhos ndo
fixos, adaptados ao formato da série (KEOGH, 2001), ou a aproximacdo da série por
pontos perceptualmente importantes (CHUNG, 2001a). Por n&o ser o foco deste estudo,
o aprofundamento em técnicas de representacdo de séries temporais, o modelo
escolhido, para ser utilizado foi o dos Pontos Perceptualmente Importantes (do inglés,
Perceptually Important Points — PIPs). A técnica e descrita na proxima secao.
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Figura 3.6: Aproximacao da série temporal original por amostragem (figura superior), e aproximacao
baseada na média dos segmentos (inferior).

3.4.1 Aproximac¢ao baseada em Perceptually Important Points (PIPs)

Na busca por padroes em séries de dados, sdo pontos especificos que caracterizam
determinados comportamentos, diferenciando-os do que seria aparente ruido aleatorio.
Esses padrdes sdo identificados por apenas alguns pontos criticos, caracterizados pelos
vales e picos (minimos e maximos locais). Assim, para fins de analise e mineracdo de
dados, tais pontos tornam-se especialmente importantes, pois é através deles que o
processo de identificacdo humano busca padrdes ao analisar graficos. Em aplicacfes
financeiras, onde a analise de padrbes em séries de dados desenvolveu-se
significativamente, muitos dos padrbes consagrados séo referenciados por nomes, como
é o exemplo do Head and shoulders (Figura 3.7 esquerda), e sdo classificados
basicamente pela identificacdo de tais pontos (Figura 3.7 direita).

Head

Shoulder Shoulder

Pattern
Height

Meckline (Support)

Target - = — -

Copyright © 2008 Chartfdvisor.com

Figura 3.7: Padrdo head and shoulders (cabega e ombros) esquerda (LANGAGER, 2006) e a
correspondente aproximagao por PIPs (direita).

A técnica de aproximar uma série baseando-se nos pontos mais notaveis foi
primeiramente introduzida por Chung et al (FU, 2010) e usada para matching de
padrdes em aplicacbes financeiras. Os autores batizaram esses pontos criticos de
Perceptually Important Points (PIPs) e a técnica consiste na ideia de localizar Q pontos
criticos em uma série P, conforme a tabela 3.3.
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Tabela 3.3: Algoritmo para a identificacéo de PIPs.

Funcdo LocalizaPIP (P, Q)
Entrada: sequéncia P[1l..n], tamanho de Q
Saida: padrédo spl[l..m]
Inicio
spll] = pl[1l], splm] = p[m]
Repetir

Selecionar o ponto p[j] com a maxima distdncia dos
pontos adjacentes em sp (sp[l] e splm] inicialmente)

Adicionar pl[j] a sp
Até (sp[l..m] esteja preenchido)

Fim

Ao inicio do processo, os dois primeiros PIPs sdo o primeiro e o ultimo pontos da
sequéncia original P. O proximo PIP é o ponto em P que possui maior distancia em
relacdo aos dois PIPs anteriormente encontrados. O quarto PIP serd o ponto em P com
maior distancia em relagdo a dois PIPs adjacentes, podendo ocorrer tanto no intervalo
entre o primeiro e 0 segundo PIPs, quanto no intervalo entre o segundo e o ultimo. O
processo continua até que a quantidade especificada de Q pontos seja localizada.

Para se determinar a distancia de um ponto p5, pertencente a P, em relacdo a seus
PIPs adjacentes, Chung et al (2001) sugere calcular a distancia vertical entre p; e a reta
que liga os PIPs (Figura 3.8). A equacdo para o calculo da distancia vertical VD entre
um ponto p.(x., y.) e a reta que liga os pontos p; (x4, y1) € p2(x2,y,) € apresentada em
(3.8).

(3.8)

Xe — X1
VD(p3,pc) = lye —y3l = |<y1 + (2 — yl)-—) - ¥3
X2 — X

pl (x1, v1)

Figura 3.8: Célculo da Distancia Vertical (VD) (CHUNG, 2001).
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A figura 3.9 ilustra passo-a-passo 0 processo de identificacdo dos PIPs que
formam um padrdo Head and soulder. No exemplo, a sequéncia P, contendo 29 pontos,
foi aproximada por 7 PIPs.

. . \

Cicla 3 Q

R |0 |7

Ciclo 5 Ciclo 4

Figura 3.9: Identificacdo de 7 PIPs (padrdo head and shoulder).

Ap6s a identificacdo dos PIPs na sequéncia de dados, a similaridade (distancia)
entre a sequéncia gerada SP e uma dada sequéncia a ser comparada Q, pode ser
calculada utilizando (3.9).

n n—1
1 1
Dist(SP,Q) = > (sp — qi)* +——= > (spf — a})? (39)
k=1 k=1

Na equacdo anterior sp. e qi representam, respectivamente, as coordenadas
temporais dos pontos sp, € g, da sequencia. A primeira parcela da soma em (3.9)
refere-se ao célculo da média das diferencas dos valores originais da série (valores do
dominio), enquanto que a segunda parcela é responsavel por considerar as diferencas
existentes nas coordenadas temporais. A introducdo da segunda parcela ao calculo se
faz necessaria porque, ao se considerar os PIPs, ndo mais existe uma correspondéncia
temporal direta entre a subsequéncia da série original e outra a ser comparada.

3.5 Descoberta Eficiente de Padrées Baseada na Compressao da
Entrad