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Resumo Para controlar e modelar efetivamente um processo de fermentagdo é importante monitorar o0 processo
continuamente. Do ponto de vista operacional, o controle de processos implica na necessidade de caracterizagao dos estados
do sistema e, quando aplicado a bioprocessos, o grande problema encontra-se justamente nesta caracterizagdo. O objetivo
deste trabalho ¢ aplicar a técnica de Mapas auto-organizaveis (SOM) para monitorar um processo fermentativo através de
dados de espectroscopia de fluorescéncia 2D. Para isto foram utilizados dados reais ja publicados em SOLLE et al.(2003) e
RANZAN et al.(2011). A técnica foi aplicada para analisar estes dados experimentais e foi adicionada uma etapa de
aprendizado supervisionado para estimar os estados do processo. Os resultados mostram que € possivel visualizar claramente
as diferentes etapas do processo, confirmando a viabilidade de utilizacdo do SOM (construido somente a partir nos espectros
de fluorescéncia) para monitoramento do processo. Além disto, foi avaliada a obtencdo de estimativas das variaveis do
processo, apds a aplicagdo de uma etapa supervisionada. Os resultados obtidos na estimagédo foram promissores.

Palavras-chave: Mapas Auto Organizaveis de Kohonen, Espectroscopia de Fluorescéncia. Reconhecimento de Padrdes

1. Introducéo

Para controlar e modelar efetivamente um processo
de fermentacdo é importante monitorar o processo
continuamente (RHEE et al., 2005). Do ponto de vista
operacional, o controle de processos implica na
necessidade de caracterizacdo dos estados do sistema,
sendo esse um dos grandes problemas relacionado aos
bioprocessos (RANZAN et al., 2011).

Os sensores opticos comegam a ser utilizados como
instrumentos de medi¢do em biotecnologia por permitir um
monitoramento em linha ndo invasivo, ndo destrutivo e
com medi¢cBes rapidas. Dentre estes, 0 sensor de
fluorescéncia torna possivel o0 monitoramento de
componentes intracelulares. Os sensores de
espectrofluorescéncia bidimensional permitem amostrar
uma grande faixa de pares excitagdo-emissao
simultaneamente e tém sido utilizados para monitorar
diferentes processos de fermentagdo. (SOLLE et al, 2003;
RHEE et al, 2005)

A espectroscopia de fluorescéncia proporciona
medicBes de diferentes intensidades de fluorescéncia com
muitas combinacGes de pares comprimentos de onda de
excitacdo-emissdo. Embora os conjuntos de dados de
fluorescéncia espectral incluam uma série de informagdes
Uteis sobre o estado fisiolégico das células e do
desempenho dos processos bioldgicos, ndo é facil lidar
com uma grande quantidade de dados espectrais utilizando
0s métodos estatisticos tradicionais. Alguns algoritmos de

estatistica avancada, como andlise de componentes
principais (Principal component analysis, PCA) e
regressdo por minimos quadrados parciais (Parcial Least
Square regression, PLS) podem ser usados para reduzir a
grande quantidade de dados espectrais e extrair
informagdes importantes visando o monitoramento e a
obtencdo de um modelo de processo. Mas o0 PCA e o PLS
sdo lineares na natureza e processos de fermentagdo
podem apresentar relacbes ndo-lineares entre 0s
parametros do processo e 0s espectros de fluorescéncia,
prejudicando a utilizagdo das técnicas lineares.

Para lidar com este problema pode-se fazer uso dos
Mapas Auto-Organizaveis de Kohonen (Self Organizing
Maps — SOM, KOHONEN, 1998). O SOM ¢é uma rede
neural com aprendizado ndo supervisionado e €
considerado o substituto nao linear do PCA. Esta técnica
tem sido empregada com sucesso para analisar grandes
conjuntos de dados em diferentes areas, como por
exemplo: monitoramento de processos e visualizagdo
(YEW & SRINIVASAN, 2008 (a) e (b)), deteccdo de
falhas (BHUSHAN & ROMAGNOLI, 2008). Ainda é
possivel adicionar uma etapa de aprendizagem
supervisionada ao algoritmo e entdo estimar variaveis de
processos complexos (ABONYI et al, 2003;
ALHONIEMI et al., 1999). Neste caso, 0 mapa auto-
organizavel é usado para particionar o espaco de entrada e
entdo é realizada uma modelagem local. Desta forma
ainda é possivel utilizar a técnica para predicao de séries
temporais (TRYBA & GOSER, 1991).
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O SOM é considerado, ainda, uma excelente
ferramenta para fazer o mapeamento ndo linear de dados
em espectroscopia. Trabalhos prévios utilizam a técnica em
conjunto com espectroscopia de ressonancia magnética
(NMR) para agrupar (clustering) o espectro (LOW et al.,
2004), ou ainda, combinado com espectroscopia de
mobilidade ibnica para monitoramento em linha e
visualizacdo de dados de fermentacdo (KOLEHMAINEN
et al, 2004). Para interpretacdo de processos de
fermentagdo, RHEE et al., 2005 utilizou 0 SOM para
classificacdo de diferentes processos de fermentacdo
baseados nos espectros de fluorescéncia 2D.

O objetivo deste trabalho € utilizar o Mapa auto-
organizavel para monitorar o processo fermentativo de
glicose com a levedura Sccharomyces cerevisiae através de
dados de espectroscopia de fluorescéncia 2D. Para isto
foram utilizados dados reais ja publicados em (SOLLE et
al., 2003 e RANZAN et al., 2011). Num segundo
momento, de maneira supervisionada, sdo estimados
parametros do processo. Os resultados mostram que é
possivel visualizar claramente as diferentes etapas do
processo €, ap6s uma etapa supervisionada, obter
excelentes estimativas das variaveis do processo.

2. Mapas auto-organizaveis (SOM)

O mapa auto-organizavel ¢ uma rede neural nao
supervisionada que foi proposta por KOHONEN (1998).
Esta é capaz de projetar dados de grandes dimensdes em
uma grade bidimensional e pode servir como ferramenta de
visualizacdo. Auto-organizacdo quer dizer que a rede
orienta e adaptativamente assume a forma que pode melhor
descrever os vetores de entrada. SOM aplica uma regressédo
ndo paramétrica de vetores discretos e ordenados a uma
distribuicdo de vetores de caracteristicas de entrada. Um
namero finito de vetores de referéncia sdo adaptativamente
colocados no espaco do sinal de entrada para aproximar
tais sinais.

Considere um conjunto de dados X que contem |
amostras, cada uma N-dimensional. O conjunto X é uma
matriz com duas dimensdes de tamanho | x N, com a i-
esima amostra sendo x; = {x;y, ... Xjn, .. X;n}. O SOM €
uma colecdo ordenada de neurdnios. Cada neurdnio tem
um vetor de referéncia associado m; € R™ entdo, m; =
{mjy, ..., mjp, ..., mjy}. Considerando que um SOM,
descrito comm; = {my, ..., m;, ...,m]}T, com J neurdnios,
que deve ser treinado para representar e visualizar X. 1sso
envolve o calculo do vetor de referéncia para cada
neurdnio. Inicialmente, fazendo com que cada m; seja
associado com um vetor aleatério do dominio de X.
Quando a amostra x; € X é apresentada para o treinamento
do SOM , o neur6nio onde o vetor de referéncia tem a
menor diferenga de x; é identificado e definido como o
vencedor ou a unidade com melhor combinacdo (BMU -
best matching unit) para aquela entrada.

b; = arg min;||x; — m;|| ¥/ € [1,]] (1)

A distancia || ...|| entre x; e m; € medida usando a
distancia euclidiana, mas outras métricas podem também
ser usadas.

Os neurdnios em séo geralmente colocados em
uma grade bidimensional. Tomando a localizagdo do j-

SOM
M

ésimo neurénio como sendo 7;, onde r; € R2. A métrica
de distancia pode ser definida na grade bidimensional e
todos os neurdnios dentro de certa distancia do j-esimo
neurbnio podem ser considerados como seus vizinhos
topoldgicos N; na grade. Este conceito de vizinhanca do
neurbnio é o elemento-chave diferenciador de
caracteristicas do SOM e é responsavel por suas
propriedades unidas (descritas abaixo). Durante o
treinamento, quando cada amostra r; € X € apresentada, o
vetor de referéncia da BMU, m,;, assim como sua
vizinhanga topolégica na grade, sdo atualizados movendo-
0s para perto da amostra de treinamento x;. Na sua forma
mais simples, a regra de aprendizado do SOM na t-ésima
iteracdo é dada por:

m;(t + 1) = m;(t) + a(®)hy,;(©]|x: () —m;©)|| (2)

Onde a(t) é o fator de taxa de aprendizagem e
hy,,;j(t) € a fungdo vizinhanga centrada na BMU b; mas
definida sobre todos os neurdnios em MM, A funcéo de
vizinhanca gaussiana e a mais comumente utilizada e dada
por:

i (6) = exp (— lrncnil ) ®)

202(t)

Onde a(t) é a largura da vizinhanca. A largura da
vizinhanga varia de iteragcdo a iteracdo mudando a(t).
Grandes valores de o e a sd0 usados inicialmente e
usualmente decrescem monotonicamente com t. Para
garantir a convergéncia, é necessario que a medida que o
treinamento prossegue e t —» o, a(t) >0 e a(t) se
aproxima de um valor pequeno (tipicamente 1). Outras
variantes da funcdo de vizinhanga, assim como o0s
algoritmos de treinamento, tém sido propostos na
literatura (ZUPAN et al., 1999).

A atualizacdo do vetor de referéncia dos neurdnios
da vizinhanga, juntamente com a da BMU, ddo uma
caracteristica de preservacdo da topologia para o SOM
(i.e, a vizinhanca dos neurdnios séo ativadas e aprendem a
partir da entrada de treino x;) e entdo adquirem vetores de
referéncia similares. Portanto, as unidades de vizinhanca
sdo mais semelhantes entre si e 0s neurdnios préximos,
nos mapas SOM treinados apresentam similares amostras
de entradas. ApGs o treino, pode-se usar 0 mapa para a
classificagcdo de novas amostras. Neste caso, o indice do
BMU pode ser considerado com o indice de classe. Para
qualquer ponto de teste x;, uma classe pode ser atribuida
encontrando a sua BMU.

A principal aplicacdo do SOM ¢ para visualizacdode
dados com muitas dimens@es. Um SOM treinado pode ser
pensado como um mapeamento de X € R™ em duas
dimensdes. Os neurénios em um SOM treinado ndo sdo
igualmente distribuidos ao longo de todo o espaco de
entrada R™, mais neurdnios sdo designados para regides
com mais amostras em X (alta densidade) e alguns poucos
para regides de baixa densidade no R™. Portanto, uma
maneira de visualizar clusters em X € pela distancia entre
0 neurdnio e a sua vizinhanca.

Dyj, = |lmy —my ||  j €N 4)
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A matriz de distancia unificada (U-matrix) visualiza
0 SOM diferenciando o limite entre cada par de neurénios
por uma cor que € proporcional a sua distancia D;j,.
Alternativamente, a distancia média entre o neurénio e sua
vizinhanca pode ser usada para colorir 0 neurdnio.

D= = Tpllmi—m |l EN, ()
V]

Onde |N;| é o tamanho da vizinhanca. As bordas do
cluster sdo entdo indicadas por montanhas de grandes
distancias que separam vales de neur6nios similares. Existe
ainda outra maneira de visualizacdo. Nessa, os clusters
podem ser rotulados e diretamente usados como uma
exibicdo tridimensional para descrever uma nova amostra
x; do espaco X. Essa é particularmente Util para identificar
classes (clusters) de uma nova amostra. A BMU
correspondente a este novo x; é muitas vezes referida como
seu hit. Se novas amostras estdo regularmente disponiveis
a partir de um processo online, o estado do processo em
cada periodo de tempo pode também ser visualizado como
uma sequencia de hits e esta € a forma de visualizacéo de
séries temporais.

Neste trabalho foi utilizado um pacote de
programas para Matlab, fornecido gratuitamente por
KOHONEN (2001), conhecido como somtoolbox. A
escolha deste pacote se deu por sua popularidade entre 0s
pesquisadores da area. Foram realizados diferentes testes
variando 0s mais diversos pardmetros e que ndo serdo
apresentados neste trabalho Os pardmetros utilizados para a
geracdo dos mapas foram obtidos a partir de sugestdes
encontradas em KOHONEN (2001) e ZUPAN (1999).
Muitos deles ja fazem parte dos defaults encontrados no
somtoolbox.

3. Espectroscopia de Fluorescéncia Bidimensional

A espectroscopia de fluorescéncia, ou
espectrofluorometria, analisa a fluorescéncia de uma
amostra como resultado de um processo emissdo/re-
emissdo de luz de baixa energia, normalmente luz no
comprimento do visivel a ultravioleta. O principio dos
espectrofluorbmetros se baseia na re-emissdo de luz com
mudanca espectral, que algumas espécies quimicas sofrem.
A luz re-emitida é proporcional a concentracéo de espécies
quimicas do meio analisado e possui comprimento de onda
igual ou superior ao de emissdo. (SOLLE et al., 2003).

Os dados experimentais utilizados neste trabalho
foram fornecidos pelo professor B. Hitzmann, do Institut
fir Technische Chemie, University of Hannover e
utilizados nos trabalhos de SOLLE et al. (2003) e
RANZAN et al, 2011(). Utilizou-se a levedura S.
cerevisiae H620, crescendo em biorreator de 1,5 L a
temperatura constante de 30 °C e pH 55 e meio
Schatzmann com glicose. Os espectros fluorescentes foram
coletado a cada 6 minutos pelo BioView-espectrometro
(Delta Light & Optics, Dinamarca) como descrito por
STARK et al. (2002). Cada espectro ¢ constituido de 150
pares de comprimento de onda de excitacdo/emissao,
composto com 15 filtros na regido de 270 a 550 nm para
excitacdo e 15 filtros na regido de 310 a 590 nm para
emissdo com largura de banda de 20 nm cada e coletado
equidistante 20 nm.

Foram utilizados dados de 2 cultivos, onde 201
espectros foram coletados e, desta forma, avaliou-se
30150 pontos individuais no decorrer do processo. As
concentragdes de glicose, etanol e biomassa no decorrer
dos processos fermentativos foram obtidas a partir de um
modelo dindmico. Descri¢fes detalhadas da estrutura de
modelo utilizada, pardmetros ajustados e metodologia
empregada na simulagdo dos ensaios fermentativos podem
ser obtidos em RANZAN et al., 2011(b). Vale ressaltar
que o processo fermentativo apresenta duas etapas de
interesse. Na primeira, a fonte de carbono é a glicose e
ocorre a producdo de etanol. Quando a glicose se
extingue, o etanol passa a ser a fonte de carbono e é
consumido.

4, Resultados e Discussoes

Para gerar o Mapa Auto-Organizavel, os dados
de cada espectro foram transformados em um vetor
unidimensional, onde cada ponto corresponde a um par de
intensidades de excitacdo-emissdo. O conjunto dos
espectros pode ser visto como uma representacdo de uma
série temporal. Para melhor visualizagdo, a evolugao dos
estados é demonstrada na Figura 1.

30
Biomassa
25t Etanol n
Glicose

10 +

Concentragéo (y/L)
o

0 50 100 150
t'6 (min)
Figura 1. Estados do processo em fungdo do tempo

Ja na Figura 2 sdo apresentados trés espectros
obtidos em momentos diferentes. O primeiro, coletado em
t/6=20 min. (120 min.), e refere-se a etapa de consumo de
glicose e producdo de etanol. O segundo, amostrado em
t/6=156 min. (468 min.), refere-se ao ponto com maior
concentracdo de etanol e minima de glicose. Ja o terceiro,
amostrado em t/6= 360 min. (1080 min.) refere-se ao final
da reacdo, com pequena concentracdo de etanol e a maior
de biomassa. Observa-se, como esperado, a correlacdo
existente entre as concentracfes e a intensidade do
espectro em diferentes regiGes. No procedimento de
analise do espectro, normalmente € realizada uma etapa de
calibragdo, muito dispendiosa tanto em tempo quanto em
recurso.
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Figura 2. Espectros de fluorescéncia obtidos em
t=[120 468 1080]. Mapa de cores cresce do azul para o vermelho.

E é justamente para que a etapa de calibragdo ndo
necessite ser realizada que se justifica a utilizagdo o mapa
auto-organizavel. Ao invés de calibrar todas as regies do
espectro com todos os componentes possiveis em todas as
etapas da reacdo, busca-se calibrar somente um mapa
bidimensional utilizando somente as variaveis de
interesse.

Para isto, foram realizados os seguintes procedimentos:

1. Os dados de cada espectros foram transformados
em um vetor unidimentsional

2. Os vetores (conjunto de espectros) foram
normalizados de maneira a se obter uma
variancia igual a 1.

3. Os vetores foram utilizados para o treinamento
do mapa auto-organizavel. Este foi inicializado
linearmente, treinado de acordo com os
parametreos ja explicitados e foi obtido o Mapa.

4. Os dados sdo projetados no mapa para encontrar
alguma relacdo com os clusters obtidos.

Dados naco-normalizados

Figura 4. Mapa Auto-Organizavel obtido com os dados normalizados e séries temporais. (vermelho t=1 (E):78 (D) min, preto t=79:193min )

Na Figura 3 sdo apresentadas duas versbes do
mapa tridimensionais. A primeira foi obtida com os dados
ndo normalizados e a segunda com a normalizacdo dos
dados. Nas duas versbes os clusters estdo localizados nas

regides com pouca distancia entre os neurdnios (tons
azulados) e as bordas entre os clusters séo as regides com
afastamento mais pronunciado entre neurdnios vizinhos.
Além disto, verifica-se que a normalizacdo apresenta um
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papel importante visto que o segundo mapa é bem mais
informativo que o primeiro.

Na Figura 4 € demonstrada a versdo bidimensional
dos dois mapas e 0 segundo mapa apresenta a calibracdo
pela série temporal. A linha vermelha corresponde a etapa
da producdo de etanol e a linha preta corresponde ao
consumo do etanol. Nas duas figuras os clusters estdo
localizados nas regides com pouca distancia entre os
neurdnios (tons azulados) e as bordas entre os clusters séo
as regides com afastamento mais pronunciado entre
neurdnios vizinhos. Isto pode ser visto pela quantidade de
regifes com pequenas distancias (azuis). Nessas regifes 0s
dados séo considerados idénticos mas com algum ruido (se
fossem idénticos ndo teriam um neurdnio especifico para
representd-los no mapa). Segundo YEW et al. (2008 a),
isto pode acontecer se 0s dados ndo forem normalizados ou
ainda se uma condicdo operacional, por exemplo um
estacionario do processo, for mais bem representado que as
outras condi¢des. Esse ndo é o caso neste trabalho, mas é

interessante salientar esta semelhanca de comportamento.

Ainda na Figura 4, fica claro que este mapa pode
ser utilizado para monitorar o processo sem que nenhuma
andlise off-line (i.e., concentracdes de Glicose, Etanol e
Biomassa) seja informada. Dado um espectro de
fluorescéncia, pode-se encontrar a regido no mapa
correspondente a alguma etapa da reagdo, por exemplo,
verificar se o etanol esta sendo produzido (até o Gltimo
ponto em vermelho a direita) ou utilizado como fonte de
carbono (na trajetéria ao longo da linha preta). E para isto,
apos a etapa de treinamento, é somente necessario
armazenar uma matriz bidimensional, correspondente ao
peso dos neurbnios na grade (neste caso o tamanho do
mapa é de 47x6). Mas cabe salientar que é necessario o
conhecimento qualitativo do processo, para se poder
associar as diferentes regides encontradas a etapas
esperadas para o processo fermentativo.

Nio Supervizionado

./.
. gh
AT
1.5
1— / ¢
0.5 e
30 25
P
1.5 ) Vid
b :
1
0.5
40 354 30 5

Supervisionado

Figura 5. Mapas obtidos de maneira ndo-supervisionada e supervisionada.

Além da utilizacdo do mapa auto-organizavel
como ferramenta para monitoramento, ainda existem
algumas outras propriedades interessantes da técnica.
Segundo KOHONEN (2001), como 0 mapa mantém a
topologia dos dados de entrada garantindo um carater ndo
linear a0 mapa treinado, é possivel, obter bons modelos
locais para estados de um processo, por exemplo. Existem
diferentes maneiras para que isso seja realizado e todas
baseadas numa etapa adicional de aprendizado
supervisionado. Nessa, parte dos dados € utilizada para
treinar 0 mapa e é necessario apresentar os estados do
processo como variaveis adicionais (etapa supervisionada).
A segunda parte dos dados € utilizada para validagéo.

Nesse trabalho o mapa foi treinado com os dados
dos espectros e as concentragdes de glicose, etanol e
biomassa obidos no primeiro experimento. O objetivo é
estimar as concentracdes a partir dos espectros do primeiro

experimento. Essa é uma tarefa dificil de ser realizada
com estatistica convencional, por exemplo. Em RANZAN
et al. (2011) é apresentado um extenso trabalho que trata
deste assunto. Esta tarefa € realizada com base em anélise
de correlagdo entre subconjuntos de medidas dos espectros
e as varidveis de estado do processo. Uma das principais
dificuldades é realizar a busca exaustiva pelos
subconjuntos  representativos. Os  resultados aqui
apresentados tém por finalidade tratar do mesmo sujeito
Na Figura 5 é apresentada a comparagdo entre o
mapa obtido na etapa anterior e 0 mapa obtido apds a
etapa de aprendizagem supervisionada. Pode-se ainda ver
que a adicdo das variaveis gera uma inversdo na borda do
cluster localizada na regido 15<x<10. Mesmo assim é
evidente a presenca de 2 clusters bem definidos em ambos
0s mapas. A partir do mapa obtido de forma
supervisionada foi realizada a estimacdo dos estados
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referentes ao 2° experimento. Esta foi realizada pela busca
BMU de cada espectro, que foi associada com um valor de
concentracdo na etapa de treinamento. Quando necessario
foi utilizada a relagdo entre as distancias para fazer
regressdo. Os resultados obtidos na estimacdo das
concentracdes de etanol. glicose e biomassa sdo
apresentados na Figura 6. assim com o erro absoluto de
estimacdo. Para avaliar o ajuste foi calculado o coeficiente
de correlacdo entre as curvas. Os valores obtidos para as
concentracdes de etanol, glicose e biomassa foram de:
0.9973, 0.9982 e 0.9993 respectivamente.

L]
-

]
]

10

concentra¢ao (g/L)

""""" eta o glic o bio eta, glic, hia,,

Erro

Figura 6. Estimag&o das concentragfes de Etanol, Glicose e
Biomassa e erro absoluto de estimacéao

Estes valores sdo tdo bons quanto os obtidos por
RANZAN (2011) com a diferenca de ndo ser necessario
realizar o procedimento de busca exaustiva para as
melhores combinacfes entre variaveis, entretanto, com a
necessidade se utilizar todos os comprimentos de onda do
espectro.

5. Conclusao

O objetivo deste trabalho foi avaliar a utilizacdo dos
Mapas Auto-organizaveis para monitorar um processo
fermentativo através de dados de espectroscopia de
fluorescéncia 2D. Utilizando dados reais, a construcdo dos
mapas se mostrou simples e os resultados demonstrados
indicaram que é possivel monitorar o processo utilizando
somente os espectros de fluorescéncia. Este é um ganho
muito importante visto que a reducdo no ndmero de
variaveis ¢ muito grande, mesmo para um processo com
relagdes ndo lineares e as caracteristicas ndo lineares da
técnica garantem a consisténcia matematica do mapa. Esse
resultado é significativo e possibilita que a técnica seja
utilizada no futuro para processos mais complexos, como
por exemplo, fermentagdo com meio ndo caracterizado.

Num segundo momento, de maneira supervisionada,
foram estimados pardmetros do processo. Os resultados
mostram, apesar da técnica ndo ter como objetivo a
estimacdo de parametros, que é possivel obter excelentes
estimativas das variaveis do processo.
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