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RESUMO

Com a expanséo da Internet nos ultimos anos, surgem textos na web de diversas
fontes, acarretando um aumento na quantidade de idiomas. Ao se deparar com um
destes textos, um problema relevante consiste em saber qual é o idioma dele. Este
trabalho tem como objetivo abordar o problema da identificacdo do idioma de textos,
como posts de blog e jornais online, entre inglés e portugués, utilizando técnicas e
abordagens provenientes da area de Recuperacdo de Informacdo. A deteccdo de
linguagem ¢é uma variacéo da classificagdo de textos, e aqui sera utilizado o treinamento
com aprendizado supervisionado. A deteccdo de idioma é feita por trés esquemas de
ponderacdo diferentes: tf-idf, booleano e tf, além de analisar o melhor desempenho
guanto ao uso de palavra inteira ou n-gramas. Com essas técnicas, deseja-se saber qual
andlise terd melhor resultado na classificacdo, através da quantidade de acertos de cada
uma. Os experimentos realizados mostram que a analise com palavras inteiras e com
peso booleano possui 0 melhor desempenho no menor tempo de processamento.

Palavras-Chave: deteccdo de linguagem, textos online, n-gramas, esquemas de
ponderacao.



JESS - A tool to detect language in texts

ABSTRACT

With the growth of the Internet in recent years, web texts arise from various sources,
resulting in multiple languages as well. When facing one of these texts, one important
issue is related to knowing the language used in a specific document. This work aims to
approach the problem of identifying the language of online texts, as blog posts and
online newspapers, between English and Portuguese, using techniques and approaches
from Information Retrieval for this. Language detection is a variation of text
classification, and here will be used training with supervised learning. The detection is
performed by three different weighting schemes: tf-idf, boolean and tf weights, besides
analyzing the best performance over the use of whole word or n-grams. With these
techniques, it is desirable to know which analysis will result in better classification by
the number of hits each one gets. The experiments show that the analysis with whole
words and the boolean weight has the best performance in the shortest processing time.

Keywords: language detection, online text, n-grams, weighting schemes.



1 INTRODUCAO

Em 2009, Lewis (2009), catalogou 6909 linguagens naturais humanas sendo usadas.
Uma fracdo desse nimero, em torno de 145 idiomas (W3TECHS, 2012), faz parte do
conteddo da Internet hoje em dia, gerando uma grande diversidade de linguagens nas
quais textos sao escritos.

Saber em qual linguagem determinado texto estd escrito pode ser importante:
determinados assuntos nao possuem informagdes em um dado idioma, por exemplo, e
cabe ao usuario traduzir um texto proveniente de outra linguagem para a sua linguagem
natural, mas ndo se pode traduzir esse texto sem saber em que idioma ele foi escrito;
ainda, a linguagem de um texto pode ser a chave para categorizacdo de textos de acordo
com o idioma. Outro exemplo ¢ a identificagdo da linguagem de uma pagina web pelo
navegador, e caso difira da linguagem padrdo escolhida pelo usuério, trabalhando em
conjunto com um tradutor automatico, o navegador pode oferecer a visualizagdo de uma
traducdo dessa pagina. Essa é uma funcionalidade ja encontrada no navegador Chrome,
da Google.

Outras possibilidades de aplicac6es para a deteccdo de linguagem sao (i) a deteccao
do idioma usado em editores de textos e a (ii) deteccdo do idioma usado em um
documento oficial. Para o caso (i), tem-se como exemplo o corretor de texto para
verificacdo ortografica da ferramenta Word, do pacote Office da Microsoft. No caso, se
a linguagem na qual esté sendo escrito o texto ndo for detectada corretamente, o corretor
ndo cumprira o seu papel, podendo acusar erros de acordo com outros idiomas. Para o
caso (ii), pode-se citar o fato de que a Unido Europeia possui 23 idiomas oficiais no
Parlamento Europeu e todos os documentos sdo publicados em todas as 23 linguagens,
gerando um volume mensal de 100.000 paginas para 700 tradutores e 260 assistentes
(EUROPARL, 2012). Seria interessante que houvesse uma ferramenta capaz de detectar
os idiomas desses documentos que funcionasse em conjunto com um tradutor
automatico para automatizar o trabalho e torna-lo mais agil.

O objetivo deste trabalho € detectar se o idioma usado em textos eletronicos (no caso
foram usados textos de noticias eletronicas) — é o inglés ou o portugués. Para tanto, foi
desenvolvida uma ferramenta denominada de Jess.

O foco deste trabalho se encontra nos problemas de classificagédo de textos, que
consistem em definir uma ou mais classes para um texto. O objetivo é detectar o idioma
de textos com trés métodos diferentes — analisando palavras inteiras com peso tf-idf,
palavras inteiras com peso booleano e n-gramas com peso tf — e comparar qual dos
métodos é o mais eficiente. A abordagem tomada para atingir o objetivo é: dado um
texto de entrada, cria-se um vetor de termos desse texto e entdo se comparam as
frequéncias dos termos deste vetor com as frequéncias dos termos dos vetores de cada
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idioma, classificando o texto como pertencente ao idioma que teve maior similaridade,
além de comparar os resultados obtidos a partir de diversas técnicas empregadas.

No capitulo seguinte sdo apresentados trabalhos relacionados com deteccdo de
linguagem e classificacdo de textos, enquanto no Capitulo 3 sdo inseridos os modelos
tedricos com os quais se desenvolveu este trabalho e no Capitulo 4 uma descricédo de
como funciona e como foi implementada a ferramenta. Os resultados obtidos s&o
descritos no Capitulo 5. Finalmente, sdo apresentadas as conclusdes do trabalho, assim
como suas limitacodes, restrigdes e trabalhos futuros.
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2 TRABALHOS CORRELATOS

Neste capitulo serdo mostrados alguns trabalhos que foram base de pesquisa para o
desenvolvimento da ferramenta para detecgéo de linguagem Jess.

A base inicial para a pesquisa foi a relacdo entre deteccdo de linguagem e o uso de
n-gramas. N-gramas sdo segmentos de palavras de tamanhos variados, e foram
escolhidos para o estudo por ser de simples compreensdo e implementacdo, além de
bem conhecidos na éarea de processamento de linguagens naturais. Outras abordagens
incluem a verificacdo de palavras frequentes e letras ou caracteres especiais de um
idioma, como uma abordagem ndo-computacional, e a medida de distancia baseada em
informacdo mutua, que consiste em comparar a compressao de um texto (i.e., uma
espécie de assinatura que representa o texto) com a compressdo (assinatura) de textos
cujas linguagens sejam conhecidas (BENEDETTO, 2002). Cada um dos trabalhos
possui sua peculiaridade, mas no geral concordam que a abordagem n-grama é a mais
simples que possui melhor resultado.

TextCat é uma implementacdo do trabalho de Cavnar (1994), que visa categorizar
textos em perfis de acordo com a linguagem ou assunto, suportando 69 linguagens
diferentes, textos com alguns erros e situagdes onde o texto ndo se encaixa em nenhuma
categoria ou mais de uma. Sua implementacdo € simples: as palavras do texto a ser
categorizado sdo divididas em gramas, cujos tamanhos variam de 1 a 5, entdo €
verificada a frequéncia de cada grama e criado um ranking em ordem decrescente de
valor, comparadas as posi¢cfes com as frequéncias de gramas dos perfis, que passaram
pelo mesmo processo que o0 texto passou, e escolhido o perfil que possui a menor
diferenca de posicdes entre ele e o texto. Porém, durante os testes, a quantidade de
gramas foi limitada para selecionar uma quantidade de gramas de maiores frequéncias
em cada teste (variando entre 100, 200, 300 e 400), o que ndo acontece na ferramenta
para deteccdo de linguagem Jess. Ainda, o TextCat ndo utiliza as palavras inteiras, visto
que pode tornar o sistema mais sensivel a erros de digitacdo, mesmo que ele possa
suportar alguns.

TypeAny é uma ferramenta desenvolvida por Ehara (2008), que permite 0 usuario
entrar com textos em diversas linguagens, sem precisar alterar manualmente a
linguagem em um método de entrada (Input Method Engine), detectando
automaticamente quando ha alteracdo de idioma, inclusive alterando os caracteres para
0 alfabeto do respectivo idioma (por exemplo, do alfabeto romano para kanjis
japoneses). Quando o usuario entra com uma palavra, o servidor identifica qual o
idioma a que pertence e o retorna ao usuario, inclusive alterando o alfabeto, se for o
caso. Nessa implementacdo, sdo utilizados tokens, e cada token é delimitado por espacos
em branco. Assim, 0 processo reinicia para cada palavra. A escolha do idioma é uma
estimativa que se da através da maximizacdo de uma equacao envolvendo o conjunto de
linguagens e o token, aplicadas ao Modelo Oculto de Markov. A deteccdo acontece
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durante a digitacdo, o que faz com que o usuario precise verificar na janela do programa
se o resultado esta correto ou néo.

O trabalho desenvolvido por Marifio (2006) € um sistema de traducdo Inglés-
Espanhol e Espanhol-Inglés. Trabalha com tuplas de unidades bilingues, sendo uma
tupla a frase mais curta que permite Unica segmentacao do corpus bilingue. A extracéo
da tupla se d& por uma aproximagdo de acordo com uma equagdo de estatisticas entre
fonte e objetivo, tem alinhamento muitos-para-muitos, de modo que se obtenha uma
segmentacdo monotonica de pares de sentencas bilingues, permitindo capturar o
contexto e reordenar as informacdes dentro das estruturas. Foram implementados alguns
refinamentos, para diminuir as limitagdes do sistema, como incorporar palavras, poda
de tuplas de vocabulario, tuplas com fontes vazias de um lado, entre outras. O sistema
de traducgdo tem melhores resultados quando traduz de espanhol para inglés e néo o
contrario. Um dos motivos é a concordancia no espanhol, pois ao se traduzir do inglés
para o espanhol surgem alguns erros devido as peculiaridades do espanhol. O sistema
ndo suporta reordenamento de tuplas, portanto pode ndo suportar pares de linguagens
mais distantes.

O sistema desenvolvido por Bergsma (2010) possui um bom desempenho por nao
depender de um dominio especifico. As abordagens supervisionadas incluem duas
classes de features: 1) N-gram (N-GM), que possui contagem dos gramas que aparecem
no corpus da web; 2) identificacdo de Iéxicos especiais (LEX), ndo utilizando gramas,
que simplesmente indica se uma string aparece ou ndo em uma posicao da entrada. As
tarefas analisadas foram reordenacdo de adjetivos prenominais, corre¢do ortografica
sensivel ao contexto, agrupamento de substantivos compostos e desambiguacdo de
verbos de parte da fala (part-of-speech).

O método criado por Suzuki (2002) visa identificar o idioma, o alfabeto e a
codificacdo de documentos de textos codificados por computador. O mecanismo
utilizado foi uma versdo diferenciada dos modelos n-gramas vistos anteriormente,
chamada de shift-codons, que sdo subsequéncias dos bytes de um cddigo de texto. A
deteccdo se da através de uma férmula que utiliza as taxas em que os shift-codons
aparecem no texto, cujo resultado é comparado a valores pré-determinados. O retorno
sera “correct answer” (resposta correta) ou “unable to detect” (incapaz de detectar). Um
problema € que as amostras precisam de um tamanho minimo, ou 0 método retornara
“unable to detect”.

Jess ndo sera comparada aos trabalhos de Marifio, de Bergsma e de Suzuki, por ndo
apresentarem resultados quanto a deteccdo de linguagem em si, visto que executam
outros tipos de tarefas, como tradugdo no primeiro trabalho, ordenacdo de adjetivos e
outras tarefas no segundo, e identificacdo de alfabeto e codificacdo juntamente com
idioma no terceiro, dificultando uma possivel analise de desempenho somente para a
tarefa de identificagdo da linguagem.
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3 FUNDAMENTACAO TEORICA

A deteccdo de linguagem pode ser considerada um ramo da classificacdo de textos
(PENG, 2003). Esta possui diversas abordagens, e algumas serdo introduzidas na
préxima secao.

3.1 Classificagao de textos

A classificacdo de textos surgiu da necessidade de guardar um grande volume de
documentos para leitura e posterior pesquisa. Em colecbes de tamanho pequeno, até é
possivel verificar sequencialmente em busca de determinada referéncia, mas conforme
aumenta a quantidade de textos, aumenta a dificuldade de encontrar a informagéo
precisa sem nenhuma outra informacao.

Para resolver tal problema, passou-se a catalogar os textos de acordo com alguma
caracteristica - assunto, autor, idioma (no caso deste trabalho), entre outras. Com a
colecdo separada por classes, pesquisar determinado assunto se torna mais facil e
rapido, o que torna o processo mais eficiente, visto que a quantidade de documentos que
serdo verificados € bem menor.

O problema da classificacdo de textos pode ser definido da seguinte forma (adaptado
de (BAEZA-YATES, 2011)): dada uma colecdo D de documentos e um conjunto C =
{c1,Cz, ..., Cn} de N classes e seus respectivos rotulos, um classificador de textos é uma
funcdo F: D x C — {0,1}, tal que para cada documento d, existe um Unico c cujo par
retorne o valor 1, ou seja, para cada par [d;,cj], com di€D e c;eC, é atribuido o valor 1,
se o documento i pertence a classe j, e 0, caso contrario, de maneira que cada
documento pertenca a apenas uma classe.

A maior parte dos algoritmos desenvolvidos para a classificagdo de textos séo
relacionados com a Aprendizagem de Maquina. A Aprendizagem de Maquina é um
ramo da Inteligéncia Artificial que lida com o desenvolvimento de algoritmos capazes
de aprender um padrdo automaticamente, utilizando-o para tomar decisdes inteligentes
sobre dados de entrada. Existem 3 tipos de aprendizado que concentram os algoritmos
de aprendizagem de maquina: 1) o Aprendizado Supervisionado, que exige treinamento
a partir de dados de entrada fornecidos por um especialista; 2) Aprendizado Né&o-
Supervisionado, onde o mais conhecido é o modelo de rede neural, no qual ndo ha
treinamento, dependendo da rede a inferéncia das relagdes; e 3) Aprendizado Semi-
Supervisionado, que une um pegueno conjunto ja classificado e um grande conjunto nédo
classificado, para melhorar as predi¢cdes (BAEZA-YATES, 2011).

Neste trabalho, sera utilizado o Aprendizado Supervisionado, por possuir melhores
resultados, que sera explorado a seguir.
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3.1.1 Aprendizado Supervisionado

Algoritmos sdo classificados como de aprendizado supervisionado quando utilizam
informacdes providas por humanos (especialistas). Basicamente, tem-se um conjunto de
classes e documentos pertencentes a estas classes - esses documentos foram
classificados por especialistas, e formam o conjunto de treinamento, que servird de
aprendizado para a funcdo de classificacdo. Com essa fungdo, é possivel classificar
novos documentos entre as classes desse conjunto (BAEZA-YATES, 2011).

Um ponto importante na escolha do conjunto de treinamento € diversificad-lo. No
caso deste trabalho, caso o conjunto de treinamento seja focado apenas em textos da
area de informética, por exemplo, a funcdo de classificacdo se ajustaria muito as
amostras de treinamento, tendo problemas para identificar textos de areas diferentes.
Esse fendmeno é conhecido como Sobreajuste, e deve ser evitado (WITTEN, 2005).
Pensando nisso, foi decidido que o conjunto de testes deve ter o vocabulario mais
abrangente o possivel, tomando para o conjunto de treinamento textos de diversas areas
(ver a secdo 5.5, Treinamento e Testes).

A validacdo do classificador de textos € feita quando se executa a funcdo de
classificacdo para um conjunto de dados que ndo pertence ao treinamento, cujo
resultado seja conhecido. Apds a classificacdo, € comparada a classe atribuida pelo
classificador e a classe definida pelo especialista e se ambas sdo a mesma, a funcéo e o
classificador funcionam como o esperado (BAEZA-YATES, 2011).

Os algoritmos para classificacdo de texto com aprendizado supervisionado podem
ser representados pelas seguintes abordagens segundo (BAEZA-YATES, 2011):
decision trees, nearest neighbors, relevance feedback, naive Bayes, support vector
machines e ensemble.

Decision Tree, ou arvore de decisdo, € um método que utiliza o conjunto de
treinamento para construir regras de classificagdo, organizadas como caminhos de uma
arvore. Esses caminhos entdo sdo usados para classificar amostras desconhecidas sem
precisar testar todos os seus atributos. Cada n6 intermediario da arvore indica um teste
de atributo, sendo escolhido aquele atributo que trar& uma maior qualidade de
classificacdo. Os nds-folhas da arvore indicam os resultados da classificacdo. Uma
vantagem € que a arvore de decisdo possui uma estrutura simples: os dados estdo nos
caminhos, provendo uma facil interpretacdo dos resultados do processo de classificacdo
(BAEZA-YATES, 2011).

k-Nearest Neighbors, ou k-vizinhos mais préximos, é um classificador por demanda,
também chamado de “preguicoso”, porque o classificador gera um modelo a partir de
uma entrada, e ndo previamente. A partir desta entrada, sdo encontrados k vizinhos
proximos a ela, e a partir das classes desses vizinhos € que é definida a classe do
documento de entrada. A vantagem do k-nn é que sdo considerados apenas 0s atributos
do documento de entrada para a geracdo do modelo, ao invés de considerar todos os
atributos da base, descartando atributos que ndo contribuem para a classificagdo do
documento de entrada (YANG, 1999).

Relevance feedback, ou classificador de Rocchio, permite modificagGes na consulta
do usuério baseadas em feedbacks do usuario, com o objetivo de melhor aproximar o
resultado do esperado pelo usuario (MANNING, 2008). O conjunto de treinamento é
considerado como feedback: termos que estdo presente em um documento de uma
classe C sdo considerados como de feedbacks positivos, enquanto termos que estéo fora
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deste documento para a mesma classe sdo considerados de feedbacks negativos. Os
termos entdo sdo organizados como um vetor centroide, e novos documentos S&o
classificados conforme a distancia até o centroide (BAEZA-YATES, 2011).

Naive Bayes prevé uma probabilidade para cada par documento d; classe c;,
indicando que o documento d; pertenga a classe cj. Assim, com as probabilidades
calculadas para todos os pares de [documento, classe], o documento é classificado como
pertencente a classe de maior probabilidade. Um ponto interessante é que o modelo é
considerado de alta independéncia das caracteristicas: uma caracteristica estar presente
(ou ausente) ndo interfere na presenca (ou auséncia) de outra caracteristica, o que traz
variedade a classe (LEWIS, 1998).

Support vector machine, ou SVM, é um método de espaco vetorial para problemas
de classificacdo binaria. Os termos do documento formam um index que compdem o
espaco vetorial, no qual os documentos sdo pontos (ou vetores). Com os documentos da
base de dados representados como vetores, 0 objetivo é encontrar uma superficie de
decisdo (hiperplano) que melhor separe os documentos em duas classes distintas. O
hiperplano é criado a partir do conjunto de treinamento, de maneira que todos os
documentos de uma classe permanecam de um lado do plano, enquanto os documentos
da outra classe permanecem no outro (HOTHO, 2005).

Ensembles classifiers combinam os resultados de classificadores independentes com
0 objetivo de melhorar a qualidade do resultado (KUNCHEVA, 2003). Desde que 0s
classificadores sejam precisos (resultados que sejam melhores que simples palpites) e
diversos (produzem resultados diferentes para entradas diferentes), o método possui um
bom resultado.

Esses sdo 0s seis principais tipos de algoritmos para classificacdo a partir de
aprendizado supervisionado. A aplicacdo desenvolvida aqui utiliza uma abordagem
semelhante a das SVM, ja que a utilizacdo de vetores € simples e a classificacdo conta
com apenas duas categorias, adaptando-se melhor ao problema: os documentos do
conjunto de treinamento sdo representados por vetores e estes se encontram no espaco
vetorial, onde os vetores de documentos similares se encontram mais proximos. Para
evitar comparar o documento de consulta com todos os documentos da base (o que seria
custoso em termos de processamento, dependendo do tamanho da base de dados), as
classes sdo representadas como vetores com todos os termos dos documentos que nelas
estdo contidos, e a funcdo que classifica os documentos é uma funcdo que calcula a
distdncia entre a consulta e os vetores que representam as classes (ver sec¢do 4.2,
Vetores de Linguagens). Uma explicacdo mais detalhada sera dada nas sec¢des a seguir.

3.2 Recuperacao de Informacao

Recuperagdo de Informagcdo (RI) é a area da Informética que lida com
armazenamento de documentos e a recuperagdo automatica de informacoes relacionadas
a eles. RI é utilizada no problema da deteccdo de linguagem de modo que se aprenda
quais os idiomas de textos da nossa base de dados e verificando qual documento possui
conteddo mais similar ao da consulta, determinando entdo que ambos 0s textos estdo
escritos na mesma linguagem (MANNING, 2008).

Os documentos sdo compostos de termos de indexacdo, que sdo palavras que servem
para descrever determinado documento. Cabe ao modelo de RI determinar quais
palavras serdo termos de indexacdo, assim como qual sera a representacdo dos
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documentos e como sera feita a comparacdo entre eles. Sdo considerados os Modelos
Cléssicos da RI: 0 Booleano, o Vetorial e o Probabilistico.

No modelo Booleano, trabalha-se com a teoria dos conjuntos para representar 0s
termos - cada conjunto representa os documentos que contém determinado termo - e as
consultas sdo feitas utilizando os operadores booleanos E, OU e NAO. Por ser muito
simples, 0 modelo booleano ndo permite uma maior expressividade na consulta, além de
0 conjunto de termos ter um tamanho gigantesco, dependendo do tamanho da base.

No modelo vetorial, os documentos sdo considerados vetores de termos, e utilizam-
se operadores vetoriais para comparacdo de documentos. E um dos modelos mais
utilizados em RI, e sera aprofundado ao longo do trabalho por ser o escolhido.

O modelo Probabilistico lida com a relevancia de documentos. Considerando que
alguns documentos sdo determinados relevantes e outros ndo, pode-se estimar a
probabilidade de um termo aparecer em um documento relevante.

3.2.1 Modelo Vetorial

Apds estudar os trés modelos classicos de recuperacao de informacéo, foi escolhido
o0 modelo vetorial para abordar o problema, visto que é uma das abordagens mais
utilizadas com bons resultados nesta area, além da simplicidade de implementacao.

O modelo vetorial representa os objetos em geral como um vetor de identificadores,
no caso deste modelo, os objetos sdo 0s documentos e as consultas, representados como
vetores de termos. Cada elemento do vetor representa um termo, resultando que a
dimensdo do vetor é a quantidade de termos distintos presentes no documento. Como 0s
documentos sdo representados com vetores, é possivel utilizar operacdes vetoriais para
compara-los, o que facilita muito o trabalho (MANNING, 2008).

Dado um documento, é criado um vetor de termos, que possui um vetor de
frequéncias associado (Figura 3.1). Assim, os valores de frequéncia sdo todos positivos,
visto que se um termo ndo esta presente no documento, ele ndo estard no vetor. Outra
implicacéo € que termos de um vetor podem ndo estar presentes em outro, podendo ser
ignorados no célculo de comparacdo. No vetor, todo o termo é passado para letras
minusculas, além de a acentuacdo ser ignorada.

Documento 1: | "1 find your lack of faith disturbing."
Vetor de termos Vetor de frequéncias
disturbing 1
faith 1
find 1
i 1
of 1
lack 1
your 1

Figura 3.1: Exemplo de texto de entrada e respectivos vetores de termos e de
frequéncias associados.

Fonte: elaborada pela autora.
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Com as quantidades dos termos, pode-se utilizar esquemas de ponderacao
(explorados na secdo 4.3.2) para determinar se algum termo € mais interessante que

outro na comparagéo.

Os vetores dos documentos estdo localizados no espago. Com o vetor de consulta e
os perfis normalizados, sdo calculadas as distancias entre o vetor consulta e 0s
documentos através do cosseno do angulo entre eles - o tamanho do vetor é
desconsiderado. Vetores mais proximos possuem maior similaridade (Figura 3.2), logo,
o0 idioma escolhido € aquele que estd associado ao documento cujo vetor esteja mais
préximo do vetor da consulta, sendo considerado o documento mais similar.

doc 4

doc 8

doc 2

Figura 3.2: Vetores de termos no espago — doc4 é o mais similar a doc 1 por ser o
mais proximo.

Fonte: elaborada pela autora.
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4 PROPOSTA PARA DETECCAO DE LINGUAGEM

Aqui serdo apresentados os detalhes de modelagem e implementacdo da Jess,
ferramenta para deteccdo de linguagem proposta. Jess classifica textos entre os idiomas
comparando 0s vetores que representam cada idioma com o vetor que representa o texto
de entrada através de uma fungdo de similaridade, apds uma aplicacdo de pesos nas
frequéncias dos termos nos vetores. Inicialmente, sdo abordados os idiomas escolhidos e
como serdo tratados, 0s esquemas de ponderacdo utilizados e como é feito o calculo de
similaridade que classifica o texto.

4.1 Idiomas

Os idiomas escolhidos para o processo de deteccdo de linguagem sdo o inglés e o
portugués — portugués por ser nossa linguagem natural, inglés por ser o idioma mais
comum na internet. Como nédo € feita nenhuma filtragem especifica para esses idiomas,
pode-se adicionar idiomas em um trabalho futuro, bastando para isso alguns ajustes e
treinar a funcdo com uma base de dados do novo idioma.

Os idiomas inglés e portugués possuem padrbes consideravelmente distintos. No
inglés, por exemplo, a letra mais utilizada ¢ o “e”, enquanto no portugués ¢ o “a”. Com
excecdo de nomes proprios e palavras estrangeiras aportuguesadas, nao se vé o digrafo

“th” na lingua portuguesa, enquanto na lingua inglesa ¢ o digrafo mais comum.

Em construcOes textuais, geralmente se encontram termos de ligacdo de oragdes
(preposicdes, conjuncdes, artigos, entre outras classes gramaticais) que se tornam
comuns a muitos documentos, como por exemplo, “o”, “de”, “e”, “para”, “em” para 0
caso do portugués, e “the”, “of”, “and”, “to”, “in” para 0 caso do inglés. Essas sdo
palavras que geralmente ndo acrescentam muita informagéo ao documento, ndo sendo
consideradas palavras-chaves. Esse tipo de termo costuma ser chamado de stop-words, e
geralmente é excluido da analise. Como o objetivo do trabalho € identificar o idioma do
texto e ndo seu conteldo, e esse texto pode ser muito curto, carecendo de informacdes
mais relevantes, os stop-words permanecem na analise, e muitas vezes sdao eles que
definem o idioma do texto - quando, por exemplo, o texto € um post de blog de duas
linhas. Quanto mais informagé&o o texto contiver, melhor ¢ o resultado.

Com esse tipo de analise, verificando os termos e gramas mais comuns em cada
linguagem, a deteccdo da linguagem ja atinge bons resultados, ao menos para textos
puros, isto é, totalmente escritos em determinado idioma.

Portugués e inglés sdo as duas classes trabalhadas na Jess, e cada uma é
representada por um vetor de linguagem, detalhado a seguir.
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4.2 Vetores de Linguagens

Comparar o texto de entrada com cada documento da base de dados pode se tornar
algo ineficiente, dependendo do tamanho da base. Por essa razdo, existem técnicas que
propGem uma comparagdo com apenas alguns documentos, como, por exemplo, 0 k-nn
(mencionado na secdo 3.1.1), que compara a consulta com os k documentos mais
proximos no espaco vetorial.

Mas, dependendo de quantas classes estdo sendo consideradas, comparar com
apenas alguns documentos pode se tornar ineficaz, por ndo haver dados suficientes para
garantir um resultado. Para que se chegue a um meio-termo, optou-se por utilizar
representacdes de cada classe, que sdo os vetores de linguagens. Para cada linguagem,
durante o treinamento, os termos de cada documento sdo inseridos no vetor de
linguagem, contando suas frequéncias e em quantos documentos 0 termo em questdo
aparece (dado que sera utilizado no esquema de ponderacdo tf-idf, ver secdo 4.3.2). Na
prética, € como se todos os documentos de um idioma fossem compilados em um Unico
documento e a partir desses documentos cria-se 0 vetor de termos, com o vetor de
frequéncias associadas.

Comparar a consulta com o vetor de linguagem é como comparar a consulta com
todos os documentos da classe simultaneamente. Um problema que poderia surgir seria
0 tamanho desse vetor tornar a comparacdo um processo pesado, porém, a funcdo de
comparacédo foi feita de maneira a comparar os vetores de maneira a utilizar o menor
dos dois como base, ou seja, 0s termos do menor vetor sdo procurados no maior, o0 que
diminui o tempo de processamento. Assim, tem-se 0 melhor dos dois: compara-se a
consulta com apenas um vetor de cada classe e com todos os termos da base.

4.3 Técnicas utilizadas

Aqui serdo introduzidas as técnicas que foram implementadas na ferramenta para
deteccdo de linguagem em texto Jess. Inicialmente, a normalizacdo dos vetores sera
apresentada e exemplificada, para entdo entrar no detalhamento dos esquemas de
ponderacdo, que sdo a chave do programa, no célculo de similaridade e por fim,
explorar 0s n-gramas.

4.3.1 Normalizacao

Nem todos os textos possuem o0 mesmo tamanho: alguns sdao bem longos, enquanto
outros sdo extremamente curtos. Simplesmente comparar as frequéncias dos termos
independente do tamanho do texto ndo é eficaz, visto que ao se comparar um texto de
20 linhas, por exemplo, com outro de uma linha poderia gerar um resultado pouco
similar, mesmo que todas as palavras do segundo texto estejam contidas no primeiro.

Para evitar uma tendéncia para documentos mais longos, os vetores de frequéncias
sdo normalizados para que seu comprimento seja igual a 1. Suponha o seguinte texto de
entrada (Figura 4.1) e o vetor de frequéncias associado a ele (Figura 4.2):
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"Where other men blindly follow the truth, remember...
Mothing is true.

When other men are limited, by morality or law, remember...
Everything is permitted.

We work in the dark to serve the light.

We are Assassins."”

- Assassin's Creed 2

Figura 4.1: Exemplo de texto de entrada do programa.
Fonte: elaborada pela autora.

Termo Frequéncia Termo Frequéncia
2 1 morality 1
are 2 nothing 1
assassins 1 or 1
assassin's 1 other 2
blindly 1 permitted 1
by 1 remember 2
creed 1 serve 1
dark 1 the 3
everything 1 to 1
follow 1 true 1
in 1 truth 1
is 2 e 2
law 1 when 1
light 1 where 1
limited 1 work 1
men 2

Figura 4.2: Vetor de frequéncias associado ao documento de entrada.
Fonte: elaborada pela autora.

O comprimento do vetor v € tomado pela raiz quadrada do somatério dos quadrados
das frequéncias, como indica a formula a seguir:

onde v € o vetor a ser normalizado, n é a quantidade de componentes do vetor (neste
caso os termos) e f é o valor de frequéncia. Logo, para normalizar, basta dividir os
valores de frequéncia de cada termo pelo comprimento do vetor, calculado a seguir:

] = 2((12 422412412+ 12 +12 412+ 12+ 12+ 12412+ 22 + 12 + 12 4 12 4 22
B +12 412+ 12 +22 412422+ 12+ 32 +12 412+ 12 +22 +12 4+ 12 +12)

lv| = 7,549834
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Termo Frequéncia Termo Frequéncia
2 0,132453 morality 0,132453
are 0,264906 nothing 0,132453
assassins 0,132453 ar 0,132453
assassin's 0,132453 other 0,264906
blindly 0,132453 permitted 0,132453
by 0,132453 remember 0,264906
creed 0,132453 serve 0,132453
dark 0,132453 the 0,397360
everything 0,132453 to 0,132453
follow 0,132453 true 0,132453
in 0,132453 truth 0,132453
is 0,264906 we 0,264906
law 0,132453 when 0,132453
light 0,132453 where 0,132453
limited 0,132453 work 0,132453
men 0,264906

Figura 4.3: Vetor de frequéncias normalizado.
Fonte: elaborada pela autora.

Ao se aplicar a formula do comprimento do vetor aos novos valores, o resultado
deve chegar a 1, ou algo muito proximo, devido a precisdo. Com o0s vetores
normalizados, ndo sé é evitada a tendéncia a documentos mais longos, como também é
simplificado o célculo de comparacdo dos vetores através do cosseno do angulo. A
normalizacdo ocorre apds a aplicacdo dos pesos, explicada a seguir.

4.3.2 Esquemas de ponderacéo

Esquemas de ponderacdo (weighting schemes) servem para atribuir pesos variados
aos termos, de acordo com a abordagem utilizada (MANNING, 2008). Um termo que
aparece muitas vezes pode ser considerado de duas maneiras: a) como uma palavra-
chave que define o documento ou b) como uma palavra que aparece tantas vezes e em
tantos documentos que sua presenca nao serve para indicativo, sendo melhor ignora-la.
Consideracdes semelhantes ocorrem com palavras que aparecem em poucos
documentos ou que tenham baixa frequéncia. Com esquemas de ponderacdo, pode-se
escolher a maneira como tratar esse tipo de termos.

Primeiro, a mais simples: tf (term-frequency). Basicamente, a frequéncia absoluta
dos termos, uma contagem de quantas vezes determinado termo aparece em um
documento (LAN, 2005) - geralmente essa contagem é normalizada, para evitar uma
pré-disposi¢cdo aos documentos mais longos (descrita na se¢do anterior). Considerando
nosso problema, a deteccdo de linguagem, € interessante utilizar a tf em gramas, ja que
contar quantas vezes aparece uma mesma palavras em textos curtos pode ndo ser muito
relevante, mas contar quantas vezes aparece um digrafo em especial pode ser bem
eficaz. A tf serd aplicada a gramas de tamanhos 2, 3 e 4. A partir da tf, surgem outros
esquemas.

Um dos esquemas mais conhecidos e utilizados, o tf-idf (term frequency — inverse
document frequency) é um complemento ao classico tf: enquanto este verifica o quanto
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um termo aparece em um documento, o tf-idf verifica quao raro € um termo para o
conjunto total de documentos (LAN, 2005). O idf é calculado dividindo a quantidade
total de documentos (D) pela quantidade de documentos (d) em que o termo (t) aparece,
e entdo tomando o logaritmo; para chegar ao tf-idf, basta multiplicar pelo valor de tf,
conforme mostrado abaixo:

idf (t,D) = logg(D/d),onded€Deted
tf —idf(t,d,D) = tf(t,d) = idf (t,D)

O tf-idf sera utilizado com as palavras inteiras, visto que pode reduzir a quantidade
de documentos a serem comparados, em uma espécie de busca por palavras-chave.

O ultimo esquema também é bem simples: o booleano. Basicamente, atribui valor 1
se 0 termo estd presente no documento d e 0 caso ndo esteja (LAN, 2005). Como é
dificil que ndo haja a ocorréncia de determinado grama pelo menos uma vez, esta
abordagem sera utilizada também com palavras inteiras.

4.3.3 Similaridade

No modelo vetorial, os documentos sdo vetores que se localizam no espago. A
similaridade entre dois vetores sera calculada através de Cosine Similarity, que calcula a
semelhanca de vetores com base na distancia entre eles, através do cosseno do angulo
entre eles (HUANG, 2008). O vetor mais proximo do vetor do texto de entrada é aquele
cujo conteudo é o mais similar, e pode-se concluir que ambos pertencem a mesma
classe, ou seja, linguagem. Conforme explicado anteriormente, ao invés de se comparar
0 vetor consulta com todos os documentos da base, ele serd comparado com o0s vetores
de linguagem.

O cosseno do angulo entre dois vetores pode ser calculado através do produto
interno entre eles, divido pelo produto dos comprimentos dos vetores, como mostra a
férmula abaixo:

3 >

. d+g

sim(d,q) = cos(d,q) = ———

d] * 14|

onde d é o vetor de um documento da base de dados e g é o vetor de um documento de
entrada. Como o0s vetores estdo normalizados, seus comprimentos séo iguais a 1 e 0
denominador sera 1, tornando o célculo da similaridade simples ao calcular apenas o

produto interno dos vetores.

Suponha g uma consulta e docl, doc2 e doc3 documentos da base de dados,
representados pelos termos a, b e ¢, cujas frequéncias ja estdo normalizadas (note que
na consulta q ndo existe o termo b):
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docl doc2 doc3
a 0,304855 0,549972 0,285714
h 0,731653 0,628539 0,857143
C 0,609711 0,549972 0428571

q = (a, ¢} =(0,554700; 0,0; 0,832050)

sim (g, docl) = 0,554700%0,304855 + 0%0,731653 + 0,832050*0,609711 = 0,676413
sim (g, doc2) = 0,554700%0,549972 + 0*0,628539 + 0,832050*0,549972 =[0,762674
sim (g, doc3) = 0,554700%0,285714 + 0%0,857143 + 0,832050*0,428571 = 0,515078

doc2 & o mais similar & consulta g

Figura 4.4: Exemplo de célculo de similaridade entre uma consulta g e trés documentos
da base - docl, doc?2 e doc3.

Fonte: elaborada pela autora.

No caso deste trabalho, havera a consulta e os dois vetores de linguagem.
Dependendo da precisdo desejada para os resultados, pode-se exigir um valor minimo
de similaridade para que a consulta seja classificada como pertencente a determinada
linguagem, e caso nenhum dos dois idiomas chegue nesse minimo, ¢ retornado “Idioma
ndo determinado”. Para este trabalho, como portugués e inglés sdao idiomas
notavelmente diferentes, ndo é exigido um valor minimo para similaridade.

4.3.4 N-gramas

Em linguistica, n-gramas sdo sequéncias continuas de caracteres de uma sequéncia
de texto, como por exemplo, uma letra, uma silaba, uma palavra inteira, entre outras
(CAVNAR, 1994). Sdo largamente utilizados no processamento de linguagens devido a
suas simplicidades e escalabilidades, visto que utilizar gramas de tamanho 2 e gramas
de tamanho 4 passam pelo mesmo processo.

Uma das caracteristicas que se nota ao utilizar n-gramas € a identificacdo de
palavras derivadas, 0 que ajuda no processo de identificacdo de similaridade. Ao se
considerar uma palavra inteira, um documento em que aparecam as palavras “flor”,
“floricultura”, “florescer” e “floreira”, a ocorréncia de cada palavra pode ser baixa, mas
ao avaliar a ocorréncia do grama de tamanho 4, “flor”, a frequéncia se torna mais alta e
uma ocorréncia relevante para o célculo de similaridade.

Neste trabalho, serdo utilizados n-gramas de tamanhos 2, 3 e 4, por serem 0S
tamanhos cujos resultados sdo mais interessantes devido ao tamanho dos termos e as
peculiaridades dos idiomas, como por exemplo, digrafos. Gramas de tamanho 5 sdo
prejudicados na contagem final de gramas, visto que muitas palavras, de ligacdo, por
exemplo, tém tamanho menor que 5 letras, e gramas de tamanho 1 sdo muito simples,
permitindo apenas 26 gramas com altas frequéncias, e devido ao grama ser apenas uma
letra, o resultado seria pior que o de gramas de tamanho 2, puxando o resultado para o
errado ainda mais.
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Os gramas sao extraidos de cada termo, a partir do vetor de termos. Caso 0 texto
fosse considerado uma cadeia de caracteres unica, haveria pontuacdo e espacos em
brancos para se tratar. Extraindo os gramas do vetor de termos, ndo s6 ndo € necessario
tratar desses problemas, como também se evita o problema de um grama desinteressante
que ndo contribui para a solucdo do problema, por exemplo, um grama formado pelo
final e pelo inicio de outra palavra, cuja ocorréncia seja extremamente baixa ou nula
para os idiomas. Outra vantagem é que a frequéncia dos gramas € mais facilmente
calculada, bastando multiplicar a frequéncia do grama no termo pela frequéncia do
préprio termo.

estatistica(2): essttaattiisstHicca- at[l] ca[1] es [1] ic[1] is[1] st[2] ta[1] ti[2]
(n) =tamanho do grama
[f] =frequéncia do grama

Figura 4.5: Exemplo de extracdo de gramas de tamanho 2 de um termo e suas
frequéncias.

Fonte: elaborada pela autora.

O modo de criacdo do vetor de gramas € o mesmo do vetor de termos com um
adicional: para cada grama obtido, verifica-se se 0 mesmo se encontra no vetor e se for
0 caso, aumenta a quantidade em (frequéncia do termo x frequéncia do grama), do
contrario, insere no vetor com a quantidade do grama no termo analisado, ou seja, se um
termo tem uma frequéncia 4 e um grama deste termo tem frequéncia 2 no mesmo termo,
a frequéncia do grama sera aumentada em 8 no vetor de gramas.

Os célculos de similaridade utilizando gramas nao passam por processo de aplicacdo
de pesos, pois 0 esquema de pesos utilizado para eles € o tf, bastando extrair os gramas
do documento de entrada e dos vetores de linguagem e normalizar os vetores para o
calculo.
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5 FERRAMENTA E EXPERIMENTO

Aqui serdo introduzidos primeiramente o0s softwares utilizados para o
desenvolvimento da ferramenta, para entdo apresentar a estrutura da Jess e um pseudo
algoritmo do programa. A seguir, sdo abordados os testes e os resultados obtidos com
eles.

5.1 Estrutura

O objetivo do trabalho é comparar os resultados obtidos para detec¢do de linguagem
utilizando métricas diferentes: ponderacdo tf-idf, booleana e tf para n-gramas de
tamanhos 2, 3 e 4.

Para isso, desenvolveu-se uma ferramenta que 1€ um texto a partir de uma interface
grafica e entdo o adiciona como um documento ao index da API Lucene, que o converte
para o formato de um vetor com todos os termos do texto de entrada, retirando espacos,
pontuacdo, acentuacdo e passando os termos para minusculas. Com o documento no
index da Lucene, é facil extrair as informacgdes necessarias para a analise, como a
frequéncia dos termos, quantidade de termos do documento, entre outras, a partir de
funces especificas da Lucene.

A partir da fase de treinamento, foram criados os vetores de linguagem “ptbr” e
“eng”, representando os idiomas portugués e inglés, respectivamente. Cada vetor é
tratado como um documento no index do Lucene, e contém todos os termos dos
documentos classificados como de seu respectivo idioma, além das informacbes de
quantos documentos estdo presentes no vetor, a frequéncia absoluta de cada termo na
categoria e a quantidade de documentos em que cada termo aparece.

O vetor de termos e os vetores de linguagem entdo sdo passados para estruturas do
tipo Bag of Words, que irdo passar pelos processos de ponderacdo. Bag of Words é uma
das representacdes mais simples utilizada na area de RI, e consiste em definir que um
texto € uma colecéo ndo ordenada de palavras. Para cada esquema, a partir de um Bag of
Words, é retornado um novo vetor de frequéncias, de acordo com cada ponderagédo
(SCOTT, 1999).

Segue-se entdo, para cada esquema de ponderagdo, uma comparacao entre o vetor de
consulta e o vetor ptbr, e outra comparacdo entre o vetor de consulta e o vetor eng,
associando o vetor de consulta a mesma categoria do idioma que atingiu maior
similaridade.

Ao final, seis resultados séo retornados ao usuario: os idiomas selecionados usando
ponderacao tf-idf, booleana, tf para gramas de tamanho 2, tf para gramas de tamanho 3,
tf para gramas de tamanho 4 e tf em geral (considerando todas as trés variagoes).
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5.2 Algoritmo

Nesta secdo, serdo apresentados um esquema de entrada e saida do programa
(Figura 5.1) e um esboco do algoritmo utilizado na implementacdo do detector de
linguagem.

DLTO

Texto de entrada Vetor de termos

Consulta | +—-» Consulta

EDmpV wﬂa

Vetor de inguagem Vetor de linguagem

Portugués Inglés

' '

Similaridade = X Similaridade =Y

N e

di se X > Y: Portugués
idioma =
se X < Y- Inglés —| Consulta

idioma

Figura 5.1: Esquema de entrada e saida do programa.
Fonte: elaborada pela autora.

1. S&o carregados os vetores de linguagem representando os idiomas portugués e
inglés, que serdo utilizados para a comparacéo, passados para Bag of Words e aplicados
0s pesos de cada metrica - logo, séo gerados 5 Bag of Words para cada idioma.

2. A entrada do programa é um texto (inserido manualmente ou carregado pelo
programa), que sera tratado por consulta.

3. A consulta é adicionada diretamente a um documento do Lucene (para extracéo
dos termos de forma mais simples).

4. Esse documento é transformado em um vetor de termos, com um vetor de
frequéncias dos termos associado.

5. O vetor de termos é transformado em um Bag of Words.
6. Para cada esquema de ponderacao:

6.1. E aplicado o peso do esquema na Bag of Words da consulta.
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6.2. E aplicada a fungdo de similaridade para a consulta com o vetor
representando portugués e depois aplicada com o vetor representando inglés.

6.3. E escolhido o idioma do vetor de linguagem que possuir valor de
similaridade mais alto.

6.4. Para o esquema de ponderacdo term-frequency, que envolve a utilizacao de
gramas, o trecho € executado trés vezes: para gramas de tamanhos 2, 3 e 4, e ao final é
tirada uma media dos resultados obtidos.

7. E retornado ao usuério os resultados das comparacdes: o idioma selecionado no
caso do peso tf-idf, do booleano, do tf para gramas de tamanho 2, do tf para gramas de
tamanho 3, do tf para gramas de tamanho 4 e do tf em geral.

5.3 Lucene

Para a implementacdo da ferramenta na linguagem Java, foi utilizada a biblioteca
Lucene para extragdo dos termos e gramas dos documentos.

Apache Lucene, ou apenas Lucene, é uma API de recuperacao de informacdo open
source para indexacao e busca de documentos. Lucene ndo contém um crawler ou um
parser, ficando a critério do usuério adicionar as funcionalidades. Sdo aceitas quaisquer
entradas do tipo textual (arquivos textos, html, PDF, entre outros).

Para a implementacdo da Jess, 0 programa carrega 0s arquivos de noticias extraidos
da colecdo da Reuters e do site Wikinoticias, que sdo adicionados como documentos ao
index da Lucene. A partir desses documentos sdo criados os vetores de termos e
calculadas as frequéncias absolutas, que sdo o nucleo do programa.

Foi utilizada a classe StandardAnalyzer, que é a implementacdo de Analyzer mais
utilizada para textos na lingua inglesa e linguas baseadas em latim (APACHE, 2012). A
StandardAnalyzer cria um Tokenizer, que ir& extrair os termos e suas frequéncias de um
texto para analise.

Lucene automaticamente elimina as stop-words, e permite que o usuario defina seu
préprio conjunto de stop-words como parametro para o StandardAnalyzer. Como o
modelo adotado para a implementacdo utiliza essas palavras, foi passado como
parametro um conjunto vazio, que indica que nenhuma palavra deve ser eliminada.

Outra classe utilizada durante o desenvolvimento foi a Index, que permite a analise
de varios textos em conjunto, para busca e posterior analise de similaridade entre os
textos. Posteriormente, a analise de similaridade foi feita entre a consulta e os perfis de
linguagem ao invés de entre a consulta e os textos da base, o que fez com que a Index
seja utilizada apenas para a utilizacdo do StandardAnalyzer.

5.4 Interface do programa

Para a execucdo da Jess com apenas um texto, é possivel utilizar a interface do
programa, que permite a insercdo manual de um texto para identificacdo do idioma. Por
enquanto, a interface apenas permite a inser¢cdo manual de um texto e conta com um
botdo para execucdo, mas em uma proxima revisao espera-se tornar possivel a execugdo
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da ferramenta para uma pagina web, bastando inserir o endereco da pagina em um
campo apropriado da ferramenta. Apds a execugdo, 0 programa retorna os resultados
referentes a cada métrica no campo “Resultados”, contando com o idioma selecionado,
os valores de similaridade para ambos os idiomas, € 0 tempo de processamento para
cada métrica. A seguir, exemplos de execucdo para dois textos diferentes, um em inglés
(Figura 5.2) e um em portugués (Figura 5.3):

FEE— = e

Executar

Texto de entrada

I'd just like to point out that you were given every opportunity to succeed. There was even going to be a party for you. A big
party that all your friends were invited to_ | invited your best friend, the Companion Cube. Of course, he couldnt come,
because you murdered him. All your other friends couldnt come either, because you dont have any other friends.
Because of how unlikeable you are. It says so here in your personnel file: unlikeable. Liked by no one. A bitter, unlikeable
loner whose passing shall not be mourned. "Shall not be mourned.” That's exactly what it says. Very formal. Very official.
It also says you were adopted. So that's funny too.

Resultados

Thidf, Inglés (Similaridade: PT =0,001800 ENG =0,094962) [tempo: 82 ms]
Boolean: Inglés (Similaridade: PT=0,019941 ENG=0068287) [tempo: 25 ms]

Gramas (2): Inglés (Similaridade: PT=0582012 ENG=07371858)[tempo: 2 ms]

Gramas (3) Inglés (Similaridade: PT = 0173000 ENG =0,2318001) tempo: 12 ms]

Gramas (4): Inglés (Similaridade: PT = 0056672 ENG =0,115315) [tempo: 33 ms]

Gramas: Inglés (Similaridade: PT =0,270562 EMNG =0,390167) tempo: 47 ms]

Figura 5.2: Tela de execucdo do programa para um texto em inglés e o resultado retornado.

Fonte: elaborada pela autora.
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[l R e

Executar

Texto de entrada

Antes do tempo comecar, antes de espiritos e vida existirem...

Trés deusas douradas desceram sobre o caos que era Hyrule. .

Din, a deusa do poder...

Mayru, a deusa da sabedoria..

Farore, a deusa da coragem...

Din... Com seus flamejantes bracos fortes, cultivou o solo e criou a terra vermelha.

Mayru... Derramou sua sabedoria na terra e deu o espirito da lei para o mundo.

Farore... Com sua alma rica, produziu todas as formas de vida que iriam cumprir a lei.

As trés grandes deusas, quando terminaram seus trabalhos, partiram para o5 céus.

E sagrados tridngulos dourados permaneceram no ponto onde as deusas deixaram o mundo.
Desde entdo, os sagrados tridngulos se tornaram a base da providéncia do nosso mundo.
E, o lugar de descanso dos tridngulos se tornou o Reino Sagrado.

Resultados
Thidf: Paortugués (Similaridade: PT =0,118844 ENG =0,002095) tempo: 83 ms]
Boolean: Portugués (Similaridade: PT = 0,052584 ENG=0013339) tempo: 26 ms]

Gramas (2): Portugués (Similaridade: PT=0799196 ENG=0618872)[tempo: 3 ms]

Gramas (3) Portugués (Similaridade: PT = 0479894 ENG =0,235443) tempo: 30 ms]

Gramas (4): Portugués (Similaridade: PT = 0224149 ENG = 0,054547) tempo: 55 ms]

Gramas: Portugués (Similaridade: PT =0,501080 ENG =0,302954) [tempo: 88 ms]

Figura 5.3: Tela de execucdo do programa para um texto em portugués e o resultado retornado.

Fonte: elaborada pela autora.

5.5 Treinamento e Testes

7

A fase de treinamento é obrigatéria para algoritmos do tipo Aprendizado
Supervisionado, pois € a partir dele que a funcdo vai aprender a identificar os padroes
para classificacdo. O treinamento da Jess consiste em adicionar documentos cujos
idiomas j& sejam conhecidos nas categorias portugués e inglés, e esses documentos irdo
compor os vetores de linguagens.

Para o idioma inglés, foi utilizada a cole¢do de textos Reuters-21578, distribution
1.0 (LEWIS, 2012), uma colecdo de noticias da agéncia londrina que da nome a
colecdo, e que é dividida em 5 categorias: exchanges, orgs, people, places e topics.
Cada documento representa uma noticia. Para o idioma portugués, foram selecionadas
noticias do site Wikinoticias de 5 categorias (para manter a coeréncia com a outra base):
Ciéncia e tecnologia, Economia e negdcios, Cultura e entretenimento, Saude e Mundo.
Cada documento representa uma noticia. A escolha de utilizar mais de uma categoria se
deve ao fato de prover uma maior abrangéncia aos vocabularios ao escolher temas
variados.

Para cada idioma, foram coletadas 2000 noticias, que sdo divididas em dois
conjuntos: conjunto de treinamento (do), para analise, e conjunto de testes (d;), para
validacdo. Para utilizar a validagdo cruzada (cross-validation) em sua variagdo mais
simples, a 2-fold cross-validation (KOHAVI, 1995), para cada idioma, primeiro treina-
se com dop e entdo se aplica os testes com dj, e entdo treina-se com dj, seguido de testes
com do. Como os conjuntos serdo invertidos, € usual que ambos tenham o mesmo
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tamanho, o que nos leva a que ambos os conjuntos tenham um tamanho de 1000
documentos para cada idioma na fase de treinamento e os 2000 documentos restantes
para testes.

Cada rodada de teste é dividida em parte AB e parte BA. S8o criados 4 conjuntos:
PtbrA e PtbrB, cada um com 1000 documentos aleatérios em portugués, e EngA e
EngB, cada um com 1000 documentos aleatorios em inglés. Primeiro, para a parte AB,
utiliza-se os conjuntos B para treinamento, testando com 0s conjuntos A; para a parte
BA, inverte-se 0s conjuntos, treinando-se com 0s conjuntos A e testando com o0s
conjuntos B. Ao final de cada parte um relatorio é gerado (como mostrado na Figura
5.4), contendo o caminho do arquivo testado, a marca [ERRO] caso a linguagem
determinada por algum dos métodos difira da linguagem do documento em questéo, o
idioma determinado por cada métrica junto com os valores de similaridade para cada
idioma e o tempo que cada métrica levou para processar, além de um resumo no final do
relatério com a quantidade de acertos de cada métrica e uma média do tempo de
processamento de cada uma. Para a métrica tf, é tirada a média dos resultados obtidos
com cada uma das variac@es de tamanhos de gramas, e o tempo € considerado o total
que levou para processar as trés variacoes.

[J] Jess java [J] TestChamber.java = resultsAB.bet &3 = B8

17983 wikinews/Sadde/257 . txt -
Tfidf: Portugués  (Similaridade: PT = @,2568128 ENG = @,802349) [tempo: 82 ms]
Boolean: Portugués (5imilaridade: PT = @,868124 ENG = @,811186) [tempo: 28 ms]
Gramas (2): Portugués  (Similaridade: PT = &,888866 ENG = @,734589) [tempo: 2 ms]
Gramas (3): Portugués  (Similaridade: PT = 8,548582 ENG = @,339914) [tempo: 21 ms]

(

(

Gramas (4): Portugués Similaridade: PT = @,294519 ENG = @,123318) [tempo: 62 ms]
39 Gramas: Portugués Similaridade: PT = @,577322 ENG = @,399274) [tempo: 85 ms]
08 Tempe total: 197 ms

reuters,/Places/825.txt

1 Tfidf: Inglés (Similaridade: PT = @,8084695 ENG = 8,3380838) [tempo: 125 ms)
1 Boolean: Inglés (Similaridade: PT = @,823488 ENG = ©,111942) [tempo: 48 ms]
1 Gramas (2): Inglés (Similaridade: PT = 8,773395 ENG = @,927412) [tempo: 3 ms]

1 Gramas (3): Inglés (Similaridade: PT = 8,386352 ENG = 8,70820805) [tempo: 35 ms]
1 Gramas (4): Inglés (Similaridade: PT = 8,168991 ENG = 8,487752) [tempo: 112 ms]
1 Gramas: Inglés (Similaridade: PT = @,440246 ENG = 8,679856) [tempo: 158 ms)

99 Tempo total: 324 ms

1 Tfidf: 2ena/26e0 (lee,pe%) [tempo médioc: 92 ms]
1 Boolean: 2e00/2600 (lee,p8%) [tempo médio: 33 ms]
1 Gramas (2): 1994/2888 (99,76%) [tempo médic: 2 ms]

1 Gramas (3): 2000/20800 (166,00%) [tempo médio: 24 ms]
1 Gramas (4): 2@8@/28e@ (lee,eeX) [tempo médioc: 72 ms)
1 Gramas: 2@00/2600 (lee,20%) [tempo médioc: 99 ms]

18809 Tempo total: 469846 ms 5
Fl 11 F

Figura 5.4: Exemplo de relatério gerado pelo programa.
Fonte: elaborada pela autora.

Jess trabalhou com textos a principio puros (nas noticias € comum encontrar nomes
estrangeiros) e cujos tamanhos variam entre 1KB e 9KB. Quanto maior o texto, mais
informacdo é extraida e melhores s&o os resultados. O processamento das duas partes do
teste levou cerca de 20 minutos, e 0s resultados se encontram na proxima secéo.

O objetivo da ferramenta é a deteccdo de linguagem em textos como posts de blog
ou de jornais online, e uma tentativa de detectar o idioma de Tweets — a tentativa se
deve ao tamanho do Tweet, visto que o tipo de escrita pode variar nessa rede justamente
pela quantidade de texto permitida. Para tanto, verificou-se os limites de postagens de
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ambos. O Twitter tem um limite de 140 caracteres por mensagem, enquanto o Blogspot
ndo limita o tamanho do post, embora haja um limite de 1MB na péagina do blog,
limitando a quantidade de posts. N&o foi encontrado um limite minimo para noticias de
jornais.

Para os testes simulando posts do Blogspot e noticias de jornais, utilizaram-se as
noticias coletadas em seus tamanhos originais, que vao de alguns bytes a 9KB de texto.
Ja os testes simulando o Twitter, optou-se por truncar os textos em 140 caracteres,
cuidando para que, caso na posi¢do limite se encontre uma palavra, o texto € truncado
antes do inicio da mesma, para evitar analises equivocadas nas métricas de gramas.

5.6 Resultados

Aqui sdo apresentados os resultados dos testes descritos na secdo anterior. Cada
teste possui partes AB e BA, decorrentes da inversdo dos conjuntos de teste e de
treinamentos. Cada tabela contém a quantidade de acertos em relacdo ao total de textos
analisados e o tempo medio de processamento (em milissegundos).

As primeiras 6 tabelas representam os resultados de textos em tamanho integral,
simulando posts de blogs.

Tabela 5.1: Resultados dos testes com textos de tamanho integral: tf-idf

tf-idf AB BA

Teste Acertos Tempo (ms) Acertos Tempo (ms)
1 2000/2000 (100,00%) 99 2000/2000 (100,00%0) 104
2 2000/2000 (100,00%0) 92 2000/2000 (100,00%0) 102
3 2000/2000 (100,00%0) 94 2000/2000 (100,00%0) 101
4 2000/2000 (100,00%0) 100 2000/2000 (100,00%0) 103
5 2000/2000 (100,00%0) 103 2000/2000 (100,00%0) 105
6 2000/2000 (100,00%) 98 2000/2000 (100,00%0) 108
7 2000/2000 (100,00%0) 98 2000/2000 (100,00%0) 99
8 2000/2000 (100,00%) 99 2000/2000 (100,00%0) 104
9 2000/2000 (100,00%0) 94 2000/2000 (100,00%0) 99
10 2000/2000 (100,00%0) 92 2000/2000 (100,00%0) 93

Fonte: elaborada pela autora.
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Tabela 5.2: Resultados dos testes com textos de tamanho integral: booleano

booleano AB BA
Teste Acertos Tempo (ms) Acertos Tempo (ms)
1 2000/2000 (100,00%0) 35 2000/2000 (100,00%0) 37
2 2000/2000 (100,00%) 33 2000/2000 (100,00%0) 37
3 2000/2000 (100,00%) 33 2000/2000 (100,00%) 36
4 2000/2000 (100,00%) 35 2000/2000 (100,00%0) 37
5 2000/2000 (100,00%) 36 2000/2000 (100,00%) 38
6 2000/2000 (100,00%0) 35 2000/2000 (100,00%0) 40
7 2000/2000 (100,00%) 35 2000/2000 (100,00%) 36
8 2000/2000 (100,00%0) 36 2000/2000 (100,00%0) 38
9 2000/2000 (100,00%) 34 2000/2000 (100,00%0) 36
10 2000/2000 (100,00%) 33 2000/2000 (100,00%) 33

Fonte: elaborada pela autora.

Tabela 5.3: Resultados dos testes com textos de tamanho integral: tf (gramas de

tamanho 2)
gramas 2 AB BA
Teste Acertos Tempo (ms) Acertos Tempo (ms)
1 1997/2000 (99,85%) 2 1996/2000 (99,80%) 2
2 1995/2000 (99,75%) 2 1997/2000 (99,85%) 2
3 1997/2000 (99,85%) 2 1994/2000 (99,70%) 2
4 1993/2000 (99,65%) 2 1999/2000 (99,95%) 2
5 1997/2000 (99,85%) 2 1996/2000 (99,80%) 2
6 1998/2000 (99,90%) 2 1994/2000 (99,70%) 2
7 1995/2000 (99,75%) 2 1997/2000 (99,85%) 2
8 1998/2000 (99,90%) 2 1994/2000 (99,70%) 2
9 1999/2000 (99,95%) 2 1994/2000 (99,70%) 2
10 1994/2000 (99,70%) 2 1998/2000 (99,90%) 2

Fonte: elaborada pela autora.
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Tabela 5.4: Resultados dos testes com textos de tamanho integral: tf (gramas de

tamanho 3)
gramas 3 AB BA
Teste Acertos Tempo (ms) Acertos Tempo (ms)
1 1999/2000 (99,95%) 24 2000/2000 (100,00%) 24
2 1999/2000 (99,95%) 24 2000/2000 (100,00%) 24
3 2000/2000 (100,00%) 24 2000/2000 (100,00%0) 22
4 1999/2000 (99,95%) 24 2000/2000 (100,00%0) 25
5 1999/2000 (99,95%) 24 1999/2000 (99,95%) 24
6 2000/2000 (100,00%0) 24 1999/2000 (99,95%) 26
7 1998/2000 (99,90%) 24 2000/2000 (100,00%0) 24
8 1998/2000 (99,90%) 24 1999/2000 (99,95%) 24
9 2000/2000 (100,00%0) 24 1998/2000 (99,90%) 24
10 2000/2000 (100,00%) 24 1999/2000 (99,95%) 23

Fonte: elaborada pela autora.

Tabela 5.5: Resultados dos testes com textos de tamanho integral: tf (gramas de

tamanho 4)
gramas 4 AB BA
Teste Acertos Tempo (ms) Acertos Tempo (ms)
1 2000/2000 (100,00%0) 74 2000/2000 (100,00%0) 74
2 2000/2000 (100,00%) 80 2000/2000 (100,00%0) 75
3 2000/2000 (100,00%0) 69 2000/2000 (100,00%0) 71
4 2000/2000 (100,00%) 81 2000/2000 (100,00%0) 88
5 2000/2000 (100,00%0) 80 2000/2000 (100,00%0) 72
6 2000/2000 (100,00%0) 93 2000/2000 (100,00%0) 94
7 2000/2000 (100,00%) 78 2000/2000 (100,00%) 72
8 2000/2000 (100,00%0) 79 2000/2000 (100,00%0) 76
9 2000/2000 (100,00%0) 73 2000/2000 (100,00%) 73
10 2000/2000 (100,00%0) 72 2000/2000 (100,00%0) 71

Fonte: elaborada pela autora.
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Tabela 5.6: Resultados dos testes com textos de tamanho integral: tf (gramas em

geral)
gramas AB BA
(geral)
Teste Acertos Tempo (ms) Acertos Tempo (ms)

1 2000/2000 (100,00%0) 100 2000/2000 (100,00%) 101
2 2000/2000 (100,00%0) 107 2000/2000 (100,00%) 101
3 2000/2000 (100,00%) 96 2000/2000 (100,00%0) 96
4 2000/2000 (100,00%0) 108 2000/2000 (100,00%) 115
5 2000/2000 (100,00%0) 107 2000/2000 (100,00%0) 99
6 2000/2000 (100,00%0) 120 2000/2000 (100,00%0) 123
7 2000/2000 (100,00%0) 106 2000/2000 (100,00%0) 99
8 2000/2000 (100,00%0) 105 2000/2000 (100,00%0) 103
9 2000/2000 (100,00%0) 99 2000/2000 (100,00%) 99
10 2000/2000 (100,00%) 99 2000/2000 (100,00%0) 97

Fonte: elaborada pela autora.

A métrica booleana, que é a mais simples, acerta todos os casos e tem o melhor
tempo de processamento. Como a métrica apenas leva em conta se o termo da consulta
também consta na base, a escolha da base de dados € fundamental, o que traria erros nos
resultados caso houvesse sobreajuste.

A métrica tf-idf € a que leva mais informacdes em consideracdo: leva em conta
quantos documentos na base de dados contém o termo e 0 tamanho da base em si. Seu
resultado foi o esperado para uma métrica tdo utilizada na area de classificacdo de textos
e dadas as informacdes analisadas.

A métrica tf, utilizando gramas, mostrou também que uma analise simples gera bons
resultados. Previsivelmente, os gramas de tamanho 2 séo os que obtém o pior resultado,
visto que analisam apenas 2 letras, e 0s valores de similaridade ficam muito préximos,
mas mesmo assim atingem no minimo 99% de precisdo. Mas quando se analisam as trés
variagdes juntas, o resultado é praticamente 0 mesmo de tf-idf, sem a necessidade de
recorrer a informacdes como tamanho da base de dados.

Em geral, os resultados foram excelentes. As diferencas de similaridade foram em
geral altas para os padrdes tf-idf e booleano, que lidaram com as palavras inteiras, ndo
deixando muita margem para erros. Quando se analisaram 0s erro de gramas de
tamanho 2, verificou-se que as similaridades com os dois idiomas foram muito
parecidas, pendendo para o idioma certo em mais de 99% dos casos. O que contou para
essa quantidade de acertos foi a grande diferenca entre os dois idiomas analisados,
embora algumas palavras possuam as mesmas grafias.

As proximas 6 tabelas representam os resultados dos textos truncados para 140
caracteres, simulando posts do Twitter.
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Tabela 5.7: Resultados dos testes com textos de tamanho 140 bytes: tf-idf

tf-idf AB BA

Teste Acertos Tempo (ms) Acertos Tempo (ms)
1 2000/2000 (100,00%0) 55 2000/2000 (100,00%) 68
2 2000/2000 (100,00%0) 57 2000/2000 (100,00%) 62
3 2000/2000 (100,00%) 57 2000/2000 (100,00%0) 59
4 2000/2000 (100,00%0) 57 2000/2000 (100,00%) 58
5 2000/2000 (100,00%0) 57 2000/2000 (100,00%) 58
6 2000/2000 (100,00%0) 59 2000/2000 (100,00%0) 61
7 2000/2000 (100,00%) 57 2000/2000 (100,00%0) 57
8 2000/2000 (100,00%0) 58 2000/2000 (100,00%) 56
9 2000/2000 (100,00%0) 63 2000/2000 (100,00%) 59
10 2000/2000 (100,00%) 57 2000/2000 (100,00%0) 61

Fonte: elaborada pela autora.

Tabela 5.8: Resultados dos testes com textos de tamanho 140 bytes: booleano

booleano AB BA
Teste Acertos Tempo (ms) Acertos Tempo (ms)
1 2000/2000 (100,00%0) 18 2000/2000 (100,00%0) 22
2 2000/2000 (100,00%0) 18 2000/2000 (100,00%) 20
3 2000/2000 (100,00%) 18 2000/2000 (100,00%0) 19
4 2000/2000 (100,00%0) 19 2000/2000 (100,00%0) 19
5 2000/2000 (100,00%) 19 2000/2000 (100,00%0) 19
6 2000/2000 (100,00%0) 19 2000/2000 (100,00%0) 20
7 2000/2000 (100,00%0) 18 2000/2000 (100,00%0) 19
8 2000/2000 (100,00%0) 19 2000/2000 (100,00%0) 18
9 2000/2000 (100,00%0) 21 2000/2000 (100,00%0) 19
10 2000/2000 (100,00%0) 19 2000/2000 (100,00%0) 20

Fonte: elaborada pela autora.
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Tabela 5.9: Resultados dos testes com textos de tamanho 140 bytes: tf (gramas de

tamanho 2)
gramas 2 AB BA
Teste Acertos Tempo (ms) Acertos Tempo (ms)
1 1947/2000 (97,35%) 0 1947/2000 (97,35%) 1
2 1951/2000 (97,55%) 0 1939/2000 (96,95%) 0
3 1948/2000 (97,40%) 0 1940/2000 (97,00%) 0
4 1954/2000 (97,70%) 0 1936/2000 (96,80%) 0
5 1945/2000 (97,25%) 0 1946/2000 (97,30%) 0
6 1951/2000 (97,55%) 0 1937/2000 (96,85%) 0
7 1942/2000 (97,10%) 0 1948/2000 (97,40%) 0
8 1949/2000 (97,45%) 0 1944/2000 (97,20%) 0
9 1956/2000 (97,80%) 0 1940/2000 (97,00%) 0
10 1958/2000 (97,90%) 0 1929/2000 (96,45%) 0

Fonte: elaborada pela autora.

Tabela 5.10: Resultados dos testes com textos de tamanho 140 bytes: tf (gramas de

tamanho 3)
gramas 3 AB BA
Teste Acertos Tempo (ms) Acertos Tempo (ms)
1 1929/2000 (96,45%) 7 1929/2000 (96,45%) 8
2 1935/2000 (96,75%) 7 1952/2000 (97,60%) 7
3 1936/2000 (96,80%) 7 1945/2000 (97,25%) 7
4 1949/2000 (97,45%) 7 1933/2000 (96,65%) 7
5 1949/2000 (97,45%) 7 1933/2000 (96,65%) 7
6 1941/2000 (97,05%) 7 1944/2000 (97,20%) 7
7 1933/2000 (96,65%) 7 1952/2000 (97,60%) 7
8 1943/2000 (97,15%) 7 1943/2000 (97,15%) 7
9 1944/2000 (97,20%) 7 1934/2000 (96,70%) 7
10 1939/2000 (96,95%) 7 1943/2000 (97,15%) 7

Fonte: elaborada pela autora.
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Tabela 5.11: Resultados dos testes com textos de tamanho 140 bytes: tf (gramas de

tamanho 4)
gramas 4 AB BA
Teste Acertos Tempo (ms) Acertos Tempo (ms)
1 1961/2000 (98,05%) 19 1961/2000 (98,05%) 23
2 1966/2000 (98,30%) 20 1969/2000 (98,45%) 21
3 1964/2000 (98,20%) 20 1970/2000 (98,50%) 21
4 1970/2000 (98,50%) 20 1968/2000 (98,40%) 20
5 1975/2000 (98,75%) 21 1964/2000 (98,20%) 21
6 1972/2000 (98,60%) 26 1966/2000 (98,30%) 24
7 1967/2000 (98,35%) 23 1971/2000 (98,55%) 22
8 1970/2000 (98,50%) 21 1968/2000 (98,40%) 21
9 1969/2000 (98,45%) 21 1966/2000 (98,30%) 20
10 1969/2000 (98,45%) 20 1974/2000 (98,70%) 20

Fonte: elaborada pela autora.

Tabela 5.12: Resultados dos testes com textos de tamanho 140 bytes: tf (gramas em

geral)

gramas AB BA

(geral)

Teste Acertos Tempo (ms) Acertos Tempo (ms)
1 1961/2000 (98,05%) 27 1961/2000 (98,05%) 32
2 1962/2000 (98,10%) 28 1969/2000 (98,45%) 29
3 1972/2000 (98,60%) 28 1973/2000 (98,65%) 29
4 1979/2000 (98,95%) 28 1963/2000 (98,15%) 28
5 1978/2000 (98,90%) 29 1966/2000 (98,30%) 29
6 1976/2000 (98,80%) 35 1966/2000 (98,30%) 33
7 1971/2000 (98,55%) 31 1970/2000 (98,50%) 30
8 1974/2000 (98,70%) 29 1969/2000 (98,45%) 29
9 1977/2000 (98,85%) 29 1966/2000 (98,30%) 28
10 1977/2000 (98,85%) 28 1967/2000 (98,35%) 29

Fonte: elaborada pela autora.

Novamente, as métricas tf-idf e booleana tiveram os melhores resultados em todos
0S casos, Vvisto que lidam com o termo inteiro — e dificilmente os termos de um idioma
se encontram na base de dados do outro. A métrica tf, por outro lado, teve um
decréscimo de precisdo, apesar de se manter acima dos 96% em seu pior resultado. Isso
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se deve a pequena quantidade de texto para analisar, gerando poucas ocorréncias de
gramas e resultando em similaridades muito parecidas, algumas inclusive pendendo
para o idioma errado, 0 que era esperado. Novamente, ao se analisar o geral da métrica
tf, considerando as 3 variacbes de tamanho, o resultado é bem satisfatério para a
simplicidade da funcdo.

A nivel de comparacdo da eficicia da ferramenta com os trabalhos relacionados
(detalhados no Capitulo 2), verificou-se que TextCat atingiu 99,8% em suas melhores
configuragdes - arquivos com mais de 300 bytes e perfil com quantidades 300 e 400
gramas selecionados -, e TypeAny detectou a linguagem correta em 96,7% dos textos
do corpora multilingual gerado artificialmente. Comparando-se os resultados de
TypeAny com os de Jess para o segundo conjunto de testes, onde o Jess atinge, no pior
dos casos, 99,35% de precisdo, ao se considerar o geral de tf, mostra-se que a analise da
Jess, apesar de mais simples, apresenta resultados semelhantes.

Para comparar com o resultado do TextCat para textos com menos de 300 bytes,
foram feitos testes na Jess onde os arquivos de teste foram truncados em 300 bytes (com
0s mesmos cuidados da truncagem de 140 bytes). Os resultados da Jess seguem nas
tabelas a seguir:

Tabela 5.13: Resultados dos testes com textos de tamanho 300 bytes: tf-idf

tf-idf AB BA

Teste Acertos Tempo (ms) Acertos Tempo (ms)
1 2000/2000 (100,00%) 63 2000/2000 (100,00%) 67
2 2000/2000 (100,00%) 66 2000/2000 (100,00%) 65
3 2000/2000 (100,00%) 68 2000/2000 (100,00%) 65
4 2000/2000 (100,00%) 69 2000/2000 (100,00%) 67
5 2000/2000 (100,00%) 67 2000/2000 (100,00%) 69
6 2000/2000 (100,00%) 63 2000/2000 (100,00%) 67
7 2000/2000 (100,00%) 70 2000/2000 (100,00%) 65
8 2000/2000 (100,00%) 64 2000/2000 (100,00%) 65
9 2000/2000 (100,00%) 66 2000/2000 (100,00%) 67
10 2000/2000 (100,00%) 63 2000/2000 (100,00%) 66

Fonte: elaborada pela autora.
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Tabela 5.14: Resultados dos testes com textos de tamanho 300 bytes: booleano

booleano AB BA
Teste Acertos Tempo (ms) Acertos Tempo (ms)
1 2000/2000 (100,00%0) 21 2000/2000 (100,00%0) 22
2 2000/2000 (100,00%) 22 2000/2000 (100,00%0) 22
3 2000/2000 (100,00%) 23 2000/2000 (100,00%) 22
4 2000/2000 (100,00%) 23 2000/2000 (100,00%0) 22
5 2000/2000 (100,00%) 22 2000/2000 (100,00%) 23
6 2000/2000 (100,00%0) 21 2000/2000 (100,00%0) 22
7 2000/2000 (100,00%) 23 2000/2000 (100,00%) 22
8 2000/2000 (100,00%0) 21 2000/2000 (100,00%0) 22
9 2000/2000 (100,00%) 22 2000/2000 (100,00%0) 23
10 2000/2000 (100,00%) 21 2000/2000 (100,00%) 22

Fonte: elaborada pela autora.

Tabela 5.15: Resultados dos testes com textos de tamanho 300 bytes: tf (gramas de

tamanho 2)
gramas 2 AB BA
Teste Acertos Tempo (ms) Acertos Tempo (ms)
1 1987/2000 (99,35%) 1 1991/2000 (99,55%) 1
2 1989/2000 (99,45%) 1 1991/2000 (99,55%) 1
3 1984/2000 (99,20%) 1 1992/2000 (99,60%) 1
4 1991/2000 (99,55%) 1 1987/2000 (99,35%) 1
5 1991/2000 (99,55%) 1 1988/2000 (99,40%) 1
6 1987/2000 (99,35%) 1 1993/2000 (99,65%) 1
7 1986/2000 (99,30%) 1 1994/2000 (99,70%) 1
8 1990/2000 (99,50%) 1 1988/2000 (99,40%) 1
9 1986/2000 (99,30%) 1 1992/2000 (99,60%) 1
10 1993/2000 (99,65%) 1 1987/2000 (99,35%) 1

Fonte: elaborada pela autora.
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Tabela 5.16: Resultados dos testes com textos de tamanho 300 bytes: tf (gramas de

tamanho 3)
gramas 3 AB BA
Teste Acertos Tempo (ms) Acertos Tempo (ms)
1 1994/2000 (99,70%) 10 1995/2000 (99,75%) 10
2 1997/2000 (99,85%) 10 1992/2000 (99,60%) 10
3 1995/2000 (99,75%) 11 1992/2000 (99,60%) 10
4 1993/2000 (99,65%) 11 1992/2000 (99,60%) 10
5 1992/2000 (99,60%) 11 1997/2000 (99,85%) 10
6 1994/2000 (99,70%) 16 1995/2000 (99,75%) 10
7 1994/2000 (99,70%) 10 1993/2000 (99,65%) 10
8 1995/2000 (99,75%) 10 1993/2000 (99,65%) 10
9 1992/2000 (99,60%) 11 1995/2000 (99,75%) 10
10 1993/2000 (99,65%) 17 1994/2000 (99,70%) 10

Fonte: elaborada pela autora.

Tabela 5.17: Resultados dos testes com textos de tamanho 300 bytes: tf (gramas de

tamanho 4)
gramas 4 AB BA
Teste Acertos Tempo (ms) Acertos Tempo (ms)
1 1992/2000 (99,60%) 30 1994/2000 (99,70%) 34
2 1994/2000 (99,70%) 31 1992/2000 (99,60%) 31
3 1995/2000 (99,75%) 32 1991/2000 (99,55%) 32
4 1994/2000 (99,70%) 33 1991/2000 (99,55%) 33
5 1992/2000 (99,60%) 31 1990/2000 (99,50%) 28
6 1996/2000 (99,80%) 50 1990/2000 (99,50%) 31
7 1992/2000 (99,60%) 31 1992/2000 (99,60%) 31
8 1995/2000 (99,75%) 28 1992/2000 (99,60%) 28
9 1992/2000 (99,60%) 36 1994/2000 (99,70%) 30
10 1989/2000 (99,45%) 40 1994/2000 (99,70%) 30

Fonte: elaborada pela autora.
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Tabela 5.18: Resultados dos testes com textos de tamanho 300 bytes: tf (gramas em

geral)

gramas AB BA

(geral)

Teste Acertos Tempo (ms) Acertos Tempo (ms)
1 1999/2000 (99,95%) 41 1998/2000 (99,90%) 47
2 2000/2000 (100,00%0) 44 1996/2000 (99,80%) 43
3 1998/2000 (99,90%) 45 1999/2000 (99,95%) 45
4 1999/2000 (99,95%) 45 1997/2000 (99,85%) 45
5 1998/2000 (99,90%) 44 1999/2000 (99,95%) 41
6 1998/2000 (99,90%) 68 2000/2000 (100,00%0) 43
7 1996/2000 (99,80%) 43 2000/2000 (100,00%) 43
8 1998/2000 (99,90%) 40 2000/2000 (100,00%0) 41
9 1998/2000 (99,90%) 48 1999/2000 (99,95%) 42
10 1999/2000 (99,95%) 59 1999/2000 (99,95%) 42

Fonte: elaborada pela autora.

Como era de se esperar, os pesos tf-idf e booleano ainda possuem os melhores
resultados, pois mesmo diminuindo a quantidade de informacéo, os idiomas ainda sao
diferentes entre si, quando se comparam as palavras inteiras, com algumas excec¢des de
mesma grafia.

J& o peso tf, que utiliza gramas, chegou a 99,8% no seu pior caso (considerando o
ultimo resultado, o geral), se igualando ao TextCat. Os erros ocorrem pela quantidade
de texto ndo gerar gramas suficientes para uma maior diferenciacéo dos idiomas.
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6 CONCLUSAO

A identificacdo do idioma em que um texto foi escrito é essencial para analises de
diversos tipos, como correcao ortogréafica e traducdo. Sendo um tipo de classificacdo de
textos, existem diversas abordagens que podem solucionar o problema, e a abordagem
deste trabalho resolve o problema satisfatoriamente. O modelo vetorial é de simples
entendimento e estrutura, provendo todo o apoio necessario para a ferramenta da forma
mais facil o possivel.

O que contou muito para a eficacia da ferramenta foi o conjunto de textos
selecionados para treinamento: ambos 0s conjuntos de noticias estdo escritos
corretamente, salvo raros casos de codificacdo de caracteres, e possuem assuntos de
areas distintas, o que tornou o vocabulario abrangente.

Analises simples podem gerar excelentes resultados. Embora levasse mais
informagdes em conta, a métrica tf-idf teve o mesmo resultado que a métrica booleana,
assim como tf chegou praticamente nos mesmos resultados analisando os textos de mais
de uma maneira. Como os melhores resultados foram obtidos com a palavra inteira,
conclui-se que a identificacdo do idioma chega a melhores resultados quando se analisa
0s termos inteiros, pelo menos nos casos portugués e inglés.

A métrica booleana foi a que teve o melhor desempenho no menor tempo. Como
citado anteriormente, isso se deve a escolha do conjunto de treinamento, bem escrito e
de vocabulario abrangente.

Outra razdo foi a distingdo natural entre os dois idiomas, como foi discutido
anteriormente. Uma possivel continuacdo desse estudo seria a adicdo de mais um
idioma - por exemplo, espanhol, que é bem similar ao portugués - e verificar se a
eficacia permanece. Como ndo ha fungdes que tratam os idiomas especificamente, o
custo seria encontrar uma base de dados de qualidade e codificar mais um idioma nos
resultados. Importante notar que quanto melhor o corpora escolhido para o treinamento,
melhores os resultados de identificagdo dos idiomas.
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