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“Deixei os bosques por uma razdo tdo boa quanto a que me levou
para ld. Talvez por ter me parecido que eu tinha vdrias vidas para viver,
e ndo podia desperdicar mais tempo com aquela. E impressionante a
facilidade com que insensivelmente caimos numa determinada rotina e
fazemos pra nés uma trilha batida.”

Henry David Thoreau (1817-1862)
Walden

“Por isso, mais uma vez, somos responsdveis, também por nos.
Somos no minimo co-responsdveis pelo que fazemos com a bagagem que
nos deram para esse trajeto entre nascer e morrer. Carregamos muito
peso iniitil. Largamos no caminho objetos que poderiam ser preciosos e
recolhemos inutilidades. Corremos sem parar até que aquele fim temido,
raramente nos sentamos para olhar em torno, avaliar o caminho, e
modificar ou manter nosso projeto pessoal.”

Lia Luft (2003)

Perdas e Ganhos



TABACARIA

(ALVARO DE CAMPOS)

"Fiz de mim o que ndo soube,
E o que podia fazer de mim ndo o fiz.

O dominé que vesti era errado.
Conheceram-me logo por quem ndo era e
ndo desmenti, e perdi-me.

Quando quis tirar a mdscara,
Estava pegada a cara.
QUANDO A TIREIEME VIAO
ESPELHO,

JA TINHA ENVELHECIDO."

A VIDA
(MARIO QUINTANA)

A vida sdo deveres que trouxemos para
fazer em casa.

Quando se vé, jd sdo seis horas!
Quando se vé, jd é sexta-feira...
Quando se vé, jd é Natal...

Quando se Vvé, jd terminou o ano...
Quando se vé, perdemos o amor da nossa
vida...

Quando se vé, passaram-se 50 anos!
Agora, é tarde demais para ser reprovado...
Se me fosse dado, um dia, outra
oportunidade, eu nem olhava o relogio.
Seguiria sempre em frente e iria jogando,
pelo caminho, a casca dourada e iniitil das
horas.

SEGURARIA O MEU AMOR, QUE ESTA
HA MUITO A MINHA FRENTE, E DIRIA
EU TE AMO.

Dessa forma, eu digo: ndo deixe de fazer
algo que gosta devido a falta de tempo.
Nado deixe te ter alguém ao seu lado por puro
medo de ser feliz.

A tnica falta que terd, serd desse tempo que
infelizmente...

Nao voltard...."

AOS MOCOS
(CORA CORALINA)

Eu sou aquela mulher
a que o tempo muito ensinou.
Ensinou a amar a vida.

Nado desistir da luta.
Recomecar na derrota.

Renunciar a palavras e pensamentos negativos.

Acreditar nos valores humanos.
Ser Otimista!

Creio numa forca imanente
que vai ligando a familia humana
numa corrente luminosa
de fraternidade Universal.

Creio na solidariedade Humana
Creio na superacdo dos erros
e angtistias do presente.

Acredito nos mogos.
Exalto sua confianga,
generosidade e idealismo.
Creio nos milagres da ciéncia
e na descoberta de uma profilaxia futura
dos erros e violéncias do presente.

APRENDI QUE MAIS VALE LUTAR
DO QUE RECOLHER DINHEIRO FACIL.
ANTES ACREDITAR DO QUE DUVIDAR.
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RESUMO

As pessoas t€m acesso a uma vasta gama de informag¢des devido a grande oferta e aos
recursos da Internet, porém despendem muito tempo na busca do que realmente é
interessante ou Uutil para elas. A dificuldade de encontrar a informacdo correta é
aumentada quando a informagdo disputa a aten¢do de uma pessoa com uma série de
outras informacdes nio tdo relevantes.

Procurando minimizar esta dificuldade e auxiliar no acesso a informacdo
interessante, sdo aplicados desde sistemas de recuperagdo de informacdo até sistemas de
filtragem de informacdo. Os sistemas de recuperagdo sdo amplamente difundidos na
Internet através dos motores de busca (por exemplo, google.com, av.com,
citeseer.ist.psu.edu), porém um problema neste tipo de aplicacdo constitui-se na
necessidade do usudrio apresentar os termos (palavras-chave) que sdo relevantes para a
consulta.

A filtragem de informacdo, tendo como representante os Sistemas de
Recomendagdo, surge como uma nova abordagem que procura liberar o usudrio da
exigéncia de criar consultas com palavras-chave, ou seja, a filtragem baseada em
conteido procura casar o perfil do usudrio e o conteido dos itens a serem
recomendados, e entdo, oferecer alguns destes itens aos usudrios. Por fim, surgiram
sistemas que ndo se baseavam na andlise do contetido dos itens, mas sim na reputacéo
de um item junto aos outros usudrios, ou seja, o usudrio recebe a recomendacgdo de um
item que pode ser do seu interesse frente a colaborag@o de outros usudrios que avaliaram
o item. A questdo maior nesta abordagem estd no quanto a opinido de um usudrio que
avaliou um item é relevante para servir como colaboracdo na elaboracio da
recomendacdo para outro usudrio.

Esta tese constitui-se em uma proposta para modelar e incluir a relevancia da
opinido do usudrio no processo de recomendagdo colaborativa, ou seja, apresenta uma
abordagem de Sistemas de Recomendagdo para recomendar itens baseando-se em
informacdo adicional — definida como relevancia da opinido do usudrio — além das
tipicas informacdes utilizadas na grande maioria dos Sistemas de Recomendagdo. Esta
inclusdo da relevincia da opinido constitui-se em uma alternativa para que o usudrio
alvo da recomendacdo consiga identificar qual a importincia de um determinado item
recomendado frente a relevancia de opinido dos recomendadores. A idéia apresentada é
a de que pessoas com maior relevancia de opinido poderiam melhor avaliar e
recomendar itens.

Palavras-Chave: Sistemas de Recomendacdo, Modelagem de Perfil de Usuadrio,
Sistemas Multiagentes, Mineragdo de Dados e Comunidades Virtuais.



“Applying user’s opinion relevance in a Recommender System to
Researchers.”

ABSTRACT

Nowadays, people have access to a huge amount of information due to the Internet's
resources. However they spend too much time searching for interesting, adequate or
useful information. The difficulty to find worthwhile information increases when
interesting things dispute the user's attention.

Information retrieval and information filtering systems are applicable in order to
minimize search difficulties, aiming to aid the user in the search for worthwhile
information. Information retrieval systems are widely spread in the Internet through
search engines (e.g., google.com, av.com, citeseer.ist.psu.edu). However there is a
problem in this kind of application, which consists in compelling the user to know the
terms (keywords) that are relevant for the search.

Recommender Systems are an information filtering solution. They present a
different approach that frees the user from creating queries with keywords. It means that
the system tries to match the user's profile (historical interests) with the content of items
to be recommended, and then offers these items to the user (recommendee). In parallel,
an alternative approach to item recommendation was proposed, this one based on the
offering of items based on other users’ opinion, i.e. the user receives an item
recommendation based on the evaluation of other users (collaborative filtering or social
filtering). However, a different question is raised here — how much the opinion of a user
who evaluated an item is relevant to be employed in the recommendation process
applying a collaborative method?

This thesis presents a new approach to model and include in the collaborative
recommendation process additional information named Recommender's Rank, which
represents the relevance of the user's opinion and complements the typical information
used in the large majority of Recommender Systems. This approach is an alternative to
aid the user to identify the importance of a recommended item based on other users'
opinions, as people with higher relevance of opinion are more likely to better evaluate
and recommend items.

Keywords: Recommender Systems, User Modeling, Multiagent Systems, Data Mining
and Virtual Web Communities.



1 INTRODUCAO

Todas as pessoas dependem de informacgdes para realizar de maneira adequada suas
atividades didrias, sejam estas de carater profissional ou pessoal. A grande questdo
refere-se a onde concentrar esfor¢cos para busca-las. Caso seja analisada a quantidade de
informacdo disponivel atualmente, poder-se-ia concluir que uma pessoa estd exposta a
uma quantidade de informacdo muito maior do que conseguiria lidar.

As pessoas, normalmente, despendem muito tempo na busca de uma informagao
que realmente seja util ou interessante, pois esta informacdo muitas vezes disputa a
atenc¢do de uma pessoa com uma série de outras informacdes, o que pode prejudicar a
sua tomada de decisdo ou o foco da sua andlise.

Zaiane afirma que atualmente a produgdo de informagdo é maior do que um
individuo poderia lidar durante todo o seu tempo de existéncia [ZAI 2000]. Verifica-se
que este aumento considerdvel na quantidade de informacdo disponivel deve-se em
muito ao rdpido desenvolvimento da Internet — uma das fontes mais democraticas de
informagdes da atualidade. Nesta rede, qualquer pessoa pode incluir informagdes que
passardo a fazer parte deste grande repositdrio tipicamente distribuido. Este aumento
considerdvel somado a democratizacdo no uso (onde um individuo apenas necessita de
um computador e um provedor de acesso para fazer parte desta grande rede) e rdpido
aumento no ndmero de usudrios ao redor do mundo, tém permitido a formagao de uma
sociedade de informacdao [MUR 2004] [HAG 97] de aspecto global (também referida
como comunidades virtuais ou Internet-mediated Communities) [WEL 2002] [BEC
2005].

Esta sociedade apresenta um aumento considerdvel em nimero de individuos e
uma producio jamais vista, o que resulta em uma super oferta de informagdo. Por um
lado esta super oferta e democratizacdo da informagfo apresenta pontos positivos tais
como a possibilidade de que todos tenham acesso ao seu conteido, porém por outro
lado apresenta alguns pontos negativos, como a dificuldade de encontrar exatamente o
que se deseja, ou seja, aquela informacdo que efetivamente ird auxiliar na atividade
desempenhada [MON 2003].

Com esta grande oferta ocorre uma sobrecarga de informacdo (information
overload), onde o usudrio pode vir a sentir-se perdido, sem estimulo ou ajuda
apropriada para conseguir encontrar entre tanta informacao aquela que realmente podera
atendé-lo [BEL 2000]. A questdo que pode ser levantada neste momento refere-se a —
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qual recurso o usudrio poderia utilizar para diminuir esta sensacdo de sobrecarga? Uma
possibilidade sdo os varios motores de busca oferecidos pela Internet. Como exemplo de
motores de busca, amplamente divulgados na Internet, pode-se citar: AltaVista
(www.av.com), Google (www.google.com), Google Scholar (scholar.google.com),
MetaCrawler (www.metacrawler.com), HotBot (www.hotbot.com), Lycos
(www.lycos.com) e um dos precursores, o Yahoo (www.yahoo.com). Estes motores de
busca sdo muito tteis na chamada recuperacdo de informagdes, ou seja, na aplicagdo de
técnicas que procuram apresentar toda a informacao que “casar” com as palavras-chave
de uma consulta realizada pelo usudrio.

Um problema deste tipo de ferramenta € que o usudrio obriga-se a explicitar o
seu interesse, ou seja, deve saber apresentar as palavras-chave que sdo relevantes para a
consulta. Estas ferramentas apresentam-se como excelentes solugdes, porém retornam
uma quantidade muito grande de links, sendo que a grande maioria destes links ndo
apresenta a qualidade que o usudrio espera. A grande questdo hoje seria o quanto estas
ferramentas estdo sendo realmente tteis para o usudrio encontrar a informagdo desejada
[MON 2003].

Procurando auxiliar na solucdo do desafio de encontrar informacdes uteis,
surgem novas propostas de sistemas que buscam focar ndo somente na recuperacdo de
informacao pelo casamento de consulta e contetido, mas procuram focar na filtragem de
informagdao e possivel recomendacdio das mesmas. Este esforco na busca por
informagdes uteis poderia ser altamente amenizado caso os usudrios da Internet fossem
encorajados a disseminar suas informacdes e dividir suas opinides com outros
individuos, estabelecendo uma cultura de compartilhar informagdes (information
sharing) [LUE 98].

No mundo real a recomendag@o de produtos, servigos ou qualquer tipo de item
constitui-se em uma pratica muito antiga, podendo ser feita através do que Pattie Maes e
Paul Resnick denominam de recomendagdo boca-a-boca (word-of-mouth) [RES
97][SHA 95]. Surge desta forma o que foi denominado pelos autores de Sistema de
Recomendacdo. Este tipo de sistema deve aprender sobre o usudrio do sistema para
entdo poder recomendar produtos, servicos ou qualquer outro tipo de item [RES 97],
apresentando algumas limitacdes técnicas como, por exemplo, o problema de
superespecializacdo, o qual refere-se ao fato do sistema sé conseguir recomendar itens
muito semelhantes aqueles que o usudrio ja avaliou, tornando-se, com o passar do
tempo, um sistema pouco atraente ao usudrio.

Segundo Miquel Montaner [MON 2003] as pesquisas na drea de Inteligéncia
Artificial tém empregado vdrios recursos na solu¢do do problema de busca e
recomendacio da correta informag@o. Estes recursos aplicam uma extensdo dos motores
de busca, utilizando motores personalizaveis, Sistemas de Recomendacdo, agentes de
software (assistentes inteligentes), mineragdo de dados na Web, tudo para facilitar este
processo de busca de informagdes e recomendagdo acertada. Segundo John Riedl [RIE
98], o paradigma de agentes pode auxiliar na realizacdo desta atividade por incluir
individuos computacionais e autobnomos. Em um de seus artigos Pattie Maes [MAE 94]
apresenta preocupagdo com esta sobrecarga de informagdes a que o usudrio estd exposto
e afirma que a combinag¢do de modelagem de preferéncias do usudrio, constru¢io de



21

modelos e modelagem de padrdes sociais com agentes inteligentes, poderia auxiliar a
suprir a necessidade de informacdes.

Assistentes inteligentes podem auxiliar na realizagdo da tarefa de decidir a forma
mais acertada do que deve ser recomendado ao usudrio e como. Os assistentes
inteligentes ou agentes de software sao entidades modulares e autbnomas [BRW 98], e
encontram seu embasamento tedrico na Inteligéncia Artificial (IA) e na Inteligéncia
Artificial Distribuida (IAD). Estes se constituem em especialistas no trabalho que
realizam e ndo trabalham isoladamente, mas de forma cooperativa tentam resolver um
problema da melhor maneira possivel, caracterizando uma area da Inteligéncia Artificial
Distribuida denominada de Sistemas Multiagentes [WEI 99] [FRE 2002] [SIN 99]
[YOS 99].

Com o crescimento dos recursos oferecidos pela Internet, a possibilidade de
substituir a presenca fisica pela eletronica neste tipo de atividade tomou forma [MAE
94]. Muitas das atividades desempenhadas pelos usudrios poderiam ser delegadas a
assistentes inteligentes [BRA 97] [ETZ 95], os quais teriam a finalidade de auxilid-los
na busca de informagdes interessantes [BOL 98], deixando tempo disponivel para que o
usudrio realize outras atividades. Uma aplicacdo interessante resultante da unido da

abordagem de Sistemas Multiagentes e filtragem de informacdo, é apresentada por
Moukas [MOU98] no sistema denominado Amalthaea.

1.1 Motivacao

A Internet, sem sombra de ddvidas, tornou-se a maior fonte de informagdes para os
usudrios. O problema estd na dificuldade de um usudrio encontrar informagdes
realmente relevantes e confidveis para a realizacdo de seu trabalho. Existem muitos sites
e geralmente as informacdes sdo disponibilizadas por outros usudrios, sendo assim a
questdo seria qual fonte consultar. Possivelmente a melhor fonte serd oferecida pelo
usudrio que tiver maior conhecimento ou relevancia de opinido na drea em que este
disponibiliza informacoes.

Cinco pontos podem ser destacados como sendo motivadores para esta tese de
doutorado:

1°) a crescente sobrecarga de informacdo a que os usudrios tém sido submetidos;

2°) o desafio de encontrar o que lhes interessa, constituindo informagéo util e
interessante;

3°) a dificuldade de identificar outros usudrios que partilhem de interesses e
gostos comuns;

4°) a falta de uma métrica que represente a relevancia da opinido de usudrios em
Sistemas de Recomendacao;

5°) a necessidade de lidar com o problema da superespecializagao.
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1.2 O que é a tese

Esta tese constitui-se em uma proposta para modelar e incluir a relevancia da opinido do
usudrio no processo de recomendagdo colaborativa, ou seja, apresenta uma abordagem
de Sistemas de Recomendacdo para recomendar itens baseando-se em informacgdo
adicional definida como relevéncia da opinido do usudrio, além das tipicas informagdes
utilizadas na grande maioria dos Sistemas de Recomendacao.

A tese busca modelar a relevancia da opinido dos usudrios nas suas respectivas
dreas de interesse, e aplicar esta relevancia ao recomendar itens aos usudrios de
Sistemas de Recomendacio.

Cabe destacar nesta secdo que esta tese concentra seu foco em modelar a
relevincia da opinido de usudrios (autoridade) para aplicagdo em Sistemas de
Recomendacdo, e ndo em relagdes de confianca (frust) entre usudrios e nem reputacio
(reputation) de usudrios de Sistemas de Recomendacao.

1.3 Objetivos

O objetivo principal desta tese de doutorado é permitir modelar a relevancia da opinido
de um usudrio em seu dominio de atuagdo e desta forma contribuir para a area de
Sistemas de Recomendagdo a partir da inclusdo de uma métrica que representa a
relevancia da opinido.

Objetivos Especificos:

1°) criagdo de um modelo genérico que permita a identificacdo da relevancia da
opinido do usudrio em um Sistema de Recomendacio;

2°) aplicar o modelo desenvolvido no processo de recomendacgdo colaborativa;

3°) buscar reduzir a problematica da superespecializacao.

1.4 Contribuicoes da tese

As principais contribui¢des desta tese para a drea de Sistemas de Recomendagio estdo
listadas a seguir:

1) Uma grande questdo em Sistemas de Recomendagéo refere-se a defini¢do da
relevincia da opinido de quem participa de um Sistema de Recomendacio,
uma vez que em filtragem colaborativa, a opinido de um usudrio sobre dado
item é fundamental. Nesta tese, ¢ apresentado um modelo completo que
permite representar em Sistemas de Recomendacio a relevancia da opinido de

um usudrio para sua drea de interesse.

2) Uma outra questdo de relevancia para a comunidade que pesquisa os Sistemas
de Recomendacdo recai sobre a dificuldade do sistema criar o perfil
atualizado dos usudrios, uma vez que na grande maioria dos sistemas o
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usudrio tende a possuir um perfil estético, ou seja, ndo progride com o passar
do tempo, causando desinteresse dos usudrios. Nesta tese, € apresentado um
framework, que procura auxiliar na preservacdo dos usudrios, pois através da
aplicacdo do mesmo, pode-se predizer novos interesses dos usudrios,
baseando-se para tanto na opinido do grupo, e “surpreender” o usudrio com
novas ofertas de produtos (itens) em dreas de interesse distintas.

3) A apresentag@o e especificagdo de uma arquitetura completa de Sistema de
Recomendagdo baseada em agentes de software e mineragdo de dados
constitui-se em uma outra contribui¢@o deste trabalho.

4) Uma nova abordagem no célculo da recomendacdo de um item ao usudrio do
sistema de recomendacdo. A inclusdo da relevincia da opinido do usuério que
avalia um item no célculo de predicdo de um item para um usudrio alvo
constitui-se em contribuicdo para a drea de Sistemas de Recomendacao.

1.5 Organizacio do Texto

O texto desta tese encontra-se organizado em oito capitulos, incluindo os capitulos da
Introdugdo, Conclusio e Bibliografia.

No Capitulo 2 sdo apresentados os conceitos de Sistemas de Recomendacao,
filtragem de informacao, recuperacio de informacao, técnicas para recomendacéo e suas
limitacdes. O contetido deste capitulo foi publicado parcialmente em [CAZ 2005d].

No terceiro capitulo é descrito em detalhes e exemplificado o Modelo para
Determinacdo da Relevincia da Opinido do Recomendador (Mo-DROP), modelo
publicado em sua totalidade em [CAZ 2005b], e parcialmente em [MIL 2005]. Também
¢ descrita a nova abordagem para o cdlculo da recomendacdo utilizando a relevéancia da
opinido como um dos fatores [SIL 2005]. O modelo proposto atende mais
especificamente a primeira contribui¢do descrita na Secdo 1.4 e a abordagem de como
calcular a recomendacdo atende a quarta contribui¢ao descrita na mesma se¢ao.

O Capitulo 4 descreve em detalhes e exemplifica o framework para predicao de
interesse do usudrio (F-UIP) baseado em tarefa de mineracdo de dados, para predizer
interesses dos usudrios em Sistemas de Recomendacdo. Este framework foi publicado
em sua totalidade em [CAZ 2005c], as propostas iniciais do mesmo foram publicadas
em [CAZ 2003], [CAZ 2004] e [CAZ 2005a]. Este framework apresenta uma proposta
de solucdo para minimizar a problemdtica da superespecializacio em Sistemas de
Recomendagdo descrita no objetivo da tese, e atende mais especificamente a segunda
contribuicdo descrita na Se¢do 1.4.

No Capitulo 5 é apresentado em detalhes o protétipo desenvolvido bem como a
arquitetura multiagentes proposta. A descricdo do protétipo foi publicada de acordo com
seu progresso em [CAZ 2003], [CAZ 2004], [CAZ 2005a], [BRE 2005], [MIL 2005],
[SIL 2005] e [CAZ 2006]. Este Capitulo descreve cada um dos agentes bem como as
suas interacdes, tarefas e arquitetura interna. Esta arquitetura constitui-se na terceira
contribuicdo descrita na Se¢do 1.4.
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O sexto capitulo apresenta os experimentos realizados (e seus resultados) com a
utilizacdo de base de dados real e com a participacio de académicos (neste caso
buscando verificar a percep¢do dos mesmos quanto ao ganho com as solugdes propostas
por esta tese).



2 SISTEMAS DE RECOMENDACAO

A quantidade de informagdo produzida e disponibilizada pela Internet pode ocasionar
uma sobrecarga sobre o usudrio final. Devido a este problema vérias tecnologias t€m
surgido visando apoiar a selecdo, recuperacio e filtragem da informagdo desejada ou de
interesse do usudrio. Esta recuperacdo na maioria das vezes é realizada por uma
apresentacdo explicita das necessidades do usudrio, ou seja, uso de palavras-chave.

A demanda por tecnologias de filtragem de informacdo nao é algo novo, como
afirma Loeb [LOE 92]. A preocupagdo com a filtragem de informacao j4 vem de longa
data. Peter Denning j4 escrevia no volume 25 da Communications of ACM do ano de
1982 [DEN 82] sobre a preocupagdo no que se refere a quantidade de informacgdo que
estava sendo gerada pelos diversos tipos de sistemas e recebida pelos usudrios (o que o
autor denominou de eletronic junk). Ele destacava que toda a atencdo estava
concentrada na geracdo da informagdo para suprir as necessidades do usudrio, e
destacava que ja era tempo de comecar a se preocupar com o recebimento da
informacao, ou seja, o processo de controlar, recuperar e filtrar a informacgdo para que
esta alcancgasse a pessoa que deveria realmente utiliza-la.

A questdo maior € como deve ser entendida a expressdo filtragem de
informacdo. Para Belvin [BEJ 92] a filtragem de informacg@o é o nome utilizado para
descrever uma variedade de processos que envolvem a entrega de informacdo para as
pessoas que realmente necessitam delas. Segundo o autor este termo tornou-se muito
popular, e artigos técnicos descrevem aplicacdes focadas em filtragem aplicada a e-
mail, documentos eletrdnicos em escritérios, mas ndo fica clara a distin¢do entre
filtragem e processos relacionados com recuperagéo de informagdes somente.

Um sistema de filtragem de informacdo geralmente apresenta as seguintes
caracteristicas [BEJ 92]:

1.Constitui-se em um sistema projetado para suportar e trabalhar com dados nao
estruturados ou semi-estruturados. Isto contrasta bastante com as aplicagdes
tipicas de banco de dados, as quais envolvem dados altamente estruturados.

2.Sistemas de filtragem de informagdo lidam basicamente com informagdo
textual, incluindo também dados de imagem, voz, e video.



26

3.Sistemas de filtragem envolvem grande quantidade de dados. Aplicacdes
tipicas devem lidar com gigabyfes de texto ou com grande quantidade de dados
de outras midias.

4 Filtragem também tem sido usada para descrever a maneira de acessar e
recuperar informacdes a partir de base de dados remotas, neste caso os dados sdo
um resultado de pesquisa na base de dados. Este cendrio € bastante utilizado por
desenvolvedores para gerar “agentes inteligentes” para buscas.

5.Filtragem baseia-se na descricdo das preferéncias (perfis) de individuos ou
grupos. Segundo o autor os perfis representam os interesses de longa duracio.

2.1 Recuperacao de Informacao

Segundo Belvin [BEJ 92] existem muitas semelhangas entre os termos filtragem e
recuperacdo de informacgdo, mas mesmo assim, € possivel realizar uma separagdo entre
estas terminologias. Uma defini¢do apresentada por Robertson (Robertson apud [BEJ
92]) diz que um sistema de recuperacdo € assim considerado se o mesmo tiver a
funcionalidade de conduzir o usudrio para aqueles documentos que melhor irdo habilita-

lo a satisfazer as suas necessidades de informacao.

Segundo Foltz e Herlocker [FOL 92] [HER 2000] as aplica¢des de recuperacio
de informacgdo envolvem tecnologias de consulta e indexacdo baseadas na andlise
automdtica do conteido do item, essencialmente para documentos textuais. Indexar
pode ser descrito como o processo de examinar cole¢des de conteddos e criar uma
estrutura de dados que contenha descricdes dos itens avaliados. Uma das questdes
chaves neste processo estd na identificacdo do que é realmente importante e do que é
irrelevante, sendo que retirar o que € irrelevante é fundamental. A identificacdo de
termos semelhantes também € importante para que ndo ocorra perda de contetddo dito
relevante, ou seja, caso seja solicitada a recuperag@o de informacdes relacionadas com o
assunto “agentes cognitivos”, seria importante recuperar contetidos, por exemplo,
referentes a “modelagem de conhecimento™.

Os sistemas de recuperacdo sao uma 6tima solugdo para os usudrios que sabem
realmente o que desejam buscar, ou seja, os que sabem definir com alguma exatidao os
termos de sua consulta, mas muito pode ser perdido pelo fato do usudrio ndo ter
conhecimento de outros conteidos que também seriam interessantes.

Os motores de busca de informagdes disponiveis na Internet sio os maiores
exemplos de ferramentas para recuperagdo de informagdes. Estas ferramentas sdo muito
uteis na aplicacdo de técnicas que procuram apresentar toda a informacéo que casar com
uma consulta realizada pelo usuario. Um problema deste tipo de aplicacdo € que o
usudrio é obrigado a explicitar o seu interesse, ou seja, o mesmo deve saber apresentar
exatamente os termos que sdo relevantes para a busca (palavras-chave). Neste tipo de
ferramenta o usudrio deve estar disposto a despender um tempo significativo nas buscas
através da aplicacdo de esfor¢co proprio [LUE 98] [HER 2000]. Até um certo ponto estas
ferramentas apresentam-se como solugdes excelentes no processo de recomendacdo,
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retornando uma grande quantidade de links, porém a grande maioria dos links nio
apresenta a qualidade que o usudrio esperava.

2.2 Filtragem de Informaciao X Recuperacio de Informacao

As expressdes “recuperagdo de informacdo” e “filtragem de informacdo” descrevem
solugdes que procuram auxiliar na resolu¢do de problemas referentes a busca de
informagdes. A expressdo ‘“recupera¢do de informagdo” tradicionalmente envolve
armazenamento, indices, e tecnologia para recuperacdo de documentos textuais. Para
que a recuperacdo realmente ocorra o usudrio deve descrever sua necessidade de
informacg@o para que uma consulta seja realizada. A partir deste momento, o sistema
busca casar a necessidade explicitada com os documentos armazenados. Este tipo de
abordagem tende a manter uma base com caracteristica mais estitica no armazenamento
das informagdes, sendo que a interacdo com o sistema acontece por iniciativa do
usudrio.

Diferentemente da recuperacdo [FOL 92] a filtragem propde uma abordagem
distinta. Esta abordagem geralmente mantém um perfil dos interesses do usudrio. Neste
tipo de sistema o grande diferencial estd na existéncia da especificacdo clara de um
perfil. A idéia é que esta abordagem tenha como caracteristica um maior tempo de
duracdo no que tange ao casamento de interesses, ou seja, a filtragem néo se refere ao
momento, mas sim as preferéncias, enquanto que a recuperacdo baseia-se na percepgao
de uma necessidade do momento pelo usudrio. Esta filtragem deve ser aplicada a cada
novo item adicionado na base de dados procurando verificar se este atende ao usudrio.

2.3 Sistemas de Recomendacao

Com a quantidade de informagdes e com a disponibilidade facilitada das mesmas pelo
uso da Internet, as pessoas se deparam com uma diversificagdo muito grande de opcdes.
Muitas vezes uma pessoa ndo possui nenhuma ou quase nenhuma experiéncia pessoal
para realizar escolhas entre as vdrias alternativas que lhe sdo apresentadas durante uma
busca por informacdes.

A questdo relevante neste momento refere-se a como proceder nestes casos. Para
minimizar as ddvidas e necessidades que temos frente & escolha entre alternativas,
geralmente confiamos nas recomendacdes que sdo passadas por outras pessoas, as quais
podem chegar de forma direta (word of mouth) [SHA 95], cartas de recomendagao,

opinides de revisores de filmes e livros, impressos de jornais, entre outras.

Os sistemas de recomendacio ja ndo sdo novidade na aplicagdo em empresas e
na Internet [AGG 99] [SLY 2002]. Tradicionalmente, os Sistemas de Recomendagio
lidam com aplica¢gdes que juntam dois tipos de entidades: usudrios e itens. Resnick e
Varian [RES 97] definem Sistemas de Recomenda¢do como sistemas que utilizam as
opinides de uma comunidade de usudrios para auxiliar individuos desta mesma
comunidade a identificarem conteddos de interesse em um conjunto de opgdes que
poderiam caracterizar uma sobrecarga.
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Segundo Schafer [SCH 99] [SCH 2001] os Sistemas de Recomendacdo sdo
usados pelos sites de comércio eletronico para sugerir produtos para seus clientes e
fornecer informacgdes que procuram auxiliar os clientes sobre qual produto deve ser
adquirido.

Os Sistemas de Recomendacdo auxiliam no aumento da capacidade e da eficdcia
deste processo de indicacdo ja bastante conhecido na relacdo social entre seres humanos
[RES 97]. Em um sistema tipico as pessoas fornecem avaliacdes de itens como entrada
e o sistema agrega e direciona estas recomendacdes para os individuos considerados
potenciais interessados neste tipo de recomendagdo. Um dos grandes desafios deste tipo
de sistema € realizar o correto casamento entre os itens que estdo sendo avaliados e os
usudrios que estdo recebendo a referida recomendacéo, ou seja, definir e descobrir este
relacionamento de interesses.

O processo de recomendag@o inicia com a especificacdo de um conjunto inicial
de pontuagdes que sdo fornecidas pelos usudrios de forma explicita, ou de forma
implicita inferida pelo Sistema de Recomendagdo. Uma vez que esta pontuagdo é
fornecida, o Sistema procura estimar a pontuagdo pela fun¢do R para o par (usudrio,
item) nos itens ainda ndo pontuados pelo usudrio alvo [ADO 2005].

R: Usudrios x Itens = Pontuacées (1)

Conceitualmente, uma vez que a fungdo R ¢é estimada para todo dominio de
Usuadrios x Itens, um Sistema de Recomendacio pode selecionar o item i’, com a maior
pontuagdo (ou um conjunto dos K itens com as maiores pontuagdes) para O usuario u e
recomendar estes itens para o usudrio alvo [ADO 2005].

Vu € Usudrios, i’, =arg Max R(u,i) (2)
i € Itens

Os proponentes do primeiro Sistema de Recomendag@o denominado Tapestry
[GOD 92], criaram a expressdo “filtragem colaborativa”, visando designar um tipo de
sistema especifico no qual a filtragem de informacdo era realizada com o auxilio
humano, ou seja, pela colaboracdo entre os grupos de interessados. Resnick [RES 97]
prefere utilizar a expressdo Sistemas de Recomendag¢do, por ser um termo genérico e
defende este posicionamento por dois motivos: primeiro porque os recomendadores
podem ndo explicitar colaboracdo com os que as recebem, pois um pode ndo conhecer o
outro, e por ultimo os recomendadores podem sugerir itens de interesse particular,
incluindo aqueles que poderiam ser desconsiderados. A questdo aqui é como verificar o
real interesse em colaborar, pois na realidade as recomendacdes esbocadas pelos
recomendadores estdo concentradas em seus interesses proprios, na verdade o grupo a
ser formado para receber as recomendagdes deveria pelo menos apresentar individuos

com interesses comuns (explicitos) ou comportamento comum (implicito).

Sistemas de filtragem colaborativa e sistemas de filtragem baseada em contetddo
sdo tipos de Sistemas de Recomendagdo que aplicam abordagens distintas, mas possuem
como finalidade dnica a recomendagdo de itens para os usudrios. Montaner [MON
2003] destaca que existe um terceiro tipo de filtragem de informacdo denominada de
filtragem demografica. A filtragem demogréfica, por sua vez, utiliza a descri¢do de um
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individuo para aprender o relacionamento entre um item em particular e o tipo de
individuo que poderia vir a se interessar. Este tipo de abordagem utiliza as descri¢des
das pessoas para conseguir aprender o relacionamento entre um item e o tipo de pessoa
que gostaria deste item [PAZ 99].

Existem pesquisas como as descritas em [SAR 2000] [PRE 99] [TER 2001]
[HAH 2002] [MON 2003] [ADO 2005a] que abordam o assunto Sistemas de
Recomendacgdo em detalhes. Estes artigos apresentam a andlise de alguns Sistemas de
Recomendacio e de diferentes tecnologias aplicadas a estes sistemas.

2.4 Técnicas de Filtragem aplicadas a Sistemas de Recomendacao

A seguir sdo descritas trés técnicas aplicadas a Sistemas de Recomendacio, segundo os
autores Herlocker [HER 2000] e Ansari [ANS 2000].

2.4.1 Filtragem Baseada em Contetiido

Segundo Herlocker [HER 2000], por muitos anos os cientistas t€ém direcionado seus
esforgos para aliviar o problema ocasionado com a sobrecarga de informagdes através
de projetos que integram tecnologias que automaticamente reconhecem e categorizam
as informacdes. Os sistemas baseados nesta técnica t€ém como objetivo gerar de forma
automadtica, descri¢des dos conteddos dos itens e comparar esta descricdo de cada item
com a descri¢do dos interesses dos usudrios ou com o histérico de consumo do mesmo
[BAL 97], visando verificar se o item € ou ndo relevante para o usudrio em questao.

A descricdo de interesses do usudrio € obtida através de informagdes fornecidas
pelo préprio usudrio, através de uma consulta, ou aprendendo com os itens que o
usudrio consome (aqueles que o usudrio gostou). Esta técnica é chamada de filtragem
baseada em contetido (FBC) [HER 2000] [ANS 2000] porque o sistema realiza
filtragem baseada na andlise de contetdo do item e no perfil do usudrio.

Muitas ferramentas que aplicam esta forma de filtragem aplicam a técnica de
indexac¢do de freqii€ncia de termos (Salton apud [HER 2000]). Neste tipo de indexacgao,
informacdes dos documentos e necessidades dos usudrios sdo descritas por vetores com
uma dimensdo para cada palavra que ocorre na base de dados. Cada componente do
vetor corresponde a freqii€ncia que uma respectiva palavra ocorre em um documento ou
na consulta do usudrio. Os vetores dos documentos que estdo préximos aos vetores da
consulta do usudrio sdo considerados os mais relevantes para o usudrio. Outros
exemplos de tecnologias que s@o aplicadas para filtragem baseada em contetiido sdo
indices de busca booleana, onde a consulta constitui-se em um conjunto de palavras
chaves unidas por operadores booleanos (Cleverdon apud [HER 2000]); sistemas de
filtragem probabilistica, onde o raciocinio probabilistico € aplicado para determinar a
probabilidade que um documento possui de atender as necessidades de informacgdo de
um usudrio (Fuhr, Robertson, Wong apud [HER 2000]).

Uma maneira de trabalhar com a filtragem baseada em conteido é através de
uma solicitagdo de andlise de itens feita ao préprio usudrio, onde este deve avaliar
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alguns itens indicando se estes sdo de interesse ou ndo. Uma vez realizada a avaliacdo,
o sistema busca itens que estdo casando em contetido com o que foi classificado como
de interesse e desconsidera os que estdo casando em conteido com o que foi
classificado de ndo interesse.

Em recomendacido baseada em conteido a pontuagdo R(u,i) do item i pelo
usudrio u é estimada baseando-se nas pontuagdes R(u,i’) fornecidas pelo mesmo usudrio
u para outros itens i’e Itens que sdo similares ao contetido do item i. Por exemplo, em
uma aplicagdo cldssica de recomendacdo de filmes para que o sistema recomende algum
filme ao usudrio u, este procura entender as preferéncias do usudrio através da andlise
do contetido de um item pontuado com valor alto no passado e que case com o contetido
(similar) de um filme ainda nao assistido pelo usudrio em questdo. Desta forma somente
os itens que apresentem um alto nivel de similaridade com este filme ji pontuado
deverao ser recomendados [ADO 2005].

Este tipo de filtragem pode ser mais formalmente definida da seguinte forma,
sendo Conteiido(i) um conjunto de atributos que caracterizam o item i. Este contetido é
computado, usualmente, pela extracio de um conjunto de caracteristicas do item i
(contetdo). Vdrios sistemas de recomendacdo baseados em conteido (exemplos no
Anexo A) sdo aplicados na recomendagdo de itens de texto (artigos cientificos, por
exemplo), geralmente, o conteiido destes itens € descrito por palavras-chave. A
importancia destes termos em relagdo ao texto pode ser medida pela freqiiéncia em que
o termo ocorre ao longo do texto.

2.4.2 Filtragem Colaborativa

A abordagem da filtragem colaborativa (FC) foi proposta para atender pontos que
estavam em aberto na filtragem baseada em conteido [HER 2000] [ANS 2000]. A
Filtragem Colaborativa ndo se constitui em algo novo e apresenta uma proposta
diferenciada dos sistemas de filtragem uma vez que ndo requerem compreensiao ou
conhecimento de contetdo dos itens.

Nos sistemas colaborativos a esséncia estd na troca de experiéncias entre as
pessoas que possuem interesses comuns. Nestes sistemas os itens sdo filtrados baseado
na avaliacdo feita pelos usudrios daqueles itens, ao invés do contetido dos itens.

O primeiro sistema criado com esta abordagem foi o Tapestry [GOD 92] que
permitia ao usudrio especificar uma consulta como: “mostre-me todos os memorandos
que uma determinada pessoa considera como importante”. A idéia neste tipo de
abordagem ¢é a de que membros de uma dada comunidade podem ser beneficiados pela
experiéncia de outros antes de decidir por consumir uma dada informagao.

Sistemas de Recomendagdo Colaborativa procuram predizer a pontuacdo de um
item para um consumidor em particular baseado em como outros usudrios com gostos
semelhantes ao usudrio alvo previamente pontuaram o mesmo item. Mais formalmente,
a pontuacdo R(u,i) do item i para o usudrio u € estimada baseada na pontuacdo R(u’,i)
atribuida ao mesmo item i pelos usudrios #’ que sdo similares ao usudrio em questdo. O

7z

valor de uma pontuagdo desconhecida r,; para o usudrio u e item i é normalmente
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computado como uma agregacdo de pontuacdes de outros usudrios (por exemplo, os N
mais similares) para o0 mesmo item i [ADO 2005]:

Tui =Qaggrry; 3)
uelU
Onde U denota o conjunto de N usudrios #’ que sdo mais similares ao usudrio u e
que pontuaram o item i.

Uma questdo importante em sistemas colaborativos refere-se a como coletar as
preferéncias dos usudrios, como definir no que o mesmo encontra-se interessado [GLO
2001]. Basicamente existem duas abordagens propostas: uma refere-se a obtencdo
destas preferéncias de forma explicita, onde o usudrio apresenta explicitamente o que
lhe é importante; outra propde que se aprenda de forma implicita sobre o usudrio. A
idéia fundamental é aprender sobre o usudrio dentro do comportamento [BEA 2002] que

0 mesmo apresenta (acdes que este realiza).

A FC refor¢a o conceito de comunidade, na qual cada usuério contribui com
suas avaliacdes para o desempenho geral do sistema. A entrada tradicional de um
algoritmo de FC € uma matriz na qual as linhas representam usudrios e as colunas os
itens. Cada dado na matriz corresponde a avaliag@o (rating) dada por um individuo para
determinado item. A tabela 2.1 exemplifica tal matriz, onde os itens referem-se a artigos
cientificos:

Tabela 2.1: Matriz de avalia¢des usudrio x item

Itens
(A1) (A2) (A3) (A4)
Fab: Content- Using Social Grouplens:
Usudrios Based, collaborative information Applying
Collaborative filtering to filtering: Collaborative
Recommenda- weave an Algorithms for | Filtering to Usenet
tion information automating News
Tapestry "word of mouth"
Jodo 4 4 5 2
Maria - 3 - 5
José 4 5 5 ?
Rosa - 2 3 5

Na tabela 2.1 pode-se observar uma interrogacdo onde se pretende especificar
qual a avaliacdo que o usudrio José daria para o artigo A4 caso tivesse acesso ao
mesmo. Por andlise verifica-se que Jodo € o melhor vizinho de José, pois ambos
possuem avaliacdes semelhantes aos artigos que leram no passado e avaliaram. A
opinido de Jodo para o artigo A4 influenciard fortemente na predicdo para José. Por
outro lado, Maria e Rosa ndo concordam com José em certos artigos, logo ndo sdo

considerados bons vizinhos e influenciardo menos do que Jo@o no célculo da predicao.
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A técnica de Filtragem Colaborativa pode ser descrita em trés fases [HER 99]
[HER 2000], explicada do ponto de vista das recomendacdes realizadas para um
usudrio, também chamado de usuério alvo (target):

1. Calcular o peso de cada usuario do sistema em relagdo a similaridade
com o usudrio alvo (métrica de similaridade).

2. Selecionar um subconjunto de usudrios com maiores similaridades
(vizinhos) para considerar na predicao.

3. Normalizar as avaliacdes e computar as predi¢gdes ponderando as
avalia¢gGes dos vizinhos com seus pesos.

Esta técnica também € chamada de “k-nearest-neighbor” ou “user-based” [HER
2000]. No primeiro passo, a defini¢do da similaridade pode ser realizada através de
diversos coeficientes, sendo mais comumente aplicado o coeficiente de correlacdo de
Pearson [HER 2000] [TOR 2004].
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Na equacdo (4), w,, € a correlacdo do usudrio ativo a com um determinado
usudrio u, r,;é a avaliacio que o usudrio ativo deu para o item i, e '« é a média de todas
as avaliacdes do usudrio ativo a, e r,; € o conjunto de avaliacdes do vizinho. Observa-se
a necessidade de mais de uma avaliacdo em comum para que a correlagdo seja vidvel, e
os resultados variam entre 1 para similaridade total, e -1 para total dissimilaridade.

No passo trés, o calculo da predi¢do pode ser efetuado através da equagdo (5).
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O valor da predicdo p,; do item i para o usudrio ativo a é a média ponderada das
avaliacdes dadas ao item i pelos n vizinhos u do usudrio ativo a. A quantidade »n de
melhores vizinhos (com maiores correlagdes) é uma escolha de cada sistema que utiliza
a FC [TOR 2004].
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Por exemplo, de acordo com a tabela 2.2 o usudrio U2 avaliou os itens de A até J
com as seguintes pontuacdes [5;1;2;2;1;7;1;-;6;5] (em uma escala de avaliagao de [1-7]
referindo-se a itens menos interessantes (1) a itens mais interessantes (7), conforme sua
avaliagdo). Como se pode verificar, o item H ndo foi pontuado (avaliado) por este
usudrio.

Tabela 2.2: Itens X Usudrios

Itens

Usuarios
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De acordo com a matriz apresentada, o usudrio U2 ndo gostou do item B,
avaliando-o com o valor 1. Por outro lado, este usudrio gostou do item I, avaliando-o
com valor 6. Pode-se observar também que o usudrio U2 tende a concordar com U7 e
discordar de U3 de acordo com o valor de pontuag@o apresentado.

Portanto, a filtragem colaborativa recomenda itens de acordo com a similaridade
de avaliacdes fornecidas pelos usudrios para os mesmos itens. Para medir essa
similaridade, pode-se utilizar o coeficiente de Pearson [TOR 2004].

Tendo novamente como exemplo os usudrios U2 e U7 da tabela 2.2, as
avaliacdes dos itens em comum seriam as pontuagdes [5;1;2;7;1;5] e [4;2;2;6;1;6]
respectivamente, gerando uma média de 3,5 para ambos usudrios. Aplicando a equacio
(4), obtém-se o valor de 0,94.

Como se pode observar, os usudrios U2 e U7 sdo bastante similares, tendo em
vista que eles concordam em suas avaliagdes. Tendo como usudrio alvo U2 e aplicando
o algoritmo do coeficiente de Pearson em todos usudrios, t€m-se os seguintes resultados
apresentados na tabela 2.3:
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Tabela 2.3: Similaridade através do coeficiente de Pearson

Usuadrio Pearson (U2)
Ul 0,63
U3 -0,66
U4 0,34
U5 0,09
[8[) -0,78
u7 0,94
U8 0,11
U9 -0,66

De acordo com os resultados da tabela 2.3 observa-se que o usudrio U2 é
bastante similar a U7, relativamente similar a U4 e ndo € similar a U3, U6 e U9 em
gostos. Uma vez, descobertos quais sdo os usudrios similares ao usudrio alvo, pode-se
entdo gerar a predicdo de novos itens para este usudrio.

Aplicando-se a equagéo (5) para predizer a nota que o usudrio U2 atribuiria ao
item H, levando em consideragdo todos os itens que os usudrios vizinhos, com limiar
superior a 0,7 (limite assumido), pontuaram em comum com o usudrio alvo, tem-se o
resultado de 5,22. Este resultado significa que caso o usuario U2 consumisse o item H
este daria como feedback uma nota igual a 5,22 (predi¢do) para este item (tendo como
base a avaliacdo dos vizinhos mais proximos).

Herlocker apresenta uma revisdo completa dos objetivos, base de dados, e
algoritmos referentes a filtragem colaborativa em [HER 2004].

2.4.3 Filtragem Hibrida

A abordagem da filtragem hibrida (FH) procura combinar filtragem colaborativa e
filtragem baseada em conteido visando criar um sistema que possa melhor atender as
necessidades do usudrio [HER 2000] [ANS 2000]. Um exemplo de sistema que aplica
esta abordagem € o Fab [BAL 97], o Recommendz [GAR 2005] e o Rascal [MCC
2005].

Essa abordagem ¢ constituida de vantagens proporcionadas pela filtragem
baseada em contetido e pela filtragem colaborativa, unindo o melhor das duas técnicas e
eliminando as fraquezas de cada uma, conforme apresentado pela Figura 2.1.
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-l Descoberta de L1 Trato de
relacionamentos usuarios
incomuns
entre usuarios
1 Recomendacao 1 Preciséao
baseada na independente
avaliacao de itens do numero de
usuarios e
avaliacoes

Figura 2.1: Filtragem Hibrida

2.5 Exemplos de Sistemas de Recomendacao

Nesta sec@o serdo descritos alguns exemplos de Sistemas de Recomendacdo, tanto
académicos como comerciais. Deve-se destacar que nenhum dos sistemas descritos a
seguir propde solucdes para incluir a relevincia da opinido dos usudrios nas
recomendacdes geradas, sendo que esta tese de doutorado apresenta preocupagdo com
esta questao e propde uma maneira de incluir a mesma em Sistemas de Recomendacao.

A seguir é apresentada uma tabela de classificacdo de técnicas aplicadas a
Sistemas de Recomendacgdo proposta por Adomavicius [ADO 2005a]. Nesta tabela o
autor cita uma série de pesquisas que fazem uso das técnicas apresentadas na Sec¢do 2.4,
classificando-as por técnica de recomendagdo e outras técnicas aplicadas. Esta tabela
procura ilustrar o nimero de pesquisas que t€m sido realizadas na drea de Sistemas de
Recomendacdo, destacando a aplicacdo de técnicas variadas.

Deve-se observar que o autor apresenta duas grandes classes de técnicas
aplicadas a Sistemas de Recomendacdo (Breese apud [ADO 2005a]): baseada em
Heuristica (baseado em memodria) e baseada em Modelo. O autor define técnicas
baseadas em Heuristica como sendo heuristicas que fazem predigdes de avaliagdes
baseando-se em toda a colecdo de avaliacdes feitas pelos usudrios aos itens, enquanto
técnicas baseadas em Modelo utilizam a cole¢do de avaliacdes para aprender o modelo,
o qual sera utilizado para realizar predi¢des de avaliacdes.
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Tabela 2.4: Classificag@o de Sistemas de Recomendagio

Técnicas de

Técnicas Aplicadas

Recomenda¢do [Baseada em Heuristica Baseada em Modelo
Baseada em Técnicas mais utilizadas: Técnicas mais utilizadas:
Contetddo TF-IDF (recuperagéo de informacgao) | Classificadores Bayesianos
Agrupamento Agrupamento
Exemplos de Pesquisas: Arvores de Decisdo
Redes Neurais
* Lang, 1995 Exemplos de Pesquisas:
e Balabanovic & Shoham 1997 o Pazzani & Billsus 1997
e Pazzani & Billsus 1997 e Billsus & Pazzani 1999,
2000
® Mooney et al. 1998
® Mooney & Roy 1999
® Zhang et al. 2002
Collaborativa | Técnicas mais utilizadas: Técnicas mais utilizadas:

Vizinhanga mais proxima (coseno,
correlacio)

Teoria dos Gréficos

Exemplos de Pesquisas:

e Resnick et al. 1994

e Hill et al. 1995

¢ Shardanand & Maes 1995
® Breese etal. 1998

e Nakamura & Abe 1998

e Aggarwal et al. 1999

e Delgado & Ishii 1999

e Pennock & Horwitz 1999
e Sarwar et al. 2001

Redes Bayesianas
Agrupamento

Redes Neurais
Regressdo Linear
Modelos Probabilisticos
Exemplos de Pesquisas:

e Billsus & Pazzani

1998

Breese et al. 1998

Ungar & Foster 1998

Chien & George 1999

Getoor & Sahami

1999

e Pennock & Horwitz
1999

e Goldberg et al. 2001

e Kumar et al. 2001

Pavlov & Pennock

2002

Shani et al. 2002

Yu et al. 2002, 2004

Hofmann 2003, 2004

Marlin 2003

Si & Jin 2003
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Técnicas de Técnicas Aplicadas
Recomendagdo | Baseada em Heurfstica Baseada em Modelo
Hibrida Combinando componentes Combinando componentes
baseados em conteddo e baseados em contetdo e
colaborativos: colaborativos:
Combinacio linear de avaliagdo | Incorporando um componente
previstas como parte de um modelo em
Esquemas variados de votagdo outro
Incorporando um componente Construindo um modelo unificado
como parte da heuristica de Exemplos de Pesquisas:
outro e Basuetal. 1998
Exemplos de Pesquisas: e Condliff et al. 1999
* Balabanovic & Shoham e Soboroff & Nicholas 1999
1997 ® Ansari et al. 2000
e Claypool et al. 1999 e Popescul et al. 2001
* Goodetal. 1999 * Schein et al. 2002
e Pazzani 1999
e Billsus & Pazzani 2000
e Tran & Cohen 2000
e Melville et al. 2002

Fonte: [ADO 2005a], p. 742.

A seguir sdo descritos alguns Sistemas de Recomendagdo. Uma listagem
completa de Sistemas de Recomendacdo e comparacdo entre os mesmos pode ser
encontrada em [MON 2003] e seu contetido apresenta-se compilado no Anexo A desta
tese.

2.5.1 Projetos Académicos

Abaixo sdo descritos alguns Sistemas de Recomendacdo desenvolvidos em projetos
académicos:

2.5.1.1 Referral Web

Este projeto procurava possibilitar que através de um sistema fosse possivel encontrar e
visualizar redes sociais, que de acordo com o autor seriam grupos de pessoas ligadas por
atividades profissionais [KAU 97].

Para criar esta rede o sistema utiliza-se de textos ja existentes na Web. Uma vez
que o usudrio entra com seus dados € feita uma varredura na Web buscando documentos
que mencionem o usudrio (aplica um motor de busca e recuperagdo de informagdes). A
partir dos documentos recuperados e relacionados com o usudrio, sdo extraidos nomes
de outros individuos citados.

No final € construida uma rede global de citagdes representada na forma de um
grafo. Neste sistema, a formacdo da rede estd baseada somente na relag@o entre usudrio,
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documento e citagdes, a importancia e relevancias dos trabalhos ou individuos ndo sdo
trabalhadas.

2.5.1.2 RINGO

O RINGO ¢ um sistema desenvolvido para recomendag¢do personalizada de musica e foi
desenvolvido no Massachussets Institute of Technology [SHA 95].

Este trabalho explorava similaridades entre os gostos dos diferentes usudrios
para recomendar itens. Isto se baseia no fato de que os gostos das pessoas apresentam
tendéncias gerais e padrdes entre os gostos das pessoas e entre os grupos de pessoas.

Neste sistema os usudrios descreviam suas preferéncias musicais para o sistema
através da avaliacdo de algumas musicas. Estas avaliagdes constituiam o perfil dos
usudrios. O sistema usava estes perfis para gerar as recomendacdes para usudrios
individuais.

O Ringo comparava os perfis dos usudrios para determinar quais os usuarios que
apresentavam gostos similares (gostavam dos mesmos dlbuns e/ou ndo gostavam dos
mesmos, por exemplo).

Para o seu funcionamento, primeiramente usudrios similares eram identificados,
a partir desta identificacdo e comparacado de perfis, o sistema podia predizer o quanto o
usudrio gostaria de um dlbum / artista que ainda ndo foi avaliado pelo mesmo.

Quando o usudrio acessava pela primeira vez o Ringo era apresentado a uma
lista de 125 artistas. O usudrio avaliava os artistas de acordo com o quanto gostava de
ouvi-los. Caso o usudrio ndo estivesse familiarizado com o artista ou ndo possuisse uma
forte opinido sobre o mesmo, este era solicitado a ndo avaliar para ndo ocorrerem
distor¢des. Os usudrios eram aconselhados a pontuar os artistas tnica e exclusivamente
pelo fato de gostarem ou ndo dos mesmos. Para esta pontuacio era aplicada uma escala
de avaliacdo de 7 pontos, sendo o valor 1 (ndo gosta), 4 (indiferente) e 7 (adora).

A lista de artistas enviada para os usudrios era selecionada em duas partes. Uma
parte da lista era gerada pelos artistas mais pontuados (Ranqueamento), isto assegurava
que um novo usudrio tivesse a oportunidade de pontuar artistas que outros ja tivessem
pontuado, entdo existiria algo em comum entre os perfis das pessoas. A outra parte da
lista era gerada através de uma selecdo randomica a partir de um banco de dados sobre
os artistas.

Uma vez que o perfil inicial do usudrio tivesse sido submetido, o usudrio podia
pedir ao Ringo por predicdes, ou seja, uma pessoa podia pedir ao Ringo para:

1) sugerir novos artistas / dlbuns que o usudrio gostaria de obter ou ouvir;
2) listar artistas / dlbuns que o usudrio ndo gostaria;

3) realizar uma predi¢@o sobre um artista / 4lbum especifico.
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O retorno dado pelo Ringo aos usudrios ndo incluia nenhuma informacao em
particular sobre a identidade dos outros usudrios que contribuiram com as
recomendacdes. Deve-se destacar esta dltima informacdo, em sistemas colaborativos ou
de informacdo social, a identidade de quem avaliou deve ser mantida em segredo.

O sistema Ringo também permitia a escrita de comentarios (como feedback
explicito) sobre o produto recomendado. Os préprios usudrios podiam incluir novos
artistas e albuns no banco de dados. O usudrio podia receber uma mensagem sobre 0s
novos artigos, bem como, sobre as novidades do sistema.

2.5.1.3 GroupLens

O sistema GroupLens [KON 97] foi um projeto implantado usando Filtragem
Colaborativa para recomendar leituras na Usenet News'. Desenvolvido por
pesquisadores da Universidade de Minnesota, considera que o grande volume de
informagdes produzidas nesse meio, somadas as diferengas existentes de perfis de
usudrios, formam um candidato ideal para uso da FC.

O Sistema coleta a avaliagdo dos usudrios referente aos artigos que estes leram
(escala de [1-5] pontos) e utilizava esta avaliacdo para identificar os vizinhos mais
proximos com avaliagcdes semelhantes e predizer se os usudrios iriam gostar dos artigos
novos baseando-se nas avaliagdes dos usudrios vizinhos.

2.5.1.4 Fab

O Fab constitui-se em um sistema que procura combinar sistemas de filtragem
colaborativa e filtragem baseada em contetddo (abordagem hibrida), procurando eliminar
muitas das fraquezas encontradas em cada uma das abordagens. Foi desenvolvido pela
Universidade de Stanford que procurava recomendar paginas Web (documentos) para
usuarios [BAL 97].

Objetivando a construcdo de uma arquitetura hibrida, sdo mantidos perfis de
usudrios baseado na andlise de contetddo, e estes perfis sdo comparados diretamente para
determinar usudrios similares para recomendacdo colaborativa. O sistema constitui-se
em uma implementacdo distribuida e foi construido como parte do projeto da biblioteca
digital da Universidade de Stanford.

O sistema implementava dois agentes, um responsdvel pela coleta dos
documentos na Web (Collection Agent) e outro responsdvel pela selecdo de paginas
(Selection Agent) que seriam apresentadas aos usudrios como recomendagdo, conforme
a Figura 2.2. Ap6s a recomendacdo o usudrio poderia avaliar o item aplicando uma
escala de avaliacdo de [1-7] pontos.

1 e . e ee s . ~ 2o ~

Usenet News constitui-se em uma idéia inicial de grupos de discussdo na Internet. Os tépicos sdo
separados em categorias de grupos, por exemplo, “alt.rec.humor’ para assuntos de humor e
“comp.lang.java” com relacdo a linguagem de programacao Java.
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Figura 2.2: Visdo geral da arquitetura do Fab [BAL 97]

Buscando criar uma arquitetura hibrida, os perfis dos usudrios eram criados
usando a andlise do conteddo dos documentos que seriam aplicados para descobrir quais
sdo os usudrios semelhantes. Uma vez que os usudrios semelhantes fossem obtidos
aplicava-se a filtragem colaborativa para recomendar. Sendo assim o usudrio recebe
recomendacio de algo que feche com o seu perfil e com o perfil de seus usudrios
similares. Com esta arquitetura hibrida o sistema minimizava os problemas existentes
nas duas abordagens e conseguia as seguintes vantagens:

- aplicando a abordagem de filtragem colaborativa as experiéncias dos usudrios sao
levadas em consideracao;

- aplicando a abordagem de filtragem baseada em conteddo torna-se possivel levar
consideracdo itens ndo vistos por outros usudrios e caso nao existam usudrios com
gostos semelhantes ao usuario, mesmo assim € possivel fazer recomendacdes.

2.5.1.5 Agente de recomendagdo colaborativo

O Agente de recomendacio colaborativo - CORA (Christoph apud [LUE 98]) constitui-
se em um sistema distribuido assincrono para filtragem colaborativa ativa de
documentos da Web, desenvolvido na Universidade de Zurique. O CORA habilitava os
usudrios a recomendar URLs através de uma simples clicagem de mouse.

Os usudrios eram providos com um agente pessoal de recomendagcdo que
monitorava o comportamento do usudrio no uso do browser. O agente reconhecia a
pagina Web que o usudrio estava visualizando e apresentava a mesma em uma janela de
recomendacio especial. Caso o usudrio decidisse recomendar a URL para um grupo de
usudrios pré-definido, a URL poderia ser enviada pela clicagem de um icone especifico.
Assim como o agente monitorava o envio de URLs este também monitorava a chegada
de URLs enviadas por outros usudrios.
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Figura 2.3: Interface da ferramenta CORA [LUE 98]

Na interface apresentada na Figura 2.3 pode-se observar trés letras L,T e R que
de acordo com o seu tamanho procuravam simbolizar o montante de Links seguidos
tendo as péginas recomendadas como ponto de partida, o Tempo utilizado no acesso da
pagina, e um fator especial de Recomendagdo, o qual é computado com base no uso
passado das recomendacdes. Lueg [LUE 98] destaca que sempre que alguém estd
querendo buscar uma informacg@o de valor, este possui um tempo determinado para
aplicar nesta busca, mas este esfor¢co apresenta um limite claro. Pesquisas indicam que o
esforco empreendido para ter a informagado desejada (a recomendag@o desejada) em um
sistema colaborativo deve ser o menor possivel.

2.5.1.6 MovielLens

O projeto MovieLens” foi desenvolvido por pesquisadores da Universidade de
Minnesota constituindo-se em um projeto que visa realizar recomendagdes de filmes. O
projeto é aberto ao publico, que pode se cadastrar, efetuar algumas avaliacdes para
formar um perfil inicial para receber as recomendagdes [RIE 99].

2 http://movielens.umn.edu
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Os usudrios podem solicitar recomendagdes geradas por predi¢des, por exemplo,
quando se quer saber qual seria a avaliagdo do usudrio para um determinado filme ainda
ndo visto pelo mesmo. A Figura 2.4 apresenta um exemplo de recomendacdes realizadas
pelo MovieLens: nota-se que o filme “Fugitive, The” ndo foi ainda avaliado, e portanto
uma predicao estd sendo realizada de quatro e meio estrelas.

©movielen s - MozillaFirefox ] @ T - 0] x|

File Edit Wew Go Bookmarks Tools Help
= 1
<Z| 52 Ll\.- T, @ L% ] @ I http: fimovielens. umn.edu j I@,

FoFeAodk = Must See

H Welcome Wagner FH AT = Will Enj
m i ovie I eén . S You've rated 175 movies. ***‘:‘«'ﬁzlt‘sOpr
helping you find the right movies You're the 24th wisitor in the past hour, Jok ot = Fairly Bad
Fevevevovr = Awful

Home | Manage Buddies | Your Account | Help | Logout

Shortcuts Search You've searched for all titles,

Found 8264 movies, sorted by Number of Ratings
Genres: All | Exclude Genres: None

Dates: All | Domain: All | Format: All | Language:
« Your Ratings Show Printer-Friendly Page | Download Results | Suggest a Title
* Your Wishlist

i Page 1 of 551 | Go to page:

*iNewestiadditionsicy 1..110...220...330...440...550...last Rage:z
» Rate Random Movies
* Most Often Rated - ) .
» Suggest Title Predictions Your Movie W.ISI’I
» aAbout Your Ratings for you s Ratings Information List

e vertirama YR KKy [45ctars =] Pulp Fiction (1994) DVD, info|imdb n

Crime, Drama
New DYDs

« New Movies * Rk 40sars | Silence of the Lambs, The (1991} 0vD, [T
info|imdh
How to create shortcuts Drama, Thriller

Publish your shortcuts P e & & d A0 stars |« Forrest Gump (1994) DY, infa|imdb

Comedy, Romance, War

kK 10 stars | Jurassic Park (1993) 0V, info|imdh

Action, Adventure, Sci-Fi

WHNKY [Fotosen =| Fugitive, The (1993) DV, infa|imdh

Action, Thriller

* ek 30 omrs ~| Batman (1989) info|imdb

Action, Adventure, Crime, Drama

P e & 4 30stars | Dances with Wolves (1990) DVD,
info|imdh
Adventure, Drama, Western

b & & 4 I0ctmrs ~| Apollo 13 (1995) infa|imdh |

Drama =

Done A

Oy Ol O

Figura 2.4: Interface de recomendagdes do MovieLens

Uma das grandes contribui¢des deste projeto para a comunidade de Sistemas de
Recomendacio é disponibilizar gratuitamente uma base de dados’ com cerca de 100 mil
avaliacdes dadas por seus usudrios. Esta base de dados tem sido utilizada por diversos
projetos no momento da validacdo e experimentacdo de suas propostas.

3 http://www.grouplens.org
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2.5.1.7 Compilation Compiler Advisor

O sistema CoCoA* (Compilation Compiler Advisor) [AGU 2002] constitui-se em um
Sistema de Recomendacdo que sugere musicas cldssicas com base nas compilacdes
criadas pelo usudrio no passado de uso do sistema.

Este sistema baseia-se na base do Karadar, o que significa um total de 11.000
musicas cldssicas em formato MP3 sem a ocorréncia de problemas de copyright,
biografias de compositores, 5.000 textos de musicas cléssicas e 1.100 arquivos midi.

Atualmente o sistema conta com um total de 1.400 usudrios conectados todo o
dia, realizando suas compilacdes e contribuindo como sistema de recomendacdo sobre
musicas cldssicas.

Este sistema ¢ utilizado na tese de doutorado de Paolo Massa da Universidade de
Trento na Itdlia. As figuras 2.5, 2.6 e 2.7 ilustram a compilacdo de misicas cldssicas
pelo usudrio, o cadastramento do usudrio para fins de criacdo de perfil e por fim uma
pdgina pessoal, onde sdo apresentados os download do usuirio e compilacdes
particulares, respectivamente.

J CoCoh - Compilation Compiler Advisor - Mozilla Firefox
File Edit Yiew Go Bookmarks Tools  Help (+]

@-- = @ | hetpisirocos. e ionsicocoskaradsr SrvEditCompilstion7oper—sdd ¥ @ e [GL |
8 e WOED |66 & [0 & | #des

Karadar .

Compijation

. Tell us what are your suggestions for the next release.

Your current compilation

@ Compilations

|

|

Login herel oac ] |
|

4 |
|

You need to add at least one track
to your compilation to generate
recommendations

online users:

7 _karkus
7 _gerasim409 —
7 mmid

T miest

7 _marieantoinet...
7/ grgas

7 _phineas

7 funkefreak

7 liparis

v frst

PP EEPIE RS =,

Figura 2.5: Criacdo de compila¢des no CoCoA

4 http://cocoa.itc.it
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2.5.2 Sites Comerciais

Abaixo sdo apresentados alguns sites comerciais que aplicam os conceitos referentes a
Sistemas de Recomendacio.

2.5.2.1 Amazon.com

O site mundialmente conhecido Amazon (www.amazon.com) é um portal de vendas on-
line com diversas categorias de produtos. Este realiza vendas de livros entre outros
itens. Os exemplos abaixo sao focados na Secdo de compras de livros [SCH 99] [SCH
2001].

¢ C(lientes que compraram: A Amazon.com utiliza a técnica “Clientes que
compraram’ que consiste em recomendar livros freqiientemente comprados por
clientes que compraram esse mesmo livro em questdo. A outra lista de
recomendacdes que o site utiliza é recomendar autores cujos livros sdo
freqiientemente comprados por clientes que compraram trabalhos do autor do
livro em questdo.

e Amazon.com entregas: Os clientes selecionam a partir de listas de categorias os
seus interesses pessoais para que periodicamente lhes sejam enviados por e-mail
as ultimas recomendagdes e novidades nas categorias previamente selecionadas.

e C(lassificacdo de livros: Essa técnica permite que os clientes fagcam suas
classificagdes aos livros comprados. Eles podem classificd-los em uma escala
que vai do “gostar” ao “detestar”. Aqui se tem um retorno direto do cliente sobre
os produtos negociados. Depois de classificar um produto o cliente pode
solicitar outras recomendacdes que serdo trazidas conforme o gosto do cliente.

¢ Comentarios dos clientes: Essa caracteristica permite que os clientes recebam
recomendacdes textuais sobre o produto pesquisado, baseado na opinido de
pessoas que ja utilizaram o produto. Na pédgina de cada produto encontra-se a
classificag@o dele em uma escala de avaliacdo de [1-5] e os comentdrios escritos
dos clientes que compraram. Neste caso valeria ressaltar que ndo existe
nenhuma referéncia a relevancia das opinides emitidas pelos clientes que
avaliaram um produto.

2.5.2.2 eBay

Assim como no site da Amazon.com' " o site de leildes on-line eBay.comTM, acessivel
no endere¢co www.ebay.com, possui mais de uma variacio de estratégias de
recomendacdo, também apresentado por Konstan [KON 97]. Segue a explicagdo de
cada uma destas estratégias [SCH 99] [SCH 2001]:

¢ Direito de resposta: Permite aos compradores e vendedores avaliar o seu
parceiro de negdcio de acordo com o grau de satisfacdo da transag¢do de compra.
Isto gera uma pontuacdo que demonstra a confiabilidade de cada negociante
(reputag@o). Quanto mais positiva a pontuacdo, mais confidvel € o negociante, e
quanto mais negativa a pontuacio, menos confidvel é o negociante.
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¢ Comprador pessoal: Permite aos clientes indicar os itens que eles t€m interesse
em comprar, para que, em uma periodicidade definida, o sife possa enviar os
resultados da busca por esses itens.

2.5.2.3 Rddio Terra

O Rddio Terra (radio.terra.com.br) constitui-se em um site de rddios on-line pertencente
ao portal do provedor Terra Networks Ltda. Contém rddios com mais de 100 estilos,
além de servigcos que possibilitam ao usudrio criar Rddios Pessoais, realizar buscas no
acervo, comprar cds, etc.

Abaixo estdo listados alguns métodos de recomendacdo que o site utiliza:

e Recomendaciio de Albuns: A Radio Terra disponibiliza uma pégina com
informagdes sobre cada album, e nesta pagina indica até 15 outros albuns
relacionados ao artista do dlbum em questao.

o Recomendacido de Artistas: Informagdes sobre o artista. Cada artista possui
uma pagina com informagdes do mesmo, bem como todas as musicas proprias
ou que participa. Existe também uma listagem de indicacdes de até 10 artistas
relacionados.

e TOP 10: A listagem das 10 musicas mais ouvidas na Ridio Terra € indicada
semanalmente aos usudrios. Os usudrios, podem acessar a pigina do dlbum, do
artista, ou simplesmente ouvir a musica.

® OneByOne: O servico OneByOne, possui uma lista pré-selecionada de 40
musicas, onde os usudrios escolhem quais desejam ouvir. Nessa lista entram
diversas misicas, lancamentos, acervo, singles e etc.

e Freeway: Mensalmente é gerada uma lista de 30 artistas que tiveram dentre suas
musicas as mais escutadas do més. Dentro desta mesma secdo existe um artista
que fica em destaque durante uma semana. O artista em destaque € exibido junto
a listagem de todos os seus dlbuns.

2.5.2.4 CDNOW

O site CD NOW (www.cdnow.com) € um portal de venda on-line de cd (compact
discs), videos (VHS) e dvd (digital video disc). O portal possui vdrios servicos de
recomendacio listados abaixo [SCH 99] [SCH 2001]:

e Recomendador de Albuns: O recomendador de albuns chamado Album
Advisor, do site CDNOW™ (www.cdnow.com) trabalha de dois modos
diferentes: no modo de visualizagdo por dlbum, o site disponibiliza uma pagina
com informagdes de cada dlbum e recomenda também 10 outros dlbuns que
podem despertar interesse do usudrio e na visualiza¢do por multiplos artistas, os
consumidores podem selecionar até trés artistas e o sistema recomenda 10
albuns relacionados aos artistas em questao.

o My CDNOW: A Secio My CDNOW permite aos consumidores criar sua propria
“biblioteca” de musicas, baseada em dlbuns e artistas de sua preferéncia. Os
clientes indicam quais sdo os dlbuns e artistas favoritos. Ao comprar do site, 0s
artistas e 4lbuns sdo incluidos automaticamente na sua lista de adquiridos. Ao
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entrar nessa lista, o cliente pode, classificar essas informacdes como “adquirido
e preferido” ou “adquirido, porém nao preferido”.

Quando os clientes solicitam recomendacdes, o sistema faz predicdes de 6
albuns que o consumidor poderia gostar, baseado na lista de adquiridos e preferidos. A
lista de sugestdes contém campos para que o usudrio preencha e com isso registre um
feedback sobre a qualidade da recomendacdo. Cada dlbum sugerido pode ser
classificado em “Eu compro”, “Adicionar a lista de desejados” ou “Néo € para mim”.

2.5.2.5 Reel.com

O Reel.com (www.reel.com) constitui-se em um sife destinado a oferecer a seus
usudrios sinopses e outras informacgdes de filmes. Existem diversas segdes, como
lancamentos, filmes em cartaz, acervo e etc. O portal disponibiliza uma busca de filmes
e alguns servicos de recomendacdo descritos a seguir [SCH 99] [SCH 2001].

e Movie Matches: Consiste em oferecer recomendacdes nas paginas de cada
filme. Essas recomendagdes estdo divididas em “close matches” e “creative
matches” que trazem listas de filmes sugeridos. As recomendacdes sdo baseadas
em filmes similares que correspondem ao mesmo assunto, histéria, tipo de
audiéncia, etc.

e Movie Map: Essa caracteristica do reel.com recomenda filmes conforme
caracteristicas sintdticas. Os usudrios entram com informacdes tipo género,
formato, preco e restringem a busca entre “sleepers” e “best of this genre”. O
site traz entdo uma lista de recomendacdes dos editores para filmes que se
encaixam nas especificacdes solicitadas pelo usudrio.

2.5.2.6 Drugstore.com

E uma farmdcia on-line onde os clientes indicam suas preferéncias quando compram um
produto de determinada categoria. Cada usudrio preenche um formuldrio informando
idade e os sintomas da doenca. Por meio dessas informagdes o sistema retorna uma lista
de produtos recomendados que atendam as necessidades do cliente. A figura 2.8
apresenta a Interface do Drugstore.com.

O site também oferece um test drive para novos produtos, onde um grupo de
clientes voluntérios é formado para avaliar os novos produtos. Tais clientes fornecem
uma pontuago e comentarios sobre a avaliacio realizada.
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Figura 2.8: Interface do Drugstore.com

2.6 Limitacoes dos Sistemas de Recomendacio

Conforme ja discutido, a técnica FC resolve alguns dos principais problemas da
abordagem baseada em contetddo. Entretanto, também possui limitagdes [SAR 2000]
[HER 2004] [MAS 2004a], e estas serao apresentadas a seguir.

2.6.1 Problema do primeiro avaliador

Nao existe maneira de um determinado item ser recomendado para o usudrio por
filtragem colaborativa até que mais informagdes sobre o item sejam obtidas através de
outro usudrio. Sendo assim é necessario realizar a avaliacdo inicial do item. A questao
estd em como obter esta primeira avaliagdo. Quem deveria avaliar e qual estratégia
deveria ser aplicada?

2.6.2 Similaridade

O funcionamento de um algoritmo de FC (cléssico) esta baseado em encontrar pessoas
com gostos similares e a partir dai proceder com a busca de uma recomendagio,
baseando-se nas avaliagdes de pessoas com gostos similares. Sendo assim, caso um
usudrio tenha gostos que variam do normal, o Sistema de Recomendacdo terd
dificuldades para encontrar outros usudrios com gostos similares, sendo assim as
recomendacdes podem tornar-se pobres ou invidveis.
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2.6.3 Novo item

Na filtragem colaborativa, as recomendacdes sdo feitas baseada no perfil do usudrio e de
seus vizinhos mais préximos. Itens bem avaliados pelos vizinhos sdo recomendados ao
usudrio. Entretanto, quando um novo item aparece no sistema e nao faz parte do perfil
de nenhum usudrio, ndo é possivel realizar recomendacdes ou predi¢des sobre ele.

Devido ao cédlculo da similaridade de Pearson, um item deve ser avaliado por
pelo menos dois usudrios, caso contrdrio, ele ndo entrard no cédlculo da similaridade e
serd desconsiderado do perfil do usudrio. A este problema é dado o nome de “Problema
do Novo Item”.

No sistema Fab, é utilizada a abordagem hibrida para resolver este problema,
recomendando o novo item baseado no seu contetido. No MovielLens existe uma opgao
“Novas Adicdes”, onde sdo apresentados para o usudrio itens recentemente cadastrados
para que possam ser avaliados.

2.6.4 Novo usuario

Quando um usudrio € cadastrado no sistema, ainda ndo existem avalia¢des realizadas
por ele, portanto, seu perfil de avaliacdes estd vazio. Como jd visto, para as
recomendacdes serem realizadas € necessario encontrar os vizinhos mais préximos do
usudrio, € como ele ainda ndo realizou avaliagdes, ndo existirdo vizinhos. A este
problema € dado o nome de “Problema do Novo Usudrio”. Também é referenciado na
literatura como “Cold Start User”.

2

No Movielens, é solicitado ao usudrio que avalie uma certa quantidade de
filmes durante a etapa de cadastramento no sistema, desta forma, quando iniciar o uso
do sistema provavelmente terd vizinhos e estard apto a receber recomendagdes.

2.6.5 Escalabilidade

Um dos problemas mais criticos da FC é a escalabilidade. Quando o volume de
usudrios, itens e avaliacdes sdo muito grandes, os sistemas que fazem o calculo da
vizinhanga (“k-nearest-neighbor”) de forma on-line (a cada célculo de predi¢do) podem
chegar a um tempo de resposta inaceitdvel.

2.6.6 Esparsialidade

Outra importante limitacdo de sistemas baseados em FC ocorre na medida que o nimero
de itens na base de dados vai aumentando. Isso reduz as chances dos usudrios possuirem
itens em comum (informacdo necessdria para o funcionamento dos Sistemas de
Recomendacgdo de FC), resultando na reducdo do tamanho médio da vizinhanca dos
usuarios [ADO 2005a].

O objetivo dos sistemas de filtragem colaborativa € ajudar pessoas, focando em
documentos lidos ou itens adquiridos. Caso o nimero de usudrios seja pequeno em
relacdo ao volume de informagdes no sistema existe um grande risco das pontuagdes
tornarem-se muito esparsas. Por conseguinte, o sistema terd menos vizinhos para
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realizar as predicdes, causando um impacto negativo na confiabilidade das
recomendacdes.

2.6.7 Superespecializacao

Este problema refere-se ao fato do sistema s6 conseguir recomendar itens muito
semelhantes aqueles que o usudrio ja avaliou. Por exemplo, um usudrio do MovieLens
que tem o perfil formado basicamente de filmes de guerra, receberd recomendacdes, em
grande parte, de outros filmes de guerra. Isto pode tornar-se um problema, uma vez que
os interesses dos usudrios tendem a apresentar mudangas com o passar do tempo [BAL
97] [ADO 2005a].

A superespecializagdo apresenta-se presente mais comumente em Sistemas de
Recomendagdo baseados em conteddo, porém a sua presenca indesejada também é
percebida em Sistemas de Recomendacdo de Filtragem Colaborativa. Para que um
Sistema de Recomendacdo apresente o sucesso pretendido este necessita “cativar” o
usudrio, e a busca de conteddo inesperado que venha a surpreender o usudrio pode ser
uma estratégia que venha a fideliza-lo.

2.7 Privacidade em Sistemas de Recomendacio

Para que um Sistema de Recomendacdo possa recomendar itens apropriadamente para
seus usuarios, o sistema deve constantemente coletar dados sobre os usudrios. Estes
dados referem-se aos comportamentos (por exemplo, navegacdo e compra) e
possivelmente os demogréficos. Esta coleta € feita muitas vezes de forma implicita, isto
¢, sem que o usudrio necessariamente perceba que informagdes sobre ele estdo sendo
armazenadas na medida em que utiliza o sistema. Esta pratica traz algumas questdes
relacionadas a privacidade [CAZ 2005d].

Pesquisas mostram que a maior parte dos usudrios estd disposta a fornecer
informacdes suas para que possam receber ofertas personalizadas. No entanto, o censo
americano mostra que 75% dos usudrios daquele pais se preocupam com a possivel
divulgacdo de dados que fornecem as empresas [TOR 2004]. Os usudrios buscam
sempre conhecer os objetivos da coleta de dados e se estes dados serdo fornecidos a
terceiros.

Portanto, a utilizacdo de Sistemas de Recomendacio ndo teria problema algum
se as empresas que os empregam tivessem uma coleta de dados associada a uma politica
de privacidade adequada. Entretanto, ndo ¢ incomum encontrar empresas, que além de
coletar dados para personalizar o relacionamento com seus clientes, vendam estes dados
para outras empresas, uma pratica que alimenta o aumento de spam.

Atualmente ndo existem leis de privacidade online muito claras, sendo
importante que as politicas de privacidade das empresas sejam precisas. A Figura 2.9
mostra um trecho da pagina contendo a politica de privacidade da loja Amazon.com™™.
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Amazon.com Privacy Notice
Last updated: April 3, 2003

Amazon.com knows that you care how information about you is used and shared, and we appreciate your trust
that we will do so carefully and sensibly. This notice describes our privacy policy. By visiting Amazon.com,
you are accepting the practices described in this Privacy Notice.

What Personal Information About Customers Does Amazon.com Gather?

The information we learn from customers helps us personalize and continually improve your shopping experience
at Amazon.com. Here are the types of information we gather.

+ Information You Give Us: We receive and store any information you enter on our Web site or give us in
any other way. Click here to see examples of what we collect. You can choose not to provide certain
information, but then you might not be able to take advantage of many of our features. We use the
information that you provide for such purposes as responding to your requests, customizing future
shopping for you, improving our stores, and communicating with you.

+ Automatic Information: We receive and store certain types of information whenever you interact with
us. For example, like many Web sites, we use "cookies," and we obtain certain types of information when
your Web browser accesses Amazon.com. Click here to see examples of the information we receive. A
number of companies offer utilities designed to help you visit Web sites anonymously. Although we will not
be able to provide you with a personalized experience at Amazon.com if we cannot recognize you, we
want you to be aware that these tools exist.

Figura 2.9: Politica de privacidade da loja Amazon.com™

Uma politica de privacidade ndo é apenas uma exigéncia legal, mas também a
unica forma de garantir que uma empresa agird com honestidade e protegerd as
informacdes dos seus clientes. No momento em que existir um padrdo e uma forma
simples de identificac@o dos clientes, as politicas de privacidade serdo mais eficientes.

Uma nova alternativa estd sendo desenvolvida pela World Wide Web
Consortium (W3C) e chamada de Platform for Privacity Preferences (PP3). A PP3 ¢
um protocolo que tem como objetivo principal implementar métodos para definir
politicas de privacidade padronizadas, as quais podem ser compreendidas e processadas
por computadores. Quando um cliente visita um website a PP3 é executada e pergunta
ao cliente quais as informacdes ele deseja compartilhar com o sife, criando assim a
politica de privacidade. Por exemplo, um cliente talvez deseje informar o seu e-mail e
numero do telefone com a promessa de que o site somente utilizara essas informagdes
em suas iteracdes e com a devida permissao.

Algumas empresas estdo propondo selos que garantem que a politica de
privacidade de um website é adequada e cumprida com rigor. A Figura 2.10, apresenta
um destes selos, fornecido pela organizacio TRUSTe”.

> http://www.truste.org/
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NetRaker-Privacy Policy

NetRaker is committed to respecting your privacy.

Overview

Management
NetRaker is a licensee of the TRUSTe Privacy Program. TRUSTe is an

independent, non-profit organization whose mission is to build users'
trust and confidence in the Internet by promoting the use of fair
information practices. Because NetRaker wants to demonstrate our
commitment to your privacy, we have agreed to disclose our
information practices and have our privacy practices reviewed for compliance by
TRUSTe. By displaying the TRUSTe trustmark, NetRaker has agreed to notify you of
what personally identifiable information of yours or third party personally identifiable
information is collected from you through our Web site; the organization collecting the
information; how the information is used; with whom the information may be share;
what choices are available to you regarding collection, use and distribution of the
information; the kind of security procedures that are in place to protect the loss,
misuse or alteration of information under MetRaker's control; and how you can correct
any inaccuracies in the information.

K
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Figura 2.10: Selo da empresa TRUSTe no web site da empresa NetRaker

RESUMO DO CAPITULO:

Neste capitulo apresentou-se o significado de Sistemas de Recomendagdo, bem como, a
diferenca conceitual entre este e os sistemas de recuperacdao de informacao. Buscou-se
definir filtragem baseada em conteddo, filtragem colaborativa e filtragem hibrida e
apresentar alguns exemplos de sistemas que utilizam estas técnicas. Questdes referentes
a privacidade em Sistemas de Recomendacdo também foram apresentadas. Parte do
contetdo deste capitulo encontra-se publicado em [CAZ 2003] e [CAZ 2005d].



3 A RELEVANCIA DA OPINIAO DO RECOMENDADOR

A Internet através de dispositivos de busca oferece acesso facil a uma grande
quantidade de contetddo e informacdes. O problema estd na dificuldade de um usudrio
encontrar informagdes relevantes e confidveis para a realizacdo de seu trabalho.

Existem muitos sites e geralmente as informagdes sdo disponibilizadas por
outros usudrios, sendo assim a questdo seria qual fonte consultar. Possivelmente, a
melhor fonte de consulta serd oferecida pelo usudrio que tiver maior conhecimento ou
relevincia de opinido na drea em que este disponibiliza informacdes. Como exemplo
pode-se citar o caso da enciclopédia eletronica Wikipedia6 (a enciclopédia livre da
Internet), a qual se propde a ser uma enciclopédia aberta onde os usudrios podem
contribuir com seus conhecimentos para criar uma grande base de informagdes
(verbetes) para auxiliar nas consultas de outros usuarios. A idéia é que qualquer verbete
possa ser atualizado por qualquer pessoa que se disponha a contribuir.

O problema neste caso € que o contetido a ser ofertado aos usudrios torna-se
pouco confiavel, pois os especialistas que contribuem acabam sendo igualados aos
amadores/curiosos que também contribuem. Neste caso, considera-se que a relevancia
de opinido ou nivel de conhecimento de quem auxilia no abastecimento da base de
informagdes torna-se fundamental. Esta enciclopédia trabalha com recuperacdo de
informagdo e ndo com recomendagdo, mas caso fosse implementada uma
funcionalidade referente a Sistemas de Recomendacdo, a preocupagdo com a relevancia
da opinido deveria ser redobrada.

Sistemas de Recomendacdo sdo amplamente aplicados em sifes de comércio
eletrbnico para auxiliar os clientes em suas decisdes sobre compras. Conforme [SAR
2000] [HER 2004], itens podem ser recomendados baseando-se nos itens mais vendidos
pelo site, em dados demograficos referentes ao cliente, ou analisando-se o
comportamento passado de compra do cliente. As informacdes sobre o comportamento
podem ser utilizadas na predi¢do de futuras ofertas e possiveis opinides de um cliente
em relacdo ao item ainda ndo consumido por este.

Muitos sites de comércio eletrénico contém um sistema que fornece
recomendacdes tipo “quem comprou o produto X também comprou o produto Y " [HER

6 http://pt.wikipedia.org
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2004] [CAZ 2005d]. Entretanto, uma questio muito importante permanece: qual a
relevincia da opinido desta pessoa que comprou X e depois comprou Y? O quanto esta
pessoa conhece destes produtos para poder recomenda-los ou avalid-los? Qual o peso da
opinido do mesmo no Sistema de Recomenda¢dao? Herlocker [HER 2004] apresenta
preocupacdo semelhante ao comentar que encontrar recomendadores confidveis (nos
quais o recomendado possa depositar confianga) passa a ser uma necessidade em
questdo de Sistemas de Recomendacao.

Quando esta preocupagdo sobre a relevincia de opinides € trazida para o
comércio eletronico de equipamentos de uso mais profissional (por exemplo, maquinas
fotograficas digitais) observa-se que a relevancia da opinido do usudrio em uma area
especifica € muito importante, pois este pode auxiliar um individuo a tomar decisio de
qual equipamento deveria ou ndo adquirir. Deve-se observar que a relevdncia ndo
apresenta relagdo com o quanto o usudrio € bem visto ou ndo pela comunidade em geral.

O site “Digital Camera Product Reviews / Previews” constitui-se em um
exemplo deste tipo de problema sobre relevancia de opinido, pois este apresenta
opinides de usudrios sobre diversos modelos de cameras fotograficas digitais. Estas
opinides possuem como propdsito auxiliar o consumidor no momento de tomar a
decisdo sobre a compra de uma camera ou ndo. O problema neste site € que as opinides
ndo sdo acompanhadas pela relevancia da opinido de cada usudrio que comentou um
produto, entdo em qual comentdrio confiar?

Uma pessoa iniciando na profissdo e desejando adquirir um equipamento
necessita encontrar informacao relevante; a questdo ¢ — como? Aplicando a abordagem
proposta por esta tese, a solucdo surge da combinagdo de Sistema de Recomendacio e a
relevincia da opinido do usudrio. Nesta tese assume-se que usudrios com maior peso de
relevincia de opinido em uma determinada drea de conhecimento teriam melhor
condicdes de avaliar um item de uma determinada area.

Cabe destacar que existem varias pesquisas que procuram trabalhar com
conceitos ligados a confianca (trust) e reputagdo (reputation). Estas pesquisas
concentram seus esforcos na defini¢do de confianga e reputacdo do individuo frente a
percepcao dos demais membros de uma comunidade de usudrios, ou seja, a reputacao
ou o nivel de confianca de um usudrio ndo se refere a algo préprio do individuo mas sim
a algo que lhe € atribuido pela comunidade.

Por exemplo, o trabalho realizado por Wang [WAN 2004] em andlise de redes
P2P (peer-to-peer), no qual o problema refere-se a disponibilizar mais recursos do
sistema aos usudrios com maior reputacdo e mais confidveis, bem como diminuir a a¢do
dos usudrios com baixa reputacio e confianga, € trabalhado frente a opinido (avaliagdo)
dos demais membros da comunidade em relacdo a um usudrio fonte (source), ou seja, a
reputacdo e confianca depende da visdo dos demais em relacdo a este usudrio. Outro
exemplo amplamente conhecido refere-se ao sife de compras e-bay®, onde o usudrio tem

7 http://dpreview.com/reviews/

¥ http:/ebayconnections.com/
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sua reputagdo (representada em uma escala de valores) definida pela opinido dos demais
membros do sistema que tiveram a oportunidade de negociar com um determinado
individuo. Golbeck [GOL 2005] [GOL 2006] apresenta um trabalho focado em
comunidades virtuais baseadas em confianca, sendo esta confianca explicitada pelos
membros da comunidade.

Nesta tese ndo se estd abordando a questiio da reputacdo ou nivel de confianca
de uma comunidade em relagdo a um individuo ou grupo de individuos como foco
principal, mas sim a relevancia da opinido de um dado individuo na elaboracido de uma
recomendacdo. Procurando sintetizar a idéia apresentada nesta tese, pode-se afirmar que
a relevancia da opinido € algo que o individuo possui e ndo serd alterada diretamente
pelas opinides da comunidade, ou seja, ao contrdrio da reputacdo e confianca de um
individuo (exemplo de trabalhos na drea sdo apresentados em [WAN 2004], [GOL
2005], [GOL 2006], [MAS 2004], [ZIE 2004], [MON 2002], [SAB 2002], [AVE 2005]
e [MAS 2004a]) que podem ser alteradas pela opinido da comunidade sobre o individuo,
a relevancia de opinido € inerente ao nivel de conhecimento de alguém na drea em que
atua, nao sofrendo influéncia da opinido dos demais no seu célculo.

Antes de prosseguir existe a necessidade de uma apresentacdo mais formal da
diferenca conceitual entre os termos Autoridade, Confianga, Relevancia e Reputacdo
[FER 96] [LAR 2004]:

- Autoridade: s.f. 1...2..3..4.Mando; 5. Crédito; 6. Competéncia; 7...8. Pessoa
de grande competéncia num assunto.

- Confianca: s.f. 1. Seguranca intima de procedimento; 2. Crédito fé; 3. Boa
fama. Dar confianga a. Depositar confianca em. 1....2.Ter em bom conceito.

- Relevancia: s.f. 1. Qualidade de relevante. 2. ...3. Grande valor, conveniéncia
ou interesse; importdancia.

- Reputacao: s.f. 1... 2.Fama, celebridade e renome.3. Conceito em que uma
pessoa é tida; bom ou mau nome.

O foco desta tese estd em trabalhar a Relevincia ou Autoridade da opinido do
recomendador através de uma andlise automatizada de dados.

3.1 O modelo Mo-DROP

Ao considerar-se um site de comércio eletronico que procura recomendar para um
usudrio um DVD da série de sucesso como “Sex and the city”, talvez a relevincia da
opinido de quem avaliou (pontuou) este DVD ndo seja muito importante.

Supondo que um sistema de recomendagdo verifique que este DVD (“Sex and
the city”) seja de interesse para um usudrio, ao recomendar o mesmo, talvez o usudrio
considere esta recomendacdo e decida comprar o item. Nao se preocupando com quem
avaliou ou opinou sobre o produto. Em outros dominios a preocupagao ¢ diferente.
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Procurando melhor explicar a fundamentacdo da abordagem adotada nesta tese
pode-se imaginar pessoas em posi¢cdes especificas em diferentes carreiras, por exemplo,
advogados, mtusicos e professores. Pessoas em posi¢des de destaque em carreiras
profissionais especificas, usualmente t€m suas opinides muito destacadas no seu meio
profissional, ou seja, a comunidade da qual este profissional faz parte, considera a
opinido destas pessoas muito relevantes (devido a formacdo e atuagdo do profissional na
drea). A comunidade inclusive pode atribuir um nivel de confianga e reputacdo ao
profissional, o que extrapolaria a idéia centrada em somente relevancia de opinido.

Pode-se imaginar o cendrio no qual existe um maestro experiente e de renome
regendo uma orquestra. Esta pessoa estd em uma posi¢do de destaque, e ndo existe
ddvida sobre sua competéncia devido a sua capacidade e conhecimento na drea. Sendo
assim, todos de sua drea de atuacdo concordam que a opinido do mesmo em assuntos
relacionados a esta drea € mais relevante do que a opinido de quem ndo é da mesma drea
ou ndo tem tanta experiéncia. Caso este maestro recomende qualquer contetiido da drea
para alguém, a pessoa que recebe a recomendagdo deverd dar mais importdncia a esta
recomendacéo recebida.

Outro exemplo pode ser observado na drea de pesquisa. Considere um sistema
que pode predizer o interesse de um usudrio em um artigo baseado na opinido de outros
usudrios sobre o mesmo artigo (Sistema de Recomendacdo aplicando a técnica de
filtragem colaborativa). Supondo que os outros usudrios ndo possuam muita experiéncia
ou conhecimento dos artigos desta drea de conhecimento, talvez suas opinides ndo
sejam tdo relevantes para um usudrio alvo, mesmo que estes usudrios avaliem os itens
da mesma maneira que este usudrio alvo (like-minded). Talvez a recomendacdo baseada
em usudrios com maior relevancia de opinido possa ser mais acertada e muito mais
interessante. Em termos gerais, caso o usudrio alvo que receba uma recomendacdo do
Sistema de Recomendacdo tenha conhecimento da relevancia da opinido dos
recomendadores este poderia melhor avaliar as recomendacgdes. Desta forma o usudrio
poderia sentir-se mais estimulado em acessar as recomendacdes, pois poderia confiar
mais na qualidade destas [HER 2004].

Procurando representar a relevincia da opinido dos usudrios que colaboram na
elaboracdo da recomendacdo para usudrios alvo em um Sistema de Recomendacéo foi
proposto o Modelo para Determinacdo da Relevdncia da Opinido do usudrio (Mo-
DROP). Neste modelo é proposta uma métrica denominada Ranqueamento do
Recomendador (RR) [CAZ 2005b].

A idéia da disponibilizac@o deste valor de ranqueamento surge da necessidade de
indicar ao usudrio alvo de um Sistema de Recomendag¢do Colaborativo qual a relevancia
da opinido de quem participou do processo de selecdo e recomendacdo de um item.
Procurando criar uma relagdo para melhor entendimento pode-se citar o conceito do
pagerank [PAG 98] apresentado no site http://www.google.com que procura trabalhar a
relevincia de um determinado link que € recuperado em uma consulta realizada pelo
usudrio.
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3.1.1 A métrica para o Ranqueamento do Recomendador

Os critérios para medir a importancia da opinido do usudrio certamente sdo dependentes
do dominio que estd sendo considerado. Mesmo assim é possivel conceber um modelo
geral baseado em atributos relevantes, cada um normalizado e com importancia (peso)
distinta [CAZ 2005b].

Nesta tese propde-se uma métrica que possibilita medir o grau da relevincia da
opinido de um usudrio, ou seja, permite verificar o quanto esta opinido teria importancia
em um sistema de recomendacdo. A métrica proposta constitui-se em uma escala de
valores que pode ser parametrizada, visando representar numericamente esta relevancia
de opinido.

Estes atributos devem ser selecionados de acordo com o dominio especifico da
aplicagdo para representar a relevancia da opinido do usudrio. Por exemplo, em um site
de comércio eletronico para venda de livros (Bookstore) alguns atributos poderiam ser
destacados para calcular o Ranqueamento do Recomendador (RR) para um usuério, por
exemplo: formacdo, nimero de publicagdes lidas referentes a drea do livro e nimero de
feedbacks fornecido pelo usudrio por ano, sobre publicacdes nesta drea de
conhecimento.

3.1.2 Equacoes

Visando viabilizar o cédlculo do RR de um usudrio, algumas equacdes sdo propostas e
serdo descritas em detalhes a seguir. Primeiramente, supondo que uma série de atributos
do dominio que estd sendo trabalhado tenha sido selecionada e que estes atributos
apresentam diferentes escalas de valores, a Equacdo (6) ¢ utilizada no modelo para
normalizar os valores dos atributos.

an=MinMax(a)= me-l X (newmaxA — newminAd ) + newminA
maxAd —minA

(6)

A Equagdo (6) realiza uma transformacao linear nos dados originais. Assumindo
que minA e maxA sdo os valores minimos e miximos de um atributo. A normalizacdo
Min-Max procura mapear um valor a de A para um valor an na escala [newminA,
newmaxA]. Conforme o autor Han [HAN 2001], esta normalizagdo € essencial para
manter a consisténcia de escalas entre todos os atributos.

Como exemplificacdo, pode-se supor que dois atributos tenham sido
selecionados para definir a relevincia da opinido do usudrio, o atributo Al apresenta
valores entre [50-100], e o A2 apresenta valores entre [5-10]. Supondo que a escala de
representacio desejada esteja entre [0-10]:

Al= MinMax(73) = ((73-50)/(100-50))x(10-0)= 4,6
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A2= MinMax(7) = ((7-5)/(10-5))x(10-0)= 4,0

Observa-se que desta forma dois atributos com escalas distintas foram
convertidos para uma escala desejada entre [0-10].

n
Z an % p, o

RR, =11

area H
2, P

i=]

A Equacdo (7) € utilizada para calcular o Ranqueamento do Recomendador
(RR), e representa a média aritmética ponderada dos atributos (an;, anp,..., ang)
selecionados para o célculo (atributos dependentes do dominio). Esta equagdo converte
toda a informacdo em um udnico valor quantitativo dentro de uma escala especifica.
Representa a relevincia geral da opinido do usudrio em uma determinada area de
conhecimento do dominio (determinada area em que o Sistema de Recomendagdo pode
recomendar itens). Por exemplo, supondo unicamente os dois atributos Al e A2
utilizados no exemplo anterior com pesos 4,0 e 6,0 respectivamente, o valor de
Ranqueamento do Recomendador (em uma escala de [0-10]) para a area especifica do
Sistema de Recomendacio sera:

RR=(4,6x4+4,0x6)/(4+6)= 4,24

Observa-se que dependendo da regra estabelecida para interpretagcdo dos valores,
poder-se-ia considerar que uma relevancia de opinido de 4,24 seria referente a uma
baixa relevancia, dentro de uma escala de [0-10]. Este Ranqueamento do Recomendador
(RR) também ¢ designado nesta tese por RRy e, , n0s casos em que o dominio apresentar
segmentacdo em diferentes dreas de interesse.

m

Z Rmeuf
i=1

m

RR (8)

total —

A equacdo (8) calcula o que se denominou de Ranqueamento Total do
Recomendador (RR.1). Este valor constitui-se em uma média aritmética entre todos os
RR,ea do usudrio em questio e que sejam superiores a um determinado limite
estabelecido (valor a partir do qual assume-se que o usudrio apresenta relevancia de
opinido, exemplo 5,0 em uma escala de [0-10]).
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Esta equacdo € aplicdvel em situa¢des de dominios segmentados, ou seja, onde o
usudrio pode ter um peso de opinido diferente por drea de interesse dentro de um
Sistema de Recomendacdo. Esta métrica representa o quanto a opinido do usudrio é
relevante para todas as dreas que ele apresenta interesse.

Por exemplo, um dominio amplo pode ser subdividido em algumas &4reas de
interesse, onde um usudrio pode apresentar diferente nivel de conhecimento e
experiéncia em cada uma. Por exemplo, se forem consideradas duas areas especificas de
interesse de um usudrio: “redes neurais” e “sistemas multiagentes”’, 0 RR,., para cada
area especifica de interesse serd calculado usando a Equacgdo 2, e um RRq , aplicando
a Equacgdo (8). Supondo que o usudrio apresente RR,., = 6,0 para a drea de “redes
neurais” € RRye, = 7,0 para a drea de “sistemas multiagentes”, o seu RRyq  serd:

RRiw  =(6,0+7,0)/2= 6,5

3.1.3 Exemplo de Aplicacao

Objetivando apresentar uma aplicagdo pratica do modelo proposto (Mo-DROP) este foi
aplicado em um caso hipotético de uma livraria (livraria disponivel na Internet e na qual
os usudrios apresentam seus perfis cadastrados). O modelo para representar a relevancia
da opinido do usudrio pode ser aplicado a qualquer escala de valores (sendo
parametrizdvel). Neste exemplo o modelo foi aplicado em uma escala de [0-10], onde 0
significa a menor relevancia de opinido possivel e 10 representa a mais alta relevancia
de opinido.

3.1.3.1 Dominio e Atributos

O dominio do exemplo que estd sendo descrito refere-se a uma Livraria hipotética
disponibilizada na Internet, onde é possivel encontrar livros sobre ciéncia da
computacio em diversas dreas de interesse dentro deste dominio (exemplo, Area 1=
“Aprendizagem de Méquina”, Area 2= “Mineracio de Dados” e Area 3= “Modelagem
de Perfil de Usudrios”). Os atributos selecionados para calcular o Ranqueamento do
Recomendador (RR) visando representar a relevancia da opinido no exemplo sdo
descritos na Tabela 3.1 e Tabela 3.2.

Tabela 3.1: Atributos qualitativos dos usudrios

Atributos / Acrébnimo Valores

Formacdo / FO Para cada valor de FO foi atribuido
um peso especifico em uma escala
de [0-10]:

- Ndo graduado= 0;
- Graduando = 1;

- Graduado = 2;

- Especialista = 3;

- Mestrando = 4;

- Mestre = 5;

- Doutorando = 6;

- Doutor =9;

- Pés-doutor =10.
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Atributos / Acronimo Valores

Areas de Interesse /Al Esta lista constitui-se em uma
listagem das dreas de interesse
cadastradas na livraria.

Tabela 3.2: Atributos quantitativos dos usudrios

Atributos / Acréonimo Valores

Feedback pontuacgao /FP Este valor é medido em
unidades FP.

Feedback explicito (texto)/ FE Este valor é medido em
unidades FE.

Livros acessados / LA Este valor é medido em
unidades LA.

Livros lidos/ LL Este valor é medido em
unidades LL.

Todas as métricas quantitativas (FP, FE, LA e LL) apresentam valores
disponiveis na base de dados sintética da Livraria em questdo, e estes foram
normalizados para uma escala especifica de valores. A Equacédo (6) foi aplicada no
processo de normalizacdo dos valores, e o valor maximo definido para cada atributo foi
obtido através de uma base de dados sintética gerada randomicamente e unicamente
para esta exemplificagc@o e que se compde de 50 registros de clientes hipotéticos.

O valor minimo definido para cada atributo foi igual a 0 e maximo igual a 10.
Todos os atributos analisados apresentavam diferentes escalas de valores (por exemplo,
de acordo com a base de dados sintética, 0 nimero maximo de livros acessados em um
ano foi igual a 100, mas o nimero maximo de livros lidos foi igual a 40).

Quando foi aplicada a Equacdo (7) para calcular o Ranqueamento do
Recomendador, os pesos empiricos atribuidos aos atributos foram: FO = 2,0; FP= 3,0;
FE=2,0; LL=2,0; e LA= 1,0 (atributos descritos anteriormente nas tabelas 3.1 e 3.2).

3.2 Aplicando o Mo-DROP

A tabela 3.3 apresenta as métricas (atributos) e valores respectivos extraidos do banco
de dados referentes a dez usudrios hipotéticos, entretanto, os atributos ndo se encontram
normalizados.

Neste exemplo, objetivando ilustrar a aplicacdo do modelo proposto foram
disponibilizados apenas 10 usudrios. Na linha 1 da tabela 3.3, apresenta-se um usudrio
que ¢é doutor; apresentou alguns feedbacks sobre livros em uma drea especifica;
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apresentou alguns feedbacks textuais; leu alguns livros e somente acessou alguns livros
no site de comércio eletronico da livraria.

A pergunta ¢ — Qual a relevancia da opinido deste usudrio para a drea de
interesse do mesmo dentro de um sistema de recomendacdo que aplique o modelo Mo-
DROP?

Tabela 3.3: Valores ndo normalizados dos atributos
Atributos

Usudrio| FO FP FE LL LA

Ul 9 11 1 19 11
U2 9 21 8 22 32
U3 9 34 5 36 65
U4 10 13 8 25 34
Us 6 24 0 16 4
U6 9 3 0 11 31
U7 4 21 1 30 3
U8 9 34 3 34 34
U9 10 11 12 40 100
Ul10 9 14 2 24 63

A tabela 3.4 apresenta todos os atributos normalizados apés a aplicacdo da
Equacdo (6). Pode-se observar que todos os atributos foram colocados na escala
desejada [0-10]. O atributo FO permaneceu com os mesmos valores, uma vez que ja se
encontrava na faixa desejada.

Tabela 3.4: Atributos normalizados para o calculo do RR

Atributos

Usuario

ey
o

3

FE

=
-

-
>

Ul

U2

U3

—_—

[S—

U4

U5

U6

U7

U8

—_—

U9

[S—

—_—

—_—

—_—

U10

O (O[O | |O|NO|\O|\O|\©

A WO O W|O|(N|W

N O|W|—= (OO~ —

BHO|IR(Q[(O(N N[O [W

N[O W O|W|O|W AN |W|—

Finalmente, foi calculado o RRg., aplicando a Equacdo (7) para todos os
atributos selecionados e usando os respectivos pesos. A tabela 3.5 apresenta o valor

calculado para cada usudrio.
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A interpretacdo final dos valores obtidos mostra que a opinido dos usudrios U3 e
U9 s@o as mais relevantes entre os usudrios interessados nesta drea de interesse do
Sistema de Recomendacdo da Livraria. Neste exemplo, foi apresentado o célculo do
RR,e, por usudrio em uma drea especifica de interesse (exemplo, “mineracdo de
dados”), mas o mesmo célculo pode ser realizado para cada 4rea de interesse do usudrio.

Os resultados dos experimentos sugerem que o modelo é flexivel e pode ser
facilmente aplicado para dominios distintos, uma vez que os atributos e seus pesos sao
parametrizaveis.

Tabela 3.5: Resultados do Ranqueamento do Recomendador

Usuario RRrea
Ul
U2
U3
U4
Us
U6
u7
U8
U9
U10

98]

N (|||

O beneficio esperado pela aplicacdo deste modelo é que o mesmo possa auxiliar
na representacdo da relevincia da opinido do usudrio que participa da geracdo de uma
recomendacdo para um usudrio alvo, e desta forma espera-se estar oferecendo uma
informacdo que venha a facilitar a escolha do usudrio sobre o “consumo” do item
recomendado. Um exemplo completo da aplicacdo deste modelo na modelagem da
relevincia de opinides de pesquisadores utilizando como fonte os curriculos dos
mesmos ¢ apresentado na Subse¢do 6.1.2 desta tese.

3.3 Utilizando a métrica em recomendacao colaborativa

Uma vez proposta e definida a métrica de Ranqueamento do Recomendador houve a
necessidade da inclusdo desta métrica no processo de recomendagdo por filtragem
colaborativa, uma vez que se desejava dar mais valor as avaliagdes de pesquisadores
com maior relevancia de opinido na drea do item a ser recomendado. Desta forma a
equacdo (5) apresentada na Subsecdo 2.4.2, que se constitui na equacgdo cldssica para
predicdo de item a ser recomendado foi adaptada para a utilizagdo da métrica proposta
neste capitulo.
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A equacdo (9) apresenta o resultado da adaptacdo da equagdo cldssica e
constitui-se na equacdo aplicada para a recomendagdo colaborativa nesta tese. Nesta
equagdo foi incluida a relevincia da opinido do recomendador ou recomendadores
resultantes da aplicacio do Coeficiente de Pearson (equacdo (4)). Para cada
recomendador selecionado como like-minded é selecionado o seu RR para a area a qual
o item a ser recomendado pertence. Para que o valor do RR ndo provocasse distor¢ao do
valor final de avaliagdo, este valor que esta na exemplificacdo em uma escala entre [0-
10] (lembrando que o valor é parametrizavel) € convertido para um valor entre [0-1]
visando ndo causar distor¢do na escala de avaliacdo do item que é entre [1-5]. Sendo
assim o pesquisador X (que apresenta gostos semelhantes ao pesquisador Z, alvo da
recomendacdo) estd contribuindo com suas avaliagcdes (ratings) do item I para que o
Sistema de Recomendacio decida se este item seria de interesse do pesquisador Z. Este
pesquisador X apresenta um RR,., para a drea do item a ser recomendado igual a 7, na
equacdo (9) este valor de RR,, areq(i) (relevancia da opinido do recomendador u na drea em
que o artigo i se encontra classificado) serd igual a 0,7 na equacio.

Z (Frx,i_rn)*Wa,z{*RRu,area(f)
— U=
Py i=F, - )

RESUMO DO CAPITULO:

Neste capitulo foi apresentado um modelo que permite modelar a relevancia da opinido
do usudrio. Este modelo denominado de Modelo para Determinacdo da Relevancia da
Opinido (Mo-DROP) do usudrio propde-se a ser de aplicacdo genérica, ou seja,
independente de drea de conhecimento. A importancia deste modelo nesta tese refere-se
ao entendimento assumido de que em Sistemas de Recomendag¢ado colaborativos faz-se
necessdrio saber a relevincia da opinido dos usudrios que contribuiram com a
elaboracdo da recomendacdo. Este modelo foi publicado em [CAZ 2005b] [MIL 2005],
e a nova equacdo proposta foi publicada em [SIL 2005].



4 PREDIZENDO INTERESSES DOS USUARIOS

Os Sistemas de Recomendag@o (principalmente os colaborativos) apresentam algumas
limitacdes (Secdo 2.6), como por exemplo, o problema do novo usudrio [KON 97] e a
superespecializacdo do usudrio [BAL 97]. O primeiro problema ou limitagdo ocorre
quando um novo usudrio comega a utilizar o Sistema de Recomendacio e o sistema ndo
dispde de muita informacdo a respeito deste usudrio. O desafio estd em como
recomendar itens sem possuir informagdo suficiente sobre este usudrio. Quais itens
deveriam ser recomendados? Em que 4reas ou categorias este usudrio estaria
interessado?

Outra limitagdo bastante citada na literatura refere-se ao fato dos Sistemas de
Recomendagdo fornecerem recomendagdes somente baseando-se no perfil do usudrio.
Desta forma, os usudrios ndo possuem a chance de explorar novos itens, que nao sejam
similares aos itens incluidos em seu perfil, isto €, o sistema ndo recomenda itens fora do
dominio de atuacdo do usudrio. Esta situa¢do pode criar um descontentamento no
usudrio, uma vez que os interesses dos usudrios tendem a se modificar e se aperfeigoar
com o tempo [BAL 97]. Este problema torna-se mais perceptivel em Sistemas de
Recomendagdo baseado em conteido, onde a busca de novo item baseia-se na
similaridade de contetdos entre itens ja consumidos com satisfagcdo e novos itens.

Por exemplo, poder-se-ia imaginar um usudrio pesquisador que estaria
interessado em artigos relacionados com o assunto “mineragdo de dados”, porém este
assunto poderia estar relacionado com outras dreas, como “aprendizagem de maquina” e
este pesquisador pode ndo estar muito atento a esta relacdo. Alguns pesquisadores com
grande experiéncia e com relevincia de opinido poderiam indicar este relacionamento
entre as dreas de “mineragdo de dados” e “aprendizagem de maquina”.

A questdo maior € a de que um pesquisador pode estar interessado em uma drea
de conhecimento, e, por uma série de motivos, pode desconhecer a ligacdo desta drea
com outras dreas de conhecimento complementares. Baseando-se na experi€ncia de
outros pesquisadores, com relevancia de opinido, este conhecimento sobre as liga¢des
entre dreas de conhecimento, poderiam emergir e poderiam ser oferecidas para este
pesquisador que desconhece estas ligagdes, de forma a poupar trabalho ao mesmo.

Para extrair e predizer estes relacionamentos entre dreas de interesse e predizer
quais usudrios poderiam ser favorecidos por este conhecimento, foi proposta nesta tese
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de doutorado um framework que aplica informag¢des provenientes do perfil dos usudrios
de um Sistema de Recomendag@o, para propiciar a geragdo de predigdo.

Uma forma de realizar esta extracdo constitui-se na aplicacdo de técnicas e
ferramentas de minerag¢do de dados sobre as colecdes de dados. Uma das defini¢des de
Descoberta de Conhecimento em Banco de Dados - DCBD (do inglés Knowledge
Discovery in Databases - KDD) encontrada na bibliografia é a que segue:

“DCBD constitui-se em um processo de extracdo ndo trivial de informagoes
potencialmente liteis, as quais ndo sdo previamente conhecidas e encontram-se
implicitas em grandes cole¢des de dados” [FAY 96].

O processo de DCBD foi proposto por volta de 1989, e apresenta o conjunto de
etapas necessdrias para produzir conhecimentos a partir de dados de um banco de dados,
e a mineracdo de dados constitui-se na etapa da transformagdo dos dados em
informacgao.

Quando se trabalha com Sistemas de Recomendacgéo na Internet, a mineragéo de
dados torna-se um recurso indispensavel para a descoberta de relagdes entre itens, entre
usuarios e entre itens e usuarios [HER 2004].

A utilizacdo do DCBD esta relacionada com diversos dominios de aplicacdes,
como por exemplo: andlises corporativas, medicina, biologia, mercado, etc [APT 2002]
[SMY 2002]. Diversas tarefas de DCBD podem ser aplicadas dependendo do dominio
da aplicacdo e do interesse do usudrio final. De modo geral, cada fun¢do de DCBD
extrai um tipo diferente de conhecimento do banco de dados [BER 2000] [TWO 99].

Nesta tese aplicou-se a tarefa de mineracido de dados denominada de Regras de
Associagcao [AGR 93] para derivar regras a partir da base de dados de perfil de usudrios.
A aplicacdo desta tarefa de minerag@o e ndo outra como Classificacdo ou Agrupamento
[HAN 2001], deve-se a necessidade de relacionar itens de uma forma de facil
interpretacdo e que permita identificar a relacdo de causalidade entre estes itens [TAN
2000].

Normalmente, a mineracdo de regras de associagdo apresenta dois problemas
principais conforme [TAN 2000]:

1. Um nimero muito grande de regras é gerado dificultando, desta forma, a
selecdo das mesmas;

2. Ndo sdo todas as regras geradas que se apresentam como interessantes na
etapa de pds-processamento.

Se o usudrio estd procurando por informagdes ou se o mesmo esta explorando
uma nova drea, seria uma boa estratégia perguntar a alguns colegas ou outros
especialistas por suas recomendacdes (word of mouth [SHA 95]). Caso o usudrio confie
nestes colegas e se os mesmos apresentarem um bom conhecimento (existindo uma
forma de avaliar a confianca ou conhecimento) sobre o problema que estd sendo
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estudado entdo o usudrio teria uma boa chance de obter informacdo relevante e de
grande qualidade. Nesta tese a abordagem diferencia-se dos demais Sistemas de
Recomendagdo, pois se leva em consideracdo a relevancia da opinido do usudrio na
selecdo das regras que poderiam ser mais interessantes. Para especificar se uma regra é
aceitdvel ou ndo, se aplica a métrica denominada Ranqueamento do Recomendador
(descrita em detalhes no Capitulo 3).

No framework proposto neste capitulo sdo aplicadas regras de associacdo e
agentes de software para permitir a descoberta de novas regras para indicar novos
relacionamentos entre areas de interesse para os usudrios. Na figura 4.1 é apresentado
um esquema macro da proposta para a descoberta de novas relagdes entre dreas de
interesse.

3
Perfis
Regras
Transactes
Algoritmo para
extracao de threshold |
Regras de |—:> |—> Regran.
Associacdo
If (a;) and (a,)
then (a,)

Figura 4.1: Visdo macro da descoberta de relacdes entre dreas

Na figura 4.1 pode-se observar o pré-processamento de dados provenientes de
transacdes da base de dados de perfis dos usudrios (usudrios x areas de interesse) e a
submissdo da matriz resultante a um algoritmo para extra¢do de regras de associacdo.
Na seqiiéncia ocorre a selecdo de regras para abastecerem a base de dados de Regras a
serem aplicadas nos respectivos usudrios. Maiores detalhes na subsecdo 4.2.1.

4.1 Regras de Associacao

O problema referente a mineragdo de regras de associagdo foi introduzido por Agrawal
[AGR 93].

Neste tipo de tarefa cada tupla da base de dados consiste em um conjunto de
atributos denominados itens. Cada tupla corresponde a uma transagdo, e um item pode
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assumir um valor verdadeiro ou falso (bindrio). Uma regra de associag¢@o constitui-se
em um relacionamento X = Y, onde X e Y sdo conjuntos de itens e a intersec¢do entre
0s mesmos constitui-se em um conjunto vazio.

Cada regra de associagdo € associada a um fator de suporte (FSup), e a um fator
de confianca (FConf). O FSup constitui-se na razdo do nimero de tuplas que satisfazem
X e Y, sobre o nimero total de tuplas (FSup =1 X U Y | /N). O FConf constitui-se na
razdo do nimero de tuplas que satisfazem X e Y sobre o numero de tuplas que
satisfazem X (FConf = | X U Y | /IX]) [CAB 97] [AGR 93].

A tarefa de extracdo de regras a partir de um banco de dados consiste em
encontrar todas as regras possiveis com FSup e FConf maiores ou iguais a um valor de
FSup e FConf especificado pelo usudrio.

Definicdo Formal

Formalmente, regras de associacdo sdao definidas da seguinte maneira [REZ
2005], seja D uma base de dados composta por um conjunto de itens A={ayj,ay,...,an}
ordenados e por um conjunto de transagdes T = {t,,1,...,t,}, na qual cada transacdo ti €
T é composta por um conjunto de itens tal que ¢, < A.

A regra de associacdo é uma implicacdo na forma LHS=RHS, em que LHSC A,
RHS c A e LHS N RHS=&. A regra LHS=RHS ocorre no conjunto de transagcdes T
com confianca conf se em conf% das transagdes de 7 em que ocorre LHS ocorre
também RHS. A regra LHS= RHS ocorre no conjunto de transacdes T com suporte sup
se em sup% das transag¢es em D ocorre LHS U RHS.

O problema de descobrir todas as regras de associag@o a partir de um conjunto
de transacdes T consiste na geracdo de regras que tenham um suporte € uma confianca
superiores a um dado limite. Estas regras sdo denominadas pelos autores de regras
fortes. Neste trabalho aplicam-se métricas de suporte e de confianca, devido a primeira
refletir a importancia da regra e a segunda a confiabilidade de predi¢do realizada
utilizando a mesma.

Por exemplo, uma regra denominada R1 apresenta o seguinte conhecimento
descoberto, R1: Al= “Mineracdo de dados” = A2= “Aprendizagem de mdaquina”,
sugere que de acordo com as transacdes em nossa base de dados, a maioria dos
pesquisadores que estdo interessados em artigos relacionados com a drea de interesse
Al1=" Mineragdo de dados”, também apresentam a tendéncia de estarem interessados
em artigos relacionados com a drea de interesse A2= “Aprendizagem de maquina”. Se
esta regra for considerada itil, conforme critérios previamente especificados, entdo
poderad ser aplicada como conhecimento novo para predizer o interesse dos usudrios.
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4.2 Um framework para predizer o interesse dos usuarios (F-UIP)

Nesta secdo € descrito em detalhes o framework (F-UIP) proposto, e implementado para
permitir a descoberta de conhecimento novo, e a utilizagdo do mesmo para predizer
interesses de usudrios. O F-UIP inclui a relevancia da opinido dos usudrios na selecio
final das regras de associacgdo, tendo sido publicado na sua integra em [CAZ 2005c]. A
proposta da criagdo deste framework surgiu da necessidade de criar novas
recomendacdes que viessem a prover os usudrios alvos com recomendagdes
inesperadas, que procurem propiciar a identificacdo da evolucdo dos interesses dos
usudrios e aprimoramento do perfil dos usudrios do sistema de recomendacdo. A Figura

4.2 apresenta uma visdo macro deste framework (F-UIP).

Usuarios
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Conjunto de regras
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p O antecedente (LHS) ¢
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cada regra descoberta

1 . - . A |
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Conjunto de regras
com suporte- s% .
confianga- ¢%

¢ Media(RRTotal)>=G
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L o -
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Acesso ao BD

A

Verificar regras

S

Acesso ao BD

-

ndo aplicadas

Conjunto de

regras
selecionadas,

-

Aplicar regras

Y

Identificar usuarios
que casam com o LHS

a0s usuarios -t
selecionados

e com a negagdo do
RHS da regra.

Figura 4.2: Framework para predizer o interesse dos usudrios

O F-UIP encontra-se dividido em trés fases descritas a seguir.

4.2.1 Fase I — Mineracao de dados

Nesta fase, o framework utiliza informacdes provenientes da base de dados de perfil de
usudrios do Sistema de Recomendagdo. Nesta base de dados é possivel encontrar
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algumas informagdes ditas de cardter demografico [PAZ 99] e informacdes sobre cada
area de interesse do usudrio.

Pode-se citar, por exemplo, um usudrio que estd interessado nas dreas de
“aprendizagem de maquina” e “mineracdo de dados”, o valor da métrica de relevancia
da opinido do usudrio para cada uma destas areas de interesse (Ranqueamento do
Recomendador por drea conforme explicado no Capitulo 3 — RR,,), € a média de
todos 0os RR,e, deste usudrio com valor superior a um limite estabelecido
(Ranqueamento Total do Recomendador— RRq,))-

Com o objetivo de descobrir conhecimento novo entre as diversas dreas de
interesse (conhecimento este representado por regras), utiliza-se de uma base de dados
de perfis de usudrios, dados sobre dreas de interesse e o valor do Ranqueamento do
Recomendador (RR,.,). Primeiramente, estes dados sdo extraidos e transformados em
uma matriz bidimensional de dreas de interesse por usudrios. Nesta matriz, as colunas
representam a totalidade de dreas de interesse disponiveis em um Sistema de
Recomendacgdo, conforme a tabela 4.1. Nesta matriz cada transacdo representa um
usudrio registrado no sistema (linhas da matriz), e as colunas sio as dreas de interesse
disponiveis no sistema. Na matriz as transagdes sdo representadas usando valores
bindrios (o valor 1 significa que o usudrio possui interesse na respectiva drea; 0 significa
auséncia de interesse na respectiva drea). Na tabela 4.1, por exemplo, o usudrio U6 estd
interessado em receber recomendagdes referentes a artigos cientificos das dreas de
interesse A2, A3 e A5, mas apresenta auséncia de interesse nas dreas de interesse Al e
A4.

Tabela 4.1: Usuario e areas de interesse

Usudrios Areas de Interesse
Al A2 A3 A4 A5

Ul 1 1 1 0 0
U2 0 1 0 0 1
U3 1 0 1 1 1
U4 1 1 1 1 0
uUs 1 0 1 1 1
[8[¢) 0 1 1 0 1
u7 0 0 0 1 1
U8 0 1 1 1 0
U9 1 1 0 1 1
U10 1 0 1 1 1

Apds esta matriz ter sido completada com as informacgdes provenientes da base
de dados, o contetido da mesma é submetido a um algoritmo de Regras de Associacao.
Na fase I, para decidir quais sdo as regras que irdo participar da fase seguinte do
framework (fase 1), sdo aplicadas métricas de suporte e confianga. Tan e Kumar [TAN
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2000] apresentam uma ampla discussio sobre as métricas para mensuragdo de qualidade
de regras de associagdo.

4.2.2 Fase II - Filtrando regras de associacio a partir da relevancia da opinido do
usuario

Nesta fase, procura-se encontrar na base de dados todos os usudrios que casam com
cada uma das regras encontradas e selecionadas na Fase 1. Por exemplo, caso a seguinte
regra — R1: A1 = A2 — seja encontrada, significando que A2 (4rea 2) serd uma érea de
interesse do usudrio caso Al (4area 1) tenha sido apontada como area de interesse no
perfil deste usudrio, serd necessario encontrar todos os usudrios da base de dados de
perfis de usudrios que casam com esta regra, ou seja, que se interessam por Al e A2.

A razdo para esta busca € identificar a relevancia da opinido dos usudrios que
casam com a regra. Métricas cldssicas como suporte e confianga podem mostrar que
esta regra € interessante baseando-se nas transag¢des, mas ndo se baseiam na relevancia
da opinido do usudrio para selecionar as regras. Nesta tese verificou-se a necessidade de
incluir mais esta métrica para garantir que o peso da opinido dos individuos fosse levado
em consideracdo no momento da sele¢do das regras descobertas.

Calcula-se uma média aritmética entre os Ranqueamentos Totais dos
Recomendadores que casam com a regra (RRy, de cada usudrio — calculado sobre as
dreas cobertas pela regra). Caso a média do RR for >= o a regra € considerada
relevante, caso contrario é descartada. o € um paradmetro parametrizavel.

Para filtrar as regras resultantes da Fase II foi construida uma matriz onde cada
linha corresponde a um usudrio na base de dados de perfis do Sistema de
Recomendac@o e as colunas representam cada regra descoberta na Fase I (com excegdo
da primeira coluna que representa o usudrio). A relacdo entre usudrios e regras € entio
apresentada na forma bindria, conforme apresentado na tabela 4.2. Cada regra pode ser
tratada como uma variavel bindria, significando que, caso a regra em questdo case com
o usudrio entdo o valor serd 1; caso contrario o valor serd (. Por exemplo, as regras R1,
R2, R6 e R7 da tabela 4.2 casam com as areas de interesse do Usuario 1 (U1).

Tabela 4.2: Regras e Ranqueamento do Recomendador

Usuadrios Regras

R1 R2 R3 R4 | R5| R6 | R7 | R8 | R9 | R10
Ul 1 1 0 0 0 1 1 0 0 0
U2 0 1 0 1 1 1 1 0 0 0
U3 0 1 1 1 1 1 0 1 1 1
U4 1 1 1 0 0 1 1 1 0 1
U5 0 1 1 1 1 0 1 1 0 1
[8[) 0 1 0 1 1 0 1 1 0 0
U7 0 0 1 1 1 0 0 1 0 0
U8 0 1 1 0 0 1 1 0 1 0
U9 1 0 1 1 0 1 1 0 1 1
Ul10 0 1 1 1 1 1 0 0 0 1
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Por exemplo, a regra — R1: A1 = A2, casou com os usudrios Ul, U4 e U9, e se
estes usudrios apresentam um RR, para estas areas (Al e A2) igual a 7,5; 8,0; 8,5;
sendo assim a regra foi selecionada pois a média dos RRgpis dos trés € igual a 8,0, ou
seja, esta serd aplicada na fase III, se for considerado o = 7,0 , por exemplo.

4.2.3 Fase III — Selecionando usuarios para aplicar o conhecimento novo

Esta fase faz uso direto do contetido produzido pela Fase II. A idéia é que exista uma
base de dados para preservar as regras usadas no passado, e esta base € utilizada para
verificar se alguma das regras descobertas ja foi aplicada anteriormente, visando nio
perder tempo com a mesma regra ji aplicada antes. Caso a regra ja tenha sido utilizada
anteriormente, esta ndo serd aplicada nos usudrios (pois ja foi utilizada) e ndo serd
incluida na base de novas regras (para ndo gerar duplicagdes de regras).

A proxima agdo constitui-se em verificar quais usudrios casam com a pré-
condicdo da regra (LHS) e ndo casam com a pds-condicdo da regra (RHS). A razdo
desta selecdo ¢é identificar usudrios que tenham declarado interesse em &dreas que
constam no LHS da regra, mas ndo tenham declarado interesse nas dreas constantes no
RHS da regra.

Uma vez que se tenha identificado todos os usudrios que atendam a esta
condicdo, o sistema ird predizer novas dreas para os usudrios selecionados. Apds estes
usudrios terem sido identificados, seus perfis serdo atualizados de forma tempordria.
Esta acdo € feita visando permitir obter certeza do interesse do usudrio pela nova area
identificada. Como se esta trabalhando com Sistemas de Recomendacio, necessita-se ter
certeza que este usudrio tem real interesse na nova area e esta certeza vird através do
feedback do usudrio.

Supondo que o sistema tenha predito que de acordo com a regra R9, o usudrio
U1 poderia ter interesse na drea A2, serdo recomendados itens relacionados a esta drea
de interesse para este usudrio. Para verificar o real interesse do usudrio e se o perfil do
mesmo deveria ser atualizado definitivamente, incluindo esta nova area, o sistema
aguarda o feedback do usudrio aos itens recomendados. Caso o feedback seja positivo, o
perfil serd atualizado.

4.3 Algoritmo para prediciao de interesses

Nesta secdo é descrito o algoritmo para descrever o processo de descoberta de regras
(figura 4.3). A entrada para este algoritmo consiste de uma lista com todas as regras
descobertas (RegrasD) durante a Fase I do framework, o perfil dos usudrios e, da base
de dados de regras, um conjunto de regras previamente descoberto (RegrasBR). A saida
consiste em uma lista de regras selecionadas (RegrasS) para serem aplicadas, e os perfis
dos usudrios temporariamente atualizados. Todas as regras descobertas durante a Fase 1
(RegrasD) sao consideradas.
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No primeiro passo (1), o algoritmo procura descobrir todos os usudrios que
casam com o LHS e RHS da regra. Com o objetivo de atender este, cada regra
descoberta em RegrasD é comparada com as dreas que cada usudrio disse ter interesse.
Todos os valores dos RRy, (para as dreas da regra em questdo) dos usudrios que
casaram com as dreas da regra sdo acumulados na varidvel RR. Caso a média deste RR
seja igual ou maior do que um determinado limite (exemplo, 7,0), entdo esta regra é
selecionada como uma possivel regra de interesse.

No passo (2), o sistema verifica se cada regra pré-selecionada é realmente nova,
ou seja, ndo e um conhecimento ja obtido anteriormente. Buscando analisar a condicdo
de novidade da regra (novelty), o banco de dados de regras é verificado. Caso a regra
realmente seja uma novidade, entdo esta serd selecionada como uma regra final para ser
usada na predi¢do de areas de interesse dos usudrios.

Finalmente, no passo (3), as regras finalistas sdo casadas com os usudrios. Neste
momento sdo avaliados quais usudrios casam com o LHS da regra e com a negac¢io do
RHS da regra. Os usudrios selecionados poderdo receber (e avaliar) as recomendagdes
de itens relacionados com o RHS da regra.

Deve-se observar que o algoritmo aqui apresentado estd na forma inicialmente
proposta, ndo havendo preocupacdo com a otimizacdo do mesmo. O trabalho de
otimizag@o e melhoria constitui-se em trabalho futuro.

Entradas:
- Limiar de aceitagdo da regra (0);
- Conjunto de regras descobertas na Fase I (RegrasD);
- Perfil dos Usudrios com suas dreas de interesse e ID (Up);
- Conjunto de Regras da Base de Regras (RegrasBR).
Saidas:
- Conjunto de regras selecionadas na Fase III (RegrasS);
- Perfil dos Usudrios atualizados temporariamente nas areas de interesse (Upu).

Inicio

Inteiros: rr=0,k=0,1=0;m=0,n=0;
(1) Para cada regra,, < RegrasD faca
Para cada usuario, < Up faca
Se ((Buscar_Areas(RegrasD[m].antecedente, Up[n].areas)=True) *
(Buscar_Areas(RegrasD[m].consequente, Up[n].areas)=True))
entdo
rr < 1t + Calcular_RRtotal_Regra(RegrasD[m], Up[n]);
Final Se
k=k+1;
Final faca
Se (Media(rr, k) > 0)
entao
RegrasTempli] < RegrasD[m];
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1=1+1;
Final Se
k =0;
r = 0;
Final faca
m=0;
(2) Para cada regra,, < RegrasTemp faca
Para cada regra, c RegrasBR facga
Se (Buscar_Regra(RegrasTemp[m], RegrasBR[n])# True)
entao
RegrasS[k] «-RegrasTemp[m];
k=k+1;
Final Se
Final faca
Final faca
m=0;n=0k=0;
(3) Para cada regra,,, < RegrasS faca
Para cada usuario, < Up faca
Se ((Buscar_Areas(RegrasS[m].antecedente, Up[n].areas)=True) *
(Buscar_Areas(—RegrasS[m].consequente, Up[n].areas)=True))
entiao
Upu[k].id <« Up[n].id;
Upulk].areas «— RegrasS[m].consequente;
k =k +1;
Final Se
Final faca
Final faca
Fim

Figura 4.3: Algoritmo de predi¢@o de possiveis interesses dos usudrios

Um exemplo completo da aplicagc@o deste framework é apresentado na Subse¢ao
6.1.5 desta tese.

RESUMO DO CAPITULO:

Neste capitulo foi apresentado um framework constituido por trés fases e baseado em
mineracdo de regras de associagdo e no Ranqueamento do Recomendador. Este
framework denominado de Framework para Predizer o Interesse de Usudrios (F-UIP)
propde-se a auxiliar na descoberta de regras que permitam associar dreas de interesse
baseado no peso da opinido dos usudrios da comunidade de um Sistema de
Recomendacgdo. As regras descobertas e que atendam aos requisitos especificados sdo
aplicadas para minimizar o problema da superespecializagdo. Este framework com os
respectivos resultados foi publicado na integra em [CAZ 2005c].



5 O PROTOTIPO W-RECMAS

Visando consolidar e validar as proposi¢des desta tese, foi construido um protétipo de
sistema cujo objetivo € recomendar artigos cientificos para pesquisadores e estudantes.
O sistema utiliza a base de dados do CV-Lattes do CNPq e do sistema Qualis da Capes
para a obtencdo das informagdes necessdrias para o cdlculo do RR dos usudrios. Neste
Capitulo o protétipo do sistema W-RECMAS (Web-RECommender system based
on Multi-Agent System for academic paper recommendation) é descrito em detalhes.

O sistema W-RECMAS constitui-se em um Sistema de Recomendagao, baseado
em Sistemas Multiagentes e mineracdo de dados, projetado para recomendar artigos
cientificos e individuos para pesquisadores [CAZ 2003] [CAZ 2004] [CAZ 2005a].
Através deste sistema, os pesquisadores recebem recomendagdes de acordo com seu
petfil e terdo conhecimento de qual a relevancia da opinido do grupo ou do individuo
que participou da recomendacdo. Espera-se que esta combinagdo da métrica de
relevincia e predi¢do de itens diminua a sobrecarga de informagdo, pois esta deverd
servir de parametro para auxiliar o usudrio alvo na escolha de qual artigo (item) acessar
primeiro.

Tendo em vista a importancia da relevancia da opinido do usudrio, e sua
aplicabilidade em Sistemas de Recomendacdo, as proximas secdes apresentam mais
detalhadamente a estrutura e o funcionamento do sistema W-RECMAS.

Primeiramente faz-se necessario enfatizar que no contexto deste trabalho utiliza-
se o conceito “usudrios” para representar os académicos, “itens” para os artigos
cientificos e dreas para as grandes areas nas quais se concentram os artigos. Essa
nomenclatura — usudrio x item — € o padrdo utilizado no Sistema de Recomendacio
baseado em FC [HER 99] [ADO 2005].

O W-RECMAS pode ser especificado como sendo:

e um conjunto U de k distintos usudrios U = {uy, uy, ..., ux};

e um conjunto / de n distintos itens I = {ij, iy, ..., in};

e um conjunto Al de m distintas areas de interesse Al = {ai;, aiy, ..., ai,f;

e os artigos cientificos (itens) bem como o0s usudrios encontram-se
relacionados a estas dreas de interesse, ou seja:

o cada artigo cientifico (item) corresponde a uma ou mais areas de
interesse de tal forma que F: i, — Al,
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o cada usuario esta relacionado a uma ou mais areas de interesse
de tal forma que F: u; — Al ;

o um conjunto R de distintas avaliagdes (ratings) dadas por
usudrios de U a itens de I, R(uyi,), ou seja, F: Users x Itens —
Ratings.

e 0 sistema apresenta uma peculiaridade no que se refere a quantificacdo da
relevincia da opinido destes usudrios nas dreas em que este possui interesse, ou
seja:
o um conjunto O de distintas relevancias de opinido de usudrios de
U por area de interesse Al, O (uaiy), ou seja, F: Users x Areas
de Interesse — Relevancia de opinido.

A figura 5.1 apresenta uma visdo macro da arquitetura multiagente do sistema
W-RECMAS.
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Figura 5.1: Visdo macro da arquitetura do protétipo W-RECMAS

Na figura 5.1 € possivel visualizar os agentes realizando as suas tarefas
especificas. A seguir serd apresentada uma explanagdo resumida do funcionamento do
sistema.
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O Agente Buscador procura obter informagdes sobre o usudrio que se inscreve
no Sistema de Recomendacdo, acessando uma base de dados que disponibilize estas
informagdes, bem como uma base de dados que apresente uma classificacdo das
producdes cientificas destes pesquisadores. Utilizando as informacdes fornecidas pelo
usudrio e pelo Agente Buscador, o Agente Analista calcula o Ranqueamento do
Recomendador (RR) para este usudrio, e desta forma um perfil completo é criado. De
acordo com o explanado no Capitulo 3, o perfil trata-se de um elemento fundamental
para o Sistema de Recomendag@o funcionar [PAZ 99].

Aplicando uma técnica de recomendacdo o Agente Analista, baseado no perfil
do usudrio, procura predizer um item para ser recomendado. Uma vez que exista uma
recomendacio, o Agente Recomendador entrega esta recomendacio ao Agente Pessoal
(este agente permanece ativo na mdquina do usudrio observando-o e esperando um
contato do Agente Recomendador ou do Agente Comunitdrio). O Agente Pessoal
lembra o usudrio que este deve verificar suas novas recomendacdes. O Agente
Comunitario verifica as informacdes do usudrio buscando identificar membros com
potencial para definir uma comunidade virtual comum, sendo que o quesito privacidade
deve ser observado [CAZ 2005d]. Estes agentes serdo descritos em detalhes na Secdo
5.1.

Deve-se observar que para a construgdo do protétipo e para o cdlculo do
Ranking do Recomendador foram utilizadas informagdes disponibilizadas pelo servidor
do CNPQ’ e do servidor da Capeslo, mais precisamente informacdes do sistema CV-
Lattes e do sistema Qualis. A seguir, estes sistemas serdo rapidamente descritos.

5.1 CV-Lattes e Qualis

O Sistema CV-Lattes € o componente da Plataforma Lattes desenvolvido para ser um
sistema de informac@o curricular. No &mbito do CNPq as informacdes do CV-Lattes sdo
aplicadas em avalia¢des como:

1. na avaliacdo da competéncia de candidatos a obteng@o de bolsas e auxilios;

2. na selecdo de consultores, de membros de comités e de grupos assessores;

3. no subsidio a avaliagc@o da pesquisa e da pds-graduagao brasileiras.

Todos os bolsistas de pesquisa (mestrado, doutorado e de iniciagdo cientifica),
orientadores credenciados e outros clientes do Conselho devem possuir o curriculo
Lattes cadastrado no CNPq. Sendo assim a base de curriculos Lattes torna-se uma
excelente fonte de informacdes referentes aos pesquisadores brasileiros nas diversas
dreas de conhecimento.

A figura 5.2 apresenta os indicadores de producdo do CV-Lattes de um
pesquisador.

? http://www.cnpq.br

10 http://www.capes.gov.br



2 Curriculo do Sistema de Curriculos Lattes (Silvio César Cazella) - Microsoft Internet Explorer,

Arquivo  Editar Exibir  Eavoritos  Ferramentas  Ajuda o

Indicadores de produgéo
Produgéo bibliografica Produgéo técnica Origntagies concluidas Dados complementares

Produgén biblingrafica

Artigos publicados em periadicos

Completos 2
Trabalhos em eventos

Completos 20
Livos & capitulos

Livras publicados ou organizados a
Capfulos de livros publicados 1

Textos em jormais ou revistas (magazines)
Jornal de noticias 1

Dernais tipos de produgéo bibliografica 5

Produgéo técnica

Softwares

Softwares sem registro ou patente il
Trabalhos técnicos 4

Demais tipos de producéo técnica 14
Orientagdes concluidas

Aperfeigoamento/Especializagdo g
Graduagéao 26

Dados complementares

Participagéo em bancas examinadoras e

Patticipagio em bancas de comissfes julgadoras 7

Participagdo em eventos 34

Orientagdes em andarmento El

‘oltar 2
@] Concluido &J Intranet local

Figura 5.2: Indicadores de producdo no CV-Lattes do pesquisador

No curriculo Lattes de cada pesquisador € possivel encontrar todas as
publicacdes, dreas de atuacdo e indicadores de producdo. Nesta tese optou-se em fazer
uso desta importante e completa fonte de informacdes para compor o perfil dos
pesquisadores no W-RECMAS. Ao trabalhar com o conteido das produgdes
académicas de cada pesquisador, observou-se a necessidade de analisar cada publicacdo
de forma a diferencid-las quanto ao impacto das mesmas, desta forma optou-se por
trabalhar com uma listagem de relevincia de publicagdes, denominada Qualis''
apresentada pela Capes. Esta lista apresenta uma categorizacdo sobre a relevancia
(impacto) entre as revistas cientificas, jornais e conferéncias.

Esta lista foi utilizada no protétipo descrito, apesar da mesma ter criado bastante
controvérsia no mundo académico brasileiro. A ado¢do da mesma nesta aplicagdo foi
feita por comodidade e néo por esta ter sido superior em qualidade a outras existentes. A
Figura 5.3 apresenta uma visualizacdo da lista de periddicos classificados no Qualis.
Maiores informagdes sobre o Qualis da Ciéncia da Computagdo podem ser obtidas no
site da Unicamp'* (Figura 5.4).

i http://qualis.capes.gov.br/

12 http://qualis.ic.unicamp.br/
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0O Qualis & um instrumento concebido pela Capes para a classificagdo de veiculos de divulgagdo
[ Perguntas da producdo cientifica, tecnoldgica, artistica etc, dos programas de pds-graduagdo. Ele foi
hieguientas implantado em 1998 e desde ent3o vem sendo utilizado para a composicdo de indicadares
B Atualizagdes e fundamentais para o processo de avaliagdo dos programas.
Re¥isties Os critérios adotados para a construgdo do Qualis 530 descritos no Documento de Area,
(3 Conferéncias definido pelo Comité de Area no inftio de cada trignio e divulgado no site da Capes. Na rea
3 Periadicas computagdo, essa descrigdo toma a forma de um Corjunio de Regras que define a dassificagdo
dos veiculos (periddicos e congressas).
(3 Arquivos X .
O Conjunio de Regras da area de computacdo foi especificado pela primeira vez durante a F
gest&o do prof. Virgilio Almeida como representante de drea (2001-2003), & significa um
primeira passo na construgdo do Qualis de Cigncia da Camputacaa,
Alem do Conjunto de Regras, a3 Capes divulga também uma Lis?a e leiclos. Mo caso da
computacdo, assim como de outras areas, a Lista de Velcwlos & ampliada anualmente, a partir
dos relatérios dos programas de pds-graduacdo (pracesso referenciada pela Capes como
" Coleta' -- derivado do nome do aplicativo que os coordenadores utilizam para compor o
relatdrio). Assim, € importante entender que a Lista de Vefculos publicada no site da Capes
ndo & uma lista completa de classificagdo de todos os veiculos na drea de computaco,
especialmente no caso de congressos. Ela € apenas 3 lista dos veiculos nos gquais algum
pesquisador de um programa de pods-graduacio publicou no periodo de referéncia.
A construgdo de uma Lista de Veiculos para a drea de computagdo, que sinalize para os
programas os weiculos de maior relevdncia para a comunidade nacional e internacional, mesmo
gue ndo tenham sido ainda citados no Coleta de Dados, & um desafio que a comunidade de &
Dore [Foxlr @ [ Hw Sl S g—F— < JERnaE

Figura 5.4: Classificagdo Qualis - Ciéncia da Computacio
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A figura 5.5 apresenta o esquema geral do cdlculo do Ranqueamento do
Recomendador dos usudrios, instanciando o modelo do capitulo 3 para aplicagdo no
CV-Lattes e utilizando a lista Qualis. Para calcular o RR por drea de interesse do
usudrio, primeiramente o usudrio deve informar ao W-RECMAS quais sdo estas areas, e
sua chave de acesso do CV-Lattes no CNPQ. O contetido dos CV-Lattes é decomposto
e o Ranqueamento do Recomendador por area de interesse € calculado baseado nos
valores dos indicadores de producdo e nos artigos publicados, constantes no curriculo
do usudrio.

Form Web

Perfis

Perguntas
sobre:dados |
particulares e
areas de

Usuario | interesse.

I 4

<D
R
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Figura 5.5: Esquema do cédlculo do RR
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Figura 5.6: Informagdes para o cdlculo do RR dos usudrios
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O modelo que representa a relevancia da opinido do usudrio pode ser aplicado
utilizando qualquer escala de valores. Por exemplo, a escala para o Ranqueamento do
Recomendador poderia ser de [0-10], onde O é o menor valor de relevancia de opinido e
10 é o maior valor de relevancia de opinido. Deve-se destacar que os usuarios possuirao
um RR por érea de interesse, conforme apresentado na figura 5.6.

5.2 Agentes de software

No contexto desta tese um agente ¢ entendido como uma entidade autdnoma e
independente, a qual possui um objetivo (meta) especifico, possui a habilidade de
realizar uma tarefa especifica em um ambiente dito computacional [CAZ 97][RUS
2002]. Estes agentes apresentam as seguintes caracteristicas [WEI 99]: autonomia,
habilidade social, continuidade, capacidade de comunicar-se e capacidade de raciocinio.

As funcionalidades inerentes ao sistema sdo suportadas basicamente pelos
seguintes agentes de software: Agente Buscador, Agente Analista, Agente Pessoal,
Agente Recomendador e Agente Comunitario.

5.2.1 Agente Buscador

A principal tarefa deste agente € suprir o Sistema de Recomendacido com informacdes
dos usudrios que se cadastram no mesmo, buscando permitir a criagdo de um perfil
detalhado do usudério.

Uma vez que o Agente Buscador receba o nome completo e a chave de registro
do usudrio no CV-Lattes, este agente verifica se o usudrio é realmente novo no sistema e
caso o nome ndo conste na base de dados do sistema, serd incluido e o agente ird buscar
o CV-Lattes do usudrio na base de dados do CNPQ. Este agente também € responsavel
por acessar a lista do Qualis. Uma vez que estas informagdes estiverem disponiveis, o
Agente Buscador envia uma mensagem para o Agente Analista.

z

O Agente Buscador monitora periodicamente (a periodicidade € um valor
parametrizavel), o Sistema CV-Lattes e Qualis, procurando verificar alguma atualizacio
que tenha sido feita no CV-Lattes do Usudrio ou na lista do Qualis. Caso tenha ocorrido
alguma atualizacdo, o agente copia o curriculo ou a lista do Qualis novamente e envia
uma mensagem para o Agente Analista, que se encarregard de realizar o parse destes
conteudos e atualizar o perfil do usudrio do sistema. A figura 5.7 apresenta uma visdo
da arquitetura interna do Agente Buscador e suas interfaces.
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Figura 5.7: Arquitetura interna e interfaces do Agente Buscador

5.2.2 Agente Analista

O Agente Analista constitui-se no mais complexo agente do sistema, uma vez que o
mesmo realiza muitas tarefas que estdo descritas a seguir:

a) Decompor o CV-Lattes do usudrio e a lista do Qualis: Quando o Agente Analista
recebe uma mensagem proveniente do Agente Buscador requisitando a anédlise de um
CV-Lattes ou da lista do Qualis, o Agente Analista inicia a andlise do conteido do
curriculo ou lista, colocando o contetido em um outro objeto, gravando em uma base de
dados auxiliar para posteriormente redefinir o perfil do usudrio.

b) Calcular a métrica de Ranqueamento do Recomendador do usudrio: O Agente
Analista calcula a relevancia da opinido do usudrio (Capitulo 3) para as respectivas
areas de conhecimento em que o usudrio apresenta interesse. Por exemplo, suponha que
o usudrio seja um Doutor em Ciéncia da Computag@o e uma de suas dreas de interesse
seja “mineracdo de dados” e que aplicando o cdlculo do RR, , este valor ficou em 7,9
em uma escala de [0-10], significando que caso este usudrio colabore em alguma
processo de recomendag@o, a sua opinido apresentard um peso igual a 7,9 na édrea de
interesse, ou seja, a opinido apresenta alta relevincia (assumindo-se alta relevancia
valores entre 7,0 e 10,0).
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c¢) Casar o perfil do usudrio e os itens disponiveis: Buscando realizar este casamento
entre perfil e itens, o Agente Analista precisa decidir qual técnica de filtragem é melhor
para cada usudrio em um momento especifico — filtragem colaborativa ou baseada em
conteudo. Na primeira técnica, é assumida a existéncia de um dominio de itens para ser
recomendado e que cada usudrio do sistema pode fornecer opinides sobre os itens
(geralmente pontuacdes). Este tipo de técnica propde alguma personalizacdo por
explorar similaridades e dissimilaridades entre as preferéncias dos usudrios. O sistema
compara as pontuacdes fornecidas pelos usudrios e encontra usudrios com similaridade
de opinido (like-minded), baseado em algum critério e similaridades, o sistema ird
recomendar itens para estes usudrios.

A filtragem baseada em contetido, foca na andlise do conteido do item e ndo na
pontuacdo que este recebeu de outros individuos. No caso da solug@o desenvolvida a
recomendacdo € feita pela relagcdo area de interesse e itens da referida drea. Na filtragem
baseada em contetddo, a idéia principal € avaliar o contetido de um item e casar este com
os itens consumidos no passado pelo usudrio em questdo. Caso o contetido seja
“similar”, este é possivel de ser recomendado como novo item. O agente neste caso
precisa decidir qual técnica deve ser aplicada em um momento especifico. Por exemplo,
caso existam pontuacdes suficientes, bem como um numero suficiente de usudrios, o
sistema podera aplicar um coeficiente para determinar quem é similar [KON 97], ou
seja, o agente ird atuar usando a técnica de filtragem colaborativa.

Outra forma de atuacio do agente implica na utilizacdo de filtragem baseada em
conteudo, isto significa que o agente analisa os interesses do usudrio e os itens
acessados pelo mesmo no passado, para predizer se um item especifico sera de interesse
para o usudrio alvo (maiores detalhes no Capitulo 2).

d) Predizer novas dreas de interesse para o usudrio baseado em abordagem
colaborativa: Nesta tarefa o Agente Analista aplica a tarefa de mineracdo denominada
regras de associacdo visando descobrir conhecimento novo para melhorar a lista de
interesses do usudrio, baseado na opinido dos outros usudrios que participam do sistema.
Para descobrir estas novas dreas o agente faz uso do framework F-UIP descrito no
capitulo 4.

A figura 5.8 apresenta a arquitetura interna do Agente Analista e suas
respectivas interfaces.
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Figura 5.8: Arquitetura interna e interfaces do Agente Analista

5.2.3 Agente Recomendador

Este agente foi projetado para comunicar a lista de recomendagdes para o Agente
Pessoal do usuario. O Agente Recomendador recebe a lista de recomendacdes do
Agente Analista para um usudrio especifico, a partir desta lista, este seleciona um total
de itens (valor parametrizavel) baseado no valor do Ranqueamento do Recomendador
(seleciona os itens recomendados com maiores valores de RR). O restante dos itens que
nio forem recomendados sdo salvos em uma base de dados de consumos historicos,
com um atributo definido como RF (recomendag¢des futuras). Outros valores possiveis
sdo RCF (recomendag¢des com feedback) e RSF (recomendacdes sem feedback).

A figura 5.9 apresenta uma visdo da arquitetura interna do Agente
Recomendador e suas respectivas interfaces.
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Figura 5.9: Arquitetura interna e interfaces do Agente Recomendador

5.2.4 Agente Pessoal

Este agente foi projetado para permanecer fisicamente localizado na maquina do usudrio
e sua funcdo fundamental é apresentar as recomendagdes para o usudrio alvo (aplicando
tecnologia push> [SCH 99] [SCH 2001]). A figura 5.10 apresenta uma visio da
arquitetura interna do Agente Recomendador e suas respectivas interfaces, e a figura
5.11 inclui a tecnologia push aplicada.
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Recomendador

BD

Interpretar a lista
de recommendacio

Preparar
recomendagio
para apresentar

= |-

Feedback Explicito/Implicito

Consumo
Historico

Acesso Banco de Dados

Preparar

Jeedback

cnologia Push,
=

a recomendar

Feedback

[

do usudrio  Ususario

Figura 5.10: Arquitetura interna e interfaces do Agente Pessoal

13 . . L . ~ .
Tecnologia push ou webcasting representa a transmissio, de informacdes especificas para pessoas, de

forma individual.
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Figura 5.11: Aplicando a tecnologia push para recomendar

5.2.5 Agente Comunitario

N

Outra preocupacdo nesta tese refere-se a existéncia de usudrios nos quais outros
usudrios poderiam confiar para terem auxilio na busca de informagdes. Neste contexto,
ndo se trabalha com relagdes explicitas de confianga, ou seja, aquelas relacdes onde o
usudrio descreve a sua confianca em um dos demais usudrios do sistema (como
exemplo, tem-se o sistema e—bay”, onde os usudrios explicitamente declaram o quanto
satisfatdria foi a transag@o realizada com outros usudrios do sistema).

Neste trabalho relagdes implicitas de confiancga sdo alvos de andlise. Partindo-se
do principio de que a troca direta de informac&o entre usudrios pode ser mais proveitosa
do que uma busca constante por informagdes em sifes de busca, optou-se por trabalhar
com a identificacdo de usudrios similares e confianga envolvida. As relacdes de
confianga representam uma maneira simples de construir comunidades, ainda mais se
for possivel identificar individuos com interesses em comum e que sejam like-minded
[CAS 2001]. Autores com Abdul-Rahman e Hailes [ABD 2000] demonstraram que em
um contexto predefinido (exemplo, filmes) os usudrios tendem a desenvolver conexdes
sociais com pessoas com as quais apresentam interesses e preferéncias similares. Estes
resultados foram estendidos no trabalho de Ziegler e Lausen [ZIE 2004], onde foi
apresentado através de um estudo empirico de uma comunidade real (online) a
correlacdo entre confianca e similaridade de usudrios.

7z

Isto significa que o sistema é capaz de identificar este tipo de relagdo de
confianga implicita e uma vez feita esta identificagdo este procura colocar estes usuarios
em contato (respeitando a questdo de privacidade apresentado no Capitulo 2 desta tese).
Caso o sistema identifique esta relagdo entre os usudrios, este pode recomendar usuarios
como um contato interessante, visando que os mesmos troquem informagaes.

Com o objetivo de colocar estas pessoas em contato, o agente ndo poderia
simplesmente enviar os dados de cada usudrio para outro usudrio, uma vez que os dados
dos usudrios de um Sistema de Recomendacdo devem ser protegidos conforme
explicado no Capitulo 2. Por esta razdo, o Agente Comunitério inicia a comunicagio
com o Agente Recomendador e este contata os respectivos Agentes Pessoais dos
usudrios. Esta comunicacio se faz necessaria para verificar se um dos usudrios deseja
entrar em contato com os demais que estdo sendo “recomendados” pelo sistema. Por

14 http://www.e-bay.com



86

exemplo, o Agente Pessoal do usudrio 1 recebe uma lista de usudrios que poderiam
participar de uma possivel comunidade, sendo que cada usudrio é designado por seu
RR,, para cada drea de interesse comum.

Esta comunicacio visa apresentar a relevincia da opinido dos usudrios em suas
respectivas areas. O Agente Pessoal apresenta uma lista de possiveis usudrios
(recomendados) que poderiam ser incluidos na comunidade, e requisita ao proprietario
do agente que este selecione quais usudrios da lista gostaria de entrar em contato para
trocar idéias. Neste mesmo momento, o Agente Pessoal dos demais usudrios (membros
da lista), estardo realizando a mesma tarefa.

Uma vez que o Agente Comunitdrio tiver recebido a resposta de todos os
Agentes Pessoais dos usudrios envolvidos na montagem desta possivel comunidade,
este analisard as respostas. Por exemplo, Usudriol serd colocado em contato com
Usudrio2, se e somente se o Usudriol apresentar interesse explicito em contatar com
Usudrio2, e o Usudrio2 apresentar o mesmo interesse. Caso este interesse mutuo nio
exista, eles nao serdao colocados em contato.

Apds a verificagdo de todas as respostas enviadas pelos envolvidos na possivel
comunidade, o Agente Comunitdrio fornece o contato entre os usudrios para que estes
estabelecam contato entre si. A figura 5.12 apresenta uma visdo da arquitetura interna
do Agente Comunitério e suas interfaces.
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Figura 5.12: Arquitetura interna e interfaces do Agente Comunitario

A seguir define-se a regra completa que € aplicada pelo Agente Comunitario
para definir os candidatos a uma dada comunidade. Sendo U = {uy,....,u;.1} um conjunto
de n usudrios e sendo Al={ay,....,a,.;} um conjunto de m &reas de possivel interesse.
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Sendo C uma comunidade onde C < U. O Agente Comunitério considera usudrios como
sendo candidatos a uma nova comunidade caso a seguinte regra seja satisfeita:

Iff (related_area (u, , AI) Nrelated_area (un.;, Al)) <> Jand
like_minded (u,, u,.;) = true and
trustworthy(u, , u,.1) = true

then candidates

Aplicando esta regra entende-se que os usudrios que satisfizerem a mesma sdo
realmente candidatos a uma comunidade se e somente se:

a) os usudrios apresentam pelo menos uma area de interesse em comum,;
b) sdo like-minded (conforme definido no capitulo 2);
¢) os usudrios apresentam algum tipo de relagdo de confianca (¢rust).
Nesta tese assume-se que caso um usudrio receba recomendagdes de um grupo
de pessoas e o usudrio alvo fornecer um feedback positivo para um minimo de trés

recomendacdes (este nimero constitui-se em uma varidvel parametrizavel) produzidas
com a participagdo destes usudrios, existe uma relagdo de confianca.
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Figura 5.13: Estabelecendo uma comunidade
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A figura 5.13 apresenta a criacdo de uma pequena comunidade virtual composta
por dois pesquisadores que se encontram em localidades distintas do territério nacional,
possuem interesses em comum e talvez pesquisem as mesmas areas, porém nao
conhecem o trabalho um do outro. Através da aplicacdo de Sistemas de Recomendacgado
e da identificacdo da existéncia de dreas de interesse em comum e gostos semelhantes, é
possivel a construgc@o de uma “ponte” para comunicagdo entre estes pesquisadores (com
a devida apresentacdo de interesse por ambos).

Esta verificagdo de que um outro pesquisador estd desenvolvendo trabalho
semelhante e que possui interesse em drea comum, pode facilitar a juncdo de esforcos
futuros, ou seja, a criagdo de pesquisas tnicas que unirdo esforcos e conhecimentos de
ambos (maiores detalhes no Anexo G).

5.3 Arquitetura do protétipo W-RECMAS

A figura 5.14 apresenta como todos os componentes do protétipo comunicam-se a fim
de calcular a relevancia da opinido dos pesquisadores, realizar as recomendagdes de
artigos cientificos e individuos usando esta relevancia, identificar novos interesses e
definir possiveis comunidades.
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Figura 5.14: Visdo geral da arquitetura do protétipo W-RECMAS
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O fluxo de informacdo, partindo de uma base de itens e usudrios ja cadastrados,
funciona da seguinte forma:

1.

O Agente Buscador acessa o CV-Lattes dos usudrios na plataforma
Lattes e acessa a lista do Qualis, e armazena uma cépia local de cada um.
O acesso e a verificacdo da atualizacdo, tanto dos curriculos como da
lista do Qualis, é definida em um valor parametrizdvel (exemplo, pode
ocorrer semanalmente).

Em seguida, o Agente Analista decompde o CV-Lattes local e realiza o
calculo da relevancia da opinido do usudrio. Neste passo, a relevincia da
opinido dos usudrios estd associada ao seu perfil (o qual apresenta dreas
de interesse do usudrio). A mesma decomposicido ocorre com a lista do
Qualis.

Paralelamente, os usudrios fazem avaliagdes (feedback) sobre artigos que
lhes foram recomendados previamente, sendo que estas avaliacdes sdao
fornecidas ao Agente Pessoal. Através destas avaliagdes € realizado o
cilculo da similaridade jia demonstrado no Capitulo 2, para a
identificacdo dos usudrios.

Com a relevancia e a similaridade € realizado o célculo da predi¢ao dos
itens para os usudrios (recomendacdes), segundo equagdo 9 do Capitulo
3, Secdo 3.3.

As recomendagcdes selecionadas sdo encaminhadas ao Agente
Recomendador que se obriga a encaminhar ao correto Agente Pessoal do
usudrio.

Periodicamente, a matriz de 4reas de interesses dos individuos ¢é
submetida a mineracdo por regras de associacdo através da aplicacdo do
F-UIP e auxilio da ferramenta Weka'> [WIT 2000] (Capitulo 4). Esta
aplicagdo busca descobrir regras de associacdo que apresentem relacdes
novas entre as areas de possivel interesse dos usudrios (descoberta
baseada na relevancia da opinido de cada usudrio).

Enquanto o processo de recomendagdo permanece ocorrendo o Agente
Comunitario encontra-se em background em busca de usudrios para
serem aproximados (recomendados). Somente serdo alvo de aproximagao
os usudrios que aceitaram esta fung@o a cadastrarem-se no sistema.

Uma vez que o Agente Comunitario identifica os usudrios que poderiam
ser aproximados, este encaminha um convite para o Agente Pessoal dos
candidatos, e aguarda a resposta de cada usudrio candidato. Caso ambos
candidatos informem que possuem interesse em manter contato, ocorrera
a inclusdo dos mesmos em uma determinada comunidade. Conforme
figura 5.15.

13 http://www.cs.waikato.ac.nz/~ml/weka
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Agente
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AC:solicita(analise,usuarios)
AL: responde(autorlzagoes usuarios)
AC:informa(contatar,usuarios)

Agente
Pessoal

Figura 5.15: Comunicag¢do para estabelecer uma comunidade no W-RECMAS

5.3.1 Implementaciao do W-RECMAS

Abaixo seguem alguns detalhes referentes a implementacio feita.

5.3.1.1 Linguagem de Programacdo

Para realizar a implementacdo do protétipo do sistema foi utilizada a linguagem J ava'®,

mais especificamente a versdo J2SE 1.4.2. Java é uma tecnologia que proporciona a
independéncia de plataforma, logo o protétipo desenvolvido também possui esta
caracteristica, sendo desenvolvido e testado em ambiente Linux (distribuicdo Fedora
Core”).

Para a implementacdio do W-RECMAS optou-se por um projeto open-source
desenvolvido em Java, chamado JADE'® (Java Agent DEvelopment Framework) [BEF
99], que segue as especificacdes da FIPA' (Foundation for Intelligent Physical Agents)
para a interoperabilidade de Sistemas Multiagentes. Com ele foi possivel implementar
as tarefas dos agentes e permitir a troca de mensagens seguindo as especificacoes ACL
da FIPA.

5.3.1.2 Camada de Persisténcia

A camada de persisténcia constitui-se na ligacdo entre o ambiente de execucgdo do
protétipo e o banco de dados, ou seja, € a tarefa de obter, manipular e armazenar as
informagdes num banco de dados.

16 http://java.sun.com
17 http://fedora.redhat.com
18 http://jade.tilab.com

19 http://www fipa.org
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Para viabilizar a persisténcia dos dados, foi utilizada a tecnologia denominada
Hibernate20, na versdo 2.1.6. Sua principal vantagem ¢é a facilidade de realizar o
mapeamento entre as classes do prototipo (paradigma orientado a objetos) e as tabelas
do banco de dados (paradigma relacional), onde é apenas necessdria a criagdo de um
arquivo XML com a definicio do mapeamento. Com o seu uso, é possivel abstrair
totalmente a tecnologia de banco de dados que se estd utilizando, pois o acesso a eles €
realizado sempre a instancias das classes mapeadas, ou seja, ndo ha acesso direto as
tabelas do banco de dados — isto € realizado automaticamente pelo Hibernate.

5.3.1.3 Banco de Dados

O sistema gerenciador de banco de dados (SGBD) escolhido foi o MySQL22
considerado um dos mais populares na comunidade open-source23 .

5.3.1.4 CoFE — Collaborative Filtering Engine

O CoFe constitui-se em tecnologia desenvolvida pelo grupo de pesquisa “Intelligent
Information Systems” da Universidade do Estado de Oregon, EUA, sendo uma
implementagcdo de uma engenharia para recomendacio, feita em Java, usando a técnica
de filtragem colaborativa explicada no capitulo 2. O projeto € open-source, e pode ser
acessado em http://eecs.oregonstate.edu/iis/CoFE. Neste protétipo, utilizou-se a versdo
0.3.

O objetivo do CoFE ¢ facilitar a evolucdo da tecnologia de Sistemas de
Recomendagdo, tanto no meio académico como no comercial, disponibilizando um
framework de facil uso e adaptagcdo. O CoFE ¢ utilizado para realizar as recomendagdes,
sendo que neste prottipo o mesmo sofreu uma adaptacio para considerar a relevancia
da opinido dos usudrios.

5.3.2 Interface do protétipo

Nesta secdo € apresentada a interface do protétipo W-RECMAS. A Figura 5.16
apresenta a interface de login do protétipo W-RECMAS. Nesta interface observa-se que
caso o usudrio ainda ndo esteja cadastrado no sistema, ele pode iniciar o cadastramento
clicando em novo usudrio e a interface apresentada na Figura 5.17 serd disponibilizada.

20 http://www.hibernate.org
21 http://www.w3.org/XML/
22 http://www.mysql.com

3 http://www.opensource.org
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Figura 5.16: Interface de login do protétipo W-RECMAS

A Figura 5.17 apresenta a interface para cadastramento no sistema. Neste
cadastramento sdo solicitadas informagdes como o nome completo do novo usuério bem
como o seu codigo no CV-Lattes (por exemplo, K479345278), visando viabilizar o
download do curriculo do usudrio.

Pode se observar nesta interface a solicitacdo de e-mail de contato (buscando
permitir a comunica¢do futura do sistema com o usudrio), titulagdo (graduando,
graduado, mestrando, especialista, mestre, doutorando, doutor ou pés-doutor), nome de
usudrio e senha, selecdo de dreas de interesse entre as disponiveis atualmente no sistema
- Inteligéncia Artificial (Mineracdo de dados: Agrupamento, Mineracdo de
dados:Classifica¢do, Mineracdo de dados:Regras de Associacdo, Sistemas Multiagentes,
Representacdo de Conhecimento), Computacdo Grafica, Redes de Computadores
(Redes peer-to-peer, Sistemas Distribuidos e Seguranga de Sistemas Computacionais) e
Engenharia de Software (Métodos Ageis, Modelos de Qualidade), nivel de
conhecimento na drea de interesse, e autorizacdo do usudrio para que o Agente
Comunitario procure inclui-lo em alguma comunidade através da identificacdo de
pessoas com interesses em comum aos seus.

Através dos dados fornecidos neste cadastramento o sistema construird um perfil
para o usudrio através da atuacdo dos agentes de software.
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Figura 5.17: Interface de cadastramento no protétipo W-RECMAS

A Figura 5.18 apresenta a interface para busca de artigo e posterior inclusdao do
mesmo caso este nio exista na base de artigos do sistema. No cadastramento de um
artigo novo o usudrio devera fornecer informacdes como: titulo do artigo, autor(res),
informacdes sobre local de publicagdo, ano da publicagdo, url, informar se quem esta

cadastrando o artigo € um dos autores, e local para upload do arquivo em formato pdf
ou ps.
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Figura 5.18: Interface de busca e posterior inclusdo de artigos no protétipo W-

RECMAS

A Figura 5.19 apresenta a interface de recomendacao de artigos do protétipo.
Nesta interface pode-se observar que o usudrio estd recebendo uma recomendacio
baseada em um grupo de recomendadores com relevancia de opinido média (entre 4-6)
na area de interesse da qual o usudrio possui interesse. Pode-se observar que o sistema
apresenta a predicdo calculada de opinido do usudrio pelo artigo, sendo que o sistema
“acredita” que o usudrio ird considerar este artigo Bom (4 estrelas).
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Figura 5.19: Interface de recomendacao de artigos no protétipo W-RECMAS

A Figura 5.20 apresenta as legendas utilizadas na interface de recomendacao.
Em (a) pode-se observar a classificacdo da relevancia da recomendacao (Ranqueamento
do Recomendador) do grupo que ajudou na formacdo da recomendacdo. Em (b)
observa-se a classificacdo das possiveis predi¢cdes de opinido do usudrio alvo da
recomendacio quanto ao artigo recomendado.

Grupo que participou da recomendagéo:
# Méaxima relevancia (9-10)

¥ Boa relevancia (7 -8)

# Média relevancia (4-6)

Predigio Calculada:
* * o ek lfrtirno
* * # Bom

. * Kk Mormal
* Baixa relevéncia (2-3) X RUiM
Semrelevancia (0-1) re M

Sem predic&o

(a) (b)

Figura 5.20: (a) Legenda da relevancia dos recomendadores; (b) Legenda da predi¢éo

calculada para recomendacdo
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Figura 5.21: Interface de feedback da recomendacdo no protétipo W-RECMAS

A Figura 5.21 apresenta a interface para fornecimento do feedback do usuério
quanto ao artigo recomendado. Observa-se que a interface é igual a interface
apresentada em 5.19, isto deve-se a funcionalidade de clicar sobre as estrelas e assim
fornecer ao sistema o feedback desejado. Observa-se que o sistema havia predito que
este usudrio acharia o artigo Bom, porém o feedback demonstrou uma opinido de
indiferenca pelo artigo, este usudrio o considerou normal, ou seja, nem bom e nem ruim.

As préximas interfaces apresentadas referem-se ao moddulo denominado
comunidade virtual do usudrio. Serdo descritas algumas interfaces que permitem que os
usudrios - que aceitaram que o Agente Comunitario procurasse por pessoas de interesse
do usudrio em questio — interajam com estes usudrios.

Na figura 5.22 observa-se que o usudrio usu0119 foi reconhecido pelo sistema
como tendo um perfil semelhante ao do usu0706 na é4rea de interesse de redes neurais.
Para manter a privacidade dos usudrios, nesta tela sdo exibidos somente 0 nome € a
relevincia de opinido do contato dentro da drea. Os demais dados somente poderdo ser
visualizados se ambos os usudrios aceitarem se conhecer (ambos devem responder
“Sim” na caixa de selecdo situada abaixo do ponto de interrogagdo). Por exemplo, caso
o usudrio usu0119 tenha interesse em conhecer o usudrio usu0706, este respondera
“Sim”, o mesmo se aplicard para o segundo usudrio. Havendo concordancia de ambas as
partes, o contato do novo usudrio ird compor a comunidade de contatos de interesse
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destes usudrios na drea em que seus perfis sdo semelhantes (neste caso a drea seria redes
neurais).

w1038
Rank 181

il
®anh 180

Minaagarn

Figura 5.22: Interface de Recomendacéo de Usuarios

Na figura 5.23 € apresentada a interface de Mensagens, a qual permite que o
usudrio possa ler as mensagens destinadas a ele enviadas por outros contatos.
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Figura 5.23: Interface de Mensagens
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O usudrio registrado no sistema poderd somente enviar mensagens para oS
contatos que estdo cadastrados na sua comunidade. Clicando no icone “#” ao lado da
fotografia de um contato, a mensagem ¢ enviada em particular para este contato. Este
mesmo icone é também visualizado no lado direito do nome da area de interesse, desta
forma ao clicd-lo o usudrio estard enviando a mensagem para todos os contatos
cadastrados dentro desta drea em sua comunidade. Ja o icone localizado no cabecalho
do quadro permite enviar mensagens para todos os contatos, independente da drea
cadastrada.

Conforme pode-se observar na figura 5.23 o usudrio usu0054 recebeu duas
mensagens. A primeira foi enviada pela usudria usu0797 com o titulo “Encontro de
doutores”, e a segunda enviada pelo usudrio usu0706 solicitando a referéncia de um
artigo. Pode-se também verificar que ambos usudrios remetentes estdo cadastrados na
comunidade dos contatos de interesse do usudrio usu0054, ou seja, o Agente
Comunitdrio contatou os Agentes Pessoais destes usudrios, e estes consultaram os seus
proprietdrios sobre o interesse comum dos usudrios em entrarem em contato. Deve-se
destacar que esta descoberta de pessoas que teriam interesse em entrar em contato foi
feita sem a ajuda direta dos usudrios, ou seja, sem esforco de busca dos mesmos. A
figura a seguir apresenta a interface do perfil do usudrio em comunidades (figura 5.24).
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Figura 5.24: Interface do Perfil e Comunidade
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5.4 Limitacdes e Dificuldades

Durante o periodo de elaboracdo deste protétipo algumas dificuldades e limitagdes
foram percebidas:

a) Apds o desenvolvimento do Agente Buscador (parte integrante da solugdo
apresentada por esta tese), ocorreu uma modificagdo na forma de acesso ao Servidor de
CV-Lattes. A mudanca implementada pelo CNPQ barrou o acesso e consulta do Agente
Buscador (um crawler) na forma como foi projetada, pois foi incluida uma imagem que
deveria ser digitada para ser feito o acesso aos dados. Desta forma foi incluido no
trabalho mais uma informac¢do necessdria para a correta busca — a chave de acesso do
curriculo no CV-Lattes, ou seja, o codigo de acesso passou a ser informado pelo
usudrio;

c) O uso do CV-Lattes como fonte de dados mostrou-se limitado por alguns
motivos como: a base de dados é alimentada pelo préprio académico e ndo sofre uma
verificacdo prévia para averiguar tanto a veracidade das informag¢des como a qualidade
das mesmas. Na tentativa de avaliar os artigos publicados por cada académico esbarrou-
se na limitacdo da qualidade do dado, pois muitos estavam incorretamente digitados, por
exemplo, SBIA ocorreu como SBA e SAI em alguns casos. Estes erros de alimentacdo
causaram perdas de pontuacao por alguns académicos. Seria necessario investir esfor¢os
na constru¢@o de um diciondrio de sindbnimos para auxiliar na correta classificacéo;

RESUMO DO CAPITULO:

Neste capitulo apresentou-se uma descri¢do detalhada do protétipo W-RECMAS. O
maior detalhamento foi dado a descricdo dos agentes de software que participam da
abordagem multiagente adotada nesta tese. Foram apresentados e descritos quanto a
suas funcionalidades os agentes Buscador, Analista, Pessoal, Recomendador e
Comunitario. O conteido deste Capitulo foi publicado em [CAZ 2003], [CAZ 2004],
[CAZ 2005a], [SIL 2005], [BRE 2005] e [CAZ 2006], apresentando progressao de
detalhes conforme o andamento da tese.



6 EXPERIMENTOS E RESULTADOS

Neste Capitulo sdo apresentados os experimentos realizados nesta tese e que tiveram os
seguintes objetivos:

1) verificar quais indicadores de producgédo (bem como a importincia de cada um) do
CV-Lattes a comunidade acad&mica considera como sendo relevantes para definir a
relevancia da opinido do usudario pesquisador;

2) verificar o uso do modelo Mo-DROP em uma aplicagao real;

3) verificar qual a diferenca da aplica¢do ou ndo da relevincia da opinido do usudrio
em Sistema de Recomendacdo de acordo com a percep¢do da comunidade académica;

4) verificar se o agente de software fazendo uso do modelo Mo-DROP (Capitulo 3),
conseguiria igualar-se ou aproximar-se da avaliacdo humana de relevancia de opinido;

5) verificar a aplicabilidade do framework F-UIP em uma situacéo real;

6) verificar junto a pesquisadores se as recomendacdes feitas por usuarios detentores
de RR maiores, recairia em maior satisfacdo dos recomendados.

Desta forma, foram conduzidos seis experimentos para verificar os objetivos listados
acima, sendo alguns realizados de maneira offline (sem a participacio de académicos), e
outros tiveram participacdo de académicos. Os experimentos que envolveram
académicos (amostra de académicos da area da Ciéncia da Computacdo e Sistemas de
Informagéo) foram realizados no periodo de julho de 2005 até junho de 2006.

6.1 Descricao dos experimentos realizados

Alguns dos experimentos realizados foram conduzidos com a participacdo direta
(consulta) a um grupo de académicos ou base de dados reais.

6.1.1 Primeiro Experimento: Ponderacio de atributos do CV-Lattes

O primeiro experimento teve como objetivo verificar junto a uma amostra de
académicos quais indicadores de producdo do CV-Lattes deveriam ser levados em
consideracdo na aplicagdo do Mo-DROP para o cilculo da relevincia da opinido dos
usudrios e qual peso cada indicador deveria assumir.

Para a realizacdo deste experimento havia a necessidade da participacdo de
profissionais que tivessem um conhecimento maior da proposta e constitui¢do do CV-
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Lattes, desta forma procurou-se trabalhar com uma amostra de doutores em ciéncia da
computacao.

Aos académicos (amostra) foi solicitado selecionar e pontuar os indicadores de
producdo do CV-Lattes que consideravam importantes para definir a relevincia da
opinido de um usudrio que possui CV-Lattes (o formulario preenchido pelos académicos
respondentes encontra-se no Anexo B).

6.1.1.1 Método de pesquisa

A forma de abordagem adotada para a realiza¢do do experimento foi a de enviar um e-
mail pessoal solicitando ao académico a andlise de curriculos e retorno das
consideragdes pelo respondente. Os académicos receberam um e-mail particular e neste
foi explicado em detalhes a proposta desta tese e do experimento, e os académicos
foram solicitados a informar alguns dados pessoais como: 4rea principal de
conhecimento na qual atuavam e a existéncia de atuacdo prévia como avaliador de CV-
Lattes. No texto de explicagdo do experimento foi afirmado que os respondentes nio
seriam identificados no relato final desta tese, preservando desta forma a privacidade
dos mesmos.

Ao académico respondente, também, foi solicitada permissdo do uso de seu CV-
Lattes na realizacdo do segundo experimento descrito em detalhes na Secéo 6.1.2.

6.1.1.2 Perfil da amostra

A amostra utilizada no primeiro e segundo experimento constituiu-se em uma amostra
ndo probabilistica, mais precisamente uma amostra por conveniéncia, ou seja, amostra
onde o pesquisador seleciona membros mais acessiveis da populacdo.

Por tratar-se de uma amostragem dita ndo probabilistica deve-se ressaltar que os
resultados obtidos ndo podem ser generalizados e constituindo-se, desta forma, um
indicativo do entendimento da amostra selecionada, sendo passivel de nova pesquisa
para aprofundamento e generalizag¢do dos resultados apresentados.

A amostra selecionada constituiu-se de um total de 30 doutores da drea de ciéncia da
computagdo, os quais foram solicitados a selecionar e ponderar os indicadores de
producdo do CV-Lattes que consideravam importantes para a definicdo da relevancia da
opinido de um pesquisador. Neste experimento os académicos ndo foram solicitados a
justificar suas respostas e nem foi alvo de pesquisa as regras particulares de avaliacio
dos mesmos, pois o foco do experimento foi buscar as ponderacdes de importancia de
cada indicador de producgdo selecionado.

Como respondentes obteve-se um total de 25 académicos dos 30 convidados a
participar, ou seja, 83% dos convidados retornaram suas avaliacdes. Destes 25
académicos respondentes, 15 ja haviam participado de processos em que tiveram de
analisar o conteido dos CV-Lattes de outros acadé€micos, o que demonstra que os
mesmos ja apresentavam conhecimento em anélise de CV-Lattes (figura 6.1).
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Trabalho anterior com analise do CV-Lattes

40%

@ nao
@ sim

60%

Figura 6.1: Académicos e atuacdo com andlise prévia de CV-Lattes

A figura 6.2 apresenta a distribuicdo dos respondentes quanto ao tempo de
doutoramento em anos. Destes 25 académicos a maioria apresenta doutoramento de no
maximo cinco anos (48% dos respondentes).

Tempo de doutoramento

12%

o<=5
mE>5e<=10
o>10

48%

Figura 6.2: Académicos e tempo de doutoramento

A figura 6.3 apresenta a distribuicdo dos respondentes quanto as suas principais
areas de atuacdo dentro da ciéncia da computagdo. Verifica-se pela figura que a maior



103

parcela dos respondentes concentra seus esfor¢os de pesquisa na drea de Inteligéncia
Artificial.

Areas principais de atuacdo

12%

36% o Inteligéncia Atrtificial

m Redes de Computadores
O Computagéo Gréfica

O Engenharia de Software

24%

m Sistemas Operacionais

12% 16%

Figura 6.3: Académicos e areas de atuacao

6.1.1.3 Resultados

Conforme as respostas recebidas dos académicos pode-se observar que o nimero
minimo de indicadores do CV-Lattes ressaltados como importantes para a definicdo da
relevancia da opinido de um usudrio foram oito (08) e o maximo foram vinte e um (21),
sendo que a média foi de dezesseis (16) indicadores.

A tabela 6.1 apresenta por categorias os indicadores de producdo disponiveis no
CV-Lattes. Nesta tabela € apresentado o percentual de respondentes da amostra que
consideraram o indicador em questdo relevante (% Consid. Ind. Rel.), bem como a
média das respostas de importancia do indicador (% Imp. do Ind.) e o percentual total
de relevancia da categoria (% Imp. da Cat.). Por exemplo, na categoria Producgdo
Bibliogréfica, o indicador de produgdo “Artigos publicados em periddicos” foi
considerado como relevante por 100% dos avaliadores, e sua importincia dentro da
categoria ficou sendo de 36% (neste caso foi considerado o indicador mais importante
se comparado com os demais indicadores apresentados nesta categoria). A importancia
desta categoria, em relago ao total, ficou em 46%.

De acordo com as repostas apresentadas pode-se aprimorar as ponderacdes dos
indicadores utilizados na aplicacdo do modelo Mo-DROP (Capitulo 3) utilizando como
fonte de dados o CV-Lattes.
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Tabela 6.1: Relevancia dos Indicadores de Producao

Categoria: Produgdo Bibliogrifica YoImp.da
Cat.
Indicadores de Producdo % Consid. % Imp.do
Ind. Rel. Ind.
1) Artigos publicados em periddicos 100 36
2) Trabalhos em anais de eventos 100 28 46
3) Livros ou Capitulos de livros 100 29
4) Textos em jornais ou revistas 48 4
5) Demais tipos de producio bibliografica 40 3
TOTAL: 100
Categoria: Producdo Técnica JeImp.da
Cat.
Indicadores de Producdo % Consid. % Imp.do
Ind. Rel. Ind.
1) Software 95 17
2) Produtos tecnoldgicos 85 18
3) Trabalhos técnicos 93 20
4) Demais tipos de produgdo técnica (organizagdo de 93 22 15
eventos)
5) Demais tipos de producdo técnica (relatdrios de 93 14
pesquisa)
6) Demais tipos de produgdo técnica (apresentagdes 85 9
de trabalhos)
TOTAL: 100
Categoria: Orientagdo Concluida YoImp.da
Cat.
Indicadores de Producdo % Consid. % Imp.do
Ind. Rel. Ind.
1) Tese doutorado 100 45
2) Dissertacdo de mestrado 100 26 29
3) Trabalho de conclusido 96 12
4) Especializacdo /Aperfeicoamento 93 8
5) Iniciacdo cientifica 93 9
TOTAL: 100
Categoria: Informagdes Complementares 9%Imp.da
Cat.
Indicadores de Producdo % Consid. % Imp.do
Ind. Rel. Ind.
1) Participagdes em banca de trabalhos de conclusio 85 28
2) Participagdes em eventos 78 19 08
3) Participacdes em banca de comissdes julgadoras 93 37
4) Orientagdes em andamento 93 16
TOTAL: 100
Categoria: Demais Ttrabalhos Relevantes YoImp.da
Cat.
Indicadores de Producdo % Consid. % Imp.do
Ind. Rel. Ind.
Demais trabalhos relevantes 19 100 02
TOTAL: 100
TOTAL Geral: 100
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6.1.1.4 Comentdrios dos Respondentes

A seguir sdo apresentados alguns comentdrios emitidos pelos respondentes e
considerados relevantes no experimento realizado:

1) “....os indicadores do CV-Lattes sdo extremamente vagos, uma vez que Sdo
quantitativos e ndo levam em conta o perfil do pesquisador em questdo. Existem
pesquisadores que atuam em dreas mais tedricas, entdo publicacdes em periodicos
Qualis A sdo visadas. Jd outros pesquisadores atuam em dreas aplicadas que geram
produtos tecnologicos e entdo nestes casos outros pardmetros devem ser levados em
conta para avaliar o pesquisador. O erro esta em querer avaliar todos utilizando os
mesmos Critérios e os mesmos pesos....."

3) “.....artigos publicados em periddicos de relevincia nacional e artigos publicados
em periodicos de relevincia internacional devem ser considerados de forma
distinta.....”

A primeira observacdo descreve um cuidado que deve ser feito na interpretagdo das
competéncias e autoridade dos pesquisadores, uma vez que o CV-Lattes reflete somente
o perfil de pesquisador (académico), deixando descoberto o perfil dos pesquisadores que
trabalham na pesquisa mais aplicada junto a industria. As observagdes apresentadas
foram relevantes, e as observagdes 2 e 3 refor¢aram o correto uso do Qualis e distingdo
entre os tipos de publicacdes de cada académico no Segundo Experimento (Secdo

6.1.2).

6.1.2 Segundo Experimento: Aplicando o0 modelo Mo-DROP

Objetivando apresentar uma aplicagdo prética do modelo proposto (Mo-DROP) este foi
aplicado no protétipo W-RECMAS. Nesta instanciagdo do modelo foram utilizados
dados provenientes de CV-Lattes de pesquisadores (pesquisadores que autorizaram o
uso dos mesmos no experimento 1), bem como os resultados obtidos no experimento
anteriormente descrito.

6.1.2.1 Dominio e Atributos

O dominio do experimento que estd sendo descrito € referente a académicos da drea de
ciéncia da computacgdo, e neste experimento existem diversas dreas de interesse para os
usudrios do sistema. Objetivando representar a relevincia da opinido do usudrio sdo
descritos na Tabela 6.2 os atributos quantitativos.

Os atributos da tabela 6.2 foram extraidos do CV-Lattes como texto. Cada atributo
selecionado para o experimento foi decomposto e analisado. Todas as dreas de interesse
e publicacdes foram extraidas e cada drea foi separadamente analisada. Os atributos
constantes na tabela 6.2 foram selecionados com base no experimento 1, e o peso de
cada atributo foi definido com base na avaliacdo dos pesquisadores que participaram do
experimento (exemplo, o atributo APP foi avaliado no experimento 1 com um peso
individual de 36% na sua categoria, que recebeu um peso de categoria igual a 46%,
desta forma foi calculada a relag@o deste atributo e todos os demais avaliados, ou seja,
Peso APP= 36%46/100 = 16,56).
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Tabela 6.2: Atributos quantitativos do CV-Lattes e seus pesos

Atributos Acrénimo 9%Peso Valores

Artigos publicados em periddicos | APP 16,56 Este valor € medido em APP
unidades.

Trabalhos em anais de eventos TAE 12,98 Este valor € medido em TAE
unidades.

Livros ou Capitulos de livro LCL 13,34 Este valor é medido em LCL
unidades.

Textos em jornais ou revistas TIR 1,84 Este valor é medido em TJR
unidades.

Demais tipos de produgdo | DTP 1,38 Este valor é medido em DTP

bibliografica unidades.

Software SwW 2,55 Este valor é medido em SW
unidades.

Produtos tecnoldgicos PT 2,70 Este valor é medido em PT
unidades.

Trabalhos técnicos TT 4,00 Este valor € medido em TT
unidades.

Demais tipos de produgio técnica | OE 3,30 Este valor € medido em OE

(organizacdo de eventos) unidades.

Demais tipos de produgdo técnica | RP 2,10 Este valor é medido em RP

(relatdrios de pesquisa) unidades.

Demais tipos de produgdo técnica | AT 1,35 Este valor € medido em AT

(apresentagdo de trabalhos) unidades.

Tese de doutorado TD 13,05 Este valor € medido em TD
unidades.

Dissertagcdo de mestrado DM 7,54 Este valor é medido em DM
unidades.

Trabalho de conclusao TC 3,48 Este valor é medido em TC
unidades.

Especializagdo/Aperfeicoamento | EA 2,32 Este valor € medido em EA
unidades.

Iniciagdo cientifica IC 2,61 Este valor é medido em IC
unidades.

Participagdo em banca de | PBTC 2,24 Este valor é medido em

trabalho de conclusédo PBTC unidades.

Participagdo em eventos PE 1,52 Este valor ¢ medido em PE

unidades.
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Atributos Acrénimo 0Peso Valores
Participagdo em banca de | PBCJ 2,96 Este valor € medido em PBCJ
comissoes julgadoras unidades.
Orientacdes em andamento OA 1,28 Este valor é medido em OA
unidades.
Demais trabalhos relevantes DTR 0,90 Este valor é medido em DTR
unidades.

Todas as métricas quantitativas (APP, TAE, LCL, TJR, DTP, SW, PT, TT, OE, RP,
AT, TD, DM, TC, EA, IC, PBTC, PE, PBCJ, OA e DTR) foram normalizadas para uma
escala especifica de valores. A Equacdo (6) do Capitulo 3, foi aplicada no processo de
normaliza¢do dos valores, e o valor maximo definido para cada atributo foi obtido
através de uma amostragem de 50 Curriculos Vitae Lattes de pesquisadores da ci€ncia
da computacdo provenientes do sistema CV-Lattes do CNPQ. Estes curriculos foram
selecionados por conveniéncia, utilizando nomes de pesquisadores da UFRGS
(Universidade Federal do Rio Grande do Sul), UNISINOS (Universidade do vale do Rio
dos Sinos), PUC-RS (Pontificia Universidade Catdlica do Rio Grande do Sul), UNB
(Universidade de Brasilia), UCS (Universidade de Caxias do Sul), UFPA (Universidade
Federal do Para) e UFBA (Universidade Federal da Bahia).

O valor minimo definido para cada atributo foi igual a zero. Todos os atributos
analisados apresentavam diferentes escala de valores (por exemplo, de acordo com a
amostragem de curriculos o nimero médximo de trabalhos publicados em eventos pelos
pesquisadores selecionados foi igual a 100, mas o nimero de livros e Capitulos
publicados foi igual a 25, ou seja, valores com escalas muito distintas).

Quando foi aplicada a Equacdo (7) do Capitulo 3, para calcular o Ranqueamento do
Recomendador, os pesos atribuidos aos atributos foram exatamente os listados na tabela
6.2. Uma importante consideracdo deve ser feita: no experimento que estd sendo
apresentado existe distingio em importincia entre publicacdes Internacionais e
Nacionais. Esta distingdo baseia-se na listagem de importdncia de publicacdes,
denominada Qualis (descrita no Capitulo 5). Esta lista foi utilizada no experimento aqui
descrito, apesar da mesma ter criado bastante controvérsia no mundo académico. A
adocdo da mesma nesta aplicagdo foi feita por comodidade e ndo por esta ter sido
superior em qualidade a outras existentes.

Devido a disponibilidade desta lista, trabalhou-se com valoragdes distintas para as
publicacdes de cada pesquisador no nivel internacional e nacional/local conforme
descrito na tabela 6.3.

Tabela 6.3: Peso das categorias de publicacdes

Categorias A B C/D
Qualis/Atributos

Internacionais

APP 3,0 2,0 1,0
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Categorias A B C/D
Qualis/Atributos

Internacionais

TAE 3,0 2,0 1,0
Nacionais/Locais

APP 2,0 1,5 1,0
TAE 2,0 1,5 1,0

Para tornar a explicacdo anterior um pouco mais clara, apresenta-se um exemplo
pratico: um pesquisador X possui as seguintes publicagdes em seu CV-Lattes nos
ultimos 3 anos: 2 publicagcdes internacionais na categoria A, 2 internacionais na
categoria B e 1 internacional na categoria C, sendo assim o atributo APP = 2*3.0 +
2820+ 1*1.0=11.

Aplicou-se uma distingdo entre orienta¢des concluidas (OC = TD, DM e TC) e
orientacdes em andamento (OA). Nestes atributos foi realizada uma distingdo entre
alunos de graduacdo, e pés-graduacdo. Foi definida uma classificacio com pesos
especificos:

- Estudante de Doutorado = 5,0;
- Estudante de Mestrado = 3,0;
- Estudante de Graduacdo = 1,0.

Por exemplo, para um pesquisador com 15 orientacdes: 5 de doutorado, 5 de
mestrado e 5 de graduacdo, OC = 5*5.0 + 5*3.0 + 5*%1.0 = 45.

6.1.2.2 Aplicando o Mo-DROP

A tabela 6.4 apresenta as métricas de produgdo (atributos) e valores respectivos
extraidos do CV-Lattes de dez pesquisadores, entretanto, os atributos nio se encontram
normalizados.

Na linha 1 da tabela 6.4 é apresentado um usudrio que é doutor em ciéncia da
computagdo; apresenta duas publicagdes em periddicos (publicacdes nacionais e
internacionais), vinte trabalhos publicados em eventos (publicacdes nacionais e
internacionais) e um livro publicado; vinte e dois estudantes orientados, e sete
estudantes orientados atualmente. A pergunta € — Qual a relevancia da opinido deste
usudrio para a area de interesse do mesmo dentro de um sistema de recomendacio que
aplique o modelo Mo-DROP?

A tabela 6.5 apresenta todos os atributos normalizados apds a aplicacdo da Equacio
(6). Pode-se observar que todos os atributos foram colocados na escala desejada [0-10].
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Tabela 6.5: Atributos normalizados para o cdlculo do RR

L. Atributos
Usudrio I 55 TTAR [LCL [TIR |DTP|SW |PT |TT |OE |RP |AT |TD |DM |TC |EA [IC_|PBTC |PE |PBCJ |OA |DTR
Ul 21 22| 08] 95[100] 32| 33| 33| 33| 33| 66| 32| 1,6]100]100| 1,5 7.6[100] 56| 92| 08
02 33| 3.8| 49]100| 47| 55| 33| 20| 33| 33| 39| 32| 43| 29| 100] 100] 54| 55| 100] 3,0/ 08
U3 21 19] 25| 20| 16| 32| 33| 20| 33| 33| 20| 32| 1,6] 57| 21| 1,5] 03] 30| 23| 1,8] 100
U4 15| 09| 08| 20| 16| 32| 33| 20]/100] 33| 12| 32| 1,6] 00| 21| 15| 03| 24| 23| 06] 25
U5 10,0 99| 65| 9,5/ 7,7/ 10,0] 100| 10,0] 3,3 3,3]| 10,0] 32| 5.4]100| 2,1|100| 10,0] 81| 42| 92| 08
U6 271 32| 74| 20 16| 09| 33| 20| 33| 33| 12| 47]100] 43| 21| 1,5 100| 14| 23] 06| 08
U7 15] 09| 00| 20| 1,6] 32| 33| 20| 33| 33| 12| 32| 16| 08| 21| 15| 06| 30| 23| 06] 08
Us 15| 40| 00| 20| 1,6] 09 33| 20| 33100 12| 32| 16| 57| 57| 39| 03] 1,9] 3,7 06| 7.8
U9 73| 510100 20 1,6] 09| 33| 100] 33| 3.3]100| 32| 32| 64| 21[100| 100| 1,4| 47| 92| 10,0
Ul10 10,0] 10,0] 10,0] 2,0]10,0[ 10,0] 3.3| 52| 33| 33| 3.9]100] 100 00| 21| 1,5 03] 45| 28[10,0] 10,0
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Finalmente, foi calculado 0 RRy,, aplicando a Equagao (7) do Capitulo 3 para todos
os atributos selecionados e usando os respectivos pesos. A tabela 6.6 apresenta o valor
calculado para cada usudrio.

Tabela 6.6: Resultados do Ranqueamento do Recomendador

Usuario RRrea
Ul 3,8
U2 5,0
U3 2,5
U4 2,3
U5 8,4
U6 4,5
u7 1,7
U8 2,8
U9 6,5
U10 10,0

A interpretacdo final dos valores obtidos demonstra que a opinido do usuério U10 é
mais relevante entre os usudrios interessados nesta drea de pesquisa. Neste exemplo, foi
apresentado o célculo do RR,, por usudrio em uma 4rea especifica de interesse (ex,
inteligéncia artificial), mas o mesmo cédlculo pode ser realizado para cada drea de
interesse do usudrio.

Os resultados do experimento sugerem que o modelo € flexivel e pode ser facilmente
aplicado para dominios distintos, uma vez que os atributos e seus pesos podem ser
trocados e parametrizados.

O beneficio esperado pela aplicacdo deste modelo é que 0 mesmo possa auxiliar na
representacdo da relevincia da opinido do usudrio que participa de uma recomendagao,
e desta forma espera-se estar oferecendo uma informacgdo que venha a facilitar a escolha
do usudrio alvo sobre o “consumo” do item recomendado. Buscando verificar se a
apresentacdo do Ranqueamento do Recomendador junto ao item recomendado faria
diferencga para o usudrio alvo, o terceiro experimento (Subsecio 6.1.3) foi realizado.

6.1.3 Terceiro Experimento: Interfaces de Recomendacao

O terceiro experimento teve como objetivo verificar junto a uma amostra de académicos
de Ciéncia da Computacgdo e profissionais de Sistemas de Informagdo qual a diferenca
percebida ao apresentar-se uma interface de um sistema de recomendacdo com a
inclusdo do valor do Ranqueamento do Recomendador e outra interface sem o valor do
Ranqueamento do Recomendador.

Os académicos selecionados (amostra) foram solicitados a avaliarem duas interfaces
de sistemas de recomendacdo com suas devidas recomendacgdes e responderem a um
questiondrio (conforme apresentado no Anexo C).
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6.1.3.1 Método de pesquisa

Os participantes da amostra receberam um e-mail pessoal, no qual foram descritos
alguns termos importantes no contexto do experimento que se pretendia realizar, tais
como: Sistemas de Recomendagdo, Sistemas de Recomendacdo Colaborativos e
Relevancia da Opinido do Usuario.

O participante foi solicitado a inserir-se em um cendrio hipotético e responder trés
questdes objetivas apds a visualizacdo das alternativas de interface do sistema de
recomendacdo (apresentadas na figura 6.4 e na figura 6.5).

Na Alternativa 1 (figura 6.4) o usudrio visualizava somente a predicio do sistema de
recomendacdo ao artigo recomendado, ou seja, o quanto o sistema predizia que o
usudrio alvo gostaria da recomendacao.
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Figura 6.4: Interface 1 do terceiro experimento

Na Alternativa 2 (figura 6.5) o usudrio visualizava o Ranqueamento do
Recomendador que auxiliou na recomendagdo, ou seja, o quio importante era a opiniao
de quem auxiliou na recomendag@o dentro de um sistema colaborativo.



113

A W-RECMAS - Microsoft Internet Explorer, |Z”E‘E‘

 Arquivo  Edkar  Exlbir  Faworitos  Ferramentas  Ajuda Links > ﬂ"

W-RECMAS ¥

Sistema de Recomendagdo de Artigos Cientificos

B. indo ao Si de R dagio de Artigos Cientificos W-RECMAS!

Este & um sistema desenvolvido exclusivamente para a comunidade académica, com o objetivo de recomendar artigos cientificos e permitir a
criagdo de comunidades virtuais. Para realizar suas tarefas o sistema trahalha com o conceito de relevéncia da opiniio do usuérios, o qual
representa a autoridade do usuario para avaliar itens de uma determinada area de conhecimento.

s itens abaixo listados estio sendo recomendados para vocé! Boa leitura!

Artiges Recomendados Ranking da Recomendador |Download Avaliagio
fo 107 {feedback)
| ;57
An Econoric Model of User Rating in an Online “ RRA= 88 @ |17v1|
Recommender System &
Improving Recommendation Lists Through “ RR= 86 El 1w
Topic Diversification :
Infuence in Ratings-Based Recommender Systems: % RR=86 @ | 1 v-|
An Algorithm-Independent Approach )
(C‘ombining Data Mining Technique and Tsers' Relevance Opinion to Build an Efficient ® mr-70 El ]
Recommender System )
Analysis of Recommendation Algorithms for E-Commerce a RR=40 l@l |1 v

[Ewstr.. [%

[Bwmoa. [ @am. - £Zsn. - = caza., | 5 s

+d Iniciar U 97-% R ST

Figura 6.5: Interface 2 do terceiro experimento
6.1.3.2 Hipdotese de pesquisa

A hipétese que foi levantada para a realizacdo deste experimento € a de que a inclusdo
do RR dos recomendadores na interface do sistema de recomendacio propiciaria uma
melhor aceitagio das recomendacdes realizadas que envolvessem especialistas nas dreas
de interesse.

6.1.3.3 Perfil da amostra

A amostra utilizada no quarto experimento constituiu-se em uma amostra nao
probabilistica de um total de 70 académicos, entre académicos da area de ciéncia da
computagdo e da drea de sistemas de informagdo. Neste experimento os participantes
foram solicitados a apresentarem sugestdes sobre possiveis dreas de aplicagdo da
solucdo proposta.

Como respondentes obteve-se um total de 62 académicos. Destes 62 respondentes
27 sdo doutores, 10 doutorandos, 6 mestres, 10 graduandos e 9 graduados conforme
apresentado na figura 6.6.
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Figura 6.6: Distribuicdo dos académicos e profissionais do terceiro experimento

6.1.3.4 Resultados

Os respondentes tendo em mente o cendrio hipotético apresentado no experimento e
abaixo descrito:

“_..supondo que vocé seja um pesquisador iniciando estudos na Area de Conhecimento
referente a Sistemas de Recomendagdo, ou seja, vocé iniciou a busca por material
relevante e confidvel para que possa obter conhecimento desta drea. Vocé poderia
reportar-se a um sistema de recuperacdo de informagdo (exemplo, google) e comecar a
busca de forma auténoma, o que seria exaustivo pois vocé ndo possui conhecimento de
que material seria relevante para ler. Visando auxiliar seu inicio de busca lhe foi
ofertado um Sistema de Recomendacdo, o qual apresenta duas alternativas de
apresentacdo de seu contetido (Alternativa 1 e Alternativa 2)” .

Responderam as seguintes questoes:

Q1) A inclusdo do Ranqueamento do Recomendador neste contexto seria um fator
que facilitaria a selecdo de itens recomendados ao usudrio?

Observou-se que 61 académicos de um total de 62 responderam que sim a esta
questdo, ou seja, 98,4% dos respondentes.

Q2) Vocé ao verificar a recomendacdo com a inclusdo da relevancia da opinido do
usudrio sentiu-se mais seguro ao decidir que item ler / acessar primeiro devido ao
sistema mostrar que este individuo tem maior ou menor autoridade na area?

Observou-se que 60 académicos de um total de 62 responderam que sim a esta
questdo, ou seja, 96,7% dos respondentes.
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Q3) Em um contexto de recomendacdo de itens este fator (Ranqueamento do
Recomendador) poderia ser um direcionamento para selecdo de itens, diminuindo a
sensacdo de sobrecarga de informacdo comum em sistemas de recuperacdo de
informacdes (exemplo, google)?

Observou-se que 61 académicos de um total de 62 responderam que sim a esta
questdo, ou seja, 98,4% dos respondentes.

A tabela 6.7 sumariza estes valores obtidos como resultados.

Tabela 6.7: Respostas do terceiro experimento

Respostas
Questdes | % Sim | % Nido | % Total
Q1 98,4 1,6 100
Q2 96,7 33 100
Q3 98,4 1,6 100

Com os resultados obtidos foi possivel confirmar a hipdtese apresentada no item
6.1.3.2. O retorno que os repondentes enviaram foram levados em consideracdo na
elaboracdo do experimento final descrito na Secdo 6.1.6.

6.1.3.5 Comentdrios dos Respondentes

Segundo os respondentes as possiveis aplicagdes do Ranqueamento do Recomendador
(solugdo proposta e apresentada na figura 6.5) seriam:

1) Alunos de pds-graduacdo iniciando em uma drea de pesquisa;
2) Orientadores em busca de novas areas;

3) Qualquer situacdo que demande escolha de uma drea de conhecimento onde o
pesquisador ndo possua familiaridade;

4) Sistemas onde a avaliag@o técnica é fundamental (exemplo, avaliacdo de cameras
digitais);
5) Sistemas de comunidades virtuais e féruns (exemplo, verificar a relevincia da
opinido de quem emite avaliacdo ou idéia sobre algo);
Problemas relevantes quanto a aplicagdo do Ranqueamento do Recomendador
segundo os respondentes:
1) “....como garantir que os rankeados sdo realmente especialistas...”

2) “...uma lista de 1.000 artigos listados pelo sistema, contra uma lista de 10.000
artigos no google talvez ndo fossem vistas como coisas diferentes pelo usudrio, nos
dois casos existird sobrecarga de informagdo...”

3) “...como garantir que o especialista ndo terd ganhos financeiros se avaliar
melhor um item ou invés de outro?”
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4) “...na minha opinido a opinido de um recomendador com notdria experiéncia
seria importante em dreas técnicas, nas quais ndo possuo conhecimento. Em
situagoes de recomendacdo cultural ou artistica, preferiria recomendacdes feitas
por pessoas c/ gostos semelhantes aos meus...”

5) “...quem possui muita experiéncia pode avaliar bem artigos mais aprofundados e
mal os bdsicos. Como ficaria a recomendacdo para os iniciantes neste caso?”

6.1.4 Quarto Experimento: Avaliacao humana x agente de software

O quarto experimento teve como objetivo verificar junto a uma amostra de académicos
qual a relevancia da opinido de um grupo de acadé€micos (que concordaram em
disponibilizar seus CV-Lattes para andlise) em algumas areas de interesse.

Os académicos selecionados (amostra) foram solicitados a avaliarem dois CV-Lattes
de outros académicos. A avaliacdo constituiu-se em ponderar a relevancia da opinido do
académico que estava sendo avaliado para uma drea de interesse onde este seria
especialista e em uma drea em que este supostamente estaria interessado a ingressar
(ndo especialista). O enunciado completo do experimento encontra-se disponivel no
Anexo D.

Neste experimento havia a necessidade da participag¢do de profissionais que tivessem
um conhecimento maior da proposta e constituicio do CV-Lattes, desta forma,
procurou-se trabalhar com uma amostra de doutores em ciéncia da computacao.

6.1.4.1 Método de pesquisa

A forma de abordagem adotada para a realizagdo do experimento foi a mesma descrita
anteriormente no primeiro experimento (Subsecdo 6.1.1.1). Neste experimento cada
académico recebeu dois CV-Lattes (autorizados previamente pelos seus responsdveis
para uso neste experimento) para avaliar. Esta avaliacio foi realizada considerando duas
areas de interesse para cada um dos curriculos: uma das dreas consistia da area de
especializacdo do curriculo do pesquisador e outra em uma 4drea hipotética de interesse.
Foram avaliados 13 curriculos.

No texto de explicacdo do experimento foi afirmado que os respondentes ndo seriam
identificados no relato final da tese, preservando desta forma a privacidade dos mesmos.

6.1.4.2 Hipdotese de pesquisa

A hipétese que foi levantada para realizacdo deste experimento € a de que o agente
computacional (Agente Analista) que faz uso do modelo Mo-Drop (Capitulo 5) poderia
chegar a valores proximos dos fornecidos pela amostra que avaliou os CV-Lattes de
alguns académicos, e utilizando a escala de avaliagdo do RR seriam gerados valores
entre [0-4,9] para dreas em que os académicos ndo sdo especialistas e valores entre [5,0-
10] para as dreas em que os académicos s@o considerados especialistas.

6.1.4.3 Perfil da amostra

A amostra utilizada neste experimento foi a mesma do primeiro experimento (Secdo
6.1.1.2), sendo que como respondentes obteve-se um total de 26 académicos dos 30
convidados a participar.
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6.1.4.4 Resultados

Na tabela 6.8 s@o apresentadas as avaliacdes realizadas pelos académicos (Avaliacdo
Humana) a alguns CV-Lattes (Curriculo dos académicos). As avaliacdes foram feitas
para uma area em que o académico avaliado era especialista e uma drea na qual o
académico avaliado supostamente estaria disposto a iniciar pesquisa, ou seja, ndo
especialista. Na tabela 6.8 sdo apresentadas as avaliacdes realizadas pelo agente
computacional (Avaliacio do agente) e as avaliagdes realizadas pelos humanos
(Curriculo dos académicos) aos mesmos curriculos, fazendo aplicacio do Mo-DROP
instanciando o CV-Lattes.

Tabela 6.8: Resultados das avaliacdes

Avaliagdo humana Avaliag@o do agente Diferenca entre avaliacdo
. humana e avaliagdo do
Curriculo
agente
dos

académicos | Especialista Nio Especialista Nio Especialista Nio

avaliados (AHE) Especialista (AAE) Especialista (DAE) Especialista

(AHNE) (AANE) (DANE)

ACl1 6,0 3,0 5,5 2,0 0,5 1,0
AC2 10,0 3,0 9,5 2,8 0,5 0,2
AC3 8,0 5,0 8,0 3.9 0,0 1,1
AC4 7,0 3,0 4,0 2,0 3,0 1,0
ACS5 9,0 3,0 8,8 2,1 0,2 0,9
AC6 10,0 5,0 9,3 2,5 0,7 2,5
AC7 10,0 6,0 9,5 5,3 0,5 0,7
AC8 7,0 3,0 2,4 2,0 4,6 1,0
AC9 9,0 3,0 6,1 2,5 2,9 0,5
AC10 10,0 4,0 9,3 2,5 0,7 1,5
ACl11 8,0 3,0 5,0 2,6 3,0 0.4
AC12 8,0 3,0 2,7 2,5 5,3 0,5
ACI13 8,0 3,0 5,2 2,0 2,8 1,0
Média: 8,5 3,6 6,6 2,7 1,9 0,9
Desvio 1,3 1,0 2,6 0,9 1,8 0,6
Padrao:

Observando-se a diferenca entre a avaliagdo humana e a avaliacdo realizada pelo
agente de software verifica-se que a média das diferencas das avaliacdes foi,
respectivamente, 1,9 para curriculos na drea em que o pesquisador avaliado era
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especialista e 0,9 para curriculos na drea em que o pesquisador avaliado ndo era
especialista. Interpretando estes valores observa-se que quando se trata de uma 4rea de
ndo especializacdo do acad€mico, a avaliacio humana e a avaliacio do agente de
software apresentaram-se muito proximas conforme disposto na figura 6.7.

Na figura 6.7 pode-se observar que os valores referentes a avaliacdo humana de um
curriculo académico na drea em que o avaliado ndo € especialista (AHNE) e a avaliacao
de um agente de software de um curriculo de um académico na drea em que o avaliado
ndo é especialista (AANE) foram muito similares.

Resultados
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Figura 6.7: Avaliacdo humana x avaliacdo agente software

Da mesma forma € possivel observar que os valores referentes a avaliacdo humana
de um curriculo na drea em que o avaliado € especialista (AHE) e a avaliacdo de um
agente de software de um curriculo na drea em que o avaliado € especialista (AAE)
apresentaram alguns pontos de maior diferenciacio.

Buscando avaliar a hipdtese descrita para este experimento e assumindo-se que
valores de RR >=5,0 e <=10 deveriam ser gerados para as dreas em que os curriculos
dos académicos avaliados sdo especialistas e valores de RR >=0 e <5 deveriam ser
gerados para as dreas em que os curriculos de acad€micos avaliados ndo sdo
especialistas, foi realizada a seguinte verificacdo:

a) analisou-se o percentual de académicos, na drea em que o académico avaliado é
especialista, onde o valor do RR ficou na faixa almejada: dos 13 curriculos analisados,
um total de 10 ficaram na faixa esperada, sendo assim 77% dos curriculos ficaram
dentro do esperado, e 23% ficaram fora do esperado.

b) analisou-se o percentual de académicos, na drea em que o académico avaliado ndo
€ especialista, onde o valor do RR ficou na faixa almejada: dos 13 curriculos analisados,
um total de 12 ficaram na faixa esperada, sendo assim 92% ficaram na faixa esperada, e
8% ficaram fora do esperado.
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Com os resultados obtidos, evidencia-se a comprovacdo parcial da hipdtese
formulada (Subsecdo 6.1.4.2) devido a limitacdes (Subsecdo 6.1.4.5) nos dados
fornecidos aos agentes computacionais.

6.1.4.5 Limitacoes

Analisando os resultados procurou-se explicar o porqué das distor¢des de valores
que ocorreram em alguns dos resultados. Por exemplo, o AC12 (académico 12) obteve
somente 2,7 para uma drea em que este ¢ notadamente especialista. Como explicar este
resultado? Analisando-se os dados do CV-Lattes fornecido ao agente, observou-se que
este valor foi gerado devido a vdrios veiculos em que este académico publicou ndo
terem sido encontrados no Qualis pelo agente, o que ocasionou uma baixa na sua
pontuacao.

Estes veiculos ndo foram encontrados por apresentarem erros na alimentagdo dos
nomes no préprio CV-Lattes do académico. Observou-se que os valores de RR obtidos
fora da faixa esperada, foram conseqiiéncia, na maioria dos casos, de falha na
alimentagdo do curriculo pelo académico, o que ocasionou perda de dados que
ajudariam na avaliacdo dos curriculos pelo agente.

6.1.5 Quinto Experimento: Aplicando o framework F-UIP

Neste experimento apresenta-se uma aplicacdo pratica do framework F-UIP proposto no
Capitulo 4.

6.1.5.1 Base de dados

O framework proposto foi testado utilizando-se uma base de dados sintética. Para a
realizacdo deste experimento foram utilizados 80 CV-Lattes de pesquisadores
brasileiros da drea de ciéncia da computagdo. Estes curriculos foram utilizados para
gerar a base de dados sintética.

A amostra de curriculos foi coletada por conveniéncia, direto do site do CNPQ no
periodo de agosto a setembro de 2004, sendo formada por 4 curriculos de graduandos, 6
curriculos de graduados, 2 curriculos de especialistas, 16 curriculos de mestrandos, 19
curriculos de mestres, 10 curriculos de doutorandos, 15 curriculos de doutores e 8
curriculos de p6s-doutores.

A base sintética gerada inclui 10.000 registros (com representagdo proporcional
de cada nivel de formacdo académica selecionada e descrita no pardgrafo anterior).
Cada registro da base de dados corresponde a um pesquisador e suas respectivas dreas
de interesse relacionadas a ciéncia da computacgao, incluindo seus respectivos RRyea. A
figura 6.8 apresenta a distribui¢do final por formacgado na base de dados gerada. Esta base
de dados sintética era composta por cinco campos caracterizando as dreas de interesse
dos pesquisadores.
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Formacao/Curriculos

Figura 6.8: Distribuicao das formacdes na base de dados sintética

A figura 6.9 apresenta estas dreas de interesse e os respectivos numeros de
usudrios interessados e o nimero de usudrios que ndo explicitaram interesse em cada
uma das dreas: Al com 9.100 interessados e 900 que ndo explicitaram interesse; A2
com 6.532 interessados e 3.468 que ndo explicitaram interesse; A3 com 1.701
interessados e 8.299 que ndo explicitaram interesse; A4 com 6.938 interessados e 3.062
que ndo explicitaram interesse; A5 com 3.001 interessados e 6.999 que ndo explicitaram
interesse.
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Figura 6.9: Areas de interesse e usuarios

A base de dados sintética apresentava a seguinte distribuicao de RRq,is (valores
entre 0 até 10, representando a relevancia da opinido dos usudrios): O registros entre
[0,0-2,9]; 1.151 registros entre [3,0-4,9]; 654 registros entre [5,0-6,9]; 5.611 registros
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entre [7,0-8,9] e 2.584 registros entre [9,0-10,0], conforme figura 6.10. Deve ser
observado que estes valores representam a média aritmética entre todos 0s RRess de um
usudrio, porém ao aplicar-se o framework na fase Il o RRy, dos usudrios foi calculado
para as dreas envolvidas nas regras a serem analisadas.
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Figura 6.10: Distribui¢do dos valores do Ranqueamento do Recomendador

Neste experimento utilizou-se o algoritmo Apriori [AGR 94] (versdo
implementada na ferramenta de mineracdo Weka [WIT 2000]), parametrizada com fator
de suporte minimo (lowerBoundMinSupport) igual a 0,1 e maximo igual a 1
(upperBoundMinSupport) e minima confianga igual a 0,8 ; sendo solicitada a geragdo de
um total de 10 regras. A Tabela 6.10 apresenta um total de cinco regras positivas
obtidas através da aplicacio da mineracdo e selecionadas para exemplificar o
framework.

Por exemplo, pode-se analisar a regra R4 da tabela 6.9: esta regra apresenta um
valor de confianga igual a 1,0, sendo selecionada na Fase I; esta por sua vez foi
selecionada na Fase II, devido a média entre 0 RRyy,is dos usudrios (1.701 usudrios) que
casam com o LHS e RHS da regra ser igual a 7,3 (este valor representa que a opinido
destes usudrios sdo relevantes para as dreas participantes na regra em questdo); esta
regra foi selecionada para a Fase III, sendo encontrado um total de 103 usudrios que
casaram com o LHS e casaram com a negacdo do RHS desta regra (usudrios que seriam
alvo de sua aplicag@o). Desta forma esta regra foi selecionada, porém caso ndo fossem
encontrados usudrios que casassem com a regra, esta por ter sido considerada relevante
seria preservada em base de dados para uma futura aplica¢io (caso ocorrido com a regra
RS5).

As regras R1, R2 e R3 apresentam um valor de confianga adequado, porém as
médias entre 0s RRois dos usudrios que casam com o LHS e RHS foi menor do que 7,0
(indicando que a relevancia de opinido da comunidade em questio ndo € muito
significativa dentro da parametrizacdo aplicada); por esta razdo as regras ndo foram

selecionadas para Fase III.
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Tabela 6.9: Regras Geradas

Regras Confianca |LHS/RHS |Média dos RRs |LHS/—RHS |Selecionada?

R1 |If A2=1 then Al=1 0,98 6431 6,7 101 N

R2 |If A2=1 and A4=1 0,97 3369 6,0 101 N
then Al=1

R3 |If A4=1 then Al=1 0,87 6038 4,6 900 N

R4 |If Al=1 and A3=1 1,00 1701 7,3 103 S
then A2=1

R5 |If A5=1then Al=1| 1,00 3001 8,5 0 S

Como finalizagdo do experimento realizado verifica-se a viabilidade da
aplicag¢do do framework na minimizagdo do problema da superespecializa¢cdo uma vez
que com base na colaboracdo de usudrios com alto valor de opinido nas dreas foi
possivel sugerir novas dreas aos usudrios alvo. Esta minimizacdo surge com a aplicacio
das novas regras selecionadas com o auxilio das informacdes constantes no banco de
dados e as informagdes referentes a opinido da comunidade.

Certamente ainda existe a possibilidade de inadequagdo na recomendacéo feita
ao usudrio alvo, pois o mesmo pode ndo aceitar ou ndo se contentar com a
recomendacdo em uma area que ele ndo tenha pedido ou se inscrito previamente. Como
uma solugdo a esta consideracdo existe o feedback do usuario em Sistemas de
Recomendacdo, que se apresenta como uma informacao de alta relevincia neste caso,
pois somente através deste feedback € possivel verificar se o usudrio ficou satisfeito ou
ndo com as recomendagcdes. Caso o usudrio tenha demonstrado satisfacdo com a
recomendacio entdo se entende que a regra deve ser aplicada definitivamente no perfil
deste usudrio (diminuindo a superespecializagdo), caso contrdrio, esta regra ndo serd
aplicada no perfil do usudrio.

Uma vez que a superespecializacdo se configura como um “engessamento” das
recomendacdes feitas a um usudrio, ao aplicar este Framework observa-se que novas
possibilidades de recomendacio irdo surgir, € uma vez que o usudrio deverd apresentar
seu feedback sobre novas recomendacdes geradas a partir da regra, serd possivel
verificar seu interesse ou nao, e desta forma o seu perfil ira evoluir no sistema e nao
permanecerd como algo estatico.

6.1.6 Sexto Experimento: Recomendando itens

O objetivo deste sexto experimento foi o de verificar se as recomendagdes geradas por
individuos com maior valor de Ranqueamento do Recomendador resultariam em valores
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de avaliagbes mais altos (feedback) por parte dos pesquisadores que receberam as
recomendacdes.

6.1.6.1 Hipotese da Pesquisa

A hipétese que foi levantada para realizagdo deste experimento € a de que a média do
valor das avaliagdes (feedback) dos recomendados as recomendacdes geradas com base
em recomendadores com maior nivel de Ranqueamento do Recomendador apresentaria
maior valor se comparada com a média do valor das avaliagdes das recomendagdes
geradas com base em recomendadores com menor nivel de Ranqueamento do
Recomendador.

6.1.6.2 Método de Pesquisa

Para a realizagdo deste experimento foi selecionada uma amostra de pesquisadores
doutores da drea de ciéncia da computacdo. Estes pesquisadores concentram suas
pesquisas em dreas de interesse como Engenharia de Software, Computacdo Gréfica,
Redes de Computadores e Inteligéncia Artificial. Para cada pesquisador foi calculado o
Ranqueamento do Recomendador (RR) com base no CV-Lattes do pesquisador na sua
drea de interesse.

O experimento foi dividido em trés fases descritas a seguir, ¢ documentadas no
Anexo E desta tese:

Fase I: Coleta de Artigos

Visando popular uma base de artigos cientificos no sistema W-RECMAS foi
solicitado aos pesquisadores por e-mail que fornecessem os artigos que consideravam
melhor representar a sua area de pesquisa e que os mesmos consideravam interessantes
e recomendaveis a seus estudantes / colegas.

Cada pesquisador recomendou um minimo de 05 artigos cientificos relacionados
a sua area de interesse, ndo ocorrendo duplicidade de conteido, e poucos pesquisadores
recomendaram artigos de sua propria autoria (um total de 2% dos artigos constituiu-se
em conteudo produzido pelo proprio pesquisador colaborador). Com o auxilio destes
pesquisadores populou-se a base de artigos do W-RECMAS com um total de 141
artigos cientificos, obtendo-se uma média de 35 artigos cientificos por drea de interesse.

Procurando evitar a possivel geragdo de uma base de dados sem itens avaliados
(problema da esparsialidade descrito na subsecdo 2.6.6) considerou-se cada um dos
artigos inseridos pelos pesquisadores como ja avaliados com um valor de rating igual a
5 (em uma escala de 1-5), ou seja, para evitar uma base muito esparsa, assumiu-se que o
artigo recomendado deveria ser guardado com uma pontuacdo igual a 5 para o
pesquisador que o recomendou nesta fase. Para o sistema estes artigos s@o entendidos
como itens ja consumidos pelos pesquisadores que os incluiram (histérico de consumo).
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Fase II: Coleta de Avaliacées Preliminares

Nesta fase os pesquisadores receberam algumas recomendagdes iniciais de itens
(artigos cientificos), para permitir a coleta de avaliacdes dos pesquisadores viabilizando,
desta forma, a realizacdo do processo de filtragem de informacio colaborativa.

Cada pesquisador recebeu um total de 05 artigos cientificos recomendados, a
selecdo destes artigos baseou-se em filtragem por contetdo, ou seja, os artigos inseridos
e considerados de relevancia por cada pesquisador foram utilizados como histérico de
consumo para viabilizar a filtragem. Cada artigo foi analisado pelas palavras-chave, e os
primeiros cinco que fecharam com o perfil e histérico de consumo dos pesquisadores
foram os recomendados. No total foram feitas 135 recomendacdes, alguns itens foram
recomendados para mais de um pesquisador visando viabilizar a terceira fase do
experimento.

Uma vez recebida via e-mail a recomendacdo destes 5 artigos cientificos, os
pesquisadores foram convidados e orientados na avaliacdo a ser realizada sobre a
recomendacio feita. Os pesquisadores retornaram o e-mail com a avaliacdo dos artigos
utilizando uma escala de 1-5. As avaliagdes retornadas foram inseridas na base de dados
e permitiram a realizacio da terceira fase do experimento.

Fase III: Recomendacdes

Nesta fase os pesquisadores receberam algumas recomendagdes geradas pela
aplicagdo da filtragem colaborativa, utilizando a equacdo (9) apresentada na Secdo 3.3.

Cada pesquisador recebeu um total de 02 artigos cientificos recomendados, a
selecdo destes artigos baseou-se em filtragem colaborativa aplicando-se o
Ranqueamento do Recomendador neste cdlculo. Deve ser destacado que um
pesquisador recebeu somente uma recomendacdo e isto ocorreu pelo fato de seu modo
de avaliar os itens ser muito diferente dos demais pesquisadores (fugiu ao padrdo do
grupo recaindo no problema da similaridade descrito na Subsec¢do 2.6.2). No total foram
feitas 53 recomendacdes, alguns itens foram recomendados para mais de um
pesquisador.

Uma vez recebida via e-mail a recomendacdo destes artigos cientificos, os
pesquisadores foram convidados e orientados na avaliacdo a ser realizada sobre a
recomendacdo feita. No e-mail enviado propositalmente ndo foi indicado o nivel de
relevincia de opinido (Ranqueamento do Recomendador) dos colaboradores na
recomendacdo. Os pesquisadores retornaram um e-mail com a avaliagdo aos artigos
utilizando uma escala de 1-5.

6.1.6.3 Perfil da amostra

A amostra utilizada neste experimento constituiu-se em uma amostra ndo probabilistica
de um total de 30 doutores da 4rea de ciéncia da computagao.
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Os pesquisadores selecionados concentram suas pesquisas em dreas de interesse
como Engenharia de Software, Computacdo Grifica, Redes de Computadores e
Inteligéncia Artificial. A amostra selecionada encontra-se distribuida nestas dreas de
interesse da seguinte maneira: 07 pesquisadores trabalham na drea de Inteligéncia
Artificial, 07 na drea de Engenharia de Software, 07 na drea de Redes de Computadores
e 06 na area de Computagio Gréfica.

Como respondentes obteve-se um total de 27 académicos dos 30 convidados a
participar, ou seja, 90% dos convidados aceitaram participar das trés fases do
experimento.

6.1.6.4 Base de dados utilizada

Para a realizacdo do experimento foi construida uma base de dados real com artigos
fornecidos por pesquisadores em suas devidas dreas de atuacio.

A base de dados resultante apresentou a seguinte constituicao:

1. um total de 141 artigos cientificos recomendados por especialistas em
suas areas de interesse;

1. artigos cientificos classificados em quatro 4reas de interesse (inteligéncia
artificial, computagdo grafica, redes de computadores e engenharia de
software);

2. uma média de 35 artigos cientificos por drea de interesse;
um total de 27 usudrios participando do experimento;
4. 329 avaliagGes de 27 usudrios para 141 artigos cientificos;

a. cada usudrio forneceu um minimo de 5 avaliagdes na primeira
fase;

b. cada usudrio realizou exatas 5 avaliacdes na segunda fase;

c. cada usudrio (com excecdo de um pesquisador) realizou 2
avaliacdes na terceira fase.

6.1.6.5 Resultados

Avaliando-se o feedback obtido na terceira fase do experimento (na qual foi utilizada a
filtragem colaborativa) observou-se que a média das pontuagdes retornadas pelos
pesquisadores as 53 recomendacdes geradas pela colaboracdo de pesquisadores com
Ranqueamento do Recomendador elevado (28 recomendagdes com valor elevado,
considerando-se RR elevado valores entre 7-10) ficou em 4,17 (em uma escala de 1-5) e
a média das pontuagdes retornadas pelos pesquisadores as recomendagdes geradas pela
colaborag@o de pesquisadores com Ranqueamento do Recomendador mais baixo (25
recomendacdes com valor baixo, considerando-se RR mais baixo os valores entre 0-6)
ficou em 3,08 (em uma escala de 1-5). Desta forma evidencia-se a comprovacao da
hipétese de pesquisa apresentada na Subse¢do 6.1.6.1.

Algumas consideracdes devem ser feitas, uma vez que se realizou um experimento
que envolvia usudrios, constituindo-se um experimento em um ambiente real de
recomendacio:
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1) os pesquisadores que participaram da amostra tiveram que realizar a avaliagdo
de alguns artigos recomendados por filtragem baseada em contetido e outro
recomendado por filtragem colaborativa, observou-se que em muitos casos 0s
amostrados avaliaram superficialmente o artigo, seja por falta de tempo ou por
desinteresse devido ao artigo ndo apresentar as palavras-chave exatamente
dentro da 4rea de pesquisa do pesquisador;

2) alguns pesquisadores mostraram uma abordagem diferente para verificar a
relevancia, centraram o foco em quem eram os autores, ou seja, se 0s autores
ndo eram conhecidos na drea o pesquisador jd inferia que o artigo ndo seria
interessante. Este comportamento foi observado em pelo menos trés
pesquisadores que estavam avaliando artigos recomendados em dreas que eles
sdo especializados;

3)  procurar avaliar o interesse de alguém por algo, apresentou-se uma tarefa
dificil pois o processo de decisdo e o aspecto cognitivo de cada pesquisador
sdo extremamente particulares e em muitos casos ndo apresentam um padrao,
mesmo tratando-se de pesquisadores especialistas na mesma drea, com O
mesmo nivel de formacgdo, formacgao realizada na mesma instituicdo (o que
poderia auferir uma “cultura“ de andlise de contetido muito semelhante);

4)  em alguns casos, ao analisar-se as avaliacdes fornecidas pelos pesquisadores,
verificou-se que em uma mesma amostra onde alguns pesquisadores
apresentavam o mesmo perfil, e foram expostos aos mesmos itens, pelo
menos um apresentava um comportamento de andlise totalmente diverso dos
demais, ou seja, todos os demais concordavam com o qudo interessante e
recomendavel o item seria, com exce¢ao de um pesquisador.

6.1.6.6 Comentdrios dos Respondentes

A seguir sdo apresentados alguns comentdrios emitidos pelos respondentes e
considerados relevantes no experimento realizado:

1) “.....os autores do artigo ndo sdo conhecidos na drea, sendo assim pontuei com
valores menores.....”

2) “....0 artigo ndo esta exatamente na minha drea de pesquisa, sendo assim
considero recomendacdo inadequada.....”

3) “.....pontuei bem alguns artigos, apesar de ndo estarem na minha drea, por ter
curiosidade.....”
4) “....a recomendacdo me surpreendeu, sendo altamente relevante e adequada,

estava falando com meus orientandos sobre este topico e autor no dia que li a
recomendagdo.....”

6.2 Conclusdes

Os seis experimentos realizados foram de extrema importancia para a finaliza¢do desta
tese uma vez que permitiram:



1)
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verificar segundo uma amostra de académicos quais os indicadores de
producdo em suas categorias deveriam ser aplicados com quais pesos no
cdlculo da relevancia da opinido do wusudrio (Ranqueamento do
Recomendador) ao utilizar-se o CV-Lattes. Este experimento auxiliou na
correta instanciagdo do modelo Mo-DROP;

verificar a utilizagdo do Mo-DROP em uma aplicagdo real;

verificar a aceitacdo da comunidade académica (envolvida na amostra
selecionada) e coletar idéias quanto a importincia da inclusdo do RR como
informacdo extra para selecdo de item a ser analisado;

verificar se com a aplicacdo real do modelo através do agente analista seria
possivel reproduzir a avaliagdo (pontuagdo) dos especialistas humanos quanto
a relevancia da opinido de um usudrio. O resultado demonstrou que os valores
produzidos com a aplicagdo do modelo chegou préximo aos valores da
avaliagdo humana (principalmente nos casos em que os curriculos ndo
apresentavam erros de preenchimento de contetdo);

verificar a aplicabilidade do framework F-UIP com dados provenientes de
CV-Lattes;

verificar se recomendacdes produzidas por pesquisadores com maior
relevincia de opinido ocasionariam pontuacdo mais elevada na avaliagdo
retornada pelos recomendados.

6.2.1 Limitacoes dos experimentos

Nestes experimentos realizados foram percebidas algumas limitacdes. Uma das
limitagdes percebidas refere-se aos experimentos terem sido realizados com uma
amostra ndo-probabilistica o que torna os resultados interessantes, porém ndo
generalizdveis.

O uso de uma base de dados textual como o CV-Lattes, com alimentacdo livre

pelos académicos (o que resulta em falta de padronizacdo) constituiu-se em uma outra
limitacdo, pois muitos dados estavam incorretos nos curriculos avaliados, ou com falta
de precisdo (erros de preenchimento).

RESUMO DO CAPITULO:

Neste capitulo apresentou-se uma descricdo detalhada dos experimentos realizados
nesta tese bem como os resultados obtidos e as limitagdes dos experimentos.



7 CONCLUSOES

A busca pela informacgdo que venha realmente a auxiliar o usudrio na realizagdo de suas
tarefas constitui-se em uma atividade tipicamente solitdria. Durante esta busca o usudrio
deve saber o que procura de forma a deixar claro aos mecanismos de busca (recuperacdo
de informagdo) o que devem procurar.

Quando esta realidade refere-se a Internet verifica-se um aumento consideravel
na dificuldade de encontrar o que venha a satisfazer o usudrio, pois existe uma grande
quantidade de recursos e caminhos possiveis de serem percorridos. Qual destes
caminhos € mais confidvel? Qual destes caminhos resulta na informacio realmente
importante?

Buscando facilitar o processo de busca pela informacdo surgiram os Sistemas de
Recomendacgdo. O fato dos Sistemas de Recomendacgdo ofertarem itens considerados
potencialmente relevantes para um usudrio faz com que o usudrio ndo tenha de
despender esforco procurando. Existem varias pesquisas focadas em Sistemas de
Recomendagdo conforme apresentado na Segdo 2.5 e no Anexo A desta tese. Nas
pesquisas e nos sifes comerciais descritos nesta tese, observou-se a nio aplicacdo da
relevincia da opinido de um usudrio no processo de recomendacdo e nem na
apresentacdo do conteddo recomendado ao usudrio alvo, considerando-se esta
preocupacio um diferencial no trabalho desenvolvido.

Alguns dominios especificos apresentam uma peculiaridade para recomendagao,
intuitivamente parece ser relevante ter conhecimento do grau de maturidade ou
autoridade do usudrio que participou da recomendagdo do item. Um caso tipico € a
recomendacio de artigos cientificos para pesquisadores, foco principal deste trabalho de
tese.

A presente tese foi iniciada partindo da observacdo desta peculiaridade de alguns
dominios, onde a inclusdo da relevancia de opiniio do usudrio no processo de
recomendacdo constituiria em um facilitador na recomendagdo. O que se apresentou
nesta tese foi um estudo para modelar a relevancia da opinido de um usudrio em
Sistemas de Recomendacdo e a utilizagdo desta métrica para aprimorar a recomendacio,
pela oferta de itens que tenham sido avaliados por pessoas com maior relevancia de
opinido. Visando viabilizar a aplica¢do dos Sistemas de Recomendacéo colaborativos e
a relevancia da opinido dos usudrios, foram utilizadas tecnologias como: mineracio de
dados, sistemas multiagentes, modelagem de perfil de usudrios e comunidades virtuais.
Através deste estudo foi oferecida uma arquitetura que permite que agentes de software
auxiliem e facilitem na busca da informacdo desejada pelos usudrios cadastrados,
recomendando o que for mais indicado ao perfil dos mesmos.
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Isto posto, cabe revisitar as contribuicdes da tese citadas na Secdo 1.4,
apresentando comentdrios que elucidam como os problemas foram tratados nos
experimentos realizados e no texto.

e Uma grande questdo em Sistemas de Recomendacdo refere-se a definicdo da
relevdncia da opinido de quem participa de um Sistema de Recomendagdo, uma vez
que em filtragem colaborativa, a opinido de um usudrio sobre dado item é
fundamental.

Nesta tese foi apresentado um modelo completo que viabilizou modelar e definir
a relevancia da opinido dos usudrios dentro de um Sistema de Recomendacido para
pesquisadores. Este modelo mostrou-se flexivel e foi instanciado para utilizagdo na
realidade brasileira, fazendo uso de informagdes provenientes de base de dados
governamentais e publicas. Com o auxilio de pesquisadores foi possivel definir os
atributos que deveriam ser levados em consideracdo, bem como a importincia de cada,
para calcular a relevancia da opinido de um pesquisador. Através dos resultados dos
experimentos realizados evidenciou-se a importancia da inclusdo desta métrica de
relevincia da opinido no processo de recomendacdo, sendo que como resultado final
verifica-se que a avaliacdo de itens recomendados por pesquisadores com maior
relevancia de opinido realmente causou uma maior satisfacdo nos recomendados.

e Uma outra questdo de relevincia para a comunidade que pesquisa os Sistemas de
Recomendacdo recai sobre a dificuldade do sistema criar o perfil atualizado dos
usudrios, uma vez que na grande maioria dos sistemas o usudrio tende a possuir um
perfil estdtico, ou seja, ndo progride com o passar do tempo, causando desinteresse
dos usudrios.

Visando acompanhar a evolugdo do perfil do usudrio houve a preocupagdo de
propor um framework que permitisse identificar novos possiveis interesses dos usudrios.
A solugdo proposta faz uso de minerag@o de dados e da métrica de relevancia da opinido
dos demais membros da comunidade para identificar estes possiveis interesses. Com os
resultados dos experimentos realizados verificou-se a aplicabilidade desta solucdo de
forma a surpreender o usudrio com recomendagdes inesperadas, procurando identificar
possiveis mudancas de interesse do usudrio. Desta forma, evidencia-se esta solucdo
como uma possibilidade de evitar ou reduzir a superespecializagdo em Sistemas de
Recomendagio.

e A apresentacdo e especificacio de uma arquitetura completa de Sistema de
Recomendacdo baseada em agentes de software, mineracdo de dados e na inclusdo
da relevdncia da opinido do recomendador no processo de recomendagdo constitui-
se em uma outra contribuicdo deste trabalho (Capitulo 5).

Nesta tese foi apresentada uma arquitetura baseada em sistemas multiagentes e
mineracdo de dados. A utilizagdo de agentes visou permitir uma melhor decomposicio
de tarefas dentro do processo de recomendacg@o com a inclusdo da relevancia da opinido
do usudrio. Estes agentes desempenham tarefas como calcular o RR dos usudrios,
identificar e realizar a recomendagao, atualizar os dados externos ao sistema e permitir a
integracdo da comunidade de pesquisadores. Através dos resultados dos experimentos
realizados verificou-se a capacidade dos agentes desempenharem seus papéis e atuarem
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como avaliadores de conteddo para definir o RR dos usudrios do sistema utilizando
ponderacdes fornecidas por pesquisadores sobre o CV-Lattes.

e Uma nova abordagem no cdlculo da recomendacdo de um item ao usudrio do
sistema de recomendacdo. A inclusdo da relevincia da opinido do usudrio que
avalia um item no cdlculo de predicdo de um item para um usudrio alvo constitui-se
em contribuicdo para a drea de Sistemas de Recomendacdo (Capitulo 3).

Nos experimentos realizados e nas recomendacdes feitas pelo sistema, foi
aplicada a equacgdo (9) apresentada na Se¢do 3.3. Nesta equagdo procurou-se incluir a
relevancia da opinido dos usudrios como um valor que viesse a reforgar as avaliagdes de
quem possuisse maior valor de RR. Através dos resultados dos experimentos realizados
evidenciou-se a importancia da inclusdo deste valor na geracdo da predi¢do de
recomendacdes.

7.1 Trabalhos Futuros

Esta tese permitiu que fossem vislumbrados possiveis trabalhos de pesquisa a serem
realizados no futuro, visando complementd-la e auxiliar de forma direta na area de
sistemas de recomendagdo. Abaixo serdo descritas algumas das possibilidades
identificadas:

a) Através da aplicagdo do framework F-UIP proposto no Capitulo 4 desta tese,
verificou-se a necessidade de desenvolvimento de um agente de software que auxilie no
gerenciamento do conhecimento gerado através da aplicacdo de mineracdo de dados. O
processo de descoberta de conhecimento em banco de dados apresenta a geracdo de
conhecimento como saida deste processo € no caso da solugdo proposta, procura-se
identificar novas dreas de interesse para um usudrio baseando-se nas regras geradas.
Com o tempo o nimero de regras geradas e aceitas tende a ser bem significativo, desta
forma seria necessario um agente que procurasse gerenciar todo este conhecimento
novo e atentasse para as regras que ja foram testadas com éxito ou sem Eéxito nos
usudrios. Este agente seria denominado “Agente Gerenciador de Conhecimento” (este
trabalho de pesquisa ja se encontra em andamento em um trabalho de conclusdo de
curso).

b) A relevancia da opinido de um usudrio pode néo ser suficiente na solucio de
ajudar um usudrio a “confiar” em uma recomendagdo que esta sendo predita. Desta
forma seria interessante a elaboragdo de uma outra métrica que pudesse representar a
“reputacdo” deste usudrio frente a comunidade de usudrios. Por exemplo, poder-se-ia
pensar em solucdes como a adotada pelo site de comércio eletrdnico e-bay
(http://www.e-bay.com), onde um usudrio pode comentar como foi a sua relagdo de
compra e venda em uma transagdo realizada com outro usudrio do site. Esta descri¢do
pode ajudar outros usudrios a confiarem ou ndo neste usudrio que vendeu um produto.
Outro exemplo apresentado na pesquisa da Profa. Dra Julita Vassileva da Universidade
de Saskatchewan em uma rede P2P cada usudrio poderia ter sua reputacdo calculada de
acordo com o feedback dos demais usudrios quanto a qualidade dos itens
disponibilizados por este usudrio na rede. Desta forma a pesquisadora propde uma
visualizacdo de todos os peers em forma de constelagdo, onde os mais confidveis frente
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a opinido da comunidade sdo apresentados com maior destaque, ou seja, um usudrio
pode facilmente identificar qual o usudrio com melhor reputagdo na comunidade. Este
tipo de informacdo, também poderia ser incluida na solu¢cdo proposta por esta tese. A
idéia poderia ser uma solu¢do baseada em recompensa e punicdo, onde todos os
usudrios iniciariam no sistema com um mesmo valor de reputagdo, e este valor de
reputacdo sofreria variacdo devido ao feedback dos demais usudrios alvos das
recomendacdes realizadas com a participa¢do de um dado usudrio recomendador.

A cada feedback positivo as suas recomendagdes, este usudrio recomendador
poderia receber um prémio que viesse aumentar a sua reputacdo frente a comunidade,
por sua vez cada feedback negativo resultaria em uma puni¢do. Como os usudrios nio
tétm como descobrir quem sdo os individuos que participam da elaboracdo de uma
recomendacdo, ndo existiria preocupacdo com agdes que procurassem prejudicar de
forma deliberada um determinado individuo. Este trabalho de pesquisa ja se encontra
em andamento em um trabalho de conclusdo de curso.

c¢) Aplicagdo de Sistemas de Recomendacio e Ranqueamento do Recomendador
para criacdo de Comunidades Virtuais (trabalho de pesquisa ja iniciado e com resultados
preliminares descritos no Anexo G desta tese).

d) Pesquisa sobre a influéncia dos estilos decisérios, sobre a decisdao do que
acessar, bem como a influéncia de quesitos referentes a estilo cognitivo na avaliagdo de
conteido de um artigo cientifico. Durante o experimento final desta tese evidenciou-se
que cada pesquisador possui um conjunto de critérios pessoais para avaliar a
importancia ou ndo de um conteddo cientifico. Estes critérios vdo muito além da
simples questdo do conteido ser informativo, pois em muitos casos por conversas
informais com os participantes da amostra, verificou-se que estes buscavam avaliar o
conteuido do artigo com a visdo de um avaliador de artigo para congresso cientifico ou
revista cientifica.

e) Aplicacdo do CV-Lattes para determinar se o usudrio é um iniciante na drea
de pesquisa, se possui experiéncia avancada ou se € do nivel intermedidrio. Esta
classificagdo permitiria casar os artigos cientificos (classificados em bdsicos,
intermedidrios ou avancados) com o nivel de conhecimento do usudrio.

f) Aplicagdo do Qualis para determinar se o artigo cientifico é para um publico
iniciante na drea de pesquisa, intermedidrio ou avangado. Esta classificagdo do artigo
poderia ser realizada utilizando as categorias do Qualis e a antiguidade das publicacdes.
Por exemplo, artigos cientificos de conferéncias atuais Qualis A seriam contetiido para
pesquisadores avancados na drea, e os artigos mais antigos poderiam ser para usuarios
intermedidrios ou iniciantes na édrea.

g) Atualizacdo automdtica do perfil do usudrio. Assim como é proposta a
inclusdo de novas dreas de interesse nos perfis para atualiza-los, pode ser trabalhada a
retirada de dreas de interesse em que o usudrio estd apresentando baixo interesse.

h) Otimizacdo do algoritmo referente ao F-UIP apresentado na se¢do 4.3.
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7.2 Limitacoes

O modelo Mo-Drop apresentado nesta tese apresenta algumas limitagdes quanto a sua
aplicabilidade. Ele foi concebido para dominios onde o conhecimento sobre os itens a
serem recomendados € fundamental. Observou-se que em dominios onde o gosto € mais
importante como recomendacdo de filmes, musicas a relevincia do recomendador nio
se faz necessdria, porém em dominios onde o conhecimento técnico faz diferenca, como
a recomendacdo de artigos cientificos, o modelo € aplicdvel com sucesso. A mesma
limita¢do € observada no framework F-UIP.

7.3 Consideracoes Finais

Como conclusdo final do trabalho destaca-se que com base nos experimentos realizados
com a participacdo de uma amostra de pesquisadores foi possivel evidenciar que a
inclusdo da métrica de relevincia da opinido do usudrio em um Sistema de
Recomendagdo de artigos cientificos apresenta-se como um diferencial, seja na interface
que ird permitir a selecio de qual recomendacdo acessar, como nos resultados de
satisfacdo da recomendagdo fornecida. Contudo deve-se observar que os resultados
provem de uma amostra de pesquisadores, portando ndo sdo generalizaveis,
constituindo-se em uma evidéncia.

Destaca-se como a principal contribuicio desta tese para a area de Sistemas de
Recomendagéo a definicdo de como determinar e incluir no processo de recomendacdo
a autoridade (relevancia da opinido) de um usudrio, uma vez que os sistemas atuais néo
trabalham com este conceito.

Por fim deve-se observar que no processo de recomendagdo atual do sistema W-
RECMAS estd-se verificando o Ranqueamento do Recomendador para a geracdo da
recomendacdo, porém nao é observado o Ranqueamento do Recomendador no momento
da entrega de uma recomendacdo, ou seja, ndo se estd observando o quanto o
recomendado sabe ou ndo da area de interesse (somente sabe-se que este possui
interesse na drea). Seria interessante classificar os itens (artigos cientificos) a serem
recomendados em categorias como, por exemplo, em artigos basicos para area de
interesse, artigos intermedidrios e artigos avancgados, € no momento de entregar a
recomendacdo verificar o nivel de conhecimento do pesquisador alvo da recomendagao.
Esta verificagdo seria interessante para evitar a recomendagdo de itens que sejam
considerados interessantes para recomendagdo, porém sejam muito bdsicos ou
avancados para o perfil do recomendado.
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ANEXO A ANALISE~ DOS SISTEMAS DE
RECOMENDACAO E W-RECMAS

7z

Neste Anexo ¢é apresentada uma comparacdo entre uma lista de sistemas de
recomendacdo encontrados na literatura e descritos em [MON 2003] [ADO 2005] e o
prototipo proposto e implementado.



Tabela A.1. Andlise dos Sistemas de Recomendacgao

Nome Representagao Inicial Aprendizado Feedback |Adaptacdo [Filtragem (Casamento Método  Relevancia da
opinido
ACRNews Agrupamento  (Conjunto de[Regras, Implicito Adicdo deContetido |Agrupamento |[Filtragem Nao Aplicado!
Treinamento  |Agrupamento |(histérico denovo item baseada em
navegacao) conteudo
Amalthaea Vetor deManual Indexagdo deExplicito Selecdo Conteddo Similaridade [Filtragem Nao Aplicado!
Caracteristicas Informacdo |(pontuagdo) matural, GFF (coseno) baseada em
contetdo
Amazon Historico Vazio N3ao aplicado [Explicito )Adicdo deHibrido |Desconhecido Hibrido Nao Aplicado!
(pontuagdo) |novo item
Implicito
(histérico  de
compras)
Anatagonomy [Vetor de[Vazio Indexacdo deExplicito Adicdo deHibrido [Similaridade [Hibrido Nao Aplicado!
Caracteristicas Informacdo |(pontuagdo) |novo item (coseno)
Implicito
(scrolling)

vl



Nome Representacdo Inicial \Aprendizado Feedback \Adaptacdo  [Filtragem [Casamento Meétodo Relevancia da
opinido
Beehive IAgrupamento Vazio IAgrupamento [Implicito (histérico |Adicdo de  |Colaborativ|{Agrupamento |Filtragem Nao Aplicado!
de mail) novo item [0 Colaborativa
Bellcore Video [Matriz de Conjunto de [N@o aplicado [Explicito )Adi¢do de  [Colaborativ|Vizinho mais |Filtragem Nao Aplicado!
IAvaliacio [Treinamento (pontuacio) novo item  [a proximo Colaborativa
CDNow Histdrico Vazio INao aplicado |[Explicito Adicdo de  [Hibrido Desconhecido [Hibrido Nao Aplicado!
(pontuagdo) novo item
Implicito (histérico
de compras)
Fab \Vetor de Vazio Indexacdo de [Explicito Selecdo Hibrido Similaridade  |Hibrido Nao Aplicado!
Caracteristicas Informacao (pontuagdo) natural (coseno)
ifWeb Rede Semantica Conjunto [Selecdo de Explicito GFF Conteido [Casamento de [Filtragem Nao Aplicado!
de Caracteristicas ((pontuagdo) palavra-chave |baseada em
[Treinamento conteddo
INFOrmer Rede Associativa [Conjunto de [Selecdo de Explicito Adicdo de  |Conteido [Comparagdo  [Filtragem Nao Aplicado!
Treinamento (Caracteristicas |(pontuagio) novo item Gréfica baseada em
conteddo
Krakatoa \Vetor de Vazio Indexacdo de |[Explicito Adicdo de  [Hibrido Similaridade  [Hibrido Nao Aplicado!
Chronicle Caracteristicas Informacao (pontuagdo) novo item (coseno)
Implicito (scrolling,
tempo de
despendido)
Let’s Browse \Vetor de Conjunto de [Indexacdo de [Implicito (links, )Adicdo de  |Conteddo |Similaridade |Filtragem Nao Aplicado!
Caracteristicas  [Treinamento [[nformagao tempo de novo item (coseno) baseada em
despendido) contetido
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Nome Representacdo Inicial Aprendizado Feedback |Adaptacdo [Filtragem [Casamento Método  Relevancia da
opinido
Letizia Vetor de| Vazio Indexacdo delmplicito )Adicdo  deContetido [Similaridade [Filtragem Nao Aplicado!
Caracteristicas Informacdo ((links, temponovo item (coseno) basecada  em
de conteuido
despendido)
LifeStyle Finder|Caracteristicas [Esteredtipo Nio aplicado [Explicito Adicdo  deDemografiDemogrifico |Filtragem Nao Aplicado!
demograficas (pontuagdo) [novoitem [co Demogrifica
Implicito
(histérico  de
compras)
MovieLens Vetor de(Conjunto delndexacdo delExplicito Adicdo deHibrido [Similaridade [Hibrido Nao Aplicado!
Caracteristicas, [Ireinamento  |[nformacdo, ((pontua¢do) [novo item (coseno)
Regras regras
News Dude Vetor de(Conjunto delndexacdo delExplicito Modelos deContetido [Vizinho maisFiltragem Nao Aplicado!
Caracteristicas [Ireinamento  |[nformacdo |(gosto/ndo curta/longa proximo, baseada  em
gosto, Eu jiduracdo classificadoresicontetido
conheco, Fale Bayesianos
me mais )
NewsWeeder [Vetor de(Conjunto delndexacdo delExplicito Adicdo deHibrido [Similaridade [Hibrido Nao Aplicado!
Caracteristicas [Ireinamento  |[nformacdo |(pontuagdo) novo item (coseno)
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Nome Representagdo Inicial Aprendizado Feedback |Adaptacdo [Filtragem [Casamento Método  Relevancia da
opinido
NewT Vetor de(Conjunto delndexacdo delExplicito Selecdo Contetddo Similaridade [Filtragem Nao Aplicado!
Caracteristicas [Ireinamento  |[Informacdo |(gosto/ndo natural (coseno) basecada em
20st0) contetido
Personal Vetor deManual Indexagdo delmplicito Adicdo deHibrido |Classificador [Hibrido Nao Aplicado!
WebWatcher |Caracteristicas Informacdo |(links) novo item Bayesiano
Recommender [Regras Conjunto de[Regras Explicito Adicdo deHibrido [Regras Hibrido Nao Aplicado!
Treinamento (pontuacdo) [novo item
Ringo/FireFly |Matriz de(Conjunto de[Nao aplicado [Explicito Adicdo deHibrido |Vizinho maisFiltragem Nao Aplicado!
/Avaliacdo Treinamento (pontuacdo) |novo item proximo colaborativa
SIFT Netnews ([Vetor de(Conjunto delndexacdo delExplicito Manual Colaborati Comparagdo [Filtragem Nao Aplicado!
Caracteristicas ,Treinamento  |[nformacdo  |(gosto/ndo Vo Griafica baseada em
Arvore de 205t0) conteudo

Decisido
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Nome Representacdo Inicial Aprendizado Feedback |Adaptacdo [Filtragem (Casamento Método  Relevancia da
opinido
Syskill &Vetor del Manual Selecdo de[Explicito Adicdo deContetdo [Classificador |Filtragem Nao Aplicado!
Webert Caracteristicas, Caracteristicas|(pontuagdo) mnovo item Bayesiano, |baseada  em|
Arvore de , Indexacdo de Similaridade (conteudo
Decisido Informacdo || (coseno),
D3 arvore de
decisdo
Webmate Vetor de| Vazio Indexagdo deExplicito Adicdo  deContetido Similaridade |Filtragem Nao Aplicado!
Caracteristicas Informacdo |(gosto/ndo novo item (coseno) basecada em
20st0) conteudo
WebSail Vetor de| Vazio Indexagdo deExplicito Adicdo deContetido TW2(The Filtragem Nao Aplicado!
Caracteristicas Informacdo |(gosto/ndo novo item Tailored baseada em
205t0) Winnow2)  contetdo
WebSell Historico Vazio N3ao aplicado |Desconhecido |Adi¢gdo  deHibrido CBR Hibrido  [Nao Aplicado!
novo item
Websift Regras, Padroes (Conjunto de| Regras Implicito Adicdo deHibrido [Regras, Hibrido  [Nao Aplicado!
Treinamento (histérico  denovo item padroes
navegacao)
WebWatcher  |[Vetor del Manual Indexagdo delmplicito )Adicdo deHibrido [Similaridade Hibrido  [Nao Aplicado!
Caracteristicas Informacdo  |(links) novo item (coseno)
W-RECMAS/ Histérico/ Ma-Formulario/ [Mineracao/ [Explicito Baseado emHibrido Similaridade Hibrido |Aplicado!
Artigos X‘lz s deInlf)ormagtze§ Multiagentes/ (pontuacao) feedback/ (Person)/
Cientificos valiacao SODIE usuario . Implicito Novo Vizinho mais
Aprendizado | . F ", Y
P (historico deassunto Proximo
de Maquina
compras)
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ANEXO B TEXTO DO PRIMEIRO EXPERIMENTO

O texto a seguir refere-se ao texto enviado a amostra selecionada para participacdo do
Experimento 1.

Caros colegas,

primeiramente, agradeco a disponibilidade de vocés em auxiliar nesta fase final da
minha tese.

A tese procura identificar o peso da opinido de um usudrio em um Sistema de
Recomendagdo, e tenta quantificar este valor para as areas de interesse do mesmo. Por
exemplo, um pesquisador com muitos anos de pesquisa na drea de Redes de
Computadores teria um grande valor na sua opinido (autoridade) ao recomendar um
artigo cientifico para outros usudrios do sistema, mas um estudante de iniciacdo
cientifica possuiria uma relevancia (autoridade) menor de opinido.

As perguntas a seguir referem-se ao Curriculo Lattes, e as respostas prestadas
serdo de grande utilidade para aprimorar e analisar o modelo que proponho na minha
tese de Doutorado.

Conforme informado em e-mail anterior este € o primeiro e-mail de um nimero
total de 4 E-mails que serdo enviados para coletar as opinides dos académicos.

Por favor em caso de dividas entrem em contato:
- MSN: silvio_cazella@hotmail.com
- Skype: silvio_cazella
- E-mail:silvio.cazella@gmail.com
- COMPROMETIMENTO:

Toda a informagdo aqui prestada € de cardter totalmente sigiloso, em nenhum momento
as pessoas que fizeram parte da amostra serdo identificadas, bem como suas opinides
aqui esbogadas.

- Perfil:
Por favor, preencha as questdes abaixo referentes ao seu perfil:
1) Nome completo:

2) Ja trabalhou com avaliacdo de curriculos Lattes? () Sim ( )Nao
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3) Caso a resposta anterior seja sim, com qual finalidade?

4) Qual sua 4rea de Pesquisa Principal (grande Area):

a. ()IA

b. () Redes de Computadores
c. () Engenharia de SW

d. () Computagio Grafica

e. () Sistemas de Informacdo
f. () Sistema Operacionais
g. () Outra:

- Pesquisa:

Objetivo da pesquisa:

A pesquisa que serd realizada é de natureza exploratéria e tem por objetivo
aprofundar o entendimento da importincia dos indicadores de produgdo do CV-
LATTES na avaliacdo de curriculos.

Este entendimento visa auxiliar na correta constru¢do de um modelo para o
célculo de autoridade da opinido de académicos em suas respectivas dreas de interesse.

Nesta etapa o académico é solicitado a analisar os indicadores de produgdo e
informar quais destes s@o relevantes (na sua opinido) para analisar o peso de opinido de
um académico (autoridade) e atribuir o respectivo peso para cada indicador e grupo de
indicadores. A questdo aqui é verificar se os indicadores (quantitativos inicialmente),
poderiam servir como apoio preliminar na decisdo da relevincia (autoridade da
opinido).

Para tanto, solicito o preenchimento da tabela disponibilizada a seguir (pag 95).
Por favor, observe que nesta tabela a soma do percentual de importancia dos macros
indicadores (Produ¢do Bibliografica, Produ¢do Técnica, Orientagdo concluida,
Informacdes complementares e Demais trabalhos relevantes) deve ser igual a Total
Geral= 100%, e a soma dos itens dentro dos macros Indicadores devera ser 100%
também.

Exemplo:
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Produg¢ao Bibliogrifica

Indicadores de Producdo

O Indicador ¢ relevante para definir a
autoridade do pesquisador?

Grau de Importancia (%)

1) Artigos publicados em periddicos (X) SIM () NAO 30%
2) Trabalhos em anais de eventos (X) SIM () NAO 20% 40%
3) Livros ou Capitulos de livros (X) SIM () NAO 20%
4) Textos em jornais ou revistas (X) SIM () NAO 30%
5) Demais tipos de producio bibliografica () SIM (X) NAO 0%
TOTAL: 100%
Produgdo Técnica
Indicadores de Producao O Indicador € relevante para definir a autoridade | Grau de Importancia (%)
do pesquisador?
1) Software () SIM ()NAO %o
2) Produtos tecnolégicos () SIM ()NAO %
3) Trabalhos técnicos () SIM ()NAO %
4) Demais tipos de produgdo técnica | () SIM ()NAO % 30%
(organizacdo de eventos)
5) Demais tipos de producéo técnica (relatérios | () SIM ()NAO %
de pesquisas)
6) Demais tipos de produgdo técnica | () SIM ()NAO %
(apresentagdes de trabalhos)
TOTAL: 100%
Orientacéo concluida
Indicadores de Producdo O Indicador é relevante para definir a autoridade | Grau de Importancia (%)
do pesquisador?
1) tese doutorado () SIM ()NAO %
2) Dissertacdo de mestrado () SIM ()NAO ) 30%
3) Trabalho de conclusido () SIM ()NAO %
4)Especializagdo/Aperfeicoamento () SIM ()NAO %
5) Iniciagio cientifica () SIM ()NAO %
TOTAL: 100%
Informagdes complementares
Indicadores de Producdo O Indicador € relevante para definir a autoridade | Grau de Importancia (%)
do pesquisador?
1) Participacdes em banca de trabalhos de | () SIM ()NAO %
conclusio
2) Participagdes em eventos () SIM ()NAO % 0%
3) Participagdes em banca de comissdes | () SIM ()NAO %
julgadoras
4) Orientagdes em andamento () SIM ()NAO %
TOTAL: 100%
Demais trabalhos relevantes
() SIM () NAO %o 0%
TOTAL Geral: 100%

Favor completar a Tabela Indicadores com a sua avaliagdo e caso deseje apresentar

alguma observacao, por favor, utilize o espago reservado na pagina 6:
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Producao Bibliogrifica

Indicadores de Producdo

O Indicador é relevante para definir a

autoridade do pesquisador?

Grau de Importancia
(%)

1) Artigos publicados em periddicos () SIM ()NAO %
2) Trabalhos em anais de eventos () SIM ()NAO % %
3) Livros ou Capitulos de livros () SIM ()NAO %
4) Textos em jornais ou revistas () SIM ()NAO %
5) Demais tipos de producdo | () SIM ()NAO %
bibliografico
TOTAL: 100%
Produgdo Técnica
Indicadores de Produgdo O Indicador é relevante para definir a | Grau de Importancia
autoridade do pesquisador? (%)
1) Software () SIM ()NAO %o
2) Produtos tecnoldégicos () SIM ()NAO %
3) Trabalhos técnicos () SIM ()NAO %
4) Demais tipos de produgdo técnica | () SIM ()NAO % %
(organizacio de eventos)
5) Demais tipos de produgdo técnica | () SIM ()NAO %
(relatdrios de pesquisas)
6) Demais tipos de produgdo técnica | () SIM ()NAO %
(apresentagdes de trabalhos)
TOTAL: 100%
Orientac@o concluida
Indicadores de Producao O Indicador € relevante para definir a | Grau de Importancia
autoridade do pesquisador? (%)
1) tese doutorado () SIM ()NAO %
2) Dissertagdo de mestrado () SIM ()NAO % %
3) Trabalho de conclusido () SIM ()NAO %
4)Especializagao/Aperfeigoamento () SIM ()NAO %
5) Iniciagdo cientifica () SIM ()NAO %
TOTAL: 100%
Informagdes complementares
Indicadores de Producao O Indicador € relevante para definir a | Grau de Importancia
autoridade do pesquisador? (%)
1) Participagdes em banca de trabalhos | () SIM ()NAO %
de conclusdo %
2) Participagdes em eventos () SIM ()NAO %
3) Participagdes em banca de | ()SIM ()NAO %
comissdes julgadoras
4) Orienta¢des em andamento () SIM ()NAO %
TOTAL: 100%
Demais trabalhos relevantes
() SIM () NAO %o %

TOTAL Geral:

100%




ANEXO C TEXTO DO TERCEIRO EXPERIMENTO

O texto a seguir refere-se ao texto enviado a amostra selecionada para participacio
do Experimento 3.

Caros (as) colegas,

estou enviando para voces um experimento referente a minha tese. Gostaria muito de
contar com sua contribuicao.

Este experimento possui uma duracao aproximada de 15 minutos (mdximo), para
poder responde-lo algumas consideracoes sao necessarias, por favor leia as mesmas com
atencao:

Definicoes:

1) Sistemas de Recomendacao:

Tratam-se de sistemas que procuram recomendar itens que seriam de interesse de
um usuario conforme o perfil do mesmo. Procuram filtrar informacoes para o usuario.
Exemplo: sites de comércio eletrdnico que procuram recomendar itens para o cliente,
baseando-se no perfil de consumo do mesmo.

2) Sistemas de Recomendacao colaborativos:

Tratam-se de sistemas que procuram recomendar itens a um usudrio baseando-se na
opinido de outros usudrios consumidores que ja avaliaram um determinado item (levam
em conta a opiniao da comunidade). Este sistema basicamente procura verificar usuarios
com mesmos gostos por itens semelhantes (usando para tanto a pontuacao (rating)
fornecida pelos usuarios avaliadores).

Neste tipo de aplicacao, com base na opiniao dos usuarios que possuem gostos
semelhantes ao usuario alvo (aquele que espera por uma recomendacao), o sistema
procura predizer a nota que este usudrio alvo daria para um item ainda nao avaliado
pelo mesmo.
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Exemplo, supondo que o item X nao tenha sido avaliado/recomendado para o
usuario Silvio, e que os Usuarios Maria, Joao e Paulo possuem gosto muito parecido
com o Silvio (pontuam os itens de forma semelhante) e ja avaliaram este item X. Desta
forma o sistema procura predizer a nota que o Silvio daria ao item, supondo que a nota
calculada em uma escala Likert de 1-5 pontos tenha sido 4.5, o sistema entendera que o
Silvio estaria interessado em receber a recomendacao deste item X e o recomenda.

Neste tipo de aplicacdo ndo existe nenhuma preocupacao com a relevancia da
opinido de Maria e Joao ao analisarem o item X, ou seja, o sistema nao analisa o quanto
estes sao competentes para avaliarem este tipo de item.

3) Relevancia da opiniao do usuario (Ranqueamento do Recomendador):

Este valor constitui-se em uma metrica que procura analisar a autoridade do
recomendador (utilizando uma serie de atributos selecionados de seu perfil) ao pontuar
um item X, ou seja, o quanto a opiniao do avaliador e relevante naquela area de
conhecimento.

Com esta métrica procura-se permitir que o usuario alvo de recomendacao consiga
identificar as recomendacoes feitas por pessoas com maior conhecimento da drea do
item (autoridade).

Experimento:
- Cenario:

Supondo que voce seja um pesquisador iniciando estudos na Area de Conhecimento
referente a Sistemas de Recomendacao, ou seja, voce iniciou a busca por material
relevante e confiavel para que possa obter conhecimento desta area. Voce poderia
reportar-se a um sistema de recuperagdo de informacao (exemplo, google) e comecar a
busca, o que seria exaustivo pois voce nao tem conhecimento de que material seria
relevante para ler.

Visando auxiliar seu inicio de busca lhe foi ofertado um Sistema de Recomendacao,
o qual apresenta duas alternativas de apresentacao de seu conteido (Alternativa 1 e
Alternativa 2).

1) Alternativa 1 para Recomendacoes:

Nesta primeira alternativa as recomendacoes sao apresentadas para voce da seguinte
forma: Nome do artigo recomendado, predicao (escala de 1 ate 5 significando o quanto
o sistema "acredita" que vocé gostara do item; nao gostara do artigo=1 e gostara muito
do artigo=5) feita pelo sistema baseando-se em avaliacoes (hipotéticas) feitas por voce a
outros itens ja recomendados previamente. Voce dispoe da opcao de fazer download do
artigo e depois e solicitado a contribuir com o sistema fornecendo um feedback pessoal
sobre o mesmo (escala de 1 (nao gostei) ate 5 (adorei) o artigo).

Por favor, acesse a pagina de recomendacao 1 abaixo, antes da segunda alternativa, e
analise bem a mesma:

http://www.inf.unisinos.br/~cazella/exp/recomendacoes_prev.html

2) Alternativa 2 para Recomendacoes:
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Nesta segunda alternativa as recomendacoes sao apresentadas para voce da seguinte
forma: Nome do artigo recomendado, Ranqueamento do Recomendador (uma media da
relevancia da opiniao (autoridade) dos usuarios que auxiliaram o sistema a calcular esta
recomendacao; a relevancia constitui-se em uma valor de 0 (nenhuma relevancia de
opiniao para esta area de conhecimento) ate 10 (relevancia de opiniao muito alta para
esta area de conhecimento)). Em outras palavras, o sistema mostra que o grupo que
avaliou este artigo possui grande experiencia e conhecimento desta area de Sistemas de
Recomendacao.

Voce dispoe da opcao de fazer download do artigo e depois e solicitado a contribuir
com o sistema fornecendo um feedback pessoal sobre o mesmo (escala de 1 (nao gostei)
ate 5 (adorei) o artigo).

Por favor, acesse a pagina de recomendacao 2 abaixo e analise bem a mesma:
http://www.inf.unisinos.br/~cazella/exp/recomendacoes.html
QUESTOES A SEREM RESPONDIDAS:

Tendo visualizado as duas alternativas de recomendacao por favor, responda as
questoes a serguir usando a sua percepcao pessoal: ( lembre-se que voce e um iniciante
nesta area de conhecimento buscando por material relevante)

QUESTOES:

1) A inclusao do Ranqueamento do Recomendador neste contexto seria um fator
que facilitaria a selecao de itens recomendados ao usuario?

() Sim
() Nao

2) Voce ao verificar a recomendacao com a inclusao da relevancia da opiniao do
usuario sentiu-se mais seguro ao decidir que item ler/acessar primeiro devido ao sistema
mostrar que este individuo tem maior ou menor autoridade na area?

() Sim
() Nao

3) Em um contexto de recomendacao de itens este fator (Ranqueamento do
Recomendador) poderia ser um direcionamento para selecao de itens, diminuindo a
sensacao de sobrecarga de informacao comum em sistemas de recuperacao de
informacao (exemplo, goolge):

() Sim
() Nao

4) Onde voce verifica aplicacao deste tipo de solucao com ganho para o usudrio
final?

Outras consideragdes que voce considera relevante:

Grato pela contribuicao,Silvio Cesar Cazella



ANEXO D TEXTO DO QUARTO EXPERIMENTO

O texto a seguir refere-se ao texto enviado a amostra selecionada para participacio
do Experimento 4.

Caro(a) colega,

grato por ter auxiliado na realizacao (com sucesso) do primeiro experimento da tese.
Estou enviando o segundo e-mail (serao um total de 4) com a segunda parte do
experimento.

Nesta etapa, solicito que voce analise dois CV-LATTES (em anexo) , e forneca uma
avaliacao para a relevancia da opiniao do academico para as AREAS DE INTERESSE
abaixo. A avaliacao devera ser um valor entre O (nenhuma relevancia) e 10 (total
relevancia) para a opiniao dos academicos.

Por favor, verifique o CV-LATTES e nao a pessoa, ou seja, se conhecer a mesma tente
focar somente no CV-LATTES desta e desconsidere aspectos pessoais.

O tempo necessario para responder a esta consulta fica em torno de 15 minutos.

Agradeceria muito se a resposta me fosse enviada em uma semana, se possivel e claro;-

).
AREAS DE INTERESSE:

Caso 0 académico em questao fosse avaliar um Artigo Cientifico pertencente as areas
abaixo, a0 meu ver, o peso da opiniao deste academico seria:

Academico 1:

- ENGENHARIA DE SOFWTARE => Peso=7?
- INTELIGENCIA ARTIFICIAL=> Peso="7?

Académico 2:



158

- ENGENHARIA DE SOFWTARE => Peso=7?
- INTELIGENCIA ARTIFICIAL=> Peso="7?

As informacoes aqui prestadas serao de aspecto sigiloso, ou seja, de forma alguma serao
divulgadas as relacoes de avaliadores e avaliados.

Atenciosamente,

Silvio Cesar Cazella

2 attachments — Download all attachments

Curriculo do Sistema de Curriculos Lattes (ACADEMICO).htm
71K View Download

Curriculo do Sistema de Curriculos Lattes (ACADEMICO).htm
300K View Download



ANEXO E TEXTO DO SEXTO EXPERIMENTO

Fase I: Coleta de Artigos

Caro(a) colega,
primeiramente gostaria de agradecer a sua colaboracao nesta finalizacao da minha tese.

Este experimento que estou iniciando com sua participacao visa coletar algumas
informacoes sobre Artigos Cientificos que voce indicaria como de leitura fundamental
aos seus alunos iniciantes (suponha este aluno como sendo aluno de mestrado) na sua
area de pesquisa, bem como sua preferencia com relacao a alguns Artigos Cientificos.

Este experimento ocorrera em duas etapas:

1) nesta etapa voce sera solicitado a indicar alguns artigos que voce consideraria ser de
importancia fundamental para seus alunos iniciantes em sua area de pesquisa;

2) em uma segunda etapa voce sera solicitado a avaliar uma pequena amostra de artigos
quanto a relevancia/qualidade destes segundo sua percepcao.

Desta forma solicito seu auxilio na coleta destas informacoes:
Etapa 1:

1) Informar um numero minimo de CINCO artigos que voce considera de leitura
obrigataria aos seus estudantes iniciantes de mestrado (voce pode indicar mais de cinco,
se assim o desejar):

Area de Pesquisa:
Titulo do Artigo:
Autor(es):

Fonte: Caso voce possua o mesmo em meio digital, por favor, envie para que possamos
abastecer a base de dados do sistema.

Se for possivel informar estes artigos em uma semana da data deste e-mail, eu
agradeceria muito.

PS:Maiores informacoes sobre a tese em: http://www.inf.unisinos.br/~cazella/phd.html
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Grato pela colaboracao.

Silvio Cesar Cazella

Fase II: Coleta de Avaliacoes Preliminares

Caro(a) colega,

gostaria de agradecer a sua colaboracao nesta finalizacao da Tese. Em e-mail anterior
voce foi solicitado(a) a indicar Artigos Cientificos que voce recomendaria na sua
area. Com o seu auxilio foi possivel a construcao de uma base significativa de artigos
cientificos (obrigado).

Atraves deste e-mail estou dando continuidade ao ultimo experimento da tese.

a) Objetivo do experimento:

Coletar avaliacoes aos artigos cientificos, buscando permitir a criacao de uma base
de artigos com a avaliacao da comunidade de pesquisadores.

b) Este experimento sera conduzido da seguinte maneira:

1y

2)

Neste e-mail voce esta recebendo a recomendacao de alguns artigos que
poderiam ser de seu interesse (alguns sdo indiretamente relacionados a sua drea
de pesquisa e alguns procuram "testar" o seu interesse para melhorar seu perfil no
sistema) para avaliar utilizando uma escala de [1-5] pontos (sendo 1 indicativo de
que voce nao gostou do artigo e nao recomendaria 0 mesmo, € 5 indicando que
voce gostou muito do artigo e certamente recomendaria 0 mesmo).

Estes artigos deverao ser avaliados quanto ao interesse gerado em voce,
adequacao da recomendag@o para voce e se voce recomendaria 0 mesmo para que
outros pesquisadores. Por favor ndo avalie o artigo como em uma analise de
artigo para congresso ou periodico, limite-se a avaliar o quanto este artigo foi
interessante para voce, e voce acredita ser interessante para outros
Por exemplo, considere que voce buscou conteudo no google e este lhe apresenta
links, ao acessar um dos links voce avalia o quanto este link foi interessante
quanto a disponibilizacao das informacgdes que vocé precisava/buscava (nem
sempre o conteudo eh perfeito e completo mas nos auxilia em termos de
entendimento de um dado assunto). Voce nao estaria avaliando apresentacao de
conteudo, disposicao da informacao, recursos graficos, e sim o conteudo em sim
quanto a adequacao ao que voce precisava ou se interessava.

Em um segundo e-mail (apos o retorno de suas avaliacoes dos artigos
constantes neste e-mail) voce estara recebendo a recomendacao de novos artigos
para avaliar utilizando a mesma escala e 0s mesmos criterios.

A razao destes dois e-mails (gerados nas etapas acima) deve-se a necessidade da
utilizacao de tecnicas distintas de recomendacao para avaliacao do experimento.
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Por favor acesse os arquivos atachados e retorne suas avaliacoes em uma escala de
[1-5] ate a semana que vem (19/05/2006).

Gostaria de ressaltar que as avaliacoes, bem como comentarios que voce venha a
disponibilizar nao serao publicados vinculando voce aos mesmos, ou seja, sua
privacidade sera preservada.

RESPOSTAS:

Arquivo Avaliacao [1-5]

PS:Maiores informacoes sobre a tese em: http://www.inf.unisinos.br/~cazella/phd.html

Grato pela colaboracao,

Silvio Cesar Cazella

Fase III: Recomendacdes

Caro(a) colega,

gostaria de agradecer a sua colaboracao nesta finalizacao da Tese. Em e-mail anterior
voce foi solicitado(a) a avaliar um total de cinco Artigos Cientificos, e com base em
suas avaliacoes e as avaliacoes de outros colegas foi possivel ao sistema W-
RECMAS predizer artigos que seriam considerados de seu interesse.

Atraves deste e-mail estou dando finalizagdo ao ultimo experimento desta tese e
solicito, mais uma vez, a sua colaboracao. Junto deste e-mail encontram-se atachados
alguns artigos considerados de possivel interesse para voce, ou seja, o sistema esta
lhe recomendando estes artigos.

a) Objetivo do experimento:

Avaliar a qualidade da recomendacao gerada pelo sistema W-RECMAS (predicao)
atraves do feedback dos recomendados.

b) Este experimento sera conduzido da seguinte maneira:

Neste e-mail voce esta recebendo a recomendacao de alguns artigos que foram
considerados de seu interesse pelo sistema. Por favor, avalie os mesmos fornecendo
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um retorno sobre a recomendacdo feita pelo sistema. Avalie utilizando uma escala de
[1-5] pontos (sendo 1 indicativo de que voce nao gostou do artigo e nao
recomendaria 0 mesmo, e 5 indicando que voce gostou muito do artigo e certamente
recomendaria 0 mesmo).

Estes artigos deverao ser avaliados quanto ao interesse gerado em voce,
adequacao da recomendacdo para voce e se voce recomendaria 0 mesmo para que
outros pesquisadores. Por favor nao avalie o artigo como em uma analise de artigo
para congresso ou periodico, limite-se a avaliar o quanto este artigo foi interessante
para voce.

Por favor acesse os arquivos atachados e retorne suas avaliacoes em uma escala de
[1-5] ate o dia 18/06/2006.

Gostaria de ressaltar que as avaliacoes, bem como comentarios que voce venha a
disponibilizar nao serao publicados vinculando voce aos mesmos, ou seja, sua
privacidade sera preservada.

RESPOSTAS:

Arquivo Avaliacao [1-5]

PS: Maiores informacoes sobre a tese em: http://www.inf.unisinos.br/~cazella/phd.html

Grato pela colaboracao,

Silvio Cesar Cazella



ANEXO F BANCO

DE DADOS

Neste Anexo é apresentada a descri¢ao das tabelas que compdem o banco de dados do
protétipo implementado.
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Figura A.1: Banco de dados do protétipo
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Descricdo das Tabelas:

Tabela Indicadores
Defini¢ao Representa os indicadores de produgéo apresentados no CV-Lattes.
Atributos:
Nome Defini¢ao Requerido Chave Chave
Primaria Estrangeira
IdIndicador | Cddigo unico do Sim Sim Nao
identificador, chave primadria.
Nome Nome do Indicador no CV- Niao Nio Niao
Lattes.
Sigla Sigla de representacdo do Nao Nao Nao
Indicador no CV-Lattes.
Tabela Indicadores_Producao
Defini¢ao Representa os valores dos indicadores de producio apresentados no
CV-Lattes de cada usudrios do sistema.
Atributos:
Nome Defini¢ao Requerido Chave Chave
Primaria Estrangeira
IdIndicador |Cdédigo do identificador, Sim Nao Sim
chave estrangeira.
IdCvlattes Cédigo do CV-Lattes, chave Sim Nio Sim
estrangeira.
Quantidade |[Numero de itens em cada Nao Nao Nao
indicador, conforme o CV-
Lattes de cada usudrio.
Tabela CV_lattes
Defini¢ao Representa a referéncia ao CV-Lattes do usudrio (pesquisador).
Atributos:
Nome Defini¢ao Requerido Chave Chave
Primaria Estrangeira
IdCvlattes Cédigo unico do Sim Sim Nao

identificador, chave primaria.
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Tabela CV_lattes
Definicao Representa a referéncia ao CV-Lattes do usudrio (pesquisador).
Atributos:
Nome Definicao Requerido Chave Chave
Priméria Estrangeira
IdUsuario Cédigo unico do Sim Nio Sim
identificador, chave
estrangeira.
Tabela Orientacdes
Defini¢ao Representa as orientacdes realizadas e que se encontram descritas no
CV-Lattes do usudrio (pesquisador).
Atributos:
Nome Definicao Requerido Chave Chave
Primaria Estrangeira
IdCvlattes Cédigo do identificador do Sim Nao Sim
CV-Lattes na Base de dados,
chave estrangeira.
Orientacao_T |Especifica se a orientacdo e Nao Nio Nao
ipo de graduacgdo ou pos.
Orientacao Descricao textual da Nao Nao Nao
orientacao.
Status Especifica se a orientagdo foi Nao Nio Nao
finalizada ou estd em
andamento.
Tabela Qualis
Defini¢ao Representa o conteddo da classificagdo Qualis da Capes.
Atributos:
Nome Defini¢ao Requerido Chave Chave
Primaria Estrangeira
IdVeiculo Cédigo unico do veiculo de Sim Sim Nao
publicacdo na Base de dados,
chave primdria.
Descricao_Ve | Descrigdo textual do veiculo Nao Nio Nao

iculo

de publicacéo.
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Tabela Qualis
Defini¢ao Representa o conteddo da classificagdo Qualis da Capes.
Atributos:
Nome Defini¢ao Requerido Chave Chave
Primaria Estrangeira
Abrangencia |Especifica se o veiculo é de Nao Nao Nao
alcance local, nacional ou
internacional.
Tabela Qualis_Conhecimento
Defini¢ao Representa o contetdo da classificagdo Qualis da Capes.
Atributos:
Nome Defini¢ao Requerido Chave Chave
Primaria Estrangeira
IdQualisConh [ Cédigo unico da relagdo do Sim Sim Nao
ecimento veiculo do qualis e suas dreas
de conhecimento na Base de
dados, chave primaria.
IdVeiculo Cédigo unico do veiculo de Sim Nio Sim
publicacdo na Base de dados,
chave estrangeira.
IdAreaConhe |Cddigo unico da 4rea de Sim Nao Sim
cimento conhecimento na Base de
dados, chave estrangeira.
Classificacao |Apresenta a classificagdo Sim Nio Nao
atual do veiculo que pode ser
A, B, CouD.
Tabela Area_Conhecimento
Definicao Representa as dreas de conhecimento em que os veiculos de publicag@o sio
cadastrados.
Atributos:
Nome Definicdo Requerido Chave Chave
Primaéria Estrangeira
IdAreaConheci | Cédigo unico da drea do Sim Sim Nao
mento conhecimento na Base de dados,
chave primdria.
AreaConhecim | Descricdo textual da area de Sim Nao Nao

ento

conhecimento.
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Tabela Publicacoes
Definicao Representa as publicacdes realizadas e que se encontram descritas no
CV-Lattes do usudrio (pesquisador).
Atributos:
Nome Defini¢ao Requerido Chave Chave
Priméria Estrangeira
IdCvlattes Cédigo do identificador do Sim Nio Sim
CV-Lattes na Base de dados,
chave estrangeira.
IdVeiculo Cédigo do identificador do Sim Nio Sim
Veiculo de publicacio na
Base de dados, chave
estrangeira.
Descricao Descricdo textual da Nao Nao Nao
publicacio.
Tipo Informa se a publicacdo foi Nao Nao Nao
feita em livro, congresso, etc.
Tabela Regra
Defini¢ao Representa a regra que relaciona 4reas de interesse (sdo as regras
geradas pela aplicag@o do F-IUP).
Atributos:
Nome Defini¢ao Requerido Chave Chave
Primaria Estrangeira
IdRegra Cdédigo tnico da regra na Sim Sim Nao
Base de dados, chave
priméria.
Feedback Representa o retorno da Nao Nao Nao

comunidade sobre a regra, ou
seja, ela foi testada e o
feedback pode representar
Sucesso ou nao.
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Tabela RHS
Defini¢ao Representa as 4reas de interesse que compdem o Right Hand Side da
regra.
Atributos:
Nome Defini¢ao Requerido Chave Chave
Primaria Estrangeira
IdRegra Cdédigo tnico da regra na Sim Nao Sim
Base de dados, chave
estrangeira.
IdArea Cédigo tnico da area na Base Sim Nio Sim
de dados, chave estrangeira.
Conector Operador 16gico da regra (or, Nao Nao Nao
not, and).
Tabela LHS
Defini¢ao Representa as dreas de interesse que compdem o Left Hand Side da
regra.
Atributos:
Nome Defini¢ao Requerido Chave Chave
Primaria Estrangeira
IdRegra Cdédigo tnico da regra na Sim Nao Sim
Base de dados, chave
estrangeira.
IdArea Cédigo tnico da area na Base Sim Nio Sim
de dados, chave estrangeira.
Conector Operador 16gico da regra (or, Nao Nao Nao
not, and).
Tabela Regra_Usuario
Definicao Representa o RRtotal de um usudrio de acordo com as dreas de uma
determinada regra.
Atributos:
Nome Definicdo Requerido Chave Chave
Priméria Estrangeira
IdRegra Cdédigo dnico da regra na Base Sim Nao Sim

de dados, chave estrangeira.
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Tabela Regra_Usuario
Definicao Representa o RRtotal de um usudrio de acordo com as 4reas de uma
determinada regra.
Atributos:
Nome Defini¢ao Requerido Chave Chave
Priméria Estrangeira
IdUsuario Cédigo unico do usudrio na Sim Nio Sim
Base de dados, chave
estrangeira.
RRtotal Ranqueamento do recomenda Nao Nao Nao
-dor para a regra em questao.
Tabela Area_Interesse
Defini¢ao Representa as dreas de interesse de um determinado usudrio e o seu
respectivo RR para a drea.
Atributos:
Nome Defini¢ao Requerido Chave Chave
Priméria Estrangeira
IdUsuario Cédigo tnico do usudrio na Sim Nao Sim
Base de dados, chave
estrangeira.
IdArea Cédigo tnico da area na Base Sim Nio Sim
de dados, chave estrangeira.
Nivel_Conhe |Representa o quanto o Nao Nao Nao
cimento pesquisador conhece uma
determinada 4rea (Iniciante,
Intermediério ou Avangado).
RR Ranqueamento do Nao Nao Nao

recomendador em uma
determinada area de interesse.
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Tabela Perfil_usuario
Defini¢ao Representa o perfil completo do pesquisador.
Atributos:
Nome Defini¢ao Requerido Chave Chave
Primaria Estrangeira
IdUsuario Cédigo tnico do pesquisador Sim Sim Nao
na Base de dados, chave
primaria.
IdCvlattes Cédigo tnico do CV-Lattes Sim Nio Sim
do pesquisador na Base de
dados, chave estrangeira.
Nome Nome do pesquisador. Nao Nao Nao
Sobrenome Sobrenome do pesquisador. Nao Nao Nao
e-mail E-mail de contato do Nao Nao Nao
pesquisador.
Titulacdo Titulacdo académica do Nao Nio Nao
pesquisador. Pré-definida por
Graduando, Graduado,
Especialista, Mestrando,
Mestre, Doutor, Doutorando
e P6s-doutorado.
FO Curso de Formacao Nao Nao Nao
académica.
RRtotal Ranqueamento do Nao Nao Nao
Recomendador para as areas
de interesse do pesquisador.
Lattesstatus Atualizado ou nao Nao Nio Nao
atualizado.
Password Senha de acesso. Nao Nao Nao
Tabela Usuarios_Comunidade
Definicao Representa as comunidades virtuais nas quais o usudrio encontra-se
inserido.
Atributos:
Nome Definicdo Requerido Chave Chave
Primaéria Estrangeira
IdComunidade Cddigo unico da comunidade Sim Nao Sim

na Base de dados, chave

estrangeira.
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Tabela Usuarios_Comunidade
Definicao Representa as comunidades virtuais nas quais o usudrio encontra-se
inserido.
Atributos:
Nome Definicdo Requerido Chave Chave
Priméria Estrangeira
IdUsuario Cédigo tnico do usudrio na Sim Nio Sim
Base de dados, chave
estrangeira.
Contato_Libera | Significa que o usudrio Nao Nio Nao

do

permitiu que um
determinado usudrio entre
em contato com ele

(constitui-se em um c6digo
de usudrio).

Tabela Comunidades
Defini¢ao Representa as varias comunidades criadas e disponiveis no sistema.
Atributos:
Nome Defini¢do Requerido Chave Chave
Primaria Estrangeira
IdComunidade |Cdédigo unico da Sim Sim Nao
comunidade na Base de
dados, chave primadria.
Nome Nome da comunidade. Nao Nao Nao
Tabela Recomendacao
Defini¢ao Representa as recomendacdes realizadas sistema  ao
pesquisador.
Atributos:
Nome Defini¢ao Requerido Chave Chave
Primaria Estrangeira
IdUsuario Cédigo tnico do pesquisador Sim Nio Sim

na Base de dados,
estrangeira.

chave
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Tabela Recomendacao
Defini¢ao Representa as recomendacdes realizadas pelo sistema ao
pesquisador.
Atributos:
Nome Defini¢ao Requerido Chave Chave
Primaria Estrangeira
IdArtigo Cdédigo tnico do artigo na Sim Nao Sim
Base de dados, chave
estrangeira.
Status Informa se o item estd para Nao Nio Nao
ser recomendado - RF
(recomendagdes futuras), ou
se o item foi recomendado e
ja foi avaliado pelo usudrio -
RCF (recomendagdes com
feedback), ou esta
aguardando uma avaliagdo -
RSF (recomendacgdes sem
feedback).
Rating Valor da avaliacdo do item. Nao Nao Nao
Tabela Areas
Defini¢ao Representa as dreas de interesse oferecidas pelo sistemas.
Atributos:
Nome Defini¢ao Requerido Chave Chave
Priméria Estrangeira
IdArea Cédigo tnico da 4drea de Sim Sim Nao
interesse na Base de dados,
chave primdria.
Area Nome da area de interesse. Nao Nio Nao
Descricao_Ar | Descrigdo detalhada da érea Nao Nao Nao
ea de interesse.
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Tabela Palavraschave
Defini¢ao Representa as palavras-chave que podem identificar os artigos.
Atributos:
Nome Defini¢ao Requerido Chave Chave
Priméria Estrangeira
Id Cdédigo unico da palavra na Sim Sim Nao
Palavrachave [Base de dados, chave
priméria.
Palavrachave |Palavra. Nao Nio Nao
Tabela Artigos_Palavras
Defini¢ao Representa aspalavras-chave que identificam um ou mais artigo.
Atributos:
Nome Defini¢ao Requerido Chave Chave
Primaria Estrangeira
IdArtigo Cédigo tnico do artigo na Sim Nao Sim
Base de dados, chave
estrangeira.
IdPalavra Cédigo dnico da palavra na Sim Nio Sim
Base de dados, chave
estrangeira.
Tabela Artigos
Defini¢ao Representa os artigos disponiveis no sistema e que serdo os itens a
serem recomendados para cada pesquisador.
Atributos:
Nome Defini¢ao Requerido Chave Chave
Priméria Estrangeira
IdArtigo Cdédigo tnico do artigo na Sim Sim Nao

Base de dados, chave

primdria.
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Tabela Artigos
Defini¢ao Representa os artigos disponiveis no sistema e que serdo os itens a
serem recomendados para cada pesquisador.
Atributos:
Nome Defini¢ao Requerido Chave Chave
Primaria Estrangeira
IdVeiculo Cdédigo unico do veiculo na Sim Nao Sim
Base de dados, chave
estrangeira.  Relaciona o
artigo ao  veiculo de
publicacio e a drea de
conhecimento (ciéncia da
computagdo, engenharia ou
multidisciplinar, por
exemplo).
IdUsuario Cédigo unico do usudrio na Sim Nio Sim
Base de dados, chave
estrangeira.
IdArea Cédigo tnico da drea na Base Sim Nio Sim
de dados, chave estrangeira.
ehAutor Informa se a pessoa que Sim Nao Nao
cadastrou o artigo no sistema
€ um dos autores.
Titulo Titulo completo do artigo. Sim Nio Nao
Resumo Resumo completo do artigo. Sim Nao Nao
Arquivo Arquivo em formato pdf ou Sim Nio Nao
ps.
Tabela Artigo_Autor
Definicao Representa todos os autores de um determinado artigo.
Atributos:
Nome Definigao Requerido Chave Chave
Priméria Estrangeira
IdArtigo Cddigo tnico do artigo na Base Sim Nao Sim
de dados, chave estrangeira.
IdAutor Cédigo unico do autor na Base Sim Nao Sim
de dados, chave estrangeira.
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Tabela Autores
Definicao Representa a lista de todos os autores dos artigos.
Atributos:
Nome Defini¢ao Requerido Chave Chave
Priméria Estrangeira
IdAutor Cédigo tnico do autor na Sim Sim Nao
Base de dados, chave
priméria.
Nome Nome do autor. Sim Nio Nao
SobreNome | Sobrenome do autor. Sim Nao Nao
HomePage Homepage do Autor. Nao Nao Nao




ANEXO G COMUNIDADES VIRTUAIS

Neste Anexo apresenta-se o inicio de um dos trabalhos futuros propostos por esta tese
de doutorado que se constitui em utilizar Sistemas de Recomendacdo para identificacdo
de comunidades virtuais. Este contetido foi aqui incluido por tratar-se de um trabalho
inicial que depende de estudo mais aprofundado, tendo sido desenvolvido em forma de
pesquisa pelo doutorando e seus orientandos. O objetivo da inclusdo deste contetido
aqui € apresentar a continuidade do trabalho em questdo. Primeiramente busca-se definir
o que se entende pelo termo Comunidade. Segundo o autor Case [CAS 2001], pode-se
definir o termo Comunidade como sendo:

“...um local onde pessoas com interesses em comum retinem-se para
trocar experiéncias, responder perguntas, promover colaboragdo, obter
conhecimentos e compartilhar casos de sucessos e insucessos”.

As primeiras formas de Comunidades Virtuais foram criadas baseadas em
usudrios que poderiam encontrar-se e discutir temas néo interessando a distancia que
estes encontravam-se [HAU 97] [FIG 98]. Conforme Rheingold [RHE 2000], uma
Comunidade Virtual representa o surgimento de comunidades socialmente motivadas
pelo interesse mutuo na Internet. O mesmo autor descreve comunidades virtuais como
sendo:

"...comunidade virtuais sdo agregacdes sociais que emergem da rede,
quando um niimero suficiente de pessoas envolvem-se nesta discussdo
publica por um determinado periodo, visando formar redes de
relacionamento utilizando o cyberspace".

Uma comunidade torna-se uma excelente fonte de conhecimento e informacao, e
talvez o mais importante, esta auxilia na diminui¢io da duplicacdo de esforco, uma vez
que se pode basear na experiéncia que os membros tiveram no passado. Por exemplo,
pode-se imaginar uma situagdo hipotética onde um estudante da graduagdo necessita
iniciar uma pesquisa para realizar seu trabalho de conclusdo de curso, este estudante
podera perder muito tempo nesta busca por material, passando por caminhos que
levardo ao sucesso ou ndo, caminhos talvez trilhados anteriormente por outros
estudantes, ou seja, esfor¢o ja despendido por outros. Entretanto, caso este estudante
estivesse escrito em uma comunidade com individuos com interesses em comum, estes
poderiam fornecer lhe alguns atalhos nesta busca por informagio, talvez diminuindo o
tempo perdido pelo aluno na busca por informacdo [CAZ 2004].

Segundo Case [CAS 2001], para se criar uma comunidade e necessdrio enfrentar
alguns desafios especificos:
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e 0s membros da comunidade deveriam ser direcionados diretamente para pessoas
que pensam de forma semelhante a sua (like-minded) e para informagdes
relevantes;

e os membros da comunidade deveriam ter acesso a informacdo requerida sem
sentirem-se sobrecarregados;

e o0s membros da comunidade deveriam ser informados sobre outros membros que
pensam de forma semelhante a sua (like- minded);

® os membros deveriam disseminar informagao para as pessoas apropriadas.

Algumas comunidades virtuais sdo amplamente divulgadas na Internet, possuindo
um nuimero significativo de membros segundo apresentado na Tabela G.1, proposta
por Golbeck [GOL 2005]:

Tabela G.1: Numero de membros em comunidades virtuais

Website URL Numero de membros

Adult Friend Finder | http//adultfriendfinder.com 15.700.000
Alt.com http//alt.com 2.600.000
Amigos http//amigo.com 3.500.000
Asia Friend Finder http//asiafriendfinder.com 6.000.000
Black Planet http//blackplanet.com 14.000.000
Fotolog http//fotolog.net 1.000.000
Friend Finder http//friendfinder.com 3.600.000
Friendster http//friendster.com 17.000.000
gradFinder http//www.grafinder.com 3.000.000
Hi5 http//hi5.com 6.100.000
LinkedIn http//linkedin.com 1.500.000
LiveJournal http//livejournal.com 5.700.000
My Space http//myspace.com 6.000.000
Orkut http//orkut.com 3.000.000
Out Personals http//outperonals.com 1.050.000
The Face Book http//thefacebook.com 1.000.000
Tickle http://tickle.com 18.000.000
ZeroDegrees http//zerodegrees.com 1.300.000

Fonte: [GOL 2005], p. 16.
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G1. Criacao de comunidades virtuais

Conforme descrito na Subsecdo 5.2.5 a identificacio e criacdo das comunidades virtuais
(ou de contato) nesta tese, ficou a cargo do Agente Comunitdrio. Para identificar os
possiveis candidatos as comunidades o Agente Comunitario procura verificar na base de
perfis os usudrios que apresentam interesses em comum, na base de consumo histérico
os que sao like-minded e que apresentam um certo grau de confianga entre si (indicacdo
nao explicita e sim implicita) conforme apresentado pela regra da Subse¢do 5.2.5. Na
subsecdo seguinte serd descrito um experimento inicial, realizado sobre uma base de
dados sintética, e que demonstra a aplicabilidade da solucdo descrita na subsecdo sobre
o Agente Comunitario na construcdo destas comunidades virtuais.

G1.1 Experimento com base de dados sintética

Este experimento teve como objetivo demonstrar a viabilidade da criagdo de
comunidades virtuais a partir da aplicagdo de uma base de dados sintética gerada a partir
de uma base de dados real proveniente de um Sistema de Recomendacdo. Neste trabalho
foi utilizada a base de dados do Movielens adaptada e acrescida de um campo referente
a relevancia da opinido de cada usudrio [SIL 2005].

Gl1.1.1 Hipotese da Pesquisa

z

A hipétese que foi levantada para realizacdo deste experimento é a de que com a
utilizacdo de uma base de dados proveniente de um Sistema de Recomendacéo real e
adaptada, seria possivel a criagdo das comunidades virtuais pela identificacdo de
usudrios com interesses em comum, usudrios com gostos em comum (like-minded) e
usudrios que apresentassem implicitamente uma relacio de confianga.

G1.1.2 Método dePesquisa

O método aplicado neste experimento constituiu-se na andlise offline utilizando a base
sintética gerada apartir da bse de dados do Movielens.

G1.1.3 Experimento realizado

Neste experimento havia a necessidade de medir a similaridade entre usudrios para
permitir a constru¢do de comunidades virtuais, para tanto foi utilizado o coeficiente de
Pearson utilizado na filtragem colaborativa e descritos da Subsecdo 2.4.2.

Gl1.1.3.1 Gerando comunidades virtuais

Para que dois ou mais usudrios sejam identificados como usudrios com potencial
(candidatos) para a criacdo de uma comunidade virtual, trés critérios devem ser
satisfeitos conforme definido na subse¢do 5.2.5 e reapresentado a seguir:

e possuirem interesse comum em pelo menos uma area de interesse;
e serem like-minded,

e apresentar relagdo de confianga (implicita).

Para a criagdo das comunidades virtuais de usudrios neste experimento,
primeiramente foi preciso encontrar na base de perfis da base sintética quais usudrios
possuiam dreas de interesse em comum com outros usudrios. Esta andlise retornou um
conjunto de relagdes usudrio x usudrio com areas de interesse em comum. Por exemplo,
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supondo uma relagdo entre os usudrios Ul e U3 na édrea de interesse Al, e uma relagdo
entre os usudrios Ul e U4 na drea de interesse A2, surge a seguinte relacdo “usudrio X
usudrio X drea de interesse em comum” como apresentado na tabela G.2.

Tabela G.2: Relagdo de usudrios e dreas de interesse comum

Usuariol Usuario2 Area Comum
Ul U3 Al
Ul U4 A2

Cabe ressaltar que se caso dois usudrios possuissem mais de uma édrea de interesse
em comum, esta relacdo também seria incluida no resultado (como exemplo, supondo
que Ul e U3, além da 4rea A1, também tivessem a area A2).

Na base de dados sintética foram encontradas 670.760 relacdes para 643 usuarios em
18 dreas de interesse.

Ap6s descobrir estas relagdes, foi preciso calcular a correlacdo entre estes usudrios e
suas respectivas dreas de interesse em comum através da aplicacdo do coeficiente de
Pearson. A idéia ao se aplicar o coeficiente de Pearson foi manter na base somente os
usudrios, que além de possuirem dreas de interesse em comum, também possuissem
forte correlacdo (coeficiente > 0), descartando os de fraca correlagio e os sem
correlacdo (coeficiente <= 0) — lembrando que este coeficiente € calculado de acordo
com os itens em comum pontuados pelos usudrios. Assumiu-se que para a segunda fase,
os usudrios deveriam possuir pelo menos 3 itens em comum pontuados dentro da
mesma drea de ineteresse, caso contrario esta relacfo seria descartada.

Na base de dados sintética a drea de interesse “Al” é a que concentrou 0 maior
nimero de correlacdes fortes entre os usudrios (aproximadamente 11.000 relagdes),
seguida da drea de “A2”. Das 670.760 relagdes encontradas anteriormente, apenas
49.762 (7,42% do total) foram consideradas fortes pela anélise feita. Esta diferenca de
valores entre a andlise anterior e a atual, ocorreu devido ao fato de que as relagdes
iniciais entre os usudarios eram fracas de acordo com o coeficiente de Pearson (>=0), ou
os itens pontuados em comum em uma mesma area de interesse na base de dados
sintética ndo atingiau o pardmetro minimo configurado de “3” itens.

A drea de interesse “A3” foi a que apresentou o melhor coeficiente de correlagdo dos
usudrios, podendo-se concluir que as pontuacdes dadas pelos usudrios aos itens
relacionados a esta drea foram bem parecidas, se comparadas as pontuagdes realizadas
para os itens da drea de “A2”.

Apés descobrir as correlagdes fortes presentes na base, foi possivel gerar as
comunidades de contato para cada usudrio. Nesta etapa foi simulada a recomendacéo de
3 artigos (itens) para os usudrios alvos da recomendacdo e de acordo com o feedback
dado foi possivel verificar se a mesma estava dentro do conjunto predito para aquele
item (assumindo-se que no dominio de valores possiveis para uma avaliagdo os valores
de avaliacdes entre [1-2] indicam que o usudrio ndo gostou da recomendacio, [3] indica
que o usudrio ficou indiferente, e [4-5] indica que o usudrio gostou da recomendacdo),
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isto &, foi verificada a existéncia ou ndo de relacdo de confianca entre o usudrio alvo e
os usudrios participantes do processo de recomendagao.

Como resultado observou-se que o nimero de comunidades de contatos geradas para
a area de interesse de “Al” foi muito superior as demais dreas, sendo criadas
aproximadamente 530 comunidades de um total de 1421. Vale ressaltar que nesta etapa
a quantidade de comunidades de contatos geradas para cada drea pode variar de acordo
com os itens selecionados para gerar a predicdo para um usudrio alvo. Neste
experimento, foram selecionados 3 itens aleatoriamente. Para a confirmacio da criacao
da nova comunidade, por questdes de privacidade, seria solicitado que os usudrios
envolvidos respondessem se realmente desejam conhecer o contato recomendado. Caso
uma das partes discorde, o contato ndo seria estabelecido, permitindo assim, que o
usudrio tenha o controle sobre sua privacidade.

G1.1.3.2 Avaliacdo dos Resultados

Através dos resultados apresentados verificou-se a viabilidade de identificar
comunidades virtuais utilizando dados provenientes de um Sistema de Recomendacio.
Pode-se observar uma limitag@o clara nesta abordagem no momento em que a base de
dados sintética apresenta uma esparcialidade muito elevada ou um nuimero de itens
muito maior do que o nimero de usudrios.

Em um trabalho futuro envolvendo usudrios reais pretende-se utilizar o
Ranqueamento do Recomendador como uma informacio que permita facilitar a decisdo
do usudrio sobre o estabelecimento de contato ou ndo com outros usudrios e
conseqiientemente a formagdo de comunidades com estes membros. Também seria
interessante através de um uso prolongado do sistema verificar a satisfacdo dos usudrios
com as comunidades estabelecidas, ou seja, verificar o quanto a comunidade em que o
usudrio decidiu inserir-se trouxe beneficios e facilitou a troca de informagdes.



