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RESUMO

O crescimento exponencial do poder computacional, das fontes de geração de dados
e da capacidade de comunicação em tecnologias recentes criou uma nova categoria de
aplicações computacionais: aplicações intensivas em dados. O aumento dos conjuntos de
dados é verificado em diversas áreas do conhecimento e atuação humanas. Deste con-
texto surge a necessidade do desenvolvimento de frameworks capazes de armazenar e
processar dados em larga escala em um tempo aceitável. MapReduce, desenvolvido pelo
Google, é um modelo de programação paralelo com uma implementação associada cri-
ado para o processamento de grandes quantidades de dados. O usuário deste framework
precisa definir somente duas funções (map e reduce) e o runtime se encarrega de lidar
de forma transparente ao programador com questões advindas da paralelização da com-
putação, como a distribuição dos dados, escalonamento de tarefas, comunicação entre
processos e tolerância a falhas. Porém, esta demanda pelo processamento de quantidades
crescentes de dados tem como consequência uma demanda maior por recursos computa-
cionais para processar uma mesma aplicação. O grande problema que esta demanda cres-
cente por recursos computacionais gera é um - também - crescente consumo energético.
Esta situação é crítica por duas razões - uma de motivação financeira e outra de motivação
ambiental. Por estas razões, é imperativo que sistemas computacionais sejam projetados
para serem cientes do consumo energético. A partir destas considerações, este trabalho
tem como objetivo caracterizar o consumo energético de um sistema de processamento de
grandes quantidades de dados. Hadoop - implementação de código aberto do modelo de
programação MapReduce - é o sistema escolhido para a caracterização. A caracterização
do consumo de energia deste sistema é acompanhada de considerações sobre o desem-
penho do framework para que o consumo de energia não seja considerado de maneira
isolada e, sim, sob uma perspectiva mais ampla.

Palavras-chave: Computação Intensiva em Dados, MapReduce, Green Computing, Con-
sumo de Energia.



ABSTRACT

Characterization of Hadoop’s MapReduce Energetic Consumption

The exponential growth of computing power, sources of data generation and commu-
nication capabilities in recent technologies created a new category of computer applica-
tions: data-intensive applications. The increase of data sets can be found in inumerous
areas of human activities and knowledge. In such a context, arises a necessity of develop-
ing frameworks capable of storing and processing large-scale data in an acceptable time.
MapReduce, developed by Google, is a parallel programming model with an associated
implementation created for the the processing of vasts amounts of data. The user of this
framework has only to define two functions (map and reduce) and the runtime deals with
issues that arise due to the parallelization of the computation, such as data distribution,
task scheduling, process communication and fault tolerance. However, this demand for
the processing of growing amounts of data results in a higher demand for computing re-
sources to process a single application. The major problem that this growing demand
for computing resources generates is an increasing energy consumption. This is critical
for two reasons - one of financial motivation and the other of environmental motivation.
For these reasons, it is imperative that computer systems are designed to be aware of
energy consumption. Motivated by these considerations, this study aims to characterize
the power consumption of a system for processing large amounts of data. Hadoop - an
open source implementation of the MapReduce programming model - is the chosen sys-
tem for the proposed characterization. The energy consumption characterization of this
system is accompanied by performance considerations of the framework so that energy
consumption is not considered as an isolated issue, but in a broader perspective.

Keywords: Data-Intensive Computing, MapReduce, Green Computing, Energy Con-
sumption.
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1 INTRODUÇÃO

Este capítulo inicial tem como objetivo contextualizar o trabalho apresentado através
deste texto - a avaliação do consumo de energia de um framework para o processamento
de grandes quantidades de dados. No primeiro momento são apresentadas as motivações
que originaram o estudo. Em seguida, os objetivos e a utilidade do trabalho são discutidas.
Ao final do capítulo, a estrutura do texto é detalhada.

1.1 Motivação

1.1.1 Computação Intensiva em Dados

O crescimento exponencial do poder computacional, das fontes de geração de dados
e da capacidade de comunicação em tecnologias recentes criou uma nova categoria de
aplicações computacionais: aplicações intensivas em dados (GORTON et al., 2008).

Um paralelo pode ser traçado para definir tal categoria de aplicações comparando-a
a categoria de aplicações intensivas em computação - uma classificação menos recente e
mais comum na literatura científica. Aplicações intensivas em computação são aquelas
onde o limitador da velocidade de processamento das mesmas é o poder computacional
disponível para tais tarefas. Em constraste, aplicações intensivas em dados são aquelas
onde o fator que limita a velocidade de execução das mesmas é a capacidade de gerenciar,
analisar e disponibilizar quantidades massivas de dados (GORTON et al., 2008).

O aumento dos conjuntos de dados é verificado em diversas áreas do conhecimento
e atuação humanas. Este fenômeno pode ser explicado por três fatores predominantes:
diminuição do custo dos dispositivos de armazenamento; aumento do uso de sensores
digitais em campos como astronomia, física, química, biologia e ciência climática; e a
migração de atividades ecônomicas e sociais para meios eletrônicos, tais como a Internet.

Alguns exemplos de aplicações intensivas em dados ilustram a ubiquidade e relevância
desta categoria de problemas, bem como as razões para o crescimento nos conjuntos de
dados armazenados eletronicamente - citadas acima:

• O sistema de geração e distribuição de energia elétrica Norte Americano gera apro-
ximadamente 15 TB de dados anualmente (KOUZES et al., 2009);

• Uma nova geração de modelos climáticos que têm uma resolução maior quando
comparada aos modelos utilizados anteriormente, produz uma quantidade de dados
1000 vezes maior (8 PB em comparação aos 8 TB gerados pelo modelo antigo) para
uma área simulada 30 vezes menor (3 km contra 100 km simulados anteriormente)
durante o mesmo período de tempo (KOUZES et al., 2009);
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• Avanços teóricos em biologia, mais precisamente em genética, produzem conjunto
de dados massivos em experimentos realizados com equipamentos de sequencia-
mento genético (RECKZIEGEL FILHO, 2013);

• O sistema de indexação de páginas web do Google processa aproximadamente 20
TB em documentos a cada iteração (DEAN; GHEMAWAT, 2008);

• Facebook armazena aproximadamente 700 TB em bancos de dados relacionais,
bem como 1 PB em fotografias (THUSOO et al., 2009);

• Experimentos em física de partículas em um dos quatro equipamentos que com-
põem o acelerador de partículas Large Hadron Collider no CERN (Organização
Européia para a Pesquisa Nuclear) geram 2 PB/s em cada experimento realizado
(KOUZES et al., 2009).

Então, deste contexto, surge a necessidade do desenvolvimento de frameworks ca-
pazes de armazenar e processar dados em larga escala em um tempo aceitável - i.e. mod-
elos de programação para aplicações intensivas em dados.

1.1.2 MapReduce

MapReduce (DEAN; GHEMAWAT, 2008), desenvolvido pelo Google, é um modelo
de programação paralelo com uma implementação associada criado para o processamento
de grandes quantidades de dados. Este se baseia em duas primitivas comuns em lin-
guagens de programação funcional: map e reduce. Desta forma, o programador pre-
cisa definir somente estas duas funções e o ambiente de execução se encarrega de lidar
de forma transparente ao programador com questões advindas da paralelização da com-
putação, como a distribuição dos dados, escalonamento de tarefas, comunicação entre
processos e tolerância a falhas. O MapReduce foi desenvolvido para ser executado em
clusters homogêneos de grande escala composto por máquinas comuns. A implemen-
tação deste modelo e o sistema de execução do mesmo não foram disponibilizados pelo
Google.

O MapReduce pode ser considerado um trabalho seminal na área de computação in-
tensiva em dados por ter inspirado o desenvolvimento de diversas plataformas para pro-
cessamento de quantidades massivas de dados. Hadoop (APACHE, 2013) é um projeto de
código aberto desenvolvido com base no artigo que apresentou o modelo MapReduce de
computação - e, assim como o sistema original, foi desenvolvido para executar em clus-
ters homogêneos de máquinas comuns. O modelo de programação MapReduce também
tem implementações que executam sobre sistemas multicore com memória compartilhada
(YOO; ROMANO; KOZYRAKIS, 2009), placas gráficas (HE et al., 2008) e ambientes
de computação em nuvem (LIU; ORBAN, 2011).

Entre todas as implementações MapReduce, Hadoop é a que tem o maior número de
usuários, desenvolvedores e estudos relacionados (WHITE, 2012).

1.1.3 Green Computing

A necessidade de processar uma quantidade crescente de dados tem como conse-
quência uma demanda maior por recursos computacionais para processar uma mesma
aplicação - uma computação típica MapReduce processa muitos terabytes de dados em
milhares de máquinas (DEAN; GHEMAWAT, 2008). Desta forma, ambientes computa-
cionais que envolvem milhares de máquinas comuns (commodity machines) são cada
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vez mais comuns entre grandes serviços de Internet - e.g. Google, Facebook e Twitter.
Este tipo de infraestrutura computacional é conhecida como Warehouse-sized Computer
(BARROSO; HÖLZLE, 2009).

O grande problema que tal demanda crescente por recursos computacionais gera é um
- também - crescente consumo energético. Esta situação é crítica por duas razões - uma
de motivação financeira e outra de motivação ambiental.

Tendências de longo prazo indicam que o aumento de desempenho de sistemas com-
putacionais tem como consequência maior consumo de energia dos mesmos. Então, como
o custo de equipamentos computacionais tem se mantido estável nos últimos anos, o custo
para energizar estas máquinas tem se tornado cada vez mais importante. Se tal tendên-
cia se manter, o custo da energia consumida por um servidor durante sua vida útil pode
ultrapassar o custo do equipamento (BARROSO, 2005).

Outro ponto fundamental é a degradação ambiental - e as mudanças climáticas gera-
das por tal fenômeno. O quarto relatório do Painel Intergovernamental sobre Mudanças
Climáticas (IPCC) (IPCC, 2007) - corpo científico estabelecido pela Organização das
Nações Unidas (ONU) para prover análises sobre as informações científicas correntes
com relação ao risco das mudanças climáticas causadas pelo ser humano -, publicado em
2007, estabelece que "grande parte do aumento médio da temperatura global dos últimos
50 anos é muito provavelmente (probabilidade maior do que 90%) causado devido a ativi-
dades humanas". O quinto relatório (IPCC, 2013) do IPCC, a ser completado no próximo
ano, afirma que "o aquecimento do clima terrestre é inequívoco e que, desde 1950, muitas
das alterações climáticas observadas não tem precedentes na história terrestre"e, também,
que "é extremamente provável (95-100% de probabilidade) que a influência humana foi a
causa dominante do aquecimento global entre 1951 e 2010".

A queima de combustíveis fósseis é um dos fatores chave para as mudanças climáticas
descritas acima (IPCC, 2007). E, segundo a United States Energy Information Adminis-
tration, cerca de 68% da eletricidade gerada nos Estados Unidos em 2012, foi gerada a
partir de combustíveis fosséis (EIA, 2013). No ano 2006, os aproximadamente 6000 data
centers localizados nos Estados Unidos foram responsáveis pelo consumo de aproximada-
mente 1.5% da eletricidade do país - com uma tendência de crescimento neste consumo
de 12% ao ano (KURP, 2008).

Por estas razões, é imperativo que sistemas computacionais (hardware e software)
sejam projetados para serem cientes do consumo energético - ou seja, é fundamental que
sistemas computacionais sejam eficientes energeticamente.

1.2 Objetivos

Tendo como base os aspectos destacados anteriormente, este trabalho tem como ob-
jetivo caracterizar o consumo energético de um sistema de processamento de grandes
quantidades de dados. Hadoop - implementação de código aberto do modelo de progra-
mação MapReduce - é o sistema escolhido para a caracterização. A caracterização será
acompanhada de considerações sobre o desempenho do framework para que o consumo
de energia não seja considerado de maneira isolada e, sim, sob uma perspectiva mais
ampla.

Espera-se que os resultados expostos neste estudo informe os usuários do Hadoop para
que o utilizem de maneira mais eficiente do ponto de vista energético, bem como informe
os desenvolvedores do framework na tarefa de tornar o sistema ciente de seu consumo de
energia.
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1.3 Organização

O restante do texto está estruturado da seguinte forma. O segundo capítulo apresenta
conceitos necessários para a compreensão do trabalho. O terceiro capítulo aborda os tra-
balhos relacionados a este estudo. No capítulo seguinte, a metodologia utilizada para
atingir o objetivo deste trabalho é descrita. Os experimentos e seus resultados são apre-
sentados no quinto capítulo. Por fim, o último capítulo contém as conclusões do trabalho.
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2 CONCEITOS

Este capítulo apresenta os conceitos fundamentais para a compressão deste estudo. Na
primeira seção, o modelo de programação MapReduce é detalhado em seus aspectos mais
importantes - interface de programação, arquitetura do sistema, metodologia de escalo-
namento e mecanismo de tolerância a falhas. Na segunda parte do capítulo, diferentes
abordagens para mensuração do consumo energético são discutidas, apresentando seus
pontos positivos e negativos.

2.1 MapReduce

O MapReduce é um modelo de programação criado pelo Google para o processa-
mento de grandes quantidades de dados de maneira paralela e distribuída. Motivado
pelas necessidades computacionais da empresa e inspirado pelas primitivas map e re-
duce - comuns em linguagens de programação funcional como Lisp - Google propôs o
modelo MapReduce com o objetivo principal de libertar o programador do tratamento de
situações comuns a sistemas distribuídos, possibilitando que este possa expressar com-
putações paralelas e distribuídas de maneira simples e rápida. Desta forma, o usuário do
modelo de programação MapReduce deve prover ao sistema de execução somente duas
funções - map e reduce - e o sistema MapReduce automatiza as tarefas relacionadas à dis-
tribuição e paralelização da computação (distribuição de dados, escalonamento de tarefas,
comunicação entre nós e tolerância a falhas) (DEAN; GHEMAWAT, 2008).

O modelo de programação é genérico, permitindo que problemas em diversas áreas
possam ser resolvidos com o mesmo. O uso do MapReduce ocorre em áreas como proces-
samento de grafos, tradução estatística, aprendizado de máquina e processamento de texto
(DEAN; GHEMAWAT, 2010). Outros exemplos de uso do MapReduce podem ser encon-
trados em áreas como metereologia (XUE; PAN, 2012), biologia (RECKZIEGEL FILHO,
2013) e finanças (ZHANG et al., 2011).

2.1.1 Visão Geral

O sistema MapReduce tem uma arquitetura mestre/escravo. O nó mestre tem como
responsabilidade coordenar a execução da aplicação MapReduce - isto é, realizar o es-
calonamento das tarefas e detectar falhas. O conjunto de nós escravo, por sua vez, é
responsável por executar as tarefas map e reduce nas quais a aplicação é divida pelo
mestre.

O sistema de execução MapReduce é composto, também, por um sistema de arquivos
distribuído (GHEMAWAT; GOBIOFF; LEUNG, 2003) [Ghemawat et al]. Este sistema de
arquivos também tem uma arquitetura mestre/escravo. O mestre (NameNode) é responsá-
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vel por armazenar metadados sobre as informações contidas nos arquivos. Os nós escravo
(DataNodes) são os nós que efetivamente armazenam os dados contidos no sistema de
arquivos. As mesmas máquinas utilizadas pelo sistema de execução MapReduce como
nós escravo podem ser utilizadas como DataNodes pelo sistema de arquivos distribuído
com o objetivo de reduzir a transferência de dados e, assim, aumentar o desempenho do
sistema como um todo.

2.1.2 Modelo de Programação

Uma computação MapReduce tem como entrada um conjunto de tuplas chave-valor
e como saída um conjunto de tuplas chave-valor. O programador deve expressar a com-
putação através de duas funções: map e reduce.

A função map tem como entrada uma tupla chave-valor e como saída valores in-
termediários expressados, também, como tuplas chave-valor. O sistema de execução
MapReduce agrupa todas as tuplas que tem uma mesma chave.

A função reduce tem como entrada um grupo de tuplas chave-valor e, então, pro-
cessa este grupo usualmente produzindo um conjunto menor de valores (conforme a com-
putação determinada pelo usuário).

A inicialização de uma computação MapReduce se dá através do nó mestre. O primeiro
passo no fluxo de execução é o repartimento e distribuição dos dados no sistema de ar-
quivos distribuído. Os blocos de dados nos quais a entrada é dividida têm o mesmo
tamanho e cada um destes blocos de dados é executado por uma tarefa map diferente. A
execução das tarefas map onde os dados de entrada são mapeados para tuplas chave-valor
(conforme determinado pela função map) é o próximo passo. Em seguida, os dados inter-
mediários (saídas das tarefas map) são transferidos entre os nós escravo para a execução
pelas tarefas reduce. Esta fase de tranferência é conhecida como shuffle. Por fim, o último
passo consiste na execução das tarefas reduce - onde as tuplas que contém a mesma chave
são processadas (conforme determinado pela função reduce). A Figura 2.1 (MARCOS,
2013) ilustra o fluxo de execução MapReduce.

Figura 2.1: Fluxo de execução MapReduce

Alguns comentários são necessários para o melhor entendimento deste fluxo de exe-
cução. Ao contrário do que se pode inferir, os nós mestre (no MapReduce e no sistema
de arquivos distribuído) não são gargalos na comunicação de dados. Isto ocorre pois em
ambos os sistemas a comunicação entre mestre/escravo ocorre somente para o escalona-
mento de tarefas (MapReduce) e para a troca de informações a cerca da localização de
blocos de dados (sistema de arquivos). A transferência de dados no início da execução de
tarefas map ou entre tarefas map e reduce ocorre diretamente entre os nós escravo.
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A fase reduce somente é executada após o término da fase map. Ainda, diferentemente
do que ocorre na fase map - onde o número de tarefas é determinado pelo tamanho da
entrada da aplicação - na fase reduce o número de tarefas é definido pelo usuário do
sistema. Assim cada tupla intermediária é mapeada para uma tarefa reduce através de
uma tabela hash. Isto significa que uma tarefa reduce pode processar mais do que uma
chave. Por fim, os dados intermediários (saídas da fase map, entradas da fase reduce) são
armazenados localmente, e não no sistema de arquivos distribuídos.

Como mencionado anteriormente, existe um estágio intermediário na computação
MapReduce, chamado shuffle. Neste estágio o objetivo principal é a transferência de
dados entre os nós escravos. Apesar da aparente simplicidade deste estágio, existem de-
talhes importantes durante a execução do shuffle que merecem atenção.

Esta transferência de dados pode ser dividida em duas fases: sort e merge. Antes do
envio dos dados aos nós que executarão a função reduce, os nós que executaram o map re-
alizam um ordenamento (sort) de suas tuplas chave-valor. O objetivo deste ordenamento
é agrupar, em cada nó escravo, os dados que devem ser enviados para cada nó onde o
reduce vai ser executado. Assim que o ordenamento é realizado, a transferência propria-
mente dita ocorre: os nós responsáveis pela execução das tarefas reduce copiam os dados
de seu interesse. Finalmente, depois de receber os dados intermediários - e antes de ini-
ciar o processamento - os nós reduce executam uma junção (merge) dos dados copiados
de diversos nós.

A Figura 2.2 apresenta um exemplo de uma aplicação MapReduce para a contagem
de palavras em documentos de texto. Na aplicação exemplo, a função map recebe como
entrada um par chave-valor. A chave representa o nome do documento de texto e o valor
os conteúdos deste documento. Primeiramente, o conteúdo é separado em palavras. De-
pois, para cada palavra um par chave-valor é emitido - onde a chave é a palavra e o valor
o número inteiro 1. Os dados intermediários são agrupados por chave e repassados às
tarefas reduce. A função reduce irá processar todos os valores que tem a mesma chave. O
processamento consiste no somatório de todos os valores associados à chave de entrada.
Ao final de sua execução, a função irá produzir uma tupla chave-valor que representa a
contagem total da palavra chave nos dados de entrada.

Figura 2.2: Pseudo-código para uma aplicação de contagem de palavras
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2.1.3 Escalonamento MapReduce

O nó mestre, responsável pelo escalonamento de tarefas do MapReduce, ao receber
a informação de que existe um nó escravo livre para execução, decide qual tarefa map
executar com base na localizacão dos dados de cada tarefa. Então, no primeiro momento,
o escalonador tenta escolher para a execução uma tarefa que tem o bloco de dados que
deve ser processado armazenado na máquina livre. Se isto não é possível, o escalonador
tenta escolher para a execução uma tarefa map que possui seus dados de entrada próximos
à máquina livre (e.g. armazenados em uma máquina escrava que se encontra conectada
ao mesmo switch onde a máquina livre está conectada).

Este mecanismo de escalonamento, baseado na localidade dos dados a processar,
busca diminuir a comunicação via rede entre nós, pois tal recurso - banda de rede - é
escasso em um ambiente distribuído com inúmeras máquinas (DEAN; GHEMAWAT,
2008). Como os dados de entrada das tarefas reduce estão, potencialmente, espalhados
pelas máquinas onde as tarefas map executaram, o escalonamento de tarefas reduce não é
feito com base neste raciocínio de localidade dos dados de entrada.

2.1.4 Tolerância a Falhas

MapReduce é um sistema para processamento de grandes quantidades de dados em
um grande número de máquinas que permite expressar uma computação de maneira sim-
ples, escondendo os detalhes da paralelização e do gerenciamento da computação do pro-
gramador. Entre estes detalhes está a tolerância a falhas.

O framework MapReduce possui mecanismo de tolerância a falhas dos nós escravo.
Porém, MapReduce não tolera falhas do nó mestre. Caso haja falha nesta máquina, a
computação é abortada.

O mecanismo de tolerância a falhas nos nós escravo funciona da seguinte forma. Pe-
riodicamente, o mestre envia mensagens echo request aos nós escravo. Caso não haja
resposta em um certo período de tempo, o mestre remove a máquina da computação e
re-escalona as tarefas que estavam em execução na máquina faltosa, bem como quaisquer
tarefa map que já tenham sido executadas neste nó. As tarefas map completas precisam
ser re-executas devido ao fato de que sua saída é armazenada no sistema de arquivos lo-
cal. Em constraste, as tarefas reduce já executadas não precisam ser executadas em outra
máquina pois suas saídas são armazenadas no sistema de arquivos distribuído.

2.1.5 Tarefas Especulativas

Tarefas especulativas consistem em uma otimização do sistema MapReduce que tem
o objetivo de evitar que nós escravos mais lentos (uma máquina que está com algum
problema de hardware, por exemplo) tenham impacto negativo sobre o desempenho do
sistema. Portanto, quando o mestre percebe que uma tarefa está com progresso abaixo das
outras, uma segunda instância da tarefa é escalonada em outro nó escravo. Assim que uma
das duas tarefas terminar, o escalonador abortará aquela que ainda está processando. A
partir da criação deste mecanismo de execução especulativa, o desempenho de aplicações
MapReduce melhorou significativamente. No algoritmo sort, por exemplo, o tempo de
execução diminui aproximadamente 44% (DEAN; GHEMAWAT, 2008).

2.1.6 Hadoop

Gerenciado pela Apache Software Foundation e com suporte de grandes companhias
- como Facebook, LinkedIn, Microsoft e Yahoo! - Hadoop (APACHE, 2013) é uma im-
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plementação de código aberto do modelo de programação MapReduce, sendo a mais
popular entre as diferentes opções (WHITE, 2012). Hadoop é fortemente inspirado pelo
artigo que apresentou o modelo (DEAN; GHEMAWAT, 2008) - inclusive tendo sido pro-
jetado para execução sobre o mesmo tipo de ambiente computacional (i.e. clusters de
máquinas homogêneas). A arquitetura do sistema é idêntica ao original, tendo como base
um modelo de execução mestre/escravo. Assim como MapReduce desenvolvido pelo
Google, Hadoop também determina que o usuário do sistema deve programar somente
duas funções - map e reduce - e o sistema de execução automaticamente paraleliza a com-
putação. MapReduce original foi desenvolvido em C++, enquanto que Hadoop foi escrito
em Java.

Hadoop também utiliza um sistema de arquivos distribuídos, chamado Hadoop Dis-
tributed File System (HDFS). HDFS foi projetado conforme a descrição do Google File
System (GHEMAWAT; GOBIOFF; LEUNG, 2003) - sistema de arquivos distríbuido do
MapReduce - e por esta razão é equivalente a este - suportando as mesmas funcionalidades
e seguindo a mesma arquitetura de armazenamento.

O escalonamento padrão e o mecanismo de tolerância a falhas no Hadoop são iguais
aos do MapReduce. Em resumo, Hadoop tem o mesmo modo de operação que MapRe-
duce, descrito nas seções anteriores.

2.1.6.1 Escalonamento Hadoop

Como afirmado anteriormente, o escalonamento de tarefas padrão no Hadoop é iden-
tico ao escalonamento baseado em localidade realizado no MapReduce. No Hadoop este
escalonador recebe o nome de FIFO (i.e. First-in, First-out). A razão para este nome
se deve ao fato de que o escalonador, em uma situação onde mais de uma aplicação está
a espera de execução, ao selecionar uma tarefa para execução dá prioridade à tarefas da
aplicação submetida primeiro. Ou seja, em um caso hipotético onde três aplicações A,
B e C são submetidas para execução - primeiro A, seguida da aplicação B, por sua vez
seguida da aplicação C - as tarefas nas quais B foi dividida serão escalonadas para execu-
ção somente quando A não possuir tarefas na fila de espera. A aplicação C, por sua vez,
terá que esperar que B não tenha mais tarefas a serem escalonadas para que suas tarefas
possam ser executadas. Em resumo, a aplicação com o tempo de submissão mais antigo
tem controle total do cluster enquanto estiver em execução.

Este escalonamento baseado na ordem de submissão das aplicações funciona bem
em um ambiente onde não há compartilhamento de recursos - ou seja, em um ambiente
onde somente uma aplicação é executada por vez - ou em um contexto onde a latência na
resposta das aplicações MapReduce não é importante.

Porém, o compartilhamento de recursos é uma situação comum pois possibilita uma
maior utilização dos mesmos, bem como a consolidação do armazenamento - levando a
um custo menor de instalação e manutenção de clusters de computadores. E em um ambi-
ente compartilhado, onde vários usuários submetem aplicações para execução, a filosofia
de escalonamento FIFO leva a tempos de resposta muito altos.

Para lidar com esta situação um escalonador que aloca tarefas segundo um princípio
de eqüidade (em conjunto com considerações sobre localidade) foi proposto (ZAHARIA
et al., 2010). Este escalonador é chamado Hadoop Fair Scheduler (HFS). HFS foi proje-
tado com dois objetivos principais:

• Compartilhamento justo dos recursos entre diferentes aplicações e usuários;

• Escalonamento local de tarefas para maximizar o desempenho do sistema (assim
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como no escalonador padrão).

Em uma situação hipotética idêntica a apresentada acima, onde três aplicações A, B e
C são submetidas para execução, nesta ordem, quando houver um nó escravo disponível,
HFS selecionará para execução uma tarefa daquela aplicação que tiver menos tarefas em
execução no momento da decisão de escalonamento. Ou seja, se A possui 10 tarefas em
execução, B possui 8 tarefas em execução e C possui 7 tarefas em execução, uma tarefa
de C será escolhida para ser escalonada. Porém, como foi comentado anteriormente, HFS
objetiva não somente o compartilhamento justo dos recursos. A localidade dos dados é
outro fator de decisão. Portanto, voltando ao exemplo, caso não seja possível escalonar
uma tarefa local para C na máquina disponível, HFS tentará escalonar uma tarefa local da
aplicação seguinte na lista de prioridade. Ou seja, a segunda que possuir menos tarefas
em execução - a aplicação B, no exemplo ilustrativo. Para evitar que uma aplicação fique
indefinidamente à espera de recursos, existe um limite no número de vezes que uma apli-
cação pode ser rejeitada para o escalonamento em virtude de não possuir dados a serem
processados armazenados na máquina livre. Quando este limite é atingido, HFS escalona
uma tarefa não-local.

Os resultados da experimentação demonstram que HFS diminui em até 44% o tempo
médio de execução de aplicacões quando comparado ao FIFO em uma situação onde
diversas aplicações estão executando simultaneamente - atingindo uma taxa de execução
de tarefas locais próxima a 100% (ZAHARIA et al., 2010).

2.2 Metodologia de Testes

Antes de iniciar a discussão sobre metodologia de testes, algumas definições são im-
portantes para o melhor entendimento dos conceitos (JAIN, 1991):

• Variável de Resposta: a saída do experimento é chamada variável de resposta. Ou
seja, variável de resposta é a métrica em avaliação a ser mensurada nos testes;

• Fatores: parâmetros que têm influência sobre a variável de resposta e possuem mais
de um valor possível são chamados fatores;

• Níveis: valores que um fator pode assumir são chamados níveis;

• Fatores Primários: fatores cujo impacto na variável de resposta serão quantificados
são os fatores primários;

• Fatores Secundários: fatores que possuem influência sobre a variável de resposta
mas que não terão seu impacto quantificado são fatores secundários;

• Replicação: a repetição de experimentos é chamada replicação;

• Interação: fatores interagem quando o efeito de um dos fatores depende do nível
que se encontra outro fator;

• Projeto Experimental: consiste na especificação do número de experimentos a ser
realizado, a combinação de fatores para cada experimento e o número de replicações
efetuadas em cada experimento.
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A metodologia de testes conhecida como projeto experimental (JAIN, 1991) tem como
objetivo discriminar os efeitos de vários fatores que podem ter influência sobre a variável
de resposta de interesse. Desta forma, a metodologia determina se um fator tem efeito
significativo ou se as diferenças observadas na variável de resposta ocorrem devido a
variações aleatórias ocasionadas por erros experimentais ou parâmetros não controlados.

Existem três variações de projeto experimental: projeto simples, projeto fatorial com-
pleto e projeto fatorial fracionado.

Em um projeto fatorial simples, um fator é variado a cada experimento. Esta opção
não é estatisticamente eficiente, pois exige um grande número de experimentos para obter
uma pequena quantidade de informações. Ainda, este projeto de experimentos não é capaz
de determinar se os fatores possuem interações.

O projeto fatorial completo testa todas as combinações possíveis de configuração. A
vantagem deste projeto de experimentos é que todas as possibilidades são examinadas e,
assim, o efeito de todos os fatores e todas as interações entre os fatores pode ser deter-
minado. O grande problema do projeto fatorial completo é o custo da experimentação
devido ao grande número de experimentos necessários.

Caso o custo da experimentação torne o projeto fatorial completo impraticável, uma
outra opção é o projeto fatorial fracionado - onde algumas combinações são descartadas.
Porém, apesar de ser menos custoso para ser executado, projetar os experimentos deter-
minando quais combinações não serão testadas é uma tarefa complexa, pois exige que
se saiba de antemão quais fatores não interagem de maneira significativa. Ainda, devido
ao descarte de experimentos, o projeto fatorial fracionado provê menos informação do
que o projeto experimental completo - algumas interações entre fatores não podem ser
quantificadas.

Outra possibilidade para reduzir o número de experimentos no projeto fatorial com-
pleto é a redução do número de níveis em cada fator - utilizando somente dois níveis. Isto
é possível pois comumente o efeito de um fator é unidirecional. Ou seja, a variável de res-
posta decresce continuamente ou aumenta continuamente conforme o fator é modificado
do valor mínimo para o valor máximo. Assim, para determinar os efeitos que cada fator
tem sobre a variável de resposta é possível realizar a experimentação utilizando os níveis
mínimo e máximo do fator.

Um projeto experimental com dois níveis e K fatores é conhecido como 2K e é uti-
lizado para determinar o efeito sobre a variável de resposta de K fatores. Este projeto
experimental tem um número reduzido de experimentos. Porém não é possível calcular
os efeitos que erros experimentais e fatores não controlados tem sobre a variável de res-
posta. Para que isto seja possível - estimar os erros experimentais dos testes e os efeitos
que fatores que não foram controlados tem sobre a variável de resposta - é necessário
realizar um projeto experimental com replicações, repetindo cada combinação de experi-
mentos. Ao repetir cada experimento R vezes em um conjunto de experimentos 2K , serão
realizados 2KR testes. Este projeto experimental com dois níveis, K fatores e R repli-
cações é chamado projeto experimental 2KR. Esta metodologia permite isolar os erros
experimentais e os efeitos de fatores não controlados devido às múltiplas (R) replicações
de cada combinação de níveis para os K fatores.

2.3 Modelos para Consumo Energético

Existem três abordagens distintas para mensurar o consumo de equipamentos com-
putacionais. São elas: medições de potência no nível de hardware (CHANG; FARKAS;
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RANGANATHAN, 2003), modelagem da potência consumida através de técnicas de si-
mulação (GURUMURTHI et al., 2002) (WANG et al., 2002) e modelagem em tempo-
real através do monitoramento dos níveis de utilização dos recursos (ECONOMOU et al.,
2006) (FAN; WEBER; BARROSO, 2007).

A primeira das três abordagens é a mais precisa e rápida. Porém, é necessário algum
tipo de equipamento de instrumentação capaz de medir a potência dissipada para que esta
abordagem seja utilizada. A segunda abordagem, modelagem através de simulação, é
precisa, podendo adicionalmente prover uma análise detalhada dos padrões de consumo
energético. O problema desta abordagem é que ela é lenta e muito custosa, sendo inviável
utiliza-lá em tempo de execução para aplicações com longa duração e grandes conjuntos
de dados a processar (ECONOMOU et al., 2006).

A última das três opções, modelagem do consumo energético em tempo-real através
do monitoramento dos níveis de utilização dos recursos, pode ser dividida em duas abor-
dagens distintas: modelos analíticos detalhados e modelos de alto nível. Modelos analíti-
cos detalhados são, de fato, modelos em tempo-real e tem níveis de precisão na mensu-
ração do consumo energético altos. Porém, esta abordagem é limitada no seu escopo - por
modelar somente um componente de um sistema computacional - e portabilidade - por de-
pender de informações microarquiteturais muito detalhadas para determinar o consumo
energético (e.g. (ZEDLEWSKI et al., 2003) (ISCI; MARTONOSI, 2003)).

A outra abordagem para modelagem de consumo em tempo-real com base na utiliza-
ção dos recursos - modelos de consumo energético de alto nível - se revela como uma
opção interessante. Este tipo de modelo não provê o mesmo nível de precisão que as
opções anteriores ao evitar depender de informações detalhadas do hardware sendo mo-
nitorado, porém é preciso o suficiente (cerca de 10% para a maioria das workloads) para
ser considerado como uma opção viável para mensurar o consumo de energia de sistemas
computacionais (RIVOIRE; RANGANATHAN; KOZYRAKIS, 2008). Ainda, trata-se de
uma metodologia de predição de consumo energético não-intrusiva, de baixo custo (não
precisa de qualquer instrumentação adicional), rápida e de alta portabilidade (ao utilizar
como métricas de utilizacão dos recursos computacionais comumente disponíveis em sis-
temas operacionais). Por estas razões, constitui uma possibilidade para utilização em
tempo de execução.

Assim, seguindo a última abordagem considerada, a potência total dissipada em um
sistema computacional poderia ser determinada através de um modelo como este:

PTOTAL = UCPU ·T DPCPU + UMEM ·T DPMEM + UDISK ·T DPDISK + UNET ·T DPNET

Onde UCPU , UMEM, UDISK e UNET representam, respectivamente, o nível de utilização
do processador, do sistema de memória, do disco rígido e da interface de rede da máquina.
Estes níveis de utilização são multiplicados pelos respectivos valores de Thermal Design
Power (TDP) de cada componente. TDP representa a potência máxima que o componente
dissipa ao executar aplicações reais.

O níveis de utilização podem ser obtidos através do monitoramento de interfaces pre-
sentes em sistemas operacionais que reportam os níveis de utilização para os principais
componentes de hardware do sistema (MOUW, 2001). A potência máxima atingida por
cada componente pode ser facilmente obtida através dos manuais de especificação destes.

A energia consumida em um certo período de tempo é obtida através da multiplicação
da potência média dissipada - calculada através do modelo - pelo período de tempo de
interesse. Utilizando esta metodologia baseada no monitoramento contínuo das métricas
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de utilização é possível determinar predições precisas do consumo energético total do
sistema (ECONOMOU et al., 2006).
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3 ESTADO DA ARTE

Este capítulo apresentará trabalhos que se relacionam de alguma forma a este. Por-
tanto, serão apresentados trabalhos que envolvem a avaliação do consumo energético ou
a avaliação do desempenho do modelo de programação MapReduce. Todos os trabalhos
citados neste capítulo utilizam a implementação do modelo de programação MapReduce
de código aberto Hadoop. Por esta razão, os termos MapReduce e Hadoop são utilizados
sem que haja diferenciação entre eles.

3.1 Avaliação do Consumo Energético do MapReduce

Em (CHEN; GANAPATHI; KATZ, 2010) o objetivo do estudo é determinar como a
compressão de dados pode melhorar o desempenho e a eficiência energética de aplicações
MapReduce. Para isto, uma avaliação sistemática dos compromissos entre computação
(compressão gera mais computação) e comunicação (ausência de compressão leva a uma
comunicação de dados maior) é realizada. A partir desta análise, um algoritmo que deter-
mina se a compressão sobre os dados deve ou não ser executada para que uma determinada
aplicação consuma menos energia foi desenvolvido. A decisão do algoritmo (comprimir
ou não) é feita com base em características dos dados de entrada e nos padrões de comu-
nicação da aplicação. Os resultados demonstram que o algoritmo atinge entre 35-60% de
redução no consumo energético para aplicações com dados com alto índice de compres-
sibilidade e alta comunicação de dados entre as máquinas.

(CHEN; GANAPATHI; KATZ, 2010) tem objetivo parcialmente similar ao do tra-
balho apresentado nesta monografia. Ambos avaliam se a compressão de dados em uma
computação MapReduce tem influência sobre o consumo de energia. Porém, enquanto
em (CHEN; GANAPATHI; KATZ, 2010) somente a compressão é avaliada, neste estudo
a compressão é avaliada em meio a outros parâmetros - determinando assim não somente
se esta tem efeito sobre o consumo energético, bem como que magnitude este efeito tem
quando comparado a outros em um subconjunto do universo de parâmetros de configu-
ração e operação do MapReduce.

(LANG; PATEL, 2010) objetiva melhorar a eficiência energética de clusters que exe-
cutam uma implementação do modelo de programação MapReduce através da exploração
de períodos de baixa utilização das máquinas que compõem o ambiente computacional.
A proposta dos autores para atingir este objetivo consiste em uma estratégia de gerenci-
amento de energia para clusters chamada All-In-Strategy (AIS) - uma solucão que sele-
tivamente desliga/liga nodos que participam de um cluster MapReduce em períodos de
baixa utilização. Esta estratégia consiste em executar a carga de trabalho necessária em
todos os nós disponíveis no cluster. E em períodos de baixa utilização em que o clus-
ter está ocioso, o ambiente inteiro é colocado em um modo de baixo consumo energé-
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tico. Portanto, em resumo, quando surge uma requisição para execução de uma aplicação
MapReduce, o cluster sofre uma transição do modo de baixo consumo para seu estado de
operação normal, executa a aplicação e depois é colocado novamente em modo de espera.

Um framework que implementa tal mecanismo (AIS) foi desenvolvido e os efeitos
sobre o tempo de resposta de uma aplicação MapReduce e sobre o consumo de energia
total do cluster foram estudados (LANG; PATEL, 2010). Os resultados dos experimentos
demonstraram que, em comparação a um cluster sobre o qual nenhum tipo de mecanismo
de gerenciamento de energia opera, AIS tem uma eficiência energética até 60% maior
com uma degradação no tempo de resposta de até 12%.

(LANG; PATEL, 2010) não consiste em uma caracterização do consumo energético
do MapReduce. Nenhuma consideração específica sobre MapReduce é levantada - o con-
sumo energético não é explicado de forma alguma através de parâmetros de configuração
ou modos de operação do framework. O MapReduce é apenas uma carga de trabalho
para validar o mecanismo de gerenciamento energético de clusters proposto pelos au-
tores. Qualquer outro modelo de programação paralelo poderia ser utilizado para validar
o mecanismo proposto do artigo sem que este precisasse ser alterado.

(LEVERICH; KOZYRAKIS, 2010) propõe um mecanismo chamado Covering Set
(CS) para melhoria da eficiência energética do framework MapReduce. Este mecanismo
é uma solução para um problema imposto pelo sistema de arquivos distribuídos uti-
lizado pelo MapReduce: não é possível utilizar técnicas de gerenciamento de energia que
desligam parte das máquinas devido ao armazenamento dos dados de forma distribuída
sobre os nós - desligar as máquinas significaria potencialmente tornar parte dos dados
indisponíveis.

Por isto, o mecanismo proposto (CS) atua sobre a distribuição dos dados: pelo menos
uma réplica (existem três réplicas para cada bloco de dados por padrão) é armazenada
em um subconjunto dos nós (i.e. Covering Set). Então, os nós que não fazem parte do
CS podem ser desligados (ou colocados em um modo de operação de baixo consumo
energético) em períodos de baixa utilização, pois CS contém um número suficiente de
nós para que a disponibilidade de todo o conjunto de dados seja garantida.

Os resultados demonstraram que o mecanismo pode levar a reduções de consumo
energético de até 51%. Porém, existe um impacto sobre o desempenho do MapReduce
ao desligar os nós que não fazem parte do CS: até 71% de aumento no tempo de resposta
foi verificado. Logo, o mecanismo proposto diminui o consumo de energia, porém com
aumento do tempo de execução.

GreenHDFS (KAUSHIK; BHANDARKAR, 2010) é uma proposta de alteração do
sistema de arquivos distribuído do MapReduce que separa os nodos de armazenamento em
duas zonas: hot e cold. Esta nomenclatura separa os dados conforme suas necessidades
de processamento e disponibilidade (de acordo com uma análise de frequência de acesso
de cada bloco de dados). A partir desta classificação, os nodos que pertencem à zona
cold - com dados menos frequentemente acessados - podem ser colocados em modos de
baixo consumo de energia ou desligados. Portanto, o GreenHDFS altera o esquema de
distribuição dos dados inserindo uma política de classificação de dados com o objetivo de
obter maior eficiência energética do ambiente computacional. Resultados de simulação
demonstraram que GreenHDFS é capaz de atingir 26% de redução do consumo energético
em um período simulado de três meses.

Como (LANG; PATEL, 2010), a proposta destes artigos consiste em uma solucão para
seletivamente desligar/ligar nodos que participam de um cluster MapReduce para lidar
com períodos de baixa utilização. Porém, diferentemente de (LANG; PATEL, 2010), estes
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trabalhos operam diretamente sobre o MapReduce - alterando o método de distribuição
dos dados sobre o sistema de arquivos distribuídos. Assim, (LEVERICH; KOZYRAKIS,
2010) e (KAUSHIK; BHANDARKAR, 2010) avaliam o impacto que a distribuição não
ciente de energia tem sobre o consumo do MapReduce - e propõem um mecanismo alter-
nativo, ciente do consumo energético. Esta monografia não considera aspectos do sistema
de arquivos distribuídos na caracterização do MapReduce proposta.

(WIRTZ; GE, 2011) estuda o comportamento do consumo energético do MapReduce
quando este opera em um ambiente com reconfiguração no número de nós escravos (com
base em política de desligamento de nós para reduzir o consumo de energia) e com ajuste
da frequência dos processadores (Dynamic Voltage and Frequency Scaling) com base nas
necessidades computacionais correntes.

(WIRTZ; GE, 2011) não avalia o consumo energético do MapReduce em termos de
características próprias do mesmo. O trabalho verifica como o consumo de energia se
comporta quando o ambiente computacional é gerenciado com políticas para redução do
consumo (reconfiguração e DVFS) externas ao MapReduce são utilizadas.

(MAHESHWARI; NANDURI; VARMA, 2012) trata, também, da questão do geren-
ciamento do consumo de energia em um ambiente computacional onde MapReduce é
executado. Os autores argumentam que os mecanismos de tolerância a falhas e balancea-
mento de carga incorporados no framework tem um impacto sobre a eficiência energética,
pois mesmo nós ociosos devem permanecer em operação normal (consumindo energia
elétrica) para que estejam garantidas a confiabilidade e disponibilidade de dados. Com
base nesta avaliação, o artigo aborda a questão de conservação de energia em um ambiente
MapReduce.

A principal contribuição do trabalho é um algoritmo que reconfigura dinamicamente
o cluster MapReduce com base na carga atual do mesmo. Somente um subconjunto de
nós inicia o serviço ligado e a partir das requisições para execução de aplicações MapRe-
duce novos nós são adicionados (ligados) caso o subconjunto inicial não seja suficiente
para atender a demanda. Então, quando os nós que não fazem parte da computação se
tornam ociosos eles são desligados novamente. Alterações na distribuição de dados do
sistema de arquivos foram efetuadas para que a reconfiguração dinâmica fosse possível
- eliminando a possibilidade de dados estarem indisponíveis devido ao desligamento de
nós de armazenamento.

Simulações do algoritmo proposto determinaram que este - quando comparado ao
Hadoop original - apresenta uma redução no consumo energético de 33% - em aplicações
com altas demandas computacionais - à 54% - em aplicações com baixas demandas de
computação.

(MAHESHWARI; NANDURI; VARMA, 2012) é outro trabalho de gerenciamento
de energia em clusters. Alterações no sistema de arquivos distribuído que possibilitam
ligar e desligar nós conforme a demanda são propostas. Não consiste em uma análise
do comportamento do MapReduce com enfoque em parâmetros de mesmo. Os próprios
autores afirmam que a abordagem proposta pode ser aplicada a outro framework.

GreenHadoop (GOIRI et al., 2012) é um framework proposto com o objetivo de inves-
tigar o gerenciamento da carga computacional de um datacenter onde existem dois tipos
distintos de fonte de energia: fontes de energia "verdes"(e.g. vento, luz solar) e fontes
de energia "marrom"(e.g. usinas termoelétricas). O estudo considera a possibilidade
de atrasar, se possível, certas computações para períodos onde a energia "verde"estará
disponível - minimizando o uso da energia "marrom".

Para isto, GreenHadoop, um framework MapReduce para ambientes computacionais
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energizados através de paineis solares e, como segunda opção, pelo sistema elétrico con-
vencional, foi desenvolvido. O framework proposto busca maximizar a utilização de ener-
gia limpa (i.e. "verde") e minimizar o custo da energia "marrom", executando a requisição
em um tempo de resposta máximo. GreenHadoop depende de previsões da disponibili-
dade de energia solar. A partir de tais previsões, o algoritmo ciente de consumo energé-
tico escalona as tarefas que podem ser atrasadas para o período onde a energia verde está
disponível. Se não houver disponibilidade de energia solar dentro do período máximo de
execução da aplicação, GreenHadoop busca minimizar o custo da energia convencional.
Os resultados demonstraram que o framework proposto pode aumentar o consumo de
energia solar em até 31% e diminuir os custos de energia convencional em até 39% -
quando comparado ao Hadoop original.

(GOIRI et al., 2012) não tem como objetivo uma caracterização do consumo de ener-
gia do MapReduce - este pode ser visto como um caso de uso da metodologia de gerenci-
amento de energia proposta pelos autores.

3.2 Avaliação de Desempenho do MapReduce

(JIANG et al., 2010) apresenta um estudo do desempenho do MapReduce no contexto
da área de bancos de dados. Sob esta perspectiva, são identificados cinco fatores que
afetam o desempenho do MapReduce: modo de entrada e saída, mecanismo de indexação
dos dados, mecanismo de leitura de registros, esquemas de agrupamento e o tamanho do
bloco de dados do sistema de arquivos distribuídos.

Os fatores estudados em (JIANG et al., 2010) diferem daqueles estudados neste tra-
balho. Todos os fatores considerados no artigo tem relação com o sistema de arquivos
distribuído - devido ao contexto da pesquisa ser a área de bancos de dados. Neste trabalho
o sistema de arquivos distribuído não faz parte da caracterização proposta - a caracte-
rização tem como objetivo melhor entender o comportamento do sistema de execução
MapReduce.

(HUANG et al., 2010) apresenta uma plataforma de benchmarks para o MapReduce.
A plataforma é composta de aplicações sintéticas e reais. Os autores caracterizam as
diferentes aplicações presentes na plataforma de benchmarks em termos do tempo de
execução, throughput (i.e. o número de tarefas completadas por minuto), a banda do
sistema de arquivos distribuídos e os padrões de acesso de dados.

A caracterização difere deste estudo por que não explica os resultados em termos
de características próprias do sistema de execução MapReduce - e sim em termos das
diferentes aplicações existentes na plataforma de benchmarks proposta.

Através de técnicas de aprendizado de máquina, (AGGARWAL; PHADKE; BHAN-
DARKAR, 2010) caracteriza diversas execuções MapReduce a partir de traços de execu-
ção de um cluster MapReduce do Yahoo!. A caracterização realizada busca classificar
cada execução em termos do universo de execuções analisadas - determinando se a exe-
cução em questão representa uma execução comum ou não. Diversas métricas são uti-
lizadas para caracterização: número de tarefas map, número de tarefas reduce, formato da
entrada, formato da saída - entre outros.

Outra vez, a caracterização não tem como objetivo relacionar as métricas avaliadas
com características do MapReduce. Ainda, o estudo não é propriamente um estudo de
desempenho, pois não existem considerações sobre o tempo de execução das aplicações.
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4 METODOLOGIA

Neste capítulo serão apresentadas a metodologia de testes e os modelos de consumo
energético utilizados para realização do trabalho.

4.1 Metodologia de Testes

Esta seção apresentará a metodologia de testes utilizada para atingir o objetivo deste
estudo - esclarecendo as escolhas feitas. Serão apresentados, nesta ordem: os objetivos
da experimentação a ser realizada e o sistema a ser avaliado; as variáveis de resposta que
serão utilizadas para a avaliação proposta; a técnica de avaliação empregada; os parâme-
tros que potencialmente têm efeito sobre as variáveis de resposta de interesse; dentre os
parâmetros listados, os fatores selecionados para a caracterização proposta; as aplicações
utilizadas para avaliar o sistema; o ambiente computacional utilizado nos testes; e, por
fim, a estrutura dos experimentos realizados.

4.1.1 Objetivos e Sistema

O objetivo do estudo é a caracterização do consumo energético de um framework para
desenvolvimento de aplicações intensivas em dados. Uma caracterização do desempenho
do mesmo sistema para computação intensiva em dados também será realizada - de forma
que o consumo de enegia seja considerado em um contexto mais amplo e, assim, os
resultados possam ser compreendidos de maneira mais profunda.

O sistema de computação intensiva em dados a ser estudado é o Hadoop (APACHE,
2013) - implementação de código aberto do modelo de programação MapReduce (DEAN;
GHEMAWAT, 2008). O trabalho considerará somente características do sistema de exe-
cução Hadoop. O sistema de arquivos distribuído não será considerado no estudo. Os
fatores considerados para avaliação, bem como as métricas escolhidas, serão apresentadas
adiante.

No decorrer do capítulo, não é feita distinção entre MapReduce e Hadoop - portanto,
ambos termos devem ser consideradas sinônimos.

4.1.2 Variáveis de Resposta e Métricas

O sistema a ser estudado - como qualquer outro sistema - pode se comportar de três
maneiras distintas quando requisitado para executar o serviço para o qual foi projetado:
o sistema pode realizar o serviço corretamente; o sistema pode realizar o serviço incorre-
tamente; e, também, o sistema pode não realizar o serviço requisitado (JAIN, 1991). As
duas últimas situações - execução errônea e não execução - ocorrem em condições onde
há falhas no sistema avaliado.
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A caracterização do MapReduce neste estudo acontecerá somente na primeira das três
possibilidades - execução correta do serviço. Ou seja, o framework não será caracteri-
zado em situações de falha - onde não executa o serviço requisitado corretamente ou em
situações onde o serviço requisitado não é executado.

As métricas utilizadas para caracterizar o sistema são o consumo energético - medido
em Joules - e o tempo de execução - medido em segundos.

4.1.3 Técnica de Avaliação

Existem três técnicas de avaliação de sistemas (JAIN, 1991). São elas: modelagem
analítica, simulação e experimentação. Uma das principais considerações para escolha da
técnica adequada é o estágio de desenvolvimento do sistema a ser avaliado. Experimen-
tação somente pode ser realizada caso o sistema exista e esteja operacional. Portanto, no
caso de o sistema em avaliação ser somente conceitual no momento da experimentação,
modelagem analítica e simulação são as únicas opções possíveis.

Outro ponto importante na decisão da técnica de avaliação é a complexidade do sis-
tema a ser analisado. Modelagem analítica e simulação exigem um esforço grande por
parte do analista, sendo inviável avaliar um sistema intricado com diversos parâmetros de
operação. Neste sentido, a experimentação é a técnica menos custosa. Ainda, diferen-
temente do que ocorre com a modelagem analítica e com simulações, a experimentação
não impõe nenhum tipo de simplificação: todos os parâmetros do sistema farão parte da
avaliação. O grau de aceitação das técnicas também contribuiu para decidir qual técnica
de avaliação empregar neste estudo. Por se basear em experimentos do sistema real - e,
também, pela menor complexidade envolvida no desenvolvimento da avaliação - experi-
mentação é comumente a técnica de avaliação mais aceita (JAIN, 1991).

Então, ao selecionar - entre as opções mencionadas - a técnica de avaliação que per-
mite atingir os objetivos do estudo com maior eficácia, as questões levantadas acima
foram consideradas - estágio de desenvolvimento do sistema, o esforço necessário para
realizar a avaliação e o nível de aceitação da técnica. Primeiramente, como o sistema a ser
avaliado é um sistema existente, qualquer uma das técnicas pode ser utilizada. Ainda, o
esforço exigido para avaliar um sistema distribuído como MapReduce limita os resultados
que podem ser obtidos através da simulação e modelagem analítica. Somando-se a isto, a
maior aceitação da experimentação do sistema em um ambiente real, esta foi a técnica de
avaliação escolhida para realizar este trabalho.

4.1.4 Parâmetros

Esta subseção lista os parâmetros do sistema que têm efeito sobre as métricas que
serão analisadas (i.e. consumo de energia e tempo de execução). Esta listagem é impor-
tante pois determina sob quais aspectos do sistema MapReduce a caracterização ocorrerá
e quais parâmetros devem ser controlados durante a experimentação para que os resulta-
dos sejam precisos e confiáveis. A variável de resposta de interesse principal é o consumo
energético. Porém, para determinar quais parâmetros têm potencialmente maior influên-
cia sobre o consumo de energia, utilizou-se como base parâmetros que têm potencial-
mente influência sobre o desempenho do sistema.

Os parâmetros podem ser divididos em duas categorias: parâmetros de sistema (car-
acterísticas de software e hardware) e parâmetros de aplicação (características das requi-
sições dos usuários ao sistema) (JAIN, 1991).
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4.1.4.1 Parâmetros de Sistema

Hadoop possui cerca de 190 parâmetros de configuração - entre parâmetros do sistema
de execução e parâmetros do sistema de arquivos distribuído. Estes parâmetros podem ser
divididos em parâmetros que são configuráveis por execução e parâmetros que são con-
figuráveis por instalação. Aqueles configuráveis por execução podem ser alterados pelo
usuário a cada aplicação executada. A outra categoria - parâmetros configuráveis por
instalação - configuram o sistema como um todo e é necessário ter privilégios de adminis-
trador para que sejam alterados. A caracterização levará em conta tal categorização dos
parâmetros de configuração. Mais uma vez, ressalta-se que parâmetros de configuração
do sistema de arquivos distribuídos não serão considerados.

Como base para determinar quais parâmetros tem influência sobre o desempenho
de uma aplicação MapReduce, foram utilizados dois estudos: (HERODOTOU; BABU,
2011) e (ZAHARIA et al., 2010).

(HERODOTOU; BABU, 2011) - em um artigo que propõe uma técnica para otimizar
a configuração de uma aplicação MapReduce - lista 14 parâmetros de configuração do
Hadoop com maior influência sobre o desempenho do framework. A Tabela 4.1 apre-
senta estes parâmetros - descrevendo-os rapidamente e expondo qual o valor padrão caso
o usuário opte por não configurar o parâmetro (todos os 14 parâmetros listados são con-
figuráveis por execução de aplicação MapReduce):

Outro importante parâmetro de configuração do MapReduce em termos de desem-
penho é aquele que controla qual escalonador de tarefas será utilizado
(mapred.jobtracker.taskScheduler). Existem duas opções distintas de escalonador de tare-
fas: FIFO e Hadoop Fair Scheduler (HFS). FIFO é o escalonador padrão, enquanto HFS
é o escalonador alternativo. Ambos apresentam diferenças significativas de desempenho
(ZAHARIA et al., 2010). Este parâmetro de configuração não pode ser modificado a
cada aplicação executada - sem que o sistema MapReduce seja reinicializado - e para ser
alterado é necessário possuir permissões de administrador do sistema.

Evidentemente, o sistema de hardware sobre o qual é executado o MapReduce tam-
bém tem influência sobre as variáveis de resposta de interesse. Porém, este não apareceu
listado acima pois não constitui em um parâmetro do sistema MapReduce - e sim uma
característica externa ao framework. O trabalho não tem objetivo de analisar questões
externas ao framework - o objetivo do estudo é a caracterização do MapReduce a partir
de características internas do sistema.

De toda forma, é importante ter a consciência de que este parâmetro deve ser con-
trolado e isolado para que os resultados sejam confiáveis. Por isto, todos os testes serão
executados sobre o mesmo cluster. Mais sobre a plataforma de hardware utilizada na
seção 4.1.7.

4.1.4.2 Parâmetros de Aplicação

Os parâmetros de aplicação (ou seja, as características de uma requisição do usuário ao
sistema MapReduce) têm influência sobre o desempenho do framework, também. Estas
características são importantes e devem ser controladas nos testes. São elas: a aplicação
a ser executada e o tamanho da entrada que a aplicação deve executar.

4.1.5 Fatores

Nesta seção serão definidos os parâmetros que serão estudados - dentre aqueles des-
critos na seção anterior - e, portanto, variados durante os testes. Seria impraticável con-
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Tabela 4.1: Parâmetros de configuração Hadoop com influência sobre o desempenho

siderar todos os parâmetros listados anteriormente no estudo. Os parâmetros de interesse
para a caracterização são chamados fatores primários (JAIN, 1991). Os parâmetros lista-
dos anteriormente que não serão escolhidos para estudo serão mantidos constantes durante
todos os experimentos.

Antes de apresentar os fatores primários, os fatores secundários - parâmetros que não
farão parte do estudo - são listados, bem como as razões para não incluí-los.

• io.sort.record.percent: este é um parâmetro considerado de difícil configuração.
Não está claro o que são os metadados e nem em que quantidade tais metadados
são produzidos;

• io.sort.factor: este parâmetro não será considerado na caracterização devido a es-
colhas de valores feitas para alguns dos fatores primários
(io.sort.mb e io.sort.spill.percent). Tais escolhas tornam este parâmetro irrelevante
pois determinam que no máximo dois arquivos serão armazenados em disco para
cada tarefa map - e comumente este parâmetro é configurado para que 100 arquivos
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sejam agrupados (WHITE, 2012);

• mapreduce.combine.class: este parâmetro indica qual - se existir - classe imple-
menta a função combiner. Combine é um passo adicional opcional na computação
MapReduce executado durante o shuffle. Consiste na aplicação de uma função (i.e.
combiner) que agrupa os dados intermediários que têm a mesma chave e, então,
envia-os como uma única mensagem à tarefa reduce. Tipicamente, a função com-
biner é idêntica a função reduce. Se trata de uma otimização importante por reduzir
a comunicação entre os nós escravo e, consequentemente, diminuir o uso da banda
de rede (DEAN; GHEMAWAT, 2008). Porém, apesar de ser uma otimização im-
portante, a função combiner não pode ser utilizada em qualquer aplicação, pois o
sistema de execução não especifica quantas vezes esta função será executada sobre
uma saída particular da função map. Assim, é esperado que a função combiner seja
idempotente (WHITE, 2012) - ou seja, espera-se que a aplicação repetida do com-
biner sobre as saídas tenha o mesmo resultado após a aplicação inicial. Como isto
não é possível para toda e qualquer aplicação, o uso do combiner não fará parte da
caracterização proposta no estudo.

• min.num.spills.for.combine: ver mapreduce.combine.class. Este parâmetro somente
tem sentido caso uma função combiner seja utilizada pela aplicação.

• mapred.inmem.merge.threshold: este parâmetro controla o uso do buffer das tare-
fas reduce para armazenamento das saídas das tarefas map - o parâmetro impõe
um limite no número de tuplas que podem permanecer em memória. Existe outro
parâmetro que exerce o mesmo controle, porém utilizando outra métrica.
mapred.job.shuffle.input.buffer.percent determina a fração do buffer que pode ser
utilizado para armazenar as saídas das tarefas map. Portanto, estes parâmetros são
redundantes e ao configurar mapred.inmem.merge.threshold como zero, o compor-
tamento do uso do buffer é exclusivamente determinado por
mapred.job.shuffle.input.buffer.percent (WHITE, 2012). Devido a redundância, este
parâmetro não fará parte da caracterização.

• mapred.job.reduce.input.buffer.percent: este parâmetro não será considerado pela
impossibilidade de se realizar um número maior de experimentos. Foi escolhido
para não fazer parte da caracterização por que os outros parâmetros foram conside-
rados mais importantes.

• mapred.output.compress: a compressão ao final da computação (antes do armazena-
mento no sistema de arquivos distribuídos) não será considerada por não ser neces-
sária do ponto de vista do fluxo de execução do MapReduce. Comprimir os dados
neste estágio - ao final da computação - é uma decisão única e exclusivamente feita
com base em considerações sobre o sistema de arquivos - que, como dito anterior-
mente, não faz parte do estudo.

Em resumo, parâmetros foram descartados por serem difíceis de configurar
(io.sort.record.percent), irrelevantes (io.sort.factor), limitados a certas aplicações
(mapreduce.combine.class e min.num.spills.for.combine), redundantes
(mapred.inmem.merge.threshold) e por serem configurações que não controlam carac-
terísticas referentes exclusivamente ao sistema de execução (mapred.output.compress).
Ainda, no caso do parâmetro mapred.job.reduce.input.buffer.percent, este foi descartado
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pela limitação na quantidade de experimentos que podem ser realizados. Todos os fatores
secundários serão configurados com os valores padrão (exceto
mapred.inmem.merge.threshold que será configurado em zero - devido às razões expli-
cadas anteriormente).

Os parâmetros de interesse de estudo, a partir dos quais a caracterização será reali-
zada, são listados a seguir - acompanhados de uma breve explicação da importância dos
mesmos:

• Parâmetros de sistema

– io.sort.mb: ao definir o tamanho do buffer para os valores que devem ser orde-
nados antes da transferência, este parâmetro determina se os pares chave-valor
residem em memória ou devem ser armazenados em disco (e quantas escritas
em disco devem acontecer);

– io.sort.spill.percent: outro controle de memória das tarefas map que tem o
mesmo efeito do parâmetro anterior (determinar o uso do disco e a frequência
que as escritas ao disco devem acontecer).

– mapred.compress.map.output: este parâmetro define um compromisso entre
computação e armazenamento. O uso da compressão dos dados diminui a
comunicação entre nós e aumenta o uso do processador;

– mapred.reduce.slowstart.completed.maps: este parâmetro controla a concor-
rência entre as fases principais da computação MapReduce (map e reduce);

– mapred.reduce.tasks: controle da concorrência na fase reduce;

– mapred.job.shuffle.input.buffer.percent: controle de memória durante o shuffle
nas tarefas reduce. Influência o uso do disco e a frequência com que este uso
ocorre;

– mapred.job.shuffle.merge.percent: controle de memória durante o shuffle nas
tarefas reduce. Influência o uso do disco e a frequência com que ocorre;

∗ (Os parâmetros que exercem controle sobre a memória das tarefas map -
io.sort.mb e io.sort.spill.percent - e reduce -
mapred.job.shuffle.input.buffer.percent e mapred.job.shuffle.merge.percent
- são importantes, também, porque representam um compromisso entre o
espaço para o armazenamento dos pares chave-valor intermediários e o
espaço para a execução das tarefas propriamente ditas)

– mapred.jobtracker.taskScheduler: importante pois define o escalonamento das
tarefas, tendo influência direta sobre todo o fluxo de execução.

• Parâmetros de aplicação

– Aplicação: é evidente a influência da aplicação no desempenho MapReduce -
diferentes aplicações tem diferentes demandas computacionais. As aplicações
que serão utilizadas na caracterização serão descritas na seção 4.1.6.

– Tamanho da entrada: o tamanho da entrada também tem uma influência evi-
dente nas variáveis de resposta do estudo - o tempo e a energia para o proces-
samento de 1 GB de dados pela aplicação X é inferior ao tempo e energia para
o processamento de 10 GB pela aplicação X.
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Os valores utilizados em cada um dos parâmetros de sistema e os tamanhos das en-
tradas utilizadas na experimentação serão detalhados na seção que define a estrutura dos
testes (seção 4.1.8). As aplicações testadas são discutidas na próxima seção.

4.1.6 Aplicações

Devido a impossibilidade de realizar experimentos com um grande número de pro-
gramas MapReduce, as aplicações utilizadas no estudo devem representar um grupo ho-
mogêneo para que os resultados tenham maior relevância e possam ser interpretados como
resultados para uma classe de aplicações - e não resultados que caracterizam somente as
aplicações selecionadas.

Por essa razão é fundamental definir uma classificação de aplicações MapReduce para
depois selecionar as aplicações que representarão todo o espectro de aplicações possível
- escolhendo uma aplicação para cada categoria da classificação.

Uma classificação habitual para aplicações é aquela que as divide em duas categorias:
CPU bound e IO bound. Aplicações CPU bound são aquelas onde o tempo para com-
pletar a computação é determinado principalmente pela velocidade do processador. Estas
aplicações têm alta utilização da CPU e, comparativamente, baixa utilização do disco e
dos serviços de rede. A outra categoria, aplicações IO bound, consiste em aplicações onde
o tempo para completar a computação é determinado predominantemente pelos períodos
de comunicação - em outras palavras, o tempo gasto requisitando dados é superior ao
tempo gasto processando dados. Aplicações IO bound têm baixa utilização da CPU e alta
utilização do disco e serviços de rede.

(HUANG et al., 2010) caracteriza aplicações MapReduce conforme a utilização de
recursos. O trabalho apresenta Sort (APACHE, 2009) e WordCount (APACHE, 2011)
como aplicações representativas de dois grandes conjuntos de programas MapReduce
reais: aplicações que transformam dados de entrada de uma representação para outra e
aplicações que extraem uma pequena quantidade de informações de um grande conjunto
de dados.

Sort representa o conjunto de aplicações que transforma os dados de entrada de uma
representação para outra. Desta forma, a quantidade de dados transferidos entre a fase
map e a fase reduce tem o mesmo tamanho que a entrada da aplicação. A saída da apli-
cação também tem o mesmo tamanho da entrada da aplicação. Então, a aplicação Sort é
uma aplicação IO bound - com baixa utilização da CPU e alta utilização de disco e banda
de rede (HUANG et al., 2010).

WordCount representa o segundo conjunto de aplicações MapReduce, por ser uma
aplicação que extrai uma pequena quantidade de informações de um grande conjunto de
dados de entrada. Assim, os dados transferidos no shuffle têm tamanho muito inferior aos
dados de entrada. Consequemente, WordCount é uma aplicação CPU bound - tendo alta
utilização da CPU e baixa demanda por disco e banda de rede (HUANG et al., 2010).

Por representarem as duas categorias de aplicações MapReduce definidas anterior-
mente, as aplicações que serão utilizadas na caracterização são Sort e WordCount.

4.1.7 Ambiente de Execução

Todos os experimentos foram executados sobre o mesmo ambiente computacional.
Este ambiente consiste em um cluster composto por 20 máquinas. Existem três tipos
diferentes de processadores presentes no cluster. Abaixo eles são listados - acompanhados
pela quantidade de máquinas que possuem tal processador e as configurações de memória
de cada grupo de máquinas:
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• Intel Core i3-2100 (3MB cache, 3.10 GHz, 2 cores (2 threads/core)), 4 GB RAM:
1 máquina

• Intel Pentium 4 (1 MB cache, 2.80 GHz, 1 core), 2 GB RAM: 5 máquinas

• Intel Pentium 4 HT (512 KB cache, 2.80 GHz, 1 core), 2 GB RAM: 14 máquinas

Todas as máquinas possuem um disco e conexões de 1 Gbps. O sistema operacional
das máquinas é o CentOS 5. A versão Hadoop instalada no cluster é 1.0.4. O nó mestre é o
que possui o processador Intel Core i3. Os nós escravos estão configurados para executar
simultaneamente, no máximo 2 tarefas map e 2 tarefas reduce. Estas informações estão
resumidas na Tabela 4.2.

Tabela 4.2: Ambiente de execução

4.1.8 Estrutura dos Experimentos

A caracterização foi dividida em três etapas de experimentos. Os testes realizados e
os objetivos de cada uma destas etapas são descritos a seguir.

4.1.8.1 2KR (Parâmetros configuráveis por execução)

Como dito anteriormente, existem aproximadamente 190 parâmetros de configuração
no Hadoop - sendo impraticável configurar todos os parâmetros de maneira satisfatória.
Por isto, com a finalidade de orientar o usuário MapReduce, esta etapa de experimen-
tos busca determinar quais parâmetros (entre os configuráveis por execução) são impor-
tantes e devem ser devidamente configurados para que tanto o consumo energético como
o desempenho do sistema sejam ótimos. Para isto foram realizados testes seguindo a
metodologia 2KR.

A Tabela 4.3 apresenta os fatores primários que farão parte do projeto experimental,
detalhando os níveis utilizados para cada fator. Os níveis foram escolhidos de forma que
representassem os valores mínimo e máximo dentro da gama de valores que se encontra
em uma situação real.

Tabela 4.3: Fatores primários e níveis utilizados no projeto experimental

Assim, os efeitos destes parâmetros - todos provenientes de (HERODOTOU; BABU,
2011) - sobre o consumo de energia e sobre o desempenho foram determinados para
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ambas aplicacões em separado (CPU bound e IO bound) e, também, para ambos esca-
lonadores de tarefas em separado (FIFO e HFS). Todos os experimentos foram executa-
dos com uma entrada de 1 GB. Os experimentos foram repetidos 10 vezes. O nível de
replicação dos experimentos não foi maior por consequência do tempo disponível para
realizar os testes e do fato de que o ambiente de execução ser utilizado por vários outros
usuários. Ainda, em outro trabalho realizado sobre o mesmo ambiente computacional
e com a mesma instalação Hadoop, o sistema apresentou baixa variabilidade nos testes
executados (MARCOS, 2013).

4.1.8.2 Caracterização dos Escalonadores (uma aplicação)

A segunda etapa de experimentos tem como objetivo caracterizar os escalonadores de
tarefas (FIFO e HFS) em um contexto onde existe somente uma aplicação em execução.
Estes experimentos foram executados para ambas aplicações (CPU bound e IO bound) e
utilizando três tamanhos de entrada diferentes: 256 MB, 4 GB e 10 GB. Os experimentos
foram repetidos 10 vezes devido às razões citadas anteriormente.

4.1.8.3 Caracterização dos Escalonadores (múltiplas aplicações)

Por último, foram realizados experimentos para avaliar os escalonadores de tarefas
(FIFO e HFS) em uma situação onde existem múltiplas aplicações em execução. Em cada
experimento foram executadas 20 aplicações. Foram realizados testes para três workloads
diferentes: uma onde todas as 20 aplicações submetidas eram a aplicação CPU bound; a
segunda onde todas as 20 aplicações executadas eram a aplicação IO bound; e, por último,
uma combinação entre a aplicação CPU bound (10 aplicações executadas) e a aplicação
IO bound (10 aplicações executadas). Assim como na segunda etapa de experimentos,
três tamanhos de entrada diferentes foram utilizados: 256 MB, 4 GB e 10 GB. Para as
workloads homogêneas, 14 execuções tinham como entrada 256 MB, 5 execuções tinham
como entrada 4 GB e 1 execução tinha como entrada 10 GB. A workload heterogênea
tinha 14 execuções com entrada de 256 MB (7 CPU bound, 7 IO bound), 4 execuções
com entrada de 4 GB (2 CPU bound, 2 IO bound) e 2 execuções tinham como entrada 10
GB de dados (1 CPU bound, 1 IO bound). Novamente, os experimentos foram repetidos
10 vezes. Estes experimentos foram planejados de acordo com os testes realizados no
artigo que apresentou o escalonador HFS (ZAHARIA et al., 2010).

4.2 Modelos de Consumo Energético

Entre as opções de metodologia para mensurar o consumo energético, optou-se pela
utilização de um modelo de consumo de energia de alto nível baseado no monitoramento
dos níveis de utilização dos recursos. Antes de detalhar as decisões que levaram ao mo-
delo final, são discutidas as razões para que não fosse utilizada nenhuma das outras opções
de mensuração do consumo de energia de sistemas computacionais.

Apesar de ser a opção mais precisa, a falta de equipamentos para medir o consumo de
energia das 20 máquinas do cluster impediu que fossem realizadas medições de potência
no nível de hardware. A abordagem que modela o consumo energético através de técnicas
de simulação não é adequada para o tipo de sistema que se quer caracterizar - aplicações
com longa duração e grandes conjuntos de dados a processar - por ser uma técnica lenta
e intrusiva (com alto overhead).

A última opção descartada, utilizar um modelo analítico detalhado para determinar o
consumo de energia do sistema inteiro, é inviável devido ao fato de que tais modelos são
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muito custosos para serem desenvolvidos - com alto grau de detalhamento e conhecimento
de características microarquiteturais dos componentes.

Portanto, um modelo de alto nível, baseado exclusivamente em métricas de utilização
disponíveis em interfaces do sistema operacional foi utilizado para mensurar o consumo
energético. Um monitor distribuído (DUSSO, 2012) foi utilizado para coletar as estatís-
ticas de uso acessíveis, em sistemas UNIX-like, atráves do procfs (MOUW, 2001). O
monitor segue uma arquitetura mestre/escravo. Os nós escravo coletam as estatísticas de
uso do processador, sistema de memória, disco rígido e placa de rede e enviam estas in-
formações ao nó mestre. O nó mestre armazena as informações em um banco de dados
relacional. A coleta das estatísticas ocorre a cada 3 segundos.

Definida a metodologia, inicialmente o modelo teria a seguinte forma:

PTOTAL = UCPU ·T DPCPU + UMEM ·T DPMEM + UDISK ·T DPDISK + UNET ·T DPNET

Este modelo assume que os principais componentes tem um comportamento de con-
sumo energético proporcional a seus níveis de utilização. Ou seja, este modelo supõe
que os componentes possuem uma alta variação na sua demanda por energia: consomem
níveis muito baixos de energia quando estão ociosos e, conforme a utilização dos recursos
aumenta, o consumo energético aumenta linearmente até o máximo, quando os compo-
nentes estão operando na sua capacidade total. Um componente com este comportamento
é chamado energy-proportional (BARROSO; HÖLZLE, 2007).

Porém, este comportamento de consumo de energia proporcional à utilização não é
realidade para a maioria dos componentes. A CPU é o único componente, entre os
presentes no modelo, que realmente possui um comportamento de consumo de energia
dinâmico dependente da utilização (FAN; WEBER; BARROSO, 2007). Os outros com-
ponentes possuem baixa variação no consumo energético, consumindo praticamente a
mesma quantidade de energia quando ociosos e na sua capacidade máxima de utilização.
Este comportamento se verifica para o sistema de memória (ECONOMOU et al., 2006)
(HÄRDER et al., 2011), disco (FAN; WEBER; BARROSO, 2007) e, também, para a
interface de rede (SOHAN et al., 2010).

Isto não significa que todo o consumo de energia deve ser explicado pela CPU. A
CPU deve representar todo o consumo energético variável - dependente da utilização da
mesma. Os outros componentes tem influência no consumo total representado até 40% do
consumo de energia de uma máquina (ECONOMOU et al., 2006). Mas todo este consumo
é estático, independente da carga sobre o sistema. Assim, a partir destas considerações, o
modelo de energia pode ser reescrito da seguinte forma:

PTOTAL = UCPU ·T DPCPU + KMISC

Neste modelo, a CPU possui uma variação na potência dissipada dependente da taxa
de utilização - UCPU · T DPCPU - e o restante representa a potência estática consumida
por todos os outros componentes - KMISC. Este modelo, apesar da aparente simplici-
dade, produz resultados precisos (FAN; WEBER; BARROSO, 2007) (RIVOIRE; RAN-
GANATHAN; KOZYRAKIS, 2008).

O termo que explica o consumo de energia da CPU determina que quando esta es-
tiver em utilização máxima o consumo de energia será igual ao TDP especificado pelo
processador. Porém, estes valores normalmente são conservadores, calculados pelos fab-
ricantes a partir do pior cenário possível - com todas as unidades da CPU consumindo o
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máximo de potência (FAN; WEBER; BARROSO, 2007). Estes valores normalmente não
são atingidos pelos processadores e, por esta razão, o TDP não se configura como uma
boa opção para o modelo. Assim, outra vez, o modelo deve ser alterado:

PTOTAL = UCPU ·KCPU + KMISC

KCPU e KMISC são os parâmetros do modelo que representam o consumo máximo do
processador e o consumo fixo da máquina, respectivamente. Para determinar os valores
destes parâmetros foi utilizada uma metodologia proposta em (ECONOMOU et al., 2006).
Este método utiliza um processo de calibragem com o suporte de um medidor de energia
para extrair as características básicas de consumo energético da máquina e relacioná-
las com as métricas de utilização coletadas junto ao sistema operacional. A partir desta
calibragem é possível calcular os parâmetros do modelo e este pode ser utilizado para
determinar a potência consumida com base nas métricas de utilização extraídas do sistema
operacional.

A fase de calibragem consiste em estressar os componentes que devem ser mode-
lados enquanto um medidor de energia captura o consumo e as estatísticas de uso são
armazenadas. Para o modelo proposto anteriormente, a calibragem consiste em estressar
o processador através de um programa sintético (OSTATIC, 2013) - ou seja, utilizar o
processador na sua capacidade máxima - e um período onde a máquina deve ficar ociosa
para que a energia estática consumida pela máquina independente da utilização possa ser
capturada.

Então, as métricas de utilização são relacionadas ao consumo energético mensurado
pelo equipamento através de um programa linear que tem como objetivo minimizar o erro
absoluto do modelo de consumo durante as fases de calibragem.

Este programa linear produz como solução um vetor (s) que contém os parâmetros
do modelo de consumo (KCPU e KMISC). Os valores de utilização mensurados durante a
fase de calibragem são compilados em uma matriz M (UCPU e a constante 1). A potência
capturada pelo medidor de energia é armazenada em um vetor PMEAS. Outro vetor, PPRED,
contendo os valores calculados pelo modelo para cada instante de tempo durante todas
as fases de calibragem é obtido através da multiplicação da matriz M pela solução do
programa s.

PPRED = M · s

Então, um vetor que contém os erros para cada instante de tempo da potência calculada
pelo modelo em relação a potência mensurada pelo equipamento é determinado através
da seguinte fórmula (i representa o índice dos elementos dos diferentes vetores):

∈i =
PPREDi − PMEASi

PPREDi

∈n representa o erro médio para cada fase de calibragem. Como dito antes, o programa
linear tem como objetivo minimizar o erro absoluto do modelo de consumo energético. O
erro absoluto é definido como o somatório dos erros médios em cada fase da calibragem.
Assumindo que existem N fases de calibragem, a função objetivo pode ser descrita como:

min

(
N

∑
1
(∈n)

)
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Então, em resumo, cada fase de calibragem é executada uma vez. A partir dos valores
obtidos em cada fase (consumo energético e estatísticas de utilização) e com o objetivo de
minimizar o erro médio em ambas as fases, a solução do programa (s) é variada até que o
erro absoluto esteja abaixo de um valor pré-determinado.

Esta metodologia foi empregada para determinar modelos de consumo energético para
as máquinas do ambiente de execução dos testes. O erro absoluto máximo foi definido
como 5%. Como dito anteriormente, o cluster possui 20 máquinas, separadas em três
grupos de configurações. Portanto, foram gerados modelos de consumo para cada um
destes três grupos. Os modelos são apresentados na Tabela 4.4.

Tabela 4.4: Modelos de consumo

Então, durante a caracterização do sistema MapReduce, o consumo energético para
cada máquina foi determinado a partir da potência média (PAV G) - calculada a partir de
um dos modelos acima - multiplicada pelo tempo de duração do experimento (t). E o
consumo de energia total do experimento foi obtido pela soma do consumo energético de
cada uma das máquinas. A fórmula abaixo descreve o cálculo total de energia.

E =
20

∑
i = 1

(PAV Gi · t)
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5 TESTES E RESULTADOS

Este capítulo apresenta os resultados obtidos em cada etapa de experimentos exe-
cutados neste trabalho. A primeira seção relata os resultados para os testes realizados
segundo a metodologia 2KR. Na segunda seção, os resultados dos experimentos realiza-
dos para caracterização dos escalonadores com uma aplicação são detalhados. Por último
são apresentados os resultados dos experimentos com os escalonadores no contexto onde
múltiplas aplicações executam simultaneamente. Novamente, neste capítulo MapReduce
e Hadoop são considerados sinônimos.

5.1 2KR

No primeiro estágio de testes, foram executados experimentos contendo todas as com-
binações possíveis de configuração para os fatores listados na Tabela 4.3. O objetivo
dos experimentos era determinar, para cada combinação aplicação-escalonador de tare-
fas, quais fatores têm maior influência sobre o consumo de energia e o desempenho do
framework MapReduce através da metodologia 2KR. Todos os experimentos desta etapa
tiveram uma entrada de 1 GB. O nível de replicação dos experimentos foi 10. Portanto,
para cada combinação aplicação-escalonador, 1280 (2710) execuções MapReduce foram
realizadas, totalizando 5120 (1280*4) experimentos neste estágio de testes. Primeira-
mente, serão apresentados os resultados para a aplicação CPU bound e em seguida serão
apresentados os resultados para a aplicação IO bound.

5.1.1 Aplicação CPU Bound

A Tabela 5.1 apresenta os resultados produzidos através da metodologia 2KR para a
aplicação CPU bound (APACHE, 2011). Lado a lado, nesta ordem, são exibidos os efeitos
de cada fator primário sobre o consumo de energia e sobre o desempenho do MapReduce
com o escalonador de tarefas FIFO, e os efeitos de cada fator primário sobre o consumo
de energia e desempenho com o escalonador HFS. Somente estão expostas as interações
entre os fatores que têm efeitos sobre o comportamento da variável de resposta próximos
ou superiores a 1% - as interações que não estão presentes na Tabela têm efeito sobre as
variáveis de resposta nulo ou muito próximo de zero.

Os resultados para a aplicação CPU bound com o escalonador FIFO demonstram que
o parâmetro de configuração mapred.compress.map.output - responsável por determinar
se os dados intermediários devem ser comprimidos antes da transferência para os nós
responsáveis pela execução da fase reduce - tem efeito predominante na variação do con-
sumo de energia (67.396%) e do desempenho (54.284%). Considerando em separado o
consumo energético da aplicação CPU bound com o escalonador FIFO, somente a com-
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Tabela 5.1: Efeitos aplicação CPU bound

pressão de dados tem influência significativa. Nenhum dos outros parâmetros é responsá-
vel por mais do que 0.5% do comportamento desta variável de resposta. O tempo de exe-
cução, por sua vez, possui outros parâmetros com uma influência significativa - ainda que
em grau muito menor - sobre sua variação além de mapred.compress.map.output, ainda
que em uma escala muito inferior. São eles: io.sort.spill.percent (5.441%),
mapred.reduce.tasks (5.023%) e mapred.reduce.slowstart.completed.maps (2.078%).

Ainda sobre os resultados do escalonador FIFO, erros experimentais - influência de
erros de experimentação e parâmetros não controlados - tiveram uma influência con-
siderável na variação do consumo energético (27.975%) e do desempenho (29.301%).
Os parâmetros do MapReduce foram devidamente controlados e isolados. Erros de ex-
perimentação também estão descartados: os testes foram realizados conforme define a
metodologia (JAIN, 1991) - com todas as combinações de níveis para todos os fatores.
Por isto, acredita-se que os resultados podem ter sido influenciados por outras aplicações
que foram disparadas durante o experimento - por outros usuários do cluster ou pelo
próprio sistema operacional - ou por falhas de hardware.

Os resultados da aplicação CPU bound com escalonamento realizado pelo HFS de-
monstram novamente influência predominante da compressão de dados entre as diferentes
fases da computação sobre o consumo energético (85.442%) e o desempenho (88.33%).
Destaca-se ainda o tamanho do buffer de saída das tarefas map (io.sort.mb) com uma in-
fluência relevante, ainda que pequena, sobre as variáveis de resposta - energia (3.914%) e
desempenho (3.345%). Erros experimentais tiveram baixa influência sobre os resultados
da aplicação CPU bound com o escalonador HFS - 6.215% para o consumo energético e
2.963% sobre o desempenho.

Com intuito de melhor ilustrar os resultados apresentados acima, a Tabela 5.2 exibe os
dez menores e os dez maiores consumos de energia para ambos escalonadores - discrimi-
nados pela combinação dos níveis dos diferentes fatores e acompanhados dos coeficientes
de variação para cada experimento. Então, a coluna Experimento deve ser lida da seguinte
forma: nível io.sort.mb | nível io.sort.spill.percent | nível mapred.reduce.tasks | nível
mapred.reduce.slowstart.completed.maps | nível mapred.job.shuffle.input.buffer.percent |
nível mapred.job.shuffle.merge.percent | nível mapred.compress.map.output.

A partir da Tabela 5.2 destacam-se três situações relevantes:

• Sob ambas políticas de escalonamento, a aplicação CPU bound apresenta menor
consumo de energia quando a compressão de dados (mapred.compress.map.output),
fator mais influente para ambas variáveis de resposta avaliadas, não é realizada.
Este fato pode ser explicado devido ao modelo de consumo energético empregado.
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Tabela 5.2: Melhores e piores resultados para consumo de energia da aplicação CPU
bound

A compressão implica em uma utilização maior do processador e em menor comu-
nicação entre nós. Como o processador é o único componente a exibir um compor-
tamento de consumo dinâmico, dependente de sua utilização, uma maior carga de
trabalho sobre ele resulta em maior consumo de energia. E este maior consumo do
processador não é compensado pela menor comunicação entre os nós, visto que a
interface de rede possui um comportamento estático no consumo energético - con-
sumindo sempre a mesma quantidade de energia.

• Os experimentos com escalonador de tarefas FIFO, especialmente aqueles com os
piores resultados, apresentam coeficiente de variação significativamente superior
aos experimentos realizados com HFS. Este fato melhor ilustra os resultados ante-
riores, onde os erros experimentais foram importantes fatores no comportamento
das variáveis de resposta sob a política de escalonamento FIFO.

• Comparativamente, o consumo de energia do escalonador FIFO é inferior ao con-
sumo de energia do HFS. O menor resultado para HFS é aproximadamente 45%
superior ao menor consumo energético registrado para o FIFO. E o pior resultado
do escalonador HFS é cerca de 61% maior do que o pior resultado do escalonador
padrão do MapReduce. A segunda etapa de experimentos (seção 5.2) provê um
melhor entendimento do comportamento comparado dos dois escalonadores.

5.1.2 Aplicação IO Bound

A Tabela 5.3 apresenta os resultados produzidos através da metodologia 2KR para
a aplicação IO bound (APACHE, 2009). Os efeitos sobre a variação do consumo de
energia e desempenho para os escalonadores FIFO e HFS estão expostos lado a lado.
Novamente, somente estão expostas as interações entre os fatores que têm efeitos sobre
o comportamento da variável de resposta próximos ou superiores a 1% - as interações
que não estão presentes na tabela têm efeito sobre as variáveis de resposta nulo ou muito
próximo de zero.
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Tabela 5.3: Efeitos aplicação IO bound

Os resultados determinam que para ambas políticas de escalonamento somente dois
fatores são relevantes. O número de tarefas reduce (mapred.reduce.tasks) é o fator com
maior influência sobre as variáveis de resposta - sendo responsável por aproximadamente
87% da variação no consumo energético e 92% da variação no desempenho quando a
política de escalonamento é FIFO; e, também, respondendo por 77.765% do consumo de
energia e 87.595% do desempenho quando o escalonador de tarefas é o HFS. O outro fator
relevante em aplicações IO bound é compressão de dados (mapred.compress.map.output)
- 9.156% de efeito sobre o consumo de energia e 4.216% de efeito sobre o desempenho
no escalonador FIFO; e, para o escalonador HFS, 15.527% de efeito sobre o consumo
energético e aproximadamente 7% de efeito sobre o tempo de execução da aplicação. Os
erros experimentais não contribuíram significativamente para definir o comportamento
das variáveis de resposta da aplicação IO bound em nenhum dos escalonadores de tarefas.

Mais uma vez, com o objetivo de melhor compreender os resultados, os dez menores
consumos de energia e os dez maiores consumos de energia da aplicação IO bound são
apresentados na Tabela 5.4. Os experimentos são designados pela combinação de níveis
para cada fator. Outra vez, a coluna Experimento deve ser lida da seguinte forma: nível
io.sort.mb | nível io.sort.spill.percent | nível mapred.reduce.tasks | nível
mapred.reduce.slowstart.completed.maps | nível mapred.job.shuffle.input.buffer.percent |
nível mapred.job.shuffle.merge.percent | nível mapred.compress.map.output. O coeficiente
de variação de cada experimento é apresentado, também.

Os resultados apresentados na Tabela 5.4 permitem levantar os seguintes pontos:

• Assim como ocorreu com a aplicação CPU bound, a ausência de compressão apre-
senta melhores resultados para ambos escalonadores. Porém, o efeito deste
parâmetro é muito inferior.

• O número de tarefas reduce, fator responsável por grande parte da variação do con-
sumo de energia e tempo de execução nos experimentos, apresenta melhores re-
sultados com limite superior de configuração (32). Ou seja, para a aplicação IO
bound, o processamento paralelo das saídas das tarefas map, realizado por 32 tare-
fas reduce concorrentemente, proporciona uma diminuição do consumo de energia
quando comparado ao processamento sequencial realizado por somente uma tarefa
reduce.

• Diferentemente do que foi constatado nos experimentos com a aplicação CPU
bound, não existe uma diferença significativa no consumo de energia de ambos
escalonadores (o menor consumo com o escalonador HFS é aproxidamente 4% su-
perior ao menor consumo obtido com o escalonador FIFO; e o maior consumo com
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Tabela 5.4: Melhores e piores resultados para consumo de energia da aplicação IO bound

o escalonador HFS é aproxidamente 6% superior ao maior consumo obtido com o
escalonador FIFO).

5.1.3 Discussão

Ao analisar o conjunto de resultados desta primeira etapa de testes é possível perceber
duas tendências. Primeiro, existe uma similaridade muito evidente entre os efeitos de
cada fator para o consumo de energia e os efeitos de cada fator para o desempenho do
sistema MapReduce. Porém, algumas pequenas diferenças são visíveis. Isto se deve ao
fato de que o consumo de energia é determinado por duas variáveis: tempo de execução
(responsável pela grande similaridade) e utilização dos processadores que compõem o
ambiente de execução (que explica as pequenas variações existentes entre os efeitos de
ambas variáveis de resposta).

A segunda tendência diz respeito a similaridade dos resultados para os efeitos sobre
as variáveis de resposta entre os dois escalonadores de tarefas. Ainda que existam dife-
renças, em linhas gerais os parâmetros mais influentes para cada escalonador em ambas
aplicações testadas - e, também, o grau de influência destes parâmetros - são semelhantes.
Assim, mesmo que os valores mensurados para o consumo energético sejam diferentes -
como as Tabelas 5.3 e 5.4 evidenciam - a avaliação determina que os fatores considerados
impõem variações parecidas para ambas políticas de escalonamento do MapReduce.

5.2 Testes dos Escalonadores com Uma Aplicação

Na segunda etapa de testes, foram executados experimentos para melhor caracterizar
os escalonadores de tarefas do MapReduce em um contexto onde somente uma aplicação
está em execução. O objetivo deste estágio é estabelecer se existem diferenças no com-
portamento dos escalonadores em uma situação como esta. Os experimentos foram exe-
cutados para ambas aplicações (CPU bound e IO bound) e com três diferentes tamanhos
de entrada: 256 MB, 4 GB e 10 GB. Estes diferentes tamanhos de entrada serão refe-
renciados nesta seção como pequeno (256 MB), médio (4 GB) e grande (10 GB). Cada
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experimento foi repetido 10 vezes. Portanto foram executados 120 testes nesta etapa ((2
escalonadores)*(2 aplicações)*(3 tamanhos de entrada)*(10 replicações)).

No primeiro momento, serão apresentados resultados para a aplicação CPU bound.
Em seguida, os resultados para a aplicações IO bound são exibidos e discutidos.

5.2.1 Aplicação CPU bound

Os resultados de consumo energético para aplicação CPU bound (APACHE, 2011)
são apresentados na Tabela 5.5. A tabela contém os valores médios do consumo de energia
para os três tamanhos de entrada testados em ambos escalonadores. São apresentados a
média de consumo, o coeficiente de variação do experimentos e o intervalo de confiança
para a média (calculado em um nível de confiança de 95%).

Tabela 5.5: Consumo de energia da aplicação CPU bound

Comparando os valores médios de consumo para cada tamanho de entrada percebe-
se que existem diferenças nos consumos de energia de ambos escalonadores. Com as
entradas pequena e grande, HFS consome mais energia do que o escalonador FIFO -
aproximadamente 15% a mais com a entrada pequena e somente 1.93% com a entrada
grande. Apesar das diferenças de médias de consumo de energia para estas entradas,
estatisticamente os consumos energéticos devem ser considerados equivalentes, por que
os intervalos de confiança de ambos escalonadores se sobrepõem. No caso da entrada
pequena, os 15% de diferença entre as médias não confirmam uma real desigualdade
estatística devido a alta variação no experimentos com o escalonador HFS.

A entrada média registra uma inversão no comportamento médio do consumo de ener-
gia: o escalonador HFS tem consumo médio inferior ao FIFO (≈ 7.5%). E para este
tamanho de entrada é possível afirmar estatisticamente que os escalonadores tem com-
portamento diferente - não há sopreposição dos intervalos de confiança para as médias
de consumo de energia. Portanto, o escalonador HFS consome menos energia do que o
escalonador FIFO com o tamanho de entrada médio.

A Tabela 5.6 apresenta os resultados para o tempo de execução das aplicações CPU
bound neste conjunto de testes.

Tabela 5.6: Desempenho da aplicação CPU bound

O desempenho dos escalonadores é estatisticamente equivalente para as entradas pe-
quena e média - apesar do tempo de execução média do escalonador FIFO ser inferior nos
dois casos, os intervalos de confiança se confudem, refutando a possibilidade de afirmar
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que um dos escalonadores tem desempenho superior ao outro com estas entradas. Porém,
com o tamanho de entrada maior é possível fazer tal afirmação. O escalonador FIFO tem
média de tempo de execução inferior ao escalonador HFS sem que os intervalos de con-
fiança se sobreponham. Portanto, neste caso - tamanho de entrada grande, o desempenho
FIFO foi superior ao HFS por uma pequena margem (≈ 4.9%).

A proposta do escalonador HFS tem dois objetivos: criar uma política de escalo-
namento justa - dividindo os recursos computacionais entre as diferentes aplicações e
usuários; e aumentar a taxa de tarefas executadas localmente. Por esta razão, para avaliar
e melhor caracterizar as políticas de escalonamento, a Tabela 5.7 apresenta os valores
para a taxa de tarefas map data-local - ou seja, a taxa de tarefas map executadas em uma
máquina onde os dados a serem processados estão armazenados.

Tabela 5.7: Localidade das tarefas map da aplicação CPU bound

A partir destes dados, conclui-se que o escalonador HFS atinge uma maior taxa de
tarefas executadas localmente com os tamanhos de entrada pequeno e médio. Em espe-
cial, no caso da entrada pequena, a diferença é muito significativa (mesmo considerando
a alta dispersão das taxas dos experimentos com o escalonador FIFO) - 17.5% com o
escalonador FIFO e 98% com o escalonador HFS. A diferença entre a taxa média de
tarefas locais decai conforme o tamanho da entrada aumenta. Ainda existe uma difer-
ença significativa para o tamanho de entrada médio - 85.52% com o escalonador FIFO
e 93.51% no HFS. Porém, com o tamanho de entrada maior esta diferença se reduz ao
ponto de se tornar insignificante estatisticamente - a taxa média de tarefas map execu-
tadas localmente no HFS é superior, porém, os intervalos de confiança para as médias se
intercalam.

5.2.2 Aplicação IO bound

Os resultados de consumo de energia da aplicação IO bound (APACHE, 2009) para
ambas políticas de escalonamento são apresentados na Tabela 5.8. Os dados estão estru-
turados seguindo a mesma lógica da seção anterior.

Tabela 5.8: Consumo de energia da aplicação IO bound

Os resultados apontam que não existe diferença estatística para o consumo de energia
da aplicação IO bound entre os escalonadores de tarefas em nenhuma das entradas tes-
tadas. Os intervalos de confiança para as médias de consumo energético se sobrepõem
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nas três situações. Por isto, o consumo de energia dos escalonadores para a aplicação IO
bound é equivalente nas condições testadas.

A caracterização prossegue com os valores obtidos para o desempenho da aplicação
IO bound nesta etapa de testes. Os resultados estão expostos na Tabela 5.9.

Tabela 5.9: Desempenho da aplicação IO bound

Os resultados para os tempos de execução da aplicação IO Bound são semelhantes aos
apresentados pela aplicação CPU bound. Somente com a maior entrada houve diferen-
ças estatísticas no comportamento do desempenho entre os escalonadores FIFO e HFS.
Outra vez, para este tamanho de entrada, FIFO teve desempenho superior (HFS foi, em
média, 7.3% mais lento). Com a entrada pequena e média, os tempo de execução médios
registrados para ambos escalonadores não são estatisticamente diferentes.

Por fim, a Tabela 5.10 apresenta os valores para a taxa de tarefas map executadas em
uma máquina onde os dados a serem processados estão armazenados.

Tabela 5.10: Localidade das tarefas map da aplicação IO bound

O escalonador HFS tem uma taxa de localidade de tarefas map estatisticamente supe-
rior para todos tamanhos de entrada testados. HFS mantém um alto índice de tarefas map
locais - a aplicação IO bound que processa a entrada de 256 MB teve 100% de tarefas
locais em todas as replicações do experimento e, ainda, a menor média de tarefas locais
foi de 97.5% (com um baixo coeficiente de variação - 0.019). O escalonador FIFO, outra
vez, obteve taxas crescentes conforme o tamanho da entrada aumentou.

5.2.3 Discussão

Os experimentos realizados aqui determinam que no contexto apresentado - escalo-
namento de somente uma aplicação para o processamento de entradas com 256 MB, 4
GB e 10 GB - os escalonadores de tarefas não possuem comportamentos estatisticamente
diferentes quanto ao consumo energético e ao desempenho na maioria das situações.

O consumo energético difere somente com a entrada média na aplicação CPU bound.
Em todas as outras combinações aplicação-entrada, os escalonadores apresentam resul-
tados equivalentes para o consumo de energia. O desempenho difere em duas situações:
ambas aplicações possuem melhor desempenho com o escalonador FIFO ao processar a
entrada de 10 GB. Porém, é importante ressaltar que a diferença em ambos os casos não
é de magnitude muito elevada - FIFO tem desempenho 4.9% superior com a aplicação
CPU bound e aproximadamente 7.3% para a aplicação IO bound.
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A terceira variável de resposta analisada nesta etapa - taxa de tarefas map executadas
localmente - estabeleceu que para esta métrica existe uma diferença significativa entre
as políticas de escalonamento do MapReduce. HFS obteve altos índices de tarefas map
executadas localmente - com médias superiores a 93% para todas as combinações de
aplicação-entrada. Somente em um dos casos - escalonamento da aplicação CPU bound
para processamento da entrada de 10 GB - o escalonador FIFO teve uma taxa de tarefas
map locais estatisticamente equivalente à taxa obtida pelo escalonador HFS. Porém, ape-
sar de alcançar um de seus objetivos (maior localidade no escalonamento de tarefas map),
HFS não obtém melhor desempenho ou menor consumo energético no contexto avaliado
nesta seção.

Por estas razões, não é possível estabelecer que um escalonador é superior ao outro
para o escalonamento de uma aplicação que executa sem concorrência com outras requi-
sições ao sistema MapReduce.

Estes resultados contradizem os valores encontrados na primeira etapa de experimen-
tos, onde nos testes com a aplicação CPU bound, os escalonadores apresentaram dife-
renças consideráveis no consumo energético (≈ 60%, em alguns casos). Esta situação,
combinada com a alta influência dos erros experimentais no projeto experimental real-
izado anteriormente, reforçam o argumento de que os testes 2KR da aplicação CPU bound
sofreram influências de variações externas não controladas.

5.3 Testes dos Escalonadores com Múltiplas Aplicações

Na terceira e última etapa de testes, foram executados experimentos para caracterizar
os escalonadores de tarefas do MapReduce em um contexto onde diversas aplicações são
submetidas para execução. O objetivo deste estágio é estabelecer se existem diferenças no
comportamento dos escalonadores em uma situação onde diversos usuários (ou diversas
aplicações) concorrem pelos recursos.

Os experimentos consistiam na submissão simultânea de 20 aplicações MapReduce
com diferentes tamanhos de entrada (novamente, os tamanhos utilizados foram 256 MB,
4 GB e 10 GB). As aplicações executadas separam esta etapa em três partes. Primeira-
mente, as 20 aplicações submetidas eram a aplicação CPU bound. Na segunda parte,
as 20 aplicações submetidas eram a aplicação MapReduce IO bound. Para estas duas
workloads, a distribuição das entradas a serem executadas foi a seguinte: 14 aplicações
processavam a entrada de 256 MB; 5 aplicações processavam a entrada de 4 GB; e 1
aplicação processava a entrada de 10 GB. A terceira parte desta etapa de experimentação
consisitia na execução de 10 aplicações MapReduce CPU bound e 10 aplicações MapRe-
duce IO bound. Esta workload heterogênea, teve a seguinte distribuição das entradas a
serem processadas: 14 aplicações processavam a entrada de 256 MB (7 CPU bound, 7
IO bound); 4 aplicações processavam a entrada de 4 GB (2 CPU bound, 2 IO bound);
e 2 aplicações processavam a entrada de 10 GB (1 CPU bound, 1 IO bound). A ordem
de submissão das aplicações em todos os experimentos foi a seguinte: primeiro foram
submetidas as aplicações que devem processar as entradas de 10 GB; em seguida as apli-
cações que devem processar as entradas de 4 GB; e, por último, as aplicações que devem
processar as entradas de 256 MB.

Cada uma destas três workloads foi executada para ambos escalonadores de tarefas em
avaliação. Os experimentos para cada combinação workload-escalonador foram repetidos
10 vezes. Assim foram executadas 1200 aplicações MapReduce neste estágio de experi-
mentos ((2 escalonadores)*(3 workloads)*(20 aplicações)*(10 replicações)).



50

O restante desta seção está estruturado da seguinte forma: no primeiro momento, são
exibidos os resultados para a workload CPU bound; em seguida, os resultados para a
workload IO bound são apresentados; os resultados para a workload heterogênea estão
expostos na sequência; por fim, uma breve discussão a cerca dos resultados obtidos nesta
etapa de experimentos encerra esta seção.

5.3.1 Workload CPU Bound

A Tabela 5.11 apresenta os resultados do consumo energético, tempo de execução
e taxa de tarefas map executadas localmente para a workload CPU bound. Os resulta-
dos para cada escalonador de tarefas MapReduce estão dispostos lado a lado. Para cada
métrica avaliada são apresentadas a média, o coeficiente de variação e o intervalo de
confiança (calculados com nível de confiança de 95%) para a média nas 10 replicações
realizadas.

Tabela 5.11: Resultados da workload CPU bound

Os resultados para consumo de energia definem que HFS teve um consumo médio
inferior ao consumo do escalonador FIFO. HFS consumiu aproximadamente 8028 kJ em
cada repetição do experimento, enquanto que o escalonador FIFO consumiu uma média
de 8892.224 kJ em cada replicação - ou seja, uma diferença de 10.76%. O desempenho
médio - tempo para execução de todas as 20 aplicações submetidas - também foi menor
quando o escalonamento era realizado pelo HFS (2332.1 segundos) do que quando o es-
calonamento foi realizado pelo escalonador FIFO (2545.8 segundos) - aproximadamente,
um tempo de processamento 9.16% maior para o escalonador de tarefas FIFO. E, ainda,
o menor consumo de energia e melhor desempenho do escalonador HFS foram obtidos
com uma taxa de localidade nas tarefas map superior. 97.4% das tarefas map escalonadas
pelo HFS foram escalonadas em máquinas que armazenavam o bloco de dados a ser pro-
cessado pela tarefa, ao passo que o escalonador FIFO obteve uma taxa de localidade no
escalonamento das tarefas map de 86.2%.

O coeficiente de variação das três métricas teve resultados baixos nos experimentos
de ambos escalonadores (o maior coeficiente de variação registrado foi de 0.016), o que
permite determinar - devido a intervalos de confiança estreitos, que não se sobrepõem
em nenhum dos casos - que houve diferença estatística entre os dois escalonadores nas
três métricas avaliadas. Portanto, em resumo, nas condições definidas para esta etapa de
experimentos, o escalonador de tarefas HFS faz melhor uso dos recursos disponíveis para
executar as requisições feitas ao MapReduce - consumindo menos energia e finalizando a
computação em menor tempo.

5.3.2 Workload IO Bound

Os resultados do consumo energético, tempo de execução e taxa de tarefas map execu-
tadas localmente para a workload IO bound para ambos escalonadores de tarefas MapRe-
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duce estão exibidos na Tabela 5.12. Os resultados estão dispostos conforme a estrutura da
seção anterior.

Tabela 5.12: Resultados da workload IO bound

Para a workload IO bound, não é possível diferenciar estatiscamente o consumo de
energia dos escalonadores. Apesar da diferença de 2%, aproximadamente, os intervalos
de confiança de ambos escalonadores para esta métrica se sobrepõem, impossibilitando
determinar que o escalonador HFS consome menos energia nesta situação. Por esta razão,
estatisticamente, o consumo de energia dos escalonadores é equivalente. O desempenho
do escalonador FIFO, ao contrário do que ocorreu com a workload CPU bound, foi su-
perior ao desempenho do escalonador HFS, porém em uma escala menor (≈ 5.5%). E,
novamente, HFS (98.7%) obteve uma taxa de localidade de tarefas map mais alta do que
o escalonador FIFO (81%).

Então, diferentemente do observado com a workload CPU bound, existe um de-
sacoplamento entre os resultados obtidos para cada métrica. A taxa superior de tarefas
map executadas localmente não foi acompanhada de um desempenho superior do HFS.
E o desempenho superior do escalonador FIFO não resultou em um menor consumo de
energia.

5.3.3 Workload Heterogênea

Os resultados dos testes realizados com a workload heterogênea são apresentados na
Tabela 5.13. A lógica de apresentação, outra vez, é idêntica a das duas seções anteriores.

Tabela 5.13: Resultados da workload heterogênea

Nesta workload, os resultados exibem diferenças estatísticas nas três métricas avali-
adas entre os escalonadores - ou seja, não há sobreposição dos intervalos de confiança e,
assim, é possível determinar qual escalonador teve resultados melhores. HFS consumiu
em média 6571 kJ durante as 10 replicações, enquanto que FIFO apresentou consumo
médio de 7075 kJ. Assim, o consumo de energia do escalonador FIFO foi 7.6% superior.
HFS também teve desempenho melhor do que FIFO, e em uma escala similar a superi-
oridade apresentada no consumo de energia (≈ 7%). E como verificado nas workloads
homogêneas, a taxa de localidade no escalonamento das tarefas map foi superior sob a
política de escalonamento HFS (95.1%, comparados aos 84.2% obtidos com o escalon-
ador FIFO).
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Logo, outra vez o escalonador de tarefas HFS faz melhor uso dos recursos disponíveis
para executar as requisições feitas ao MapReduce - consumindo menos energia e execu-
tando a workload submetida ao sistema em tempo menor do que o escalonador FIFO.

5.3.4 Discussão

Os resultados apresentados anteriormente permitem afirmar que para a workload CPU
bound e a workload composta por aplicações das duas categorias de aplicação conside-
radas HFS é a opção de escalonamento de tarefas que apresenta melhores resultados de
consumo de energia e desempenho para a situação de escalonamento de múltiplas apli-
cações apresentadas nesta seção.

Portanto, o escalonamento justo e com preferência para tarefas locais - realizado pelo
escalonador HFS - produz resultados melhores do ponto de vista de eficiência energética
(executando a mesma quantidade de trabalho com menos energia) nas workloads citadas.
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6 CONCLUSÕES E TRABALHOS FUTUROS

Este trabalho apresentou uma caracterização do consumo de energia do Hadoop, um
framework para desenvolvimento de aplicações intensivas em dados. O consumo de ener-
gia foi determinado através de um modelo baseado em estatísticas de uso providas pelo
sistema operacional. Para que o consumo de energia pudesse ser considerado sob uma
perspectiva mais ampla, paralelamente à caracterização do Hadoop com relação ao con-
sumo de energia, um estudo do desempenho do sistema também foi apresentado. A ca-
racterização foi realizada através de uma grande quantidade de experimentos: foram exe-
cutadas 6440 aplicações MapReduce, totalizando 6755 GB processados pelo framework.

Os experimentos foram divididos em três etapas distintas: na primeira etapa foram
realizados testes para determinar quais parâmetros de configuração do Hadoop têm in-
fluência sobre o consumo de energia e, também, sobre o desempenho do framework;
em seguida uma comparação entre os dois escalonadores de tarefas do Hadoop (FIFO e
HFS) foi realizada apontando os comportamentos destes em um cenário onde existe uma
única aplicação a ser escalonada; e, por último, os escalonadores de tarefas foram com-
parados em uma situação onde múltiplas aplicações são executadas simultaneamente. Os
experimentos foram realizados com duas aplicações distintas: uma aplicação CPU bound
(WordCount) e uma aplicação IO bound (Sort).

A primeira etapa de experimentos apontou que, para aplicações MapReduce CPU
bound, o parâmetro que tem maior efeito sobre o consumo de energia é aquele que con-
trola a compressão de dados intermediários (mapred.compress.map.output). Para apli-
cações MapReduce IO bound, o número de tarefas reduce (mapred.reduce.tasks) foi o
parâmetro com maior influência sobre o consumo energético. Ainda, os testes desta etapa
permitiram determinar que existe uma similaridade muito evidente entre os efeitos de cada
fator sobre o consumo de energia e os efeitos de cada fator sobre o desempenho do sis-
tema MapReduce. Também foi possível estabelecer que existe uma similaridade entre os
efeitos sobre as variáveis de resposta entre os dois escalonadores de tarefas. Portanto, em
linhas gerais, os parâmetros mais influentes para cada escalonador em ambas aplicações
testadas - e o grau de influência destes parâmetros - são semelhantes.

A segunda etapa de experimentos apontou que não é possível estabelecer que um
escalonador é superior ao outro para o escalonamento de uma aplicação que executa sem
concorrência com outras requisições ao sistema MapReduce.

Os resultados obtidos na última etapa de testes permitem afirmar que, para a work-
loads CPU bound e a workload composta por aplicações das duas categorias de aplicação
consideradas, HFS é a opção de escalonamento de tarefas que apresenta melhores resulta-
dos de consumo de energia e desempenho para a situação de escalonamento de múltiplas
aplicações simultâneas.

Acredita-se que os objetivos definidos para este trabalho foram atingidos: a caracteri-
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zação do consumo energético de um framework para computação intensiva em dados. Os
resultados relatados neste estudo podem servir como base para que usuários utilizem o
Hadoop com maior eficiência energética. Os resultados também podem informar desen-
volvedores do sistema que desejam tornar o framework ciente de seu consumo energético.

Como trabalhos futuros que podem surgir a partir deste estudo, destacam-se as
seguintes possibilidades. O desdobramento mais evidente é o desenvolvimento de um
novo escalonador de tarefas para o MapReduce ciente do consumo energético a partir do
resultados apresentados neste trabalho. As informações contidas no estudo podem, tam-
bém, impulsionar o desenvolvimento de novas funcionalidades relacionadas ao consumo
de energia no simulador MRSG (KOLBERG et al, 2013). Ainda, uma caracterização do
consumo de energia a partir de parâmetros do sistema de arquivos distribuído do MapRe-
duce poderia complementar o conhecimento adquirido com este trabalho.
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