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RESUMO

No uso do Controle Estatistico de Processo tradicional (CEP), pressupde-se que as
observagdes sejam independentes e normalmente distribuidas. Entretanto, em algumas
situagbes praticas a suposi¢do de independéncia é violada, gerando autocorrelagdo entre as
observagdes. Essa autocorrelag@o prejudica o desempenho dos graficos de controle, causando
um aumento na freqiéncia de alarmes falsos. Essa monografia apresenta métodos que sdo
aplicados em CEP quando os dados estdo autocorrelacionados. Para ilustrar o problema,
também ¢ apresentado um estudo de caso em que os dados estdo autocorrelacionados, onde é

aplicado um método para retirar a autocorrelagao.
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ABSTRACT

In traditional Statistical Process Control (SPC) it is assumed that the observations are
independent and normally distributed. However, sometimes this assumption of independence is
violated causing autocorrelation in observations. This autocorrelation deteriorate the
performance of control charts, causing an increase in the frequency of false alarms. This
monograph presents methods for applying in SPC when the data are autocorrelated. To
illustrate this problem it is presented a study of case that the data are autocorrelated and a

method is applied to remove the autocorrelation.
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1 COMENTARIOS INICIAIS

1.1 Introducgao

Qualidade constitui-se hoje num fator fundamental na decisdo do consumidor para um
nimero explosivamente crescente de produtos e servigos. Qualidade tornou-se simplesmente o
fator mais significativo, conduzido nas empresas nos mercados nacional e internacional ao
éxito organizacional e ao crescimento. O retorno sobre o investimento, obtido por meios
rigorosos ¢ eficazes programas de qualidade, estd gerando excelente rentabilidade nas

empresas quando acompanhado de estratégias eficientes para a qualidade (Feigenbaum, 1994).

A melhora da qualidade transfere o desperdicio para a fabricagdo de um bom produto e
uma melhor prestag@o de servigos. Isso resulta em uma reagao em cadeia — custos mais baixos
devido a menos re-trabalhos e erros, melhor posi¢do competitiva com melhor qualidade e
precos menores, manutengdo dos negocios, ampliagdo do mercado de trabalho com a geragdo

de empregos (Deming, 1990).

Segundo Feigenbaum (1994), ao logo dos anos, as técnicas e metodologias estatisticas
tornaram-se cada vez mais utilizadas e, atualmente, desempenha papel fundamental nos
programas modernos de Controle da Qualidade Total. Uma das técnicas estatisticas mais
utilizadas neste contexto € o controle estatistico de processo, o CEP ou SPC (statistical

process control).

O CEP ¢é uma técnica estatistica que permite um monitoramento do desempenho de
processos através de um sistema de inspe¢do por amostragem ao longo do tempo. No CEP, a
ferramenta estatistica utilizada ¢ o grafico de controle (ou carta de controle), desenvolvido

pelo Dr. Walter A. Shewhart na década de 20, e utilizado mundialmente nos dias atuais.
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Para Deming (1990), a maneira mais facil de examinar os dados é colocar numa carta
de controle os pontos na ordem em que sdo produzidos, para ver se pode ser tirado qualquer
proveito da distribui¢do dos dados ao logo da carta; ou seja, questionar o estado de controle

estatistico que produziu esses dados.

De acordo com a defini¢ao de Feigenbaum (1994), grafico de controle é um método
grafico para avaliar se um processo se encontra ou ndo sob “controle estatistico”, isto é, ele
compara a variagdo real na produgio de itens com os limites de controle estipulados para esses

mesmos itens.

Para a utilizagdo das cartas convencionais de controle (cartas de Shewhart), os dados
devem atender a suposi¢io fundamental de serem iid (independentes e identicamente
distribuidos) com distribuicdo normal. Entretanto, algumas vezes os dados que representam o
processo estdo autocorrelacionados, e assim, a utilizagdo dos graficos de controle
convencionais poderia possivelmente resultar em “falsos alarmes”, isto ¢, conclusdes erréneas
quanto a estabilidade do processo, como, por exemplo, poderia se confundir causas comuns
(aquelas que atuam de forma aleatoria) do processo com causas especiais (aquelas que ndo

seguem um padrdo aleatorio, interferem no processo com alteragdes bruscas).

Nestes casos, ndo ha logica em utilizar os graficos de controle de Shewhart, pelo fato
de conduzir a possiveis conclusoes erroneas e possibilitar uma falta de seguranga em verificar
se 0 processo se encontra ou ndo sob controle estatistico. Entretanto, segundo Schissatti
(1998), o erro mais comum € a ado¢ao de um modelo de carta de controle sem que se faga a
analise de correla¢do dos dados que representam o processo. Kume (1993) alerta para o fato
que as ferramentas estatisticas sdo apenas ferramentas, ou seja, elas podem néo funcionar, caso

sejam aplicadas inadequadamente.

Para corrigir o problema da autocorrelagdo, o procedimento a seguir seria primeiro
tratar os dados e depois controla-los estatisticamente. Desta forma, algumas técnicas
estatisticas sdo necessarias para abordar os dados, dentre as quais se destacam, segundo
Montgomery (1997): estimagdo de modelos ARIMA (Auto-regressivos integrados e de média
movel), uso dos graficos de controle EWMA (média mével ponderada exponencialmente) com
linha central movel, e uso de Controle da Engenharia do Processo, o EPC (engineering

process control).
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Os processos que possuem dados autocorrelacionados caracterizam-se pelo fato de que
a observagdo seguinte esta correlacionada com a observagdo anterior. Isso pode ocorrer, por
exemplo, em industrias de produtos quimicos, em processos realizados por determinados
equipamentos, em linhas de montagens, em procedimentos de treinamento de funcionarios, em

monitoramentos de desempenho de equipes.

1.2 Tema e Objetivos

Esse trabalho tem como tema principal o estudo do uso do controle estatistico de
processo (CEP) para dados autocorrelacionados. Esse estudo abrange um levantamento de
uma quantidade razoavel de documentos teoricos sobre o assunto mencionado, assim como um

estudo de caso.

Esse trabalho pretende sugerir procedimentos adequados para a implantacdo de
graficos de controle em situagGes onde os dados estdo correlacionados. O tema desenvolvido
nesse trabalho tem a sua relevancia pelo fato desse assunto ser pouco desenvolvido na
literatura, entretanto muito Gtil e necessario na pratica da implantagio do controle estatistico

de processo.

O objetivo principal desse trabalho é realizar uma revisao bibliografica que fundamente
o tratamento de observagdes autocorrelacionadas através da aplicagdo de modelos de série

temporais a cartas de controle estatistico e de outras técnicas encontradas durante a pesquisa.

Como objetivo secundario desse trabalho, tem-se a aplicagdo de técnicas abordadas
nessa monografia para a resolu¢do do problema de graficos de controle estatistico para dados
autocorrelacionados em um estudo de caso de desempenho de funcionarios de uma empresa de

companhia elétrica.

1.3 Justificativa do tema

A maioria dos livros que tratam sobre o controle estatistico de processo, pressupde que
as observagdes sao independentes (dados ndo correlacionados) e identicamente distribuidas

com distribui¢do normal, caracterizando-se por uma média estavel. Entretanto, muitas vezes,
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na pratica, essa suposigdo ndo € confirmada, e conseqiientemente, os graficos de controle
convencionais ndo podem ser utilizados por conduzirem conclusdes erroneas. Alguns casos
tipicos, como desempenho de funcionarios, desgaste de ferramentas, resisténcia de algum
material, etc, caracterizam-se por possuirem observagdes autocorrelacionadas. Para esses
casos, € necessario um tratamento especial dos dados com métodos estatisticos adequados
antes de proceder com a metodologia de implantagdo de graficos de controle. Por essa razao,
esse trabalho justifica-se por sua constituigdo académica e ampla possibilidade de aplica¢do na

pratica.

1.4 Meétodo de trabalho
Essa secdo descreve como sera a metodologia desenvolvida neste trabalho.

Primeiramente sera realizada uma revisdo bibliografica ampla sobre o assunto, com o
objetivo de verificar e analisar as técnicas descritas por diversos autores, divulgadas nos mais

variados periodicos do ramo.

A seguir, sera realizado um estudo de caso onde serdo aplicadas as técnicas adequadas
vistas anteriormente na revisdo bibliografica, a fim de verificar a eficiéncia das ferramentas

sugeridas pelos autores.

Para finalizar, serdo feitas as consideracGes finais para concluir o trabalho e também

serdo disponibilizados e sugeridos temas para possiveis pesquisas ou estudos futuros.

1.5 Estrutura de Trabalho
O trabalho esta dividido em quatro capitulos principais.

O capitulo 1 trata dos comentarios iniciais, subdivididos em seis seg¢bes que
compreendem os topicos: introdug@o, tema e objetivos, justificativa, método, e estrutura do

trabalho, e limitagdes.

O capitulo 2 consiste em uma solida revisdo bibliografica, contendo um resumo das

principais técnicas estatisticas utilizadas para a resolugdo do problema em questdo e dos

15



resultados obtidos de estudos desenvolvidos por diversos autores. Essa parte € base teorica do
assunto que esta sendo estudado nessa monografia. O item 2.1 apresenta uma introdugdo ao
assunto do uso de graficos de controle com observagdes autocorrelacionadas. O item 2.2
apresenta técnicas para detectar a autocorrelagdo. Na se¢do 2.3 sdo apresentadas as técnicas
para retirar a autocorrelagdo, e subdivide-se em estimacdo de modelos ARIMA e aplicagio dos
graficos de controle para residuos, utilizagdo do grafico EWMA com linha central movel, uso

de EPC, e uso de redes neurais.

No capitulo 3, ¢ composto por um estudo de caso que consiste em analisar o
desempenho de funcionarios de uma companhia elétrica através do uso de grafico de controles.

Nesta parte sao aplicadas as técnicas apropriadas revisadas no capitulo 2 deste trabalho.

O capitulo 4 engloba as considerages finais, conclusdes, indicagdes, sugestdes e

recomendagdes para trabalhos futuros.

1.6 Limitacées

Esse trabalho limita-se a estudar o uso de graficos de controle para os casos em que 0s
dados estdo autocorrelacionados, através de técnicas tais como o ajuste de graficos de séries
temporais de modelos ARIMA, os graficos de controle EWMA com linha central movel, e o
uso de EPC.

Nao faz parte do escopo deste trabalho aprofundar os conhecimentos em técnicas mais
recentes e complexas capazes de solucionar o problema em questdo, como por exemplo 0 uso

de redes neurais e alguns tipos de graficos de ontrole.
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2 REVISAO BIBIOGRAFICA

2.1 Introdug¢ao

Os graficos de controle ou cartas de controle sdo conhecidos pela ampla utilizagdo na
monitoracdo de diversos processos industriais. Entretanto, ultimamente, os graficos de
controle também tém sido utilizados em outros tipos de controles, tais como monitorar o
desempenho de atividades de equipes, monitorar vendas, satisfagdo de clientes ou
procedimentos rotineiros em departamentos dentro de uma empresa, etc. Segundo estudos de
Palm, Rodrigues, Spiring, Wheeler (1997), a diversidade de aplicagao do uso dos graficos de
controle pode ser explicitada em 3 grupos com perspectivas distintas nos métodos de aplica¢io
de gréficos de controle. O grupo 1 esta interessado no geral, em aplicagoes eficazes dos
métodos dos graficos de controle padrao em diferentes campos, industrias, ¢ departamentos
dentro de uma empresa. Esse grupo ¢ motivado pelo fluxo competitivo € mudangas nos
padrdes industriais, e ¢ orientado pelos programas de melhoria de qualidade em larga escala, e
pelo “pensamento estatistico” de Deming. O grupo 2 tem o seu interesse voltado para o
desenvolvimento e aplicagdes de graficos de controle avangados para processos industriais
onde dados “em linha” sdo superabundantes e onde uma resposta rapida para condig¢des fora de
controle ¢ critica. Esse grupo ¢ composto de estatisticos que sdo bem treinados em CEP e
trabalham conjuntamente com engenheiros que possuem conhecimento do processo. Ha um
uso ativo de tecnologia computacional, e € particularmente bem representado em processos
industriais quimicos e de semicondutores. O grupo 3 esta interessado academicamente nos
métodos dos graficos de controle. Esse grupo consiste de pesquisadores nos cursos
académicos de estatistica, engenharia industrial, e departamentos de faculdades de negocios

que desenvolvem variagdes dos graficos de controle que freqiientemente otimizam ou
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melhoram a eficiéncia utilizando métodos estatisticos. Esse grupo freqiientemente contribui

para publicagdes dos periddicos. A figura 1 resume essas trés perspectivas.

Tecnclogia
Entrega de Computacional Dados do
Informagdo processc e
estatistica
computacional
b £
Grupo 1 _Gwpo2
Aplicagtes em geral Oportunidades Tecnoldgicas
A alla
Nova Novo
Aplicagdo problema
Treinamento -
e consulloria Pesquisa
Gruapo 3

Teoarias e métodos

Figura 1. As trés perspectivas de métodos de grdficos de controle, segundo Palm, Rodrigues,

Spiring, Wheeler, 1997

Os graficos de controle servem para monitorar um processo estatisticamente, isto ¢,
verificar se um processo esta sob controle o qual é caracterizado por oscilar aleatoriamente em
torno de uma média e dentro de limites toleraveis estabelecidos ou calculados, chamados de

limites de controle. A figura 2 mostra um tipico grafico de controle.

| Upper contral imit

U

| Center line

Sample guahty charactenishic

| _Lower control fimit

o i A At A o e e e f e mne
|

1

Sample number or time

. EER S SR S

Figura 2. Exemplo de grdfico de controle de Shewhart
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A utilizag@o dos usuais graficos de controle de Shewhart pressupde que os dados sejam
independentes e identicamente distribuidos com distribui¢gdo normal. Uma condig¢@o de “fora de
controle” seria uma mudanga na média ou no desvio padrdo (ou em ambos) para um valor
diferente. Entretanto, quando o processo esta sob controle, a variavel x, em um tempo /, é

representada pelo modelo
X, = +€, 2.1)

onde €, ¢ independente e normalmente distribuido com média zero e desvio padrdo c. Isso €

freqiientemente chamado de “Modelo Shewhart do processo”.

Quando essas suposi¢des estdo satisfeitas, os graficos de controle convencionais podem
ser aplicados, e conclusdes sobre o processo podem ser obtidas. Em algumas situagdes,
quando a suposi¢cdo de normalidade € violada leve ou moderadamente, esses graficos de
controle funcionam razoavelmente bem. Entretanto, quando as observagdes estdo
autocorrelacionadas (figura 3), isto €, ndo sdo independentes, o uso de graficos de controle ndo
possui um bom desempenho, podendo surgir falsos alarmes indicando uma situagiio “fora de
controle” quando na verdade eles sdo devidos a causas naturais de um processo

autocorrelacionado.

X

W
WA L
VAT

,. T

time,!

ligura 3. Exemplo de um processo com observagdes aulocorrelacionadas
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Montgomery (1997) faz uma demonstragdo analitica deste fendmeno (dependéncia ou
autocorrelagdo). Consideremos um sistema simples que consiste em um tanque de volume V,
com entrada e saida de um fluxo de material com uma taxa de fluxo f. Seja w; a concentragio
de um certo material no fluxo de entrada no tempo 7, e x; a correspondente concentra¢do do

fluxo de saida no tempo 7. Supondo homogeneidade dentro do tanque, o relacionamento entre

.

X;ew, €

. dx,
x, :Wf -1 —ca-' (22)

onde 7'=V/f ¢é chamado de tempo constante do sistema. Se o fluxo de entrada experimenta

uma troca de passo de wy num tempo /=0 (por exemplo), entdo a concentra¢do de saida no

tempo / €
%, = w,,(l —e""r) (2.3)

Agora, na pratica, ndo se observa x, continuamente, mas em intervalos de tempo Af

igualmente espagados. Nesse caso,
X, =X, + (W, —x,)1-e*)=aw, +(1-a)x,, (24)
onde a=1-e¢ " .

As propriedades da concentragdo do fluxo de saida x, dependem da concentragio do
fluxo de entrada wy € do intervalo de tempo de amostragem Af. Se € assumido que os valores
w, sdo variaveis aleatorias ndo correlacionadas, entdo a correlagdo entre sucessivos valores de

X, € dada por
p=l-a=e™" (2.5)

Note que se Af for muito maior que 7, p=0. Isto é, se o intervalo entre os Af no fluxo

de saida for muito maior que o tempo constante 7, as observagdes na concentra¢do de saida

serao ndo autocorrelacionadas. Entretanto, se A/ <7, isso ndo acontece.
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2.2 Detectando a autocorrelacdo

Segundo Gujarati (2000), o termo autocorrelagdo pode ser definido como “correlagdao
entre membros de séries de observagdes ordenadas no tempo (como em uma série temporal)
ou no espac¢o (dados de corte)”.

A autocorrelagdo caracteriza uma série temporal ndo-estacionaria, isto €, ndo possui
média ou varidncia constantes ao longo do tempo e a covariancia entre dois periodos de tempo
nao depende apenas da distancia entre os dois periodos.

Podemos detectar a presenga de autocorrelagdo através dos seguintes meios: (i) o
grafico de correlograma, com base no calculo da fungdo de autocorrelagdo (FAC ou ACF —
autocorrelation function) e da fungdo de autocorrelagdo parcial (FACP ou PACF — partial
autocorrelation function), (ii) as estatisticas Q de Box-Pierce, (ii1) e de Ljung-Box, (iv) o teste
da raiz unitaria, (v) o teste da correlagdo cruzada, ou (vi) o teste do periodograma acumulado.

Essas técnicas serdo detalhadas na seqiiéncia.

2.2.1 Grdfico de correlograma

A FAC, indicada por p,, € definida por:

y
p.t = _‘k_ > (26)
Yo
onde:
Y, € a covariancia na defasagem (lag) &, e
Y, € a varidncia.
Por ser um coeficiente de correlagdo, p, varia entre —1 e 1. O estimador de p, é dado
por:
n-k _ _
Z(xr = x)(xr-k '—X') n-k B B
; [ 2. —B)0 s~
r,=—t= . n e . (2.7)
YU 2.6 -%)* bl s
i1 =l
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onde:
x, € o i-ésimo valor da variavel aleatoria X, e
X ¢é a média estimada da variavel X.

A representagdo grafica de », contra k € conhecida como correlograma amostral.

Observado o correlograma, se os valores de autocorrelagdo ndo diminuem rapidamente a
medida que o valor de k£ aumenta, ha, entdo, um indicio de ndo estacionariedade no processo.
Por outro lado, em um processo estacionario, os valores de sua autocorrelacdo a qualquer

defasagem maior que zero € zero. Para testarmos a hipotese de que o verdadeiro valor de p, €

zero, calculamos um intervalo com (1 — a)% de confianga para p,, dado por:

02y omnilfm, (2.8)

onde:

n € o tamanho da amostra, e

Z (1 ay/2 € O valor da distribuigio Normal (0; 1) para uma dada significancia a.

Assim, se um p, estimado se situar dentro do intervalo, ndo rejeitamos a hipotese de
que o verdadeiro p, seja significativamente igual a zero. Caso contrario, rejeitamos a hipotese.

Usualmente, utiliza-se um intervalo de confianga de 95%.

A FACP mede a correlagdo entre as observagoes que sejam k periodos afastados,

depois de remover o efeito dos Xs intermediarios, ou seja, ¢ a correlagdo entre X, e X, ,
depois de remover a influéncia de X, ,,X,,,.X,,,. A FACP também ¢ representada

graficamente através de um correlograma, e indicada por ¢, .

2.2.2 Estatisticas Q de Box-Pierce

Box e Pierce desenvolveram a estatistica Q, para testar a hipotese conjunta de que
todos os coeficientes de autocorrelagdo p, sdo simultaneamente iguais a zero, e definida

Como:.
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= ni e (2.9)

onde:
n € o tamanho da amostra, e
m ¢ a duragdo da defasagem, isto €, a quantidade de defasagens.

A estatistica Q possui, aproximadamente, distribui¢do qui-quadrado com m graus de
liberdade. Se o valor de Q calculado exceder o valor critico de Q tabelado, ao nivel de

significiancia escolhido, rejeitamos a hipétese nula de que todos os p, sdo iguais a zero, isto €,

pelo menos um deles ¢ significativamente diferente de zero, o que indica autocorrelagéo.

2.2.3 Estatistica de Ljung-Box

Outra estatistica variante da estatistica Q de Box-Pierce ¢ a estatistica de Ljung-Box
(LB), que também possui, distribuicdo aproximada qui-quadrado com m graus de liberdade

definida como:

LB =n(n+ 2)Zm:[ 3 J (2.10)

o\n—k

A estatistica LB tem mostrado melhores propriedades (no sentido estatistico) para

amostras pequenas do que a estatistica Q (Gujarati, 2000).

2.2.4 Teste da raiz unitaria

Outro teste para detectar a estacionariedade ¢ o teste da raiz unitaria. Considera-se o

modelo abaixo:
xr=¢xll+833 (ZII)

que €é uma regressdao de primeira ordem, isto €, um AR(1). Se o coeficiente ¢ for igual a 1,
temos o problema da raiz unitaria, ou seja, uma situa¢do de nzo-estacionariedade. Essa

equagdo pode ser alternativamente expressa como:
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Ax, =(0-Dx,_; +¢, =0x,, +¢&,, (2.12)
onde
A é chamado de operador de primeira diferenca, pois Ax, = (x, = ) =g,.

Para verificar a existéncia ou ndo de estacionariedade, testa-se a hipotese de que § =0
ou, equivalentemente, se ¢=1. O valor 7 obtido é conhecido como estatistica T, cujos valores
foram tabulados por Dickey e Fuller com base em simulagdes de Monte Carlo. Porém, essas
tabelas ndo sdo totalmente adequadas, e elas vém sendo ampliadas por MacKinnon. Para
calcular a estatistica T de Dickey Fuller (DF), dividimos o coeficiente p estimado pelo seu erro
padrao e comparamos com os valores tabelados de DF. Se o valor absoluto calculado da
estatistica T exceder os valores criticos absolutos de DF ou MacKinnon-DF, entdo rejeita-se a

hipotese de que 6 =0 ou ¢ =1, isto é, rejeita-se a hipotese de que a série € ndo-estacionaria.

Para expandir o teste para modelos AR(p), onde p > 1, fot criado o teste aumentado de
Dickey-Fuller (ADF), que possui a mesma distribuicdo da estatistica DF, podendo ser
utilizados os mesmos valores criticos. Os valores das estatisticas DF ¢ ADF podem ser

encontrados em Dickey e Fuller (1979), em Fuller (1976) e em MacKinnon (1991), citados em
Gujarati (2000).

2.2.5 Teste da Correlagdo Cruzada

Esse teste consiste na investigagdo da Fungdo de Correlagdao Cruzada (FCC) dada por:

" Zar(xrk"f)
Sy = [ZﬁfZ(x: _f)z ]1;-1

O estimador de s, ¢ dado por

(2.13)

n
Ze:(x: = _i)
A 1=k+1

5, = (2.14)

" ” I
S|

onde e, sdo os residuos dados por
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t % (2'5)

Se para um dado k,, s, tiver valor alto, ha evidéncia de que o modelo seja

inadequado. Com um AR(p) de ordem baixa, pode-se incluir novos termos AR analisando a

FCC. Quando §, ndo se apresentar mais significante, a FAC pode indicar termos de MA

(média movel) a serem incluidos. Se termos de MA sdo incluidos num estagio anterior de

identificagdo, a interpretagdo dos valores altos de \sk| ndo ¢ tdo simples.

2.2.6 Teste do Periodograma Acumulado

Um dos primeiros estimadores a serem propostos da Analise Espectral de séries

temporais, com a finalidade de detectar periodicidade nos dados ¢ dado por:

!c(ﬂ)=il:{z":et 0052—;‘:{!} +[ie‘ sen ZTTU!] :l, (2.16)

chamado periodograma,

1
onde 0 < f, <5

Um pico na freqiiéncia f; indica uma periodicidade no periodo 1/f,. Se e, é ruido

branco, entdo seu espectro ¢ constante e igual a 26> no intervalo [0, 1/ 2], isto &,

1
f",(f):ZGf,,OSfSE. (2.17)
Conseqiientemente
0,f<0
f 1
PN =[PR)dg=120210< <, (2.18)
(1]
1
2 i
G“f*z

onde P (f) ¢é o “espectro acumulado” ou fung¢io de distribui¢do espectral. Uma estimativa de
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P, )/03 ¢ dada por

> LU
C(f,)="—""—62—— (2.19)

e

que € o periodograma acumulado (normalizado). Em um processo de ruido branco, o grafico

de C(f,) X f, estaria em torno da reta que passa pelos pontos (0;0) e (0,5;1). Desvios

i

sistematicos dessa reta sugerem que o modelo ndo ¢ adequado. O teste de Kolmogorov-

Smirnov pode ser usado para verificar a normalidade desses dados.

2.3 Métodos para retirar a autocorrelacao

Para tratar do problema de autocorrelagdo dos dados, Montgomery (1997) propde trés
alternativas: ajuste de um modelo ARIMA (auto-regressivo integrado e de média movel) e
aplicacdo de um grafico de controle padrdo para residuos, os graficos de controle EWMA
(média movel ponderada exponencialmente) com linha central movel, e uso de EPC (Controle
da Engenharia do Processo). Além dessas alternativas, sera revisado sucintamente também o
uso de redes neurais, que tem sido muito utilizado ultimamente. A figura 4 apresenta um

roteiro para a sele¢ao dos graficos de controle.

[ O dados estdo autaconelacionados?
N&o Sim
[ Variveis ou atnbutos? |
Varigveis | plyios Ajustar um modelo ARIMA,
|, aplicar um gfé_ﬁco de
Tamanho da amostra Tipo de dado controle padido [como
% MR, CUSUM, E\wMa)
n>1 n=1 Frai;:an Defeitos [mntage.m] i
T T T o ds T o Uso do EWA com Inha
amanho ‘.‘“"?"" central mavel com limites de
mudanga mudanga mudan a mudanga ootk haseadog Tis
Grande | Pequena  Grande |Pequen0 Grarda Pequenu Giande Pequanu varidncia dos enos de
B ] previsdo
% [Indrviduais]| | Cusum Eusx.m EwMA
MR EWMA EWMA usando ¢, u; ou
usando tempo entie .
s Efiminar a autoconelagdo pelo
uso do Controle da Engenharia

Figura 4. Regras para a sele¢do de grdficos de controle sugeridas por Montgomery, 1997
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2.3.1 Ajustando modelos ARIMA

Um dos tratamentos sugeridos e um dos mais utilizados nos processos com dados
autocorrelacionados e que tem sido Gtil em muitas aplicagdes € o ajuste de um modelo
apropriado de série temporal ARIMA, que remova a autocorrelagdo dos dados. Uma vez
removida a autocorrelagdo a partir desse modelo estimado, pode-se aplicar os graficos de
controle para os residuos, tais como grafico para a média, para os valores individuais, EWMA

ou CUSUM (soma acumulada).

2.3.1.1 Modelo Auto-regressivo de primeira ordem: AR(1)

Suponha-se que a variavel caracteristica x, possa ser ajustada pelo modelo
x, =E+4x,, +, (2.20)

onde £ e § (-1 < ¢ < 1) sdo constantes desconhecidas, e €, ¢é independente e normalmente
distribuido com média zero e desvio padrao ¢. Esse modelo é conhecido como modelo auto-
regressivo de primeira ordem, AR(1), onde as observagdes x, tem média &/(1—¢), desvio
padrio o/(1-¢”)"”, e as observagdes que estdo k periodos separados tém coeficiente de
correlagdo ¢*. Isto ¢, a funcdo autocorrelagio (correlograma) devera cair exponencialmente

(alternando ou nd@o o sinal). Por outro lado, a fungdo de autocorrelagdo parcial devera

apresentar 1 pico significativo, pois, nesse caso, p=1. A figura 5 mostra aspectos de

correlogramas da FAC e da FACP, respectivamente, que sugerem que O processo seja um
AR(1).
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Figura 5. Padrées de correlogramas da FAC e da IFACP, respectivamente, em um processo

AR(1)

Suponha-se que ¢ seja um estimador de ¢, obtido da analise dos dados amostrais do
processo, e que X, seja o valor estimado de x,. Entdo, os residuos ¢, sdo independentes e

aproximadamente normal com média zero e varidncia constante. Assim, os graficos de controle
convencionais poderdo ser aplicados a seqiiéncia dos residuos. Pontos fora de controle ou
modelos ndo usuais nos graficos poderdo indicar que o parametro ¢ foi alterado, sugerindo que

a variavel original x, estava fora de controle. Os parametros do modelo auto-regressivo

poderdo ser estimados pelo método dos minimos quadrados, onde a escolha dos valores de € e

¢ minimiza a soma do quadrado dos erros €,.

2.3.1.2 Modelo Auto-regressivo de segunda ordem: AR(2)

Uma extensdo obvia da equagdo (2.19) pode ser dada por
x1:&+¢'lx:|+¢2xr2+8: (2.21)

que é um modelo auto-regressivo de segunda ordem, um AR(2). Nesse modelo, as
observagdes x, tem média £/(1—¢, —¢,), desvio padrdo ¢]y, + 5y, +2¢,0,7, +o”, e as
observagbes que estdo k periodos separados tém coeficiente de correlag@o¢,p, , +¢,p, ,.

Assim, o correlograma da FAC devera cair exponencialmente (alternando ou ndo o sinal) ou
com um padrdo de onda senoidal amortecida, ou ambos; e a FACP devera apresentar 2 picos

significativos. A figura 6 mostra aspectos de correlogramas da FAC e da FACP,
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respectivamente, que sugerem que o processo seja um AR(2).

Ly I

I'igura 6. Padrdes de correlogramas da I'AC e da FACP, respectivamente, em um processo

AR(2)
2.3.1.3 Modelo Auto-regressivo de ordem p: AR(p)

Generalizando o modelo da equagéo (2.19) para p ordens, obtemos o modelo
X, =E+0%,  +,%, 5 +...+0,X, , +E, (2.22)

0 qual ¢ um modelo auto-regressivo de ordem p, um AR(p). Como pode-se perceber, um
modelo auto-regressivo depende de p observagdes anteriores, ou seja, a observagao x; € gerada
pela média ponderada das p primeiras observa¢des anteriores da variavel. Se o processo é

estacionario, a média ¢ £/(1—¢, ¢, —...—¢),, onde ¢, +¢, +...+¢, <1. O correlograma

da FAC devera cair exponencialmente ou com um padrdo de onda senoidal amortecida, ou
ambos, e o correlograma da FACP devera apresentar picos significativos através das

defasagens p, que indicara a ordem do modelo AR.
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2.3.1.4 Modelo de Média Movel de primeira ordem: MA(1)

Suponha-se que a modelo que observagdo x; dependa ndo dos seu valores anteriores,

mas da componente aleatoria €,, como na equagao abaixo.
x, =p+e, — 08, (2.23)
onde u e 0 sdo constantes desconhecidas.

Este modelo ¢ chamado de modelo de média movel de primeira ordem, um MA(1).
Nesse modelo, a correlagio entre x, ¢ x,, ¢ p, =—0/(1+8%), e zero para todas as outras
defasagens. O correlograma da FAC apresentara um pico significativo, pois ¢ = 1 entretanto, o
correlograma da FACP declinara exponencialmente (alternando ou nao o sinal). A figura 7

mostra aspectos de correlogramas da FAC e da FACP, respectivamente, de um processo
MA(1).

T—

L1

Ei}t

Figura 7. Padroes de correlogramas da FAC e da FACP, respectivamente, em um processo

MA(1)
2.3.1.5 Modelo de Média Movel de segunda ordem: MA(2)

Uma extensdo do modelo da equagao (2.23) pode ser dado por
x,=u+g, —-0g,,-0¢ , (2.24)

que ¢ um modelo de média moével de segunda ordem, um MA(2). Nesse modelo, os

coeficientes de autocorrelagio sio dados por p,=-0,(1-0,)/1+0] +0} ¢ por
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p, =—0,/(1+6] +02). O correlograma da FAC apresentara 2 picos significativos, pois ¢ = 2
entretanto, o correlograma da FACP declinard exponencialmente (alternando ou ndo o sinal)
ou apresentara o formato de uma onda senoidal amortecida. A figura 8 mostra aspectos de

correlogramas da FAC e da FACP, respectivamente, de um processo MA(2).
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ligura 8. Padroes de correlogramas da I'AC e da I'ACP, respectivamente, em um processo

MA(2)
2.3.1.6 Modelo de Média Movel de ordem q: MA(q)

Generalizando o modelo da equag@o (2.23) para ¢ ordens, obtemos o modelo

X =p¥8, 08, —08,5 ——08, (2.25)

que ¢ um modelo de média movel de ordem p. Pode-se perceber que cada observagao é gerada
por uma média ponderada do valor presente e de ¢ valores passados de um processo de ruido
branco. O modelo de média movel é sempre estacionario e possui média . Assim, o termo do
erro €,, que possui média 1 e varidncia 6 e tem valores que sdo ndo autocorrelacionados, é
chamado de ruido branco. Comparando com o modelo AR, os correlogramas se invertem: o
correlograma da FAC devera apresentar picos significativos através das defasagens ¢, que

indicara a ordem do modelo MA, e o correlograma da FACP devera cair exponencialmente ou

com um padrio de onda senoidal amortecida.
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2.3.1.7 Modelo Auto-regressivo de Média Movel

Uma combinagdo dos modelos AR(p) e MA(q) resulta em um modelo auto-regressivo
e de média movel, ou seja, um ARMA(p,q) . Um modelo auto-regressivo de média movel de

primeira ordem, um ARMAC(1,1), é representado pela equagao
x =€y, +e, —08,,. (2.26)

Um processo ARMA(p,q) € estacionario, ou seja, possui média constante ao longo do
tempo. Os correlogramas desse processo, tanto da FAC como da FACP, decaem
exponencialmente (positivamente ou negativamente, ou alternado entre os dois). A figura 9

apresenta os aspectos de correlogramas da FAC e da FACP, respectivamente, de um processo
ARMA(1,1).

Jlllfu... \I!!{
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Figura 9. Padroes de correlogramas da I'AC e da FACP, respectivamente, em um processo

ARMA(1,1)
2.3.1.8 Modelo Auto-regressivo Integrado e de Média Movel

Quando o processo € ndo estacionario, a combinagdo entre os modelos auto-

regressivos ¢ de média movel, resulta em um modelo ARIMA(p,d.q), onde d é o nimero de
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diferengas necessarias para tornar a série estacionaria. O modelo abaixo ¢ um ARIMA(1,1,1).
X, =x,,+€ —6g,_, (2.27)

Esse modelo descreve um procedimento ndo-estacionario (a variavel x, segue uma

tendéncia, como se ndo existisse um valor fixo para a média). Isso freqiientemente ocorre em

processos industriais e quimicos quando x, €é um processo de saida ndo controlavel, isto é,

quando ndo ha agdes que possam ser feitas para o controle da variavel a fim de atingir o valor

objetivo.

Segundo Fischer (1982), na pratica, a maioria das séries ndo estacionarias pode ser
modelada por um d = [/ ouumd = 2, 08 quais caracterizam a série quanto ao nivel e/ou quanto
a inclinagdo. Necessita-se de d = / quando a série € ndo estacionaria quanto ao nivel do
processo, isto €, quando o comportamento da série oscila em torno de uma média durante um
certo periodo de tempo e depois ocorre uma mudanga na média da série que passa a oscilar em
torno dessa nova média, sem que haja uma troca significativa na dire¢do da série. Nesse caso,
diz-se que a série € ndo estacionaria de grau um ou que apresenta uma tendéncia estocastica
em relagdo ao nivel da série. Por outro lado, necessita-se de d ~ 2 quando a série é ndo
estacionaria também quanto a inclinagdo, ou seja, quando o comportamento da série oscila em

uma dire¢@o por um certo periodo, e depois muda para outra diregdo.

Um resumo comparativo do comportamento das FAC e FACP em um processo

ARIMA(p.d,q) pode ser visto na tabela 1.
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i e S S———

Ordem (1,d,0) (0,d,1)
comportamento  decai somente p, #0
exponencialmente

do correlograma

da FAC

comportamento  somente ¢,, # 0 decai
exponencialmente

do correlograma

da FACP

estimativas b=p, -0
p] = 9 ]

iniciais i

regido de -1<¢<l1 -1<06<1

admissibilidade

240

mistura de
exponenciais ou ondas
senoides amortecidas

somente ¢,, #0 e
¢ #0

[ p-p,)

(I)l: ! 22
1-p;

) 2

¢2 =p2 _pl
1-p;

(-1<¢, <1

‘¢z “¢'1 <1

9, +0, <1

(0,d,2)

somente p, #0 e
p,#0

mistura de
exponenciais ou ondas
sendides amortecidas

:_91(1_91)
' 1+6? +02
__ -~
e T 1+02 +02
-1<0, <1
92 _91 <1
0, +0, <1

(ld])

decai exponencialmente

apos o lag 1

decai exponencialmente

apos o lag 1

_(1-¢6)6-6)
bo1+0%-2¢0 "
pzzpld:’

-1<¢<l1, -1<06<1

Tabela 1. Comparativo de comportamento das FAC e FACP de um processo ARIMA(p,d,q), segundo Moretin e Toloi (1985).

34



A estimagdo de um modelo ARIMA pode ser feita através de uma metodologia
desenvolyida por Box e Jenkins (1970), chamada de metodologia Box-Jenkins para modelos
ARIMA. Essa metodologia consiste em 3 fases: Identificagdo (onde se preparam os dados, e se
selecionam os modelos), estimagdo e teste (onde se estimam os modelos e sdo realizados testes
de diagnosticos para selecionar o melhor modelo: caso os modelos ndo sejam adequados,
retorna-se a fase da identificagdo), e a aplicagao (onde se faz as previsoes). A figura 10 resume
as etapas dessa metodologia, em uma representagdao esquematica sugerida por Makridaskis

(1998).

Fase I Preparagio dos dados

Identificagiio e Transformar dados para
estabilzar a varidncia

e Diferenciar dados para obter
sérics estaciondrias

Sele¢ao do modelo

e [ixaminar dados, ACF ¢ PACF
para identificar potenciais
modelos

A

Fase 11 Estimagio

Estimagdo e Estimar parimetros nos

¢ leste potenciais modelos

e Selecionar o melhor modclo
usando crit¢rios adequados

Diagnésticos

e Checar ACF/PACY dos residuos
e [azer teste de residuos

e (s residuos sfio “ruido branco™?

NAO
e — sy — - - —
h
Fase II1 Previsiio
Aplicagio e Usar o modclo para fazer
previsbes

Figura 10. Representagdo esquematica da metodologia Box-Jenkins para modelos ARIMA

Para Moretin e Toloi (1985), a fase critica dessa metodologia € a identifica¢do, pois é
possivel que varios pesquisadores identifiquem modelos diferentes para uma mesma série
temporal. Entretanto, um procedimento que muitas vezes € utilizado, € identificar ndo s6 um

tnico modelo, mas alguns modelos para serem estimados e verificados. Um critério de decisio
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recomendado, se o proposito da estimagdo for previsdo, € escolher o modelo ajustado que

fornecer o menor erro quadratico médio de previséo.

Existem outros critérios alternativos para identificar as ordens p e ¢ de um modelo
ARIMA, dentre os quais destacam-se os critérios: (i) AIC, (ii) BIC, (ii))¢(p,q) (iv) FPE, (v)
CAT, (vi) critério de Anderson (1963), (vii) critério de Gray, Kelley, e Mcintire (1978), (viii)
critério de Nerlove, Grether e Carvalho (1979), e (ix) FACIL. A seguir, encontra-se uma sintese

de cada um deles, citados em Moretin e Toloi (1985).

Akaike (1973, 1974) sugere escolher 0 modelo tal que p e ¢ minimizem o critério AIC

(Akaike Information Criterium) dado por

AIC(p,d,q)=nlog&? + "dZ(p+q+l+6d0)+ nlog 21+ n (2.28)
n-—
L.di=10
onde 8 4, =1’
0,d#0

Alternativamente, existe o critério BIC, sugerido por Akaike (1977), Rissanem (1978)
e Schwarz (1978), dado por

BIC(p,q) =1og6’ +(p +q)logn/n (2.29)
e o critério ¢(p, q), sugerido por Hannan e Quinn (1979), dado por
&(p,q)=logS’ +(p +q)cloglogn/n, c>2 (2.30)

Para o caso de modelos AR(p), Akaike (1969) sugere o critério FPE (final prediction

error), onde a ordem p € aquela que minimiza

F‘P!s‘(k):[l +-;i][] —5] 8*k), E- K, (2.31)
n n

k -~
onde S”(k)=c, =D b,c, .
=]

Parzen (1976) também sugeriu um critério para o caso de AR(p), o CAT (criterion

auloregressive transfer function), no qual a ordem p minimiza
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- 1 E&n—-j n-
CAT(p)=-Y =L -2 F

n2 2
ni5 nGé; NG,

(2.32)

Um procedimento de decisdo multipla no caso de AR(p) foi desenvolvido por
Anderson (1963). O procedimento consiste em testar sequencialmente os coeficientes do
modelo onde é estabelecido a priori que a verdadeira ordem p* do modelo satisfaz

m < p*<M . Detalhes sobre esses testes, que sdo baseados na estatistica 7 de Student, podem

ser encontrados em Anderson (1976) ¢ Mentz et al. (1980).

Um procedimento de identificagdo de modelos ARMA, através de inspe¢do de matrizes

apropriadas, calculadas em fung¢do das autocorrelagdes, € apresentado por Gray, Kelley, e
Mcintire (1978).

Um procedimento alternativo para identificar modelos ARIMA a partir somente das
autocorrelagdes, desenvolvido por Nerlove, Grether e Carvalho (1979), consiste em tentar
separar as partes AR e MA do processo, transformando a série original de tal forma que ela

possa ser aproximada por um processo MA puro.

Cleveland (1972) introduziu a fung¢éo de autocorrelacao inversa (FACI), que é definida
em termos do reciproco do espectro da série. Chatfield (1979) apresenta um tratamento mais

intuitivo, e McClave (1978) e McLeod et al. (1977) apresentam aplicacdes.

Apos selecionar o modelo, deve-se verificar se ele representa ou ndo corretamente os
dados. Se houver a suspeita de que um modelo mais elaborado (com mais pardmetros) é
necessario, pode-se utilizar uma técnica chamada de superajustamento, que estima o modelo
com parametros extras e verifica se eles sdo significativos e se a varidncia residual diminui

significativamente.

A verificagdo do modelo ajustado pode ser feita pela analise dos residuos (erros): se o
modelo for adequado, os residuos constituirdo um ruido branco. Essa e outras técnicas

utilizadas para a verifica¢@o, estdo descritas na se¢fo 2.2 dessa monografia.
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2.3.2 Aplicagées de grificos de controle apos a estimagdo de um modelo ARIMA

Depois de aplicar um modelo ARIMA adequado nos dados do processo, com o
objetivo de remover a autocorrelagido e obter os residuos conhecidos como “ruido branco”, ¢
necessario aplicar um tipo de grafico de controle para monitorar o processo. Uma das mais
importantes propriedades estudadas pelos pesquisadores na escolha de um grafico para
controle dos residuos é a distribuigdio do comprimento de corrida (RLD — run-length
distribution). O RL é o nimero de amostras ou observagdes necessarias para o grafico
sinalizar um estado fora de controle ou emitir um alarme falso (no caso de mudanga na média).
O conhecimento da distribui¢ao RL permite estimar a ARL — quantidade média de amostras ou
observagdes para que o grafico sinalize um estado fora de controle ou emita um alarme falso —
e o SRL ou SDRL - o desvio padrao de RL. Normalmente deseja-se que a ARL seja grande
quando ndo ha causas especiais, € pequena quando hd (para que se possa identifica-la mais
rapidamente). O conhecimento de ARL para uma particular causa especial (usualmente uma

mudanga na média do processo) permite desenvolver um grafico de controle mais eficaz.

Entre os graficos de controle, destacam-se: (i) grafico de residuos, (i) CUSUM, (iii)
EWMA, (iv) graficos de controle A ... € A (v) grafico com intervalo variavel, (vi) grafico

ARMA, e (vii) o método da estimagdo conjunta.

2.3.2.1 Grdfico de causa especial ou grafico de residuos (special-cause chart, SCC)

O grafico de causa especial (SCC) ¢ um grafico tradicional de Shewhart para residuos.
Enquanto que o grafico tradicional de Shewhart monitora as observagdes, o0 SCC monitora os
residuos ou erros, que sdo a diferenga entre os valores observados e os valores estimados pelo

modelo ajustado.

Wardell, Moskowitz, e Plante (1994) deduziram uma distribui¢io RL de grafico de
causa especial (SCC) proposto por Alwan e Roberts (1988), dado que a causa especial a ser
detectada é uma mudanga na média do processo. Ambas solugdes recursivas e de forma
fechada sdo deduzidas para a distribui¢do RL, o ARL e o SRL para qualquer processo AR(p),
e solugdes aproximadas sdo deduzidas para o processo mais geral ARMA(p,q). As expressdes
deduzidas ndo dependem do tipo de mudanga da média do processo (por exemplo, se € uma

mudanga pequena, ou uma mudanga brusca, etc). Os resultados mostram que ARL e SRL dos
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graficos de controle de residuos sdo relativamente menores quando o processo € mais
negativamente do que positivamente autocorrelacionado. Desconsiderando o sinal da
autocorrelagio, a forma da fungdo massa de probabilidade do RL revela que a probabilidade de
detectar mudangas antecipadamente é substancialmente superior para o SCC do que para os
mais tradicionais graficos de controle. Uma detec¢do antecipada faz com que a causa do
indicio seja identificada facilmente, resultando numa maior rapidez na implantagdo continua da
qualidade. Uma das conclusdes obtidas foi que o SCC ndo € necessariamente o melhor grafico
para o uso em todo tipo de processo autocorrelacionado. Em alguns casos, graficos
convencionais de controle, como Shewhart ou EWMA, possuem bons resultados quando o
processo € autocorrelacionado positivamente e sdo freqiientemente melhor em termos de ARL

(porque sdo faceis de implantar).

Programas em linguagem FORTRAN foram desenvolvidos com base na metodologia
desenvolvida por Wardell, Moskowitz, e Plante (1994) para o calculo da distribui¢do RL, da
ARL e da SDRL para graficos de controle de residuos. RLD, ARL e SDRL sdo calculados
para processos que possam ser modelados por AR(1), MA(1) e ARMA(p, 1), dado que a causa

especial a ser detectada € uma pequena mudanga na média do processo.

Runger (2002) realizou um estudo recente sobre qual o tipo de grafico de controle
utilizar (para observagdes ou residuos) nos casos de processos com causas especiais e
autocorrelagdes. Um grafico de controle baseado nas observagdes pode ser eficiente para o
CEP, mas seu sucesso depende do modelo de séries temporais. Essa caracterizagdo produz
introspecgdo na pesquisa que compara graficos baseados nos residuos com graficos baseados
nos dados puros. A contribui¢io do artigo esta no uso de um modelo de perturba¢do
fisicamente realistico que difere daquele na maioria das pesquisas de autocorrelagdo em CEP.
Além disso, € logico que um grafico de controle baseado nos residuos ¢ preferido em geral
para esse modelo. Entretanto, ha casos nos quais um grafico de controle baseado nos dados
originais pode ser tdao eficaz quanto um baseado nos residuos. O mesmo raciocinio simples ¢
entdao usado para ilustrar as desvantagens dos métodos de aproximagao que usam um preditor
EWMA e as vantagens de um método de distribui¢ao livre (model free) baseado em médias de

grupos.
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2.3.2.2 Grdficos CUSUM

Os graficos de controle para média e para os valores individuais ndo sdo eficazes para
detectar uma mudanga pequena na média de um processo, isto é, mudancas menores que 1,5¢
na média. Nessas situagOes, ¢ eficaz utilizar o grafico de soma acumulada (CUSUM —
Cumulative Sum), apesar de ndo ser um grafico de controle por ndo ter limites de controle. A

estimativa da soma acumulada da i-ésima observagao € dada por
C,=).(X;, — 1), para nx1 (2.33)
J=1

onde X, € a média da j-ésima amostra, no caso de um grafico CUSUM para monitorar a

média, e € a j-ésima observagio no caso de um grafico CUSUM para monitorar as observagdes

individuais.

Nota-se que o grafico CUSUM incorpora a seqiiéncia da informagdo dos valores
amostrais por plotar a soma acumulada dos desvios em torno da média. Montgomery (1997)
fez um estudo simulado de 30 observacdes normalmente distribuidas, sendo as 20 primeiras
com média 10 e desvio padrdo 1, e as 10 Gltimas com média 11 e desvio padrdo 1, ou seja,
uma mudanga da média do processo em 1 desvio padrdo, a qual um grafico tradicional de
controle ndo detectaria. A figura 11 apresenta o comportamento do grafico CUSUM para esse

estudo simulado. Verifica-se que o grafico consegue facilmente detectar a mudanga na média.

Figura 11. I'xemplo de grafico CUSUM para detectar mudancas pequenas na média de um

Processo.
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Existem ainda mais duas maneiras de representar um grafico CUSUM: o CUSUM
tabular (ou algoritmico), e a mascara V (V-mask) de um CUSUM. Entretanto, Montgomery

(1997) mostra que a maneira “tabular” ¢ a mais eficaz dessas duas.

O grafico CUSUM tabular pode ser feito tanto para a média quanto para os valores
individuais. A construgdo desse grafico ¢ dada através do calculo de desvios da média que

estdo acima do alvo pela estatistica C,' e abaixo do alvo pela estatistica C; As estatisticas C

e C, s@o chamadas de laterais superior e inferior do CUSUM, e sdo, respectivamente, dadas

por
C; =max|o,x, —(u, +K)+C},]. e (2.34)
¢, =max|o,(u, —K)—x, +C, ], (2.35)
onde os valores iniciais para i=/ sdo zero, ¢ K é chamado de valor de referéncia.

Se a mudanga da média ¢ expressa em unidades de desvio padrdo, como pu, =p, + 8o,

entdo

K==l 0l (2.36)

Se C, ou C, excede o intervalo de decisdo H, o processo esta fora de controle. Um

valor razoavel para /1 é 5c. A figura 12 ilustra um processo com o grafico CUSUM tabular

para o estudo simulado de Montgomery (1997).

Figura 12. I'xxemplo de grdfico CUSUM tabular.
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Para identificar quando ocorreu a mudanga da média, olha-se o primeiro ponto fora de
controle e diminui-se do valor de N' ou de N . O valor de N' ou de N ¢ dado pela
quantidade de observagdes consecutivas positivas ou negativas. No exemplo do grafico, a

mudanga da média provavelmente ocorreu na observagao 29 —-7=22.

Montgomery (1997) apresenta um estudo de ARL para esse grafico e argumenta que as

escolhas de K e H devem ser feitas para proporcionar um bom desempenho do ARL.

O outro grafico proposto é grafico obtido através do método da mascara V, que é

aplicado a valores sucessivos da estatistica CUSUM
C,=Y (x —1o) (2.37)
j=1 G

A estrutura da mascara V ¢ apresentada na figura 13.

Figura 13. I'strutura da mascara V

O procedimento do grafico de controle CUSUM Mascara V consiste em colocar o
ponto O no ultimo valor de (', e tragar uma linha OP paralela ao eixo horizontal. O
desempenho do grafico ¢ determinado pela distancia ¢ e pelo angulo 6. Montgomery (1997)

sugere que esses parametros sejam calculados, respectivamente, por

d= [%} ln[ﬂ] , € por (2.38)
o o
A3
0 = tan [ZA]' (2.39)
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onde 4 é a distincia horizontal na Mascara V entre os pontos sucessivos, em termos da
unidade de distancia da escala vertical, 2cc é a maior probabilidade permissivel de um sinal
quando a média do processo esta no alve (um alarme falso); e B € a probabilidade de ndo
detectar uma mudanga em 8. Quando 3 € pequeno, d pode ser calculado por

_ In(a)
d = = (2.40)

A figura 14 mostra o desempenho desse grafico com os dados do estudo simulado de

Montgomery (1997).
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Figura 14. Iixemplo de grafico CUSUM Mascara V.

Algumas desvantagens sdo encontradas nesse tipo de grafico: a mascara V ¢ bilateral,
ndo sendo muito Gtil para processos unilaterais; a técnica chamada de método do comego pelo
topo (headstart feature) ndo pode ser utilizado; dificuldades na interpretag¢do; e ambigiiidade

associada com os parametros a. e 3.

Yashchin (1993) examinou um método que possibilita estimar a distribui¢io RL de um
método de controle CUSUM quando o dado subjacente apresenta correlagdo serial moderada.
E demonstrado que problemas envolvendo monitoramento de dados correlacionados
serialmente exigem a aplicagio de um método. E mostrado que pode-se substituir a seqiiéncia
de observagdes por uma seqiiéncia 7id para os quais a distribui¢do RL é aproximadamente a
mesma. O métado ¢ simples de aplicar, produz resultados exatos quando ndo ha correlagio
serial presente, € conduz a aproximagdes de boa qualidade quando a magnitude da correlagdo

serial ndo € tdo grande, especialmente para processos Gaussianos (distribuigdo Normal). Os
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exemplos incluidos ilustram como o método proposto pode ser usado em um grafico CUSUM
para a média e para o desvio padrdo. Analogamente, podemos usa-lo para controlar outros
tipos de graficos de controle CUSUM. Quando a proporg¢do da varidncia na seqiiéncia de
controle {X;} explicada pela presenga de correlagdo serial ¢ muito alta (acima de 25%), ndo se
deve tentar controlar a sua média pela aplicagdo do procedimento de Page (1954) diretamente,
que ¢ o método CUSUM. Em vez disso, deve-se primeiro transformar {X;} para reduzir a
magnitude da correlagio serial e entao aplicar esse procedimento para a seqiiéncia
transformada. O método proposto € entdo usado para encontrar os parametros apropriados
para esse procedimento. Em muitas aplicagdes industriais o proposito de um conjunto de dados
¢ conduzir o processo para o seu respectivo alvo com variabilidade pequena. Em situagdes
semelhantes, a presenga de uma correlag@o serial estavel, as vezes, produz uma oportunidade
para introduzir uma sistematica feedforward-feedback de agdo corretiva que reduzira o desvio
do processo em torno da média. Quando relevante, aplicagdes de métodos descritos na

literatura EPC poderdo ser usadas.

Quando observagdes do processo estdo autocorrelacionadas, o desempenho do grafico
CUSUM ndo ¢ eficiente. Para eliminar o efeito da autocorrelagdo na monitoragdo da mudanga
na média, o grafico CUSUM ¢ tipicamente aplicado nos residuos do modelo da série temporal
para o processo. Como uma alternativa, Atienza, Tang, e Ang (2002) desenvolveram um
método CUSUM para detectar uma mudanga pequena na média do processo que utiliza
observagdes de um processo autocorrelacionado. As analises mostram que o desempenho do
método proposto € muito competitivo quando comparado com os graficos Shewhart e
CUSUM baseados nos residuos. O grafico de controle proposto por Shewhart (1932) ¢é
conhecido por ser o melhor para detectar mudancas grandes na média; por outro lado, os
graficos CUSUM, de Page (1953) e EWMA, de Roberts (1959) sao melhores para detectar
mudangas pequenas na média do processo. Na analise do desempenho desse método CUSUM

proposto, o foco era a detec¢ao de mudangas na média de um processo AR(1) com ¢p=>1.

Também foram analisados o comportamento do grafico V e o desempenho da ARL. Dentre as
conclusdes, destaca-se que o esquema CUSUM proposto ¢ menos sensivel para especificagoes

de ¢ quando o processo é fracamente autocorrelacionado positivamente do que quando o

processo ¢ fortemente autocorrelacionado positivamente.

Lu e Reynolds (2001) investigaram graficos CUSUM baseados em observagoes e
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graficos CUSUM baseados nos residuos, e mostraram que, para niveis moderados de
autocorrelagdo, ambos os tipos de grafico CUSUM necessitam quase a mesma quantidade de
tempo para detectar mudangas na média dos processos. Para niveis altos de autocorrelagio, os
dois tipos dos graficos CUSUM possuem desempenho similarmente para mudanga pequena na
média, mas o CUSUM dos residuos é um pouco melhor que o CUSUM de observagdes para
mudangas grandes na média. Os graficos CUSUM foram comparados com os graficos EWMA
baseados nas observagoes e nos residuos. O desempenho dos graficos EWMA na detecgao de
mudangas na média do processo € similar ao desempenho dos graficos CUSUM. Assim, para
aplicagdes praticas, a escolha entre os graficos CUSUM e EWMA podem ser baseadas em
outros fatores tal como facilidade de interpretagdo. Os resultados obtidos por ambos graficos
CUSUM e EWMA mostram que € satisfatorio usar um grafico baseado nas observagoes
originais, preferivelmente que o de residuos, a ndo ser que o grau da autocorrelagdo seja
relativamente alto. A maioria dos profissionais provavelmente preferira usar um grafico
baseado nas observagdes originais, pois esse grafico é mais facil de interpretar do que um

baseado nos residuos.

Lu e Reynolds (2001) mostraram que a autocorrelagdo tem um efeito muito significante
em graficos de controle baseados nas observagdes originais. Assim, para um grafico baseado
nas observagoes originais, € necessario calcular para a autocorrelagdo de ambos na estimagao
do desvio padrdo do processo e na determinagdo dos limites de controle. Além do que, para
niveis elevados de autocorrelagdo, isso pode ser util para aumentar o 8/2 no grafico de
observagdes CUSUM e A no gréfico de observagdes EWMA para obter um bom desempenho
na detec¢dao de mudangas no processo. Um efeito importante da autocorrelagio é que torna as
mudangas pequenas na média do processo mais dificil de detectar do que no caso de
observagdes independentes. Essa € a razdo pela qual pode ser recomendavel aumentar o §/2
no grafico de observagdes CUSUM e A no grafico de observagdes EWMA. Quando ha
autocorrela¢io significante, mudangas pequenas na meédia do processo n3o podem ser
detectadas em um tempo razoavel usando algum valor de §/2 e de A. Assim, ajustar o grafico
para detectar mudangas pequenas piorara o desempenho para mudangas grandes, sem oferecer

uma capacidade razoavel de detecgdo para mudangas pequenas.
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2.3.2.3 Grdficos EWMA

Montgomery e Mastrangelo (1991) sugeriram um procedimento de aproximagao
baseado nos graficos de controle EWMA (média movel ponderada exponencialmente). Eles o
utilizaram pelo fato de que o EWMA pode ser utilizado em certas situagdes onde os dados
estdo autocorrelacionados. Suponha-se que o processo possa ser modelado por um modelo do
tipo ARIMA. Pode ser facilmente mostrado que o EWMA com A=1-0 ¢ o otimizador da

previsio um passo a diante para esse processo. Isto €, se ¥,,,(/) é o valor previsto para a

observagdo no periodo i + / feito até o final do periodo 7, entdo
¥, D=z (2.41)
onde z, = Ax, +(1-24)z, , ¢ o EWMA. A seqiiéncia dos erros de previsdo um passo a diante
e, =x,~%{-1) (2.42)

¢ independente e identicamente distribuida com média zero. Assim, os gréficos de controle
podem ser aplicados a essa seqiiéncia de erros de previsdo um passo a diante, O parametro A

(ou equivalentemente, 0) devera ser encontrado pela minimizagdo da soma dos quadrados dos

erros e, , como pode-se ver na figura 15.

fresioua! sum of sguacs

P e -

a1 02 03 G4 05 L‘n ’ ? J‘f U;‘ .1....0

Figura 15. Exemplo de relacionamento entre a soma dos quadrados dos erros de previsdo um

passo a diante (eixo das ordenadas) e o valor de lambda (eixo das abscissas)

Os limites superior e inferior de controle para o grafico EWMA s3o dados,

respectivamente, por
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UCL =p, + LGJE—}E—)L [1 (- x)z'] (2.43)

UCL =13, ~ LU\IE% h-@-a] (2.44)

onde Z ¢ a largura dos limites de controle.

A figura 16 apresenta o grafico de controle EWMA para os dados do estudo simulado
de Montgomery (1997). Percebe-se uma mudanga brusca no comportamento do grafico a

partir da observagao 23.

EWMA chart tor Evanple 7-2
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Figura 16. I'xemplo de Grdfico de Controle IEWMA

Lu e Reynolds (1999) estudaram o problema do monitoramento da média em graficos
de Shewhart e EWMA com observagdes autocorrelacionadas. O objetivo concentrava-se em
avaliar o desempenho estatistica desses graficos e sugerir recomendagdes que possam ser
utilizadas em aplicagbes praticas. Para obten¢do de resultados numéricos foi utilizado um
modelo simples de séries temporais, um AR(1), com um erro aleatorio adicional. Uma
conclusdo geral obtida nesse estudo € que monitorar um processo desse tipo ¢é
consideravelmente mais dificil que monitorar um processo no qual as observagdes podem ser
modeladas como variaveis aleatorias normais independentes. Uma razao para essa dificuldade é
que a autocorrelagdo parece mascarar mudangas pequenas da média. Para um nivel de
autocorrelagdo razoavelmente alto, o tempo necessario para detectar uma mudanga na média,
no qual ¢ uma dada fra¢do do desvio padrdo do processo, é muito maior do que para a mesma

mudanga no caso de independéncia. Outra razdo ¢ que o planejamento de um grafico para
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alcangar as propriedades desejadas requer um processo mais sofisticado do modelo e dos
parametros estimados e um conjunto de dados iniciais maior do que no caso de independéncia.
Adaptar um grafico de controle para monitorar um processo usualmente requer pardmetros
estimados usando um conjunto de dados iniciais, calculando os limites de controle, verificando
se o processo estava estavel quando os dados foram obtidos, e entdo usando os limites de
controle para monitoramentos futuros. Para o caso de independéncia e normalidade nos dados,
ha no maximo dois pardmetros para estimar, e o processo de ajuste do grafico € explicado em
varios livros textos. Para situagdes onde a autocorrelagdo € significante, ndo parece haver
nenhuma alternativa para tentar modelar essa autocorrelagdo em algum modo. Apesar de que
softwares para ajustar um modelo de séries temporais sejam amplamente disponiveis, o
processo de selegdo do modelo e de ajuste requer mais sofisticagdo por parte do usuario. No
caso de observagdes independentes, uma pratica comum € eliminar os pontos do grupo de
dados iniciais que estdo fora dos limites de controle e para que as causas possam ser
identificadas. Entdo, os parametros do processo sdo re-estimados. No caso de dados
autocorrelacionados, o processo de identificacio de dados que ndo seguem o modelo de

controle assumido pode ser muito mais dificil que no caso de dados independentes.

O tamanho do grupo de dados iniciais utilizados para estimar os pardmetros do
processo € uma informag¢do importante assim como no caso de observagdes independentes. Os
resultados apresentados por Lu e Reynolds (1999) mostram que essa informagdo € mais critica
quando ajustada por um modelo de séries temporais. Em particular, um grupo de dados iniciais
muito grande € requerido para que as propriedades dos graficos de controle com os pardmetros
estimados do processo sejam similares aquelas calculados sob a suposi¢do de que os
pardmetros sejam conhecidos. O tamanho do grupo de dados necessarios é muito maior que o
usado tradicionalmente para a construgdo dos graficos de controle. Em muitas aplica¢des
praticas, grupos de dados muito grandes n3o estdo disponiveis; desse modo, ha uma
necessidade para mais pesquisa e desenvolvimento de trabalho na monitoragdo de
procedimentos os quais ndo sdo altamente sensiveis para modelos com falhas de especificagdo

€ para erros nos parametros estimados.

Lu e Reynolds (1999) também estudaram simultaneamente o monitoramento da média
e da variancia de processos autocorrelacionados considerando o ajuste por um modelo AR(1)

mais um erro aleatoério e compararam o desempenho dos graficos de Shewhart e EWMA.
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Nesse caso, o problema da monitoragdo € mais complicado porque o modelo utilizado envolve
varios pardmetros: a média global, dois pardmetros de varidncia e 0 parametro auto-regressivo.
Em algumas aplicagGes, uma mudanga no processo pode afetar um desses parametros ou uma
combinagdo desses pardmetros. Por exemplo, em um processo de grupos, uma causa especial
pode produzir um aumento na variabilidade dentro do grupo, na variabilidade entre grupos ou
ambos. Em muitas aplicagdes praticas ¢ importante saber os pardmetros que foram mudados,

pois assim seria mais facil de identificar a causa.

Muitos pesquisadores da area tém estudado o monitoramento da média na presenga de
autocorrelagdo. Entretanto, o estudo de Lu e Reynolds (1999) considera o monitoramento da
varidncia e também simultaneamente a varidncia e a média. O desempenho relativo dos
diferentes graficos de controle depende dos valores dos pardmetros do modelo do processo e
do tipo e da magnitude das possiveis mudangas do processo. Em geral, nenhum grafico de
controle simples tera um desempenho O0timo a uma ampla variedade de situagtes. Entretanto,
um grafico de controle pode ser escolhido por ter um bom desempenho a um tipo € a uma
magnitude particulares da mudanga do processo. Muitos métodos tém sido identificados por
funcionar razoavelmente bem em uma variedade de situagdes. Lu e Reynolds (1999)
concluiram, baseados em propriedades estatisticas e facilidade de interpretagdo, que o método
que utiliza simultaneamente um grafico de residuos de Shewhart e um grafico EWMA de

observagdes pode ser recomendado para o caso de correlagdo baixa ou moderada.

Crowder (1987) desenvolveu um método simples para o estudo de distribuigdes RL em
graficos EWMA em processos independentes e identicamente distribuidos com distribui¢do
normal, através do uso de equagGes integrais para a tabulacdo de momentos de RLD. Segundo
ele, a aproximagdo por essas equacdes da uma expressdo exata para momentos de um RL
associado com um esquema EWMA. O procedimento pode ser estendido para muitos casos de

distribui¢do ndo-normal para versoes unilaterais do grafico EWMA.

Wieringa (1999) estudou o desempenho do ARL em graficos CUSUM para a média e
comparou com as curvas dos graficos ARL dos graficos de Shewhart e EWMA. Ele também
comparou as curvas dos graficos ARL em processos AR(1) com o caso de observa¢oes

independentes e identicamente distribuidas em graficos EWMA.

Harris ¢ Ross (1991) estudaram o impacto das observagdes autocorrelacionadas no
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desempenho dos graficos CUSUM e EWMA. Eles utilizaram bases de medidas ponderadas

para ilustrar o uso do método de séries temporais.

2.3.2.4 Grdficos de Controle A ... € A

Atienza, Tang e Ang (1998) analisaram o caso em que a aplica¢@o das técnicas de CEP
com a escolha de um modelo ARMA ndo ¢ uma boa solugdo quando o processo esta altamente
correlacionado positivamente. Eles exploraram o uso de estatisticas no procedimento de séries
temporais para detectar outliers (observagdes fora dos limites de controle) e mudangas na

média do processo em processos autocorrelacionados com particular énfase no modelo AR(1).

Os resultados do estudo mostram que um método para monitorar mudangas em niveis de

processos autocorrelacionados pode ser baseado em A ¢ .. ou em A5 O grifico de controle
Aismax POssui as propriedades desejaveis de ambos graficos de Shewhart e de CUSUM, e

oferece um desempenho ARL superior comparado com os procedimentos existentes para

detectar niveis de mudangas em processos autocorrelacionados. Comparado com os graficos

SCC e A g, > A,g mostra-se mais sensivel em detectar mudangas pequenas, mas menos

sensivel para mudangas grandes. O método de grafico de controle proposto pode ser
facilmente estendido para detectar a presenga de owtliers aditivos (AO) e outliers inovadores
(10). Um AO afeta o nivel da série temporal observada apenas no tempo 7 = d, por outro lado,
um [O afeta o nivel da série temporal observada no tempo ¢ = d, e depois de 7 = d esse efeito
se enfraquece exponencialmente. Uma identificagdo mais refinada do tipo de intervengdo nos
permitira descobrir a origem da situag@o fora de controle, o que é um passo importante na
eliminacdo de causas especiais de variagdo. O procedimento proposto também pode ser

aplicado com um modelo geral ARIMA.

2.3.2.5 Grdfico para a média com Intervalo Amostral Variavel (VSI)

Um estudo de monitoramento de graficos de controle para a média com dados
autocorrelacionados, utilizando um intervalo amostral variavel (variable sampling interval,
VSI) foi desenvolvido por Reynolds, Amold e Baik (1996). Os resultados, baseados em um
modelo AR(1), mostraram que a correlagdo entre as observagdes de um processo pode ter

efeito significante nas propriedades dos graficos de intervalo amostral fixo (fixed sampling
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interval, I'ST) e VSI. Quando se usa o método VSI, a melhor escolha para a fungdo de
intervalo amostral para as observagdes correlacionadas ndo € necessariamente a mesma para as
observagdes independentes. Quando o nivel de correlagdo positiva aumenta, a vantagem o
grafico VSI para a média em relagdo ao FSI ¢ reduzida, e o uso do grafico da média no modo

tradicional, com ou sem o método VSI, torna-se desejavel.

2.3.2.6 Grdfico de Controle ARMA

Jiang, Tsui e Woodall (2000) propuseram um novo método de monitoramento
chamado de grafico ARMA (Auto-regressivo e de média movel), baseado no monitoramento
de uma estatistica ARMA. Segundo eles, esse novo método, visto como uma estratégia
informal, providencia uma escolha mais flexivel dos pardmetros para descrever a estrutura de
autocorrelagido para o desempenho do grafico e inclui os graficos SCC e EWMAST (Schimid
1997, Zhang 1998; Adams e Tseng 1998, Lu e Reynolds 1999ab) para processos

autocorrelacionados, os quais s3o casos especiais de graficos ARMA.

Os autores deduziram duas razdes chamadas de razdo transitoria e razéo estabilizada,
que sdo criteriosas para a escolha apropriada dos paridmetros para graficos ARMA em
processos autocorrelacionados. A razdo transitoria mede a capacidade do grafico de detectar
as mudangas nas primeiras poucas observa¢des e ¢ mais apropriado para detectar mudangas
grandes. Se o grafico falhar em sinalizar a mudanga nas primeiras observagoes, a razio
estabilizada torna-se importante por detectar eficientemente a mudanga nas observagdes
posteriores. Se a razdo transitoria puder se tornar um valor alto suficiente (por exemplo, 4 ou
5), pela escolha apropriada dos parametros do grafico ARMA, o grafico correspondente sera
capaz de detectar mudangas rapidamente. Por outro lado, se essa razdo for menor que 3, a
mudancga provavelmente sera equivocada para o estado transitorio e precisara ser detectada nas

observagdes posteriores.
2.3.2.7 Grdfico de Médias de Grupos

Runger e Willemain (1995) investigaram o método do grafico do grupo de médias
ponderadas (WBM — weighted batch means) desenvolvido por Bischak, Kelton e Pollock

(1993) e compararam com o grafico do grupo de médias ndo ponderadas (UBM — unweighted

batch means) proposto por Runger e Willemain (1995). Foi utilizado o critério ARL em um
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modelo AR(1) para resolver o problema da autocorrelagdo, e comparados os resultados com
ambos os graficos de controle de Shewhart ¢ CUSUM. Trés graficos de Shewhart em
diferentes transformacdes dos dados do processo foram comparados, todos propostos para
eliminar a autocorrelagio. Em um grafico de residuos para valores individuais de um modelo
de séries temporais; se 0 modelo estiver correto e seus parametros bem estimados, os residuos
terdo autocorrelagdo desprezivel. O WBM usa o mesmo modelo de séries temporais para
determinar os pesos que retribuem o grupo de médias nfio correlacionadas. O grafico UBM
ndo precisa de modelo de séries temporais, desde que ele simplesmente assinale no grafico as
médias aritméticas dos valores dos dados consecutivos;, neste caso, a autocorrelagdo é

diminuida pela escolha de um tamanho do grupo grande o suficiente.

O grafico do grupo de médias pode ter melhor desempenho ARL do que o grafico para
residuos. A limitagdo do grafico de residuos origina-se de uma rapida reagao do modelo AR(1)
para um mudanga na média do processo. Essa reagdo minimiza a chance de detectar uma
mudanga na média apés o acontecimento da primeira mudanga. O grafico WBM funciona
melhor porque efetivamente calcula a média dos residuos, permitindo uma detecgdo mais
confiavel para a presenca de mudangas discretas nos residuos segundo e subseqiiente depois da
alteragdo. O grafico UBM apresenta mais vantagens. A variancia do UBM ndo é aumentada

pelos grandes pesos dados para os pontos finais no WBM.

Os resultados para os dois graficos do grupo de médias assumem que as causas
especiais ocorrem antes do comego do grafico de controle, ou seja, 0 processo ja esta fora de
controle antes de ser monitorado. Por outro lado, uma causa especial quase sempre ocorre
primeiramente dentro dos grupos do que entre os grupos. Uma meta do subgrupo racional no
tradicional CEP (dados ndo correlacionados) ¢ reduzir a probabilidade deste evento. Se
assumirmos que um grupo que contém uma causa especial nunca excede o limite de controle,
entdo os ARLs para os graficos do grupo de médias deveriam ser acrescentados pelo nimero
médio de observagdes do periodo da causa especial até o grupo ser completado. Essa
suposic¢ao € realista para mudangas pequenas em processos, mas conservadora para mudangas

grandes.

Um modo para interpretar o resultado ¢ como uma comparagdo de tentativas de
aproximag@o de modelos baseados em distribui¢des (model-based) e modelo de distribuigdo

livre (model-free) para CEP com dados autocorrelacionados. Assume-se que a inferéncia de
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modelos baseados em distribui¢gdes seria a mais poderosa alternativa, jA que a inferéncia
paramétrica ¢ mais poderosa do que a ndo paramétrica. Entretanto, foi mostrado que graficos

de controle model-free (UBM) podem ter desempenho ARL superior.

Outra vantagem do grafico UBM apontada por Runger e Willemain (1995) € sua
similaridade para os métodos CEP hoje extensamente em uso. Graficos de controle baseados
em grupos de médias podem ser construidos e interpretados de acordo com as normas
tradicionais para dados ndo correlacionados. O procedimento da média de observacdes
sucessivas para gerar um ponto no grafico ¢ simples e consistente em aproximagdes
convencionais tanto conceitualmente como mecanicamente. Os aspectos produzidos nos

softwares comerciais de CEP podem ser usados para construir esses graficos de controle.

Em um contexto similar, notou-se que implementagoes de sistemas digitais de controle
tipicamente incorporam grupos de médias para filtrar ruidos, e que praticas de engenharia tém
tido vantagens nesse aspecto em desenvolver graficos por muitos anos. Finalmente, nota-se
que os graficos UBM ndo sdo os Unicos meios disponiveis para tratar com dados
autocorrelacionados sem um modelo de séries temporais. Willemain e Runger (1995)
estabeleceram o valor dos graficos de controle baseados em estatisticas level-crossing. A
aproximagdo level-crossing pode ser til especialmente com dados de distribui¢des

assimétricas ou com cauda pesada.

2.3.2.8 Método da Istimagao Conjunta (JI4)

Wright, Booth, e Hu (2001) investigaram o uso do método de detec¢do de outliers de
estimagdo conjunta (joint estimation, JE) como um método CEP para dados
autocorrelacionados em corridas curtas (short-run). Ja que JE é capaz de diferenciar entre
quatro tipos diferentes de outliers (observagdes fora de controle), o seu desempenho ¢ relatado
com respeito a sua habilidade para encontrar a observagdo fora de controle e identificar o tipo
de associagdo. Esse é um interesse particular para os profissionais da area porque os quatro
tipos diferentes de outliers podem indicar diferentes problemas em um processo. Os resultados
encontrados no estudo mostram que JE possui um desempenho melhor para modelos AR(1)
quando a observagdo fora de controle € a tltima observagdo do que para modelos MA(1).
Entretanto, JE é mais eficaz em distinguir entre os quatro tipo de outliers para modelos MA(1)

do que para modelos AR(1).
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Segundo Liu et al. (1992), os quatro tipos de outliers sdo: o outlier aditivo (AQ), que ¢
um evento em um periodo da série, mas que nao afeta a série temporal, a ndo ser no periodo
em que ocorre; a mudanga de nivel (LS), que ocorre em um certo periodo, mas que afeta a
série a partir do periodo em que ocorre, isto €, ha uma mudanga na média do processo; outilier
inovador (10), o qual afeta a série temporal apos a ocorréncia do outlier no periodo ¢ de
acordo com o processo ARIMA; e mudanga temporaria (TC), que ¢ um evento com um

impacto inicial no periodo em que ocorre e que decai exponencialmente.

Wright, Booth, e Hu (2001) resumem o método JE, o qual pode ser encontrado na
integra em Chen e Liu (1993a, 1993b). O primeiro estagio do método consiste em estimar os
parametros para um modelo ARIMA ajustado e a detecgdo dos owtliers. Se nao houver
outliers, o procedimento termina. No segundo estagio, o procedimento estima conjuntamente
o efeito de outliers, através de regressao multipla, e os parametros do modelo. No terceiro

estagio, o procedimento procura detectar outliers baseado nos parimetros finais estimados.

Algumas recomendagdes para o uso de JE sdo salientadas: determinar o mais
- apropriado modelo ARIMA para a série; utilizar as tabelas desenvolvidas no estudo para
verificar os niveis aceitaveis de deteccdo de locais de outliers, identificagio do tipo, e
identificagdo de alarmes falsos para as necessidades no ambiente CEP; uso de JE para localizar
observagdes fora de controle na série temporal; determinar como reagir frente a informagao

resultante do método JE.

Esse estudo ¢ atil para especialistas que procuram métodos para dados CEP de corridas
curtas que estdo autocorrelacionados, onde a investigagdo de um alarme falso ou um tipo de
erro € cara. Os autores desenvolveram tabelas com valores criticos, nimero de observagdes,
localizagdo fora de controle para séries AR(1) e MA(1), identificagdo do tipo quando a
localizagao € detectada corretamente, para séries AR(1) e MA(1); e resultados para JE e
EWMA. Pode acontecer que, poucas observagdes, como 9 ou 11 sejam suficientes para
detectar observagdes fora de controle quando ela for a tltima observagdo. Geralmente, como o
namero de observagdes aumenta, € mais dificil para JE detectar observagdes fora de controle.
Igualmente, 10 observagdes subseqiientes a observacdo fora de controle ndo sdo sempre
suficientes para identificar o tipo de outlier. JE ¢ facil de implantar e esta disponivel pela

Scientific Computing Associates.
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2.3.3 QO uso de grificos EWMA com linha central movel

Suponha-se que um certo processo ndo ¢ modelado exatamente como um modelo
ARIMA. Em geral, se as observagdes do processo sdo correlacionadas positivamente e a média
do processo ndo apresenta uma tendéncia muito rapidamente, 0 EWMA com valor apropriado
para A pode gerar um excelente preditor um passo a diante. Conseqiientemente, pode-se contar
com muitos processos que obedecem a modelos dinamicos de primeira ordem (que seguem

uma “tendéncia” lenta) para ser bem representados pelo EWMA.

O procedimento consiste em assinalar no grafico os erros de previsdo um passo a frente
do EWMA (ou modelo de residuos) em um grafico de controle. Esse grafico devera ser
acompanhado de um grafico das observagdes originais no qual a previsio EWMA ¢
sobreposta. A experiéncia indica que ambos os graficos sdo usualmente necessarios. O grafico

das observagdes originais permite que a dinamica do processo seja visualizada.

Montgomery e Mastrangelo (1991) mostram que € possivel combinar informagoes
sobre o estado do controle estatistico e processo dindmico num grafico de controle simples.

Considere-se z, =Ax, +(1—-21)z,, sendo o EWMA. Suponha-se que os erros de previsio e,

um passo a frente do EWMA sdo normalmente distribuidos. Entdo os limites de controle 3

sigma do grafico de controle desses erros satisfazem a seguinte condi¢do de probabilidade:

P[-3c<e, <30]=0,9973 (2.45)
onde ¢ € o desvio padrdo dos erros ou residuos ¢, . Pode-se reescrever isso como

P[-3c<x, - %,(t-1)<30]=0,9973, ou (2.46)

P[R,(t-1)-30<x, <% (t—1)+36]=0,9973 (2.47)

Essa equacgdo sugere que se 0 EWMA ¢é um previsor um passo a frente adequado,
entdo pode-se usar z, como a linha central de um grafico de controle para periodo / + / com

limites de controle superior e inferior
UCL,..=2,4+30,8 (2.48)

LCL, ., =%, =30 (2.49)
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e a observagdo x,,, podera ser comparada com esses limites para testar o controle estatistico.

Assim, tem-se o grafico de controle EWMA com linha central mével (figura 17).
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Figura 18. lixemplo de grdfico de controle I{WMA com linha central movel com valor do

pardmetro lambda ndo otimizado
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2.3.3.1 Lstimag¢do e monitoramento de o

O desvio padrio dos erros de previsdo um passo a frente modelo dos residuos ¢ pode
ser estimado de muitas formas. Se A for escolhido, como sugerido anteriormente, em um
registro de n observagoes, entdo dividindo a soma dos quadrados dos erros previstos para o
otimizador A por n produzira um estimador de c”. Esse ¢ o método usado em muitos

programas de computador de analise de séries temporais.

Outra aproximagdo ¢ dada pelo célculo do valor estimado de o tipicamente feito em
sistemas de previsao. O desvio absoluto da média (MAD) pode ser usado para isso. O MAD ¢

calculado pela aplicagdgo de um EWMA para o valor absoluto do erro de previsio
A, =ale |+1-wA,,, (2.50)
onde O<a <.

Ja que o MAD de uma distribuigdo normal esta relacionado com o desvio padrio por

6 =1,25A (ver Montgomery, Johnson, e Gardiner, 1990) podemos estimar o desvio padrdo do

erro de previsao no tempo / por

6, =1.25A, (2.51)

Outra aproximagao serve para calcular uma variincia suavizada

6 =ae] +(1-a)6’,, (2.52)

onde O<a <1,

MacGregor e Harris (1993) discutem o uso da varidancia movel exponencialmente
ponderada estimada na monitoragdo da variabilidade do processo. Eles mostram como
encontrar os limites de controle para essas quantidades para ambos os processos

correlacionados e ndao-correlacionados.
2.3.3.2 A sensibilidade do grdfico de controle de residuos

Muitos autores tém defendido que os graficos de controle para residuos ndo sdo

sensiveis para mudancas pequenas na média do processo (ver Wandell, Moskowitz, e Plante,
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1994). Para melhorar a sensibilidade, Montgomery e Mastrangelo (1991) recomendam o uso
de graficos de controle CUSUM (soma cumulativa) ou EWMA para residuos em vez dos
graficos de Shewhart, e sugerem o uso de procedimentos complementares chamados de “pista
de sinais combinados” com o grafico de controle para residuos. Ha evidéncias que nestes
procedimentos suplementares aumentem consideravelmente o desempenho dos graficos de
controle de residuos. Além disso, Mastrangelo € Montgomery (1997) mostram que se um
método apropriado de delineamento de “pista de sinais” for combinado com o procedimento
base de EWMA como foi descrito, pode ser alcangada um bom desempenho para detectar

mudangas no controle.

2.3.3.3 Alguns outros aspectos do I\WMA

O grafico de controle EWMA com as modificagdes precedentes pode ser aplicado em
uma grande variedade de situagdes quando os dados estdo autocorrelacionados. Em geral, se
as observagdes estdo correlacionadas positivamente até abaixo do nimero da defasagem e se o
processo possui uma tendéncia moderadamente lenta (ao contrario de oscilagdes rapidas como
o que acontece freqiientemente com os dados autocorrelacionados negativamente), entdo o
método da linha central do EWMA funciona razoavelmente bem. Esse procedimento de média
“tendenciosa” ocorre em processos nao estacionarios, embora alguns processos estacionarios
possam exibir um procedimento similar. Por exemplo, um AR(1) com ¢>08 exibira valores
distantes acima e abaixo da média. O procedimento da linha central do EWMA poderia ser

visto como uma aproximagao de um procedimento baseado em um modelo ARIMA exato.

Montgomery e Mastrangelo (1991) argumentam que em processos de variaveis nio
controlaveis (por exemplo, em processos quimicos) o grafico de linha central do EWMA é util

para o controle de entrada de variaveis controladas, em oposigéo ao resultado do processo.

O estudo de Montgomery e Mastrangelo (1991) promoveu alguns debates entre
personalidades especializadas sobre o assunto. Faltin e Woodall (1991) gostariam de explorar
dois pontos: estimagdo de parametros e representagdo grafica. Os exemplos usados no estudo
sdo para usos retrospectivos das suas aproximagOes por EWMA. Na pratica, é desejavel
continuar aplicando o procedimento prospectivamente como tém sido feito com as
observagdes. Quanto a representagdo grafica, Faltin e Woodall (1991) discordam do grafico de

controle recomendado com os residuos ¢ o0 EWMA exibidos juntamente; primeiro porque
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consideram que a plotagem dos dados torna-se complicada; segundo, porque véem algum
mérito na utilizagdo dos graficos separadamente. Montgomery e Mastrangelo concordam com
a argumentagdo de seus questionadores para situagdes com suspeitas de outliers, e
argumentam que um ciclo iterativo de ajustamento de modelos, com identificagdo e remogdo
de outiliers, seguido por um reajustamento € apropriado e similar ao grafico de controle padrido
na pratica. Quanto ao grafico, tem consideravel aplicagdo em certos casos, e € freqiientemente

confundido com muitos graficos de controle.

MacGregor (1991) comenta que os graficos de controle baseados nos residuos ndo sao
eficazes em todos os tipos de mudangas de processo. Montgomery ¢ Mastrangelo (1991)
destacam dois pontos: primeiro, que essa aproximacdo assume que ha um relacionamento de
identifica¢@o féacil entre a variavel resposta (a de interesse) e a variavel manipulada; segundo, o
uso de EPC que reduz a variabilidade na variavel resposta por transferéncia para a variavel

manipulada em alguns casos pode aumentar a discrepéancia de outras caracteristicas do sistema.

Ryan (1991) criticou o procedimento para a escolha de A do EWMA, argumentando
que pode ter boas propriedades ARL casualmente, ja que falta ser demonstrado. Montgomery
e Mastrangelo (1991) argumentaram que o procedimento ¢ adequado para a escolha de A, uma

vez que o critério de selegdo deve estar baseado na previsdo “um passo a frente”.

2.3.4 O uso de EPC (Controle da Engenharia do Processo)

2.3.4.1 Monitoramento do processo e regulagem do processo

Para Montgomery (1997), a redugao da variabilidade é uma parte importante no
desempenho da implantagdo de um processo em qualquer industria. O CEP ¢ uma ferramenta
eficaz para a reduc@io da variabilidade pela habilidade dos graficos de controle em detectar
causas especiais. Quando as causas especiais sdo removidas, a variabilidade do processo é

reduzida e o desempenho do processo melhora.

O CEP tem tido uma longa historia de sucesso no uso em processos discretos de
manufatura. Em processos continuos, como aqueles encontrados em industrias de processos e
de quimicas, outra aproximagdo € muitas vezes usada para reduzir a variabilidade. Essa

aproximacio é baseada em compensagdo e regulagem de processo, o qual alguma variavel
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manipulavel do processo € ajustada com o objetivo de manter o resultado do processo no
“alvo” (ou equivalentemente, minimizar a variabilidade do resultado do processo em torno do
alvo). Esses processos de compensagio ou formas de regulagem sdo amplamente conhecidos
como controle da engenharia do processo (EPC), controle estocastico, ou controle feedback

ou feedforward, dependendo da natureza dos ajustes.

O CEP ¢ sempre aplicado em uma situagdo onde se assume que € possivel conduzir o
processo a um estado de controle estatistico. Por “controle estatistico”, entende-se que ¢
somente a observa¢do da variagdo aleatoria estavel em torno do alvo, isto €, da média do
processo. Agora, ao eliminarem-se as causas especiais como diferencas adequadas para
operadores e as variagdes na matéria prima, muitas vezes € possivel obter esse estado de
controle. Entretanto, o processo pode apresentar uma leve tendéncia num determinado sentido
ou oscilar muito distante do valor alvo. Isso pode ocorrer por causa de fendmenos como a
variagdo continua do mecanismo de entrada de materiais, efeitos de temperatura, etc, ou pode
ser devido inteiramente a forgas desconhecidas que interferem no processo. A regula¢do do
processo EPC pressupde que exista outra variavel que pode ser ajustada para compensar essa
tendéncia no resultado do processo, € que uma série de ajustes regulares para essa variavel

manipulavel direcione o resultado do processo para o objetivo desejavel.

E de consideravel interesse combinar ou integrar essas estratégias em um esforgo para
produzir um procedimento melhorado, isto ¢, uma intensificacdo para que o EPC seja capaz de
detectar os tipos de perturbagdes das causas especiais. Um conhecimento mais aprofundado
pode ser encontrado em Box e Kramer (1992); MacGregor (1987); Vander Weil, Tucker,
Faltin, e Doganaksoy (1992); MacGregor e Harris (1990);, e Montgomery, Keats, Runger, e
Messina (1994).

E natural questionar a necessidade para a integragio entre o EPC e o CEP.
Historicamente, essas técnicas tém se desenvolvido em diferentes ambientes. CEP é muitas
vezes parte de estratégias “empurradas” de organizagdes para melhorar a qualidade, e isso é
usualmente conduzido por um gerenciamento fop-down, gerenciamento com é&nfase nas
pessoas, nos métodos e nos procedimentos. EPC, por outro lado, € mais tatico por natureza,
com suas origens na organizagdo da engenharia de processo, e seu foco primario é no
processo. A estrutura estatistica do CEP ¢ similar a do teste de hipotese, enquanto que a

estrutura estatistica do EPC ¢ a estimag@o do parametro, isto é, a estimacdo da quantidade de

60



perturbagdo que ha no sistema do processo fora do alvo, e entdo fazer um ajuste para cancelar
esse efeito. O que esses dois procedimentos compartilham ¢ um objetivo comum: reduzir a
variabilidade. EPC pressupde que ha um modelo dindmico especifico que liga a entrada e a
saida do processo. Se esse modelo for correto, entdo o processo EPC ajustado regularmente
minimizara a varia¢gdo em torno do objetivo. Entretanto, quando ocorrem certos tipos de
perturbagdes externas ou de causas especiais que estdo fora da estrutura desse modelo
dindmico, entdo as medidas de compensagdo nao serdo completamente assimiladas por causa
dessa queda. Como um resultado, variabilidade sera acrescentada. Por aplicar-se CEP em um
modo especifico, essas causas especiais podem ser detectadas e o procedimento EPC/CEP

combinado sera mais eficaz do que o uso isolado do EPC.

Para motivar essa discussdo, Montgomery (1997) apresenta um exemplo simples de um
processo onde um ajuste compensatorio direto do EPC ¢ apropriado. O sistema desse exemplo
também foi discutido por Box (1991-1992). Suponhamos que o resultado do processo no
tempo 7 € y, € que isso seja necessario para y, produza um alvo 7. Esse processo possui uma

variavel manipulavel x, e uma mudanga em x produzira todo o seu efeito em y em um periodo,

isto é

Yin —T =gx, (2.53)

onde g € uma constante usualmente chamada de “ganho do processo”. O ganho é como um
coeficiente de regressdo, no qual ele relata a magnitude de uma mudanga em x, para uma

mudanca em y,. Se ndo for feito nenhum ajuste, o processo tende a sair do alvo, de acordo com
Vi =T=Ny, (2.54)

onde N,,, € uma perturbagdo. A perturbac@o nessa equag@o ¢ usualmente representada por um

modelo de séries temporais, geralmente um modelo ARIMA. Suponha-se que a perturbagido

possa ser estimada adequadamente usando um EWMA:
=N, +MN,-N,)=N, +2e, (2.55)

onde e, =N, — N, é o erro de previsio no periodo de tempo / e 0<A<1 é o fator de

ponderagdo para o EWMA. Essa suposi¢do € equivalente a assumir que o processo ndo

correlacionado esta tendendo de acordo com o ARIMA da equagdo 2.27 com parametro
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0=1-A. No tempo 7, o processo ajustado ¢
y!-*l_?':Nr|I+gx:' (256)

A equagdo 2.56 diz que no tempo 71/ o desvio do resultado do alvo dependera da
perturbagdo no periodo 7, ou apenas do ponto no periodo /. Obviamente pode-se acertar x, de
modo a tirar fora a perturbagdo. Entretanto, ndo se pode fazer isso, porque N, ¢

desconhecido no periodo 7. Por outro lado, pode-se estimar N, , por ﬁm usando a equagdo

(do N,,,). Entdo, obtém-se

Vou =T =y #N . 8%, (2.57)

t1

-~

desde que ¢,,, =N,,, - N,,,.

Da equagdo 2.57, fica claro que se for feito gx, = —ﬁr’m ou 0 ponto x, = ﬂ(lfg)!{fm
entdo o ajuste cancelaria a perturbagdo, e no periodo 7/+/ desvio do resultado do alvo seria
Y. — 1T =e,, onde e, é o erro previsto no periodo £, que é ¢,,, =N,,, + A},,,. O ajuste atual

para a variavel manipulavel feita no tempo 7 é

X, —X,, =—é(f\?,,, —ﬁ,). (2.58)

Ja que ﬂr’,_” +}Q', =MN, -}Av':):?t.e: e e, =y, — 7T, entdo o ajuste na equagdo 2.58

pode ser escrito como

A
o~ F =20, —T)=—§e,. (2.59)

O ponto atual para a variavel manipulada no final do periodo 7 ¢ simplesmente a soma

de todos os ajustes no tempo £, ou
L A
X, =206, —%;,)= _EZ e, (2.60)

Esse tipo de método de regulagem do processo é chamado de controle integral. E um

método puro de controle feedback que acerta o nivel da variavel manipulavel igual a soma
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ponderada de todos os processos anteriores e atual desviados do alvo. Pode ser mostrado que

se uma parte determinada do modelo do processo (2.55) for correta, € se a perturbagdao N, for

perfeitamente prevista, fora o erro aleatorio do EWMA, entdo ela ¢ um controle 6timo no
sentido que minimiza o erro do quadrado da média dos resultados dos processos desviados do

alvo 7.
2.3.4.2 Combinando CEP e EPC

Ha uma confusdo consideravel sobre ajustes ou regulagens de processos, € o papel
importante que isso tem na redug@o da variabilidade. Por exemplo, o grafico de controle né@o ¢é
sempre o melthor método para a redu¢@o da variabilidade em torno da média. Em processos
industriais e quimicos, técnicas como o papel do “controle integral simples” ilustrado
anteriormente tem sido efetivamente usado para esse proposito. Em geral, a teoria do controle
da engenharia € baseada na idéia de que se for possivel (1) prever a proxima observagdo no
processo, (2) ter algumas outras variaveis que se possa manipular em ordem para influenciar a
saida do processo e (3) conhecer o efeito dessa variavel manipulada, assim pode-se determinar
o quanto aplicar dessa a¢do de controle, entdo pode-se fazer o ajuste na variavel manipulada
no tempo / que € o mais provavel para produzir um valor no alvo do resultado do processo no
periodo 71 /. Claramente, isso requer um bom conhecimento do relacionamento entre o
resultado ou a variavel controlada e a variavel manipulada assim como um entendimento de
“processos dinamicos”. Deve-se também haver capacidade em facilmente mudar a variavel
manipulada. De fato, se o custo de usar a “agdo do controle” for omitido, entdo a variavel na
saida do processo ¢ minimizada pelo uso da “a¢@o do controle” em todo o periodo. Note que
isso € um contraste severo com o CEP, onde a “a¢do do controle” ou um ajuste de processo €
usado apenas quando ha uma evidéncia estatistica de que o processo esta fora de controle.

Essa evidéncia estatistica é usualmente um ponto fora dos limites de um grafico de controle.

Ha muitos processos onde alguns tipos de métodos de controle feedback poderao ser
preferiveis a um grafico de controle. Por exemplo, considere-se o processo dirigir um carro,
com 0 objetivo de manté-lo no centro de uma travessa de “méo direita” (ou equivalentemente,
minimizar a variagdo em torno do centro de uma travessa de “maéo direita™). O motorista pode
facilmente ver a estrada a frente, e os ajustes do processo (corregdes da “posi¢ao da diregdo™)

podem ser feitos em algum tempo em um custo omitido. Conseqiientemente, se 0 motorista
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conhece o relacionamento entre a variavel resposta (posig¢ao do carro) e a variavel manipulada
(ajuste da diregdo), ele possivelmente preferiria em usar um método de controle feedback para
controlar a posi¢do do carro, melhor do que um grafico de controle estatistico. “Dirigir um
carro com um grafico de controle Shewhart pode ser uma idéia interessante, mas nao se quer

estar no carro durante o experimento”,

Por outro lado, o EPC ndo se esfor¢a em identificar uma causa especial que pode
“causar impacto” no processo. A eliminagdo de causas especiais pode resultar em uma
melhoria significante no processo. O que todos os esquemas EPC fazem é reagir a uma
perturbag@o no processo, eles ndo fazem nenhum esfor¢o para remover as causas especiais.
Conseqiientemente, em processos onde o controle feedback é usado, pode haver uma melhoria
substancial nos graficos de controle que sdo usados também para o monitoramento do
processo estatistico (em oposi¢do a “controle”, as “agdes de controle” sdo baseadas em
esquemas de engenharia). Alguns autores referem-se a sistemas onde ambos sistemas EPC e
CEP para o monitoramento do processo tem sido implementados como algoritmos de CEP.

Veja Vander Weil et al. (1992).

O grafico de controle deve ser aplicado para cada controle do erro (a diferenga entre a
variavel controlada e o alvo) ou para a seqiiéncia de ajustes para a variavel manipulada. Pontos
que ficam caem fora dos limites de controle nesses graficos identificam periodos onde o
controle dos erros € grande ou onde grandes mudangas para a variavel manipulada estdo sendo
feitas. Esses periodos provavelmente seriam boas oportunidades para procurar causas
especiais. Montgomery et al. (1994) tém demonstrado a eficacia de um sistema assim. A figura

19 ilustra como uma combinag¢do de EPC e CEP pode ser empregada.
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Esauema de modificacdo do controle

Esquema de controle
engenheiro
Fazer ajuste na varidvel L c "
manipulada para que ;. ; alcular y;+; gsltmado c
esteia no valor alvo obscrvar as diferencas
entre y+7 ¢ o alvo
. desejado para o resultado
i do processo, 7.
Processo Varidvel do resultado P
A .
Observar as difercngas
Remover entre y; ¢ o0 alvo desejado
causas para o resultado do
esneciais processo, 7.
y
Monitoramento
cstatistico do
Sc o controle do erro y,- 7' processo
csta fora dos limites de

controle, entdo procurar
pela causa cspecial.

Figura 19. Controle da engenharia do processo e monitoramento estatistico do processo
2.3.4.3 Comparando CEP e IEPC

Conforme o estudo de Box, Coleman, Baxley (1997), durante uma implementag¢do bem
sucedida de grafico de controle, um especialista tomara trés importantes decisdes: (1) se o
grafico de controle ¢ a ferramenta apropriada para essa aplicacdo; (2) qual o tipo de grafico de

controle que deve ser usado; (3) onde os limites de controle deverio ser colocados?

A primeira questdo depende se existe ou ndo uma distribui¢do de referéncia, ou colocar
outro caminho se ha ou ndo periodos estaveis na média ou variancia do processo. De acordo
com Alwan e Roberts (1995), “um estudo de 235 aplicagdes de controle de qualidade sugere
que as violagdes das suposi¢des sdo a ordem (85% observados) melhor do que a excegdo na
pratica ... conduz a: (a) uma garantia falsa de que o processo esta estavel, (b) uma falsa
procura pelas causas especiais, (¢) uma deficiéncia em procurar por causas especiais, as quais
podem ser vistas com analises melhores, (d) deficiéncia em observar e agir na variagao
sistematica, como tendéncia, periodicidade, e variagdo auto-regressiva, e (e) graficos de

controle sendo ignorados.” Uma aproximagio eficaz para esses casos € fazer um grafico para
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as observagdes individuais, subgrupos de meédias, ou varidncias, e tornar visivel para o
responsavel pelo processo. Se ha uma varidncia estavel, mas a média do processo exibir um
comportamento tendencioso, entdo a estratégia EPC podera ser considerada como uma medida

pratica para a reducdo da variabilidade.

De acordo com Calcut (1995), as questdes 2 e 3 dependem primeiro em como 0s
graficos serdo usados: (1) tempo real de monitoramento do processo, (2) resolugdo de

problemas (ex post facto), ou (3) taxac@o da estabilidade do processo.

Falhas para distinguir entre teste de hipoteses e estimagdo sdo freqiientemente
problemas causados em estatisticas. Do mesmo modo isso € necessario para distinguir
claramente entre a detecgdo de sinais fora de controle por monitoramento do processo e a
estimagao do nivel de perturbagBes correntes necessario para compensagao por controle

Jeedback. Ambos devem ser usados mas ndo confundidos.

Filosofia e metodologia apropriadas para essa situagdo e instrugdo de ajuste como
monitorag@o no contexto CEP ndo tem tido opinido suficiente. Deveria ser mais extensamente
conhecido na comunidade CEP que as idéias obtidas do EPC ndo precisam ser misteriosas ou
requerer matematica avangada. Em particular, os esquemas de controle Pl (proportional
integral) podem ser facilmente compreendidos e aplicados de graficos simples apropriados.
Como o controle € extremamente rigoroso, conseqiientemente a estimagdo exata do parametro
¢ raramente necessaria, e esse procedimento simples pode repor mais adiante um procedimento

“Otimo forgado™ mais complicado.

Quando ha ajustes e custo amostral, um ajuste bounded feedback é necessario. Apesar
de que os métodos hounded tém a aparéncia de graficos de monitoramento EWMA, sua base
logica é completamente diferente. Em particular, a posi¢ao das linhas de limites € baseada em

custos e nao em probabilidades do excedente.

2.3.5 Uso de redes neurais (RN)

Balestrassi (2000) desenvolveu sistema hibrido de reconhecimento de padrdes baseado
em modelagem de séries temporais € no uso de redes neurais artificiais para os dados de uma

carta de CEP sob o regime de tempo real. Algumas caracteristicas das redes neurais, tais como
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as citadas abaixo, ajudam na tarefa de reconhecimento de padrdo de CEP:

Podem aprender de exemplos e adaptar-se a novas situagoes;

Sdo robustas (podem abstrair informag¢des de dados com ruido, incompletos ou nao

precisos);

e Podem generalizar a partir de exemplos (podem prover solugdes corretas para dados

similares, ndo vistos no treinamento);

e Podem construir solu¢gdes rapidamente sem muito dominio do conhecimento do

processo;

e Podem aproximar qualquer fun¢do multivariada complexa (mal definida ou
desconhecida) e formar uma decisdo de classificagdo a partir do reconhecimento de

padrdes discriminantes;

Sao computacionalmente eficientes (tem a velocidade para operar em tempo real).

Para se entender melhor o uso de redes neurais para monitorar processos
autocorrelacionados € preciso se ter um bom entendimento sobre redes neurais. Uma estrutura

comum em basicamente todas as RNs é o neurdnio.

Foram também observadas consideragdes com respeito ao aprendizado, a topologia e a
classificagdo de padrdes das redes neurais. Existem essencialmente trés fatores que foram
considerados para a sele¢do da rede neural. O primeiro é como os neurénios processam as
informagdes, o qual enfoca a determinagdo do somatorio e da fungdo de ativagdo. O segundo é
como os pesos das conexdes sao modificados, que € determinado pelo tipo de paradigma de
treinamento escolhido. O terceiro fator consiste na determinagdo da maneira com que os
neurdnios da rede sdo conectados, definindo a arquitetura ou topologia da rede. Em muitas

circunstancias esses fatores sdo influenciados pela defini¢do do problema em questdo.

Chiu, e Yang (2001) estudaram métodos de identificagdo de mudangas em processos
correlacionados usando rede neural. No processo de construgdo da topologia da rede neural
um procedimento de selecdo de todas as regressbes possiveis foi aplicado para encontrar o

nimero apropriado de comandos de entrada para usar em um modelo de rede neural. Uma
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melhoria significante feita pela aproximagdo por redes neurais dos métodos atuais na
capacidade disponivel para identificar mudangas em processos de manufatura ¢ apresentada.
Os modelos atuais (graficos de controle de séries temporais) podem classificar corretamente
apenas o dado mudado no 9° e 7° percentuais nos casos de mudanga de um ou dois desvios
padrdes com coeficiente de correlagdo 0,9. Modelos de redes neurais podem identificar, com
sucesso, mudangas de 1,5 e 2 sigmas para coeficientes de autocorrela¢ao significativos,
entretanto as redes ndo podem identificar a mudanga de 1 sigma para coeficiente de correlagdo
0,9. Melhorias futuras sdo necessarias para permitir as redes a identificarem mudangas de

valores pequenos.

Chou, Chang e Chen (2002) desenvolveram um método baseado no modelo de custo
apresentado por Duncan (1956) que determina a escolha de trés parametros: o tamanho da
amostra, o intervalo amostral entre os sucessivos subgrupos, e os limites de controle para o
grafico; aprimorado posteriormente por Alexander, Dillman, Usher ¢ Damodaran (1995) com a
combinagao entre o modelo de custo de Duncan e a fun¢ido perda de Taguchi para a escolha
desses parametros. O método apresentado por Chou, Chang e Chen (2002) adapta esse

modelo de custo para a situa¢do onde existe autocorrelagao nos dados.

2.4 Discussdo do Capitulo

Esse capitulo mostrou algumas técnicas que podem ser utilizadas no tratamento de
dados autocorrelacionados. A énfase maior foi dada a aplicagio de um modelo ARIMA

seguido de um ajuste por um grafico de controle, devido a grande quantidade de material

encontrado.

O autor da monografia, com o intuito de elucidar o uso dos graficos de CEP em dados
autocorrelacionados, organizou e resumiu os métodos e graficos discutidos nesse trabalho e

propos um modelo referencial de analise representado na figura 20.
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Figura 20. Ii'squema proposto para o tratamento dos dados autocorrelacionados.
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3 ESTUDO DE CASO

3.1 Descrigao do experimento

O experimento utilizado para ilustrar esse trabalho consiste em analisar o desempenho
de uma equipe de funcionarios de uma empresa de energia elétrica. Esse desempenho é medido
por uma unidade de desempenho chamada de Unidade de Referéncia, UR. A UR ¢ uma
quantidade que depende da atividade realizada pela equipe, quanto ao tempo (duragio) e
quanto a complexidade da atividade. Quanto mais complexa ou demorada for a atividade,

maior o valor da UR.

O objetivo da analise ¢ acompanhar, através de um grafico de controle, o desempenho
de uma equipe nova no inicio do processo apos trés meses de treinamento, ao longo do tempo
com base nos valores da UR. Considerando que o tempo de trabalho ndo € o mesmo para
todos os dias, optou-se por monitorar a taxa UR/hora. Essa equipe, para controle do
experimento, € composta de empregados novos, e serdao observados seus respectivos

desempenhos ao longo de 4 meses.

Os dados foram obtidos nos dias em que houve atividades para as equipes. Cada
observagido corresponde a um dia de atividade, ordenada, portanto, em uma série temporal. O
primeiro dado foi coletado no dia 5 de agosto de 2002, uma segunda-feira; e o ultimo dado no
dia 21 de dezembro de 2002, um sabado; totalizando 85 observag¢tes. Entretanto, ndo foram

coletados dados todos os dias.

Os dados foram analisados nos softwares excel e SPSS, e os resultados sdo

apresentados nos proximos itens desse capitulo.
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3.2 Anadlise Preliminar dos Dados

Para comegcar a analise, primeiramente foi feito um grafico de série temporal dos dados
para observar qual o comportamento da variavel UR/hora ao longo do tempo. A figura 21

mostra esse comportamento.

Grafico da Série Temporal UR/hora

40,00 " g

35,00

|
SN

0,00

Figura 21. Série Temporal da variavel UR/hora.

Em uma anélise visual preliminar, percebe-se uma tendéncia na média das primeiras
observagdes, uma mudanga na média nas observagdes intermediarias, € uma variabilidade

maior nos dados finais. A série ainda apresenta alguns picos isolados.

Na seqiiéncia foi construido um histograma dos dados para verificar qual o
comportamento da varidvel quanto a média, variabilidade e simetria. O histograma,
apresentado na figura 22, apresenta também uma curva normal ajustada com base na média e

no desvio padrao dos dados.
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Histograma de UR/hora
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Figura 22. Histograma da variavel UR/hora.

O histograma sugere que a variavel ndo tem um comportamento simétrico, portanto
nao parece ter distribuicdo normal. O Grifico de Box-Plot da figura 23 mostra que a
distribui¢do ¢ assimétrica a esquerda com uma concentragdo dos valores proximos do limite

inferior.

s

We "

UGRMHORA

Figura 23. Grdfico de Box Plot para a variavel UR/hora

A seguir foi realizado um teste de normalidade nos dados, chamado de teste de

Kolmogorov-Smirnov. O resultado do teste esta na tabela 2.
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Tests of Normality

Kolmogorov-Smirnoy *
Statistic df Sig.
UR/HORA 117 85 006
a. Lilliefors Significance Correction

Tabela 2. leste de Normalidade (saida do Software SPSS).

O teste revela que os dados ndo seguem uma distribui¢do normal, pois o valor da
significancia do teste é de 0,006, bem menor que 0,15, que é o valor de significincia minimo
para que os dados possam ser considerados normais nesse teste. O grafico de plotagem de

probabilidade normal, apresentado na figura 24, evidencia graficamente a ndo-normalidade.

Normal Q-Q Plot of UR/HORA

40

30 9

20 9

109

Expected Normal Value

Observed Value

Figura 24. Grdfico da Plotagem de Probabilidade Normal

O objetivo desse estudo, como mencionado anteriormente, é monitorar a variavel
UR/hora através de um grafico de controle. Na seqiiéncia desse estudo sera adotada uma
combinagdo entre a metodologia de Box-Jenkins esbogada na figura 10 e esquema proposto

pelo autor apresentado na figura 20 do item 2.4.
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3.3 Detecgdo da Autocorrelagao

Inicialmente, organizam-se os dados. A figura 25 apresenta um grafico de controle
tradicional de Shewhart para as observagdes da variavel UR/hora. Como suspeitado
anteriormente, os dados parecem ter uma média ndo constante ao longo do tempo, o que

sugere que 0 processo ndo € estacionario.

Control Chart: UR/HORA

35

244 ;

13 ‘Mi&k% ﬂi’ ji E* -

© URMORA
< —— —

9 UCL = 31,4853

Average = 12,5799

10 LCL = -6,3255

Sigma level: 3

Figura 25. Grdfico de controle para as observagdes originais.

Para verificar a questdo da estacionariedade, foi construido o grafico de correlograma
da FAC (figura 27). A seguir (figura 26) sdo apresentados os valores das autocorrelagdes em
cada defasagem k (lag). Conforme visto nesse trabalho, o wvalor do coeficiente de
autocorrelagdo para qualquer defasagem maior que zero € zero, em um processo estacionario.
Como tem-se valores que excedem o intervalo de confianga, o processo ndo € estacionario. As

estatisticas de Box-Ljung evidenciam esse argumento.
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Autocorrelations: URH UR/HORA
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Figura 26. Correlograma da Série UR/hora
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Figura 27. Correlograma da FAC dos dados originais.
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Com a evidéncia de ndo estacionariedade, a série foi diferenciada uma vez. Os
correlogramas das FAC e FACP das observagdes diferenciadas uma vez sio apresentados,

respectivamente, nas figuras 28 e 29.

UR/HORA

10

Confidence Limits
3]
T A= = Bl cocticient
1 5 8 13 W 21 25 2
3 7 1 15 18 23 27 #
Lag Number

Transforms: difference (1)

Figura 28. Correlograma da FAC da série diferenciada um vez.

UR/HORA
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I' .
Confidence Limits

Partial ACF

1,0 R S Bl coetficient
3

5 B 17 2 25 29
3 7 1 15 18 23 27 A

Lag Number

Transforms: difference (1)

Figura 29. Correlograma da IFACP da série diferenciada uma vez.

Os aspectos desses correlogramas se identificam com uma série MA(1), conforme foi
visto na figura 7 do capitulo 2. Assim, a série diferenciada parece ser uma série MA(1), e,
consequientemente, a série das observagdes originais deve ser uma série ARIMA(0,1,1), por

causa da defasagem.
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3.4 Ajuste por um Modelo ARIMA

Para verificar o modelo sugerido, foi, entdo, estimado um modelo ARIMA(0,1,1) nos
dados originais. O coeficiente encontrado para o termo MA foi 0,86, conforme pode-se ver na
tabela 3. O modelo ndo possui termo constante, por ele ndo ter sido considerado

estatisticamente significante.

B SEB T-RATIO APPROX. PROB.
MA1 ,B84504198 ,06051691 13,963733 , 0000000

Tabela 3. Coeficiente do termo MA do modelo estimado

Os valores das FAC e FACP dos residuos mostrados nas figuras 30 e 31
respectivamente, sao bem menores que os valores das observagGes originais, caracterizando

uma estacionariedade na série.
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Iigura 30. Valores da IFAC e estatisticas Box-Ijung do modelo estimado
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Figura 31. Valores da FACP do modelo estimado
Os correlogramas das FAC e FACP dos residuos (ou erros de previsio) do modelo
ARIMA(0,1,1) ajustado sdo apresentados nas figuras 32 e 33, respectivamente.

Error for URH from ARIMA, MOD_6 NOCON
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Iigura 32. Correlograma da FAC dos residuos de modelo ARIMA(0,1,1).
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Error for URH from ARIMA, MOD_6 NOCON
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Iigura 33. Correlograma da FACP dos residuos do modelo ARIMA(0, 1,1).

Os correlogramas parecem ndo apresentarem autocorrelagdo, exceto em algumas
observagoes isoladas (18 e 30 na FAC, e 18 na FACP), provavelmente devido a pouca

quantidade de observagdes, pois dificilmente haveria uma correlagao entre as observagdes X,
e X, :¢e X, e X, nesse caso. Para verificar o comportamento dos residuos, foram

analisados o histograma (figura 34), o grafico de probabilidade normal (figura 35) e a

normalidade dos dados através do teste de Komogorov-Smirnov (tabela 4).

Histogram
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Figura 34. Histograma dos residuos do modelo ARIMA(0, 1,1) ajustado.
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Normal Q-Q Plot of Error for ARIMA

3

Expected Normal

20 .10 0 10 20 30

Observed Value

Figura 35. Grdfico de Probabilidade Normal dos residuos do modelo ARIMA(0,1,1).

Tests of Normality

Kolmogorov-Smirnov ©
Statistic df Sig.

Error for URH from ARIMA, i
MOD_6 NOGON HR 84 200

". This is a lower bound of the true significance.
a. Lilliefors Significance Correction

Tabela 4. Teste de normalidade nos residuos do modelo ARIMA(0,1,1) ajustado.

O teste de normalidade evidencia que os residuos sdo normalmente distribuidos, pois o
valor do p-value do teste é de 0,2, maior que 0,15, que ¢ a significincia para esse teste. Os
residuos possuem média 0,7 e desvio padrdo 6,85, como pode-se ver na figura 34. As figuras

34 e 35 também evidenciam que os residuos sdo normalmente distribuidos.
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3.5 Uso do Grafico de Controle de Residuos

O modelo estimado ARIMA(O0,1,1) esta representado no grafico da figura 36.

Control Chart: Fit for UR/hora from ARIMA
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LCL = 9,6513587

3418

1 11 3 41 51 61 71 a1
6 16 26 36 46 5 66 76
Sigma level: 3

Figura 36. Grdfico de Controle para o modelo ARIMA(0,1,1)

Apo6s o tratamento dos dados, que consistiu em um processo de

retirada da

autocorrelagdo e estima¢ao de um modelo de séries temporais ARIMA para estabilizar a

média, construiu-se um grafico de controle para monitorar os residuos do processo, o qual é

representado na figura 37.

Control Chart: Error for UR/hora from ARIMA
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Figura 37. Grafico de Controle para os residuos do modelo ARIMA(0,1,1).
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3.6 Discussdo dos Resultados

Os resultados apresentados nesse capitulo sdo referentes ao modelo ARIMA(0,1,1)
ajustado. As evidéncias desse estudo indicavam que esse era o melhor modelo para os dados
originais. Entretanto, outros modelos também foram estimados: ARIMA(1,1,1), AR(1),
ARIMA(1,1,0), MA(1), ARMA(1,1), mas nenhum deles obteve um bom desempenho na
analise dos correlogramas de FAC e FACP e nas estatisticas Box-Ljung, AIC e BIC. A tabela 5
mostra um comparativo das estatisticas AIC e BIC entre varios modelos estimados. Como

visto no capitulo 2, os melhores valores para p e ¢ de um modelo ARIMA minimizam essas

estatisticas.

MODELO AIC BIC
AR(1) com constante 574,32 579,21
MA(1) com constane 574,46 579,35
ARMA(1,1) com constante 571,40 578,73
ARIMAC(1,1,0) sem constante 591,06 593,49
ARIMAC(0,1,1) sem constante 564,64 567,07
ARIMA(1,1,1) sem constante 565,90 570,76

Tabela 5. Comparativo entre diversos modelos ajustados em relagdo as estatisticas AIC e

BIC.

Quanto ao experimento, verificou-se uma certa instabilidade nos dados e uma
variabilidade grande, principalmente nas Gltimas observagdes. Assim, pode-se sugerir analisar
separadamente o tipo das atividades desenvolvidas pela equipe em graficos de controle
separados, e frisar que o aumento do desempenho é bom, mas o aumento da variabilidade do
desempenho ndo ¢é desejavel. Assim, deve-se buscar melhorar o desempenho sem aumentar

significativamente a sua variabilidade.
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4 CONCLUSOES E RECOMENDAGOES PARA FUTUROS
TRABALHOS

4.1 Conclusées

Os graficos de controle de Shewhart tém sido amplamente utilizados em diversos
processos de monitoragdo. Entretanto, quando as observagdes estdo autocorrelacionadas, eles
ndo possuem um bom desempenho por violar as suposi¢des de normalidade e independéncia,
podendo muitas vezes assinalar uma causa especial quando ela ndo existe. Nesse caso, ¢é

necessario transformar os dados para retirar a autocorrela¢@o antes de aplicar os graficos de

controle.

Essa monografia abordou uma ampla variedade de métodos para detectar e retirar a
autocorrelagdo dos dados, dando énfase para a estimagdo de um modelo ARIMA para retirar a
autocorrelagdo, e posteriormente a aplicacdo de um grafico de controle. Esse método recebeu
maior destaque por ser eficiente na maioria dos casos, por ser mais conhecido e utilizado que
os demais, e pela maior quantidade de estudos publicados. Além da aplicagdo dos modelos
ARIMA, foram abordados também o uso do grafico EWMA com linha central movel; o uso do
Controle da Engenharia do Processo, EPC; e o uso de Redes Neurais, que se caracteriza por
ser um método recente para o tratamento de dados autocorrelacionados, complexo, e ainda

com poucos estudos divulgados.

Praticamente em todos os artigos publicados sobre esse assunto, os pesquisadores
estudam a distribui¢ao run lenght (RL), que ¢ a quantidade de amostras ou observac¢des (no
caso de grafico para dados individuais) necessarias para detectar o primeiro ponto fora de

controle, ou uma mudanga na média do processo, quanto ao nivel ou a inclinagdo. A
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distribui¢do RL caracteriza a qualidade do método quanto a capacidade e o tempo para

detectar outliers.

Apesar desse assunto ja ser estudado ha algum tempo, deve-se salientar que muitos
métodos novos tém surgido nos Gltimos anos e publicados em peridédicos do ramo. Por outro
lado, os livros sobre CEP geralmente ndo tratam isso (entre os mais conhecidos, somente o
Montgomery, 1997, trata sobre esse assunto). Também ndo ha muitas referéncias em
portugués, o que se constitui numa primeira contribuicdo desse trabalho, tornando acessivel

um assunto pouco discutido na lingua portuguesa.

No final da revisdo bibliografica, propds-se um diagrama denominado “modelo
referencial de analise” que orienta como tratar os dados quando os residuos estdo

autocorrelacionados, como outra contribui¢do dessa monografia.

Para ilustrar a pesquisa, a monografia apresentou um estudo de caso que avalia o
desempenho de uma equipe formada por funcionarios de uma empresa. O modelo encontrado
para ajustar o processo foi um ARIMA(0,1,1), com os dados de residuos posteriormente

monitorados através de um grafico de controle de residuos.

Muitas aplicagdes de graficos de controle, na pratica, ndo tém se levado em conta
verificar se os dados sdo normalmente distribuidos ou independentes. Isso implica que esses
monitoramentos ndo terdo um bom desempenho, sinalizando causa especial quando ndo ha, e
possivelmente deixando de assinalar essas causas quando elas ocorrerem. Essa monografia é
um referencial bibliografico para diversas situagdes de dados autocorrelacionados, destacando-
se pelo fato de abordar um assunto muito importante na area de Controle Estatistico de

Processo, porém pouco considerado na pratica.

4.2 Recomendag¢oes

O assunto abordado nessa monografia dispde de uma ampla quantidade de técnicas,
como pode-se perceber no capitulo 2. Entre essas técnicas, muitas s3o recentes e surgiram nos

ultimos anos.
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Uma grande quantidade de estudos pode ser realizada, principalmente na literatura em
portugués, onde os tratamentos com dados autocorrelacionados sdo raros. Como sugestdes

para trabalhos futuros, destacam-se:

e 0 estudo do desempenho das técnicas mais recentes, como , por exemplo, 0 uso de

redes neurais;

e um estudo teodrico sobre o comportamento das distribui¢des RL dos diversos métodos

existentes;

e o desenvolvimento de novas técnicas e procedimentos ou aprofundamento e extensdes

das ja existentes;

e um comparativo mais aprofundado entre as diversas técnicas abordadas nessa

monografia, etc.
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