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L INTRODUÇÃO 

A inferência estatística busca tirar conclusões a respeito de um certo fenômeno 

em estudo com base nos resultados observados em amostras ou realizações deste 

fenômeno. A inferência estatística fornece-nos subsídios para podermos estimar certas 

características do fenômeno conhecendo a precisão e a confiança dos resultados obtidos. 

O conhecimento do comportamento do fenômeno em estudo é de grande ajuda 

para a escolha dos estimadores e para chegarmos a resultados precisos. Quando 

conhecemos este comportamento, podemos estudar a variabilidade de um estimador 

para algum parâmetro envolvido e, consequentemente, obtermos uma quantificação do 

erro que se comete ao utilizá-lo no processo de estimação. 

Através do Cálculo de Probabilidades, conhecemos diversos modelos de 

distribuições teóricas que dependem de alguns parâmetros que as caracterizam 

totalmente. Uma vez que a distribuição teórica do fenômeno em estudo é conhecida e 

realizamos um experimento, podemos estimar seus parâmetros a fim de buscar esta 

caracterização. 

A tentativa de descrevermos o fenômeno em estudo através de um certo modelo 

probabilístico nem sempre é uma tarefa fácil , sendo muitas vezes necessária a utilização 

de métodos empíricos. Quando se possui pouco ou nenhum conhecimento sobre o 

fenômeno, pode ser um pouco audacioso demais fazer afirmações do tipo: o fenômeno 

segue uma distribuição Poisson. Este problema é também conhecido como problema de 

especificação (Costa Neto, 1977). Técnicas consagradas da inferência estatística, como 

os métodos de máxima verossimilhança e a abordagem bayesiana, estão fundamentadas 

no conhecimento da forma da distribuição de probabilidade do fenômeno em questão. 

A Geoestatística, cujas fundamentações teóricas estão baseadas na Teoria das 

Variáveis Regionali:adas (Matheron1
, 1963-1971 apud Cressie, 1991 ), tem se utilizado 

das técnicas estatísticas de estimação para estudos onde o fenômeno em questão se 

distribui espacialmente. Este ramo da ciência possui suas raízes nos estudos de 

mineração e é atualmente aplicada com frequência por geólogos, biólogos, engenheiros, 

matemáticos e estatísticos (Crcss ie, 1991 ). 

I Matheron, G. Principies o r geostatistics. ,~-COIIU/1/iG ( ieology, 58 (8): 1246-1 266. Dec. 1963 e 
Mathcron, G. lhe 1hemy (!f reKionalized Fariah/cs (111(/ ils applications. Paris, Les Cahicrs du Centre de 
Morphologie Mathemat iquc de Fontainebleu, 1971 211 p 
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Resumidamente, a Geoestatística se caracteriza por análises de um processo 

estocástico contínuo d-dimensional S(x), que se distribui dentro de uma regiã.o /J, onde 

{S(x): x E D} e DE 9\". Nos estudos de Geoestatística, objetiva-se fazer predições dos 

valores de S(x), para um dado local x não observado, com base nos valores observados 

nos locais vizinhos. A partir disto, pode-se distinguir dois grandes enfoques para a 

realização de predições em Geoestatística: métodos baseados em InteJpolações e 

métodos baseados em Modelos de estrutura de covariância e!>pacial. 

Os métodos baseados em interpolações, tais como a Triangulação, Inverso da 

distância e Kernel, se preocupam apenas com os efeitos de variação de primeira ordem, 

ou seja, em como varia a média ou valor esperado do fenômeno ao longo da região em 

estudo. Tais métodos não levam em consideração os efeitos de segunda ordem, ou seja, 
' 

não exploram a dependência espacial dos desvios em relação à média. Ao invés disso, 

simplesmente se baseiam na realização de médias simples ou ponderadas, estas em geral 

ponderadas pela distância, dos locais observados próximos ao local que se deseja 

realizar a predição (Bailey & Gatrell, I 995). Estes métodos não levam em consideração 

nenhum modelo probabilístico e, po1tanto, produzem estimativas sem quantificar o erro 

envolvido. São procedimentos empíricos que necessitam de amostras bem 

representativas a fim de possuírem alguma validade científica. Métodos baseados neste 

enfoque não serão apresentados nesta monografia. 

Por outTo lado, a abordagem baseada em modelos de estrutura de covariância 

espacial supõe modelos estocásticos e se baseia na estimação dos parâmetros deste 

modelo. Num segundo momento, predições são realizadas segundo este modelo, cujos 

parâmetros foram estimados através de uma amostra. As técnicas de Krigeagem são 

nom1almente utilizadas nesta fase de predição do fenômeno. Considerações referentes a 

esta discussão sobre abordagens estatísticas baseadas em modelos e baseadas em 

métodos empíricos podem ser encontradas em Hansen2 et a1.(1983), apud Cressie (1991 ). 

Dentro do enfoque baseado em modelos de estrutura de covariância espacial, a 

análise estatística costuma se desenvolver baseada no pressuposto da existência de uma 

dependência, ou correlação espacial, que um determinado ponto da região J) possui com 

os pontos próximos a ele. Esta dependência espacial é geralmente estimada com base 

2 Hansen, M . H .. \V. G. l\1adow, and 13. J. Tepping. 1983. An cvaluation ofmodel-dependent and 
probability sampl ing infercnccs in sample survcys ./oi/mal (/lhe American Swtistica/ A.~:mciation 

78:776- 760 
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nos valores de S(x;), onde i = I, 2, ... , n, correspondem aos n locais observados na 

amostra. 

Entretanto, a história mostra que o desenvolvimento das técnicas de 

Geoestatística ocorreu de duas formas paralelas e independentes, apesar de equivalentes. 

De um lado a abordagem desenvolvida por Matheron e seus colegas pesquisadores; de 

outro, os estudos de Matérn, Whittle, Bartlett.e outros pesquisadores, dentro de um 

contexto referente à Estatística Espacial (Diggle & Ribeiro, 2000). Posteriormente Brian 

Riple/ (1981), apud Diggle & Ribeiro (2000) fez uma conexão explícita entre as duas 

abordagens. Mais tarde, Cressie (1991) definiu a Geoestatística como um dos três 

principais ramos da Estatística Espacial. 

Atualmente, as técnicas de estimação e predição em Geoestatística ainda 
• 

costumam ser utilizadas segundo o contexto da mineração, desenvolvido inicialmente 

por Matheron. Entre outros aspectos, esta abordagem não faz menção quanto à fonna da 

distribuição de S(x), baseando-se somente na caracterização do fenômeno através de um 

modelo teórico de dependência espacial entre os locais da região D. Esta fa lta de 

especificação do mode lo S(x) faz com que o uso de técnicas consagradas de inferência 

estatística, como os métodos de máxima verossimilhança e a abordagem bayesiana, 

tenham pouco ou nenhum uso. (Diggle & Ribeiro,2000). 

Diggle et.al. ( 1998) utilizaram a expressão Geoestotística baseada em modelos 

para descrever uma abordagem para problemas geoestatísticos baseada na aplicação de 

métodos estatísticos sob a suposição de modelos estocásticos explícitos. Posterionnente, 

Diggle & Ribeiro (2000) utilizaram esta abordagem para descrever as técnicas de 

estimação e predição normalmente utilizadas em Geoestatística, através da suposição de 

um modelo estatístico predeterminado. 

Nesta monografia , apresentaremos os principais tó"picos de Geoestatística sob a 

visão estatística baseada em modelos predefinidos de uma forma simples c clara, 

objetivando divulgar este enfoque para estudantes e pesquisadores em geral, que 

buscam iniciar estudos nesta área. Um segundo objetivo será mostrar algumas 

desvantagens, raramente declaradas, que ocorrem quando se utilizam os métodos 

tradicionais de estimação da estrutura de covariância espacial , geralmente baseados em 

!lfuste de Curvas, que não fazem menções quanto à forma da distribuição de S(x). Para 

isto, será necessário assumir um modelo probabilístico para o processo estocástico S(x). 

' Ripley. B.D. ( I 9S I). Spatral Statistics. Ncw York : Wiley 
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O modelo que será utilizado supõe que a distribuição de S(x) é Gaussiana Multivariada, 

com a vantagem de ser de fáci l tratamento, além de não se constituir em uma suposição 

muito forte para uma boa parte de estudos em Geoestatística. Outro importante motivo 

para a utilização da distribuição Gaussiana para S(x) está no fato de que as principais 

técnicas em Geoestatística atualmente utilizadas estão, implicitamente, assumindo esta 

suposição. 

Esta monobrrafia terá como base a publicação Model Based Geostatistics 

(Diggle & Ribeiro, 2000). Esta obra contém as principais idéias e conceitos utilizados 

no desenvolvimento desta monografia. Para a análise e comparação entre os 

procedimentos apresentados, foram gerados dados através de simulações e também 

utilizaram-se dados fornecidos pelo projeto MAPEM. Apesar disto, é importante 
' salientar que o objetivo maior nesta monografia não é realizar um estudo de caso nas 

variáveis utilizadas, mas a análise e comparação das técnicas geoestatísticas quando 

aplicadas a diferentes tipos de dados. Maiores esclarecimentos sobre o projeto MAPEM 

são apresentados em anexo. 

A monografia está dividida de forma a contemplar os principais procedimentos 

realizados para a estimação e predição em Geoestatística. 

No Capítulo 2 apresentaremos uma visão geral da Geoestatística, partindo de 

suas origens, com a fundamentação da Teoria das Variáveis Regionalizadas, passando 

pela descrição do modelo geoestatístico até apresentannos maneiras de realizar 

predições através do erro quadrático médio. 

O Capítulo 3 é reservado para o estudo da estrutura de covariância espacial de 

modelos geoestatísticos. Apresentaremos as definições e relações de variograma, 

covariograma e correlograma, bem como as principais funções de correlação espacial. 

No Capítulo 4 apresentaremos maneiras de realiZar a escolha de um modelo 

adequado para a estrutura de covariância espacial, bem como maneiras de estimar os 

parâmetros envolvidos no modelo escolh ido. Apresentaremos também algumas técnicas 

exploratórias a fim de verificar se as suposições envolvidas no modelo geoestatístico 

estão satisfeitas. Por fim , realizaremos a estimação da estrutura de covariância espacial 

para processos simulados e para os dados do projeto MAPEM. Este processo será feito 

de forma comparativa entre os métodos de estimação baseados no critério da máxima 

verossimilhança e baseados no critério de mínimos quadrados. 

No Capítulo 5 apresen taremos a ligação entre o processo de estimação da 

estrutura de covariância espacial e o processo de predição espacial. Através das 
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simulações e dos dados fornecidos pelo projeto MAPEM, realizaremos a predição 

supondo diferentes modelos. Os modelos utilizados para a predição serão os mesmos 

modelos estimados no Capítulo 4 pelos critérios da máxima verossimilhança e mínimos 

quadrados. 

No Capítulo 6 apresentaremos introdutoriamente o pacote computacional 

GeoR, o qual foi utilizado na monografia a fim de realizar os procedimentos de análise, 

comparações de técnicas e geração de dados geoestatísticos. Neste capítulo, serão 

apresentados os principais comandos do pacote GeoR necessários para a realização de 

uma análise Geoestatística. 

A contribuição desta monografia está no fato de que grande parte dos livros de 

Geoestatística não são direcionados aos estatísticos. Normalmente, seu público alvo são 
• 

os pesquisadores dos principais fenômenos onde se aplicam a Geoestatística, ou seja, 

geólogos, engenheiros, biólogos, etc. Outra dificuldade, é o fato de existirem poucos 

textos em língua portuguesa que tratam deste assunto. 

Em vista disso, creio que as considerações desta monografia devam servt r 

como auxílio para o início dos estudos em Geoestatística por parte de estudantes de 

estatística e pesquisadores em geral. 



2. A TEORIA DAS VARIÁVEIS REGIONALIZADAS E A 

GEOESTATÍSTICA 

2.1. A TEORIA DAS VARIÁVEIS REGIONALIZADAS 

6 

A variabilidade espacial, principalmente no que diz respeito às características 

do solo, vem sendo uma das principais preocupações dos pesquisadores desde o início 

do século. A necessidade de se criar métodos para a análise de dados que se distribuem 

no espaço ou no tempo surgiu do fato que estes fenômenos exibem comportamentos 

demasiadamente complexos para serem analisados pelos métodos estatísticos' usuais. 

No início da década de 50, Daniel G. Krige4 (1951), apud Cressie ( 1991 ), 

trabalhando com dados de concentração de ouro, concluiu que somente a infom1ação 

dada pela variância seria insuficiente para explicar o fenômeno em estudo. Para tal, 

seria necessário levar em consideração a distância entre as observações. Krige foi o 

pioneiro em introduzir o uso de médias móveis para evitar superestimação sistemática 

de reservas em mineração (Cressie, 1991 ). A partir daí surgiam os fundamentos da 

Geoestatística, que leva em consideração a localização geográfica _e a dependência 

espacial entre locais amostTados no processo de predição espacial. 

Fundamentada por Matheron, com base nas observações de Krige, a Teoria das 

Variáveis Regionalizadas pode ser entendida como o estudo de uma variável distribuída 

no espaço ou tempo cujos valores são considerados como realizações de uma função 

aleatória ou processo estocástico. 

Sob uma visão matemática, podemos definir un1a variável regionalizada da 

seguinte fonna: Seja x E ~Hd um local no espaço euclidiano d-dimensional e seja S(x) 

uma variável que assume um valor aleatório para um dado local x. Com x variando 

sobre todo um espaço D E m<~, teremos gerado um processo estocástico multivariado 

{S(x) : x E O} (2. I) 

As primeiras aplicações desta teoria deram-se no contexto da mineração, onde 

buscava-se predizer os valores de certas características minerais do solo através de 

alguns pontos amestrados em uma área predeterminada. Com o passar dos anos, o 

~ Krige. O G. ( 195 I ) A statistical approch to some hasic mine i! l'aluation prohlems 011 lhe! Wilwotersrm~<.l. 
Johanesburg Chcrnistry Metallurgy Mining Socicty South Afric:1n, 52 (6) : 119- J 39. 1951 . 
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fundamento desta técnica foi aplicado em diversas áreas do conhecimento humano, tais 

como demografia, agronomia, epidemiologia, ecologia, sociologia, etc. Tsto originou um 

ramo aplicado da estatística chamado de Estatística l·:spaóal. 

A Estatística Espacial considera os valores amostrais como sendo realizações 

de funções aleatórias com distribuição no espaço e, nesse caso, o valor de um ponto é 

função da sua posição na região de estudo. Outro fator que também é levado em 

consideração na estatística espacial é a posição relativa dos pontos amostrados. Assim, a 

similaridade entre valores amostrais é quantificada em função da distância entre 

amostras, representando tal relação o fundamento desse campo especial da estatística 

aplicada. 

Podemos distinguir três grandes subdivisões de problemas em Estatística 
' ' 

Espacial (Cressie, 1991): Geoestatística, Dados de Area e Padrões de Pontos. 

Geoestatística 

A Geoestatística, cuja estrutura teórica foi apresentada na teoria das variáveis 

regionalizadas, é aplicada nos casos em que supomos um processo estocástico que 

assume valores sobre todos os locais da região d-dimensional DE md. A Geoestatística 

se fundamenta no reconhecimento da variabilidade espacial do processo, tanto em 

grande como em pequena escala. Assim, os modelos baseiam-se na análise da tendência 

e/ou da correlação espacial. Um exemplo de problema em Geoestatística é considerar 

uma amostra de medições do nível de poluição em 30 locais no centro de Porto Alegre 

onde se deseja estimar como estão os níveis de poluição para todo o centro de Porto 

Alegre. A principal característica que diferencia a Geoestatística dos demais tipos de 

problemas espaciais está no (ato de que x varia continuamente sobre toda a região 

D e md. 

Dados de Área 

A análise de Dados de Área oul,allic(! Dara (Cressie, 1991) é aplicada nos 

casos em que cada local s é considerado uma área fixa contendo inúmeros pontos 

pertencentes à ~H d . Normalmente, cada s é dividido segundo limites geográficos e 

políticos. tais como murlÍCÍ[)JOS, ou segundo alguma divisão que vise algum 
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planejamento de experimento. Aqui se busca encontrar padrões nos valores de S(x) em 

relação ao espaço. Diferentemente da Geoestatística, a análise de Dados de Área 

permite dados que podem ser exaustivos do fenômeno, ou seja, os dados constituem a 

população já que não há amostragem. Como exemplo, podemos considerar um estudo 

onde buscamos relações do PIB de cada um dos estados brasileiros com a localização 

geográfica. Neste caso, a região D de estudo seria o próprio espaço ~W', ou seja, o 

território brasileiro. Note que à medida que possuimos os dados do PIB de todos os 

estados, não desejamos realizar predições, mas sim, buscar relações ou padrões dos 

valores do PIB no espaço. 

Padrões de Pontos 

A análise de Padrões de Pontos surge quando se deseja estudar o 

comportamento no espaço da ocorrência de wn certo evento ou fenômeno expresso 

através de ocorrências pontuais. Definimos um padrão pontual como um conjunto de 

dados consistindo de uma série de localizações pontuais que indicam a ocorrência de 

eventos de interesse dentro da área de estudo. O termo evento é utilizado de fonna geral 

para referir-se a qualquer tipo de fenômeno localizado no espaço que possa estar 

associado a uma representação pontual. O objeti vo de análises deste tipo de problemas é 

descobrir se o fenômeno ocorre de maneira aleatória, regular, agrupada ou temporal 

em relação ao e.spaço. O exemplo típico deste tipo de problema é anali sar incidência de 

uma doença numa determinada região. Através de aná lises de padrões de pontos, pode

se verificar se a doença está distribuída aleatoriamente no espaço-tempo, se está 

concentrada em algum local específico, ou ainda, se estamos diante de uma epidemia 

que está se alastrando ao longo da região. 

Nesta monografia, não serão abordados os problemas de análise de Dados de 

Area e Padrão de Pontos. Para um estudo destes tipos de problemas espaciais, 

recomenda-se a leitura de Staristical for Spatial Data (Cressie, 1991) e lnteractive 

,\putwl Data Analysts (Bailey & Gatrell , 1995). 
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2.2. GEOESTATÍSTICA 

A Geoestatística é um tópico da Estatística Espacial que possui ampla 

aplicação em inúmeras áreas do conhecimento. Seu foco central é a análise de dados 

originários de processos estocásticos distribuídos de forma contínua no espaço, ou seja, 

de variáveis regionalizadas (ver Figura 2.1). 

A idéia básica da Geoestatística - idéia que pode ser considerada como o 

alicerce de praticamente todas as técnicas deste ramo da Estatística Espacial - é a de 

que observações vizinhas no espaço tendem a possuir valores de atributo próximos e, à 

medida que a distância entre os pontos aumenta, esta similaridade diminui 

gradualmente. Como a variável regionalizada se distri bui de forma contínua no espaço, 
\ 

apenas alguns pontos, obtidos através de amostragem, têm o seu valor conhecido. O 

tamanho, o arranjo espacial e os valores de atributo dessas amostras constituem o 

suporte da inferência em Geoestatistica. 
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Figura 2. 1 - Apresentação gráfica de Wlla variável regionali::ada. 

Em Geocstatística , o estudo do modelo de correlação expresso por um conjunto 

de dados é denominado Análi se Estrutural. As inferências para locais não amostrados 

são realizadas por procedimentos como a krigeagcm. De forma resumida, os passos em 
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um estudo empregando técnicas geoestatísticas incluem: Análise exploratória dos 

dados, Análise da estrutura de covariância espacial e Predição e:.pacial. 

O emprego destas técnicas visa resolver as seguintes questões: 

i) O entendimento, através de funções matemáticas, das leis naturais que governam 

fenômenos distribuídos no espaço~ 

ii) Predição de valores das variáveis regionalizadas ou estimação de parâmetros 

associados às suas características espaciais~ 

iii) A avaliação dos erros de estimação, a fim de estabelecer o grau de confiabilidade 

em previsões assegurando que um erro máximo de estimação não será excedido. 

Diversos métodos têm sido propostos a fim de inferir valores para locais não 

amestrados. Estes métodos podem ser classificados em dois grandes grupos: 
\ 

i) Métodos baseados nos efeitos de la ordem: Analisam a tendência, ou seja, visam 

avaliar como varia a média da variável regionalizada ao longo da região em estudo. 

Estes métodos normalmente baseiam-se na obtenção de médias simples ou 

ponderadas (geralmente ponderadas pela distância) dos locais observados próximos 

ao local que se deseja realizar a predição. Dentre estes, podemos destacar a 

Interpolação Linear por Triangulação, Ponderação pelo Inverso da Distância e 

Kemel; 

ii) Métodos baseados nos efeitos de 2a ordem: São métodos que; adicionalmente, 

exploram a estrutura de covariância espacial do fenômeno. Estes métodos possuem 

a vantagem de produzirem estimativas quantificando os erros envolvidos na 

estimação. Isto ocorre devido a especificação ·de modelos probabilísticos 

subjacentes aos dados. Os métodos mais conhecidos deste tipo de análise são os 

métodos de Krigeagem. 

Os métodos que utilizam a abordagem baseada ·no item ii) são conhecidos 

como métodos baseados em modelos - devido à idéia de utilização de métodos 

estatísticos formais sob a suposição modelos estocásticos explícitos. Nos métodos de 

Geoestatística baseados em modelos, normalmente utiliza-se uma ferramenta 

fundamental a fim de auxiliar no processo de captação da dependência espacial da 

variável regionalizada: o variograma. O variograma tem como principal característica o 

fato de medir o grau médio de dissimilaridadc: entre locais x que se encontram 

igualmente distantes. Nos próximos capítulos trataremos com mais detalhes o 

variograma e o método de predição conhecido como Krigeagem Simples. 
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2.2.1. OBJETIVOS DA ANÁLISE GEOESTATÍSTICA 

Segundo Diggle & Ribeiro (2000), os objetivos da análise Geoestatística 

podem ser de dois tipos: estimação e predição. A estimação refere-se a inferência de 

parâmetros que definem o modelo estocástico gerador dos dados. Estes parâmetros 

podem ser de interesse cientifico direto, como os que definem uma regressão que 

relaciona a variável resposta e alguma variável explicativa, ou de interesse indireto, 

como aqueles que definem a estrutura de covariância do modelo S{.À) . A predição 

refere-se à inferência de realizações de S{-t) em locais não observados. Geralmente a 

predição objetiva estimar os valores de S{x) para todos os locais da sub-região D 

(De m d ) , fornecendo como resultado wn mapa de superficie que cobre todos os locais 
' 

x, amostrados ou não, da região estudada. 

2.2.2. O MODELO GEOESTATÍSTICO 

Antes de definirmos um modelo de função de distribuição para S{x), 

precisamos de algumas considerações adicionais sobre o modelo geoestatístico. 

O formato básico de dados univariados geoestatisticos é da fom1a: 

(2.2) 

onde ·\ identifica o local no espaço e Y; é uma medida escalar obtida no local X; . 

Normalmente Xi é um vetor de coordenadas no espaço bidimensional. Entretanto, 

exemplos de casos unidimensionais e tridimensionais também ocorrem na prática. A 

princípio, a medida Y; pode ocorrer em qualquer local da região de estudo D. Os locais 

x; podem ter sido amostrados de forma detenninística ~ quando os X; formam uma 

espécie de malha sobre a região D - ou de forma aleatória, independente do processo 

que gerou as medidas Y; (ver Figura 2.2). 
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Segundo Diggle & Ri beiro (2000), o modelo geoestatístico é definido através 

de um processo estocástico {Y(x): x E D}, considerado como wna parcial realização do 

processo {Y(.x):x Em 2
}. Os Y, podem ser considerados como uma versão ruído do 

processo estocástico subjacente S(x1) que, por sua vez, é o vaJor do processo 

{S(x): x E ~H 2 } no local x1 • Este modelo básico pode ser ampliado para um modelo 

mais geral composto das seguintes características: 

i) Um processo estocástico S(x); 

ii) Um modelo estatísti co para as medidas Y = (Y1, ... ,Y,J condicional a {S(.x-) : x E 912 
}. 

2.2.3. PROCESSOS ESTACIONÁRIOS 

Na maioria dos problemas práticos em que as técnicas de Gcoestatí stíca se 

apl icam, confrontamo-nos com uma limitação nos dados que cx1ge a introdução de 

suposições ad icionais no modelo geoestatístico. 

A principal limitação com a qual nos deparamos~ o fato de possuirmos apenas 

uma única realização do processo estocástico, ou seja, nossos pontos amestrados 

fonnam "umo amostro constituída de 11 amostrus de fomunho I (um)"-



Por este motivo, não pode mos obter a função de distribuição de ,\'(x) e, 

conscquentcmentc, as distribuições de S(x,). que representam as dis tribuições marginais 

de ,\'(x) nos pontos x,. 

Uma forma que é amplame nte utilizada para resolver este problema é utilizar 

os dados recolhidos em toda a região D para estimar a função de distribuição de S(x) , 

ou seja, assumimos que o comportamento da função de distribuição global é idêntico ao 

comportamento da fun:::ão de distribuição local. 

A utilização dr.sta abordagem para a resolução deste impasse na Geoestatística 

fazendo com que possamos realizar as inferências a respeito da distribuição do nosso 

processo estocástico exige que utili zemos uma restrição estacionária, semelhante em 

concepção à ergodicidade nas séries de tempo dependentes. 

Ames de prosseguir, é imponame definir os principais níveis de 

estacionaricdade em processos estocásticos no contexto da Geoestatística. Um processo 

estocástico do tipo 

{S(x) :xED} (2 .3) 

possui di stribuição finita-dimensional nonnalmente definida por 

/~r, ..... .rm (S 1 , • • • , S 111 ) = p {s (X I ) ~ SI> .. . , S (X ,J ~ S 111 }, l1l "2_ J 

e precisa satisfazer certas condições de simetria e consistência (Cressie, 1991 ). De uma 

forma mais geral, a F.r,, .... xm (s1 , ••• ,S111 ) precisa satisfazer as condições de sime tria e 

consistência de Kolmogorov, ou seja, a F precisa ser invariante quando os s; c os x, 

são sujeitos à permutação e 

Supondo que p(x) = E[S(x)] existe para todos ·os locais x E D - média na 

qual chamaremos de tendência ou drifl - e supondo a existência de Var[S(x)] para 

todos x E /J, podemos definir três tipos de estacionariedade: de segunda ordem, estrita 

e intrínseca. 

Estncionariednde de Segundo-Ordem 

Supondo que a média do processo\~ constante para todos os locais x da região 

n. ou s~ja , 

FI .\'(x) I = ,u, para todo x E /), 
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e que 1-:,(s) = P{S'(x) ~ s} não depende de s, podemos estimar preditores lineares 

ótimos adicionando a seguinte suposição: 

(2.4) 

onde a função C(-) é chamada covariograma ou função covariáncia estacionária. Em 

outras palavras, a covariância do processo S(x) entre dois locais quaisquer depende 

apenas da distância (em módulo e direção) existente entre eles. Este tipo de 

estacionariedade é também chamado de estacionariedade fraca (Cressie, 1991 ). 

Estacionariedade Estrita 

Existe um outro tipo de estacionariedade chamada de estacionariedade forte ou 

estrita, que é definida pela relação: 

Fx, ....... m (s,, ... ,s,) = P{S(x,) ~ s,, ... ,S(x,) ~ s"' }= P{S(x, +h)~ .s1 , •• • ,S(x, +h)~ sm} 

onde m ?. I e h é um vetor módulo e direção (h E md ). Em outras palavras, dizemos que 

um processo é fortemente estacionário quando sua lei de distribuição de probabilidade é 

invariante com a translação. Este tipo de estacionariedade também implica 

estacionariedade de segunda ordem quando os dois primeiros momentos da Fx (s) são 

finitos. 

Estacionariedade Intrínseca 

Podemos também impor condições menos restritivas quanto à estacionariedade 

dos fenômenos, permitindo que haja maior tolerância para o uso de certas técnicas no 

tratamento dos mesmos. Desta fonna, para wn processo estocástico definido como (2.3) 

temos que a estacionariedade intrínseca é definida por: 

E[S(x +h)- S(x)] =O, 

Var[S(x +h)- S(x)] = 2y(h) 

onde h é um vetor módulo e direção (h E ~H d) e a quantidade 2y(h) é conhecida como 

variograma. O variograma é de vital importância c se constitui a principal ferramenta 

para todo o processo de estimação e predição na análise de fenômenos em 

Geoest~tí stica . No próximo capítulo definiremos o variograma mais formalmente, 

apresentando suas vantagens l: aplicações. 
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A estacionariedade intrínseca basicamente impõ~ que apenas os acréscimos 

espaciais (h) sejam estacionários. 

2.2.4. ISOTROPIA 

Quando um processo estocástico estacionário de segunda ordem definido como 

(2.3 ), cujo covariograma C(x1 - x2 ) depende apenas de llx1 - x 211, ou seja, da distância 

euclidiana entre os dois locais, o processo é dito estacionário e isotrópico. Voltaremos a 

tratar de isotropia no próximo capítulo quando tratannos de variogramas. 

2.2.5. ERGODICIDADE 

As restrições de estacionariedade têm um papel fundamental em Geoestatística. 

Isto acontece porque, na maior parte dos fenômenos estudados, dispomos de apenas 

uma realização do processo gerador dos dados e, consequentemente, não podemos 

inferir sobre a forma da distribuição de S(x). 

Por outro lado, ao assuminnos estacionariedade no nosso processo, podemos 

estimar seus primeiros momentos através da propriedade ergódica. Ergodicidade não 

será definida formalmente aqui , mas basicamente a propriedade e rgódtca ocorre quando 

a média e a covariância, estimadas a partir de um conjunto restri to de valores, fornecem 

estimativas não tendenciosas para o conjunto total de val~res, requerendo para isto que 

observações suficientemente distantes umas das outras sejam praticamente não

correlacionadas (ver Harvey, 1981). Uma série temporal estacionária é sempre ergódica 

com respeito à sua média e com respeito à sua função de autocovariância . .. 
A suposição de ergodicidade, no contexto de séries temporais, é de grande 

utilidade quando dispomos de uma série infinita de dados no tempo Z( l ), Z(2), ... , de 

onde possuímos n observações :(1 ), .:(2), .. . , z(n). A partir disto, supondo ergodicidade, 

podemos estimar de maneira consistente a lei de probabilidade de vários subconjuntos 

Z(t1), Z(t2), ... , Z(tp) (Cressie, 199 1). 

No contexto de séries temporais é recomendado que, ao se fazer a suposição de 

ergodicidade, utilizemos o fato de que a média amostrai Z e a função de 

autocovariância C(h) convergem em r 1 para f1 e C(!J), respectivamente (uma 

sequência de variáveis aleatórias {~,} converge para X em L2 se !·;(),.', -X)" --}O 
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quando n ~ oo ). Esta mesma recomendação é feita aos geoestatísticos. O único 

problema que surge ao tentarmos fazer uso desta propriedade é o fato de não estarmos 

certos quanto à e':istência da ergodicidade no nosso processo (Cressie, 1991 ). 

Tanto no contexto de séries temporais quanto no conte}\.'10 de Geoestatística, o 

problema de buscar informações à respeito da ergodicidade do processo pode ser 

minimizado se estivennos frente à um processo estocástico Gaussiano estacionário, 

como definiremos a seguir. 

2.3. O MODELO GAUSSIANO ESTACIONÁRIO 

Antes de definir o modelo geoestatístico Gaussiano estacionário, vamos 
' 

realizar algumas considerações a respeito das vantagens de supor que S(x) é Gaussiano 

mui ti variado. 

Quando lidamos com processos Gaussianos, isto é, quando o processo gerador 

dos dados tem distribuição conjunta Gaussiana Multivariada, a estacionariedade de 

segunda ordem e a estacionariedade forte coincidem. Isto acontece porque um processo 

Gaussiano é caracterizado por sua média e sua função de covariância. A partir disto, 

uma condição suficiente para assumirmos ergodicidade (Adler5, 1981 apud Cressie, 

199 1) é que 

C(h) ~ O, quando 111711 ~ oo . 

Além deste tàto, quando trabalhamos com processos Gaussianos, todo o 

processo de predição, estimação e teoria de distribuições é trabalhado analiticamente de 

maneira "simples". Outra vantagem é o fato de que efeitos de pequena escala que estão 

presentes nos fenômenos em estudo, acabam por ter di.stribuição aproximadamente 

normal devido ao teorema central do limite (Cressie, 1991 ). 

Para definirmos o modelo geoestatístico Gaussiano, primeiramente precisamos 

realizar algumas considerações sobre o processo S(x). 

Um processo estocástico S(x ) é Gaussiano se a distribuição conjunta de S(x1), 

S(x2 ) , ... , S(x,) é Gaussiana multivariada para qualquer inteiro n e qualquer conjunto 

de locais x,. Assumindo estacionariedaJe de segunda ordem, a média de S(x) é igual 

para todo x E ~H 2 , e a função de correlação entr(! S(x) e ,C,'(x') depende apenas de 

5 Ad ler. R.J . ( 1981) Tln• < ;eoml'tl:\· t-?{ Random Fields. Wilcy. Ncw York. 
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x- x'. Caso a função de correlação dependa apenas de jjx- x'll , ou seja, a distância 

euclidiana entre os locais x e x', então o processo é dito ser também isotrópico (Diggle 

& Ribeiro, 2000). 

Considerando um conjunto de dados (-r;.Y;), i ~ I . ... , n , o Modelo 

Geoestatístico Gaussiano Estacionário é definido pelas seguintes suposições (Digglc & 

Ribeiro, 2000): 

i) {S(x): x E 91 2
} é um processo Gaussiano com média f-l , variância CT

2 e função de 

correlação p(h) = Corr{S(x),S(x')}, onde h= llx - x'll ; 
ii) Os Y; são realizações mutuamente independentes e identicamente distribuídas de Y, 

condicionalmente à {S(x): x E ~H 2 
} , com média condicional I~'[Y; I S(,)] = S(x1 ) e 

Var[Y1 I S(-)] = -r 2
• 

O modelo Gaussiano estacionário pode ainda ser definido de fonna equivalente 

dada por (Diggle & Ribeiro, 2000): 

Y1 = S(x1 ) + Z; , i= 1, ... , n (2.5) 

onde {S(x): x E 91 2
} é definido como em i) acima e os Z; são variáveis aleatórias 

independentes e identicamente distribuídas N(O, r 2 
) . 

Considerações adicionais devem ser feitas para tornar o modelo válido. Uma 

delas é a de que a função de correlação p(h) precisa ser não-negativa. Isto se faz 

necessário, pois se a função de correlação assumir valo_res negativos, poderemos ter 

valores do variograma 2y(l7) negativos. Isto pode ser explicado devido a uma relação 

existente entre o variograma, o covariograma e o correlograma que será apresentada 

no capítulo seguinte. 

Existem wna série de famílias paramétricas de funções de correlação que são 

sugeridas para aplicações em problemas de Geoestatística. Algumas das principais 

tàmílias de funções de correlação serão apresentadas no capítulo seguinte, como a 

Exponencial Potê ncia, a Esférica e a Matérn. 



2.4. PREDIÇÃO SUPONDO UM MODELO GAUSSIANO 

ESTACIONÁRIO 
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Se quisermos predizer o valor de uma variável aleatória T através de um 

conjunto de dados y;, que por sua vez são uma realização de um vetor aleatório Y, então 

o preditor de T será qualquer função de Y. Chamando o preditor de T = t(Y) , 

procuramos encontrar um critério para definir qual a melhor função t(-) a ser escolhida. 

Um dos critérios mais utilizados em Estatística é o do erro quadrático médio mínimo, 

isto é, escolhemos o valor de tO que torne 

\ 

o mínimo poss ível. Vale lembrar que a esperança dada na expressão acima é com 

relação à di stribuição conjunta de Te Y . 

A solução que minimiza a expressão é encontrada a partir do seguinte teorema: 

Teorema 2. f: Seja Y = (Y1 , •• • ,Y,) um conjunto de n variáveis aleatórias e 

y = (y1, ••• , y,) seus valores observados. Seja T qualquer outra variável aleatória e 

considere f= t(Y) qualquer função de Y. Então o XQM(f) assume seu valor mínimo 

quando T = E(T I Y). 

Prova 

Através do cálculo de probabilidades, podemos escrever 

EQM(i) = L'[(T - T) 2
] = Er {Er[(T ~ T) 2 I Y]}. (2.6) 

A partir da relação l::(X 2
) = Var (X) + [e(X)] 2

, podemos escrever o termo situado 

dentro da esperança no lado direito da equação (2.6) como .. 

/ :"7 [(i - 7') 2 I Y] = Varr [(f - 'l") I Y] +{E r [(T- T) I Y]} 2 . 

Condicional à V, qualque r função de Y na expressão acima é considerada constante. 

Como i' é função de Y, podemos eliminá-lo da expressão da variância e ficamos com 

/<;7-l(i- T) 1 I YJ = Varr (T I Y) + {1:-"r (T I Y)- i} 2 

Agora aplicando a esperan<;a em relação à Y nos doi s lados da expressão, chegamos à 

seguinte expressão para o U)M(T) : 

;~·r [;~·r [(f- 'l") 1 I Y] } = 1~· ,. jllarr (F i Y )] + 1~· ,.r f F1 ('l ' I Y)- i'} 2 ] 

/:T('l~ - /') 2 I ::: ;~· ,. [Var1 ('!' I y )] + r·,. r u~·T ('l" I \' ) - i} 2 ] 
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Analisando a expressão acima, vemos que o primeiro termo do lado direito não depende 

da escolha de i, enquanto que o segundo termo assume o valor mínimo quando 

T = f-_·(T I Y). 

Logo, se usamos f = J:.'(T I Y), o J:.'QM(i') fica reduzido à 

E[(T - 7') 2
] = E)' [Vw7- (TI Y)]. 

A Vorr (1' I Y) é chamada de voriância de predição. O valor da variância de 

predição, para determinados valores observados y, estima o EQM(T) . 

Também é importante notar que em geral E[(T - T) 2
] < Var(T) , ocorrendo a 

igualdade das duas expressões somente quando T e Y são independentes. isto ocorre 

porque Var(T) = EQ!vf(i) quando i= E(T), ignorando a infonnação obtida através 

dos dados Y. A diferença entre Var(T) e Vorr(T I Y) pode ser entendida como o ganho 

na predição de T através da utilização dos dados Y. 

Erro Quadrático Médio mínimo de predição em um processo Gaussimw 

Vamos agora supor que os dados Y = ( Y1, ... , Y" ) foram gerados pelo modelo 

Gaussiano estacionário definido como (2.5). Escrevendo S = {S(x1 ), ••• , S(x")} para os 

valores do processo subjacente nos locais x1 , ••• , x", onde S é Gaussiano multi variado 

com vetor de médias ,ul (sendo 1 um vetor cujos e lementos são iguais à 1) e matriz de 

variâncias a2 R, onde R é uma matriz 11 x 11 com elementos rif = p~h -xA). De forma 

similar, Y é Gaussiano Multivariado com vetor de médias .ul e matriz de variâncias 

V= a 2 R + r 2 l , onde I é a matriz identidade (Diggle & Ribeiro, 2000). 

Suponha também que nosso objetivo é predizer o valor de S(-<) em um local 

arbitrário, ou seja, temos que J' = S(x) . Como (T,Y) é também Gaussiano multivariado, 

nós podemos obter o f:'QM(i) usando um resultado padrão da distribuição Gaussiana 

multiva riada (Chatfield & Collins6
, 1980 apud Diggle & Ribeiro, 2000). 

r. Chat ficld. C. and Collins. A.J ( 1980). /mroduclion to M ultimriate Analysis. London : Chapman and 
Hnll 
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Teorema 2.2: Considere X = (X1 , X 2) tendo distribuição conjunta Gaussiana 

mui/ ivariada com vetor de médias p. = (JL1 , J12 ) e matriz covariância 

ou seja, X - MVN(ll ,í:.). Então a distribuição de X1 I X2 também é Gaussicma 

multivariada, isto é, XI I x2 - MVN(ll 112 ,!:1/2) onde 

(2.7) 

Aplicando este resultado ao nosso contexto, (T, Y) é Gaussiano Multivariado 
' 

com vetor de médias ,ul e matriz de variâncias 

onde r é um vetor com elementos r, = P~lx - x,ll), onde i = l , ... , n. 

Substituindo no Teorema 2.2 as variáveis (X1 . X2) por (T, Y), temos que o 

EQM(T) mínimo para T = S(x) é 

f= I'+ 0'
2 r'(r 2 I + 0'

2Rf1 (Y- JLl ) 

com variância de predição 

Var(T I Y) = 0'
2 

- 0'
2 r '('r 2I + 0'

2 Rf' 0'
2 a· . 

(2.8) 

(2.9) 

Para uma melhor visualização e entendimento das expressões (2.8) e (2.9), 

podemos escrevê-las da seguinte fonna: 
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Através destas duas últimas expressões, podemos entender melhor o papel da 

estrutura de covariância espacial no processo de predição de S(x). 

É importante notar que a variância de predição não depende de Y, ou seja, o 

erro quadrático médio obtido é, consequentemente, igual a vari ância predita, pois neste 

caso temos 

EQM(f') = E r [Var(T I Y)] nüo depende do Y = Var(T I Y) . 

Entretanto, este resultado é uma das muitas propriedades especiais da 

distribuição Gaussiana multivariada e não um resultado geral (Diggle & Ribeiro, 2000). 

Na terminologia Geoestatística convencional, a construção de uma superficie 

S(x) para todos os locais x E D, onde D representa algwna regiã.o qualquer pertencente 

à 91 2
, é chamada de Krigeagem Simples. 

Erro Quadrático Médio mini mo de predição em uma função linear de um processo 

Gaussiauo 

Suponha que ao invés de estarmos interessados na predição de um único valor 

de S(x), desejamos agora predizer uma função linear de S(x) definida por 

T = J w(x)S(x)d.x 
lJ 

onde a função w(x) descreve algum tipo de ponderação. Em virtude da esperança ser 

um operador linear temos que, para quaisquer valores de Y , 

I :"[T I Yl = J w(x) I:"[S(x) l Y ]dx (2. 1 0) 
/) 

que pode ser escrito como 

i= J w(x).~(x)dr . 
/) 
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Este resultado nos mostra que quando desejamos predizer valores de funções 

lineares de S(x), é suficiente predizer os valores de S(x) para uma determinada região D 

e avaliar as propriedades de interesse diretamente da superfície predita {S(x) : x E D}. 

Além disso, em virtude de estarmos tratando com um processo Gaussiano 

estacionário, (T, Y) é Gaussiano multivariado e a distribuição preditiva de T é 

Gaussiana univariada com média dada por (2. 1 O) e variância 

Var(T I Y) =I I w(x)w(x')Cov{S(x), S(x') }dxdx' 
DD 

Cabe salientar que estes resultados não são válidos para funções não-lineares 

de S(x). 



3. ESTRUTURA DE COVARIÂNCIA ESPACIAL 

Em Estatística elementar, a definição de covariância está associada com uma 

medida da extensão da variação conjunta de duas variáveis. O mesmo ocorre no 

contexto espacial, exceto que a covariância que medimos não é feita entre duas 

variáveis, mas em relação à mesma variável em dois locais diferentes. Em virtude das 

idéias de dependência espacial, esperamos que a covariância entre dois locais -

separados por um vetor h - seja maior para distâncias curtas do que para grandes 

distâncias. 

Estas idéias são importantes a fim de definirmos a estrutura de covariância 

espacial em relação ao modelo Gaussiano apresentado no capítulo anterior. Serão 

apresentados neste capítulo os aspectos principais da estrutura de covariância espacial 

para modelos utilizados em Geoestatística. Também serão apresentados os conceitos de 

variograma, covariograma e correlograma, bem como algumas famílias paramétricas 

de funções de covariância. 

3.1. VARIOGRAMA, COVARIOGRAMA E CORRELOGRAMA 

Suponha um processo Gaussiano {S(x): x E ~H 2 } como definido no capítulo 

anterior. A especificação completa deste processo ocorre após identificarmos os efeitos 

de la e 23 ordem (Diggle & Ribeiro, 2000). 

Os efeitos de primeira ordem são aqueles relacionados com a função média 

p(x) = E[S(x)] , também chamada de tendência. Os efeitos de segunda ordem são 

aqueles relacionados com a função de covariância ou covariORrama 

Cov(x, x') = Cov{S(x),S(x')} . Para uma melhor compreensão é importante definir 

também a variância u 2 (x) = Var{ S(x)} . 

A análise dos efeitos de primeira ordem não são o foco central do nosso estudo, 

pois estamos preferivelmente tratando de processos estacionários. Entretanto, alguns 

procedimentos para tratar dos efeitos de primeira ordem serão mencionados no capítu lo 

seguinte. 
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Um processo Gaussiano S(x) estacionário de segunda-ordem 7 e isotrópico 

possui função média constante J..L(x) = l~"[S(x)] = Jl e função de covariância que 

depende somente da distância entre os locais x , ou seja, Cov(x, x ' ) = Cov{S(x),S(x ')} = 

= C(jjx- x'jj) = C(h). A variância de S(x) também é constante neste caso e é útil para 

que possamos escrever a covariância da seguinte fonna 

C(h) = o- 2 p(h), (3.1) 

onde p(·) é a função de correlação ou correlograma. 

O variograma, o qual foi lige iramente introduzido na seção anterior, é definido 

como 

y(x - x ' ) = jS[Var{S(x) - S(x')}]. (3.2) 

' A quantidade y(x- x') na verdade é o semi-variograma, embora o prefixo 

"semi" seja convencionalmente omitido (Diggle & Ribeiro, 2000). A partir deste ponto 

nos referiremos ao variograma como y(x - x') . 

Devido o fato de estannos tratando de processos estacionários, podemos 

escrevê-lo da seguinte fonna: 

y(x - x') = jS[Var{S(x)- S(x')}] 

y(x - x') = /S (cr 2 + cr 2 
- 2C(x - x ' )] 

y(x - x') = o- 2 - C (x- x') 

e, considerando que o processo seja isotrópico, temos 

y(h) = cr 2 
- C(h). (3.3) 

A partir da rel ação C(h) = o- 2 p(h) , temos uma forma do vanograma em 

função da função de corre lação: 

y(h) = cr 2 
- a 2 p(h) 

y(h) = 0"
2 [1- p(h)]. (3.4) 

A partir desta relação existente entre o variograma, o covanograma e o 

correlograma, podemos notar que os três fornecem infom1ações similares, embora de 

fo rmas diferentes, sobre a dependência espacial do processo S(x). 

O covariograma e o correlograma possuem formas equiva lentes, embora em 

escalas diferentes. O covariograma é uma função decrescente que inicia em o- ~ (para 

---------- -
7 Por simplicidade, a panir deste ponto chamaremos processos estacionários em referência à processos 
estacionários de segunda-ordem 
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h== O) e tende à zero com o aumento da distância entre os locais (h~ oo ). Já o 

correlograma inicia em I e decai à zero com o aumento de h (Figura 3. I e Figura 3.2). 

10 l 
til 
E 
til ... 

5 j Cl 
o ·.:: ' 
til 
> o 
(.) 

o 0,1 0,2 0,3 0,4 0,5 0,6 0,7 

h 

Figura 3.1- Covariograma (cr 2 == 10, amplitude = 0,6) 
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E 
til ... 
Cl 

~ 0.5 i 
t: i 
8 ' 
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o 0,1 0.2 0,3 0.4 0.5 0,6 0,7 

h 

Figura 3.2- Correlograma ( cr 2 == 10, amplitude =- 0,6) 

O variograma (Figura 3.3) é semelhante ao covariograma, exceto pelo fato de 

ser "invertido". O variograma inicia em O, quando h = O, aumentando até estabilizar em 

um máximo igual à cr 2
, nonnalmente chamado de patamar (si//). O valor de h relativo 

ao patamar é denominado amplitude (range) . 
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o 0,6 h 

- -Variograma - Patamar ..._.....Amplitude 

Figuro 3.3- Voriop,mma ((C5 2 = 10, amplitude 0,6) 
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Em resumo, o variograma, o covariof,rrama e o correlograma objetivam nos dar 

uma idéia da relação existente entre os valores de S(x) para dois locais separados por 

uma distância h. Com a uti lização destas informações é possível descobrir a partir de 

qual distância h, a dependência espacial entre dois pontos toma-se desprezível. 

3.2. O EFEITO PEPITA 

Considere o modelo Gaussiano definido anteriormente, dado por 

Y1 = S(x;) + Z; (3.5) 

onde os Z; são assumidos como variáveis aleatórias independentes e identicamente 

distribuídas N(O, r 2
) e S(x;) representa o processo Gaussiano estacionário para o 

local X;. Neste caso, o termo r 2 é chamado de variância pepita, efeito pepita ou, 

simplesmente, de pepita. 

O efeito pepi ta é chamado desta forma devido à sua origem nos estudos de 

mineração. Nos estudos da variabilidade espacial em campos de mineração de ouro, 

dois centros (locais) de coleta, mesmo que estejam muito próximos, podem gerar 

resultados consideravelmente diferentes se em um destes locais houver uma pepita de 

ouro e no outro não. Este fato contraria as idéias da dependência espacial , pois os locais 

próximos acabam por ter valores de atributo muito diferentes. Ocasiona também 

implicações no processo de estimação da estrutura de covariância espacial, como poderá 

ser notado a partir da análi se dos textos subsequenres (Journel & Huijbregts, 1978). 

Uma das maneiras de interpretar o efeito pepita é considerá-lo como uma 

medida de erro. O fato dos Z; serem independentes, permite esta interpretação. Para 

exemplificar, suponha que realizamos duas medições independentes da taxa de radiação 

Y em uma amostra de n locais x e encontramos variabilidade devida aos dois diferentes 

instrumentos de medição utilizados. Então a diferença Y1 - Y2 terá média O e variância 

2 r~. O valor de r 2 será a medida da variância do erro. 

Outra interpretação dada ao efeito pepita é a de que e le cumpre o papel de 

modelar os efeitos de variação de pequena escala. Para melhor entendermos esta idéia, 

vamos supor que o verdadeiro modelo gerador dos dados é 
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(3.6) 

onde T(x;) é também um processo Gaussiano estacionário independente de Z; e de 

S(x;), cuja variância é a-i e possui função de correlação Pr (h) que decai rapidamente 

à zero. Suponha que, para h ~ a , o valor de Pr (h) seja igual à zero. Se o delineamento 

amostrai utilizado para escolher os locais amostrais X; não selecionar pelo menos 1 

(um) par de locais X; separados por um h~ a, não poderemos distinguir entre o modelo 

(3.6) e o modelo 

(3.7) 

onde os z;· são variáveis i.i .d. N(O, r 2 +o-;) (Diggle & Ribeiro, 2000). 

Ao utilizarmos o modelo (3.7), estaríamos superestimando 2' r , p01s não 

poderíamos diferenciá-lo de a}, o que nos causaria predições com erros mais elevados. 

Além disso, devido ao delineamento amostrai utilizado, dificilmente descobriríamos o 

nosso erro. 

Portanto, vimos que o efeito pepita pode ocorrer devido a erros de medição ou 

a não especificação correta do modelo, ou seja, à presença de outras variáveis não 

percebidas pelos pesquisadores. Para minimizarmos este tipo de problema, temos as 

seguintes sugestões: 

i) Sempre que possível, procurar utilizar delineamentos que utilizem repetições de 

observações em um mesmo local. Assim, teríamos uma boa estimativa do valor de 

ii) Podemos reservar algumas observações especificamente para estimarmos -r 2
. Isto 

pode ser feito adicionando alguns locais para medição que possuam distâncias 

pequenas entre si~ 

iii) Analisar na literatura se existem estudos a respeito do fenômeno desejado e utilizar 

os resultados degtes estudos para auxiliar na estimação de r 2
. 

Para melhor explicarmos a relação do efeito pepita com a estrutura de 

covariância espacial , precisamos apresentar a sua ligação com o variograma. 



3.3. O E:FEITO PEPITA NO V ARIOGRAJ\IIA 

No caso LStacionário, a função de correlação p(-) depende apenas de h, ou 

seja, da distância euclidiana entre os locais x. Este fato implica que p(O) = 1, pois 

S(x;) é perfeitamente correlacionado com ele mesmo. Entretanto, quando estudamos 

um fenômeno em Geoestatística, costumamos trabalhar com uma versã(J mído de 

S(x; ), cujo modelo é descrito por 

como já mencionado anterionnente. Este modelo incorpora as medidas de erro dev idas 

aos erros de medições, ou seja, ao efeito pepita. Teoricamente, este fato pod~ íàzcr com 
• 

que p(O) < I. Se nós definirmos um processo {Y(x): x E ~lf! } segundo o mudei o 

descrito em (3.5), onde x = x,, então Y(x) terá variância 
~ ~ 

u · + r · e função de 

covariância C(h) = a 2 p(h ). Ou seja, a função de correlação é 

(/)
- 0" 2 p(h) 

Pr 1 - 1 ' 
0" 2 + ,-

e, com h -> O , temos que 

h h:ndcndo1\ t c n.l ) 

o que explica p (O) < 1. 

Por sua vez, o variograma do processo r(x) é da f-orma: 

Yr (h) = ~[Var{Y(x)- Y(x')} ] 

/r (h)= ~[(o- 2 + r 2
) + (a 2 +r~ ) - 2a 2 p(h)] 

Yr (h) = ~[2o-~ + 2r 2
- 2a 2 p(h)] 

y,.(h)= u 2 + r 2 - a ~ p(h) 

r r (h)= r 2 + a 2 ll - p(h)] 

Yr(h)= r~ +rs(h) 

de onde concluímos que o efeito pepita apa rece na forma de uma constante adicionada 

ao variograma, fazendo com que ocorra uma descontinuidade na orig~m . 

Este resultado nos mostra que a va riabilidade entre Jois locais. scparndos por 

uma determ inada distância h, é composta de d uas parks: uma tratando dos <Ji!!II)S de 

f?l!cfih'JI<I e.w.:ulu (r 2
) c outra dos eji..·1tos de ,l!,run,/e l!.,, ·u!u ([8 (h) ). Entrdamo. esta 

di' isiio em duas diferentes causas de variac,:flo pode ~('r cst~nd 1 da para um número mniví 



de causas àe variação, dependendo do fenômeno estudado. Quando tt>mo~ mais de uma 

estrutura de variabiiidade agindo simultaneamentG no nosso processo, elas são 

chamadas de estruturas aninhadas (Nested Structures) (.l ournel & Huij bregts, 1978). 

Quando lidados com estruturas aninhadas, o variograrna pode: ser escrito àa 

seguinte forma: 

r(h) = y 0 (h) + y 1 (h) + y 2 (h) + .. . + ri(h) 

onde r 0 (h) representa o efeito pepita (efeitos de micro-escala), y 1 (h) rcpresçnta os 

efeitos de pequena escala, y0 (h) representa os efeitos de média escala e r,(h) 

representa os efeitos de grande escala. Nesre caso, os patamares de cada t:slrurura 

seriam diferentes aumentando gradualmente (ver Figura 3.4). 
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Figura 3.-1- F\'emplo r/e estrutura aninhada 

3.4. AUSÊNCIA DE DEPENDÊNCIA ESPACIAL 

Quando lidamos com um processo cujo variograma é da forma 

y( h ) = Yo(/J) =r" .'dh >O 

temos um modelo com aus~ncia de d-:pcndencia espacial, também chamado de modd,, 

efeito pepao puro (.lourncl &. lluijbregts. l 978), cujo variograma está repn:scn!nd,) na 

Figura 3. 5. Um modelo com cl~ ito pepi ta puro é ;o;cmelhanle a um ruído branco. onde a 

única va riabilidade (:;-,: istl.!ntc ent re dois ponto~ sc pamdos por uma distància h 0 c:wsada 

por efeitos de pequena c micro cscaln. Quando i1damos com um processo que possu1 
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este tipo de estrutura, a melhor previsão que podemos fazer para S(x, ), seja qual for o 

local X;, é o médio Jl do processo. 

o íS 
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Fip,ura 3. 5 - /~feito J>ep11o f>uro (r~ = 1 O) 

• 
3.5. DIFEREi\'CIABlLIDADE DE PROCESSOS GA{ JSSlANOS 

A di ferenciabi l idade, no contexto de Gcoestatística, nada mais é do que uma 

descrição do grau de suavização da supcrficie espacial S(x) (Diggle & Ribeiro, 2000). 

Para um melhor entendimento desta propriedade, vamos explaná-la para o caso 

unidimensional x. Um processo S(x) é cont ínuo em média quadrática (mean-square 

contmuolfs) se, para todo x, 

L'[ {.)'(x +h)- S(x)} ~ J ~O. quando h~ O. 

Similarmente, S(x) é diferenciável em média quadrática (meon-square 

d~(erentiahle) se existe um processo S'(x) tal que. para todo x , 

Em outras palavras, um processo S(x ) é dtferencióvel em média quadrática se 

sua derivada quadrática média S'(x) existe. O mesmo ocorre para derivadas de ordem 

mais altas, ou seja, o processo é Juplameme J(fert.!n<.:I{Ívc!l em média quadrática se existe 

um processo ,\'"(x) que é a d~rivada quadrática m~dia de S'(x). 

A difcrenciabilidadc quadrtnica média de .\(x) está di retamente ligada com a 

difer~nciabilidade da função de covari<1ncia. como lll)S diz o seguinte teorema (Oiggle & 

Ribeiro. 2000): 

~~'fJ!\' 1/Ia 3. I: SI.! i<' ,\'(x) lllll l'l'fH.:esso ( íuussw11o es:ucwnúno com !int<'Uf) de ~.-mTelaçiJo 
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i) ,\'(r) <.: contínuo em /Jlt;dw quadnÍIJca se, e somente se. p(h) é contínua nas 

pm.wnidades Je h 0: 

i:J .\'(\) J k ve::es Jiferent:iâvel ~m m1Jdia quadrática se, e somente se, p(h) é no 

mínimo 2k ve::es r.i{(erenc:l()l•el em h O. 

3.6. FAMÍLIAS DE FUNÇÕES OE CORRELAÇÃO 

Como vimos anteriormente na Seção 3.3. os variogramas normalmente são da 

forma 

A função de correlação p(h) que aparece na forma do variograma necessita 

obrigatoriamente ser uma função definida positiva. Se essa condição estiver satisfeita, 

remos a garantia de que qualquer combinação linear de valores do processo Gaussiano 

S(.r), como definido em (3.5), tenha , ·ariância não-negativa. 

Além disto, a função de correlação normalmente necessita possuir as seguintes 

caracrerí sricas (Diggle & Ribeiro, 2000): 

a) p( ·) deve ser uma função monówna não decrescente em h. Esta restrição tem 

origem nas idéias fundamentais da dependência espacial, ou s~ja,_ que a correlação 

entre dois pontos diminui à medida que a distância entre eles aumenta; 

b) p(h)--> O quando h--> co, ou seja. a correlação entre dois pontos muito distantes é 

nula; 

c ) A função p(h) necessita possuir peio menos um parâmetro que controle a "taxa de 

d~Crl~scimo" no qual a correlação t~ndc à zero . 

1\ função de correlação ou correlograma p (h) normalmente possui um ou dois 

parâmetros, enquanto que o variOb'Tama possui três ou quatro -- os dois parâmetros 

p~~Jtencentes ao correlogTama, o valor de a~ e o valor da pepita. Vamos agora analisar 

algumas famílias de correlação amplamente utilit.adas. 

3.6.1. FAMÍLIA ESFÉRICA 

A f~un ília cs l'é rica de funçôc$ de correlação possui apenas um parâmetro e é 

dc!"intda por 
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J
"' {1-:!f.(h / rjJ)+~(h / rjJ) :~ :OS:h<S:rjJ 

p( 7; .p) = o :h~rjJ 
(3.8) 

onde rjJ é o parâmetro que controla a taxa de decréscimo da função de correlação. 

Quando trabalhamos com uma função de correlação da tàmília esférica em 

Geoestatística, este parâmetro define a amplitude ou alcance da dependência espacial, 

pois somos "obrigados" a aceitar que a correlação entre dois pontos localizados à uma 

distancia h > <fi , é nula. 

A função de correlação esférica p(h;rjJ) i epresentada na Figura 3.6 é contínua 

c duplamente diferenciável na origem e, portanto, segundo o teorema 3 ela é a função de 

correlação correspondente a um processo S(x) diferenciável em média quadrática 

(0iggk & Ribei ro, 2000). 
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Figura 3. 6 - Função de Correlação L'.~férica pura <fi O. -1 e rjJ O. 6 

3.6.2. FAMÍLIA EXPONENCIAL POTÊNCIA 

Esta família de funções de correlação exponencial potência possu1 dois 

parâmetros e é definida por 

(3.9) 

O processo su~jacentc S(x) correspondente a esta família de funções de 

corrdação ~ contínuo em m~dia quadrática se k < 2. mas não é diferenc1úvel nest<l 

cin.:unstii ncia. Entretnnto, quando k = ~. o processo S(x) torna-s\.! infinitan1ente 

di 1\;renciúvel. 



Quando o valor de k é igual à 1 (wn), esta função se torna conhecida por 

jimçclo de correlação expo11encial, a qual é amplamente utilizada em Geoestatística. 

Quando o valor de k é igual à 2 , temos a.fi.nçiio de correlação Caussiana. 

Diferentemente da família esférica, esta familia de funções não possui uma 

amplitude, ou seja, a correlação espacial é maior do que zero para h > rjJ. Isto faz com 

que a correlação entre dois pontos extremamente distantes seja não-nula, embora 

pequena. 

Segundo Diggle & Ribeiro (2000), esta família de funções frequentemente 

romece um ajuste razoável para a estrutura de correlação espacial dos dados. Entretanto, 

predições baseadas nesta família de funções nonnalmente tendem a não ser robustas em 

relação a pequenos desvios do modelo assumido. 

Outra desvantagem destacada, é a de que esta família de funções não é muito 

Oexívcl no que diz respeito à sua fonna. Estas funções mudam repentinamente de 

comportamento quando passamos de um valor de k < 2 para um valor de k = 2. 
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Figura 3. 7- Função de Correlação Exponellcio/ Potência 
para rjJ - 0,25 e d!feremes valores de k 

Em muitos livros de Gcoestatística, o pan1metrorjJé tratado comu o alcance ou 

ampli tude da dependência espacial do fenômeno em estudo. Após analisar a Figura 3.7, 

vçmos claran1cnte que este tipo de <.:onclusão dev~ ser evitada. /\pesar das três funções 

apresen tarem rjJ = 0,25, vemos que a correlação espacial para h - 0,~5 é p(0,25) =. 0.36. 

o qual representa um valor demasiado alto para considerarmos como limite para a 

inllucncia da dependência <.:spacial entre dois pomos. Considerar o padmetn) rjJcomo 



uma medida do alcance ou amplitude da dependência espacial é válido soment~ para 

alguns modelos de funções de COITelação, corno é o caso da família de funções esféricas. 

3.6.3. FAMÍLIA MATÉRN 

A família de funções de correlação Matérn possuem dois parâmetros e são 

definidas por 

(3.10) 

onde K,. O denota afimção Bes.<;·ef mod{ficada de 1erceiro tipo de ordem k. 

Esta família de funções é equivalente à função dr! corre/(1(.,-iJo e.rponcllcial 

quando temos k = 0,5 e é semelhante a fimção de correlaçrlo Gouss1uno quando 

k --700. 

A família de funções Matérn (ver Figura 3.8) possui uma vantagem em relação 

às fam ílias apresentadas anteriormente que a torna extremamente importam~. Esta 

vanragem está no fato do parâmetro k controlar a diferenciabilidade do processo SLr) 

subjacente de maneira di reta. A par f~ inteira de k nos dá o número de ve.:e.' que u 

processo S(x) é diferenciável em média quadránca. Por exemplo, se o valor de k é rgual 

à 1,5 , significa que o processo subjacente S(x) é diferenciável. Já um \,alor de k igual à 

0,5 , significaria que o processo não é diferenciável, mas apenas contínuo {Digglc & 

Ribeiro, 2000). 

Pelo fato desta família de funções ser flexível e por possuir apcnns dois 

parârnetTos, Oiggle & Ribeiro (2000) a consideram corno a melhor função de correlação 

para o uso em Geoestatística. 

----------------
~ ,\ s Junc,:ões B~ssd são as soluções para a ~qu<Jção di iC:rcncial d~ IJ~ssel (matemático que viveu de l7R-l 

a l 8·16) dada por .r 2 yn + .\y' + ( ./ - 11:. )_I'= Ü A equação clilhencial possui dua:. ~oluçõc::. lineares 

indc:pcndemes conhecida:; por hmç:io de B~~~..:l d~· pnmc:iro t1po e Funçi"u) lks:-.d de -.qwndn lip<• .A. 
lt lll\ill) 13csscl de terce iro tipo é um?. comhinaç-iit• ..:ompkxa elltJ\: as d u:!~· ~oluçôc:. para a ~:quaçâo 

dili:rc:ncial de Bcsscl. onde a parte r~al e nm•püsta pda lt111ç:h' <k íks~<·l tk primcim tipo c ;: pane 
c~Hnpk..;;-. e cnmpo~ta pela função lks.;;d dt: :;c:y.u nde tipll (PH•,s ct ai_ 10S<•l 



? 
'--" 

0.. 

ol 
O:> 
o 

<O 
o 

"" o 

('J 

o 

o 
o 

f 

J 
I 
I 

l 
l 
I 

00 02 06 o e ! o 

distance 

Figura 3.o- Funçào de correlação Matém paro d[.(enmtes ' '(.dores de k ( 1J 0.25) 



4. ESTIMAÇAO DA ESTRUTtiRA DE COVARIÂNCIA 

ESPACIAL 
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Neste capítulo apresentaremos manl!iras de rea.lizar a escolha de um modelo 

adeq uado para a estrutura de cova.riància espaciaL bem como maneiras de estimar os 

parâmetros cm·olvidos no modelo escolhido Apr~scntarcmos também algumas técnicas 

explora1órias a fim de verificar se as suposições envo lvidas no modelo geocgtatístico 

estão sat isfeitas. Por fim, realizaremos a estimação da estrutura de covariância espacial 

utilizando simulações e os dados fornecidos pelo projeto MAPEf\-1 através da máxima 

verossimi lhança em comparação com a estimação realizada por mínimos qua'tlrados. 

A fim de encontrarmos um modelo dr covariância espacial que se ajuste ao 

lenômeno que estudamos, é comum utilizarmos um estimador do variot,l"fama e. a parlir 

disto, cscolhennos o modelo apropriado. O motivo da escolha do variograma como 

ferramenta básica para este processo de estimação está no fato de ele possuir algumas 

vantagens em relação ao covariograma. Entre estas' antagens destacam-se as seguintes: 

a) O vario grama é definido para casos onde o ccwariOb'Tnma não exis1e; 

b) O ,-i cio causado quando nosso processo é estacionário de segunda-ordem é maior 

pélra o covariograma do que para o variograma: 

c) O ,·ariograma não requer estimação da média p do processo: 

d) Nos casos em que não conseguimos detectar que o nosso processo não possui média 

con:::tamc. a estimação do covariograrna é arctada numa proporção muito maior do 

que a estimação do variograma. 

Compamçõcs detalhadas entre o desempenho do variograma e do 

co,·ariograma no processo de estimação da estrutura de covariância espacial são 

encontrados em Cressie ( 1991 ) . 

..t.L ESTIMAÇ.ÃO DO VARlOGRAMA 

Supondo um processo Gaussiano }'( x). como dd1nido no capítu lo anterio r, 

temos que o \ilriogra m~l c definido por: 

/\X - x') = ;i, :t ·url >'\.\'l - }'( .r'Jl:. 



Adicionalmente, se assumimos que Y(x ) é estacionário e isotrópico, temos: 

y(x- x') = ~ {Var[Y (x) - r(x')]] 

y(x- x') = Y: {J~TYt-r)- Y(x' ) - E(Y(x)- Y(x')l 2
} 

y(x- x') = ~ {I:[Y(x) - Y(x')- J1 + J1] 2
} 

y(x - x') = ~ {l~'[Y(x) - Y(x')) 2
} 

y(h) = }'; {I:'[Y(x)- Y(x + h)f J, 

onde h representa a distância euclidiana entre x e x' (Diggle & Ribeiro, 2000). 

(4.1) 

A panir di sto, podemos definir um estimador natural para o variograma, com 

base em uma amostra y 1 , ••• y", da seguinte forma: 

(4.2) 

onde o somatório é com relação a todos os pares de observações separadas por uma 

di stância h c n(h) é o número total destes pares (Baley & Gatrell, 1995). Esle estimador 

é normalmente conhecido como estrmador clássrco do variograma (ver Cressie, 1991 ). 

De forma equivalente, o est imadur clássu .. :o do covariograma do processo Y (x) 

é dado pela seguinte expressão: 

. I 
C( h)=- L {[y(x, )- jl(x))[y(x i) - jl(x)]}, 

n(h) r - x ' : h . 
• • J 

(4.3) 

onde o somaiório é com relação a todos os pares de observações separadas por uma 

di stância h e n(h) é o número total destes pares (Baley & Gatrell, 1995). 

Se o processo Y (x) nã.o fosse isotrópico, o número de pares envolvidos nos 

somatórios dados por (4.2) e (4.3) seriam restritos à direção do vetor h, ou seja, o 

variogJ·ama e o covariograma teriam exprcss0cs diferentes depende ndo da direção 

considerada. Quando supomos que a variabilidade de Y(x)' entre dois locais x depende 

adicionalmente da direçcio da distância, chamamos o processo de anisotrôpico. 

Nom1almente. as direções consideradas são as de O'~ ~5'~ 90° e 135° (ver Figura 4.1 ). 



Figura -1. I - Direções normalmente consideradas em processos 
anisotrópicos (indicadas pelas linha pontilhadas/. 
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Antes de prosscgumnos o assunto de estimadores para o vanograma, vamos 

ilustrar o processo de estimação do variograma considerando a organização da amostra 

no espaço. 

4.2. MALHA Al\10STRAL 

Quando realizamos um delineame nto amostrai objetivando utilizar técnicas de 

Geoestatística, geralmente projetamos nossa malha amostrai de duas maneiras: amostras 

regularme11te e.,paçadas e amostras irregularmente e.~paç:udus (ver f igura 4.5). 

'J Fonte: Eduardo Cel so Gerbi Camargo - Aoúh w' 1:.'/){lâ a/ d<' Supt!r(iâes p or ( ;<'{J<'\ Ia t isrica .:apitulo 
llltcg.ramc do l i' ro on-linc ,\11al isc Espacial àc Dath1~ Gcograticos ~Suzana Fuks. Gilbc,·w Cilmara, 
Ant ônio !VI Monteiro) Siio Joc:t; dos Cnmpos. I 1PE. 200 I C:: a. edição. revista c ampliilda) 
hnp //\\'\\W dpi inpc br/gill > eli o/fj ,· ro/ana l i~cl i ndc:-. html 
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Figura -1.2 - /:.,~'(emplo simulado de 196 amos! r as regularmente espa(Y.tdos em ~l\ ~ . 

Quando temos amostras regularmente espaçadas, nosso passo (lag) ou distância 

h entre duas amostras consecutivas é constante. 

I• e o o o • • • • o ~ o o o • o i I ~ .._..J ~ "'--' ~ '--' .__._. ~ .__,....; ~ '-_.J """*y--J ._,_.......; '-v-J ~ J 
h=l h=l h• l h=l h=l h=l h• l h=l h=l h•l h:l h=l h=l h=l h•l 

h=2 h=2 lt=2 h=2 h=2 h=2 "-~~ 
~~~~~~~- I 

• 
I 

o o e e o o o e e • e e • • o ] 

~~~~~~~'--v--'_,,_;,2;_ __ ..JI 

Fig ura -1. 3 -F ares de amostras considerados no cálculo de y(h) para h 1 

e h -· 2 paru o caso de isotropia e amostras reg,ularmem<? e.\puçodos em ~H 1 • 

Para estimarmos o vanograma através da expressão (4.2), basta somar as 

diferenças ao quadrado para todos os pares separados pela distância h. É importante 

sa li entar que serão incluídos no cálculo de P(h ) rodos os pares separados pela distância 

h para todas os dm!<·iles cm?iuntamente. 
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Figura -1.-1 - Variograma est i modo pelo expressiJ,, (-I. 2; u pu r/ ir de umoslrus de um 
processo Stx) snnulado na malha regular JescmJ pdo Fig;ura (-1. 2), cujo modelo d<.' 

correlação e.spaciai é Esférico com r 2 =O, a 2 = 1 e ~ = 0,25. 

Caso nosso processo seja anisotrópico. dcn~mos calcular o valor de y(h} para 

cada direção que j ulgannos pertinente. Posterionnente. serão apresentadas maneiras de 

verificar para quais direções é pertinente calcular /(h) ao lidam10s com um processo 

anisotrópico. 

Quando a distância e ntre duas amostrns consecutivas é variável , temos o caso 

de amostras irregularmente espaçadas (ver Figura 4.5). onde não podemos utilizar as 

expressões (4.2) e (4.3) diretamente. 

Neste caso, devemos especificar tulerúncws para as d istâncins h e para a 

direção cspeci fi cada (caso o processo seja anisotrópico) para procedennos ao cálculo do 

estimador do variograma. 
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A tolerância de lag pode ser melhor entendida através de um exemplo: 

Suponha que desejamos calcu lar rlh) para h== I m. Se nossos locais .r, da amostra não 

est iverem regularmente espaçados, dificilmente teremos algum par separado exatamente 

por um vetor distância h= i m. Provavelmçnte, teremos amostras espaçada por 0.9 m , 

Um , 1,05 m, etc. Se seguíssemos a forma da expressão (4 .2) "à risca", poderia 

acontecer o fato de que nenhum par de pomos pudesse ser incluído n0 somatório, pois 

n~~nhum deles iria satisfazer a exigência (k estarem espaçados exatamente h== I 111 . Para 

resolvermos este problema, poderíamos definir uma tolerância para h. Se a tolerância 

uti lizada fosse de 0 , 1 m, todas os pares de amostras separados por uma distância 

0.9 m ~h~ 1,1 m seriam incluídos no cálculo de -,.;(h ) para h= I m . 

1\ tolerânciu pomo d1reçõo ou tolerâncw angular pode ser entendida de fonna 

semelhante à tolerância de lag. Se c..!Slamos trabalhando com amostras irregulam1enre 

espaçadas e supomos que o processo é anisotrópico - possuindo variogramas 

diferenciados para as direções de 0°, 45° e 90° - . podemos definir toleràncios angulares 

a !ím de evitarmos que poucüs (ou nenhum) pares de amostras possam ser incluídos no 

cú lculo de /'r(h ) para uma dada dircç;1o. /\ F1gura 4..+ mostra o funcionamento das 

to k dncJaS de lug c un.t,!,lflores. 



>-
Tolerância 

L<>rgura 
da BE>nd& 

direção j ... 
. / / . : ~ 

rõrerênci& • 

de lag 

r' / • 

• 
o 0,6 Angular /: . / 

/ / o 
u 

• ' ~ e -·'\ ' ./ ---~- -·--.:' . .....~./'> • ---·--- • 
I • -

/ e / '\._ ~---~ 
' .···/_~... ~- ------·-

./-----_..e ·-··· · -11 e 

'I .,.>~ - -·· ---- §E] I 
o ·1---------.-------------, 

• 

o 0,5 

Coord X 

F1guru -1. (í- fólerâncias para um determinado lag h e direç:üo -!5° 

a por/ ir de amostras irregularmente espaçadas em ~H 2 . 
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A largura de banda mostrada na Figura 4.6 se refere a um valor de ajuste a 

partir do qual se rc:;tnnge o número de pares de observações para o cálculo do 

variograma. 

4. 3. O VAIUOGRAJ\1A EJVIPÍRICO 

Supondo um processo Y(x) estacionário e isotrópico, podemos defini r o 

variograma empírico. 

/)c!jlniçcio -1.1 : O voriogmmu empírico de um conjunto de dados (Y,,x, ): 1 = l, .. . ,n é o 

diagrama de disper$àO dos pontos (h,, . vu) é ci1amado de variogrunw m tvum (Oigglc & 

Ribeiro 2000). 

1-=:s t...: diagrama recebe este nome em virtude da enorme quantidade de pontos 

que nck são plotados. Para uma amostra de n locais, o variograrna 111/VI.!m t~rá 

]0 n( 11 - I) , ·alor~s d~ ordenadas. 
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s~gue de ( 4. I) que cada v 11 é um estimador não-viciado para o correspondente 

y(h,,) . 1\dicionalmcntc, se r(x) é Gaussiano, a di stribuição amostrai de cada v!ié 

proporcional a Xc~,. Logo, 

E(viJ) = r(h11 ) 

Vur(v .. ) = 2 r( h .)~ y , I) 

Como existe uma variabi lidade rnuito grande no variograma nuvem (ver Fi6rura 

~.2). é diríci! identificar um modelo para y(h). É imponante notar também que a 

informação sobre: y (h) para pequenos va lores de h é muito maior do que para grandes 

va lores de /1. 
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Figura -1.7 - Vuriogruma nuw:m e.'ilimudu u partir de amostras de um processo S(x) 

simulado na malha irregular descri/a pela Figura (-1. 5) , Cl(J(J modelo de correloção 

espacial é I:'Váico com T 
2 =O, a-~ = I e fÍJ = 0.25 . 

.t.-l.. SliA .. VIZAÇ . .\0 DO VA Rf OGRAMA EMPÍRfCO 

Qu~ndo possuímos amostras rt!gularmcnte espaçadas, a expressão ào cstimador 

do \ ariogram:1 J ada por ( 4 2) é obtida de forma direta /\o fazer o variograma Tllll'<!lli. 

ub!~riarno~ um g.rá :"ic\1 semclh~HllC ao 1110s!rado n:t Figur3 4.8. 
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F1guru -1. 8- Jlariograma nuvem estimado u partir de amostras de um processo S(x) , 

simulado na malha regular descriUJ pela Figura (.1. 2), cujo modelo de correlação 

espacial é F;:,férico com r 2 = O, cr 2 = 1 e tjJ = 0,25. 

A fim de suavizar este gráfico e resumir a infonnação, podemos tomar a média 

dos vii para cada !ag ou distância h. Procedendo assim, obteríamos um gráfico como 

mostra a Figura 4.9. 
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Figura -1. 9 - Variograma suavc.ado do processo S(x) simulado na nwlhu r<:!gu/ur 

descrita pela Figura -1.2, cujo modelo de correlação espacial ~ J:'s(érico 

com r 2 =O, cr2 = l e rjJ = 0,25 . 

Como podemos notar, esta suavização é equivalente ao esti mador clássico do 

variograma dado pela expressão ( 4.2). 

E ntretanto, quando nossas amostras são irregularmente espaçadas, o 

variograma nuvem é mais complexo. Neste caso, para suavizá-lo é necessário utili zar 

idéias semelhantes aos conceitos de tolerâncias c itados anteriormente. 

Definição -1.2: O variograma amustrul é o conjunto de pontos (hA, 1'1. ), onde 

h~ :k = l, ... , m é um conjunto predeterminado de di stâ nc i~s , v k = -
1
- L ''" , .\1 é um 

n,. il.,""~ 

conj unto de va lores de h mais próximos de h ~.. do que qualquer outro hA . , c n k é o 

número de h" em S k (Diggle & R ibciro, 2000 ). 

A partir da definição 4.2, segue que o estimador dado pela expressão (4.2) é o 

vuriogrwna umostml supondo amostras rc~ularmcnte espaçadas c isot ropia. 

Podemos notar também que quando lidamos com amostras i rrcgul:mn~IH~ 

espaçadas, depend~ ndo do número de conJuntos de distft ncras k escol hido. tçrnos um 

variograma amostrai d i f~n.: ntc. A Figura 4 l (l Ilustra c:,t~ la to: 
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Figura -1.10- Variogramas amostrais do processo .\(x) stl!tUiudo nu nwlhu irregular 

descrita peia Figura -1. 5, cay'o mude/o de cnrrelw,:iio espacwl e 1:'.~/'érico 

com r 2 =O, c1
2 = l e l/J = 0,25, calculados pura 3 valores de k d[ferentes. 

A partir do cálculo do variograma amostrai, resumimos a informação do 

variograma empírico. Entretanto, precisamos que o variowama amostrai seja contínuo 

para que possamos realizar predições para locais x separados por qualquer distância h. 

Pattindo para wna segunda etapa do processo de suavização, podemos ajustar 

uma linha aos variogramas amostTais, como mostra a Figura 4.1 1: 
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Figura -1./1 -Segunda elapu d~ suuvi::ur,:âu dos vunogramas 
amos/ruis p iorados na ;:igura -1. I U. 

Outro método de suavização do vanograma empírico é o suavi::wlur 1\erne/. 

Este método deiinc o estimador do variograma util izando ponderações baseadas em 

uma função Kcrnel e uma ampl!tudt= de banda. Para maiores considerações \·cr Diggle 

& Ribeiro (2000). 

/\pesar da utilidade da suavi;;açJo do vnnograma empírico, um ,·anog.rama 

fl/1\\' lll pode rc,·clur distorçõe-. e valor<:!- l.!xtr.;mos que dorntnam a estimat!, ·~~ do 

\'ariograma amostrai . F.lc poJc também reve lar, :ttrnvé~ de uma an~list: ckstns di"wrçõcs 
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para qualquer lug h , que o variograma amostr:ll ~l.:! rá uma pobrç estimativa da verdadeira 

estrutura de covariância espacial (Bai ley & Gatrl.!ii, 1995 ). 

4.5. EFEITOS DE TENDÊNCIA 

DO VARIOGRAJVIA 

PROCESSO DE ESTIJ\IiAÇÃO 

Quando não detectamos que o nosso processo }'( x) não possui a média 

constante, a informação embutida no va riograma empírico torna-se altamente duvidosa. 

Uma maneira visual de veri rícur Se o procc~so pt',ssui média constante é fazer um 

gráfico de superfície em 3-D c buscar observar o comportamento dos valores de Y(x) . 

Entretanto, nos deparamos com um dikm3 ao ana lisar esta superfície: as 

variações globais (aumentos e decréscimos) dos \·alorcs de r(x) que observamos são 

causadas por uma tendência determinística ou são efeitos da estrutura de COhJriJncw 

e.<,pucluf? 

De uma maneira mais formal, se nossos dados seguem o modelo 

Y, = p(x,) + S(x;) + Z, :i= L ... , n, 

onde f.l(X,) é uma função de uma ou mais variávêis explicativas espaciais (normalmente 

runção dos eixos de coordenadas). então não podemos distinguir· entre a função 

determinística Jl(x,) e a realização do processo estocástico S(x) sem realizarmos 

suposições paramétricas específicas. Someme poderíamos fazer esta distinção se 

pudéssemos replicar o processo S(x) e obter outro conjunto ele dados com a mesma 

função JL{·). 

Uma sol ução usual é assumir que p(x) pode ser. descrita por um modelo de 

regressão usando as variáveis explicativas que referenciam nossos dados no espaço. Em 

outras palavras. nós inicialmente realizamos uma anúlise de supe1:(icies de tendência 

ajustando uma função das coordenadas dos eixos (nonnalmente latitude e longitude) por 

mínimos quadrados ordinários. Após o ajuste. tomaríamos os resíduos deste ajuste em 

lugar dos nossos dados Y,. Ou seja, 

}. · = r -· íl< x J 
I I ,..- I • 

/\ panir Jos resíduos >", podemos proceder à c~timação do variograma e da 

csmllura < .. k Co\ ari<incw espacial . /\pós rcali1.ado (' proc~,;sso de predição espacial. onde 
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obtemos uma superfíc ie estimada f{ (x). basta adicionar jJ(x) aos valores preditos para 

obtermos a superfície .~(x) . 

Segundo Diggle & Ribeiro (2000), o ajuste de uma função linear é sufic iente 

para remediar o problema da tendência, não sendo necessário a busca por funções mais 

complexas. 

A fim de realizannos uma análise visual e analisar alguns dos efe itos da 

presença de tendência no variograma amostrai, vamos utilizar uma das variáveis do 

projeto MAPEM (ver anexos para maiores detalhes sobre o projeto). 

Ao teor de Cromo nos 47 locais amostrados no estudo, vamos ad icionar um 

componente de tendência linear e calcular o variograma empírico. 

Analisando as superfícies estimadas para o teor de Cromo (Figura 4.12), vemos 

que os dados origi nais não parecem apresentar tendência determinística. enquanto que 

os dados modificados parecem possui r va lores mais altos para o teor de Cromo à 

nordeste da região. 

Figum 4. I:; - Supr!l./icies e gráficos de con:ornos ajustados para os Teores de Cromo 
sem lc.mdência (esquerdo) e com tendência deTerminísTica (direita). para os dados do 

projeto i\IAPE.\1. 
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Adicionando-se aos dados onglllats a tendência J12 (x)=3,7:+1,8w, 

obteríamos o variograma amostrai dado pela Figura 4.15. Se julgássemos que os efeitos 

de i 3 ordem são constantes, ou seja, que fJ(x) = Jl , seríamos levados a crer que a 

dependência espacial é ainda melhor definida. Isto pode ser notado aumentando-se o 

número de conjuntos de distâncias k no variograma amostrai. Mesmo aume ntando o 

va lo r de k, o comportamento do variograma permanece quase inalterado. 
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Figura -1. 15 - Variograma amostra/ para os teores de Cromo com tendência 
JererminístTca dada por p 2 (x). calculado com k = I O (esquerda) e k I 8 (direTtu). 

Por este motivo, é de vital importância analisar a região I) em estudo antes de 

real izar as análi ses geoestatísticas. É preciso uma boa avaliação do fenômeno antes de 

julga r se os dados possuem média constante o u se possuem uma tendência 

determiníst ica. 

4.6. EFEITOS DE VALORES ATÍPICOS NO PROCESSO DE 

ESTJMAÇAO DO V ARIOGRAi\tlA 

Os c>II!ITers ou dados atípicos possuem indesejável efeito no processo de 

estimação do variograma. Em um vari ograma empírico, sabemos que n observações 

geram ~ 11( n - J) ord<..:JHldas para serem plotadas no variograma n11;·en1. isto quer Ji;:~r 

que a influência de apenas I (um ) out lier gera efei to~ em n ·- 1 ordenadas do \<Hit'grama 

t:mptnco. 
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Quando um o utlier, cujo valor observado é alto . se locali za próximo de locais 

onde os valores observados são baixos, uma análi se do variograma empírico pode 

conJuzir a conclusões erradas sobre o efeito pepita (r 2
) e/ou a exi stê nc ia dt~ correlação 

espacial (Diggle & Ribeiro, 2000). 
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Figura -1.16 - Variograma.\· amostrais do processo S (x ) . simulado em molha irrc!guíor 

composta de 100 amostras, cujo modelo de correlação espuctul é F.~-/Jnco 

com r 2 = O, a- 2 = 1 e rjJ = 0,25. sem a presença de outliers (esquerdo) e corn u presenç-u 
de 1 (um) out/ier. 

Observando a Figura 4.16 vemos a intluência de um outlier no vanograma 

amostrai ao modificannos um valor de "-0,9" unidades para "8" unidades em uma 

amostra de 100 locais, onde os valores observados do processo estão no 

intervalo- 0,9:::;; y:;; 2,52 _ 

Neste caso, podemos ver claramente a inll uência desta observação atí pica nas 

demais 99 observações. Sem a presença do outlicr, é razoável aceitar que um modelo 

esférico de correlação espacial é o mode lo gerador dos dados, enquanto que com a 

presença do outlier, não pode-se distinguir nenhum modelo razoável pma a correlaçào 

espacia l. 

Co111 base nestas duas últimas seções, "!fliiJncw tlu tendf-ncw I! do jJresen~-u de 

outlwrs 11u eslllnUÇ-·tlo do vanng,rw11o. compn_) \·a rn os a tmporti!ncta de uma <Jnál isc 

preliminar nos dados a rim de tt:n ta r detectar qualquç:r sinal de falta de çstacionancdadc 

no processo ..::m estudo. Proc..::dendo desta form<l, csta t..::mos nos prevenindo de vtcios 

que com promctn m a anàl i se g..::o~,;tat istica d~.Js c.bdos. 



4.7. ESTIMADOR ROBliSTO DO VARIOGRAMA 

Uma técnica robusta ~ aquela que permanece "estcível" mesmo quando se 

depara com desvios das suposições assumidas no modelo. No nosso contextO. os 

desvios podem ser considerados como contaminações no processo Gaussiano }' (x). 

Um estimador do variograma. propo~ro poí C'ressie c llawkins. ~ dado pela 

seguinte expressão (Cn.;ssie, 1991 ): 

{ 

I J ~ 
I . I !Y(X;)- .1\XJ )I' -L 
_n(h ) r -r =h l 

f(h) = ' . ' . ' J 

(0,457 + 0.494 ! n(h)) ' 

onde o somatório é com relação a todos os pares de obst:rvaçõcs separad<lS por un1a 

distância h e n(h) é o número tot~l destes pares O denominador da expressão serve para 

tornar o estimador não-viciado. 

Basicamente, este estimador utiliza a raiz quadrada do módulo das d1fcr('nç~s 

ao invés de elevá-las ao quadrado. Tsto é assim realizado para tornar estas di fen.;.nças 

mais próximas de uma distribuição Gaussrana. Isto decorre do fato de 

[y(x, ) - y(x.~ )]2 tcr distribuição x(~,. A raiz quana é a transformação p~tencia que toma 

I ~ 

estas diferenças ao quadrado Gaussianas, ou s~jn. l.'·tx;)- y(x 1 )I (Cressic, 1991 ). 

Este cstimador f(/i)O::. robusto na pre~cnça de outliers que contaminam nosso 

processo e nos casos em que o efeito pepi1a é alto . Para maiores detalhes consultJr 

Cressie, 199 1. 

As Figuras -L 17 c 4.18 ilus1ram a di stribuição das ordenada!' do variogrnma 

empírico estimado pe!o método cláss ico em comp::t ração con1 as estimativas realizadas 

pelo estimador robusto. 
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-t.8. ESTI!\'1AÇÃO PARAJ\1 f:TRICA DA ESTRUTURA DE 

COVA RLt\NCfA ESPACIAL 

Os mé1odos de suavização de variograrnas empíricos, descritos nas seções 

arncriores, não nos dão subsídios para ajustarmos alguma das estruturas de covariância 

espacial conhecidas (Mutém , Esférica, etc.). Tais métodos são conhecidos como 

esti madores 11(/o-paramétricos da estrutura de covariância espacial. 

Nesta seção, vamos oprescntar três métodos de estimação paramétrica de 

estruturas de covariância espacial: Mínimas Quadrados Ordtnárius, /1.-fínimos 

Quudrudos J>onderudos e Afóxinw Vernssinulhunça. 

-UL 1. \1 ÍNIMOS QUADRADOS ORDIN.ÁRtOS 

Sabemos que as ordenadas v,, do variograma empírico são estimadores não-

viciados de y(h1; )_". Levando em conta que um modelo leórico de variograma define uma 

iàmília de funções y(hJJ) , podemos obter estimadores consistentes de () no modelo 

pannnetrico y(h) = y(h;B) minimizando 

J\1Q01(8 ) = 2-= (v() -y(h11 ;0)} 2 (4.4) 
j >t 

ou 

(-l.5) 

que se baseia no variograma amostrai. 

A expressão dada por (4.5) é normalmente ma1s utilizada devido à 

conveniências computacionais. Entretanto, quando trabalhamos com delineamentos de 

amostras irregulam1cntc espaçadas, as ordenadas v~. são somente aproximadamente 

não-\·iciadas para /(h~.). Este víciJ é conhecido como víc1o de suavi::amento (Diggle & 

Ribeiro, 2000). 

1\ Figura 4.19 mostra o variogmma para os t~..:ores de areia na r~gi ikt cstttdnda 

pdo projeto Mt\PEM, ajusrado pelo t.:ril~rio di.! MQO para duas fun\·ões d..: com~!açõcs 

dil\:rcr11es 
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f-Igura -1.19- J.'ariograma para o teor de areia na região estudada pelo prqjero MAJ>Uvf 
c:om a;11s!e pelo critério MQO de uma função de correlação e.~férica com parâmetros 

estimados iJ = (a 2 = 36,4; (jJ = 376; r 2 = O) (esquerda) e com qjuste de jimção 

exponencwi com parâmetros estimados ê = (u2 = 39,7; (jJ = 187,1; r 2 =O) (direita). 

4.8.2. MÍNIMOS QUADRADOS PONDERADOS 

Os métodos de estimação por lv!QO, dado por (4.4) e (4.5), possuem ainda 

outra desvantagem por não considerarem a variabilidade não-constante de vu . Corno 

vimos anteriormente, supondo um processos Gaussiano,_ os v
1
; possuem distribuição 

Xc~~ e variância 2r(hiJ;B) 2
. Este fato, adicionado ao fato de que vk são médias de 

ordenadas do variograma empírico baseadas em n~: 's diferentes, Cressie10 
( 1985), apud 

Diggle & Ribeiro (2000), propôs o seguinte estimadór por mínimos quadrados 

ponderados 

(4.6) 

Normalmente é recomendado incluir no somatório apenas os vÁ baseados em 

~~~ · 30 (Journel and lluijbregts, 1978). Cr~ssie justificou esta recomendação 

10 Crcs~ie, NA C ( 1 9~5) hlt111g I'Unogrummodd, ~~~-~~ igh~t·d leosr sq11ar,•s Journel of lfJC lm~.'rnauonal 
;\~~ociation ofi\'!athl'ill<ttical (ico l\lgv, 17, 5<>3-))f> 



estabelecendo a consistência deste procedimento assintoticamente quando os n~ 

tornam-se grandes. 

O principal prob1ema que pode ser aponrado no crit~rio dado por (4.6) é o 1àl0 

de que as ponderações que são dadas baseiam-se em parâmetros desconhecidos. Assim, 

se definimos um cri tério de minimização baseado nas ordenadas do variograma 

empí rico, 

(4.7) 

esta desvantagem seria ainda mais evidente. 

Outros estudos mostraram que o vício no processo de estimação dado por ( 4.6) 

é da ordem de -
1 

(Barry et. al. 11
, 1998 apud Diggle & Ribeiro, 2000). 

nk 

O critério de A1QO dado pela expressão ( 4.4) não apresenta este vício. 

Entretanto, este critério se constitui de um simples mas ineficiente método de estimação 

dos parâmetros do variograma. 

Dentro dos critérios de mínimos quadrados ponderados, define-se ainda um 

out ro critério, baseado na expressão ( 4.6), que pondera considerando apenas os nk _ Sua 

expressão é dada por 

MQP3 (B) = Ln*[v"- y(h*;B)]2
. (4.8) 

k 

Este critério é aproximadamente equivalente ao_ MQO. A diferença entre os 

dois procedimentos é resultante do vício de suavização ao computar-se os v~.-. Este 

critério é chamado de mínimus quadrados n-ponderados (Diggle & Ribeiro, 2000). 

A Figura 4.20 mos1ra o variograma para os teores de areia na região .:studadíl 

pelo projeto MAPEM, onde aj ustou-se uma me!>ma função de correlação pelos critérios 

de MQP2 c MQP3. 

11 13arry. J T . Crowdcr . .\1 J and Dig.glc, P.J ( 19<>7) f 'orwllt'il"l< ,•\·tmuaitm 11[ riu! l "oriog l<llll Lnm;a,\CI 

Univcrsi1 y Tcchnical Rcpun 
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Figura -1.20 - Variogrwna para o teor Je urew IW ref!.wu estudada pelo pny..:to 
lvfA P J~'M com ujus!e pelo critério .MQP: de umu jimçJo ele curreloçcio exponencial com 

par6me1ros estimados iJ = (a 2 = 4 1,2: ç/J = 186.5: ,: =O) (linha contímw.J e com 

ajuste dado pelo cntério A.fQJ >_, com purâmelros e~tiowdos 

Ô = (a 1 == 39,7; rp = 187,1; z- 2 ==O) (linha ponulhaJa). 

Grandes desvantagens dos métodos baseados em ajuste de curve~s (MOO e 

MQP) são notadas quando avaliamos a sensibilidade dos critérios qu"mdo variamos as 

amplitudes h consideradas no processo de estimação. Em outras palavras, se 

calculássemos o variograma amostra! somcme para distâncias h < 300 m c. 

posterionnente, refizéssemos o cálculo para h < 350 m, obteríamos estimativas dos 

parârnetros significativamente diferentes. A Figura -l-.21 ilustra este làto. 



<:.> 
v 
..:: 
ê 
c:: 
> 
E 
·!.' 
Ul 

o 

o 
o 

;---, 
I - h-6Cúl 
: - - - - 11=':·00 

::; 1 oo ~-.:.ct 2Jü ~0~1 5oo 6oo 

58 

Figuro -1.2 I - Ajuste dt: 1110de/o exponellc:uf fhJru o teor de urew pelo crirJno ,\ttÇ}J>3, 

boseaJo em vonograma amosrrc~l c.:om h 600 melros (linha conrínuo) e com h 500 
melros (línha pomilhadu;. 

Por fim, métodos baseados em ajustes de curvas não garantem a legitimidade 

do modelo estimado. A menos que algumas restrições tenham sido utilizadas no 

algoritmo computacional dt minimi1.açào, est~s critérios podem produzir estimativas 

negati\·as pnra -r 2 e conduzir a cotTl.binayõcs de ~stirnmivas que viola tn a exigência de 

que as funções de covariância cspacia l devam ser não-negativas (Diggle & Ribeiro, 

2000). 

4.8.3. MÉTODOS BASEADOS !\A VEROSSI\llLl-lANÇA 

Na estatística clássica, esti matloícs baseados · no princípio da máx1ma 

verossimilhança tem sido amplamente empregados devido ao fato de geralmente 

fornecerem csti madores consistentes, assi ntoticamcmc eficicnt~s e não-viciados. 

/)<!(i111~,-·a" -/.3: ;\ estimati\'a d~:! máxima \erossimilhança do.:(} _ isw é, O, baseada em 

uma amostra a lcatória Y1 _>"::_ ... ,r, é aquek valor de (} que torna máxima a funç<lo de 

/\prcscntar~mos agora o métodl' da m~h:ima v~rossimiihança para estimação 

dos parâmdros Ja ~s1ru1ura tlc c~i\ <Hi:incia cspaci,d sup~mdo u modelo G<lussi<J!W como 

gcr,tdor dns 'bdos. 
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Suponha qu~ os dados Y = (Y1 , •• • , Y,) fo ram gerados por um modelo 

Gaussiano linear, 

Y, = f1(x,)+S(x,)+Z, :i= l. .. . ,n, (4.9) 

onde .\.(.r, ) é um processo Gaussiano estacionário com vari ância cr 2
, função de 

correlação p(lu/J) c l, - .N(O, r 2
). O valor de f1(x,) é detenninado por um modelo de 

regressão baseado em k Cunçõcs de variáveis referenciadas observadas 

fi 

Jt(x1 ) = Li~- \x,)fJk. (4. 10) 
k • l 

O papel da expressão de p (x,) é representar a variabilidade que não é devida à 

depcnd(;ncia espacial entre os locais x , mas devido a tendência existente na região D. 
~ 

Apc:nas para uma melhor compreensão da expressão ( 4. I 0), vamos considerar 

que a n.:grcssào é funçiio quadrática Je duas variJveis espw..:lcllmenl~ referenciwius 

( .:- ~ 11'), representando latitude e longitude, respectivamente. Então podemos escrever 

p(x)da seguinte forma: 

_ 2 11'2 

r /3, l 
- w, .:, w, . /32 _, _, 

I 

- \1'2 - 2 11'2 ::2 w2 /3_; 
p (x) = 

_ , - 2 2 

fJ4 ' 

- w _ 2 11'2 - '1} f3s - 11 11 11 11 -,, fi 

/3(Í 

onde a pnmem1 matriz do lado direito da expressão é chamada de matriz de 

delineamento. Para maiores detalhes sobre aná lises de supcrficics de tendência, ver 

Bailey & Gatrell ( 1995). 

onde 

A partir das definições dadas por (4.9) e (4.l0), segue que 

Y ~ .\fi/N(F/},<;(fJ)), 
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Segue que o logaritmo natural da função de verossimilhança para (13 :rjJ) é dado 

por 

In I/,(~ ;q5)] = (c.:onst.) x (- ~){lniG(B)j + (y- F~ )'[G(B)r1 (y- F~ )} . (4. 1l ) 

Para obtennos o máximo da expressão (4.11), primeiro eliminamos ~ da 

maxnmzação numérica de ln(L(-)]. Para isto, tomamos seu estimador por máxüna 

verossimilhança (para e fixo) 

/J(B) = {F'(G(B)t1 F} -I F'{G(O)} - I y 

e substituímos fJ(B) na expressão ( 4. i I). Jsto produzirá uma expressão reduzida do 

logaritmo natural da função de verossimilhança para (), 

In[ L( O) f = ln[/~(,8(0), B)l. 

Reduções deste tipo são importantes pois permitem eliminar algebricamente 

parâmetros do critério a ser numericamente maximizado. Isto faz com que as rotinas de 

maximização s~jam mais confiáveis, pois elas tendem a serem mais eficientes quando a 

dimensional idade da função a ser maximizada é menor (Diggle & Ribeiro, 2000). 

A Figura 4.22 mostra o variograma para os teores de areia na região estudada 

pelo projeto MAPEM, ajustado pelo critério de máxima verossimilhança. 
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Figura -1.22 - Van ogramo para o teor de areia na regwo estudado pelo prruero 
A;fAPJ;J\4 com ajuste pelo método da máximo verossimilhança de uma .fimçiJo de 

correlaçüo exponencial com parâmetros ê = (CT 2 == 40,4; <ft = 156,6: r 2 =O). 

Máxima Verossimilhança Restrita 

Uma variação do método da máxima verossimilhança, cuja ongern está no 

contexto de planejamento de experimentos (Patterson & ThompsonJ:, 1.971 apuà Diggie 

& Ribeiro, 2000), é conhecida por método da máxima verossimilhanc.-·a restrita 

Este método consiste em transfonnar os dados lineannente para Y ::: A Y , 

assumindo um modelo para E(Y) = F~ , de tai fonna que a distribuição de y · não 

dependa de {3 (Diggle & Ribeiro, 2000). A escolha da matriz A pode ser feita sem o 

conhecimento de ~ ou e. Uma maneira apropriada de encontrá-la é fazer 

A = 1 -- F(F'F) -1 F' . 

O estimador da máxima verossimilhança restrita é encontrado maximizandv 

In(!,· (B)l = (const) x (- ~)~niGCB)! + lniF'l G(B)r' FJ + (y - F~ )'[G (B)r' (y - F~)}, 

onde fi = ÍJ( O). /\pesar desta expressão depender de F e, consequentemenic. dcp~nder 

da correta especificação de p (x ), da não depende da escolha de A. 

I: Pallt'fSOll. li I) c Thornpson. R ( 1<>71 ) R <'C0\.('1 y o r i ntt.:r-bloch i nronmllÍ0 11 wh ... ·n hind; !' ii','S éE l' 

ur11;qual /$t1JIII<'friko . 58 5-1" - ">4 



Segundo Oiggle & Ribeiro (2000), o método da máxima ve rossimilhança 

restrita produz vícios menores para amostras pequenas ç é mais sçnsívcl n 
especificações incorretas do modelo de Jl(x) do que o método da máxima 

verossimilhança tradicional. A Figura 4.23 compara o ajuste do variograma para os 

teores de areia na região estudada pelo projeto MJ\PEM. realizado pelos crit~rios de 

máxima verossimilhança e máxima verossimilhança restrita. 
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Figura -1.23 - Variogruma pura o teur de areia na rcgwo es/lidadu pelo p:·ojeto 
MAPEM com ajuste de zmwjlmção de correlaçcio expt)nencial pelo método du máxima 
verossimilhança restrita com parâmetros est imados 

Ô=(0" 2 = 47; t/J=192,5; <~=0) (Nnlw contínua) em contraste com o ajuste da 
mesmafunçào pelo método da máxima verossimilhança (li'nha pontilhada). 

4.9. VEROSS11VIILHANÇA RELATIVA (PROFILE LlKELIHOODS} 

Os métodos da máxi ma vcrosimilhança baseiam-se na obtenção do máximo da 

superfície dada pela cxpr~ssào ( 4.11 ). Entretanto_ de,·ido à dimens5o desta superficie, 

análises de seu comportamento acabam por se tornar in,·iávei s. 

Em vi Ltude disto, ocorreu a proliferação de procedimentos ad-hoc para 

aproximações analíticas ou numéricas para a sol ução deste problema (Gamcrman & 

Migon. 1993). 

Se nossa cxprcs~?io da verossimilhanÇ<1 ~ da forma f.(v 2 ,tf;;x). podemo~ 
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na expressão da verossimi lhança por ~(u~), ou SCJà. seu es·ttnwdor do mâx1111a 

verossimilhança paro codu valor de a ~. Esta expressão marginal da verossimilhança é 

denominada verussimtllw11~·o relutivo ou pr<~[ill!. 
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Figura -1.2-1- Função de ,·erossimilhança relativa pura vs porâml.:'lros (u =' ;rp; ; 2
) cnm 

os r especlivos intervalos rle cr"!fianç:a à 95% (linha pontilhada Sltperror) e à 91)% 
('linha pontilhada iJ?ferir)J:J para o vuriávo~l teor de t.Jr::.·ia. 

Uma observação importante a ser feita sobre a estimação de parámetros da 

estrutura de covariância espacial é a de que os variogramas estimados puí maxima 

verossimilhança e mâxima verossi mi lhança restrita, · podem ser completamente 

diferentes do variograma amostrai. Por outro lado. os variogramas estimados por MQO 

e MQP tendem a ser bem próximos ao variograma amost rai -- o que e esperado, pois se 

baseiam em ajustes de curvas ao variograma amostrai. 

Entretanto, a proximidade ent re o variograma estimado e o vanograma 

amostrai não é critério seguro para a,·aliar a qualidade de estimação (Diggle & Ribeiro. 

2000). Podemos destacar duas grandl!s d~~svantagens dos métodos baseados em aju<;les 

de curvas. bl.!m como os móodo~ nàn-paramdricos baseados na suavização do 

vario~rama amostrai. 

/\ primeira grand~ d~s' <Hllagl.!m dc<;tcs m~tl.l(ios d~ sua v i ;ração é devida aü la!\) 

Jç quç_ para uma amostra de n locais. o' ariograma empírico terá Y: n( n- 1) valores di.: 
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desfavoravelmente o dl.!sempcnho dos móodos tradicionais de modelos de regressão 

(Digglc & Ribeiro, 2000) 

Urna segunda grande desvantagem destes métodos, já descrita pela Figura 4.1 O 

na seção 4.! .4, é o fato de que o variograma ~mostrai pode variar drasticamente apenas 

com o mudanc,:o do i'U!or de k no cálculo do ranngrama amos/rui. 

Analisando a Figura 4.25, vemos os limites superiores e inferiores dos valores 

dç 30 ,-ariog1amas arnostTais simulados, gerados c. panir de processos Gaussianos com 

os m<:smos fJurúmetro•: est imudr; ,· pelos critérios de MQP:; e tná'\ima verossimilhança 

para o teor de areia nos dados do Mf\PEM. E:;tes processos são gerados em malhas 

amo~uais com o mesmo número de locais amest rados existentes na área estudada pelo 

projeto M.APEM, que é de 47 pontos. 
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Fi f_ lira -1.25 - /,imites superiores e in/erinrc'S d~· 30 ,·aringramas amostrais simulados 
em nwllws di! -17 pontos. GllfO processo gerador dos dados é <Jausswno com 
parÚlli<!lros do estruturu de u,vuriâncw <!.,puciuí iguais aós purâlilt.!lros ..:stil11ados pur 
lv!QF3 (<!squerda) e estimados por múxima ,·ems.,;mi/hcm~:a (direira) . 

Estes limites, ou l!nwlopes (Digglc & Rtheiro, 2000), nos mostram a amplitude 

de variação dos variogramas amostrais gerados a partir d~ um mesmo processo gerador 

dos dados. Caso nosso variograma amostrai se cncontr~ fora destes limites, devemos 

reali1.ar anális~s ad1cionais no nosso ~~~wdo. flt ltS se o mode!fJ de estrutura de 

cm'tll'ttim•ttl e.'j)(tâul. lfll<' jot eslt/Jl(lt/n. ío.\.\1! r.·o!nwJ/Ie o mor/elo venlude!l·o. ele 

dt/i ... ·dmt.'ll l< ' tJrodu::II·Jtt 11111 ; ·t ;nugromtt omo,;rul , "mo o t'ncrmlrudo <'tJI nossos estudos 
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Um argumento nonnalmcnte aceito contra a utilização dos métodos de máxima 

veross imilhança em favor de métodos baseados nos critérios de mínimos quadrados é o 

fato de não podermos ter certeza se o nosso processo é Gaussiano. Os métodos baseados 

no critério de mínimos quadrados funcionam de forma razoável tanto em casos onde 

l1damos com processos Gaussianos quanto nos casos em que o processo não é 

Gaussiano (Cressie, 1991 ). Por outro lado, a utili zação de métodos baseados na função 

de verossimilhança do processo gerador dos daàos só apresenta bons resultados quando 

esta função está corretamente especifica da. 

-LlO. COMPARAÇÕES ENTRE EST[~1AÇÕES REALIZADAS 

PELO CRITÉRIO DE 1\tlQP E PELO MÉTODO DA MÁXUVIA 
• 

VEROSSIM ILHANÇA PARA PROCESSOS SIMULADOS 

Apenas para efeito de comparação, vamos apresentar agora diferentes 

~imulações de processos Gaussianos e seus respectivos variogramas estimados poí 

MQP2 e pela máxirna verossimilhança. 

De modo geral, o processo de simulação Gaussiana busca gerar valores r;, tal 

que Y -~ Mf/N(O,L ) . Um vetor Y com s imulações para um conjunto çie n pontos pode 

ser obtido por: 

onde Z é um vetor com n observações Z, - N ( 0,1) e L: 1 2 é tal que L = L: 1' 
2 (!: 1 ' 2 

)' . 

Este procedimento pode ser realizado através de técnicas de decomposição da ll'ltltri z L. 

Como o modelo geoestatístico Gaussiano é aditi vo, se desejarmos adicionar ao modelo 

componentes de tendência ou efeito pepita, basta adiciona r estas componentes aos 

valort!s ~imulados (Diggle & Ribeiro, 2000). 

Os processos s imulados foram gerados no pacote GcoR e os parâmetros 

estimados para os modelos que serão apresentados a seguir se encontram no Anexo I. 

As simulaçõ~s dos modelos quê serão apresentados a seguir foram rcalizaàas 

d~ forma a dispormos de duas malhas amostrais para cada modelo, uma com 50 

amostra:; e outra co111 I 00 amostras. /\s coordenadas qut.: rcferenciam estas malhas 

amo~trais estão padronizadas e variam no intcn·alo (0, 11. Os modelos foram êstimados 

pelo m~todo da mú:-.inw verossimilhança c pelo critério de MQP2. Como ambos os 
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métodos necessitam de algoritmos numéricos para realizar o procedimento de 

estimação , os va lores dos parâmetros iniciais para interação foram os mesmos para 

ambos e seus valores foram exatamente JS parâmetros da verdadcirâ estrutura de 

covariância espacial. Além di sto, considerou-se que o modelo de família de correlação 

espacial era conhecido em cada caso. 

i) Modelo Esférico: (} = (a- 2 = 0,1; cj> = 0,1; r ~ =O) 
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Figura -1.26 - Ajuste de variograma para malha amostro! de 50 locais (i; esquerdo) e 
malha de /00 locais (à direita), reali=odo pelo método da máxima verossimilhança (em 
vermelho) e pelo critério de Jv!QP2 (em a=ul). juntament~ com o verdadeiro nwdelo de 
voriogrmna (em prelo}. · 

Nesta simulação, buscou-se anal isar a estimação ele parâmetros do variograma 

nos casos onde a variabilidade c a amplitude da dependência espacial são pequenas. 

Para a amostra de 50 locais, ambos os maodos captaram apenas pequena parte 

da dependência espacial , nos levando a acreditar q ue o processo não possui esta 

dependência. Entretanto, com a amostra de I 00 locais. a dependência espacial foi 

captada po r ambos, sendo que apenas o patamar de variab il idade foi subestimado ('~r 

Figura 4.26). 



ii) Modelo Esfér·ico: e= (0" 2 = 100; </J = 0,4~ T : = 20) 
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Figura -1.27- Ajuste de variogranw para malha amostra/ ele j() locots (ci csqua dai e 
malha de I 00 locais {u direita), rea/i::ado pelo método da múxm;a Vc.' tcJssmlilhan~:a (e !li 

vermelho) e pelo critério de MQP2 (em a::ul), j untameme com o verdadeiro modelo de 
variograma (em preto). 

Analisou-se no exemplo ac1ma outro modelo esférico com variabllidadc ~ 

dependência espacial mais elevadas. Ambos os mé-todos obtiveram resultados 

satisfatórios, entretanto o variof_rrama ajustado pelo método da máxima ,-~ross i mi l h<mça 

apresentou resultados muito superiores. No caso de 50 amostras, c ajuste realizado pela 

máxima verossimilhança foi praticamente perfeito (ver Fig'ura 4.27 ). 



iii)Modelo Exponencial Potência k = 2 (Gaussia no): 
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F1gura -1.28- Ajuste de vuriogruma para malha amostra! de 5f) locui,· (à esquerda; c: 
molha de 100 locais (à direita), reo!t::ado pdtJ mérndo ck1 máxinw verossimilhança (um 
vermelho) e pelo critério de AI/QJ>2 (em a::ul;, Jlfl i lrtmeJ71e com o verdadeiro 111odelo di! 
Yariograma (em pre1v) . 

Neste caso, onde a função de correl2çào do vanograma Ç Gaussiana. os 

resultados obtidos pelo método da máxima ,·erossirnilhança foram plenamente 

satislàtórios. É importante notar que o ajuste realizado foi extremamente preciso tamo 

no caso de cálculo baseado em 50 amostras. quando no caf..o de ! 00 amostras. O modelo 

estimado pelo critério de MQP2 foi desfavoravelmente influenciado pelo 

comportamento do variograma amostrai (ver Figura 4.28). 



iv)Modc lo Exponencia l Potência com k == I (Exponencial): 

0==(u 2 = 40; q) = l; T~= S) 

I 
o ~ .::;. 
,...., ('J 

•l> •1. 
~ -1 •.J u 

.:: c: 
'U a \C• 

·::;. -~ ~ •• ~~ m 
> () > 
E ~ 
l]l 

1 ' -- - ·-1 
·r 'é 'h '-(' 

C• 
~ 

Ir, 

I ,~ L lviax v &r os I I j ·- MQP2 . 
o c 

00 1)2 04 06 0.8 1 o 1 2 üO 0.2 

distance 

o 

,---·~ 

o c 

Verdadetro 
MaxVero::. I MQP2 

I 
I 

o~ OG 0 .8 1 o 1.2 

dt~tance 

Figura -1.29 - ;Uuste de \'ariogrcmw paro malho wnosfral de 50 loc.:ais (à esquerda) e 
malha de JUO locais (à direita), r cah:::odo pelo método da máxima verossimillwnça (em 
vermelho) e pelo critério de 1\;fQJ>2 (em a.:u!), pmtameme com o verdadeiro modelo de 
\'UJ'W[!J·uma (t!lli preto). 

Nesta sim ulação, onde temos um modelo com alta variab i lidade e amplitude de 

dependência espac ial , tanto para 50 amostras quanto para I 00 amostras, os resultados 

obtiJos pelo critério de MQP2 foram superiores (ver Figuro 4.29). 

Após esta breve análise destes modelos si mulados, é imponame notar que o 

desempenho do método da máxima verossimilhança foi geralmente superior para os 

casos onde a ampl itudc d::t dependência espacial é menor. A função de corrt:lação 

espacia l do tipo exponencial é normalmente a função que determina maior amplitude de 

dependência espacial. Isto acontece porque o decréscimo desta função é mais lemo do 

que o decr~~scimo de outras fu n~:ões deri vadas da Ü\mília Exponencial Potência, como a 

funçiio de com~layão Gaussiana (ver Figura 3.7 ). 

i\pé'sar dos pequenos indíc ios de termos uma melhor estimação, por pane dos 

méwdoc; de múxtma vcross11nilhança para os casos onde a função de correlação espacia l 

ti\ cr decrésc11110 111:1is r{lpido_ JWcessttaríamos de IJiois est11dos de .\·llnulu~;aes 

1'<'1'1/il'cll !(/u o colllfiOI'IIIIJWIIío destes méwdoo.; de csti111U('<il) puro tÍ{/i.•rente., .\llllil<,'liL'.\· I! 

l!líJt /,-/o.\ f>U /'il li i{(' f>O.\SUI/IIJ,\' u/ll'il/l ií uf,!!,n <'01/1 SC,!!,lf!'Uili, '(/ IW.\'f< ' S C!Ií!tfiJ. (-: j 111 p o r!<lll lC 

salictllat qu~ tw:::ta-> <>imula\·õ~s. partimos do pr~ssuposto que: 
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I) A funçãt) de ;;orrelação espacial era conhecida; 

2) t\ runção ele máxima verossimilhança estava corretamente especificada, pois 

tínhamos segurança em afirmar que os dados foram gerados por um processo 

Gaussiano, 

3) Os va lores in iciais dos parâmetros, que foram utilizados nos algoritmos numéricos 

para o processo de estimação, eram os mais próximos possíveis dos verdadeiros 

parâmetros do modelo Uá que seus valores eram exatamente os parâmetros do 

modelo). 
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5. PRED~ÇÃO ESPACIA L 

Nos capítulos anteriores, nos preocupamos em estudar aspectos da análise 

Geoestatística que são importantes pré-requisitos para o principal objetivo em questão: 

o precilçDo e.\pocial. 

Na seção 2.4 do Capítulo 2, vimos como fazer predição espacial supondo urn 

mod~lo estatístico totalmente especificado. Entretanto, quando um pesquisador se 

depara com um certo fenômeno que pode ser analisado pelas técnicas de Geoestatistica, 

os parâmetros do modelo a ser uti lizado no processo de predição são normalmente 

desconhec idos. 

i\ parti r disto, o pesquisador vê-se obrigado a estimar estes parâmetros 

desconhecidos - normalmente parâmetros que especificam a estrutura de covariância 

espacial - e considerá-los como os verdadeims parâmetros populacionais a fím de 

rcal i?.ar o processo de predição. Infel izmente, este tipo de prática adiciona erros nas 

predições e nas respectivas variâncias de predições. 

Neste Capítulo, vamos apresentar o método geral de predição em 

Geoestatística, rea lizando a predição espacial para dados obtidos do projeto MAPEM, 

além de dados obtidos por processo de simulação, utilizando parâmetros estimados por 

critérios baseados em mínimos quadrados e máx ima verossimilhança. 

·. 
5.1. O PREDITO R DE S(x) 

No Capítulo 2, vimos que a predição de 'l' -= S(x) p~ra qualquer.r E I), realizada 

através de um prcditor T = /(Y) , possui erro quadrático médio mínimo quando 

l.ogo, o pred itor T = /:·(/'I Y ) é preditor ótimo de r, segundo o critério de 

menor erro quadrúrico médio. Entretanto, o prcditor r= C('l' í V ) nem sempre é finem· 

<'m Y. 

<) u~ll de preditores lin~an.:s é justificado quando pos~uímt)S inrorlilaçõcs 

incompktas sobre a distrihuiçllo do fenôm eno em estudo ( Gamennan 8:. Migon, 1993) 
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No contexto de Geoestatística, o cálculo da média e da variância do e rro de 

predição só são poss íveis se conhecemos a distribuição do processo S(x). Entretanto, 

como possuímos normalmente apenas uma única realização do píocesso S(x), não 

podemos inferir sua dis tribuição precisamente. Por este motivo, nos restringimos à 

escolha de preditores pertencentes à classe dos estimadores lineares, que sempre nos 

possibilitarão calcular a média e a variância do erro de predição a partir do variograma 

o u do covariograma (Journel & Huijbreg1s, 1978). 

A partir disto, buscamos o predNor linear ótimo em Y, a tí rn de predizer os 

valores de r= S(x). Este preditor, é da fonna 

11 

i' = S(x) =I w;(x)Y; . 

• 
onde os pesos w, (x) são derivados da média estimada e da estrutura de covariância dos 

dados. 

A grande vantage m de trabalharmos supondo um processo Gaussiano S(x) es tá 

no fato de que o preditor ótimo de T baseado em Y, ou seja i'= E('l' I Y) , é também o 

preditor linear ótimo de T. Considerando que E[S(x)] = f.! (Vx E D), vimos no Capítulo 

2 que este preditor é dado por: 

i'-=::;;..t+a- 2 r'(r~I+a- 2 Rr 1 (Y -;;1 ) 

c possui va riância de predição 

Var (T I Y) = a 2 - a-= r'(,~ l + a 2 Rr 1 
0"

2 r· . 

Além deste fato , assumir que nosso processo é. Gaussiano traz ainda outws 

grandes vantagens (Cressic, 199 1 ): 

i) Homosccdasticidade condicional: A variància Var(T I \' ) não depende de\', 

ou seja , só depende da configuração espacial dós locais x na amostra e da 

estrutura de covariância espacial ; 

i i) O erro quadrático médio de 'l' =I~· c r I Y) é igual à variância de predição 

l'ur (T I Y). 

O método de predição espacial que utili za o preditor r= F(!' I Y ) a fim de 

construir uma supcrlicic S(x) ~ chamadü de kn geog,em . 



5.2. KRIGEAGEM 

Krigeagem é o método de predição baseado na minimi7.ação do erro quadrático 

médio que nom1almente depende das propriedades de 2'' ordem du processo ,\'(x). 

Normalmente, nosso objetivo é predizer o valor de S(x) ou seu valor médio em 

uma determinada região, ou s~ja, 

'l' = _111 J S(x)cb:' 
B H 

onàe IBI é a área da região n ( B E D) . Pela linearidade do operador esperança. kmos 

que o preditor de T é dado por (Diggle & Ribeiro, 2000): 

i= -
1

1

1 

J .~(.r)dx. 
R 11 

Suponha que os dados Y = (Y1 , •• • , Y,) foram gerados por um modelo 

Gaussiano linear, 

onde S(x1) é um processo Gaussiano estacionário com média zero, vari5ncia a 2 

função de correlação p(h;t/J), p(x,) determinado por um modelo de regressão Lnsc:ado 

em k funções de variáveis referenciadas obse1vadas 

" p(x,) = Lf~. (xi)fJÁ 
k : l 

e Z1 - N(O, r 2
) é um ruído branco. Então, segue que V tem distnbuiçào Normal 

Multi variada 

Y - MVN(F~, G{O)), 

onde 

f
fJ. l • /~·(Y) =F~ =[matriz; de dclineamemo n x p : 

_fJJl J 

• I "or(Y) = G {O)-= r 2 i + a=R(q)) = 

' I ~ (.)li J pqj.\': . X i !i: ~) 
= r-: : +o--l : 

I_ O I I [_t>(Jix .. - .r ~:- q,) 
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• Y,: i= l, ... ,n são mutuamente indcpcndc-:ntes. condicionais à .\(x). 

A pa rtir dest~ modelo, com base na seção 2.-L temos que o preditor de S(x) e 

(5. I ) 

com variância de pred ição 

Vor(T I Y) = u: ·- u 1 r'(r 2T +v~R f 1 u:r. (5.2) 

onde r = [P~!r ~ r, 11)1 

pQix - .\,II)J 
O processo de realizar a predição atra, ·~s da expressão dada por ( 5 I), 

construindo um mapa de supc:rficie para .)'(x) , ~conhecido como krigeagem simples. 

1\. partir da expressão (5.2). podemos construir um mapa dn prec isão da 

predição, tomando o desvio-pad rão 

(5.3) 

Embora o preditor da krigeagem possa ser derivado como o preditor li near 

ótimo scrn realizar rekrência explíciw à um modelo ()au!'~iano, a predição espacial 

baseada em J~·u · I Y) é linear svmente sob suposição Gauss1ana (Q1ggk. Moveed e 

Twan, 1998). 

N::t kri geagem simples, norma lme nte substituímos os pa ràmetros que definem a 

estrutura de covariância espac ial por suas estimativas e assumimos que a média é 

conhecida a ptiori. Quando não desejamos ou não podemos - supor que a média é 

conhecida, nos voltamos aos procedi me mo de kngett_!!.l'lli ordmúnu c l.ng~.wg<.:m 

zm1versol , que podem ser considerados como casos particu lares da pred ição bayesiana 

(Diggle & Ribeiro. 2000). Nesta monografia, será apresentada apenas a predição 

espacial baseada nos m~wdos de krig~_'agcm simples. Para rclá~ncias a outros m~todos 

dc krig<.:agcm, sob a suposi<;ào de modelos estatísticos cxplícll0S, recomenda-s~.· Diggle 

& Ribeiro (2000). 0-; m0:odos d.: predição baseados em krigc;jgcm s im ples. ordinária e 

univt.:rsal são cla->~ ll.ica.Jos corno mcwdos de kri.'.!,t:U.'.!..l'/11 lmea.r_ Para rckrcncias à 

métodos de kngcagcm n.~c)- l incar. \Cr Diggk. Mo~ccd c Twan ( 1998 }. 
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Eremplo de Kn:~eagem S'imp!es 

Suponha que desejamos estimar o teor de uma certa substància existente em 

um <ktemltnado local.\o com base em amostras do teor desta substância, observadas em 

A rigura 5 1 ilustía a loca! izaçflo Ja:- amvstra:-. c o local onde: dcs~í~t:'llOS 

prcdi7cr o teor dH subst<1neia. As distâncias en1 re os locai~ e os seus respectivos v;llorcs 

são da<.h.; por· 

Taheío 5. j - Uistún c.:ios enrre os loc(lls x . 

Local A 
I 

Local B I Oistânci~1 
I 

___J_ -------
X o 

I 
.'\I 15,00 metros 

Xu -'1 24,00 metro~ I 
I 

.xo I -'.' l 0.00 metros 
I 

39,00 metros .\" 1 I X] 

x, I .\"3 18.02 metros 
I 
' 26,00 metros X: I x_, 

---·----- --··--

Tabela 5.2 - !'olores ohservudo.,. 

- - Local j Valores~\.') 

x, ~ 64 

70 

.\"_; -47 



>-
-c ,_ 
o o c ... 

60 

40 

20 -
20 

76 

X3 
e 

X2 X1 
õ ? "" 

? fQualovalg ., ... 
/ 

r estimado para este 

!_~ont~ . 

-~--- -~. -·-r-- - ---- ----....,~ -·-,~~-~-----

40 60 

Coord X 

F1gura 5.1 - l~ucdi::ação dos omos/rus x 1 , x ~ ex~ I! do foco/ 

onde deseJamo.~· esfimur rJ leor du suhsf(Jncio. 

Para realizar a predição, supomos que os parâmetros que definem a estrutura de 

covariância espacial são dados por 

)! = 6o -,; G .'\v.-- \r..-.!'\ l":s p·\.IJI, 1' ·f , """'\..L .i ·<:~~__.._&. ' .• ~, ;~~ \. 
r 2 = 10 

CY:==liO 

com função de correlação espacial dada por 

I 
') 

1 
. .. . 

120
) {1 - >f(h / 20)+~(h/20/:0shs20 

p( ·1: qJ = ~.~fenca( 1; = . o :h ;::: 20 

/\ Tabela 5.3 fomecç os valores d~sta função de correlação t.'!spacial para todas 

as distâncias consideradas n(!ste exemplo. 

Tah(!/u 5. I - /)Jslúncíos entre os loc(lfs x. 
·----r --..--· --- --- -- --

Local A Local B Distância f l(h) 

-- ~~~- ----- -;~·--l l5.00 metros 

xo l XJ l 24 ,00 metros 

xo x.1 ! l 0.00 metros 
I 

x 1 x_, I 39,00 metros 

x, -"3 ; !8.02 metros 
I 

.r: .r_~ 1 26.00 metros 

0.0859 

0.0000 

O) 125 

0.0000 

0.0 140 

0,0000 

,\ panir di-.;td, podemos encont rar o v;llor de .\'(x.,) atnn.és da c:\pre:.;sào () .2): 



) 
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Entretanto, como f.l(x);:;: 1-', podemos escrever (5.2) de maneira simplificada 

.~(x(\) = 60 +I 10[0,0859 O 0,3125] x 

{( - ~ [ -,1-1 ([ ] [ ]] I O O I 1 O 0,014 64 l 

x ll olo 1 o I + 1 1 o o 1 o J ~ I 70 - 60 1 

O O 1j 0,014 O I )J \ 47 1 

.~(x0 ) = 60 + [- 3,29286]= 56,70714 

Logo, a nossa estimativa do teor da substância para o local .>.:0, com base em 

tr~s amostras, é igual à 56,707 14. 

Se desejamos obter um intervalo de confiança, devemos calcular o va lor da 

variância de predição dado por (5.2) 
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Var[.~(x0 ) 1 YJ = 110 - 110(0,0859 O 0,3125] x 

x {l( I 0[~ ~ ~] + 11 0- ~ 
O O I 0,014 

o
1 

o,o 14]Jr l [o,oss91 
O l x iiO O I 

o 1 J 0,3125_) 

Var[.~(x0 ) I Y] = li 0- [1 0,52345) = 99,47655 

Logo, o desvio padrão da predição é dado por 

~Var[S(x0 ) / Y] = .j99,47655 = 9,974 

Com base neste resultado, obtemos um in tervalo com 95% d~ conriança para o 

teor da substància no local x0: 

/C 95% - > (56,707 -1,96 X 9,974 ~ 56.707 + 1,96 X 9.97-i) 

---7 (37,15; 76,25) 

5.3. APLICAÇÃO DAS TÉCNICAS DE KRlGEAGEM NA A~ÁLISE 

DE DADOS DO PROJETO 1\'IAPEM 

Ao longo desta monografia utilizamos dados fornecidos pelo projeto MAPEM 

(ver Anexo 2) a fim de estudar as características da estrutura de co,·ariãncia espaciaL 

Como prosseguimento, vamos realizar predições para locais não amestrados utiltLar.do 

os resultados obtidos no capítulo ante1ior. 1\ variável que será analisada é o teor d r: 

areia dos sedimentos. As amostras foram obtidas através ck' uma análise de 

gran ulometria nos 47 locais amostrados. 

Como apresentado no capítulo anterior, o variograma amostrai do teor de areia 

tem o seguinte formato: 
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Figuro 5.2- Voriogrumo amos1ro/ paru I_) teor de areiu. 

Após uma análise do compunamcnto do variograrna para diferentes distância~. 

como mostra a Figura 5.3, concluímos que é razoável supor isotropia nos dados. 
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hguru 5.3- l'ariogrumu fi/1/0S/ro/ (.u/culado pura os llireçr1e•: O'~ -15 '~ 90° (' / 35'~ 

Quanto ao modelo de estrutura de covariància espacial, utilizamos a função de 

correlação exponencial e estimamos os paràtnetros através de di' crsos critérios. Vamos 

agora analisar os resultados obtidos pelos cnté-riL'" UI..': MQO. fv1QP: ~.~ por mú:--:imn 

verossimilhança. Os variogram[ts ajusta~Jos se encontram na figura .:'.4: 
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" 

Ftguru 5.-í - I únogromus Gjusludos puru u 1·unâvel t..;or de arew segundo 
os cnlérios de /11QO. A I(,} F: t! múxi/Jiu verossimilhançu. 

Os parâmetros estimados por estes três critérios são dados a seguir: 

Mínimos Quadrados Ordinimvs: B =(a~ = 39.7: rjJ = 187,1: r" =O) 

Minimos Ç)uodrados Ponderados (2): Ô = (o- 2 = 41,1: '"-= 186 s· 'f' ' ' 

Má:wnu Verossimt!honça: Ô = (o-~ = 40,4; rjJ = I :'6,6~ r~ = 0) 
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A fim de realizar a predição espacinl por krigeagem simples, devemos supor 

que a média do teor de areia em roda <1 região de estudo~ conhecidíl. 

Quando utilizamos o cri tério da máxima \·erossimi!hança, obtemos estimativas 

para os pa râm~tros da estrutura de covariáncia espacial j untamentc com o parâmetro (ou 

parâmetros. quando temos média não constante na região) que definem a média do 

pron;sso. Assim , podemos utilizar estes resu ltados como estimativas da verdadeira 

rnédia. Entrl!tamo. quando utilizamos algum cnréno baseado em mmimos quadrados. 

não temos esta estimativa. 

Para c,·itar este tipo dl..! problema, muitos lc.\tos recomendam o uso de técnicas 

de predição qu~ não exijam o conhecim~nto direto dos parâmetros que dcfi m.:m a média , 

como krigl!agl!m ordinária c krigt'agl!m uni' t:rsal. Ma-;;. corno estamos inh~ressado~ na 

upl i cação da~ técnicus d~ krigcag~m sim ples. vamos supor que a media amos1ral dos 

dados é uma r;vüún;l ésunw ti' a para :1 m ... \Ji a J n procl..!sso subjacrtHC. Fsta suposição 
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utilizadas neste processo de predição serão iguais a ll ,62 (para MQO e MQP2) e I 0,62 

(para máxima veross imilhança). 

A fim de obtermos uma superfície praticamente contínua sobre a região de 

estudo, realizou-se a predição com base nas 4 7 amostras do teor de areia para 10.000 

iocais x,. 

Em virtude dos modelos njustaàos por MQO e MQP2 serem muito 

semelhantes, diferenças visuais nos resultados preditos são praticamente imperceptíveis 

(Figura 5.5). Por este motivo e também pelo fato de que o método de MQP2 é um dos 

critérios de ajuste de modelos mais utilizados dentro da Geoestatística. vamos comparar 

os resultados apenas deste critério em relação aos resultados obtidos pelo modelo 

ajustado por máxima verossimilhança. 
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Figura 5.5- Predição espacial por krigeagem simples para o teor de areia 
com modelos ajustados por MQO (esquerda) e A1QP1 (direita) 

Para realizarmos uma análise mais aprofundada nos resultados. podemos 

diminuir o número de cores da imagem. Apesar disto, devemos salientar que o número 

elevado de cores é importante em uma análise visual dos resultados, pois nos fornece 

uma impressão maior de continuidade no mapa. Diminuindo o número de cores, 

podemos indicar algumas diferenças entre os resulrados obtidos pelos mode los ajustados 

por rvl QP~ e máxima verossimilhança (Figura 5.6). 
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Figura 5.6. Prediçào espacial por krigeagem simples para o teor de areia 
com modelos ajustados por MQP2 (esquerda) e máüma verossimilhança (dire ita) . 
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Analisando a Figura 5.6, podemos perceber d iferenças significativas entre os 

resultados. Pode-se notar que a predição realizada utilizando o modelo ajustado por 

MQP2 possui uma amplitude de dependência entre os dados maior do que na pred ição 

realizada pelo modelo ajustado por máxima verossimilhança. Este fato se torna evidente 

analisando as "manchas" de cores no mapa predito pelo modelo ajustado por MQP2, 

principa lmente nas bordas do mapa (Figura 5.7). 

tjtl 

<fi. ·, 

Figura 5. 7 - Conzparaçi1o dos resultados de prediçâo espacial por krigeagem simples 
para o teor de areia no sudeste da região com modelos ajustados por MQP2 (esquerda) 

e máxima \'erossimilhança (direita). 

Analisando a Figura 5.7, podemos verificar que ex iste uma zonu de il !fluéncio 

conjunta dos dois valores Y, nos pontos localizados entr.; eles apenas no C3SO àa 

predição rea lizada pelo modelo ajustado por !ví()P~. 



Apesar de podennos detecTar diferenças entre as predições realizadas pelos 

dois modelos, este não é o foco da análise. Nosso objetivo agora é sabe r qua l dos dois 

modelos realizou a predição nais próxima da realidade. 

Infelizmente, analisando a predição que estes modelos realizaram para os 

locais onde possuímos valores observados não foi satisfatória. Isto pode ser comprovado 

analisando o gráfico de dispersão entre os valores preditos e os valores observados 

(Figura 5.8). 
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Figura 5. 8- Diagrama de dispersão entre valores observados do teor de areia e ···olores 
preditos pelo modelo ajustado por AfQF2 (esquerda) e por máxima verussimilhrm< o 
(direita). 

Outra maneira de visualizar esta ínfonnação é adicionar os valores originais 

dos locais amostrados ao mapa de valores preditos (Figura 5.9). Uma aná li sl.! dcst(! 

gráfi co reforça as conclusões anteriores. 
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Figura 5.9- Comparação entre valores observados do tem' de areia (circulos) e valores 
preditos pelo modelo ajustado por MQP2 (esquerda) e por máxima verossimilhança 
(direita) para duas escalas de cores diferentes. 

Apenas para complementar a análise, vamos supor q ue o modelo ajustado por 

máxima verossimilhança é o verdadeiro modelo de estTutura de covariância espacial do 

teor de areia e. a partir disto. vamos calcular os valores da variància de predição. O 

mapa com as variâncias de predição é ilustrado na Figura 5.1 O. 
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• 

Figura 5.10 - Variância de predição para o teor de areia supondo que o modelo da 
estrutura de covariância espacial estimado pelo método da máxima verossimilhança é o 
verdadeiro modelo de estrutura de covariância e!>pacial. 

É importante salientar que esta discrepância entre os dados ongmats e os 

valores preditos é normalmente causada por dois tipos de problemas: 

a) Média não constante na região de estudo; 

b) O processo gerador S(x) não ser Gaussiano. 

Outro possível e comum fator causador deste tipo de discrepância é o efeito 

causado por valores atípicos. Entretanto, após algumas análises nos dados deste 

exemplo, não parece razoável supor que o va lor do teor de areia de algum dos 47 pontos 

possa ser considerado como va lor atípico. 

Como não sabemos ao certo se os nossos dados provém de um processo 

Gaussiano multivariado, julgamos razoável tentar uma transformação nos dados. A 

transformação utilizada será a transformação de Box & Cox. Segundo Diggle & Ribeiro 

(2000), a transformação de Box & Cox é recomendada para os casos onde possuímos 

variáveis com di stribuições assimétricas. Além disso. esta transformação é útil para 

contornar uma possível hcterosccdasticidade no processo (Bailey & Gatrell, 2000). A 

partir desta transformação. o mode lo é re formulado para (Digglc & Ribeiro, 2000): 

i) lJmn v:-~riúvel r · - MVN(l~ , C(B)) descrita conforme (4.9); 



86 

ii) Os dados .l '=(y1, ... ,y,) são gerados por uma transformação do modelo 

Gauss ia no )" =h, 1 
( Y ·) , onde: 

. f CY, r - ' 
r = h.(Y)=l , I /. / 1, 

log(y;) 

se;,~ O 

se Ã. = O 

A partir deste modelo, podemos estimar o valor de À através da função de 

máxima verossimilhança baseada nos dados originais y = (y1, ••• ,y,): 

Analisando a verossimilhança relativa (Figura 5. 11 ), vemos que o valor que 

maximiza a função de verossimilhança é J. = 0,3655. 
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Flgura 5.11 - I 'erossimillwnça relativa puro o valor do par~metro de truns{ormoçDo Á.. 

Entretanto, a melhora na predição não justifica a transformação. 1\ figura 5.1 2 

confirma que as predições são semelhantes às realizadas pelos modelos ajustados aos 

dados originais. Neste caso, o modelo foi aj ustado aos dados transform ados por máxima 

verossimilhança. A função de correlação aj ustada é do tipo Gaussiana, com parâmetros 

cs1 imados Ô = (() ~ = 1,652; çb= l44,39: r: = 0; À= 0.3365). 
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Figuw 5. I 2 - Diagrama de di.spersão entre valores ohsenados do teor de areia e 
valores preditos pelo modelo ajustado por máxinw verossimilhança consr~lerando os 
deu/os tran~(omwdos. 

U ma hipótese plausível para estas predições "pobres", do ponto de vista 

estatí stico, é que a média deve ser não-constante para pequenas regiões dentro da nossa 

região de estudo. Entretanto , este tipo de efeito não pode ser captado através de uma 

anál 1se de superfíc ies com funções lineares, tampouco com funções quadráticas. 

5.4. APLICAÇÃO DAS TÉCNlCAS DE KRIGEAGEM NA ANÁLISE 

DE lJ ~1 PROCI!:SSO GAUSSIANO SIMULADO 

No Capítulo 4 foram realizadas simulações a fim de analisar o processo de 

estimação dos parâmetros da estrutura de covariância espacial reali zado por MQP2 e 

máxima veross imilhança. I\ fim de que possamos avaliar o .desempenho de um processo 

de predição por krigeagem sin1plcs que forneça resultados ótimos, sob o ponto de vista 

de maior precisão, vamos utilizar o processo Gaussiano simulado para 50 amostras dado 

pçlo modelo i i) da seção 4. 1 O. 

/\ nali sando a Figura 4 .27 do capítulo anterior, podemos perceber que o modelo 

ajustado pelo critério da máxima veross imilhança está muito próximo do verdadeiro 

mode lo que gerou os dados. Isto s ignifica, que uma predição po r krigeagem s imples a 

partir deste modelo geraria resultados com a maior precisão possíve l. 

f\ partir deste modelo, real izamos o processo de predição obtendo os resu ltados 

dados pe la Figura 5.13, cu,ias vari iinc ias de predição são dadas pela Figura 5. I 4. 
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Para ilustrar a qualidade do ajuste, adicionaremos os valores observados ao 
mapa dos valores preditos (Figura 5.15). A partir de uma análise visual é possível 
verificar que o modelo ajustado realizou uma boa predição para os locais previamente 
observados. 
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Figura 5.15- Comparação entre valores observados do processo simulado (círculos) e 
valores preditos pelo modelo ajustado por máxima verossimi(hança. 

Para fins de comparação, a Figura 5.16 apresenta o gráfico de dispersão entre 

os valores originais do processo simulado e os valores preditos, utilizando o modelo 

ajustado por máxima verossimilhança e o modelo ajustado por MQP2, cujos parâmetros 

são apresentados na seção 4.1 O do capítulo anterior. 
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Figura 5. f 6 - Diagrama de di;.;persão entre valores ohsen·ados e preditos pelo modelo 
ajustudo por máxima verossimilhança (esquerdu) e por MQJ>2 (dtretla). 

Analisando a Figura 4.16, vemos que ambos os modelos podem ser 

considerados satisfàtórios, com mínima vantagem para o modelo ajustado por máxima 

verossimilhança, já que ambos estimaram com muita precisão os valores já observados. 

Este último gráfico serve apenas para mostrar que, em geral, mesmo diferenças 

bastante significativas entre modelos de estrutura de covariância espacial podem gerar 

resultados visuais extremamente semelhantes. 
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6. O PACOTE COMPUTACIONAL GeoR PARA ANÁLISE 

GEOESTATÍSTICA 

Para a realização das técnicas de Geoestatística ao longo desta monografia, 

utilizou-se o pacote GeoR. O pacote GcoR foi desenvolvido para ser um módulo de 

análi se de dados geoestatísticos utilizando o programa R. 

O programa R consiste de um sistema de recursos estatísticos disponível 

gratuitamente na Internet através do site hllp: cran.r-pN~ject.org. Também se 

encontram disponíveis na Internet inúmeros pacotes de análises estatíst icas, 

desenvolvidos por pesquisadores das mais diversas áreas aplicadas, que 'utilizam o 

programa R. Grande pa11e destes pacotes, inclusive o GeoR, podem ser adquiridos 

gratuitamente pelo site http: cranr-pn~JeCI.org. hm wimlows conlrih PACK.AGJ~S''. 

Paralelamente ao GeoR, construiu-se também o pacote GeoS, que funciona no 

ambiente do software S-PLUS. Ambos GeoR e GeoS foram desenvolvidos por Peter J. 

Diggle e Paulo J. Ribeiro Jr. quando estes implementavam métodos geoestatísticos sob 

a perspectiva baseada em modelos, conforme descrito em Diggle & Ribeiro (2000). 

Maiores detalhes sobre a documentação e utilização destes pacotes podem ser 

encontrados no si te hllp: ' ww>t·.muths.luncs.oc. uk - rihemJ geol?. html. 

Por se tratar de um programa disponível gratui tamente, o pacote GeoR e o 

programa R se constituem de importantes ferramentas ·de análise estatística que se 

encontram ao alcance de qualquer pesquisador. 

6. I . INSTALAÇÃO DO PACOTE GeoR 

A instalação do pacote GeoR é extremamente simples e direta. Existem duas 

maneiras de instalá-lo: 

a) Instalação via Internet: Neste caso. vá ao menu PACK . .t\GES e clique na opção 

/nstu/1 hH:kag e fí·om ( ·uAN. Assim, o programa irá se conectar com o s:ite elo CRAN 

(< ·umpr<!ln·nsll·e N urchJI'(' 11<.:/work) c insta lará o programa desejado dentre uma lista de 

todo~ os disponíveis, 

h) lnsta la<;ilo local : Pnra a insta la<;ão locaL primeiro deve-se n.:ali1.ar o download do 

pacote atra\ és de algun~ dos si tes citados anteriormente. O pacote está t!i sponí vcl em 
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versão compactada (*.zip) c deverá ser colocado em uma pasta qualquer do computador. 

A pós isso, vá ao menu PJ\CKAG ES e clique na opção Insta// Packagefrom local ::ip 

file. Após especificar o caminho até o arquivo, o prot,rrama realizará o processo de 

instalação automaticamente. 

!\pós realizada a instalação, deve-se carregar o pacote a fim de utilizá- lo. Para 

carregá-lo, vá ao menu PJ\CKJ\G ES c clique com o mousc na opção Loud J)uckage. 

Escolha o pacote GcoR c clique OK. Outra fom1a de carregar o pacote é digitar: 

library(geoR). Quando o pacote é carregado, o programa exibe a confirmação: 

geoR: a package for geostatistical analysis in R 

geoR is now loaded 

6.2. ANÁLISE GEOESTATÍSTICA 

Nesra seção, apresentaremos alguns comandos básicos do pacote GeoR que são 

importantes a fim de analisar problemas geoestatísticos. 

6.2.1. PREPARAÇÃO DO ARQ{JIVO DE DADOS 

Os arquivos contendo os dados devem ser do tipo texto, preferencialmente com 

terminações TXT e DAT. O arquivo deve conter três colunas, onde as duas primeiras 

representam as coordenadas geográficas e a terceira representando os valores da 

variável em estudo. Os dados devem estar separados por caracteres de tabulação ou por 

espaços em branco. Exemplo: 

q uin::e. dut 

r· X J dados I n , I' dados I 
0."/(J 

l 
0.10 o. 20 5. {){} I . lO 21. ao 
().2() O. 30 Y. 00 

r .20 0.80 15. ()(} I 
O. 30 0.50 600 ' .30 0.60 1-1.00 

l O . ..f/J o. (Í{) 8.01) I I . -10 O. 71) I rí. 00 

I 0.50 O. 70 I O. 00 1.50 ())5(} I 9. 00 
I o.(;(/ o.]() -:. (){) O. 50 I . 20 8. (}() 

I O. 70 O. 90 5 (){) o. C)(} 1.50 /8. ()(} 

0.80 O. /O I . 00 0. 10 O. 90 j,<i.{)() 

O. tJO (}.../() ..f.{)() O. 90 (J.2() I ..f.(}() 

I . 00 o. 50 3. (}(} L 1.:!0 I . 30 :! 5. (}() 
----------



93 

Posteriormente, vá ao menu FILE e clique na opção Chonge Di r. Deve-se 

especificar o caminho até o local onde se encontra o arquivo preparado. Então, deve-se 

ut i lizar o comando: 

quinze<- read.geodata(" quinze.dat • , header=TRUE , coords.col=1:2, 

data.col=3) 

Este comando colocará os dndos do arquivo quin:::e.dar dentro de um objeto 

chamado quin::i!. Este objeto guardará as informações do arquivo de dados c irá dividir 

o arquivo em coordenadas e dados. O comando header infom1a se nossos dados 

contém, ou não, um cabeçalho contendo o nome das variáveis. Após a digitação deste 

comando, podemos verifi car se o arquivo foi lido ou se houve algum problema através 

do comando: 

I print (quinze) 

6.2.2. ANÁLISE EXPLORATÓRIA DOS DADOS 

Para a realização de uma análise preliminar nos dados, podemos utilizar os 

comandos: 

I plot (quinze) 

hist(quinzeSdata) 

points(quinze , cex.min=1, cex.max=2.5, pt . sizes="quartiles", 

! 
col=gray(seq(1,0 , 1=4))) 

points(quinze, cex.min=1, cex.max=2 . 5 , pt . sizes="quartiles " ) 
I 
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Através destes gráficos, podemos verificar a presença de tendênc ia e va lores 

atípicos. 

6.2.3. VARIOGRAMAS AMOSTRAIS 

Para o cálculo do variograma empírico e do variograma amostrai , utilizamos os 

comandos: 

empirico <- variog(quinze, option="cloud ", max.dist=1.5) 

empirico.robusto < - variog(quinze, option="cloud", max . dist=1.5 , 
I 

estimator.type="modulus") J 
Este último comando calcula o valor do variograma empírico através do 

' 
estimador robusto. Para visualizannos os resultados, devemos utilizar os comandos: 

plot(empirico , main="clâssico") 

plot(empirico.robusto, main="robusto") 

clássico robusto 
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Figuro 6.-1 - Variugrama empírico estimado p~lo método clássico (esquerdo) 
e pelo método rvhusto fdireiru) .. 

Para o cálculo do vanograma amostrai , juntamente com os box-plo ts 

caracterizando a distribuição do va riograma empírico, devemos digitar os comandos: 

variograma < - variog(quinze, uvec=seq(0,1.5,1=10), bin.cloud=T} 

variograma.robusto < - variog(quinze, uvec=seq(0 , 1.5 , 1=10), 

bin.cloud=T, estimator.type="modulus") 
-- -- -- - -- - - - - -

Os resultados são visualizaclos atrav0s dos comandos: 



plot(variograma, main="clássico") 

plot(variograma . robusto, main="robusto") 

plot(variograma , bin.cloud=T, main=" clãssico") 

plot(variograma .robus to, bin.cloud=T, main=" robusto") 
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Figura 6.5- Van ograma amostra/ e hox-plrJts com a distrihuiçlio do variogramu 
empírico esfililados pelo métf)do clássico (t.!S(filt:rda) c? pelo método rohustu (diretru). 

Para o cá lculo dos variogramas direcionais, den:mos utili zar os comandos: 

l 
! 

I 
I 
I 

... ___ -------------------1 
variograma.90 < - variog(quinze , uvec=seq(0,1 . 5,1=10), direction=pi / 2) 

variograma.4 < - variog4(quinze, uvec=seq(0:1 . 5 : 1=10)) 

plot(variograma . 90 , main= "Variograma 902") 

plot(variograma . 4) I 
-- - ______ __! 
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Para visualizar melhor o comportamento do va riograma amostrai , tecomenda

sc adicionar uma linha ligando os pontos através dos comandos: 

plot(variograma) 

l i nes(vari ograma , lty=1, lwd=2 , col="red" ) 

legend (O .S , 20 , legend="Variograma", lty=1, lwd=2, col=" red ") 
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F1gura 6. 7 - Voriogrumu amostra/ suàvi::ado. 

6.2.4. A.JUSTE DE VARIOG RAMAS 

Para aj ustannos um modelo de vanograma aos nossos dados, devemos 

primeiro especificar qual critério de ajuste será utilizado: 

.\línimos Quadrados Po11demdos 

O a_1ustc pode ser leito de tres maneiras: 



a) Estimando o efei to pepita: 

:

1
-~q-p - <- -;a~i~fit ( ~~riog-rama, ini=c ( BO, 1. 5) , co v. model=" exponential", 

nugget-0.5, weights="cressie") 

b) Fixando efe ito pepita em zero: 
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j mqp .fix .O < - variofit(variograma, ini=c(80,1 .5), 

l cov.model="exponential" , fix.nugget=T, weights="cressie") 

c) Fixando o efeito pepita em algum valor arbitrário: 
, - ---
1 mqp .fix <- variofit(variograma, ini=c(80,1 . 5) , 

cov . model="exponential", fix.nugget=T, nugget=0.15, 

I 
weights="cressie") 

I___ -------------------------------------------------------------------~ 
onde 

• Fanogrunra : objeto que representa o varíograma amostrai calcu lado anteriormente 

• mi: valores dos parâmetros u 2 c r/J , respectivamente, que serão considerados como 

valores iniciais de interação no algoritmo numérico utilizado. 

• coF.model: identifica qual a família de funções de corre lação que será utilizada. 

Entre as opções estão as funções "Exponential", "Matern", "Gaussian" e "Spherical". 

• nugget: valor inicial de interação no algoritmo numérico utilizado para o parâmetro 

• w<!ighrs: ponderação do critério de mínimos quadrados. As opções são "equal" 

(MOO), "cressie" (MQP2) e "npairs" (MQP3) . 

Máxima Verossimillzança 

O a_iuste pode ser feito de várias maneiras: 

a) Estimando o efeito pepita: 

I I mv <- l ikfit(quin ze , ini=c(80,1.5} , nug=0.5} 
L -- - - - --- ----

. ___ _j 
b) Fixando t! l'çito pepita em zero: 

F .fix.O <- likfit(quinz;, ini=c(B0,1~ fix.nugget=T) 
- ---- ----------------------' 

c) Fi:-;H ndo o ~leito pepita em algum va lor arbitrário: 

i mv . fix ~ likfit(quinze,-Íni~~(S0,~-5)~-fÍx . nugget=T, - nugge t=ü.""-15) - [ 

i -- --- -- -- - - -- --- - ___; 
d) UtilizanJo o crit~rio da múxima 'crossimilllança restrtta: 

-· ~ __ .. - - -
:· mvr <- likfit(quin ze, ini=c(80 , 1 .5), nug=O.s, method="RML") 
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e) Estimando o valor da transformação de Box-Cox: 

j ; v.lambda < - likfit(quinze, ini=c(80,1.5), nug=O.S , 

I fix.lambda = FALSE, larebda = 0.5} 

f) Estimando parâmetros de tendê ncia: 

mv.tend < - likfit(quinze, ini=c(80,1.5), nug=0.5, trend="1st"} 

onde 

• quin::.e : objeto que representa o banco de dados 

• im: va lores dos parâmetros a- ! e 1J, respectivamente, que serão considerados como 

valores iniciais de interação no algoritmo numérico utilizado. 

• cov.mode/: identifica qual a família de funções de correlação que será utilizada. 

Entre as opções estão as funções "Exponcntial", "Matern", "Gaussian" e "€pherical ". 

• nug: valor inicial de interação no algoritmo nwnérico utilizado para o parâmetro 

• method: caso igual a "RML", informa que será utilizado o método da máxima 

verossimilhança restrita. 

• lwnbdu: valor inicial de interação no algoritmo numérico utilizado para o parâmetro 

de transformação À . 

• trem/: infonna o grau do polinômio que representa a média. As _opções são "cte" 

(média constante), "I st" (tendência linear) e "2st" (tendência quadrática). 

Após ajustado um modelo, podemos ver os parâmetros estimados através de 

um dos comandos: 

summary (mv .tend), s ummary(mqp) , s ummary(mv . lambda) , etc . 

Este comando nos fornece resultados do tipo: 

Estimation method : maximum likelihood 
Parameters ofthe mcan componcnt (trend): 
beta O beta I beta2 

-1 .3297 7.6472 4 7808 
I Pa1 ametcrs o f thc spatial componcnt. 

I 
correlation fu nction: cxponcntial 

(cstirnatcd) V<triance paramcter sigma~q (panial si li) == 3-l -1 117 
l (cstimatcd) cor fct. paramctcr phi (range parametcr) ~- O 3428 
I anisotropy paramcters· 
I (lixcd) anisotropy anglo.: O ( O dcgrces) I (lixcd) ani sotropy rillio = I 

l
l'aramct~::r o f the erro r componcnt · 

(csti matcd) nuggct = O 
j fra n:-.fonnatiun par:tmélcr 
1 (li~cd) Uo~ -Co~_paramct :_c - I Jno trans~~~~~ion !_ 
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6.2.5. VEROSSIMILHANÇA RELATIVA 

Para visualizarmo~ a função de máxima verO$Similhança relativa, devemos 

utilizar o comando: 

ver.rel <- proflik(mv, quinze, sill . val;seq(20,150 , 1;11) , 

range.val=seq(0 . 1,2 . 5,1=11), uni.only; TRUE) 

plot(ver.rel) 
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Ftgura 6.8- Verossimilhança relativa para os parâmetros a 2 e rfJ. 

onde devemos informar o intervalo (ou sequência) de valores para cada parâmetro 

desejado. Caso desejarmos um gráfico em duas dimensões, dev.emos utilizar o 

comando: 
r--------------------------------------------------------------------1 ver . rel <- proflik (mv, quinze, sill . val=seq (20,150,1;11 ), 

range . val=seq (0 . 1,2 . 5,1;11), sill . range . val=TRUE, 

nugget . val=seq(0,10,l;11), sillnugget.values;FALSE, 

rangenugget .values=FALSE , uni. only=FALSE, bi.only=TRUE) 

plot(ver.rel) 
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Figura 6. 9 - Verossimilhança relativa em duas dtme11sries paru os parcímetros o- ~ e <fi . 

6.2.6. ADICIONANDO O YARIOGRAMA ESTlMAOO AO VARIOGRAMA 

AMOSTRAL 

Para adicionar o modelo de vanograma estimado ao vanograma amostrai, 

deve-se uti I izar os seguintes comandos: 

plot(variograma) 

lines(mqp , lty=1,lwd=2,col="blue") 

lines(mv,lty=1,lwd=2 , col="red") 

legend(1,35 ,legend=c("MQP "," MV "),lwd=c(2,2 ),col=c( "blue•;"red")) 

·::> 
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Fig,ltra fJ. I() - I 'o r iogramas uprstados pe/t~s (.FI/ ,;riO.\ de .\ fQ I>_, ( <:111 u:: ui) 
e llltÍX/1110 verossimi!!IUnro (em n·mJd!lo) 
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6.2.7. LIMITES SUP ERIOR ES E INFERIORES PARA O \'ARIOGRAMA 

AMOSTRA L 

Se quiscnnos calcular os limites (em·l!fupl!s) do vario!,.rrama, que servem para 

nos mostrar a variação do ,·ario!:,rrama amostrai para um dado modelo, devemos utilizar 

o comando: 

limites<- variog . model . env(quinze , obj.var=variograma, model=mqp , 

nsim=30) 

plot(variograma, envelope=limites ) 

I 
I 

i 
I 

'------------------------ ·--------___ j 

,. 
: .. 

Figura 6. 11 - Umi1es paro o mnograma amostro/. 

onde nsim infonna o número de simulações realizadas. Para a obtençào_de simulações, o 

software R necessita de uma "semente" aleatória. Para cspeci ficar uma semente, o 

pro~;Tama R fornece uma enom1e variedade de métodos. Um exemplo é utilizar o 

comando: 

r RNGkind (" Super ") 
L___ 

que fornece a semente Super-Dupcr de Marsaglia. Maiores esclarecimentos sobre os 

diferentes métodos de imroduzi r sementes aleatórias poden1 ser encontrados no manual 

de referência do software R (f'he R Re/i:rcnce /17(/e.r. versão 1.3.0, 200 I) 

6.2.8. PREOIÇ~\0 ESPACIAL 

/\ fím de reali;,ar a predição espacial. pnm~iro ckvcrnos espccitícar a malha de 

pontos que dcsc_1amos estimar. Isto é fci10 aLrav~s d~) comnn<.lo: 
----- ------------.., 

grid < - expand . gr id(seq(O , 1 . 5, 1=30) , seq(O , 1.5 , 1=30)) _ J 
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onde as sequências representam os intervalos de coordenadas que fazem parte da malha. 

O nLnncro tri nw representa o número de pontos que serão estima dos no eixo de 

coordenadas correspondente. Neste caso, temos 30 vezes 30 pontos na malha a serem 

preditos. 

Para a realização da krigcagcm simples, com parâmetros estimados pe la 

máxima verossimilhança, de, ·emos utilizar o comando: 

krigeagem <- krige.conv(quinze, loc=malha, 

krige=krige.control{type.krige="SK", trend.d="cte", 

beta =1 5.14 , cov.pars=mvScov.pars)) 

onde trendd indica o grau do polinômio que representa a média e heto representa o 

valor dos parâmetros da média. Neste caso, temos média constante com parâmetro 
' 

,811 estimado por máxima verossimilhança e valor igual a l5, 14. O valor "SK" no 

comando type.krige representa o tipo de krigeagem a ser realizada. As opções são SK 

(krigeagem simples), OK (krigcagcm ordinária) e UK (krigeagcm universal). 

Se desejamos realizar a krigeagem supondo que todos os parâmetros já são 

conhecidos, podemos fixar os parâmetros através do comando: 

I krigeagem.fixa <

i 

krige . conv(quinze, loc=malha, 

krige=krige.control(type . krige="SK" , trend.d=" cte " , 

I 
I 
I 

beta =15 . 14, cov.par s=c(58,0 . 63), nugget=O)) 

Para visual izar o mapa da região com os resultados da krigeagem, utilizamos o 

comando: 

1 image(krigeagem, loc=malha , coords=quinze$coords, 

col=heat.colors(256), x.leg=c( 1 . 4,1.49), y.leg=c(1.3,1.55), 

cex.leg=O.? ,vertical=TRUE) 
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Figura 6.12- Valores preditos por krigeagem simples. 

onde x.leg e y.leg representam as coordenadas da legenda e cex. leg o tamanho da fonte . 
• 

O comando co/ identifica a escala de cores da imagem. Entre outras, temos a escala de 

cores "terrain.co!ors(n° de cores)", "topo.colors(n° de cores)", "cm.colors(n° de cores)" 

e "rainbow(n° de cores)". 

Para visualizar os valores da variânc ia de predição, deve-se utilizar o comando: 

image(krigeagem, loc=malha, coords=qui nze$coords, 

values=krigagem$krige.var , col=heat.colors(256), x.leg=c(1.4,1.49), 

y.leg=c(1 . 3,1 .55), cex . leg=0.7, vertical=TRUE) 

V") 

o 

o o , 
00 O!l 1 o 1 s 

locauons! Y 

Fif:,1111·a 6.13- Variâncias de predição. 

Outra forma de visualizar os va lores preditos pe la krigeagem é através de 

superfícies. Para isto, deve-se utilizar o comando: 
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persp.kriging(krigeagem, loc=malha, values=krigagemSpredict , theta=O, 

col=heat . colors (256) ) 

persp.kriging(krigeagem, loc=malha, values=krigagem$predict , theta=45 , 

col=heat.colors(256)) 

Figura 6.14 - Superficie com os valores preditos visualizada por ângulos B 'diferentes. 

6.2.9. VALIDAÇÃO 

Para compararmos os valores preditos com os valores observados, utilizamos o 

seguinte comando: 

valid <- xvalid(quinze , model=mv) 

plot(valid, quinze) 
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Figuro 6.15 - Comparação entre valores predilos e ohservudos. 
juntamente com c.mâlise dos resíduos de predi<,:lio. 

6.2.1 0. SlMULAÇÃO GAOSSlANA 

16 

25 
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Após a definição de uma semente akatória. conforme d(!scrito na sc:çào 6.2.7. 

podemos gerar um processo Gaussiano através do seguinte comando: 

sim < - grf{80, grid=" i rreg", cov . model="spherical", 

cov.pars = c(1, . 25} , nugget=O) 

plot(sim) 

points(sim ) 
- - -

onde 80 representa o número de pontos simulado:\ c gm/ informa o tipo de malha 

amostrai. As opções de malha são "i rreg" (Irregular) c " reg'' (regular). 
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7. CONSIDERAÇÕES FINAIS 

A Gcocstatística tem sitio amplamente utilizada por profissionais e 

pesquisadores das mais variadas áreas da ciência. Infelizmente, por qu(:Stão de 

simplicidade - e muitas vezes dcsconhccimcmo - as técnicas de Gcocstatística têm 

sido aplicadas sem a preocupação com os efeitos e problemas da não especifícação de 

um modelo apropriado ao fenômeno em questão. 

Uma das principais razões que colaboram com esta práuca é o fato dç que 

muitas vezes os resultados de pn~diçào espacial para um certo fenômeno. obtidos a 

pa11ir da utilização de modelos diferemes, fornecem estimativas bastante s~melhames. 

Este tipo de prática nos fomccc um erro <ldicional semelhante ao erro existente quando, 

na estimação da média de uma distribuição Nom1al, tratamos a variância amostrai como 

o verdadei ro valor da variància populacional. Procedendo desta forma. utilizaríamos o 

valor de 1,96 para construir um intervalo com 95% de cor:tiança para a média 

populacional ao invés de utilizar o valor corr(:sponde da distribuição 1 de Student. 

Apesar dos valores serem semelhantes, para amostras pequenas as diferenças podem ser 

bastante significativas. Neste caso particular, é possível quantificar o erro existente ao 

realizar tal prática. Entretanto, na maior pane dos casos, desconheceinos a magnitude 

deste erro. 

Apesar deste fato, não podemos diminuir a imponância das técnicas de 

Geoestatística que não necessitam de suposições a respeito da fom1a ou distribuição do 

processo gerador dos dados. Para muitos fenômenos estudados, uma si mple~ 

interpolação de , ·a lores pode fornecer os resultados esperados de forma bastante 

simples. entretanto, a utilização de técnicas de Gcoêstatistica - - ou ele qualquer área da 

I :statística - que são baseadas em um modelo espcci ficado de forma coerente, 

n0rmalmcntc produzem resultados ótimos. O fato de não conseguirmos ajustar t> lgum 

tn<.1(klo conhecido nos nossos dados deve runcit)nar como adicional moti\·açào para 

busGtrmos novas iécnicns que possam se ad<.:quar ao nosso problema. 

U a\·<mço tios recursos computacional~. JUntamente com a utili/.ação de 

rlh:wdo~ de simula,·ào de Monte Carlo. tornam pt)~sivel anúli~L:s b:lscadas em moddo5 

cad<l vez mais compk.'ws que cobrem uma \· a~tid:1o de renômenos do conhecimento 

hum:1no. hn ()eo-.:~tatís!lca. estes avanços tem :--itlo importames para o I;!SlUdo de 
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fenômenos onde o processo gerador dos dados não é Gaussiano e, consequentemente, é 

necessário o uso Jc técnicas de predição baseadas em estimadores não-lineares. Obras 

de refen3ncia nesta área são Diggle, Moyecd e Tawn ( 1998) e Diggle & Ribeiro (2000). 

/\lém da importância da escolha do modelo adequado, salientamos que uma 

análise exploratória antes de qualquer tentativa de ajustar modelos de covariância 

espacial é d~ vital importância. 1\ detecção a priori de média não-constante, presença de 

valores atípicos c anisotropia nos nossos dados poupará tempo c tornará a fase de ajuste 

de modelos de covariância espacial uma tarefa significativamente mais simples. 
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" ANEXO 1- PARAMETROS ESTIMADOS PARA OS 

MODELOS SIMULADOS DA SEÇÃO 4.7 

i) Modelo Esférico: e= (a2 = 0,1; rjJ = 0,1; r 2 =O) 

Mínimos Quadrados Ponderados (2) 
variância = O. I 00 l 
rjJ = 0.0273 

pepita = O 

1'Wá.r:ima Verossimillzança 
Beta (média) = 0.0372 
variância = 0.05 
rjJ = o 
pepita = 0.0483 

kz = 10~ 

Mínimos Quadrados Ponderados (2) 
varíância = 0.0754 
rjJ = 0.1099 
pepita= O 

Jllfá.'âma. Verossimilhança 
Beta (média) = 0.0024 
variância = 0.0753 
rjJ = 0.0975 
pepita = 6e-04 

i i) Modelo Esfé rico: e= (a 1 = I 00; rjJ = 0,4: T : = 20) . 

/tfínimos Quadrados Ponderados (2) 
variância = 140.0158 
rjJ = 0.4656 

pepita = O 

il-ftÍ\·ima r ferossimil/umça 
Bcta (média) - -2.398 
va ri ;1 ncia I 06. I ~Q2 
rjJ 0.36 1 I 

r~plla 9.993) 
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Mínimos Quadrados Ponderados (2) 
variância = l 06. 1741 
</J= 0.3475 

pepita = 23.8098 

Jvláxima Verossim.illumça 
Beta (média) = 0.7917 
variância = I 08.8559 
ifJ =- 0.4215 
pepita = 20.6282 

iii)Modelo Exponencial Potência k = 2: O= (v :: ==50: rjJ == 0.3; ~ ~ = O)\ 

lV!ínimos Quadrados Ponderados (2) 
variância = 40.8847 
f/J = 0.238 1 
pepita = O 

;ltlfh:ima Verossimilhança 
Beta (média) = -2.234 1 
variância = 51.1484 
rp = 0.3065 
pepita = O 

~~ = lO~ 

Mínimos Quadrados Ponderados (2) 
variància == 3 1.2959 
rft =- 0.2205 
pepita = O 

Máxima f/erossimillwnça 
Beta (média) = -1.4627 
variància = 45.4373 
rjJ 0.2981 
pepita -- O 
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iv)Modelo Exponencia l Potência com k = 1: O= (a- 2 = 40~ rjJ = L r~ = 5) 

/IJínimos Quadrados Ponderados (2) 
variância = 69.540 I 
rjJ = 1.5486 

pepita = 3.6085 

Máxima Verossimilhança 
Beta (média) = -0.9137 
variância = 23.6498 
f/1= 0.2563 
pepita = 1.2803 

~~ = IOd, 

Mínimos Quadrados Ponderados (2) 
variância = 23.0619 
f/1= 0.220 1 
pepita = O 

Mrí:"l:ima Verossimillwnça 
Beta (média) = 1. 7421 
variância = 15.8599 
t/J= 0.3983 

pepita = 3.5104 
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f 16 

• I 2 estações no circulo sobre o raio de 300m 

• I 2 estações no circulo sobre o raio de 500m 

~ 06 estações no circulo sobr~ o raio de 2500rn (estações de referência) 

Os dados utilizados nesta monografia são provenientes dos pontos de 

amostragem de sedimentos formando um total de 47 pontos. O motivo da redução da 

amostra se deve ao tàto de não consideramos as amostras obtidas nas estações de 

referência e pelo tà to da impossibilidade da coleta de material em um dos locais 

a mostrados. 

" • 

( 

. , 

., 

:'·~ 

• 

~3 . 

. c'' . 

-· .:3 

Sediment Sampling = 50 m I 6 sampling 
1OOm I 6 sampling 
150m I 12 sampling 
300m / 12 sampling 
500m i 12 sampling 

2.500rn I 6 sampling 

~. 
,I ,. 

J 
J.'igllro 7. I - /,on 11s de <IIJJOstrag,em de sedimentos no p r ojeto Af,1J>FA1. 
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ANEXO 2- O PROJETO MAPEM 

O pro.icto de /vf()nitnramenfo Amhiental em Atn>idades de J>er(urar,:lio Marítimo 

(MAPEM) é um Projeto FINEP/ IBP, com a coordenayão do Instituto de Geociências da 

UFRGS e com a co-participação do Instituto de Matemática, Instituto de Química e 

Instituto de Informát ica da Ur:RGS, juntamente com o Núcleo de Estudos Marítimos 

(NEM AR) da UFSC. 

O projeto MAPF.M ainda se encontra em andamento e tem como principal 

objetivo a\'aliar os efeitos dos flu idos Não-Aquosos (N;\F) associados com o descanc 

de cascalho, em dois locais de perfuração (um locali zado em águas superfi ciais e outro 

locafizauo em águas profundas) na Bacia de Campos, Brasil. Outro opjeti vo do 

programa é d~tcm1inar o grau de impacto ambiental após a atividade de perfuração e o 

grau de recuperação do local um ano após a perfuração. Este programa foi estru turado 

para obter uma coleta ab rangente de dados nos dois locais, que poderão ser usados no 

futuro para orientar o desenvolvimento de es1.ratégias de monitoramento, baseados em 

dados cicJllíficos. 

Dentre os objetivos relacionados com a Geoestatística, podemos destacar que o 

projeto procura determinar se existe algum impacto resultante das operações de 

perfuração nos locais amostrados através de um controle da variação na·tural no local. 

Esta monografia utilizou os dados obtidos na primeira fase d~ coleta de dados, 

onde foran1 obtidos dados das seguintes áreas: 

• Biologia (macrofàuna. meiofauna). 

• Química (Hidrocarbonetos, metais). 

• Geologia (Granulometria, 'l'OC ' ) 

Os dados referentes a esta primeira coleta foram obtidos ames da perfuração 

dos poços e, por este motivo, objetivam servir de fonte para o estudo variação natural da 

região. 

Os dados utilizados desta primeira coleta se constituem de cinqüenta e quatro 

(5-l) pontos de amostragem ~m cada local de perfuração de acordo com o modelo de 

amostragem (ver 1-igura 7. l ) dct'inido abai\o: 

o 06 estações no circulo sobre o raio de 50m 

• 06 estações no circulo sobre o raio de l Ollm 

o 12 cst<1çõc~ no circulo sobn~ o raio dt: 150m 




