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ABSTRACT

2D Shape descriptor based on complex network and spectral graph theory

The shape is a powerful feature to characterize an object and the shape analysis has
several applications in computer vision area. We can cite the interaction between human
and robots, surveillance, non-invasive biometry and human actions identifications among
other applications. In our work we have developed a new 2d shape descriptor based on
complex network and spectral graph theory. The contour shape of an object is represented
by a complex network, where each point belonging shape is represented by a vertex of
the network. A set of adjacencies matrices is generated using an artificial dynamics in
the complex network. We calculate the spectrum of each adjacency matrix and the most
important eigenvalues are used in a feature vector. This vector, after applying module and
normalization operations, becomes our spectral shape signature. The principal eigenval-
ues of a graph are related to its topological properties. This allows us use eigenvalues
to describe the shape of an object. We have used shape benchmarks to measure the in-
formation retrieve precision of our method. Besides that, we have analyzed the response
of the spectral shape signature under noise, rotation and occlusions situations. A qual-
itative study of the method behavior has been done using curves and a walk sequence.
The achieved comparative results to other methods found in the literature show that our
spectral shape signature presents good results in information retrieval tasks, good toler-
ance under noise and partial occlusions situation. We present that our method is able to
distinguish human actions and identify the cycles of a walk sequence.

Keywords: Image processing, 2D shape, Spectral graph theory, Complex network.



RESUMO

A identificação de formas apresenta inúmeras aplicações na área de visão computa-
cional, pois representa uma poderosa ferramenta para analisar as características de um
objeto. Dentre as aplicações, podemos citar como exemplos a interação entre humanos
e robôs, com a identificação de ações e comandos, e a análise de comportamento para
vigilância com a biometria não invasiva. Em nosso trabalho nós desenvolvemos um novo
descritor de formas 2D baseado na utilização de redes complexas e teoria espectral de
grafos. O contorno da forma de um objeto é representado por uma rede complexa, onde
cada ponto pertencente a forma será representado por um vértice da rede. Utilizando uma
dinâmica gerada artificialmente na rede complexa, podemos definir uma série de matrizes
de adjacência que refletem a dinâmica estrutural da forma do objeto. Cada matriz tem
seu espectro calculado, e os principais autovalores são utilizados na construção de um
vetor de características. Esse vetor, após aplicar as operações de módulo e normalização,
torna-se nossa assinatura espectral de forma. Os principais autovalores de um grafo es-
tão relacionados com propriedades topológicas do mesmo, o que permite sua utilização
na descrição da forma de um objeto. Para validar nosso método, nós realizamos testes
quanto ao seu comportamento frente a transformações de rotação e escala e estudamos
seu comportamento quanto à contaminação das formas por ruído Gaussiano e quanto ao
efeito de oclusões parciais. Utilizamos diversas bases de dados comumente utilizadas na
literatura de análise de formas para averiguar a eficiência de nosso método em tarefas de
recuperação de informação. Concluímos o trabalho com a análise qualitativa do compor-
tamento de nosso método frente a diferentes curvas e estudando uma aplicação na análise
de sequências de caminhada. Os resultados obtidos em comparação aos outros métodos
mostram que nossa assinatura espectral de forma apresenta bom resultados na precisão de
recuperação de informação, boa tolerância a contaminação das formas por ruído e oclu-
sões parciais, e capacidade de distinguir ações humanas e identificar os ciclos de uma
sequência de caminhada.

Palavras-chave: Processamento de imagens, Formas 2D, Teoria espectral de grafos, Re-
des complexas.
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1 INTRODUÇÃO

Podemos observar o crescente número de dispositivos e softwares que possuem a ca-
pacidade de interagir com os seres humanos ou com o ambiente nos quais estão inseridos.
Essa capacidade de reconhecer os objetos que estão à sua volta, se deve em grande parte,
à utilização de sensores de imageamento, tais como câmeras de vídeo, as quais realizam
a captura da informação visual do ambiente.

Uma imagem representa um conjunto bastante rico de informações relativas à cena
imageada, pois nos revela informações não apenas sobre os objetos em si, como por
exemplo suas características de cor, textura, forma, como também seu relacionamento
espacial. Essa interpretação da cena, traduzindo imagens como um conjunto de objetos
relacionados entre si é uma tarefa complexa e alvo de diversos grupos de pesquisa.

A área de visão computacional tem como objetivo mimetizar tarefas e funções re-
alizadas pelo sistema visual do ser humano para que dispositivos possam interpretar e
classificar imagens de forma autônoma. Dessa forma, uma das linhas de pesquisa mais
importantes dentro da visão computacional é o reconhecimento de objetos de interesse
em imagens.

Podemos citar como aplicações decorrentes da interpretação de objetos em imagens
como a detecção de comportamento suspeito em sistemas de segurança e vigilância, recu-
peração de informação em sistemas com banco de dados de imagens, interação entre robôs
e seres humanos (SONKA; HLAVAC; BOYLE, 2007), utilização do corpo humano com
interface de controle para softwares e jogos, e sistemas baseados em visão computacional
para o auxílio de pessoas portadoras de deficiências ou com problemas de saúde (LON-
CARIC, 1998) e (ZHANG; LU, 2004).

Para um bom desempenho desses sistemas baseados em visão computacional é ne-
cessário o desenvolvimento de métodos eficientes para o reconhecimento de objetos em
imagens. Objetos podem ser definidos de diferentes maneiras dentro do contexto da visão
computacional. Um dos métodos mais utilizados é a sua caracterização através da forma
ou silhueta, ou seja, a definição do objeto através das fronteiras que o delimitam. Cabe
ressaltar que como estamos tratando de imagens convencionais, ou seja, imagens bidimen-
sionais adquiridas por uma câmera, a forma de nosso objeto será sempre bidimensional
(2D). Isso quer dizer que para uma cena com um objeto tridimensional imageado, a sua
forma corresponderá à sua projeção bidimensional no plano de captura da câmera.

Em geral os objetos do cotidiano possuem uma forma bem definida e fixa em fun-
ção do tempo, como por exemplo a forma de um carro, de um avião ou de uma caneca.
As variações de suas silhuetas em duas dimensões se devem a mudanças de perspectiva
do objeto tridimensional, o que ocasiona a mudança de sua projeção no plano da ima-
gem. Tais objetos são rígidos e tendem a ser mais facilmente classificados pela sua forma.
Mesmo assim, identificar corretamente objetos com forma invariante no tempo não cons-
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titui uma tarefa trivial quando sua silhueta não pode ser determinada de forma precisa.
Tais situações são ocasionadas pela presença de ruído na imagem, problemas na etapa da
segmentação das silhuetas ou em situações de oclusões parciais (quando um objeto mais
próximo está parcialmente na frente de outro mais distante).

Há ainda uma classe de objetos que representa um desafio na classificação de sua
forma. São objetos não rígidos, que sofrem alterações em sua forma com o passar do
tempo. Podemos citar como exemplo a silhueta de uma pessoa caminhando. Sua forma
muda constantemente em função do movimento dos braços e pernas. Nessa situação é
preciso identificar características que se mantenham aproximadamente constantes mesmo
com a alteração da forma.

A busca de métodos que possam caracterizar objetos de forma precisa, bem como de
métodos que consigam tratar situações de ruído, oclusões parciais e mesmo a deformação
de objetos não-rígidos são os motivadores para o desenvolvimento de nosso método de
assinatura de formas bidimensionais baseado em redes complexas e teoria espectral de
grafos.

1.1 Objetivos

O objetivo de nosso trabalho é a criação de um novo método de caracterização de
formas e silhuetas bidimensionais. Quando conseguimos extrair características comuns
a uma classe de objetos, denominamos essa característica de assinatura de um objeto ou
classe de objetos. Essa assinatura pode ser utilizada para identificar e classificar um objeto
quanto à sua semelhança com objetos da mesma classe ou diferenciá-lo entre objetos de
classes diferentes.

Nosso objetivo principal é o desenvolvimento de um novo tipo de assinatura para
formas ou silhuetas 2D de objetos, capaz de ser robusto frente a situações de ruído e
oclusões parciais e, ao mesmo tempo, apresentar valores elevados de eficácia na distinção
de objetos intra e interclasses.

Um objetivo secundário pode ser definido como a capacidade de tal assinatura re-
presentar objetos deformáveis não-rígidos, em especial o corpo humano. Esse objetivo
está relacionado com o interesse em identificar um conjunto de ações humanas através da
analise de sua silhueta bidimensional. Como ações humanas podemos citar: caminhada,
ações de chutar, ações de aplicar socos ou de cair no chão. Tais ações quando identificadas
em um sistema de visão computacional pode ser utilizado para identificar comportamen-
tos suspeitos ou agressivos, além de comportamentos que identifiquem a necessidade de
auxílio por parte de um ser humano.

1.2 Proposta

Nossa proposta partiu da idéia da utilização de grafos para representar o contorno de
uma forma ou silhueta bidimensional, a qual aparece no trabalho de BACKES; CASA-
NOVA; BRUNO (2009). Nesse trabalho, uma rede complexa é associada a uma forma
utilizando-se uma dinâmica de crescimento de rede. A conectividade da rede complexa é
então utilizada para inferir características quanto a forma do objeto. Nossa contribuição,
descrita na tese de doutorado, inicia-se na utilização de uma nova dinâmica de cresci-
mento em redes complexas bem como a posterior utilização da teoria espectral de grafos
para estudar os autovalores relacionados à rede complexa em questão. O comportamento
dos autovalores associados à rede complexa podem ser utilizados, como demostramos na
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tese, para criar uma assinatura que caracteriza a forma de um objeto.

1.3 Organização da tese

Esse trabalho apresenta-se organizado como segue. No capítulo 1 tratamos da intro-
dução do tema, bem como objetivos e a proposta apresentadas na tese. No capítulo 2
apresentamos uma revisão bibliográfica sobre os métodos de caracterização de formas
encontrados na literatura e no capítulo 3 apresentamos a fundamentação teórica utilizada
para a construção de nosso método de assinatura de formas. Os capítulos 4 e 5 apresen-
tam respectivamente a contribuição teórica da tese na criação de um novo descritor de
formas bidimensionais e os resultados obtidos com tal contribuição. No capítulo 6 são
descritas as conclusões acerca dos resultados e no capítulo 7 indicamos temas e propos-
tas para trabalhos futuros. Os trabalhos gerados no decorrer do desenvolvimento da tese
estão indicados no capítulo 8.
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2 REVISÃO BIBLIOGRÁFICA

Neste capítulo vamos apresentar a revisão bibliográfica referente aos descritores de
forma bidimensionais, tema principal desta tese de doutorado. Na seção 2.1 serão dis-
cutidas questões básicas sobre a definição de um descritor de forma, suas características
desejáveis, bem como sua classificação em tipos básicos. Na seção 2.2 vamos discorrer
sobre métodos de descrição de formas recentes encontrados na literatura de análise de
formas e que constituem o estado da arte dos métodos propostos.

2.1 Descritores de formas

Uma vez realizados os processos de obtenção da forma de um objeto a partir de uma
imagem, ou seja, após os processos de segmentação e extração da silhueta do objeto, é
necessária a utilização de métodos que possibilitem descrever ou quantificar as formas de
maneira que seja possível realizar medidas de similaridade e comparação entre elas.

Dessa forma podemos denominar tais métodos de descritores de formas. Em geral um
descritor de forma transforma a informação bidimensional de uma forma ou silhueta em
um vetor numérico n-dimensional. Essa transformação permite que uma forma espacial
possa ser analisada como um vetor numérico e quantificada com métodos de medição de
distância e similaridade entre vetores. Entretanto nessa transformação temos perda de
informação uma vez que o vetor n-dimensional geralmente não é capaz de transcrever
toda a informação da forma.

Um descritor de forma eficiente deve ser capaz de caracterizar uma forma de maneira
inequívoca, ou seja, diferentes formas devem gerar diferentes descritores. No entanto,
também é desejável que o descritor seja capaz de captar os padrões comuns às formas de
uma mesma classe de objetos, permitindo assim uma análise de similaridade das mesmas
e sua classificação em classes. Os efeitos de rotação e escala dos objetos também de-
vem ser considerados. Ou seja, é desejável que um descritor de formas possa distinguir
que duas formas iguais, rotacionadas por um ângulo de rotação qualquer representam
o mesmo objeto, assim como duas formas iguais com escalas diferentes representam o
mesmo objeto em tamanhos diferentes.

Além disso um descritor de forma deve ser capaz de lidar com situações oriundas de
falhas dos processos anteriores da análise da forma como a segmentação ou a obtenção da
imagem do objeto. Dentre esses efeitos podemos citar o ruído que interfere na definição da
borda ou fronteira do objeto e os efeitos de oclusão parcial, quando o objeto de interesse
é obstruído parcialmente por outro objeto da cena e dessa forma parte da informação de
sua estrutura espacial é perdida.

Segundo ZHANG; LU (2004) e LONCARIC (1998) podemos dividir os descritores
de formas em duas grandes categorias. Os descritores baseados na informação do con-
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Figura 2.1: Exemplo de figura mostrando os tipos de formas. Contorno da forma (a) e
região da forma (b).

torno ou borda da forma (Figura 2.1 letra (a)) e os que utilizam a informação de toda a
região interna que compreende a forma (Figura 2.1letra (b)). Em nosso trabalho vamos
denominar essas duas classes como descritores baseados no contorno da forma e descri-
tores baseados na região da forma respectivamente. Nas seções a seguir vamos discutir
sobre as características de cada uma dessas classes de descritores de formas, bem como
referenciar alguns métodos clássicos e representativos de cada uma das classes.

2.1.1 Descritores baseados no contorno da forma

Descritores de forma que se enquadram nessa classificação utilizam a informação do
contorno da forma do objeto, ou seja, utilizam a informação de um contorno fechado
(com tipicamente um pixel de largura) sobre a fronteira que delimita a forma do objeto.
Devido ao fato de utilizarem um número menor de pixels para representar a forma, em
comparação com os descritores baseados na região, apresentam um ganho no tempo de
processamento. Por outro lado, são mais sensíveis a problemas de segmentação como a
contaminação da forma pelo ruído, ou o efeito de oclusões parciais, uma vez que os pixels
considerados no contorno são diretamente afetados.

Podemos citar alguns trabalhos que descrevem descritores baseados no contorno,
como por exemplo, o método descrito por YOUNG; WALKER; BOWIE (1974) que uti-
liza a quantidade de energia para expandir uma curva fechada de um ponto inicial loca-
lizado no interior da forma a ser analisada até a sua fronteira. No trabalho de MOKH-
TARIAN; MACKWORTH (1986), foi proposto um método que se tornou clássico, deno-
minado de Curvatura do espaço de escala (em inglês CSS - Curvature Scale Space). Tal
método calcula pontos de inflexão no contorno de uma forma. Esse pontos são plotados
em uma assinatura unidimensional, ou seja 1D, que representa o perímetro da forma. A
forma é submetida progressivamente a uma filtragem gaussiana, e a evolução da posição
dos pontos de inflexão é registrado na assinatura 1D. A função resultante é transformada
em um gráfico discreto de barras (semelhante a um histograma), que contem as infor-
mações das posições dos pontos máximos da função 1D. O método é complexo e cus-
toso computacionalmente, além de ser necessário escalonar (normalizar) a assinatura e
deslocá-la para que o método se torne invariante frente a transformações de escala e rota-
ção. Outro método bastante conhecido nessa classe de descritores é o modelo elástico de
forma (DEL BIMBO; PALA, 1997) (em inglês Elastic shape model). Esse método utiliza



21

um modelo, ou template que pode ser deformável para que se ajuste à forma do objeto. A
função de deformação utilizada é uma função spline de segunda ordem e a similaridade
entre o template e a forma de um objeto é medida através da minimização de uma fun-
ção custo relacionada à deformação. O método não é invariante à rotação e possui uma
complexidade computacional muito elevada, o que impede sua utilização em aplicações
de recuperação de imagens em banco de dados em aplicações de tempo real.

Outro método denominado de representação de cadeias de códigos (Chain code repre-
sentation) (SAGHRI; FREEMAN, 1981) utiliza uma sequência de códigos para descrever
uma forma. Nessa abordagem uma forma é representada por uma sequência de vetores
de comprimento unitário e direção definida por um conjunto limitado de valores (como
por exemplo direções norte, sul, leste e oeste). Para um ponto de partida selecionado,
uma sequencia de códigos pode ser gerada utilizando um alfabeto de 4 ou 8 direções de
vetores unitários. As formas são comparadas através da semelhança das cadeias de có-
digo. Esse método apresenta algumas limitações como por exemplo a definição de um
ponto inicial para a determinação da sequência de códigos além de ser bastante sensível
à contaminação pelo ruído ou ao tamanho da sequência de vetores utilizados para descre-
ver a sua forma. Uma variante do método desenvolvida por IIVARINEN; VISA (1996)
utiliza um histograma da cadeia de códigos gerados (CCH - Chain Code Histogram) e
posteriormente compara a similaridade das formas através de uma métrica de distância de
histogramas.

Podemos citar ainda alguns descritores clássicos baseados nas transformadas de Fou-
rier (PERSOON; FU, 1986) e Wavelet (TIENG; BOLES, 1997). A proposta dos métodos
consiste na análise do espectro obtido através da aplicação das transformadas em funções
geradas pela análise da forma, como por exemplo a função que descreve a distância do pe-
rímetro do contorno da forma de um objeto até a sua centroide. A medida de similaridade
entre duas formas pode ser obtida através da soma dos pesos das razões das magnitudes e
na diferença de fase dos coeficientes de Fourier. Esses métodos apresentam elevado custo
computacional e complexidade.

2.1.2 Descritores baseados na região da forma

Diferentemente da classe de descritores baseados no contorno, os descritores baseados
na região da forma utilizam a informação de toda a região que compõe a forma do objeto,
ou seja, todos os pixels que estão contidos no interior do contorno da forma (incluindo
o próprio contorno). Essa classe de descritores por utilizar uma quantidade maior de
informação (ou de pixels) se mostra mais robusta frente a contaminações de ruído ou
por efeito de oclusões parciais. Entretanto, pelo fato de ser mais robusto a pequenas
variações, os métodos baseados em região são menos sensíveis a pequenas variações das
características das formas.

O descritor simples de formas, proposto por PEURA; IIVARINEN (1997) utiliza me-
didas globais aferidas sobre toda a região da forma como por exemplo: medida de área,
circularidade, excentricidade, orientação do semi eixo maior entre outras. Esse método,
apesar de bastante robusto à presença de ruído na definição da forma, mostra-se mais
efetivo para discriminar formas de objetos com grandes diferenças entre si. Outro descri-
tor baseado na região da forma muito utilizado é o método dos momentos (LEU, 1991), o
qual determina os momentos de uma forma baseado nos pontos ou pixels que a compõem.
Ao normalizar os momentos o descritor torna-se invariante a translação, rotação e escala.
Uma das desvantagens do método, além da baixa sensibilidade a pequenos detalhes da
forma é a difícil interpretação física dos momentos de alta ordem.
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2.2 Estado da arte na detecção e análise de formas

Nessa seção serão apresentados alguns trabalhos encontrados na bibliografia especia-
lizada no assunto, em perspectiva cronológica, que representam o avanço e evolução do
estado da arte nos descritores de formas. A medida que os métodos ficam mais elaborados
(e de maneira geral mais recentes), sua eficiência para aplicações de recuperação de in-
formação aumenta significativamente como pode ser verificado na seção 5 que apresenta
uma análise comparativa dos métodos.

A assinatura de formas proposta por ZHANG; LU (2002) representa uma forma atra-
vés de uma função unidimensional (1D) derivada do contorno da forma. Pode ser baseada
em características como o perfil de centróide, coordenadas complexas, distância da cen-
tróide, ângulo tangente, ângulo cumulativo, curvatura, entre outros métodos. Para que os
mesmos tornem-se invariantes a transformações de escala e translação é necessário efe-
tuar a normalização dos valores. Essas são características sensíveis ao ruído e apresentam
o problema de escolher um ponto inicial para descrever a assinatura. Essa característica
demanda um gasto de tempo e computação para encontrar a assinatura que inicie no ponto
correto.

O autor de (LING; JACOBS, 2007) propõe uma abordagem para tratar de casos de
formas articuladas. Utiliza distância interna, a qual utiliza o menor caminho entre dois
pontos da forma, sem passar pelo exterior da forma. Mostrou que pode ser utilizado
no lugar da distância Euclidiana entre pontos da forma. Utiliza os métodos de escala
multidimensional, contexto de formas e contexto de formas mais informação de textura
para verificar a eficácia da distância interna. No trabalho de (THAKOOR; GAO; JUNG,
2007) as formas são modeladas através de curvas, e a classificação das mesmas é reali-
zada através de um classificador de verossimilhança ponderada. Para construir o modelo
de curvas são utilizados vários objetos de uma mesma classe através de uma cadeia de
Markov oculta. Essa proposta obteve resultados comparáveis aos métodos de momentos
de Zernik e de Fourier.

DALIRI; TORRE (2008) propõem descritor que transforma o contorno de uma forma
em um conjunto de pontos, que será codificado em uma cadeia de símbolos. A similari-
dade entre duas formas é calculada através de uma medida de distância entre as cadeias
de símbolos. O método apresenta resultados superiores tanto em reconhecimento de for-
mas quanto em recuperação de informação quando comparado a métodos anteriormente
propostos de descritores de forma.

Os autores em (XIE; HENG; SHAH, 2008) utilizam uma abordagem baseada no reco-
nhecimento de padrões da estrutura interna, ou seja, o resultado do processo de esqueleti-
zação de uma forma. Nessa proposta, a estrutura interna das formas são comparadas com
um método de correspondência o qual procura minimizar condições de contorno apresen-
tadas pela geometria da estrutura. Os resultados obtidos são comparáveis aos métodos
tradicionais, entretanto o método apresenta a capacidade de lidar com deformações das
formas dos objetos.

O trabalho de BACKES; CASANOVA; BRUNO (2009) representa o contorno da
forma de um objeto como um conjunto de pontos que serão tratados como uma rede com-
plexa. A evolução das conexões dessa rede complexa será utilizada para medir uma série
de propriedades de grafos, como grau médio e máximo de um vértice. Essas medidas to-
pológicas da evolução da rede complexa serão armazenadas em um vetor que representará
a assinatura da forma do objeto. Esse método apresenta bons resultados quando testado
em condições de rotação, alteração de escala e translação das formas. Em BACKES;
BRUNO (2010) os autores propõem uma melhoria do método utilizando uma medida de
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complexidade fractal para comparar as redes complexas geradas pelas formas de diferen-
tes objetos. Em (SHU; WU, 2011) os autores propõem a criação de um novo descritor
de formas denominado histograma da distribuição de pontos do contorno. Nesse método
o contorno da forma de um objeto é traduzido num conjunto de pontos, os quais geram
uma distribuição de ocorrência em coordenadas polares. A comparação dos histogramas
é realizada utilizando a distância de deslocamento de terra (Earth mover’s distance) tam-
bém em coordenadas polares. O método apresenta bons resultados na recuperação de
informação de formas, porém não é totalmente invariante a efeitos de rotação.

Já em (LI et al., 2012) um método baseado em geometria é apresentado. O método
utiliza um descritor multi-escala que captura a informação da curvatura local em pequenas
escalas e a informação global sobre a estrutura da forma analisada em grandes escalas. O
descritor é calculado utilizando-se três pontos quaisquer da borda da forma os quais serão
utilizados para calcular a razão da base do triângulo e a altura do mesmo (formada pelo
ponto médio da base e o terceiro ponto). As razões para diferentes pontos em diferentes
escalas são armazenados em um vetor, e a similaridade entre duas formas é calculada
utilizando a distância de Mahalanobis dos vetores.

Outro método desenvolvido recentemente foi o trabalho de LIU et al. (2012) o qual
utiliza divergência total de Bregman para agrupar os pontos do contorno da forma de
um objeto em um número pré-definido de agrupamentos. Sendo assim, a forma passa
a ser representada não pelo seu contorno, mas pelo conjunto dos centros dos agrupa-
mentos com uma distribuição Gaussiana associada. As formas são comparadas através
da dissimilaridade das formas utilizando perda quadrática total. O método mostra-se ro-
busto e apresenta resultados similares aos métodos usuais, entretanto necessita de um
pré-processamento de dados que pode inviabilizar a utilização em grandes bases de dados
em tempo real. No trabalho de SADEK et al. (2012) foi proposto um método de reconhe-
cimento de formas baseado em pontos do contorno, onde para cada ponto são calculados
diversos comprimentos de corda espaçados em segmentos de um ângulo pré-definido. Um
vetor de assinatura é formado com a média e o desvio padrão dos diferentes segmentos de
cada ponto. Para tornar o método invariante a escala, uma vez que já apresenta as propri-
edades de ser invariante frente a rotação e translação, as distâncias são normalizadas pelo
diâmetro do contorno.

Podemos citar o desenvolvimento do método proposto por HU et al. (2012) para o re-
conhecimento da forma da mão com a aplicação de sistemas de segurança biométricos. O
método consiste na combinação dos métodos de reconhecimento de formas baseados em
contexto da forma e contexto da forma utilizando distância interna. Embora robusto para
detectar diferenças morfológicas nas mãos, o método não apresenta um bom desempenho
para pequenas variações nas formas (uma vez que foi planejado para reconhecimento de
mãos).

Um novo método descritor de formas proposto por WANG et al. (2012) considera
inicialmente uma amostra de pontos pertencentes ao contorno da forma. Para um dado
ponto da amostra, uma função altura é definida baseada nas distâncias entre uma linha
traçada pela tangente do ponto escolhido e os demais pontos. Uma combinação suavizada
das funções é utilizada como assinatura da forma. O método proposto gera uma assina-
tura que é invariante frente a translação, rotação e escala e apresenta robustez quanto a
situações de ruído e oclusões parciais.

Em SHI et al. (2013) temos um método descritor de formas baseado no espaço de
simetria. Na referida proposta, um detector de cantos é aplicado no contorno que descreve
a forma. Após essa operação, são escolhidos os dois pontos referentes aos cantos mais
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espaçados presentes no contorno. Essa linha, que une os dois cantos mais distantes serve
de linha base, onde diversas linhas espaçadas regularmente por um ângulo pré-definido
são traçadas tendo como origem o ponto médio da linha base. As distâncias entre a
origem da linha base e os pontos de interseção das linhas traçadas e a forma do objeto
correspondem a um vetor de assinatura. Esse método também apresenta invariância frente
a rotação, translação e escala (se normalizadas as distâncias). Entretanto a sensibilidade
aos detalhes da forma dependem do espaçamento das linhas regularmente espaçadas.

O método proposto por NGUYEN; PORIKLI (2013) representa uma forma 2D utili-
zando funções de base radial e máquina de vetores de suporte. Cada forma é representada
por um função de decisão obtida pelo treinamento de uma máquina de vetores de suporte
que utiliza pontos internos e externos à forma. As funções de base radial são utilizadas
para tornar a representação da forma invariante frente a translação e rotação. Em ZHU
et al. (2014) os autores apresentam um descritor de forma o qual calcula o eixo medial
de formas bidimensionais (2D) arbitrárias utilizando um limiar baseado na distância de
Hausdorff definido pelo usuário. Os eixos mediais são aproximados por curvas splines
produzindo assim uma representação suave e compacta do eixo medial das formas.

O método proposto por BAI; RAO; WANG (2014) apresenta um descritor que suma-
riza as características locais de uma forma para gerar uma representação global da mesma.
Em linhas gerais, o método aplica uma evolução discreta do contorno na borda da forma,
para que a mesma possa ser representada por um polígono mais simples, com um número
menor de segmentos de reta. Cada segmento é analisado e terá um conjunto de carac-
terísticas extraídas. Essas características serão utilizadas para criar uma codificação dos
segmentos e uma forma será então definida como um histograma dessa codificação, ou
um histograma dos diferentes tipos de segmentos que constituem a forma.

Os métodos do estado da arte apresentados na revisão em geral apresentam um certo
grau de subjetividade ao necessitar da escolha de parâmetros e limiares de configuração
pelo usuário. Além disso muitos necessitam de diversos passos para codificar uma forma
em um vetor de características. A proposta de nossa assinatura de formas com base em
redes complexas e teoria espectral de grafos apresenta bons resultados em bases de dados
utilizadas como benchmarks na recuperação de formas e não necessita de configurações
de parâmetros. Além disso apresenta uma abordagem que não necessita de um grande
números de passos para ser executada.
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3 FUNDAMENTAÇÃO TEÓRICA

Neste capítulo serão tratados os conceitos utilizados como base para o desenvolvi-
mento de nossa proposta. Em 3.1 apresentamos a definição e o conceito básico de um
grafo, bem como sua representação através da matriz de adjacências. Na seção sobre
redes complexas 3.2 vamos revisar suas principais características bem como suas pro-
priedades básicas, e na seção 3.3 vamos explicar a teoria espectral de grafos e como ela
pode ser utilizada para caracterizar um grafo. Por fim, na seção 3.4 vamos discorrer so-
bre a medida de distância de Hellinger em termos do coeficiente de Bhattacharyya. Dessa
forma nosso objetivo aqui é fornecer uma visão geral para o entendimento da contribuição
teórica da tese.

3.1 Grafos

Nesse trabalho os grafos são utilizados para representar as redes complexas. Portanto
é importante realizar uma breve introdução à caracterização de um grafo, bem como al-
guns de seus conceitos básicos.

Um grafo é uma estrutura de dados onde é possível não apenas representar os dados
em si, mas também o relacionamento entre eles. Vamos considerar a notação da definição
de um grafo G = (V,E) constituído por uma dupla de conjuntos V de vértices e E de
arestas. Podemos definir ainda V = (v1, v2, v3, . . . , vn) como sendo o conjunto de n
vértices e E = (e1, e2, e3, . . . , em) o conjunto de m arestas onde uma aresta ek = (vi, vj)
pertencente ao conjunto E é formada pelo par de vértices vi e vj . As arestas representam
relacionamentos entre vértices, ou seja, ligam dois vértices. Em nosso trabalho vamos
tratar apenas de grafos não direcionados, ou seja, não estamos interessados na direção da
ligação entre os vértices, isto é (vi, vj) = (vj, vi), apenas no fato dos mesmos estarem
ligados ou não.

Graficamente representamos os vértices por pontos e as arestas por linhas ou arcos
que conectam os vértices, como visto na figura 3.1: Nesse exemplo (figura 3.1), podemos
observar o conjunto de vértices V = (1, 2, 3) e o conjunto de arestas E = (a, b), sendo as
arestas definidas pelas conexões de a = (1, 2) e b = (1, 3).

Algumas definições sobre grafos serão úteis ao longo do trabalho e estão listadas na
forma de itens abaixo:

• Grafo simples: Um grafo é dito simples quando não apresenta laços nem mais de
uma aresta ligando dois vértices.
• Grafo valorado: Um grafo valorado apresenta valores ou pesos atribuídos a seus

arcos ou arestas. Portanto precisaremos de um novo conjunto para definir o grafo,
denominado peso W = (w1, w2, . . . , wm) onde wk define o valor associado a uma
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Figura 3.1: Exemplo de um grafo não direcionado com três vértices (1,2,3) e duas arestas
(a,b).

aresta k.
• Grau de um vértice: O grau de um vértice representa a conectividade, ou seja, o

número de conexões realizadas entre um vértice específico e os demais vértices.
Podemos também definir o grau de um vértice como o número de arestas perten-
centes a um vértice.
• Grafo completo: Um grafo completo é um grafo que apresenta todos os seus vér-

tices conectados entre si. Ou seja, é um grafo onde todos os vértices apresentam o
mesmo grau, o qual é o maior valor possível mantendo o grafo simples.
• Grafo conexo: Um grafo é dito conexo se existe ao menos um caminho ligando

qualquer par de seus vértices. Em um grafo desconexo ao contrário podemos ter
um ou mais vértices que podem não estar ligados aos demais.
• Grafo regular: Um grafo regular é aquele que apresenta o mesmo grau para todos

os seus vértices.
• Subgrafo: Considerando um grafo definido por Gs = (Vs, Es) e outro grafo G =

(V,E), dizemos que Gs é um subgrafo de G se Vs ⊆ V e Es ⊆ E.
• Diâmetro de um grafo: O diâmetro de um grafo é o maior caminho mínimo ligando

dois de seus vértices, ou seja, é o maior número de arestas que separam dois de seus
vértices considerando os caminhos mínimos entre eles.
• Isomorfismo de um grafo: Considerando dois grafosG1 = (V1, E1) eG2 = (V2, E2),

dois grafos são isomorfos se existe uma bijeção f : V1 ↔ V2 tal que (x, y) ∈ A1 se
e somente se (f(x), f(y)) ∈ A2 para ∀x, y ∈ V1.

A representação gráfica da estrutura de um grafo é útil para a visualização do mesmo,
entretanto não é prática quando pretendemos tratar computacionalmente um grafo. Para
tal vamos abordar uma das representações mais utilizadas para armazenar e manipular
grafos computacionalmente que é a sua matriz de adjacência. Vamos novamente conside-
rar o grafo G da figura 3.1 definido pelos conjuntos V = (1, 2, 3) e E = (a, b). A matriz
de adjacência desse grafo é definida pela matriz A(G) 3.1:

A(G) =

 0 1 1
1 0 0
1 0 0

 . (3.1)

A matriz de adjacência de um grafo simples apresenta apenas valores zeros ”0” ou uns
”1”, os quais representam respectivamente se um vértice está conectado a outro. No
exemplo 3.1 o elemento da matriz correspondente à primeira linha e primeira coluna e1,1
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assume valor zero pois esse vértice não está conectado a si mesmo. Por sua vez na pri-
meira linha, segunda coluna, temos e1,2 que denota que o vértice v1 está conectado ao
vértice v2. Uma característica importante na matriz de adjacência é que os valores con-
tidos na matriz serão sempre inteiros e positivos. Além disso nossa matriz de adjacência
apresenta propriedade de simetria em relação à diagonal principal, uma vez que estamos
lidando com grafos não direcionados e portanto ei,j = ej,i. Em nossas aplicações, assumi-
mos que os vértices não podem estar ligados a si mesmos, e portanto a diagonal principal
será sempre igual a zero. Considerando essas características da matriz de adjacências,
seus autovalores associados serão sempre valores reais.

3.2 Redes complexas

Na bibliografia especializada não encontramos uma definição formal que seja con-
senso entre os diversos autores sobre o que é uma rede complexa. Normalmente encontra-
mos uma definição das redes complexas através de exemplos de suas aplicações (VAN MI-
EGHEM, 2011). A área de conhecimento que trata das redes complexas transita entre
a teoria dos grafos e a mecânica estatística (ALBERT; BARABáSI, 2002) e teve seu
início com os trabalhos sobre grafos probabilísticos e suas propriedades desenvolvidos
por ERDőS; RéNYI (1959) e ERDőS; RéNYI (1960). As redes complexas são utilizadas
para descrever e modelar diversos tipos de sistemas observados na natureza os quais apre-
sentam algum tipo de inter-relação. Podemos citar os trabalhos de BARABáSI (1999)
que caracterizam a World Wide Web como uma rede complexa de endereços eletrônicos
e hyperlinks, a modelagem de redes sociais (NEWMAN; PARK, 2003) e até mesmo o
estudo de redes metabólicas (JEONG et al., 2000) modelados por redes complexas.

A característica mais importante das redes complexas é a sua capacidade de represen-
tar os sistemas como redes interconectadas e representar também a evolução dinâmica de
sua topologia (COSTA et al., 2007) e BOCCALETTI et al. (2006). Essa característica
representa uma parte importante dos trabalhos envolvendo redes complexas, os quais se
dedicam a representar a estrutura de uma rede e subsequentemente estudar como a co-
nectividade dessa rede evolui no processo dinâmico. Podemos enxergar esse processo de
caracterização das conexões de uma rede e sua evolução como uma tarefa de reconheci-
mento de padrões, onde pretendemos encontrar propriedades comuns a diferentes tipos
de redes complexas.

Podemos ainda citar que a área de estudo das redes complexas se dedica a estudar gra-
fos com topologias não regulares que aparentemente não seguem um padrão específico,
como os grafos randômicos e os grafos denominados small world.

Os grafos do tipo small world aparecem inicialmente no trabalho de WATTS; STRO-
GATZ (1998) e receberam bastante atenção pois podem modelar um grande número de
redes interconectadas presentes em nosso cotidiano. O conceito de grafo ou rede do tipo
small world surge da observação do fato de que mesmo redes de grandes dimensões, ou
seja, grafos com um grande número de vértices, podem apresentar um caminho relativa-
mente curto entre dois de seus vértices. Podemos ainda dizer que embora esses grafos
apresentam um grande número de vértices e arestas, os mesmos possuem um diâmetro
relativamente pequeno e a clusterização de seus vértices independe do número de vérti-
ces (ALBERT; BARABáSI, 2002). Na figura 3.2 podemos observar diferentes tipos de
grafos segundo o modelo de WATTS; STROGATZ (1998). Nesse modelo, o objetivo é
gerar grafos que representem uma interpolação entre grafos regulares (p = 0) e grafos
totalmente aleatórios (p = 1). Portanto o modelo de Watts-Strogatz parte de um grafo
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Figura 3.2: Modelos de grafos segundo WATTS; STROGATZ (1998). O parâmetro p
indica o nível de aleatoriedade de dois vértices se conectarem com uma arestas no tempo.
Quando p = 0 temos um grafo regular que não muda com o tempo. Com p = 1 as arestas
são definidas aleatoriamente. Para valores intermediários de p temos os grafos do tipo
small world.

regular com um número constante de arestas por vértice. Nesse caso a probabilidade p de
dois vértices apresentarem mudança em seu número de arestas é igual a zero. Para a gera-
ção de um grafo totalmente aleatório, a probabilidade de dois vértices sofrerem alterações
em suas arestas é igual a um, ou seja, a dinâmica do grafo estrá sempre modificando a sua
topologia, e nenhum padrão será formado. No caso intermediário, com p variando entre
zero e um, temos uma certa probabilidade dos vértices manterem suas arestas inalteradas,
mas outros vértices serão alterados. Esse caso intermediário gera grafos com proprieda-
des inteiramente distintas, como por exemplo um padrão que se mantém mesmo com a
alteração da topologia do grafo.

Certamente a propriedade mais marcante dos grafos do tipo small world é que a mai-
oria dos seus vértices podem ser alcançados através de um pequeno número de arestas, o
que ocasiona um grande número de ciclos de tamanho três (ou seja constituídos de três
arestas e três vértices. Considerando um vértice vi conectado a dois outros vértices vj e
vk, é provável que os vértices vj e vk também estejam conectados. Essa propriedade é
muito útil em nosso trabalho, pois como veremos mais adiante, o contorno de uma forma
pode ser representado por uma rede complexa do tipo small world (BACKES; CASA-
NOVA; BRUNO, 2009) e o número de triângulos de uma rede está relacionado com os
autovalores de um grafo (BROUWER; HAEMERS, 2011).

3.3 Teoria espectral de grafos

Segundo SPIELMAN (2009) e BROUWER; HAEMERS (2011), a teoria espectral de
grafos pode ser definida como a área que estuda e analisa a topologia de um grafo usando
para isso os autovalores e autovetores associados à matriz de adjacência ou Laplaciana as-
sociadas ao mesmo. As primeiras aplicações da teoria espectral de grafos, responsável em
grande parte por impulsionar o desenvolvimento da área, está relacionada com o estudo
da estrutura de moléculas orgânicas na química quântica. Nessa aplicação, os átomos de
carbono são representados por vértices de um grafo e suas ligações por arestas. O es-
tudo de seus autovalores e autovetores possibilita uma melhor compreensão dos arranjos
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estruturais e estabilidade de tais moléculas.
Com o desenvolvimento da teoria, ficou claro que inúmeras outras áreas poderiam

beneficiar-se da análise dos autovalores e autovetores e sua associação com as caracte-
rísticas dos grafos. Podemos citar as aplicações em redes complexas (VAN MIEGHEM,
2011) e processamento de imagens (SPIELMAN, 2007).

O espectro de um grafo pode ser calculado a partir de sua matriz de adjacência ou
sua matriz Laplaciana. Vamos abordar a definição do espectro utilizando a matriz de ad-
jacência por três motivos. O primeiro é praticidade em se obter a referida matriz dado
um grafo, o segundo motivo diz respeito à facilidade com que podemos criar matrizes de
adjacência dado a geração de uma dinâmica artificial de uma rede complexa em nossa
aplicação (a qual será vista em profundidade na seção 4.1). O terceiro e último motivo
diz respeito à interpretação dos autovalores calculados com respeito à matriz de adja-
cência. Ao utilizar a matriz Laplaciana, a interpretação dos autovalores irá mudar, logo
o seu comportamento frente a as propriedade do grafo também serão alterados. Outra
propriedade importante ao utilizar a matriz de adjacência é que todos os valores de seus
elementos são reais e a matriz é simétrica, portanto os autovalores relacionados a matriz
serão sempre reais (VAN MIEGHEM, 2011).

Para definir o espectro de um grafo, vamos utilizar a notação A(G) para denotar a
matriz de adjacência originada de um grafo G. Os autovalores de um grafo podem ser
encontrados calculando o polinômio característico pG(λ) conforme equação 3.2 (BOA-
VENTURA NETTO, 2012):

pG(λ) = det(λI − A(G)). (3.2)

Onde det(.) é o operador que calcula o determinante de uma matriz, I é a matriz iden-
tidade (com a dimensão adequada para a realização da operação) e A(G) é a matriz de
adjacência. As raízes λ do polinômio característico pG(λ) são denominadas de autovalo-
res de A(G) ou ainda autovalores do grafo G.

O espectro do grafo, o qual vamos denominar de ϕ(G), é definido através de uma
matriz de duas linhas e n colunas (dimensão 2 × n) onde n é o número de autovalores
distintos conforme a equação 3.3. A primeira linha da matriz contém os autovalores em
ordem decrescente, isto é λ1 > λ2 > . . . > λn e a segunda linha apresenta a multipli-
cidade dos mesmos. A multiplicidade está relacionada com o número de vezes que o
respectivo autovalor é encontrado. Dessa forma o espectro de um grafo será escrito como
na equação 3.3:

ϕ(G) =

[
λ1 λ2 . . . λn

m(λ1) m(λ2) . . . m(λn)

]
. (3.3)

Na figura 3.3 podemos observar o exemplo de um grafo com quatro vértices e quatro ares-
tas que pode ser representando também por sua matriz de adjacência como mostrado na
figura 4.3. Podemos observar as propriedades da matriz de apresentar a diagonal principal
zero e do fato da matriz ser simétrica. Utilizando essa matriz de adjacência, através da
fórmula 3.2 vamos determinar o polinômio característico associado ao grafo que pode ser
visto na equação 3.4:

pG(λ) = λ4 − 4λ2 − 2λ+ 1. (3.4)

Ao encontrar as raízes do polinômio característico (equação 3.4), podemos formatar os
resultados e obter o espectro associado à figura 3.3 o qual é apresentado na figura 3.5.
Podemos observar que todos os valores de λ, ou seja, dos autovalores do espectro do
grafo são números reais. Nesse caso as multiplicidades dos autovalores são iguais a um,
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Figura 3.3: Exemplo de um grafo com quatro vértices e quatro arestas. Figura retirada
de SANTOS (2010).

Figura 3.4: Exemplo de matriz de adjacência obtida a partir do grafo da figura 3.3. Figura
retirada de SANTOS (2010).

Figura 3.5: Espectro do grafo da figura 3.3. Figura retirada de SANTOS (2010).

ou seja, eles aparecem apenas uma vez como solução das raízes da equação do polinômio
característico.

Os autovalores do espectro de um grafo estão relacionados com sua estrutura topoló-
gica (VAN MIEGHEM, 2011). Os autovalores mais representativos são os que se encon-
tram nos extremos do espectro do grafo, ou seja os que apresentam os maiores e menores
valores. Por exemplo, o maior autovalor do espectro é definido como o raio espectral
ou índice do grafo (BROUWER; HAEMERS, 2011). Esse autovalor aparece em inú-
meras aplicações como por exemplo a caracterização do limiar de transição de fase da
propagação de um vírus em uma população ou a sincronização de osciladores harmôni-
cos acoplados (VAN MIEGHEM, 2011). O segundo autovalor fornece informações sobre
a propagação e propriedades de aleatoriedade associadas ao grafo. Na outra ponta do es-
pectro, o menor autovalor esta associado com informações sobre o número cromático do
grafo (BROUWER; HAEMERS, 2011), e a soma dos cubos dos autovalores está relacio-
nado com o número de triângulos presentes no grafo (SANTOS, 2010).

Essas propriedades são de grande interesse para a caracterização do grafo. Como ve-
remos na seção 4.2 em nosso trabalho vamos utilizar apenas os maiores e menores autova-
lores, mais especificamente os três maiores e os três menores. Essa escolha foi realizada
após analisar os espectros dos grafos referentes ao contorno das formas. Os maiores e
menores autovalores contém a maior parte da informação e variabilidade dos dados. O
restante dos autovalores, os quais estão situados na parte central do espectro apresentam
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Figura 3.6: Grafos coespectrais, ou seja, grafos distintos que apresentam o mesmo espec-
tro. Figura retirada de (DE ABREU, 2005).

Figura 3.7: Porcentagem de ocorrência de grafos coespectrais em função do número de
vértices n. Figura retirada de (DE ABREU, 2005).

valores próximos de zero ou até mesmo zero, apresentando pouca diferenciação entre os
espectros, tornando-os pouco úteis para descrever a estrutura de um grafo.

A utilização do espectro para caracterizar um grafo, apesar de ser possível em algumas
aplicações como o reconhecimento de formas como demonstrado nesse trabalho, enfrenta
uma questão importante. A existência de grafos com diferentes estruturas topológicas que
apresentam o mesmo espectro. Tais grafos são denominados grafos coespectrais. Na fi-
gura 3.6 apresentamos um exemplo de grafos coespectrais. Entretanto o número de pares
coespectrais, isto é, o número de pares de grafos que apresentam o mesmo espectro mas
que apresentam uma topologia diferente aumenta em função do número de vértices do
grafo até um valor de n = 10 vértices e posteriormente esse valor apresenta uma diminui-
ção (HAEMERS; SPENCE, 2004) e (DE ABREU, 2005). Os valores de ocorrência dos
pares coespectrais em termos de porcentagem são apresentados na figura 3.7. Portanto
para grafos com um grande número de vértices a probabilidade de ocorrência de um par
coespectral torna-se muito baixa. De acordo com HAEMERS; SPENCE (2004) o nú-
mero de pares de grafos coespectrais tende a zero quando o número de vértices dos grafos
tendem ao infinito. Ainda segundo VAN MIEGHEM (2011) um grafo com um número
suficientemente grande de vértices terá um espectro único que o caracterize como uma
impressão digital e nessas condições o espectro de um grafo pode ser utilizado como uma
propriedade invariante do mesmo (HAEMERS; SPENCE, 2004).

Em nosso trabalho, o contorno de uma forma é representado por um grafo com uma
ordem de centenas e até milhares de vértices. Além disso, como veremos na seção 4.1,
para descrever cada forma, são utilizados dez grafos ou dez matrizes de adjacência para
caraterizar a assinatura de uma forma. Esses números garantem que exista apenas uma
pequena probabilidade de encontrarmos um par de grafos coespectrais entre duas formas
distintas analisadas.

3.4 Distância de Hellinger em termos do coeficiente de Bhattacharyya

Para quantificar a similaridade entre duas assinaturas espectrais, vamos utilizar uma
medida de distância denominada distância de Hellinger definida em temos do coeficiente
de Bhattacharyya (COMANICIU; RAMESH; MEER, 2003) e (AHERNE; THACKER;
ROCKETT, 1998). Essa distância é muito utilizada em aplicações de visão computacional
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que necessitam medir diferenças entre distribuições de probabilidade discretas. Essa me-
dida de distância já foi utiliza em nossos trabalho de detecção e rastreamento na medição
de diferenças entre distribuições de histograma de cores utilizada para medir a diferença
entre duas distribuições de probabilidade e utilizada em OLIVEIRA; SCHARCANSKI
(2010) e SCHARCANSKI et al. (2011).

Dadas duas distribuições de probabilidade discretas e normalizadas, o coeficiente de
Bhattacharyya pode ser definido por:

β(d1, d2) =
∑
k

√
d1(k)d2(k). (3.5)

Onde na equação 3.5, β(d1, d2) representa o coeficiente de Bhattacharyya entre duas dis-
tribuições de probabilidade d1 e d2. Como pode ser visto na equação, a única forma de
zerar o k termo da soma do coeficiente é na situação onde um ou ambos os termos fo-
rem nulos. Como as distribuições são normalizadas o valor máximo do coeficiente será
igual a um, e valores intermediários podem ser considerados como uma projeção de uma
distribuição de probabilidade em termos da outra (AHERNE; THACKER; ROCKETT,
1998).

A distância de Hellinger será escrita então em termos do coeficiente de Bhattacharyya
como na equação 3.6:

δ(d1, d2) =
√

1− β(d1, d2). (3.6)

Aqui subtraímos de um o coeficiente calculado anteriormente para que a distância de
duas distribuições iguais tenha valor igual a zero. Ou seja, o coeficiente nos indica uma
quantidade de similaridade que posteriormente é traduzida em distância.

Como veremos na seção 4.2 o espectro de autovalores constituem uma função discreta
associada à nossa forma. Ela será modularizada (aplicado o módulo nos autovalores) e
posteriormente normalizada e assim poderemos tratar a assinatura como uma distribuição
discreta dos maiores e menores autovalores, permitindo a utilização dessa distância.
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4 CONTRIBUIÇÃO TEÓRICA DA TESE

Neste capítulo vamos descrever as contribuições teóricas de nosso trabalho. Na se-
ção 4.1 vamos apresentar como partimos do contorno da forma de um objeto e chegamos
à dinâmica de uma rede complexa associada ao grafo da forma. Na seção 4.2 vamos mos-
trar como construímos, a partir da dinâmica da rede complexa, a assinatura espectral da
forma.

4.1 Modelando a forma de um objeto através de uma rede complexa

Em nosso trabalho vamos considerar que o contorno ou borda da forma do objeto já é
devidamente conhecida. Ou seja, vamos considerar que o objeto de interesse já tenha sido
adequadamente segmentado do restante da imagem, e sua forma está representada por um
contorno branco de um pixel de espessura contra um fundo preto. Nossa contribuição
tem início a partir desses dados já obtidos, pois nosso objetivo principal é desenvolver um
novo método de assinatura de formas e não métodos de segmentação. As condições reais
de extração de formas já estão consideradas nas bases de dados utilizadas bem como na
simulação artificial de situações de ruído e oclusão parcial (as quais serão explicadas na
seção 5.

Vamos definir o contorno ou borda de uma forma como um conjunto de pontos S =
(p1, p2, . . . , pN), onde pn = (x, y) é o par ordenado das coordenadas espaciais do pixel n
que faz parte do contorno e N é o número total de pontos da forma (em nosso caso cada
pixel do contorno corresponde a um ponto). Para construir a nossa rede complexa associ-
ada com a forma do objeto, vamos considerar cada pixel do contorno pn como um vértice
do grafo que constituirá a rede complexa. A determinação das arestas e da dinâmica da
rede complexa é realizada em um número maior de passos vistos como segue. Primeira-
mente vamos calcular as distâncias entre os vértices do grafo, distância de todos contra
todos, utilizando a medida de distância Euclidiana. A distância Euclidiana é invariante em
relação a transformações ortogonais (FALK, 2002). Portanto a distância entre os vértices
não é afetada pelas operações de rotação e translação, e devido à normalização não é afe-
tada pelos efeitos de escala, o que a torna uma excelente escolha de medida de distância
para a aplicação de assinatura de formas. Considerando dois vértices quaisquer pi e pj
podemos calcular a distância Euclidiana entre eles como demostrado na equação 4.1:

d(pi, pj) =
√

(xi − xj)2 + (yi − yj)2. (4.1)

Utilizando a equação 4.1 para todos os vértices do grafo, obtemos uma matriz de pesosW
que associa a distância entre cada um dos vértices de nossa rede complexa. Dessa forma,
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temos que:

W =


w(1, 1) w(1, 2) · · · w(1, N)
w(2, 1) w(2, 2) · · · w(2, N)

...
...

...
...

w(N, 1) w(N, 2) · · · w(N,N)

 . (4.2)

Onde:
w(i, j) = d(pi, pj) =

√
(xi − xj)2 + (yi − yj)2. (4.3)

A matriz pesoW (equação 4.2) é constituída por elementos que representam as distâncias
Euclidianas entre os vértices do grafo (equação 4.3). Uma característica importante dessa
matriz é que a mesma apresenta valores numa faixa de zero (distância zero entre os vér-
tices) e dmax que representa a máxima distância entre dois vértices encontrada no grafo.
Além disso como a distância d(pi, pj) = d(pj, pi) temos uma matriz de pesos simétrica
em relação a diagonal principal que assumirá valores iguais a zero, pois a distância de um
vértice a ele mesmo é zero d(pi, pi) = 0.

A matriz peso W é normalizada em relação à distância máxima entre os vértices.
Dessa forma as distâncias tornam-se relativas e os efeitos de escala para a forma de nosso
objeto são eliminados. A equação 4.4 mostra como a normalização é obtida:

w̃(i, j) =
w(i, j)

dmax(W )

. (4.4)

Onde W é a matriz peso, dmax(.) é uma função que retorna o valor máximo do seu argu-
mento, w(i, j) é a distância ou peso entre os vértices pi e pj e w̃(i, j) a distância norma-
lizada. Calculando a normalização para todos os elementos do grafo, chegamos à matriz
peso normalizada W̃ .

Um exemplo de matriz de peso normalizada pode ser vista na figura 4.1 associada ao
contorno da forma de um avião (figura 4.2(a)). Os vértices do grafo estão nos eixos x e y
da figura. As diferentes cores representam as distância normalizadas entre os vértices.
Uma vez criada a matriz de pesos normalizada podemos seguir para o passo dois da
obtenção da dinâmica da rede complexa. A dinâmica de nossa rede complexa, formada
pelo pontos do contorno da forma e as suas distâncias, é gerada artificialmente, utilizando
dois limiares móveis denominados t (limiar inferior) e l (limiar superior) de forma análoga
a um limiar do tipo passa-banda. A diferença entre os dois limiares é definida por um valor
∆ a qual representa a largura entre os dois limiares e pode ser escrita como l = t+ ∆.

Uma vez definidos os limiares, os mesmos serão aplicados na matriz peso normalizada
w conforme a equação 4.5:

m(i, j)t =

{
1, se t ≤ w̃(i, j) ≤ t+ ∆
0, em outros casos

. (4.5)

Onde m(i, j)t é o elemento i e j da matriz mt obtida com o limiar t e ∆. O resultado
depois dessa operação é uma matriz de adjacência com elementos zeros e uns. Se um
elemento m(i, j)t tem um valor igual a um, significa que o vértice i está conectado ao
vértice j e a distância entre ambos está dentro do intervalo definido pelos limiares t e
l = t + ∆. Por outro lado, caso um elemento apresente o valor zero significa que os
vértices não estão conectados considerando o intervalo.

Utilizando a equação 4.5 para um conjunto de valores de limiares t e ∆ é possível
construir um conjunto de matrizes de adjacência M = (m1,m2, . . . ,mT ), sendo T o nú-
mero máximo de matrizes, as quais representam a evolução dinâmica da rede complexa
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Figura 4.1: Exemplo de matriz de pesos normalizada. Os eixos horizontais e verticais
representam os vértices do grafo e as cores as distâncias entre os vértices. A cor azul
representa as menores distâncias e a cor vermelha as maiores.

Figura 4.2: Exemplo do contorno da forma de um avião (figura (a) ) e a evolução das
conexões entre os vértices através da dinâmica da rede complexa, onde as arestas são
desenhadas de acordo com a evolução dos limiares t e l = t + ∆. Figuras (b) com
limiares 0.1-0.2, (c) 0.3-0.4, (d) 0.4-0.5 e (e) 0.5-0.6. Não foram desenhadas todas as
arestas para facilitar a visualização das mesmas.

de acordo com a escolha dos limiares de distância. Podemos dizer também que essas ma-
trizes de adjacência nos fornecem a informação sobre a evolução da estrutura topológica
de nossa rede complexa em função das distâncias das conexões entre os vértices, ou ainda
entre as distâncias das conexões dos pontos do contorno da forma.

Podemos observar a relação das matrizes de adjacência geradas e os pontos conecta-
dos no contorno da forma do objeto através da figura 4.2 e da figura 4.3. Na figura 4.2
temos a forma de um avião (a) e na sequência o efeito da evolução do limiar t e a largura
de banda ∆ = 0.1 nas conexões de diferentes regiões da forma do objeto. Para limiares
pequenos, como por exemplo a figura 4.2(b) onde o limiar é t = 0.1, temos ativas as
conexões com pouca distância entre os vértices. Dessa forma, essa matriz de adjacência
terá informações sobre a estrutura da forma para pequenas distâncias entre os pontos. Já
para limiares maiores, como por exemplo a figura 4.2(e) e t = 0.5 com o mesmo ∆, cap-
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Figura 4.3: Exemplo de matrizes de adjacência geradas a partir da matriz de pesos norma-
lizados utilizando-se diferentes limiares. As regiões brancas são referentes aos vértices
conectados da matriz e as regiões em preto aos vértices não conectados. Podemos obser-
var os padrões simétricos que evoluem conforme os limiares aumentam.

turamos a informação das distância maiores entre os pontos da figura. O comportamento
da matriz de adjacência pode ser melhor observado na figura 4.3, que mostra as diferen-
tes matrizes para diferentes limiares. Podemos observar a localização dentro da matriz
dos pontos mais próximos ou mais distantes. Para diferentes padrões de formas, teremos
diferentes padrões de matrizes de adjacências formados pelos limiares. Uma vez que o
contorno da forma será modelado pela evolução da rede complexa, será possível quanti-
ficar suas propriedades estruturais. Como visto na seção 2.2, no trabalho de BACKES;
CASANOVA; BRUNO (2009), um descritor de grau é utilizado para inferir as proprie-
dades topológicas da rede complexa. Em nosso trabalho propomos a utilização da teoria
espectral de grafos para obter tais propriedades. Os autovalores dos espectros associados
às matrizes de adjacência apresentam a informação sobre a estrutura topológica da rede
complexa de forma mais completa, refletindo as propriedades não apenas quanto à conec-
tividade dos vértices, mas sobre o número de triângulos, clusterização e aleatoriedade dos
vértices.

4.2 Assinatura espectral de uma forma

A assinatura de uma forma associa um descritor numérico, geralmente um vetor de
características, à forma de um objeto (em nosso caso o contorno da forma de um objeto).
Com isso, é possível quantificar numericamente as características que descrevem a forma
do objeto. O principal objetivo de uma assinatura de forma é permitir a descrição única
para uma determinada forma, semelhante a uma impressão digital da forma (LONCARIC,
1998).

Como vimos na seção 2.1, uma boa assinatura de forma deve ser invariante frente a
transformações de rotação, translação e escala. Além disso, a assinatura deve capturar
os padrões da forma do objeto de maneira a identificá-lo mesmo em situações de ruído
ou de oclusões parciais. Esses efeitos aparecem com frequência como produtos de uma
segmentação imprecisa, variações de iluminação, ruído na aquisição da imagem ou so-
breposição de objetos (ZHANG; LU, 2004). É desejável ainda que a assinatura da forma
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Figura 4.4: Exemplo dos autovalores referentes à forma do avião 4.2(a). No eixo z temos a
intensidade dos autovalores, no eixo y o número de autovalores e no eixo x as matrizes de
adjacência. Podemos observar que somente os maiores e menores autovalores apresentam
intensidades e variabilidades relevantes.

possa ser calculada de forma simples e rápida, para que a mesma possa ser utilizada em
aplicações de recuperação de informação (ZHENG; HAN, 2013).

Nossa proposta de assinatura de forma é baseada na informação obtida no espectro da
dinâmica da rede complexa associada à forma, a qual é representada por um conjunto de
matrizes de adjacência utilizadas na criação do vetor de assinatura.

Para a construção da assinatura da forma, seguimos os seguintes passos. Primeira-
mente escolhemos os autovalores que contém a maioria da informações sobre o espectro,
isto é, os autovalores com maior magnitude e variabilidade. Em nosso trabalho nós esco-
lhemos os três maiores e os três menores autovalores. Eles foram escolhidos pois além de
apresentarem as maiores variabilidades eles possuem interpretações matemáticas sobre a
topologia de um grafo. A importância dos maiores e menores autovalores fica evidenciada
no exemplo da figura 4.4. Na figura 4.4 podemos observar que para todas as matrizes de
adjacência (geradas para diferentes limiares t e l) apresentadas no eixo x as intensidades
e variabilidades mais significativas (eixo z) encontram-se nos extremos do espectro (eixo
y).

Em continuidade ao processo de criação da assinatura da forma, nós criamos um vetor
denominado ξ(G,mt) como descrito na equação 4.6:

ξ(G,mt) = (λ1,t, λ2,t, λ3,t, λN−2,t, λN−1,t, λN,t). (4.6)

Onde G é o grafo que representa a rede complexa e mt é a matriz de adjacência m gerada
com o limiar t associada ao grafo G. O λ1,t é o primeiro autovalor e λN,t representa o
último autovalor do limiar t. O numero total de autovalores N é definido pelo número de
vértices do grafo, portanto nós utilizamos a notação N , N −1 e N −2 para representar os
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três últimos autovalores. Ao utilizar os maiores e menores autovalores, ou seja, os autova-
lores das extremidades do espectro do grafo, nós eliminamos o problema da variação do
número de autovalores em função do número de vértices ao comparar duas formas com
números de vértices diferentes.

Após a criação de um vetor de autovalores extremos para uma matriz de adjacência
ξ(G,mt), vamos criar um vetor de características com todos os autovalores extremos para
todas as matrizes de adjacências segundo a equação 4.7. Em nosso trabalho nós utilizamos
dez diferentes limiares (t = 0, 0.1, 0.2... . . . 0.9) os quais são igualmente espaçados com
uma largura de banda de ∆ = 0.1.

ξ(G) = (λ1,0, λ1,1, λ1,2, . . . , λ1,9, . . .
λn,0, λn,1, λn,2, . . . , λn,9).

(4.7)

No passo seguinte à criação do vetor de assinatura s(G) nós aplicamos a operação de
módulo em todos os elementos do vetor, como observado na equação 4.8:

ξ(G)mod = (|λ1,0|, |λ1,1|, . . . , |λn,9|). (4.8)

Onde a função |.| retorna o módulo do argumento utilizado, ou seja, retorna sempre valo-
res positivos dos argumentos utilizados. Dessa forma os elementos de nosso vetor apre-
sentarão apenas valores positivos. Esse fato não é um problema para nossa aplicação pois
estamos interessados na magnitude, ou intensidade dos autovalores e sua variabilidade. A
operação de módulo nos permite normalizar nossos autovalores segundo a equação 4.9:

ξ̃(G)mod =
ξ(G)mod∑6

n=1

∑9
t=0 |λn,t|

. (4.9)

Onde ξ̃(G)mod é o vetor de assinatura normalizado, ξ(G)mod é o vetor assinatura aplicado
o módulo, e o denominador é o fator de normalização correspondente à soma de todos os
λn,t. A normalização é necessária para possibilitar a comparação entre duas assinaturas
de formas com intensidades diferentes. Além disso a normalização permite a utilização
da comparação de duas assinaturas utilizando a distância de Hellinger escrita em termos
do coeficiente de Bhattacharyya como visto na seção 3.4.

Na figura 4.5 podemos observar o exemplo da forma do contorno de um avião, seus
três maiores e menores autovalores para as diferentes matrizes de adjacência e a apre-
sentação gráfica do vetor de assinatura já normalizado respectivamente nessa ordem. Os
códigos de cores representam as intensidades dos autovalores. Podemos determinar a dis-
tância entre duas assinaturas de formas utilizando a distância de Hellinger reescrevendo o
coeficiente de Bhattacharyya na equação-3.5 como 4.10:

β(sn1, sn2) =
60∑
k=1

√
ξ̃mod,1(k)ξ̃mod,2(k). (4.10)

Onde ξ̃mod,1 e ξ̃mod,2 são as assinaturas e ξ̃mod,1(k) e ξ̃mod,2(k) seus respectivos k-ézimos
elementos. E reescrevendo a distância de Hellinger 3.6 como 4.11:

δ(ξ̃mod,1, ξ̃mod,2) =

√
1− β(ξ̃mod,1, ξ̃mod,2). (4.11)

Para mostrar um exemplo comparativo para dois objetos, vamos observar as figuras 4.6(a)
e (b). Essas figuras mostram o contorno de duas formas de aviões distintas. Nas figu-
ras 4.6(c) e (d) temos as suas respectivas assinaturas de formas determinadas. Nos eixos y



39

Figura 4.5: Exemplo da forma de contorno o avião (figura à esquerda), maiores e menores
autovalores associados (figura central) e exemplo gráfico de um vetor de assinatura já
normalizado. O código de cores expressa a intensidade dos autovalores (figura à direita).

temos as intensidades e nos eixos x temos os autovalores (três maiores e menores) para os
diferentes limiares utilizados (matrizes de adjacências geradas). Nós podemos notar que
embora as assinaturas sejam distintas para ambos os aviões elas apresentam um padrão
comum para a variação da intensidade dos autovalores.

Figura 4.6: Exemplo comparativo de dois contornos de formas distintos (a) e (b) e suas
respectivas assinaturas espectrais de forma (c) e (d).
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5 CONTRIBUIÇÃO EXPERIMENTAL DA TESE: ANÁLISE
DOS RESULTADOS

Nesse capítulo vamos tratar da colaboração da tese em relação aos resultados obti-
dos com a utilização de nosso método proposto e a comparação do mesmo com métodos
encontrados na literatura. Para tal, utilizamos diferentes bases de dados e geramos artifi-
cialmente formas contaminadas com ruído, em situação de oclusão parcial e sob efeito de
rotação e escala. Por fim realizamos também testes de comportamento da assinatura em
função do contorno de formas de curvas geradas artificialmente com diferentes caracterís-
ticas e um teste preliminar de identificação de padrão de caminhada. Na seção 5.1 vamos
mostrar as informações básicas das bases de dados utilizadas e na seção 5.2 mostramos
como é calculada a precisão de recuperação utilizando o método Bullseye. Na seção 5.3
mostramos os resultados e análise do comportamento de nossa assinatura de forma em
relação ao ruído, oclusão parcial rotação e escala. Nas seções 5.3.1, 5.3.2, 5.3.3 e 5.3.4
mostramos como são realizadas as gerações de ruído Gaussiano, oclusões parciais, efeito
de escala (duplicação de tamanho) e rotação (45o) respectivamente. Na seção 5.4 vamos
mostrar os resultados para as diferentes bases de dados utilizadas. Em continuidade, nas
seções 5.5 e 5.6 mostramos respectivamente análises quantitativas do comportamento de
nossa assinatura espectral de formas frente a diferentes curvas e a uma sequência de ca-
minhada de uma pessoa. Todos os métodos e processamentos foram realizados com o
software MATLAB (MATLAB, 2009) em um computador Core i5 vPro 2.5GHz (INTEL,
2011).

5.1 Base de dados utilizada

Nós testamos nosso método proposto de assinatura de formas para diferentes bases de
dados utilizadas amplamente na literatura de análise e reconhecimento de formas. As in-
formações básicas sobre as bases de dados utilizadas, como número de classes e amostras
em cada classe, estão compiladas na tabela 5.1.

A base de dados denominada Plane contém formas de aviões de combate (THA-
KOOR; GAO; JUNG, 2007) e pode ser vista na figura 5.5. As bases de dados denomina-
das Mpeg7-Sub (figura 5.3) e Mpeg7-Bic (figura 5.4) são formadas por um subconjunto
da base de dados Mpeg-7 CE Shape 1 Part B e foram geradas por BICEGO; MURINO;
FIGUEIREDO (2004) e BICEGO; MURINO (2004).

Com o objetivo de investigar a resposta do nosso método em analisar ações humanas
representadas por suas formas de contornos, geramos a base de dados denominada Action-
Hu com imagens da base de dados do projeto MUHAVI-MAS (SINGH; VELASTIN;
RAGHEB, 2010). Essa base de dados contém quatro diferentes ações humanas: soco
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Tabela 5.1: Informações sobre as bases de dados utilizadas.
Base de dados Classes Objetos Total

Plane 7 30 210
Mpeg7-Sub 6 20 120
Mpeg7-Bic 7 20 140
Action-Hu 4 20 80

Mpeg7 70 20 1400
Leaves 30 20 600

Figura 5.1: Parte da base de dados denominada Mpeg7 CE Shape 1 Part B. Cada classe
contém amostras de 20 objetos com variação intraclasse na forma.

com o punho (punch), chute (kick), queda ao solo (collapse) e caminhada (walk) conforme
exemplos na figura 5.6.

Nós também testamos nosso método com a base de dados Leaves (figure 5.2) utili-
zada no trabalho de BACKES; CASANOVA; BRUNO (2009). Essa base de dados foi
escolhida em especial para analisar a performance de nosso método para discriminar ob-
jetos com variação intraclasse. Para comparar o desempenho de nosso método com outros
métodos representantes do estado da arte presentes na literatura, nós utilizamos a base de
dados Mpeg7 CE Shape 1 Part B disponível em (LATECKI; LAKAMPER; ECKHARDT,
2000), amplamente utilizada como benchmark na literatura de análise de formas. Uma
amostra dessa base de dados pode ser vista na figura 5.1.

A base de dados Plane foi construída com fotos de modelos de aviões em escala,
em diferentes orientações. A segmentação dos objetos foi realizada utilizando o método
Spedge e Medge. As bases de dados Mpeg7 foram criadas artificialmente e a base de
dados Action-Hu foi segmentada manualmente, ou seja, utilizando um especialista. As
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Figura 5.2: Figura mostrando parte da base de dados Leaves. Essa base de dados apresenta
objetos com grande variação intraclasse e grande similaridade interclasse.

Figura 5.3: Parte da base de dados Mpeg7-Sub. Essa base de dados apresenta classes
similares entre si. No sentido do relógio temos o contorno das formas de um sino, uma
garrafa, carro, telefone celular, criança e uma fonte.

bases de dados de caminhada CASIA1 utilizadas na seção 5.6 foram segmentadas utili-
zando método de limiares e filtros morfológicos. As formas utilizadas na análise de curvas
foram geradas através da super-fórmula descrita na seção 5.5.

1http://www.cbsr.ia.ac.cn/english/Gait%20Databases.asp
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Figura 5.4: Parte da base de dados Mpeg7-Bic. Essa base de dados foi gerada com classes
distintas e que apresentam alta variação no contorno das formas intraclasses. No sentido
do relógio, podemos ver o contorno dos objetos osso, coração, taça, fonte, chave, garfo e
martelo.

Figura 5.5: Exemplo de parte da base de dados Plane. Cada classe possui 30 amostras de
objetos com variações intra-classe. Os aviões de combate são: (a) Mirage, (b) Eurofighter,
(c) F-14 com as asas fechadas, (d) F-14 com as asas abertas, (e) Harrier, (f) F-22 e (g)
F-15.

Figura 5.6: Parte da base de dados geradas para ações humanas Action-Hu. Da esquerda
para à direita temos o contorno das formas: collapse, kick, punch e walk.

5.2 Precisão de recuperação utilizando o método Bullseye

Uma das aplicações de maior interesse na análise de formas é a recuperação de in-
formação em banco de dados de imagens de objetos (ZHANG; LU, 2004). Para aferir
a capacidade de nosso método proposto em realizar a recuperação de formas em uma
base de dados, nós utilizamos um método amplamente utilizado na literatura denominado
"precisão de recuperação Bullseye".

Para definir a precisão de recuperação Bullseye, vamos considerar uma base de dados
constituída de um número de C classes, cada uma com S objetos. Escolhemos um objeto
(s) pertencente à base de dados (s ∈ S) o qual será utilizado como chave de busca. Após
aplicar o método de assinatura espectral em todos os objetos, calculamos a distância de
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Figura 5.7: Exemplo das bases de dados Occlusion e Noise geradas artificialmente. As
figuras (a) e (b) mostram o efeito do ruído no contorno à forma de um avião. O ruído
Gaussiano que contamina a borda foi gerado com σ = 2 e σ = 20 respectivamente. As
figuras (c) e (d) mostram respectivamente oclusões parciais geradas de nível 2 e 8.

Hellinger da chave s em relação a todos os elementos da base de dados. Os objetos da
base de dados são então ordenados de forma decrescente de similaridade (ou seja, em
ordem crescente de distância) em relação à chave.

Após essa ordenação, são escolhidos os 2S objetos com maior similaridade, incluindo
o próprio objeto chave. Dentro desse subconjunto, contamos o número de objetos rele-
vantes à busca da chave, ou seja, os objetos retornados que pertencem à mesma classe da
chave. Esse valor é então dividido pelo número de objetos da classe da chave S o que
resulta na precisão de recuperação Bullseye. Podemos descrever essa precisão como a
equação 5.1:

pbullseye(s) =
(#objetos relevantes) ∩ (2S mais similares)

S
. (5.1)

Dessa forma podemos calcular a precisão de recuperação Bullseye para um objeto da base
de dados. Para encontrarmos a precisão de recuperação para uma classe ou para a base de
dados inteira calculamos a média das precisões de recuperação.

5.3 Análise de oclusão parcial, ruído, rotação e escala

Nessa seção vamos mostrar como é realizada a geração de ruído Gaussiano de forma
artificial nos contornos de formas e como realizamos a geração da oclusão parcial, para
verificar o comportamento de nosso método frente a esses efeitos. Demostramos também
como são gerados os efeitos de rotação de 45o e aumento da escala (duplicação do tama-
nho) das formas dos objetos e as respectivas respostas de nossa assinatura proposta. Na
seção 5.3.5 mostramos os resultados obtidos.

5.3.1 Geração de ruído no contorno de formas

Para analisar o comportamento de nossa assinatura espectral sob o efeito de ruído, nós
utilizamos um ruído Gaussiano aplicado sobre todo o percurso do contorno da forma com



45

diferentes valores de desvio padrão. Para a geração de ruído foi escolhida a classe de avião
Mirage da base de dados Plane. Cada forma da classe de avião Mirage foi contaminada
com ruído Gaussiano de diferentes desvios padrões e média zero. Exemplos da geração
de ruídos podem ser vistos na figura 5.7 gráficos (a) e (b). As equações em 5.2 mostram
como foi gerado o ruído de forma artificial:

x′k = xk +N (0, σ) (5.2)
y′k = yk +N (0, σ). (5.3)

Onde xk e yk são as posições dos pixels do contorno da forma, com k indo de 1 até N
sendo N o número total de pixels que constituem a forma do objeto. O ruído é modelado
através de uma distribuição Gaussiana (equação 5.4) com média zero e desvio padrão
variando entre os valores σ = 1 até σ = 20. Esses valores foram escolhidos devido às
dimensões dos contornos das formas.

N (µ, σ) =
1√

2πσ2
e−

(x−µ)2

2σ2 . (5.4)

Na figura 5.8 podemos observar os resultados para a precisão de recuperação do nosso
método proposto em função da variabilidade do desvio padrão σ. Para calcular a precisão
da recuperação de uma forma contaminada com ruído, após a criação da classe de avião
Mirage contaminada com ruído a mesma foi incluída na base de dados Plane. As formas
contaminadas com ruído são utilizadas como chave de busca e comparadas com todos os
objetos da classe Plane com ruído. A precisão de recuperação é definida como o número
de formas com ruído recuperadas dentre um conjunto das 40 recuperações mais similares,
ou seja, dentre os 40 resultados com menor distância entre a assinatura de forma chave e as
demais chaves da classe. Nós podemos observar na figura 5.8 que para um desvio padrão
de σ = 5 (considerado uma contaminação significativamente alta de ruído) a precisão de
recuperação foi de 60%.

Para verificar a evolução do efeito do ruído sobre os autovalores presentes na assina-
tura das formas, nós geramos os gráficos na figura 5.9. Esses gráficos mostram a evolução
dos autovalores em função do desvio padrão utilizado na contaminação do ruído Gaus-
siano. No gráfico da figura 5.9 cada coluna (eixo x) representa um autovalor diferente
(obtido para as diferentes matrizes de adjacência) e cada linha (eixo y) representa um va-
lor de desvio padrão. As cores representam a magnitude dos autovalores, sendo as cores
azuis os menores valores e vermelhas os maiores. Para auxiliar na visualização apresenta-
mos o mesmo gráfico em três dimensões (figura 5.9 à direita). Podemos observar que até
o valor de um desvio padrão σ = 6 existe pouca variabilidade nos autovalores. Para des-
vios padrões maiores já podemos observar mudanças mais significativas, o que representa
que a assinatura da forma está mudando de padrão.

5.3.2 Geração de oclusão parcial no contorno de formas

Uma assinatura de formas deve apresentar bons resultados frente a oclusões parciais.
Essas situações ocorrem quando o contorno da forma não pode ser completamente de-
finido. Esse é um efeito presente em aplicações de detecção e segmentação de objetos
quando os mesmos encontram-se sobrepostos com regiões de intersecção entre si. Nós
simulamos essas condições usando a classe de avião Mirage da base de dados Plane onde
parte do seu contorno é progressivamente removido. A classe Mirage com oclusão é então
adicionada a classe Plane original e a precisão de recuperação de informação é definida
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Figura 5.8: Precisão de recuperação de uma assinatura de forma contaminada com ruído
em função do desvio padrão do ruído Gaussiano. O efeito da contaminação do ruído
aumenta de acordo com o aumento do desvio padrão.

Figura 5.9: Evolução dos autovalores da assinatura da forma do avião contaminada com
ruído em função do desvio padrão. À esquerda, no eixo x temos os autovalores, no eixo y
o desvio padrão e as cores representam a magnitude dos autovalores (azul para os valores
menores e vermelho para os maiores). À direita o mesmo gráfico em 3D, com o eixo z
representando a magnitude dos autovalores.

de forma análoga à utilizada no teste com contaminação do ruído (seção 5.3.1) com a di-
ferença de buscar os 20 objetos mais similares (uma vez que geramos 10 diferentes níveis
de oclusão).

Os níveis de oclusão são definidos como segue:

• Consideramos como ponto inicial do contorno o ponto mais superior à esquerda da
forma.
• Dividimos o contorno da forma ao meio, em dois conjuntos de pontos.
• Realizamos a simulação da oclusão parcial subtraindo pixels do contorno.
• Dividimos a metade do contorno da forma em 10 segmentos com o mesmo número

de pixels.
• Um oclusão parcial de nível 1 apresenta a subtração de 10% dos pixels da metade

do contorno da forma do objeto.
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Figura 5.10: Precisão de recuperação de uma assinatura de forma em função do nível
de oclusão parcial. O efeito da oclusão parcial aumenta de acordo com o aumento dos
valores do eixo x.

• A oclusão de nível 10 representa a subtração da metade do contorno da forma do
objeto.

Exemplos da geração das oclusões parciais podem ser vistos na figura 5.7 gráficos
(c) e (d). Os resultados para a precisão são mostrados na figura 5.10, onde no eixo x
temos valores que representam a gravidade da oclusão (aumentando a oclusão parcial
conforme o valor numérico aumenta) e no eixo y a precisão da recuperação de dados.
Eles comprovam que a nossa assinatura de formas é capaz de tratar com situações onde
ocorram oclusões parciais no objeto, resultando em perda de informação do mesmo. Para
uma oclusão parcial de grandes proporções (oclusão de nível 7) nosso método obteve uma
precisão de recuperação de aproximadamente 60% e para uma oclusão de nível 2 (oclusão
leve) o valor da precisão sobe para 80%.

Assim como na análise realizada com a contaminação do ruído, foram gerados grá-
ficos para mostrar a evolução da magnitude dos autovalores em função da progressão
da oclusão parcial na forma da figura do avião. No gráfico da figura 5.11 à esquerda,
podemos observar que até para níveis de oclusão parcial igual a 7, a variabilidade dos
autovalores na assinatura de forma é pequena. Para valores maiores já podemos observar
alterações mais significativas. Isso mostra que o método é capaz de manter um padrão
para a forma do avião mesmo com a perda de parte da informação de seu contorno. Para
auxiliar na visualização apresentamos o mesmo gráfico em três dimensões (figura 5.11 à
direita).

5.3.3 Geração de efeito de duplicação nas dimensões no contorno de formas

Como vimos anteriormente na seção 2.1 um descritor de formas deve ser capaz de
lidar com efeitos de escala aplicados ao contorno das formas dos objetos. Para estudar a
resposta de nosso descritor proposto a esse tipo de efeito, além de contar com as alterações
de escala das formas nas bases de dados já mencionadas, realizamos a geração de uma
classe na base de dados Plane com os objetos duplicados de tamanho.
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Figura 5.11: Evolução dos autovalores da assinatura da forma do avião com oclusão
parcial. No gráfico à esquerda, o eixo x indica os autovalores, e o eixo y o nível de
oclusão parcial. As cores representam a magnitude dos autovalores (azul para os valores
menores e vermelho para os maiores). No gráfico à direita temos a representação do
mesmo gráfico em 3D, com o eixo z indicando a magnitude dos autovalores.

Figura 5.12: Exemplo da aplicação da duplicação da dimensão no contorno da forma. Na
figura à esquerda temos o exemplo do contorno de um avião. À direita o mesmo contorno
com as dimensões duplicadas.

Na figura 5.12 à esquerda podemos ver um exemplo do avião da classe Mirage da
base de dados Plane, acompanhado da imagem à direita do mesmo avião duplicado de
tamanho. Para realizar tal operação foi utilizada a função imresize do software MA-
TLAB (MATLAB, 2009).

Após gerar uma classe de aviões Mirage com as dimensões duplicadas, a mesma foi
adicionada ao conjunto da base de dados Plane original e foram realizados os testes de
precisão de recuperação Bullseye de forma análoga ao realizado a base de dados original.
Os resultados da precisão de recuperação média para a base de dados com as dimensões
duplicadas podem ser observados na tabela 5.2 da seção 5.3.5.
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Figura 5.13: Exemplo da aplicação da rotação de 45o no contorno da forma. Na figura à
esquerda temos o exemplo do contorno de um avião. À direita o mesmo contorno com a
rotação de 45o no sentido anti-horário.

5.3.4 Geração de efeito de rotação de 45o no contorno de formas

De forma análoga à seção 5.3.3 onde geramos uma classe de objetos para estudar o
efeito de escala, realizamos a geração de uma classe de aviões Mirage da base de dados
Plane com uma rotação de 45o para demonstrar o efeito de uma rotação na resposta do
nosso método de assinatura espectral de formas. Na figura 5.13 podemos ver à esquerda
um exemplo da classe Mirage e à direita a mesma forma rotacionada por um ângulo de
45o no sentido anti-horário. Para realizar tal operação foi utilizada a função imrotate do
software MATLAB (MATLAB, 2009).

Para realizar os teste de precisão de recuperação (Bullseye), geramos uma classe Mi-
rage de formas rotacionadas que posteriormente foram adicionadas à base de dados Plane
original. Os resultados para rotação também podem ser observados na tabela 5.2 da se-
ção 5.3.5.

5.3.5 Resultados para oclusão parcial, rotação, ruído e escala

Na tabela 5.2 utilizamos as bases de dados descritas na tabela 5.3, ou seja as bases
de dados Plane, Mpeg7-Sub, Mpeg7-Bi e Action-Hu, e artificialmente geramos efeitos
de rotação de 45o no sentido anti-horário, ruído com desvio padrão de σ = 4, oclusão
parcial com nível 4 e efeito de escala com a duplicação do tamanho da forma. Todas as
formas artificialmente geradas com seus efeitos foram utilizadas como padrão de busca na
recuperação das formas (considerando sempre o ranqueamento das forma mais similares).

Podemos observar na tabela 5.2 que os valores das colunas de Precisão (sem efeitos
de rotação, escala, ruído e oclusão) é o mesmo encontrado nas colunas de Rotação e
Escala. Esse efeito é causado pelas propriedades da distância Euclidiana utilizada para
calcular a matriz peso da rede complexa. Como essas transformações são aplicadas sobre
todos os vértices da rede complexa que representam a forma do objeto, a distância entre
eles permanece inalterada (uma vez que calculamos os valores relativos as posições dos
vértices). Os resultados apresentados nas colunas Oclusão e Ruído são consistentes com
os resultados e análises apresentados nas figuras 5.8 e 5.10.
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Tabela 5.2: Resultados para a precisão de recuperação (precisão média) para as diferentes
bases de dados em função da rotação (45o), ruído (σ = 4), oclusão (level 4) e escala
(dobro do tamanho).

Base de dados Precisão Rotação Ruído Oclusão Escala
Plane 98.00% 98.00% 93.36% 96.18% 98.00%
Mpeg7-Sub 94.25% 94.25% 90.47% 92.37% 94.25%
Mpeg7-Bi 84.45% 84.45% 79.24% 81.12 84.45%
Action-Hu 93.45% 93.45% 84.57% 88.14 93.45%

5.4 Resultados para as bases de dados utilizadas

Nessa seção vamos analisar os resultados da utilização de nosso método de assinatura
de forma espectral aplicado às bases de dados já mencionadas na seção 5.1.

O escore de recuperação de dados, o qual chamaremos mais comumente de escore de
recuperação ou precisão da recuperação será determinado pelo escore de bullseye (expli-
cado em detalhes na seção 5.2). A utilização dessa medida de precisão é importante para
a posterior comparação dos resultados de nosso método com outros métodos encontrados
na literatura.

Na tabela 5.3 mostramos os resultados para a precisão de recuperação para as bases
de dados Plane, Mpeg7-Sub, Mpeg7-Bic e Action-Hu, de forma mais detalhada para cada
classe que constitui a base de dados e a precisão média. Podemos observar que a base
de dados Plane apresenta os melhores resultados de recuperação de formas, com uma
média de precisão de recuperação de 98.00%. As classes 1 (Mirage) e 2 (Eurofighter)
apresentam classes de formas bastante similares e com variação intra-classe, onde nosso
método de assinatura espectral de formas apresentou os piores resultados para essa base
de dados. Podemos explicar esse resultado pois as duas classes apresentam diferenças
nos detalhes do padrão da forma que não foram consideradas pelo nosso método. Esse
efeito é similar à estabilidade dos autovalores frente à variação do ruído, como visto na
seção 5.3.1.

Cabe ressaltar que as classes 3 e 4 representam o mesmo tipo de avião (F-14), sendo
a única diferença que em uma classe o avião aparece na configuração de asas abertas e
em outra de asas fechadas. Nosso método foi capaz de distinguir entre as duas classes,
considerando como objetos diferentes a variação da posição das asas do avião F-14.

A base de dados Mpeg7-Sub apresenta contorno de formas de objetos de diferentes
classes mas com padrões similares, ou seja apresenta uma similaridade extraclasse. Nes-
sas condições nossa assinatura espectral de formas obteve um resultado muito bom, com
precisão de recuperação média de 94.25%.

Por outro lado, a base de dados Mpeg7-Bic é utilizada para verificar a performance de
descritores de forma em objetos que apresentam uma grande variação intra-classe. Essa
base de dados contém objetos ou formas distintas com significante variação intraclasse,
como distorções da projeção da forma e pequenas oclusões. Nosso método proposto apre-
sentou uma precisão média de 84.45%, sendo a classe Martelo a que apresentou o pior
resultado (precisão de 56%). As classe Martelo, Taça e Garfo apresentaram erros de clas-
sificação na recuperação de suas formas devido ao fato da nossa assinatura espectral de
forma apresentar uma estabilidade frente à diferenciação de pequenos detalhes presentes
nas forma. Para as classes Osso, Coração e Fonte, os resultados de precisão de recupera-
ção foram comparáveis aos obtidos na base de dados Mpeg7-Sub.

A base de dados referentes às ações humanas, Action-Hu, apresentou um ótimo re-
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Tabela 5.3: Resultados para as base de dados. Precisão de recuperação por classe e média.
Base de Dados Classe Objeto Precisão Precisão média

Plane

1 Mirage 89.43%

98.00%

2 Eurofighter 96.53%
3 F-14 close 100%
4 F-14 open 100%
5 Harrier 100%
6 F-22 100%
7 F-15 100%

Mpeg7-Sub

1 Sino 98.50%

94.25%

2 Garrafa 82.25%
3 Carro 100%
4 Celular 85.50%
5 Criança 99.25%
6 Fonte 100%

Mpeg7-Bi

1 Osso 89.75%

84.45%

2 Coração 99.25%
3 Taça 83%
4 Fonte 100%
5 Chave 77%
6 Garfo 86.25%
7 Martelo 56%

Action-Hu

1 Walk 89.50%

93.45%2 Kick 98%
3 Punch 97.75%
4 Collapse 88.50%

sultado de precisão de 93.45%, o que indica que nosso método pode ser utilizado em
aplicações de reconhecimento de ações humanas utilizando formas.

Na figura 5.14 podemos observar um exemplo de recuperação de informação utili-
zando a precisão bullseye para a base de dados Plane tendo como chave de busca a forma
do avião Mirage. A primeira forma, no canto superior esquerdo é a forma chave utili-
zada para busca. A distância entre as formas aumenta da esquerda para à direita e de
cima para baixo. Podemos observar que as primeiras formas recuperadas são pertencen-
tes à classe Mirage, mesmo com as variações na posição e escala das formas. O próximo
avião encontrado na busca é o Eurofighter, o qual se assemelha em forma ao Mirage. O
exemplo de recuperação de informação para a base de dados Mpeg7-Sub pode ser visto
na figure 5.15. A forma chave utilizada encontra-se no canto superior esquerdo da fi-
gura. Podemos observar que para essa base de dados, a qual possui objetos com grande
similaridade intraclasse e interclasse, todas as formas com menor distância são da classe
Sino e foram corretamente recuperadas. Posteriormente temos as classes Carro, Fonte e
Celular recuperadas como mais similares à classe Sino. Podemos observar no exemplo
de recuperação de informação da base de dados Mpeg7-Bi, com a chave de busca Osso
na figura 5.16 que apesar da grande variação intraclasse presente nessa base de dados, a
recuperação de informação retornou todos os elementos da classe Osso como mais simi-
lares. A forma utilizada como chave encontra-se no canto superior esquerdo da figura.
As classes que aparecem posteriormente em ordem de similaridade são as classes Mar-
telo, Chave e Garfo. Na base de dados de ações humanos (Action-Hu), podemos observar
na figura 5.17 que mostra o exemplo de recuperação de informação para a classe Walk
(figura utilizado como chave encontra-se no canto superior esquerdo). Podemos obser-
var nesse exemplo que algumas formas da classe Collapse foram retornadas como sendo
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Figura 5.14: Exemplo de recuperação de informação para a base de dados Plane utilizando
como chave a forma do objeto Mirage. A forma chave encontra-se no canto superior
esquerdo. A distância das formas em relação à forma chave aumenta da esquerda para a
direita e de cima para baixo.

mais similares que outras formas da classe Walk, ocorrendo uma interpretação errônea na
busca da forma chave.

Em continuidade à análise dos resultados obtidos pelo nosso método, na tabela 5.4
apresentamos resultados comparativos com outros métodos do estado da arte na área
de descritores de forma encontrados na literatura. Para tal, utilizamos a base de dados
Mpeg-7 Shape-1 Part B. Nosso método de assinatura espectral de formas apresentou bom
resultados na precisão de recuperação de formas (novamente utilizando o escore do tipo
Bullseye) em comparação aos demais métodos.

Na tabela 5.5 apresentamos mais resultados comparativos aplicados à base de dados
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Figura 5.15: Exemplo de recuperação de informação para a base de dados Mpeg7-Sub
utilizando como chave a forma do objeto Sino. A forma chave encontra-se no canto
superior esquerdo. A distância das formas em relação à forma chave aumenta da esquerda
para a direita e de cima para baixo.

Leaves. A base de dados Leaves (BACKES; CASANOVA; BRUNO, 2009) apresenta
uma grande similaridade extra-classe e uma considerável variação intra-classes, sendo
considerada por isso uma base de dados desafiadora para aplicações de recuperação de
informação. Nosso método de assinatura espectral de formas obteve precisão de recupe-
ração de 82.15% comparável aos melhores resultados apresentados na literatura para essa
base de dados. Esse resultado confirma que nosso método consegue diferenciar formas de
objetos de classes similares e que apresentam ao mesmo tempo variabilidade intra-classe.

Embora não tenhamos como objetivo o desempenho computacional nessa etapa do
desenvolvimento do trabalho, podemos ressaltar que o tempo médio de processamento
por forma foi de 2,4 segundos para grafos com dimensão média de 1200 vértices. Esses
tempos foram obtidos utilizando o software MATLAB (MATLAB, 2009) rodando em um
computador com processador i5 2520M (INTEL, 2011) com 4Gb de memória RAM.
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Figura 5.16: Exemplo de recuperação de informação para a base de dados Mpeg7-Bi
utilizando como chave a forma do objeto Osso. A forma chave encontra-se no canto
superior esquerdo. A distância das formas em relação à forma chave aumenta da esquerda
para a direita e de cima para baixo.

5.5 Análise qualitativa de resposta da assinatura espectral frente a
diferentes curvas

Com o objetivo de realizar uma análise do comportamento dos autovalores de nossa
assinatura espectral frente a alterações das formas, utilizamos uma fórmula geradora de
curvas denominada de super-fórmula (GIELIS; HAESEN; VERSTRAELEN, 2005). A
super-fórmula pode gerar uma grande gama de curvas complexas com formas naturais,
sendo sua equação descrita na equação 5.5:

r(θ) =

(∣∣∣∣∣cos(
(
mθ
4

)
)

a

∣∣∣∣∣
n2

+

∣∣∣∣∣sin(
(
mθ
4

)
)

b

∣∣∣∣∣
n3
)− 1

n1

. (5.5)

Onde r(θ) é a posição da borda da curva em função de θ o qual deve variar entre 0 e
2π para gerar uma curva fechada e sendo m, a, b, n1, n2 e n3 parâmetros que controlam
a forma da curva. Em nossas análises, nós utilizamos os parâmetros a = b = 1 e n2 =
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Figura 5.17: Exemplo de recuperação de informação para a base de dados Action-Hu
utilizando como chave a forma do objeto Walk. A forma chave encontra-se no canto
superior esquerdo. A distância das formas em relação à forma chave aumenta da esquerda
para a direita e de cima para baixo.

n3 = 1 para gerar formas simétricas, e variamos os parâmetros m que fornece o controle
do número de pontas ou cantos da forma, e n1 que controla a largura dessas pontas.

Para realizar uma análise qualitativa, geramos primeiramente um conjunto de curvas
com a equação da super-fórmula com os parâmetros a = b = 1e n1 = n2 = n3 = 1, vari-
ando m = 1, 2, 3, . . . , 30. Podemos ver a forma das curvas na figura 5.18. Na figura 5.19
podemos observar a evolução dos autovalores para assinatura espectral das formas em
função do parâmetro m. Na referida figura à esquerda temos o gráfico de linhas, onde o
eixo x representa os autovalores, o eixo y os valores do parâmetro m e as cores indicam
a magnitude dos autovalores (cores azuis valores menores e cores vermelhas valores mai-
ores). De forma a facilitar a visualização, na figura 5.19 à direita temos o mesmo gráfico
porém em 3D, sendo nesse caso o eixo z a magnitude dos autovalores (os demais eixos
permanecem com a mesma interpretação).

Podemos observar numa análise qualitativa que as variações dos autovalores da assi-
natura de forma são mais acentuadas até o parâmetro m assumir valores entre 6 e 7, com
maior variabilidade nos maiores e menores autovalores. Ainda observamos que dentro
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Tabela 5.4: Precisão de recuperação para a base de dados Mpeg7 CE Shape 1 Part B.
Resultados comparativos entre o nosso método proposto de assinatura espectral de formas
e métodos encontrados na literatura.

Método Referência Precisão de recuperação (%)
CNTSG Método proposto 89.47
CSS (SMEULDERS; JAIN, 1998) 75.44
Visual Pats (LATECKI; LAKAMPER; ECKHARDT, 2000) 76.45
SC (BELONGIE; MALIK; PUZICHA, 2002) 76.51
Aligning Curves (SEBASTIAN; KLEIN; KIMIA, 2003) 78.16
SSC (XIE; HENG; SHAH, 2008) 79.92
General Model (PAJDLA et al., 2004) 80.03
IDSC (LING; JACOBS, 2007) 85.40
Height Functions (WANG et al., 2012) 89.66
NP-AC (URDIALES; BANDERA; SANDOVAL, 2002) 82.30
PSD (ARICA; VURAL, 2002) 80.70
CPDH (SHU; WU, 2011) 76.56
D+HMM (SHI et al., 2013) 88.01
Shape Vocabulary (BAI; RAO; WANG, 2014) 90.40
SVS (VAN NGUYEN; PORIKLI, 2013) 91.00
LCS Xiang Bai et al. (2010) 91.60

Tabela 5.5: Precisão de recuperação (escore do tipo Bullseye) para a base de dados Lea-
ves. Resultados comparativos entre nosso método proposto e demais métodos encontra-
dos na literatura. Os resultados da literatura foram obtidos em (BACKES; CASANOVA;
BRUNO, 2009).

Método Precisão de recuperação (%)
Método proposto 82.15
Grau de rede complexa 83.67
Grau conjunto de rede complexa 76.83
Fourier 75.00
Zernike 68.00
Curvature 75.00
Dimensão fractal de rede complexa 73.00

do conjunto dos maiores autovalores, a variação ocorre de forma mais significativa nos
valores iniciais, ou seja, nas primeiras matrizes de adjacência obtidas com os valores ini-
ciais dos limiares. Isso significa que as principais diferenças estão nas menores distâncias
entre os vértices que constituem as formas das curvas. Como as pontas das curvas nessa
situação são bastante estreitas, o método consegue uma boa diferenciação até um número
de 6 a 7 pontas. Com o aumento do número de pontas nas formas, temos um aumento do
número de vértices que apresentam distâncias similares entre si, e por consequência, se
enquadram no mesmo limiar de distância, ocasionando uma estabilidade da assinatura da
forma.

Na figura 5.20 temos curvas geradas de forma análoga ao exemplo das curvas da
figura 5.18 com a diferença de que o parâmetro n1 = 10 torna as pontas ou cantos mais
largos.

Na figura 5.21 podemos observar que nesse caso os autovalores que mais sofreram
variabilidade foram os que pertencem ao conjunto dos autovalores gerados pelas matrizes
de adjacência com limiares maiores, ou seja, as matrizes geradas pelas maiores distâncias
entre os vértices ou pontos da figura. Como temos figuras mais cheias, temos uma va-
riabilidade maior nas distâncias maiores. As distâncias menores, como são perturbações
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Figura 5.18: Forma de curvas geradas pela super-fórmula variando o parâmetro m para
valores de 1 a 30. Podemos observar o aumento no número de pontas ou cantos na figura.
Os demais parâmetros da fórmula são iguais a 1.

Figura 5.19: Evolução dos autovalores para as curvas geradas em na figura 5.18. Na
figura à esquerda, o eixo x representa os autovalores e o eixo y os valores do parâmetro
m. As cores indicam a magnitude dos autovalores (cores azuis valores menores e cores
vermelhas valores maiores). Na figura à direita o mesmo gráfico plotado em 3D, sendo o
eixo z a magnitude dos autovalores.

em menor escala comparadas com o todo da forma, são consideradas como uma espécie
de ruído e não alteram significativamente a assinatura da forma. Podemos observar que
a assinatura da forma apresenta uma variabilidade maior até valores mais acentuados de
m como 12 ou 13. Podemos explicar essa melhora nos resultados pois a variabilidade
das distâncias dos vértices nas figuras acabam sendo enquadradas em diferentes limiares.
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Figura 5.20: Forma de curvas geradas pela super-fórmula variando o parâmetro m para
valores de 1 a 30. O valor de n1 = 10 gerando pontas mais largas. Os demais parâmetros
da fórmula são iguais a 1.

Figura 5.21: Evolução dos autovalores para as curvas geradas na figura 5.20. Na figura
à esquerda, o eixo x representa os autovalores e o eixo y os valores do parâmetro m. As
cores indicam a magnitude dos autovalores (cores azuis valores menores e cores verme-
lhas valores maiores). Na figura à direita o mesmo gráfico plotado em 3D, sendo o eixo z
a magnitude dos autovalores.

Portanto geram uma variabilidade maior dos autovalores.
Seguindo nossa análise quantitativa, escolhemos uma forma com três pontas m = 3,

pois a mesma apresentou boa diferenciação nas análises anteriores, e geramos curvas com
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Figura 5.22: Forma de curvas geradas pela super-fórmula mantendo o parâmetro m = 3,
variando o valor de n1 = 1, 2, 3, . . . , 20 e os demais parâmetros da fórmula iguais a 1.

a super-fórmula variando o parâmetro n1 entre os valores 1 e 20 para desenhar curvas com
variação na largura das pontas ou cantos. Os demais parâmetros foram mantidos iguais a
1. As curvas podem ser observadas na figura 5.22.

Na figura 5.23 apresentamos a evolução dos autovalores para as curvas apresentadas
em 5.22. Podemos observar nessa análise que inicialmente os autovalores gerados pelas
matrizes com limiares menores são significativamente mais pronunciados e apresentam
maior variabilidade (quando as pontas ainda estão estreitas). A partir de um valor de
n1 = 6 os autovalores com maior variabilidade são os gerados por limiares de distância
maiores, ou variações nas distâncias maiores das formas. Apesar do padrão da assinatura
se manter relativamente constante, é possível observar (de forma mais nítida na figura 5.23
à direita com o gráfico em 3D que os autovalores apresentam um crescimento suave até
o final dos valores testados. Portanto podemos dizer que as assinaturas são distintas para
as formas geradas. Com isso podemos comprovar que o nosso método de assinatura
espectral de forma é menos sensível a pequenas variações na forma, em comparação com
o todo da mesma, o que já foi levantado pela análise de robustez a contaminação pelo
ruído e mais sensível a variações de distâncias maiores ou curvaturas mais suaves. Essa
característica que permite que o método consiga diferenciar formas com bons resultados
como visto na seção 5.4 ao mesmo tempo que apresenta bons resultados em casos de ruído
como visto na seção 5.3.
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Figura 5.23: Evolução dos autovalores para as curvas geradas na figura 5.22. Na figura
à esquerda, o eixo x representa os autovalores e o eixo y os valores do parâmetro m. As
cores indicam a magnitude dos autovalores (cores azuis valores menores e cores verme-
lhas valores maiores). Na figura à direita o mesmo gráfico plotado em 3D, sendo o eixo z
a magnitude dos autovalores.

5.6 Análise de caminhada de pessoas

Nessa última análise de comportamento da assinatura de forma espectral, pretendemos
testar de forma qualitativa a sua utilização no estudo do movimento realizado durante
a caminhada de uma pessoa. Podemos encarar essa análise como o estudo do padrão
dinâmico realizado pela forma de uma pessoa ao caminhar.

Para identificar um padrão de caminhada primeiramente devemos localizar e realizar
o rastreamento do objeto de interesse, no caso uma pessoa em movimento. Esse pro-
cesso pode ser realizado utilizando-se um método de rastreamento de objetos, como o
que desenvolvemos em (OLIVEIRA; SCHARCANSKI, 2010) e (SCHARCANSKI et al.,
2011) utilizando filtro de partículas. Posteriormente, para cada instante de tempo devemos
analisar o contorno da forma segmentado para tentar identificar um padrão típico de cami-
nhada. Em geral, ao andar, as pessoas realizam movimentos característicos e repetitivos
com os pés e as mãos. A identificação desse padrão de movimento pode ser utilizado em
diversas aplicações como na identificação de um padrão próprio de caminhada (biome-
tria não invasiva), ou estimativa de padrão de caminhada anômalo, ou seja um padrão de
caminhada modificado por algum fator, como por exemplo o carregamento de um objeto
oculto (NIXON, 2008), (REID et al., 2013) e (ZAKI; SAYED, 2014).

Nas figuras 5.24 e 5.25 mostramos duas sequências de contorno de formas para uma
pessoa caminhando (as sequências foram geradas a partir da base de dados (SINGH;
VELASTIN; RAGHEB, 2010) e CASIA Gait Database2). Podemos observar a alternância
dos movimento dos pés e mãos conforme as imagens evoluem temporalmente.

Podemos verificar em nossa análise qualitativa da magnitude dos autovalores para as
sequências Caminhada 01 e Caminhada 02, apresentados nas figuras 5.26 e 5.27, que os
autovalores variam durante todo o período de tempo das sequências. Considerando os
conjuntos de autovalores da assinatura espectral, podemos observar que os autovalores
referentes às distâncias menores e intermediárias são os que apresentam maiores varia-
ções, ou seja, observamos maiores variações para as distâncias menores e intermediárias

2http://www.cbsr.ia.ac.cn/english/Gait%20Databases.asp
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Figura 5.24: Sequência Caminhada 01, mostrando os contornos para uma pessoa cami-
nhando. A evolução temporal das imagens é de cima para abaixo e da esquerda para a
direita.

no contorno da forma. Essa observação é condizente com o fato da forma da pessoa ao ca-
minhar não alterar a sua estrutura principal, uma vez que a pessoa se encontra na posição
ereta durante toda a sequência analisada. Podemos verificar também, em especial com o
auxilio dos gráficos em 3D, que as magnitudes dos autovalores apresentam valores cícli-
cos em relação à evolução temporal das caminhadas. Esse resultado é compatível com a
natureza do movimento repetitivo que uma pessoa realiza ao caminhar. Na figura 5.28,
mostramos a função da distância entre a assinatura espectral do primeiro frame da sequên-
cia Caminhada 1 (gráfico superior à esquerda da figura 5.24) e relação aos demais frames.
O gráfico apresenta três pontos de mínimo para a função de distância, e podemos verifi-
car que os mesmos ocorrem nos frames 9 e 15 da sequência. Ao verificar na figura 5.24
podemos constatar que as figuras referentes aos formas encontradas nos frames 1, 9 e 16
apresentam a mesma característica de caminhada de uma pessoa dando um passo. Reali-
zamos o mesmo tipo de análise com a sequência Caminhada 02 (figure 5.25), calculando
a distância entre o primeiro frame (superior esquerdo) aos demais. O resultado pode ser
visto na figura 5.29 onde podemos observar que o ponto de mínimo encontra-se no frame
35. Esse frame apresenta uma forma similar ao frame 1 utilizado como referência para
o cálculo das distâncias. Essas análises nos permitem estimar que o nosso método pro-
posto de assinatura espectral pode ser utilizado para identificar uma forma específica da
sequência da caminhada. Essa identificação é importante para reconhecer o movimento
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Figura 5.25: Sequência Caminhada 02, mostrando os contornos para uma pessoa cami-
nhando. A evolução temporal das imagens é de cima para abaixo e da esquerda para a
direita.

periódico da caminhada o que possibilita inferir a frequência com a qual uma pessoa esta
movimento seus pés e mãos ao caminhar e consequentemente seu modo de deslocamento.

Complementando a análise qualitativa de caminhada de pessoas, utilizamos a base de
dados CASIA Gait Database3) que contém sequências de caminhada de pessoas, captura-
das em infravermelho, em quatro diferentes situações: Caminhada normal (Normal), ca-
minhada com mochila (Mochila), caminhada rápida (Rápida) e caminhada lenta (Lenta).
Na figura 5.30 podemos observar um exemplo para duas sequências de caminhada. Na
imagem à esquerda temos um frame da caminhada normal e na imagem à direita um
frame de exemplo de uma pessoa caminhado utilizando uma mochila. Utilizamos seis

3http://www.cbsr.ia.ac.cn/english/Gait%20Databases.asp
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Figura 5.26: Evolução da assinatura espectral em função dos frames da sequência Cami-
nhada 01 (figura 5.24). No gráfico à esquerda no eixo x estão os autovalores e no eixo y
os frames da caminhada. As cores indicam a magnitude dos valores (vermelho maiores e
azuis menores). À direita está representado o mesmo gráfico porém em 3D, sendo o eixo
z a magnitude dos autovalores.

Figura 5.27: Evolução da assinatura espectral em função dos frames da sequência Cami-
nhada 02 (figura 5.25). No gráfico à esquerda no eixo x estão os autovalores e no eixo y
os frames da caminhada. As cores indicam a magnitude dos valores (vermelho maiores e
azuis menores). À direita está representado o mesmo gráfico porém em 3D, sendo o eixo
z a magnitude dos autovalores.

sequências para cada uma das diferentes situações para comparar o comportamento dos
autovalores da assinatura espectral. Na figura 5.31 podemos observar o comportamento
da assinatura espectral para cada um dos tipos de sequências analisadas. No sentido ho-
rário, iniciando no gráfico superior à esquerda, temos um exemplo da assinatura espectral
para uma sequência de caminhada normal, uma caminhada com uma pessoa carregando
uma mochila nas costas, uma caminhada rápida e por fim uma caminhada lenta. Ao
comparar os gráficos entre si podemos constatar um padrão claro de movimento cíclico
ou repetitivo na alternância da magnitude dos autovalores conforme os frames evoluem
no tempo. As alterações que mais se destacam encontram-se nos primeiros autovalores
(autovalores entre 1 e 10). Claramente é possível distinguir a mudança de frequência na
caminhada Normal, Rápida e Lenta. Para observar essa variação periódica gerada pelo
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Figura 5.28: Gráfico da distância entre o primeiro frame da sequência Caminhada 01 em
relação aos demais frames. Os círculos indicam os mínimos da função (não considerando
o primeiro frame).

Figura 5.29: Gráfico da distância entre o primeiro frame da sequência Caminhada 02 em
relação aos demais frames. Os círculos indicam os mínimos da função (não considerando
o primeiro frame).

efeito da caminhada em diferentes situações, plotamos os gráficos da magnitude dos se-
gundos e quartos autovalores das assinaturas espectrais em relação à evolução temporal
dos frames. Na figura 5.32 podemos observar claramente a natureza senoidal da função
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Figura 5.30: Imagens de exemplo das sequências de caminhada da base de dados CASIA
em infravermelho. Na imagem à esquerda temos uma pessoa caminhando na sequên-
cia Normal. À direita temos uma pessoa carregando uma mochila nas costas (sequência
Mochila).

Figura 5.31: Gráficos da evolução temporal (eixo y) dos autovalores da assinatura espec-
tral (eixo x) para diferentes tipo de sequências de caminhada. No gráfico superior es-
querdo um exemplo de caminhada normal, à direita caminhada com mochila, no gráfico
inferior à esquerda exemplo de caminhada rápida e à direita caminhada lenta. As cores
representam a magnitude dos autovalores (valores aumentam do azul para o vermelho).

de magnitude dos segundos autovalores para as sequências analisadas. Podemos ainda
observar que para a sequência Mochila (figura 5.32, gráfico superior à direita) não é pos-
sível determinar com clareza o comportamento cíclico ou senoidal do movimento. Entre-
tanto ao plotarmos a magnitude dos quartos autovalores em função da evolução temporal
dos frames (figura 5.33) todas as sequências analisada apresentam o movimento cíclico,
sendo possível determinar visualmente os máximos e mínimos para a evolução tempo-
ral. Dessa forma, ao analisarmos a evolução temporal dos segundos e quartos autovalores
para as sequências de caminhada, podemos diferenciar não apenas a sequência Normal
da Rápida e Lenta ao verificar a frequência das funções que nos levam em última aná-
lise a velocidade em que as pessoas estão caminhando, como também se a pessoa está
caminhando com um acréscimo de peso representado por uma mochila. Essas análises
qualitativas revelam o potencial do estudo da variabilidade dos autovalores na assinatura
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Figura 5.32: Média dos segundos autovalores das assinaturas espectrais em função da
evolução temporal dos frames nas sequências de caminhada. Nos eixos x temos a evolu-
ção dos frames e nos eixos y as magnitudes dos segundos autovalores. No sentido horário,
iniciando no canto superior esquerdo, sequência de caminhada normal, caminhada com
mochila, caminhada rápida e por fim caminhada lenta.

espectral em relação à alteração das formas estudadas.
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Figura 5.33: Média dos quartos autovalores das assinaturas espectrais em função da evo-
lução temporal dos frames nas sequências de caminhada. Nos eixos x temos a evolução
dos frames e nos eixos y as magnitudes dos quartos autovalores. No sentido horário,
iniciando no canto superior esquerdo, sequência de caminhada normal, caminhada com
mochila, caminhada rápida e por fim caminhada lenta.
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6 CONCLUSÕES

Em nosso trabalho, apresentamos um novo método descritor de formas baseado em
redes complexas e teoria espectral de grafos. Segundo nossa proposta, mostramos que é
possível utilizar a variabilidade dos autovalores de uma rede complexa para analisar a sua
estrutura topológica, o que implica em nosso caso em caracterizar o padrão de uma forma
através da distribuição de seus vértices que compõem o contorno de sua forma.

Essa afirmação de nossa tese abre caminho para estudos mais aprofundados no com-
portamento e evolução dos autovalores da rede complexa de uma forma e aplicações da
utilização de teoria de grafos na área de reconhecimento de padrões no processamento de
imagens.

Quanto aos resultados, o método de assinatura de formas apresentou-se muito pro-
missor quanto aos valores de precisão de recuperação obtidos em análises comparativas
com outros métodos de descritores de formas presentes na literatura. Também devemos
ressaltar os resultados obtidos no estudo do comportamento do método frente a oclusões
parciais, contaminação por ruído Gaussiano, rotação e escala.

Podemos observar na tabela 5.4 da seção 5.4 que a assinatura espectral de formas
obteve o segundo melhor resultado comparativo para a base de dados Mpeg7 CE Shape 1
Part B, com uma performance comparável ao método proposto por WANG et al. (2012).
Esse estudo envolvendo essa base de dados é de grande importância pois a referida base
é utilizada em pesquisas sobre novos padrões de compactação de vídeo.

Os resultados obtidos na base de dados Mpeg-Bic (tabela 5.3) confirma que nosso
método tem a habilidade de identificar corretamente formas com variação intra-classe
significativas, em especial quando estão presentes algum tipo de oclusão parcial.

Foram obtidos excelentes resultados em distinguir objetos similares, como nos casos
das bases de dados Plane (98%) e Mpeg7-Sub (94.25%), o que mostra a capacidade de
nosso método em diferenciar classes de objetos distintas.

A análise da recuperação de formas de ações humanas (base de dados Action-Hu)
demonstrou que o método é bastante promissor para aplicações de identificação e detecção
de ações humanas baseados em formas.

Verificamos também que nossa proposta apresenta uma sensibilidade menor na iden-
tificação de formas de objetos que apresentam pequenos detalhes de diferença em seu
contorno comparados à extensão de seu perímetro. Esse comportamento pode ser ex-
plicado pela dinâmica artificial da rede complexa a qual é gerada através da aplicação
de limiares. Essa característica que torna a assinatura espectral de formas robusta a ní-
veis severos de oclusão parcial e a níveis moderados de contaminação por ruído, reduz a
sensibilidade de diferenciar pequena alterações no contorno da forma.

Essa menor sensibilidade poderia ser contornada com o aumento da sensibilidade do
método a pequenas alterações no contorno da forma, utilizando por exemplo um conjunto
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de limiares menores para distâncias menores entre os vértices, porém veríamos reduzidas
sua capacidade de tratar situações de contaminação por ruído, uma vez que os autovalores
tornariam-se mais sensíveis a essas variações.
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7 TRABALHOS FUTUROS

Como trabalhos futuros podemos definir duas linhas a serem seguidas. A primeira
diz respeito ao desenvolvimento e aperfeiçoamento do método proposto de assinatura es-
pectral de formas. Dentro dessa proposta pretendemos utilizar distâncias que apresentem
uma maior robustez na análise de formas articuladas rígidas, para uma melhor identifica-
ção de formas de objetos com articulações. Outra proposta é o desenvolvimento de um
assinatura espectral de forma mais sensível a pequenas variações no contorno da forma
dos objetos, encontrando uma relação satisfatória entre robustez frente a contaminação ao
ruído e sensibilidade aos pequenos detalhes.

Podemos ainda citar a utilização de estratégias para a análise da contribuição dos
autovalores da assinatura espectral para diferentes tipos de classificadores. Essa proposta
tem como objetivo encontrar quais autovalores contribuem de forma mais significante
para a discriminação das classes de objetos analisados e quais autovalores interferem de
maneira a prejudicar o desempenho dos classificadores.

Ainda dentro dessa linha, podemos considerar o estudo da importância dos vértices
que constituem o contorno da forma do objeto. Identificando os vértices mais importantes,
podemos reduzir o número dos mesmos em casos onde os grafos apresentem dimensões
elevadas, ao desconsiderar os vértices que contribuem de forma minoritária para a cons-
trução de uma assinatura espectral capaz de traduzir as características da forma do objeto.

A segunda linha de trabalhos futuros trata de aplicações da análise de formas de ações
humanas para identificação do comportamento de caminhada em pessoas. Essas aplica-
ções são muito utilizadas em levantamento biométrico não invasivo e apresentam grande
interesse em sistemas de vigilância e segurança na detecção de pessoas.

Podemo citar ainda como outra possível contribuição a utilização da assinatura espec-
tral de formas na identificação de escrita e sinais gráficos, com aplicações em reconheci-
mento de sinais em sistemas robóticos.
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8 TRABALHOS PUBLICADOS

Nessa seção vamos apresentar os trabalhos gerados em função do trabalho desen-
volvido na tese de doutorado já publicados, os trabalhos já aceitos para publicação e os
trabalhos a serem submetidos.

Trabalhos já publicados:

OLIVEIRA, A. de; SCHARCANSKI, J. Vehicle Counting and Trajectory De-
tection Based on Particle Filtering. In: GRAPHICS, PATTERNS AND IMA-
GES (SIBGRAPI), 2010 23RD SIBGRAPI CONFERENCE ON, 2010. Anais. . .
[S.l.: s.n.], 2010. p.376–383.
SCHARCANSKI, J. et al. A Particle-Filtering Approach for Vehicular Tracking
Adaptive to Occlusions. Vehicular Technology, IEEE Transactions on, [S.l.],
v.60, n.2, p.381–389, Feb 2011.
OLIVEIRA, A. B. de; SILVA, P. R. da; BARONE, D. A. C. A novel 2D shape sig-
nature method based on complex network spectrum. Pattern Recognition Letters,
[S.l.], v.63, p.43 – 49, 2015.

Trabalhos em fase de publicação (aceito):

OLIVEIRA, A. B. d. Filtro de partículas adaptativo aplicado ao rastreamento
de objetos. [S.l.]: Novas Edições Acadêmicas (ISBN 978-3-8417-0970-7).

Trabalhos em fase de publicação (a ser submetido):

OLIVEIRA, A. B. de; SILVA, P. R. da; BARONE, D. A. C. Gait analysis using
particle-filtering and complex network signature shape. Pattern Recognition Let-
ters, [S.l.], v.XX, n.XX, p.XX – XX, 2016.
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