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RESUMO 

A umidade do solo é a variável que representa a quantidade de água disponível para 

uma cultura. O conhecimento antecipado das condições de umidade do solo, especialmente 

em um horizonte de longo prazo, permite um melhor planejamento de ações no setor agrícola. 

Sobretudo em culturas não irrigadas, a previsão do nível de umidade no solo pode se tornar 

uma ferramenta de grande auxílio. Neste sentido, o estudo aqui conduzido avalia a 

previsibilidade da umidade do solo na bacia do rio Ijuí, onde há forte atividade do setor 

agrícola, através da simulação hidrológica. Sendo a precipitação a principal variável a 

determinar a umidade do solo, analisa-se aqui o desempenho diferentes conjuntos de previsão 

de precipitação para realização da previsão de umidade do solo, através do modelo de grandes 

bacias MGB-IPH (Modelo de Grandes Bacias – Instituto de Pesquisas Hidráulicas). 

Reconhecendo-se a grande dificuldade associada à previsão em longo prazo, realizam-se aqui 

previsões probabilísticas de umidade do solo, ou previsões por ensemble. O ensemble, ou 

conjunto, refere-se ao conjunto de membros de associados a cada modelo de previsão, e é 

uma alternativa para a consideração das incertezas na previsão. Foram empregadas as 

previsões de precipitação, considerando seus respectivos membros, de três modelos 

climatológicos (CCM3v6, ECPC e GFDL), gerando diferentes previsões de umidade do solo. 

Estas previsões de umidade do solo foram divididas em quatro grandes grupos: A) previsões 

realizadas com todos os membros do ensemble de um determinado modelo; B) previsões 

realizadas com a precipitação média dos membros de cada modelo; C) previsões empregando 

todos os membros de todos os modelos em uma mesma previsão de umidade do solo; e D) 

previsões baseadas em uma abordagem multimodelos, construindo um ensemble de modelos 

a partir da previsão realizada com a precipitação média prevista por cada modelo. Os 

resultados indicam que a previsão de umidade do solo a longo prazo baseada em previsões 

de precipitação pode ser útil para a identificação de períodos mais secos ou mais úmidos que 

o normal para a região. A determinação do nível exato de saturação do solo, contudo, ainda 

apresenta grandes limitações. Além disso, infere-se pelos resultados observados, produto da 

metodologia adotada, que a condução de previsões baseadas na média do ensemble (B) e na 

abordagem multimodelos (D) envolvem menos esforço e trazem resultados semelhantes ou 

melhores que as previsões baseadas em todos os membros dos modelos (A e C). 

Palavras-Chave: Umidade do solo; Previsão hidrológica por conjuntos; modelo 

MGB-IPH.  
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ABSTRACT 

Soil moisture represents the water quantity available to a crop. The previous 

knowledge of the soil moisture conditions, especially with long antecedence, allows a 

better planning of the actions in the agricultural sector. Especially in non-irrigated crops, 

a forecast of the soil moisture level can be an important tool. In this context, the study 

here presented assess the predictability of the soil moisture in the Ijuí river basin, using 

hydrologic simulation. As the rainfall is the main variable to determine soil moisture, this 

study analyzes the performance of different sets of forecasted precipitation to perform 

soil moisture forecasts, using the large basins model MGB-IPH (Large Basins Model - 

Institute of Hydraulic Research). Recognizing the great difficulty associated with long-

term forecasting, this study performs probabilistic soil moisture forecasts, or ensemble 

forecasts. The ensemble refers to the set of members associated with each prediction 

model, and is an alternative to consider the uncertainties in the forecast. Precipitation 

forecasts from three different climatologic models (CCM3v6, ECPC and GFDL), 

including all of their members, originated different soil moisture forecasts. Those soil 

moisture predictions were divided into four groups: A) forecasts conducted with all 

ensemble members of a given model; B) forecasts made with the average predicted 

rainfall of the members of each model; C) forecasts employing all members of all models 

in the same soil moisture prediction; and D) forecasts based on a multimodel approach, 

building an ensemble of models from the forecast made with the average rainfall predicted 

by each model. Results indicate that long-term soil moisture forecasts based on 

precipitation forecasts can be useful for identifying drier or wetter periods than the 

average condition for the region. The determination of the exact level of soil saturation, 

however, still has serious limitations. Also, it appears from the observed results, a product 

of the selected methodology, that soil moisture predictions based on the average of the 

ensemble (B) and on the multimodel approach (D) involve less effort and bring similar 

or better results to the predictions based on all ensemble members of the models (A and 

C). 

 

Keywords: Soil moisture; Ensemble hydrologic forecast; MGB-IPH model. 
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Smax Volume máximo do reservatório de interceptação 

Tci Tempo de concentração da minibacia i 

TKIi Tempo de retardo do reservatório subuperficial, na minibacia i 
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TKBi Tempo de retardo do reservatório subterrâneo, na minibacia i 

TKSi Tempo de retardo do reservatório superficial, na minibacia i 

um Umidade da camada de solo à base de massa 

Vg Volume da fase gasosa no solo; volume de ar 

Vl Volume da fase líquida no solo 

Vn Volume de poros no solo 

Vs Volume da fração sólida no solo 

Vbasi Volume no reservatório subterrâneo na minibacia i 

Vinti Volume no reservatório subsuperficial na minibacia 

Vsupi Volume no reservatório superficial na minibacia i 

VT Volume total da amostra de solo 

𝑊𝑖,𝑗
𝑡−1 Volume de água armazenado na camada superficial do solo no início do 

período de tempo, na minibacia i, na UHR j 

𝑊𝑖,𝑗
𝑡  Volume de água armazenado na camada superficial do solo no final do 

período de tempo, na minibacia i, na UHR j 

Wcj Limite mínimo de armazenamento de água no solo a partir do qual não 

há percolação 

𝑊𝑚  Capacidade máxima de armazenamento da camada de solo 

Wzj Limite mínimo de armazenamento de água no solo a partir do qual 

haverá geração de escoamento superficial 

X Fração da área que está saturada 

Z Altura das árvores 
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1. INTRODUÇÃO 

A previsão de variáveis hidrológicas é a estimativa dos estados futuros dos 

fenômenos hidrológicos (WMO, 2009). Esta previsão pode ser de curto prazo, quando 

realizada com antecedência de horas até alguns dias no futuro; ou de longo prazo, 

prevendo o estado da variável para até nove meses à frente (GEORGAKAKOS & 

KRYSZTOFOWICZ, 2001). Contudo, a definição do limite entre curto prazo e longo 

prazo, ou ainda a inclusão do conceito de médio prazo, varia entre diferentes autores e 

conforme a variável de interesse. Usualmente, aceita-se que previsões de curto prazo são 

aquelas realizadas para um horizonte de até aproximadamente 10 dias.  

A previsão hidrológica de longo prazo, que é o foco deste estudo, possui 

limitações. A modelagem hidrológica por si realiza diversas simplificações no processo 

de representação dos processos físicos. Além disso, há grandes incertezas relacionadas à 

previsão das variáveis empregadas na simulação hidrológica. A previsão de precipitação 

oriunda de modelos meteorológicos, usada como dado de entrada em modelos 

hidrológicos, naturalmente apresenta erros, e estes tendem a ser mais significativos 

quanto maior o horizonte da previsão.  

A necessidade de avaliar e quantificar as incertezas associadas à previsão 

climática e hidrológica, para uma tomada de decisão no manejo dos recursos hídricos que 

leve em consideração um determinado nível de risco, impulsionou o uso de previsões por 

conjuntos, ou ensemble, nos últimos anos (DEMARGNE et al., 2014). O ensemble é 

formado por diferentes membros de um modelo, onde cada membro representa uma 

diferente trajetória das condições atmosféricas ao longo do horizonte de previsão. Os 

membros são determinados, em geral, a partir de perturbações nas condições iniciais do 

modelo. O espalhamento entre os membros permite então a quantificação da incerteza 

das condições iniciais da previsão. Além da utilização da informação de probabilidade 

disponibilizada pelo uso do conjunto de membros de um modelo, uma abordagem 

multimodelos permite quantificar as incertezas devidas à formulação do modelo 

(KIRTMAN & PIRANI, 2009).  

Ainda que a previsão hidrológica de longo prazo contenha grande incerteza, ela é 

útil nas áreas onde o planejamento é uma peça importante, como o setor energético e 
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agrícola (TUCCI, 2005). Uma vez que estes setores dependem diretamente da 

disponibilidade de recursos naturais, a previsão das variáveis representativas destes 

recursos é fundamental para orientar a tomada de decisão nestas áreas. Dentre as variáveis 

de interesse, destaca-se aqui a umidade do solo, com forte influência sobre a produção 

agrícola. 

A umidade do solo possui um papel importante no ciclo hidrológico global e no 

balanço de energia. Ela é um parâmetro que afeta fluxos verticais de umidade e energia, 

assim como os fluxos horizontais. Ainda, eventos extremos de cheias e secas estão 

atrelados à condição de umidade do solo (WANG et al., 2009 apud LIU e XIE, 2013; 

ROBOCK et al., 1998). Desta forma, é necessária uma correta simulação da umidade no 

solo e suas alterações ao longo do tempo para modelar corretamente o ciclo hidrológico. 

Contudo, a umidade do solo é um parâmetro ainda mais importante para a agricultura, 

uma vez que é ela que indica a quantidade de água disponível para a cultura.  

O conhecimento da umidade do solo prevista em longo prazo, ou seja, para um 

período de meses à frente, permite um melhor planejamento de ações no setor agrícola. 

Sobretudo para a cultura de sequeiros, culturas não irrigadas, esta previsão pode tornar-

se uma ferramenta de grande auxílio. A região do rio Uruguai, parte da qual está aqui em 

estudo, possui apenas cerca de 7% de área irrigada em relação à área total cultivada, e 

este índice, assim como a área total irrigada, não apresentou alteração significativa na 

última década (ANA, 2013). À exceção do arroz irrigado, a utilização de irrigação no Rio 

Grande do Sul ainda é extremamente baixa, conforme a EMATER/RS (2009). O Estado 

possui cerca de 6.000.000 ha de lavouras de sequeiros: milho, soja, feijão, fumo, entre 

outras, das quais apenas aproximadamente 2% possuem sistema de irrigação. Desta 

forma, percebe-se que a cultura de sequeiros na região do rio Uruguai e no Rio Grande 

do Sul como um todo é bastante importante.  

Além disso, também para a silvicultura a previsão de longo prazo pode ser 

empregada no planejamento das atividades, uma vez que a produtividade está diretamente 

relacionada com a disponibilidade hídrica. No Rio Grande do Sul, a área de florestas 

plantadas é coberta sobretudo por eucalipto e pinus, e em 2014 atingiu 597.000 ha, 

equivalente à 2% da área do estado e 8% da área com plantios florestais no Brasil. No 

mesmo ano, a cadeia produtiva de base florestal contribuiu com 4% do PIB do estado e 

7% da geração de empregos (AGEFLOR, 2015). 
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Desta forma, percebe-se a grande aplicabilidade da previsão de longo prazo da 

umidade do solo no planejamento agrícola. Esta informação é de interesse na tomada de 

decisões como área a ser plantada, valoração de seguros agrícolas, entre outros. Contudo, 

a previsão em longo prazo da umidade do solo, levando em consideração às incertezas 

associadas à previsão, ainda não é realizada de forma sistemática. Neste sentido, e 

sabendo-se que a precipitação é a variável mais importante para a variação da umidade 

no solo (LIU & XIE, 2013), o estudo aqui conduzido apresenta uma metodologia para a 

previsão de longo prazo de umidade do solo através da simulação hidrológica, avaliando 

o desempenho da previsão resultante de diferentes conjuntos de previsão de precipitação. 

Esta metodologia pode ser replicada com relativa facilidade, uma vez que emprega apenas 

softwares livres e dados disponíveis para download. 
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1.1 Objetivos  

1.1.1 Objetivo geral 

Este estudo tem por objetivo avaliar a previsibilidade da umidade do solo em 

longo prazo através da simulação hidrológica, considerando-se as incertezas na previsão 

de precipitação.  

Neste trabalho é avaliado o uso de diferentes conjuntos de previsão de precipitação 

com vistas a realizar uma previsão de umidade do solo, com antecedência de um, três e 

seis meses. A área em estudo é a bacia do rio Ijuí, sub-bacia do rio Uruguai, onde a cultura 

de sequeiros desempenha um papel importante. A simulação hidrológica é uma hindcast 

(previsão para um período passado), realizada com o modelo hidrológico de grandes 

bacias MGB-IPH (COLLISCHONN, 2001).  

 

1.1.2 Objetivos específicos 

Os objetivos específicos deste trabalho podem ser assim elencados: 

 Analisar o desempenho da previsão de umidade do solo realizada com diferentes 

conjuntos de dados de precipitação prevista: 

o Todo o ensemble dos membros de um modelo de previsão; 

o Média do ensemble de um modelo; 

o Abordagem multimodelos, ensemble construído com a previsão média de 

cada modelo; 

o Superensemble, empregando todos os membros de todos os modelos em 

uma mesma previsão. 
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2. BALANÇO HÍDRICO E UMIDADE NO SOLO  

 

2.1 Balanço hídrico no solo 

A umidade do solo representa o volume de água armazenado na camada de solo. 

Esta camada deve incluir a totalidade ou, pelo menos, a maior parte da zona de absorção 

das raízes. Sendo assim, ela pode variar conforme a cultura de interesse. Entendendo-se 

o solo como um reservatório, tem-se que as entradas no mesmo são a precipitação, a 

irrigação, o fluxo subterrâneo que entra na camada de solo de interesse, a ascensão capilar 

e a parte do fluxo superficial que infiltra, e as saídas, a evapotranspiração, a percolação 

profunda e o fluxo subterrâneo de saída (Figura 2.1). 

 

Figura 2.1. Esquema representativo do balanço hídrico no solo.  

Adaptado de Conceição, 2010 e Gavande, 1972. 

 

Considerando-se, então, uma camada de solo de espessura L. No intervalo de 

tempo entre ti e ti+1, tem-se, pela lei de conservação das massas, que: 

∫ (𝑖𝑛𝑓 ± 𝑞𝑝 ± 𝑞𝑏 − 𝑞𝑒 ± 𝑞𝑧)
𝑡𝑖+1

𝑡𝑖

𝑑𝑡 = ∫ ∫ (
𝜕𝜃

𝜕𝑡
)

𝐿

0

𝑡𝑖+1

𝑡𝑖

𝑑𝑧𝑑𝑡 
(1) 

Onde: 

 inf [mm.dia-1]: Taxa de infiltração, função da precipitação, da irrigação e da 

interceptação; 
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 qp [mm.dia-1]: Escoamento superficial equivalente; 

 qb [mm.dia-1]: Escoamento subterrâneo equivalente; 

 qe [mm.dia-1]: Fluxo de evapotranspiração; 

 qz [mm.dia-1]: Fluxo no limite inferior da camada de solo (z=L), positivo ou 

negativo conforme o gradiente de potencial em L; 

 ∂θ/∂t [mm3.mm-3.dia-1]: Variação da quantidade de água armazenada. 
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2.2 Umidade no solo  

O solo pode ser considerado como um sistema trifásico, onde se observa uma fase 

sólida, uma líquida, e uma gasosa. Conforme Reichardt (1985), a fase sólida do solo é 

constituída pelas partículas de solo propriamente ditas, ou seja, pela matéria mineral 

(proveniente da rocha que originou o solo) e orgânica com a qual o solo é formado. A 

parte gasosa possui uma composição média diferente da atmosfera livre, em geral com 

um teor CO2 maior e um menor de O2, devido à atividade biológica existente no solo. Já 

a parte líquida constitui-se de uma solução aquosa de sais minerais e componentes 

orgânicos.  

A determinação quantitativa da fração líquida, desconsiderando-se os solutos 

presentes, ou seja, a quantificação da água presente na camada de interesse do solo pode 

estar baseada na massa ou no volume, e representa a umidade no solo. Os itens 2.2.1 e 

2.2.2 descrevem estas duas definições, conforme Reichard e Timm (2004) e Hillel (1970). 

 

2.2.1 Umidade no solo à base de massa 

A umidade com base na massa é definida como:  

𝑢𝑚 =
𝑚𝑙

𝑚𝑠
=

𝑚𝑇 − 𝑚𝑠

𝑚𝑠
 

(2) 

Onde:  

 um [kg.kg-1]: Umidade da camada de solo à base de massa;  

 ml [kg]: Massa da fração líquida que, por ser uma solução diluída, é considerada 

como sendo a massa de água; 

 ms [kg]: Massa da fração sólida;  

 mT [kg]: Massa total da amostra de solo.  

A umidade do solo em termos de massa, um, é um valor adimensional, e 

comumente expressa em porcentagem. 
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2.2.2 Umidade no solo à base de volume 

A umidade com base no volume é definida como: 

𝜃 =
𝑉𝑙

𝑉𝑇
=

𝑚𝑙

𝑉𝑠 + 𝑉𝑛
=

𝑚𝑇 − 𝑚𝑠

𝑉𝑠 + 𝑉𝑙 + 𝑉𝑔
 

(3) 

Onde:  

 θ [m3.m-3]: Umidade da camada de solo à base de volume; 

 Vl [m3]: Volume da fase líquida, considerado como o volume de água. 

Admitindo-se a densidade da solução como sendo 1.000 kg.m-3, toma-se Vl=ml; 

 VT [m3]: Volume total da amostra de solo; 

 Vs [m
3]: Volume da fração sólida; 

 Vg [m
3]: Volume da fase gasosa; volume de ar; 

 Vn [m
3]: Volume de poros. Igual à (Vl+Vg). 

A umidade do solo em termos de volume, θ, também é adimensional, geralmente 

apresentada em porcentagem.  

 

2.2.3 Grau de saturação 

O grau de saturação (S) traz uma medida do volume de água existente na camada 

de solo em questão, relacionando-o com o volume de poros total do solo. O grau de 

saturação, de acordo com Hillel (1970), é dado por: 

𝑆 =
𝑉𝑙

𝑉𝑛
=

𝑉𝑙

𝑉𝑙 + 𝑉𝑔
 

(4) 

Onde:  

 S [m3.m-3]: Grau de saturação. 

O grau de saturação varia entre 0% e 100%. S=0% indica um solo completamente 

seco; enquanto S=100% indica um solo saturado.  
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2.2.4 Capacidade de campo e ponto de murcha 

permanente 

A Capacidade de Campo (CC) é definida, conforme Veihmeyer e Hendrickson 

(1949) apud Reichardt e Timm (2004), como “a quantidade de água retida pelo solo após 

drenagem de seu excesso, quando a velocidade do movimento descendente praticamente 

cessa, o que, usualmente, ocorre dois ou três dias após a chuva ou irrigação, em solo 

permeáveis de estrutura e textura uniformes”. Contudo, sendo o processo de 

redistribuição de água no solo contínuo, apesar da velocidade diminuir com o tempo, o 

processo continua indefinidamente, e uma tendência ao equilíbrio é usualmente atingida 

apenas após um longo período de tempo.  

O Ponto de Murcha Permanente (PMP) é o teor de umidade do solo no qual uma 

planta atinge o ponto de murcha irrecuperável, ou seja, a planta não restabelece a turgidez, 

mesmo colocada em atmosfera úmida saturada por 12 horas (VEIHMEYER & 

HENDRICKSON, 1949 apud REICHARDT & TIMM, 2004).  

Contudo, a definição exata da quantidade de água ou potencial mátrico associado 

à CC e ao PMP não é consenso, uma vez que observa-se que diferentes plantas respondem 

de maneira distinta a variações no teor de umidade do solo. A quantidade de água 

absorvida pelas plantas depende de fatores relacionados ao solo, como a condutividade 

hidráulica e relações entre umidade e potencial; fatores relativos à planta, como a 

fisiologia das raízes, profundidade e área foliar; e fatores associados à atmosfera, como o 

déficit de saturação, radiação solar e vento, entre outros (REICHARDT & TIMM, 2004). 

Ainda que o Ponto de Murcha Permanente não possua uma definição exata, o 

termo pode ser entendido como sendo um limite. A diferença entre a Capacidade de 

Campo e o Ponto de Murcha Permanente representa a quantidade de água do solo 

disponível para uma planta (ver Figura 2.2). 

 

Figura 2.2. Em a), solo saturado; b), na capacidade de campo; c) no ponto de murcha permanente.  

Adaptado de Conceição, 2010.  
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2.3 Estimativa de umidade no solo 

A estimativa da umidade do solo e das variáveis a ela associadas, como o grau de 

saturação, pode se dar através de diferentes abordagens, conforme a disponibilidade de 

dados e as características do estudo conduzido, sobretudo quanto à representatividade 

espacial e temporal. Apresentam-se aqui quatro diferentes metodologias para estimativa 

de umidade no solo, com diferentes aplicações e limitações associadas. Os itens 2.3.1 e 

2.3.2 tratam da estimativa de umidade do solo através da realização do balanço hídrico 

no solo, por meio da modelagem hidrológica, e de métodos simplificados comumente 

usados no setor agrícola, respectivamente. Já a estimativa da umidade do solo através da 

identificação da quantidade de água na camada de solo é apresentada no item 2.3.3, para 

medições em campo, e no item 2.3.4, através de técnicas de sensoriamento remoto. 

 

2.3.1 Modelos para balanço hídrico no solo na simulação 

hidrológica 

Um modelo hidrológico busca representar o ciclo hidrológico, ou partes do 

mesmo, em uma região. Em modelos de transformação chuva-vazão, por exemplo, o 

objetivo principal da simulação é determinar a vazão em um rio. Contudo, esta saída 

principal é obtida através da simulação de outros processos e, consequentemente, da 

determinação de outras variáveis hidrológicas. Dentro da modelagem hidrológica, a 

representação do balanço hídrico no solo pode não ser o objetivo principal da simulação, 

mas é uma etapa importante da modelagem. 

A representação do balanço hídrico no solo aplicada à modelagem hidrológica 

apresenta diferentes níveis de complexidade. Esta complexidade está principalmente 

relacionada ao objetivo do estudo e à disponibilidade de dados (ZHANG et al., 2002). 

Uma abordagem relativamente simples, mas bastante empregada, é a aplicação do 

conceito de modelo balde (bucket model), onde o perfil de solo é tratado como um balde, 

a entrada é a precipitação, e o excesso de água gera escoamento superficial ou drenagem 

profunda, não estando mais disponível para evaporação. Este conceito pode ser melhor 

desenvolvido, passando a discretizar o perfil de solo em múltiplas camadas. O modelo de 

balanço hídrico no solo torna-se cada vez complexo ao considerar a vegetação, a 

resistência da cobertura vegetal e o seu papel na variação da evapotranspiração. Exemplos 
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de diferentes abordagens da aplicação da metodologia de bucket model para o balanço 

hídrico no solo podem ser encontrados nos trabalhos de White et al. (2000), Soldevilla-

Martinez et al. (2013) e Romano et al. (2011). Ainda, uma abordagem mais complexa 

envolve a representação do solo através de múltiplas camadas, com a determinação da 

umidade do solo através da solução numérica da Equação de Richards para uma dimensão 

(PENG et al., 2001).  

Desta forma, diferentes modelos hidrológicos representam o balanço hídrico no 

solo através de distintas abordagens. O modelo MIKE SHE - European Hydrological 

System Model (ABBOTT et al., 1986 (a); ABBOTT et al., 1986 (b)) permite a 

representação da zona não saturada através de um modelo unidimensional de múltiplas 

camadas, baseado em uma solução numérica por diferenças finitas da Equação de 

Richards ou considerando fluxo gravitacional. Alternativamente, quando o nível de 

detalhamento necessário é menor, pode-se empregar um modelo de duas camadas na zona 

de raízes, calculando um balanço hídrico simples na zona não saturada (MIKE Powered 

by DHI, s.d.). 

O modelo VIC - Variable Infiltration Capacity (VIC) Macroscale Hydrologic 

Model (LIANG, 1994; GAO et al., 2010) representa o solo através de três camadas. O 

movimento entre as duas camadas superiores do solo é, e assim como no modelo MIKE 

SHE, representado pela Equação de Richards unidimensional.  

O modelo TOPMODEL – Topography-based hydrological model (BEVEN & 

KIRKBY, 1979; BEVEN et al., 1995) emprega o conceito de área de contribuição 

variável, considerando que a área na bacia capaz de gerar escoamento superficial varia ao 

longo do tempo (SILVA & KOBIYAMA, 2007). O modelo representa três camadas de 

solo, zona de raízes, zona não saturada e zona saturada, como três reservatórios 

interconectados (NOURANI et al., 2011). O balanço hídrico para cada reservatório do 

solo é obtido através da equação de conservação de massa, enquanto o fluxo de água no 

solo é determinado através da lei de Darci. A soma dos três reservatórios hipotéticos 

fornece o balanço hídrico na bacia (VESTENA et al., 2013).  

O modelo MGB-IPH (COLLISCHONN, 2001) divide a bacia em minibacias. 

Cada minibacia é coberta em diferentes proporções por diversas Unidades de Resposta 

Hidrológica (URHs), definidas pela cobertura e capacidade de armazenamento do solo. 
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O balanço de água no solo é realizado para cada URH, em cada minibacia. A metodologia 

considera a existência de apenas uma camada de solo, e a lâmina de água no solo no 

tempo t é igual ao balanço entre as entradas (lâmina de água no tempo t-1, precipitação 

efetiva e fluxo ascendente do aquífero) e saídas (evapotranspiração, escoamento 

superficial, escoamento subsuperficial e escoamento subterrâneo). A descrição detalhada 

do módulo de balanço de água no solo do modelo hidrológico MGB-IPH, empregado 

neste estudo, é apresentada no item 4.2. 

Para fins agrícolas, contudo, abordagens mais simplificadas são em geral 

empregadas. O item a seguir mostra dois métodos comumente empregados no setor 

agrícola para realização do balanço hídrico no solo.  

 

2.3.2 Modelos para balanço hídrico no solo usados na 

agricultura 

 

Balanço hídrico de Thornthwaite e Mather 

O balanço hídrico de Thornthwaite e Mather parte do objetivo de prover uma 

caracterização climática de uma região de interesse. O modelo proposto por Thornthwaite 

em 1948 e modificado por Mather em 1955 permite encontrar a evapotranspiração real, 

o déficit ou excedente hídrico e o total de água retida no solo a partir de três informações: 

CAD (Capacidade de Água Disponível), que representa o armazenamento máximo do 

solo de água disponível para as plantas; precipitação total e evapotranspiração potencial 

do período (PEREIRA, 2005). 

O método de Thornthwaite e Mather, apesar de ter sido desenvolvido na década 

de 1950, é ainda bastante empregado. O Banco de Dados Climáticos do Brasil, elaborado 

pela Embrapa Monitoramento por Satélite, por exemplo, emprega este modelo para o 

cálculo do balanço hídrico climatológico. O balanço hídrico climático realizado pelo 

INMET - Instituto Nacional de Meteorologia (disponível em 

http://www.inmet.gov.br/html/agro.html) também emprega esta metodologia. Outros 

exemplos de aplicação podem ser encontrados nos trabalhos de Fietz et al. (2001) e 

D'Angiolella et al. (1999).  
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Particularmente quanto à estimativa da evapotranspiração potencial, a equação 

proposta por Thornthwaite (1948) foi determinada empiricamente, ajustada em estudo 

para a América do Norte. No Rio Grande do Sul, contudo, esta metodologia tende a 

subestimar a evapotranspiração (DORFMAN, 1977 apud BURIOL et al., 2014), mas nem 

por isso deixa de ser amplamente empregada (BURIOL et al., 2014). A estimativa da 

evapotranspiração pelo método de Thornthwaite tem como principal vantagem o fato de 

necessitar apenas de dados de temperatura do ar e as coordenadas geográficas do local. 

 

Modelo FAO 

O método proposto por Allen et al (1998), no boletim n°56 da FAO, também 

emprega o conceito de CAD para limitar o conteúdo de água disponível no solo dentro 

do balanço hídrico realizado. O armazenamento de água o solo é calculado através de um 

balanço envolvendo o armazenamento no período anterior, a precipitação total do dia, o 

escoamento superficial, a irrigação, o fluxo do reservatório subterrâneo para a camada 

superficial do solo, a evapotranspiração real do dia e a percolação profunda. A FAO 

recomenda que a evapotranspiração de referência, caso determinada através de dados 

meteorológicos, utilize o método de Penman-Monteith para estimativa da mesma. Esta 

evapotranspiração é então multiplicada por um coeficiente, conforme a cultura e o grau 

de estresse hídrico. O método de balanço hídrico da FAO foi empregado, por exemplo, 

no trabalho de Conceição (2010), em Circular Técnica de Embrapa Uva e Vinho para 

cálculo do balanço hídrico em fruteiras. 

A principal diferença entre os modelos de balanço hídrico propostos por 

Thornthwaite e Mather e pela FAO reside no cálculo da evapotranspiração potencial. 

Enquanto a estimativa da evapotranspiração utilizando o método empírico de 

Thornthwaite necessita apenas de dados de temperatura do ar, o método de Penman-

Monteith requer uma grande quantidade de dados meteorológicos. Contudo, ainda que os 

métodos empíricos tendam a apresentar bons resultados em escala mensal, para a 

estimativa da evapotranspiração potencial em escala diária torna-se necessário a 

realização do balanço de energia, como através do método de Penman-Monteith. 
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2.3.3 Medição em campo de umidade do solo 

Medições em campo de umidade do solo são ferramentas no manejo agrícola e 

permitem, além da estimativa da condição atual de disponibilidade de água no solo, uma 

verificação dos resultados do balanço hídrico e de previsões realizadas. Contudo, apesar 

da medida em campo possuir resultados mais confiáveis, os resultados possuem baixa 

representatividade espacial. A seguir, realiza-se uma breve descrição de alguns métodos 

para realização de medições em campo da umidade do solo, de acordo com Mendes 

(2006). 

Um método de bastante utilidade para o manejo da irrigação no setor agrícola é o 

uso do tensiômetro para inferir sobre o teor de umidade no solo. O tensiômetro mede o 

potencial mátrico (resultante das forças adsortivas e de capilaridade que atuam no solo 

(HILLEL, 1970)) e, indiretamente, mede o teor de umidade no solo. Ele é composto por 

um tubo de metálico ou plástico com um manômetro na extremidade superior e um local 

para adição de água, e uma cápsula porosa na extremidade inferior. A Figura 2.3 a seguir 

traz a representação esquemática de um tensiômetro. Através da cápsula porosa, em 

contato com o solo, a água desloca-se. Se a água presente no solo estiver em um potencial 

mais baixo que a água contida nos poros da membrana no tensiômetro, haverá 

deslocamento de água no sentido tensiômetro-solo, criando uma sucção no aparelho que 

será registrada no manômetro. Um solo mais úmido provocará um deslocamento no 

sentido inverso, com alteração da pressão medida no manômetro. Para fins de 

monitoramento contínuo e automático, sensores eletrônicos transdutores de pressão 

podem substituir o manômetro. 

Outro método para medição em campo da umidade do solo é o uso da 

reflectometria no domínio do tempo, através do instrumento TDR (Time Domain 

Reflectometer). O TDR mede o tempo de reflexão de um pulso eletromagnético emitido 

por uma sonda, composta por duas hastes paralelas cravadas no solo. Desta forma, o TDR 

mede a constante dielétrica do solo. Sendo a constante dielétrica da água, igual à 80,4 à 

293 K, muito superior à constante dielétrica do ar (1,0 à 293 K) ou dos constituintes do 

solo (3,0 a 7,0 à 293 K) (MENDES, 2006), é possível determinar o teor de umidade no 

solo através da medida de suas propriedades dielétricas. O TDR pode ser utilizado em 

sistema automatizados de irrigação, por permitir a aquisição de dados em tempo real. A 

Figura 2.4 mostra um TDR. 
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Figura 2.3. Representação esquemática de um 

tensiômetro.  

Fonte: Mendes, 2006. 

 

Figura 2.4. TDR (modelo Tektronix 1502 C) 

acoplado a computador. 

Fonte: Souza et al., 2006. 

 

A sonda de nêutrons baseia-se na inserção de uma fonte radioativa à profundidade 

desejada e de um detector. A fonte radioativa irá emitir nêutrons rápidos que, ao colidirem 

com os núcleos de hidrogênio na água presente no solo, perdem energia cinética, 

transformando-se em nêutrons moderados. Estes, por sua vez, são captados pelo detector, 

gerando pulsos elétricos. Este método apresenta erros relevantes sobretudo em solos ricos 

em outras fontes de hidrogênio que não a água, porém permite uma alta periodicidade de 

medição e a utilização em solos bastante secos, onde os tensiômetros não configuram uma 

opção, por estarem fora da faixa de operação do manômetro (ANDRADE et al., 2001). 

Uma representação esquemática da sonda de nêutrons pode ser observada na Figura 2.5. 

 
Figura 2.5. Representação esquemática da sonda de nêutrons.  

Fonte: Klar, 2004 apud Mendes, 2006. 
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2.3.4 Estimativa de umidade do solo a partir de 

sensoriamento remoto 

Medidas em campo de umidade do solo fornecem resultados pontuais, não sendo 

representativas em escala espacial e, muitas vezes, temporal. Desta forma, técnicas para 

estimativa da umidade do solo através do sensoriamento remoto vêm sendo 

desenvolvidas. Sensoriamento remoto pode ser definido como a coleta de informações 

sobre um objeto sem contato direto com o mesmo. Nas ciências exatas e da terra, o termo 

está relacionado à obtenção de informações sobre a terra e a atmosfera através de 

instrumentos alocados em satélites (TUDelft, 2014). Tais técnicas permitem a realização 

de observações em grandes áreas e, uma vez que podem ser repetidas periodicamente na 

mesma área, possibilitam o acompanhamento da variação da umidade do solo ao longo 

do tempo.  

Medidas realizadas entre as frequências do visível (VIS) (1015 Hz) e micro-ondas 

(109 Hz) são em geral as utilizadas para caracterizar e monitorar as variáveis de interesse 

em hidrologia (TUDelft, 2014), entre elas a umidade do solo. Contudo, dificuldades ainda 

existem na realização de medições acuradas deste parâmetro através do sensoriamento 

remoto. 

Sensores ativos na faixa de micro-ondas baseados em instrumentos SAR 

(Synthetic Aperture Radar – Radar de Abertura Sintética) geram observações com 

resolução espacial melhor que sensores passivos como radiômetros, ou sistemas ativos 

não-SAR, como escaterômetros (por exemplo, QuikSCAT, ERS, Envisat e MetOp), 

atingindo resoluções da ordem de dezenas de metros, ao invés de dezenas de quilômetros. 

Contudo, sistemas SAR possuem uma dificuldade principal: como a umidade do solo, a 

rugosidade da superfície e a cobertura vegetal apresentam um efeito de retroespalhamento 

significativo e aproximadamente igual, as aplicações do sistema ficam limitadas a 

condições especificas de solo e cobertura vegetal ou exigem uma modelagem complexa 

para subtrair o efeito da vegetação. Ainda assim, dados provenientes de SAR são, 

atualmente, a principal fonte de informação sobre umidade do solo superficial (10-15 cm) 

(CEOS e ESA, 2014).  

A primeira missão a satisfazer os principais requerimentos para realizar 

observações de umidade do solo para aplicações em modelagem hidrológica e 
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meteorológica foi a SMOS (Soil Moisture and Ocean Salinit), lançada em 2009 pela ESA 

(European Space Agency) e com duração prevista até 2017 (CEOS e ESA, 2014). A 

missão gera dados de livre acesso, com cobertura global. O tempo de revisita de uma 

mesma área varia entre um e três dias. O instrumento da missão, MIRAS (Microwave 

Imaging Radiometer using Aperture Synthesis) permite a detecção de um limite mínimo 

de 4% de umidade de solo em volume (ESA, 2014).  

Recentemente lançada, a SMAP destaca-se por ser dedicada exclusivamente à 

medição de umidade do solo em escala global. A missão, conduzida pela NASA e pela 

CSA (Canadian Space Agency), foi lançada em janeiro de 2015 e deve se estender até 

junho de 2018. Os dados resultantes da missão, de acordo com a CEOS (2014), serão de 

livre acesso. O instrumento da missão inclui um radiômetro e um radar operando na banda 

L (sistema SAR), concebido de forma a realizar medições coincidentes da emissão da 

superfície e retroespalhamento, com a capacidade de medir as condições do solo através 

de uma cobertura moderada de vegetação. Os resultados do instrumento serão analisados 

para estimar as condições de umidade do solo e congelamento/degelo. A largura da faixa 

de varrimento das medições é de 1000 km, fornecendo uma cobertura global a cada três 

dias no Equador e dois dias em regiões de alta latitude no hemisfério norte (acima de 

45°N) (NASA, 2014). Mais informações sobre a missão podem ser obtidas no endereço 

http://smap.jpl.nasa.gov/. 

A Tabela A.2. disponível no ANEXO A traz dados sobre todas as missões, atuais 

e futuras, através das quais é possível obter informações sobre a umidade do solo. Esta 

tabela foi construída com dados disponibilizados pelo Comittee on Earth Observation 

Satellites, através de sua base de dados. Mais informações sobre cada uma das missões 

podem ser obtidas em http://www.eohandbook.com/. No mesmo anexo, a Figura A.1. 

mostra ao longo do tempo o período de duração das missões atualmente em órbita. A 

Figura A.2 mostra as missões futuras. 

Atualmente, existem 25 missões em órbita que possuem instrumentos capazes de 

realizar estimativas de umidade do solo superficial. Destas, apenas uma (Suomi NPP) não 

utiliza a faixa de micro-ondas, operando nas faixas do visível e infravermelho. Entre as 

missões futuras, há 12 missões aprovadas para o período entre 2015 e 2033; quatro 

planejadas e seis consideradas para o mesmo intervalo de tempo. Dentre as 47 missões, a 

sua maior parte é liderada e/ou tem a colaboração de agências norte-americanas (NASA, 
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USAF, NOAA) e europeias (ESA, EUMETSAT), porém agências de diversos outros 

países também possuem missões na área, como Japão, China, Índia, Alemanha, Itália, 

Espanha, Canada e Argentina. 

Alguns estudos empregando dados de sensoriamento remoto para estimativa da 

umidade do solo são apresentados no item 3.2.1. 
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2.4 Bases de dados de umidade do solo  

Dados observados de umidade do solo podem ser divididos em duas grandes 

categorias: medidos in situ ou obtidos através de técnicas de sensoriamento remoto. Uma 

base de dados de umidade do solo a partir de sensoriamento remoto é disponibilizada pela 

ESA, sendo de livre acesso para download através do endereço http://www.esa-

soilmoisture-cci.org/node/145. A base cobre o período de 1978 a 2013 e foi construída 

empregando dados de sensores ativos e passivos na faixa de micro-ondas, resultando em 

três produtos: 

 Conjunto de dados de sensores ativos; baseados em observações dos 

escaterômetros a bordo das missões ERS-1, ERS-2 e METOP-A. A base foi 

gerada pela Universidade de Viena (Technische Universität Wien - TUW); 

 Conjunto de dados de sensores passivos; baseado nos dados dos sensores nas 

missões Nimbus 7 SMMR, DMSP SSM/I, TRMM TMI, Aqua AMSR-E, Coriolis 

WindSat e GCOM-W1 AMSR2. Elaborado pela Universidade de Amsterdam 

(Universiteit van Amsterdam - UvA) em colaboração com a NASA,  

 Conjunto integrado de dados. 

Dados de sensoriamento remoto, apesar de serem obtidos em ampla resolução 

espacial e temporal mais facilmente que dados de campo, requerem calibração e 

validação. Neste sentido, a International Soil Moisture Network (ISMN) (DORIGO et al., 

2011) é uma iniciativa internacional para criação e manutenção de uma base de dados de 

umidade do solo in situ global. O projeto é coordenado pelo Global Energy and Water 

Exchanges Project (GEWEX) em cooperação com o Group of Earth Observation (GEO) 

e o Committee on Earth Observation Satellites (CEOS). A base de dados previamente 

organizada através da Global Soil Moisture Data Bank (ROBOCK et al., 2000) da 

Rutgers University opera agora em cooperação com a base da International Soil Moisture 

Network.  

A rede completa contribuinte para a ISMN pode ser vista na Tabela A.1 no 

ANEXO A. São atualmente ao todo 2001 estações, distribuídas em 48 redes. Não há 

contribuição do Brasil para esta iniciativa. Da América do Sul, apenas o Chile participa 

da rede, porém, dispondo de apenas uma estação para medições em campo. A maior parte 
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das bases contribuintes, e com maior número de estações, encontra-se nos Estados Unidos 

(1206 estações), antiga União Soviética (337 estações), Europa (184 estações), China 

(117 estações) e Austrália (101 estações). Contribuem também Mongólia (44 estações), 

Índia (uma estação), Coréia (duas estações), havendo também algumas redes (ainda que 

com poucas estações) na África (8 estações ao todo). Os dados encontram-se disponíveis 

para visualização e download em https://ismn.geo.tuwien.ac.at/data-access/.  

 

  

https://ismn.geo.tuwien.ac.at/data-access/
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3. PREVISÃO  

A previsão é a fase da simulação onde o modelo, após as fases de ajuste e 

verificação, é empregado para representar a saída do sistema a diferentes entradas 

(TUCCI, 2005). De acordo com o Guide to Hydrological Practices (WMO, 2009), as 

previsões podem ser classificadas, quanto ao prazo, como: 

 Previsões de curto prazo: previsões realizadas para um horizonte de até dois dias; 

 Previsões de médio prazo: para horizontes de previsão entre dois e dez dias; 

 Previsões de longo prazo: previsões cujo horizonte é maior que dez dias. 

Contudo, estes limites não são estáticos, e vêm evoluindo ao longo do tempo. A 

previsão de longo prazo pode ter um horizonte de alguns meses, ou mesmo englobar os 

três meses de uma estação, configurando assim uma previsão sazonal. Neste sentido, uma 

previsão de médio prazo pode abranger até algumas semanas. 

O uso de modelos hidrológicos visando a realização de previsões requer que as 

entradas do mesmo sejam correspondentes ao horizonte de previsão. Considerando-se que 

características como uso e cobertura do solo mantêm-se constantes, tem-se que as 

principais variáveis de entrada sujeitas à alteração são a precipitação e a evaporação, que 

podem ser oriundas de previsões climáticas, realizadas para o horizonte de interesse. 

Contudo, a precipitação é a principal influência sobre a umidade do solo, e tem um 

impacto dominante sobre a sua variação (LIU & XIE, 2013), principalmente em bacias 

localizadas em climas tropicais e subtropicais, onde existe pouca ou nenhuma presença 

de neve. Desta forma, a principal variável a caracterizar uma previsão de umidade no solo 

passa a ser a precipitação, enquanto que, para os demais dados climáticos empregados no 

cálculo da evaporação, é admissível a representação dos mesmos através das suas médias 

históricas. 
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3.1 Previsão de precipitação 

 

3.1.1 Características da previsão de precipitação 

Quantitative Precipitation Forecast (QPF) são previsões quantitativas de 

precipitação, tipicamente derivadas de modelos meteorológicos (MELLER, 2012). Uma 

QPF é uma previsão de precipitação com espectro espacial e temporal que prevê a 

quantidade potencial de precipitação para uma região ou área específica (NOAA, 2014).  

A QPF, quando não originária de modelos autorregressivos de análise das séries 

temporais de precipitação, redes neurais (ambos métodos estocásticos) ou nowcasting 

(esta última usada para previsões com um horizonte de até 6h), pode ser obtida através da 

previsão numérica do tempo (PNT), ou numerical weather prediction – NWP. A PNT é 

um método determinístico de obtenção da QPF, onde modelos matemáticos são 

construídos com o objetivo de representar o comportamento da atmosfera. O modelo 

numérico de predição calcula como o estado atual da atmosfera irá evoluir até o horizonte 

de previsão através da integração numérica no tempo das equações diferenciais que 

descrevem a mesma (MELLER, 2012).  

Para uma antecedência de previsão superior a aproximadamente 10 dias a 

capacidade de previsão do modelo meteorológico diminui significativamente. Contudo, 

alterações nos valores médios mensais ou sazonais, ou seja, anomalias, ainda são 

passíveis de previsão. Isto é possível pois certas condições na superfície terrestre, com 

influência sobre o clima, são de lenta alteração, e podem ser empregadas como condição 

de contorno no modelo climático. A condição de superfície com efeito significativo sobre 

o clima mais importante é a temperatura da superfície do mar (sea surface temperature – 

SST) (IRI, s.d.). Para a realização da previsão climática podem-se considerar diferentes 

cenários de temperatura da superfície do mar: SST observada persistida ou SST prevista. 

Na corrente rotina de previsão do International Research Institute for Climate and Society 

– IRI, adota-se a seguinte classificação quanto à SST: 

PSST - Persisted SST anomalies: As anomalias globais de SST são preditas 

como iguais à última observação. As anomalias de SST observadas são obtidas do mês 

prévio à previsão e adicionadas à média climatológica do mês, para obter assim os valores 

totais de SST usados como condições de contorno forçantes do modelo geral de circulação 
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atmosférica. Por exemplo, para uma previsão feita em agosto, as anomalias de SST 

observadas em julho são empregadas, e a estação prevista é set-out-nov. Predições 

dinâmicas usando SST persistidas (PSST) como forçantes são usadas para rodadas com 

horizonte de apenas uma estação no futuro (três meses), pois os valores de SST podem 

sofrer alterações significativas em várias regiões para horizontes iguais ou superiores a 

quatro meses. 

SSST - Scenario SST anomalies: Este termo se refere à existência de mais de um 

cenário para as anomalias de SST, obtidas através de previsões, neste caso. Três cenários 

de SST são definidos para a região tropical do oceano Pacífico, cada um previsto por uma 

fonte diferente: 1) modelo acoplado do NCEP (National Centers for Environmental 

Prediction); 2) modelo acoplado simplificado do Lamont-Doherty Earth Observatory 

(LDEO); e 3) modelo estatístico do NCEP/ Climate Prediction Center's. Para cada 

modelo atmosférico, um conjunto de rodadas (membros) é forçado com cada cenário de 

SST. A vantagem da existência de múltiplos cenários de SST é que a incerteza na sua 

predição é incluída na simulação.  

De conhecimento da condição de temperatura da superfície do mar, é possível 

então a realização a simulação climática empregando esta condição de SST como 

condição de contorno. A previsão é realizada através de um modelo geral de circulação 

atmosférica (General Circulation Models - GCMs), um modelo numérico capaz de 

representar os processos físicos que ocorrem na atmosfera, nos oceanos e na superfície 

terrestre. Um GCM utiliza uma grade tridimensional sobre o globo terrestre (vide Figura 

3.1), com resolução horizontal comumente entre 250 km e 600 km, entre 10 e 20 camadas 

verticais na atmosfera e até cerca de 30 camadas nos oceanos (IPCC, 2013). Dentre as 

diversas saídas de um GCM, dentre elas pressão na superfície, vento, umidade, altura 

geopotencial, temperatura da superfície, encontra-se a precipitação. 

Seja na previsão para curto ou longo prazo, as condições atuais da atmosfera são 

empregadas como condição inicial no modelo meteorológico/climático. O conhecimento 

do estado atual da atmosfera é, assim, de suma importância, e mesmo os menores erros 

nos dados observados, associados à própria limitação do modelo, fazem com que os 

resultados da previsão possam conter grandes erros (Met Office, 2014). Neste contexto, 

a previsão por conjuntos, ou ensemble, aparece como uma alternativa para avaliar as 

incertezas dos resultados das previsões. 
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Figura 3.1. Representação esquemática de modelo climático empregado para previsão numérica do 

tempo.  

Adaptado de NOAA (2012). 

 

3.1.2 Previsão por ensemble 

Sistemas de previsão por ensemble (EPS – Ensemble Prediction Systems) são 

sistemas de previsão numérica do tempo (PNT) onde, ao invés de se integrar o modelo 

uma única vez, o que produz uma previsão determinística, o modelo é rodado diversas 

vezes, cada uma com condições inicias levemente diferentes. Também o modelo pode ser 

perturbado: o uso do mesmo modelo com diferentes conjuntos de parâmetros físicos é 

dito um multi-physics EPS, enquanto o uso de diversos modelos gera um multi-model 

EPS (sistema de previsão por conjunto de múltiplos modelos). Os diferentes tipos de 

perturbações (nas condições iniciais, nos parâmetros do modelo) ou o uso de mais de um 

modelo gera conjuntos capazes de avaliar diferentes tipos de incertezas: o ensemble 

gerado a partir de perturbações nas condições iniciais avalia a incertezas nestas condições; 

o ensemble produzido com alterações nos parâmetros quantifica a incerteza associada à 

parametrização adotada no modelo; já a abordagem multimodelos permite analisar a 

incerteza relativa a metodologia empregada na simulação.  

Cada uma das soluções individuais da PNT participante do ensemble, ou seja, do 

conjunto de previsões, é dita um membro do conjunto (WMO, 2012). Um EPS 

normalmente contém um membro de controle da previsão, que é aquele onde não foram 
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inseridas perturbações, ou seja, aquele que se acredita representar a melhor estimativa das 

condições iniciais obtidas a partir das observações, e que corresponde então ao que seria 

a previsão determinística equivalente (MELLER, 2012). 

Cada um dos membros irá gerar uma trajetória de condições da atmosfera 

diferente ao longo do período de previsão, com estados finais também diferentes (vide 

Figura 3.2). Havendo um adequado espalhamento dos membros, este possibilita a 

quantificação da incerteza da previsão, através da estimativa de uma função de 

distribuição de probabilidades (PDF - probability distribution function) da previsão 

(MELLER, 2012), o que viabiliza a produção de previsões probabilísticas (WMO, 2012). 

 

Figura 3.2. Esquema da previsão por ensemble. 

PDF (0) representa a incerteza nas condições iniciais. A linha azul mais grossa representa a 

previsão determinística originada da melhor estimativa das condições iniciais, sendo assim o 

membro de controle da previsão. Um conjunto, ou ensemble, de membros originados de condições 

iniciais perturbadas para amostrar as incertezas iniciais pode ser usado para estimar a 

probabilidade dos diferentes estados futuros (PDF (T)), avaliando assim a incerteza da previsão. A 

linha verde tracejada indica o real comportamento da atmosfera.  

Adaptado de Buizza, 2005. 
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No exemplo mostrado na Figura 3.2 observa-se que a previsão determinística 

(linha grossa azul) realizada com a que se acredita ser a melhor estimativa das condições 

iniciais não corresponde ao real comportamento futuro da atmosfera. O uso de 

perturbações nas condições iniciais gerou alguns membros cujo comportamento se 

aproxima do comportamento real, fazendo com que o sistema de previsão por ensemble 

tenha uma probabilidade diferente de zero de que o futuro estado da atmosfera atinja o 

valor futuro real (BUIZZA, 2005).  

Contudo, ainda que o uso de todos os membros do conjunto abra mais opções de 

análise, configurando assim uma previsão totalmente probabilística, é também possível 

realizar uma previsão simples com informação complementar quanto à sua incerteza. 

Neste caso, a média dos membros pode ser usada como insumo nas diferentes aplicações 

que a previsão de precipitação ou outro fenômeno pode ter. A média simples dos membros 

da previsão, em geral, apresenta melhor desempenho que o membro de controle para os 

índices de avaliação (erro médio absoluto, raiz do erro quadrático médio, entre outros). 

Isto ocorre pois a média suaviza detalhes de difícil, ou até mesmo impossível previsão, e 

apresenta os elementos que podem ser previstos com mais confiança. Também por este 

motivo, a média dos membros raramente captura o risco de eventos extremos (WMO, 

2012).  

De uma forma geral, a utilização de uma previsão completamente probabilística 

fornece uma análise melhor e mais completa; porém o uso de uma previsão simples (a 

média dos membros, por exemplo) associada a um grau de incerteza facilita a tomada de 

decisão em relação à previsão totalmente probabilística, e pode trazer resultados mais 

confiáveis que uma previsão totalmente determinística, onde o modelo foi rodado apenas 

uma vez (WMO, 2012). 

A análise de desempenho das previsões pode ser realizada através de uma série de 

medidas padrão de verificação comumente usadas em sistemas de previsão hidrológica. 

Tais medidas, de maneira geral, pode ser divididas em dois tipos: aquelas empregadas 

para avaliar os resultados de uma previsão determinística (ou uma previsão por ensemble 

transformada em uma previsão simples), e aquelas utilizadas para analisar previsões por 

conjuntos, totalmente probabilísticas. A Tabela 3.1 a seguir mostra as medidas mais 

comuns para verificação do desempenho de sistemas de previsão hidrometeorológica, 
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para previsões determinísticas e/ou probabilísticas. Mais informações sobre a verificação 

de previsões probabilísticas podem ser encontradas em Demargne et al. (2013). 

Tabela 3.1. Métricas padrão para verificação comumente usadas em sistemas de previsão 

hidrometeorólogica. 

Atributo de 

qualidade 
Métrica 

Tipo de 

previsão 

Eventos 

discretos? 

Error 

Erro 

Mean Absolute Error Valor único Não 

Mean Square Error Valor único Não 

Root Mean Square Error Valor único Não 

Mean Continuous Rank Probability Score 

(CRPS) 
Probabilística Não 

Brier Score Probabilística Sim 

Critical Success Index (or Threat Score) Ambas Sim 

Bias 

Viés 

Relative Mean Error (or Relative Bias) Valor único Não 

Frequency Bias Ambas Sim 

Correlation 

Correlação 

Pearson Correlation Coefficient Valor único Não 

Spearman Rank Correlation Valor único Não 

Skill 

Destreza 

Mean Absolute Error Skill Score Valor único Não 

Mean Square Error Skill Score Valor único Não 

Mean Continuous Rank Probability Skill 

Score 
Probabilística Não 

Brier Skill Score Probabilística Sim 

Equitable Threat Score (or Gilbert Skill 

Score) 
Ambas Sim 

Reliability 

Confiança 

Mean CRPS Reliability Probabilística Não 

Brier Score Reliability Probabilística Sim 

Reliability Diagram Probabilística Sim 

Rank Histogram Probabilística Sim 

Success Ratio Ambas Sim 

Resolution 

Resolução 

Mean CRPS Resolution Probabilística Não 

Brier Score Resolution Probabilística Sim 

Discrimination 

Discriminação 

Relative Operating Characteristic Score Ambas Sim 

Relative Operating Characteristic Diagram Ambas Sim 

Probability Of Detection (or Hit Rate) Ambas Sim 

Probability Of False Detection (or False 

Alarm Rate) 
Ambas Sim 

Sharpness 

Agudeza 
Forecast Frequency Histogram Probabilística Sim 

Adaptado de Brown e Demargne (2013). 
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3.2 Simulação e previsão de umidade no solo 

 

3.2.1 Alguns estudos já conduzidos 

Cashion et al. (2005) ressaltam que valores acurados de umidade do solo são 

importantes para prever outras variáveis como vazão, infiltração e evapotranspiração. A 

umidade do solo pode ser usada em Modelos de Circulação Geral da Atmosfera 

(Atmospheric General Circulation Model – AGCM) na sua inicialização, como condição 

de contorno, ou mesmo como valor a ser verificado após a simulação (NIJSSEN et al., 

2001). Neste sentido, diferentes autores buscaram melhorar a estimativa de umidade do 

solo a ser usada como entrada em outros modelos ou avaliar sua influência sobre os 

mesmos como, por exemplo, Gevaerd e Freitas (2006) e Suarez et al. (2005), 

respectivamente. Para estas aplicações, tanto modelagens quanto observações de 

sensoriamento remoto podem ser usadas.  

Diversos autores empregaram produtos de sensoriamento remoto para estimativa 

(observação) do teor de umidade do solo, analisaram ou compararam os resultados destes 

produtos, como Huza et al. (2014), Rossato (2010), De Jeu et al. (2014) e Liu et al. (2009). 

O trabalho conduzido por Liu et al (2009) comparou os resultados de umidade do solo 

encontrados através do Global Land Data Assimilation Model System (GLDAS) para a 

bacia Murray Darling, na Austrália, com aqueles provenientes do sensor AMSR-E do 

satélite Aqua, da NASA. O GLDAS compreende, entre outros, o Community Land Model 

(CLM) e o esquema de superfície NOAH, que promovem uma caracterização temporal e 

espacial consistente do ciclo hidrológico e são usados neste estudo. O AMRS-E 

(Advanced Microwave Scanning Radiometer – Earth Observation System) é um sensor 

de baixa frequência dentro da faixa de micro-ondas, e por isso, bastante propício à 

estimativa de umidade do solo, pois consegue fornecer informações de conteúdo de água 

na primeira camada de solo, e não apenas na sua superfície. Os produtos derivados do 

GLDAS possuem resolução espacial de 0,25 graus, semelhante àquela dos produtos de 

sensoriamento remoto. Os resultados obtidos através do AMSR-E e do GLDAS 

mostraram padrões sazonais semelhantes, apresentando algumas diferenças em regiões 

ou épocas do ano específicas. Os resultados do trabalho indicam que ambas as 

metodologias, simulação e sensoriamento remoto, podem ser utilizadas para representar 

a umidade do solo (LIU et al., 2009). 
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Contudo, a representação do estado futuro da umidade do solo requer a realização 

de simulações (enquanto o sensoriamento remoto constitui uma observação). Estudos 

direcionados à simulação e previsão de umidade do solo através do uso de modelos 

hidrológicos são bem mais escassos que aqueles destinados à previsão de vazões, por 

exemplo. Muitos dos trabalhos realizados com o objetivo de analisar a umidade do solo, 

especificamente, abordam tentativas de avaliar as diferentes metodologias para sua 

modelagem e melhorar a simulação desta variável, tais como os estudos conduzidos por 

Liu e Xie (2013), Sípek e Tesar (2013), Guo et al (2005), Saldanha (2009) e Nijssen et 

al. (2001). 

Liu e Xie (2013), no estudo “Improving simulation of soil moisture in China using 

a multiple meteorological forcing ensemble approach”, empregaram o LSM (Land 

Surface Model) CLM3.5 (Community Land Model versão 3.5) sobre a China continental. 

Quatro diferentes conjuntos de forçantes meteorológicas foram utilizadas nas simulações. 

Os quatro conjuntos de umidade do solo simulados foram então agrupados, empregando-

se para tanto uma média simples ou ponderação bayesiana de modelos (BMA – Bayesian 

Model Averaging), com vistas a diminuir as incertezas associadas às simulações. Os 

resultados, quando comparados aos dados observados em campo, mostraram que as 

quatro simulações, individualmente, representaram a variabilidade espacial e sazonal da 

umidade do solo, sem que nenhuma das quatro forçantes apresentasse resultados 

superiores em todas as regiões da área de estudo. A média simples das quatro simulações 

de umidades do solo, na maioria dos casos, apresentou resultados superiores quando 

comparadas ao uso dos membros individuais, porém não em todas as regiões. A 

ponderação bayesiana de modelos apresentou um resultado melhor que a média simples, 

mostrando-se superior a todos os membros individuais na maior parte das regiões. Os 

resultados encontrados por Liu e Xie (2013) indicam que o uso da média dos resultados 

da simulação por conjuntos pode ser melhor que o uso dos membros individualmente. A 

utilização da ponderação bayesiana de modelos pode trazer resultados ainda melhores, 

porém requer a existência de dados observados de umidade do solo. Ainda, os autores 

ressaltam que a incerteza na simulação de umidade do solo pelo LSM é, sobretudo, 

derivada da incerteza das forçantes meteorológicas usadas, além da incerteza nos 

parâmetros do modelo. 
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Sípek e Tesar (2013) compararam o uso de um modelo hidrológico (SWIM - Soil 

and Water Integrated Model) (KRYSANOVA et al., 2005) ao uso de um modelo 

conceitual proposto por Laio et al. (2001), que considera a coluna de solo como um 

reservatório. A área de estudo é a bacia do rio Liz (República Checa), e possui pouco 

menos que 100 ha, coberta com floresta. A área possui medições em campo de umidade 

do solo realizadas com tensiômetro. O modelo SWIM foi calibrado para as vazões diárias 

usando um período de dois anos consecutivos, 2009 e 2010. O modelo de Laio foi 

calibrado para o mesmo período de tempo, porém usando os valores de umidade do solo, 

uma vez que o modelo não foi concebido para estimar fluxo superficial. Ambos os 

modelos foram capazes de simular a variação de umidade do solo de forma satisfatória, 

conforme os autores, com um desempenho levemente melhor por parte do modelo SWIM. 

O modelo Laio poderia ser melhorado através de uma estimativa mais aprimorada da 

evapotranspiração potencial, enquanto o SWIM tem incertezas associadas às taxas de 

percolação e evapotranspiração (SÍPEK & TESAR, 2013). 

O trabalho de Guo et al. (2005) teve por objetivo explorar a melhoria na qualidade 

da umidade do solo simulada através do uso da média simples de 17 diferentes produtos 

de umidade do solo (W&M, CPC, GOLD, ERA, R1, R2, IIS, ISBA, SSiB, LaD, CLM, 

VISA, NSIPP, NOAH, SWAP, MOSES, MOSC), 14 deles de esquemas de superfície 

desacoplados e três de reanálise de modelos acoplados superfície-atmosfera. Isto se 

justifica pois, além das condições iniciais e dos modelos climáticos, também os esquemas 

de superfície possuem grandes incertezas associadas (grande número de variáveis, dados 

de observações esparsos, dificuldade na modelagem do sistema, entre outros). As 

simulações foram realizadas para o período entre 1986 e 1995, e os resultados foram 

comparados com observações em cinco diferentes regiões do mundo: Estados Unidos, 

China, Índia, Mongólia e na antiga União Soviética. Foram avaliadas as capacidades de 

avaliar a coluna de umidade do solo, a sua variação ao longo do ano e a variabilidade 

interanual. Em todas as regiões, o uso de múltiplos modelos foi superior à maioria dos 

produtos oriundos de modelos individuais. O estudo também indicou que, em geral, a 

inclusão de um produto com alta correlação aos dados observados ou com menor erro traz 

uma clara melhora na análise; contudo, a inclusão de um produto com desempenho 

relativamente ruim não traz aparentes prejuízos.  
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O estudo “Global Retrospective Estimation of Soil Moisture Using the Variable 

Infiltration Capacity Land Surface Model, 1980-93”, de Nijssen et al. (2001), apresentou 

o trabalho conduzido utilizando o modelo VIC (Variable Infiltration Capacity) para a 

simulação de umidade do solo, para o período entre 1979 e 1993. O primeiro ano de 

simulação foi usado como período de spinup, tendo seus resultados descartados, de forma 

a limitar os efeitos das condições iniciais usadas para implementar o modelo. A simulação 

empregou dados diários observados de precipitação e mínimos e máximos de 

temperatura, em uma grade de 2° x 2°, cobrindo a área continental terrestre, à exceção da 

Antártica e da Groenlândia. Dados meteorológicos do período em estudo, calculados 

como função da precipitação diária e da temperatura máxima e mínima diária, foram 

empregados como forçantes ao modelo. Os resultados de umidade do solo simulados 

foram bons, quando comparados a dados observados provenientes de duas bases de dados, 

uma em Illinois, Estados Unidos (dados para o período entre 1981 e 1996), e outra na 

Eurásia central (1978-1985), quanto ao ciclo anual e a representação de padrões espaciais. 

Contudo, a umidade simulada média mostrou-se menor que a observada. Além disso, a 

umidade do solo observada possui uma persistência interanual maior que a simulada, o 

que pode ser devido à interação entre camadas superficiais e mais profundas de solo não 

ter sido devidamente representada pelo modelo VIC (NIJSSEN et al., 2001). 

Todos os estudos supracitados são simulações com vistas a reproduzir dados 

observados de umidade no solo, não havendo o objetivo de produzir uma previsão ou 

hindcast da umidade no solo. Buscando realizar uma previsão de umidade, foram 

encontrados os estudos conduzidos por Saldanha (2012) e o sistema o Surface Water 

Monitor.  

Saldanha (2012) (ver também Saldanha, 2009) desenvolveu um estudo de 

previsão de longo prazo de umidade do solo através do módulo de balanço de água no 

solo do MGB-IPH (COLLISCHONN, 2001). O objetivo do estudo foi avaliar se a 

previsão de longo prazo de umidade do solo pode ser empregada como subsídio no 

planejamento agrícola. Empregaram-se para tanto previsões de precipitação do modelo 

global CFS (Climate Forecast System), com resolução espacial de aproximadamente 250 

km, realizadas com periodicidade mensal para o horizonte de até 6 meses. Empregou-se 

no estudo a média de 14 membros do ensemble de previsões gerado. Os resultados da 

previsão de umidade do solo saídas do MGB-IPH foram então, através de um modelo de 
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regressão linear, usados para realizar uma previsão da produtividade da soja na área em 

estudo. Os resultados da previsão de umidade do solo foram considerados satisfatórios, 

quando comparados aos encontrados na simulação de aferição, realizada com dados 

observados de precipitação, indicando que a previsão de longo prazo de umidade do solo 

pode ser empregada no planejamento agrícola.  

Atualmente, existe um sistema operacional de previsão de umidade do solo para 

a área continental dos Estados Unidos, o Surface Water Monitor (SWM). A previsão é 

realizada através do modelo VIC, com horizontes de um, dois e três meses. As previsões 

usam dados meteorológicos históricos, do mesmo período do ano de interesse, ao invés 

de previsões dos mesmos, e o modelo hidrológico é inicializado com informações do 

estado atual quanto à, principalmente, umidade do solo e equivalente em água de neve. 

Mais informações sobre o Surface Water Monitor, projeto conduzido pela Universidade 

de Washington, podem ser obtidas em Wood (2008) e na página 

http://www.hydro.washington.edu/forecast/monitor/outlook/index.shtml. Um trabalho 

semelhante de previsão de umidade do solo através do modelo VIC é realizado pela 

Universidade de Princeton, Estados Unidos, para horizontes incluindo 72 horas, 15 dias, 

e 6 meses. Mais informações podem ser encontradas em http://hydrology.princeton.edu/ 

forecast/current.php.  

 

3.2.2 Considerações sobre os estudos já realizados 

Analisando-se os estudos já realizados, percebe-se que diferentes enfoques podem 

ser empregados na tentativa de melhorar a simulação da umidade do solo, através 

diferentes modelos e abordagens dentro do processo de simulação. A existência de poucos 

estudos dedicados especificamente à previsão de longo prazo de umidade do solo reflete 

a dificuldade associada a este tipo de previsão. Além das grandes incertezas relacionadas 

as metodologias empregadas para a simulação desta variável, a escassez de dados 

observados de umidade que permitam a calibração dos modelos é, também, um desafio a 

ser superado. Apesar disso, Wood (2008) e Saldanha (2012) já realizaram estudos 

voltados precisamente para a previsão de umidade do solo, trazendo diferentes 

contribuições para a área. O trabalho aqui realizado visa contribuir neste cenário. As 

principais diferenças entre o estudo agora conduzido e os já realizados residem nos tipos 
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de dados empregados, no período simulado e/ou na metodologia de simulação 

hidrológica. 

O Surface Water Monitor (SWM) (WOOD, 2008) emprega o modelo VIC (versão 

mais recente descrita por Gao et al., 2010), onde o solo é representado através de três 

camadas, diferentemente do MGB-IPH, que trabalha com apenas uma camada de solo. O 

modelo emprega o conceito de curva de infiltração variável, conforme descrito por Zhao 

et al. (1980). As duas camadas mais superficiais de solo não admitem fluxo lateral, sendo 

o movimento da água descrito pela Equação de Richards unidimensional. A camada 

superficial possui capacidade de armazenamento bastante limitada, de forma que o 

escoamento superficial é calculado de forma unificada para as duas primeiras camadas de 

solo, conforme descrito por Liang et al. (1996). As previsões de umidade no solo 

realizadas pelo SWM empregam dados meteorológicos médios históricos, incluindo a 

precipitação. O estudo aqui realizado, visando identificar a existência de períodos mais 

secos ou mais úmidos que o normal para determinado mês, emprega previsões de 

precipitação oriundas de modelos gerais de circulação atmosférica.  

A previsão de umidade do solo realizada por Saldanha (2012), assim como o 

estudo agora conduzido, empregou o MGB-IPH para realização da simulação hidrológica. 

À época do estudo, o MGB-IPH era discretizado em células quadradas, ao contrário da 

versão atual, que tem por unidade a minibacia. Contudo, a principal diferença entre o 

estudo anterior e o atual reside na previsão de precipitação empregada como entrada no 

modelo, e nas consequências que estas diferenças acarretam na análise dos resultados. A 

previsão conduzida por Saldanha (2012) empregou a média de 14 membros como 

previsão de precipitação, sendo realizada para três horizontes: 1, 3 e 6 meses. As séries 

de previsão de precipitação foram fornecidas pela Universidade de Princeton, com a 

devida correção de erros sistemáticos já realizada. O estudo agora realizado faz previsões 

para os mesmos três horizontes. Cada horizonte, contudo, agora envolve 69 previsões de 

precipitação: 24 previsões correspondentes aos 24 membros do modelo CCM3v6; 12 

previsões relativas aos 12 membros do modelo ECPC; 30 previsões relativas aos 30 

membros do modelo GFDL; e uma previsão associada à média do ensemble de previsões 

de precipitação de cada um dos três modelos empregados. Para cada horizonte, cada uma 

das 69 previsões de precipitação originou uma previsão individual de umidade do solo. A 

existência destes conjuntos de previsão permite que os resultados sejam apresentados não 
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como uma previsão simples, mas como uma previsão associada à uma probabilidade. Os 

resultados das previsões para cada conjunto de cada modelo são ainda comparados à 

previsão realizada com a média de cada modelo. Além disso, a utilização de diferentes 

modelos permite a formação de um ensemble de modelos, que também traz consigo uma 

informação de probabilidade.  

As previsões de precipitação empregadas no estudo atual foram obtidas através da 

base de dados do IRI - International Research Institute for Climate and Society, de livre 

acesso para download. Além disso, a correção do viés existente nestas previsões faz parte 

da metodologia aqui proposta. Desta forma, a obtenção dos dados necessários para a 

aplicação da metodologia de previsão descrita no próximo capítulo não envolve a 

solicitação direta à alguma instituição ou pessoa. Sendo assim, esta metodologia é 

facilmente replicável, requerendo apenas acesso à internet para obtenção de todos os 

dados necessários e softwares utilizados.  

Desta forma, as principais contribuições deste trabalho à área de previsão de 

umidade do solo residem na avaliação da previsão resultante de diferentes conjuntos de 

previsão de precipitação, no caráter probabilístico adicionado à previsão, e na 

estruturação de uma metodologia passível de ser replicada com facilidade.  
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4. MODELO DE PREVISÃO DE LONGO PRAZO DE UMIDADE 

DO SOLO  

 

4.1 Estrutura do trabalho 

A Figura 4.1 mostra uma representação esquemática da metodologia empregada 

no estudo aqui realizado. O estudo apresenta três etapas principais, a saber: 

 Calibração do modelo hidrológico: Nesta etapa, são ajustados os parâmetros do 

modelo hidrológico, de forma a que este represente o ciclo hidrológico na bacia 

em estudo.  

 Verificação da calibração: O modelo hidrológico é verificado quanto às vazões 

para um período diferente daquele em que foi realizada a calibração. 

 Previsão: A etapa de previsão constitui-se naquela em que o modelo hidrológico 

calibrado e verificado é empregado para a estimativa da umidade do solo no 

futuro. Estas previsões são realizadas empregando-se diferentes conjuntos de 

previsão de precipitação por ensemble. São realizadas previsões de umidade do 

solo de longo prazo (horizonte de um, três e seis meses) através do módulo de 

balanço hídrico do modelo hidrológico MGB-IPH. Os resultados das previsões de 

umidade do solo são comparados à umidade do solo pseudo-verdadeira, estimada 

através do MGB-IPH com a precipitação observada no período de simulação.  

Considera-se que o modelo hidrológico, calibrado e verificado com dados 

observados de vazão, representa apropriadamente o ciclo hidrológico na bacia em estudo, 

incluindo aí a umidade do solo. Os resultados da previsão de umidade do solo são 

analisados em relação à umidade do solo pseudo-observada. Neste sentido, as incertezas 

associadas à modelagem hidrológica em si e a parametrização do modelo não são 

analisadas, apenas aquelas relacionadas às incertezas da previsão meteorológica. A 

verificação do desempenho do modelo diretamente quanto à umidade do solo prevista 

exige a existência de uma série de dados observados de umidade do solo, medidos em 

campo. Na ausência destes, o modelo hidrológico é então calibrado e verificado com os 

dados observados de vazão, disponíveis. Procedimento semelhante foi realizado no 

estudo conduzido por Sípek e Tesar (2013), onde o modelo SWIM foi calibrado com 
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dados de vazão para a condução de uma simulação com o objetivo de analisar a umidade 

do solo. 

A área de estudo compreende a bacia do rio Ijuí, sub-bacia do rio Uruguai, 

aproximadamente entre as latitudes 28°S e 29°30’S as longitudes 53°W e 55°30’W. As 

previsões de precipitação são disponibilizadas em escala mensal, ou seja, como a taxa 

média de precipitação por dia, para cada mês. É adotada uma distribuição da precipitação 

total mensal ao longo de cada mês, e o modelo hidrológico é implementado com passo 

diário. Em seguida, os resultados são agregados para valores mensais (umidade do solo 

média do mês), e nesta base avaliados.  
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Figura 4.1. Fluxograma representativo da metodologia geral da previsão de umidade do solo.  
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4.2 Modelo de balanço hídrico no solo 

O modelo de balanço hídrico no solo usado neste estudo é o módulo de balanço 

de água no solo do MGB-IPH (COLLISCHONN, 2001; COLLISCHONN et al., 2007) . 

O modelo vem sendo amplamente usado em bacias de grande escala e apresentou bons 

resultados para previsão de umidade do solo no trabalho realizado por Saldanha (2009). 

Neste estudo prévio, o MGB-IPH possuía uma discretização diferente da atual, com 

células quadradas. Hoje o modelo usa minibacias, delimitadas a partir dos trechos da rede 

de drenagem (PAIVA, 2009).  

O MGB-IPH é considerado apropriado para realizar a previsão de umidade do solo 

pois, apesar de estimar a umidade do solo indiretamente (como resultado de um balanço 

hídrico) é um modelo hidrológico calibrado e verificado com dados observados (de vazão, 

precipitação e variáveis meteorológicas como vento e insolação). O modelo já foi 

aplicado em diversas bacias do Brasil, como pode ser observado nos trabalhos 

desenvolvidos por Collischonn (2006); Silva et al. (2007); Ribeiro Neto et al. (2008), 

Adam (2011); Collischonn et al. (2011), entre outros. Além disso, apesar de o MGB-IPH 

ter sido concebido como um modelo chuva-vazão, os demais componentes do ciclo 

hidrológico são também apropriadamente representados. Paz et al (2014) avaliaram o 

efeito da representação dos processos hidrológicos verticais na simulação de inundações 

no Pantanal. Já Ruhoff et al. (2013) compararam, em dois locais no Rio Grande do Sul, a 

evapotranspiração estimada através de sensoriamento remoto usando dados do Moderate 

Resolution Imaging Spectroradiometer (MODIS) pelo algoritmo MOD16, estimada 

através medições em solo de fluxos de energia, e calculada através do MGB-IPH.  

 

4.2.1 Modelo de Grandes Bacias: MGB-IPH 

No MGB-IPH são simuladas as etapas de balanço de água no solo, 

evapotranspiração, interceptação, escoamento superficial, subsuperficial e subterrâneo e 

escoamento na rede de drenagem, para um intervalo de tempo diário ou menor. A bacia 

em estudo é discretizada em unidades menores, minibacias, cada uma com um trecho de 

rio. Áreas de comportamento hidrológico similar, no que concerne os tipos de solo e 

cobertura vegetal, são agrupadas em Unidades de Resposta Hidrológica (URH). Os 

processos hidrológicos verticais (interceptação, evapotranspiração, balanço de água no 
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solo, geração de escoamento superficial e subsuperficial e percolação no aquífero) são 

simulados para cada URH, em cada minibacia. A evapotranspiração é simulada através 

do método de Penman-Monteith, conforme apresentada em Shuttleworth (1993). Os 

volumes gerados nas URHs são somados e propagados em nível de minibacia, e 

posteriormente pela rede de drenagem, através do método de Muskingum-Cunge da 

forma descrita em Tucci (1998). Os parâmetros relacionados a características físicas da 

bacia são, de maneira geral, obtidos através do modelo digital de elevação (MDE) e mapas 

digitalizados (PAIVA, 2009). Os demais parâmetros são calibrados, manual e 

automaticamente, esta última através do algoritmo de otimização global multi-objetivo 

MOCOM-UA (YAPO et al., 1998). 

O módulo de balanço de água no solo do MGB-IPH é realizado com base na 

geração de escoamento superficial por excesso da capacidade de armazenamento, além 

de haver uma relação probabilística entre a umidade do solo e a fração de área do solo 

saturada (COLLISCHONN, 2001). A equação (5) e a Figura 4.2 a seguir mostram como 

é realizado cálculo do balanço hídrico no solo. 

𝑊𝑖,𝑗
𝑡 = 𝑊𝑖,𝑗

𝑡−1 + (𝑃𝑖,𝑗 − 𝐸𝑇𝑖,𝑗 − 𝐷𝑠𝑢𝑝𝑖,𝑗 − 𝐷𝑖𝑛𝑡𝑖,𝑗 − 𝐷𝑏𝑎𝑠𝑖,𝑗 + 𝐷𝑐𝑎𝑝𝑖,𝑗) (5) 

Onde: 

𝑊𝑖,𝑗
𝑡  [mm]: Volume de água armazenado na camada superficial do solo no final 

do período de tempo, na minibacia i, na UHR j; 

𝑊𝑖,𝑗
𝑡−1  [mm]: Volume de água armazenado na camada superficial do solo no 

início do período de tempo, na minibacia i, na UHR j; 

𝑃𝑖,𝑗 [mm]: Precipitação que chega ao solo, ou seja, não interceptada, na 

minibacia i, na UHR j; 

𝐸𝑇𝑖,𝑗[mm]: Evapotranspiração na minibacia i, na UHR j; 

𝐷𝑠𝑢𝑝𝑖,𝑗[mm]: Escoamento superficial na minibacia i, na UHR j; 

𝐷𝑖𝑛𝑡𝑖,𝑗[mm]: Escoamento subsuperficial na minibacia i, na UHR j; 

𝐷𝑏𝑎𝑠𝑖,𝑗[mm]: Escoamento subterrâneo, ou seja, o volume percolado ao aquífero 

na minibacia i, na UHR j; 

𝐷𝑐𝑎𝑝𝑖,𝑗 [mm]: Fluxo ascendente do aquífero, do reservatório subterrâneo, à 

camada superficial de solo na minibacia i, na UHR j. 
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Figura 4.2. Termos do balanço de água no solo no modelo MGB-IPH para uma URH.  

Wm [mm] é o armazenamento máximo da camada de solo. PC [mm] é a precipitação sobre a 

cobertura vegetal. EI [mm] reapresenta a evaporação real da lâmina interceptada. Os demais 

termos possuem mesmo significado que o utilizado na equação (5). 

Fonte: Collischonn, 2007. 

 

A metodologia utilizada no módulo de balaço de água no solo é semelhante à do 

modelo LARSIM (BREMICKER, 1998), e é também empregada no modelo ARNO 

(TODINI, 1996). A geração de escoamento superficial (Dsup) é realizada considerando 

que existe uma relação entre o armazenamento no início do intervalo de tempo e a 

porcentagem de área saturada, conforme proposto por Todini (1996) e empregado no 

modelo ARNO. A geração de escoamento superficial ocorre somente em áreas saturadas, 

conforme um processo Dunniano. Estas áreas são variáveis em função do nível de 

saturação da bacia. É empregada uma relação probabilística entre a umidade do solo e a 

fração de área saturada, onde a infiltração é nula (COLLISCHONN, 2001). O escoamento 

subsuperficial é obtido através de uma relação não linear com o armazenamento de água 

no solo, enquanto o volume percolado ao aquífero é uma função linear do mesmo. 

Também o fluxo ascendente do aquífero é uma função do armazenamento atual. 

Uma descrição mais completa do MGB-IPH pode ser encontrada no ANEXO B, 

em Collischonn (2001) e Paiva (2009). Informações sobre o modelo também podem ser 

encontradas na página do Grupo de Pesquisa de Hidrologia de Grande Escala do IPH-

UFRGS, disponível em: http://www.ufrgs.br/hge/mgb-iph/.  
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Foi empregada, neste estudo, a versão tradicional do MGB-IPH, e não a rotina de 

previsão, uma vez que a assimilação das variáveis representa alterações apenas a curto 

prazo. Uma vez que o horizonte mais curto de previsão é de um mês, o efeito do uso desta 

rotina alternativa (rotina de previsão) não seria observado.  

A aplicação do MGB-IPH requer um banco de dados SIG e séries históricas de 

dados de precipitação, vazão e dados climáticos. Quanto às séries históricas, em um 

primeiro momento, foram buscados todos os dados/estações existentes na área de estudo. 

Após análise da qualidade e extensão das séries de dados existentes, foram selecionados 

os postos a serem, de fato, utilizados no estudo. Quanto aos dados SIG, estes são 

empregados na etapa de pré-processamento do MGB-IPH, realizada com o programa 

PrePro-MGB. A saída do PrePro-MGB é um arquivo com informações da bacia, a ser 

empregado na simulação com o MGB-IPH propriamente dito. Mais informações sobre a 

integração do MGB-IPH com Sistema de Informação Geográfica podem ser obtidas em 

Fan e Collischonn (2014). 

 

4.2.2 Períodos de calibração, verificação e previsão 

Conforme disponibilidade de dados e períodos de interesse, são definidos os 

períodos de calibração do modelo, verificação e previsão. Desta forma, estabeleceu-se o 

período entre 01/01/1980 e 31/12/2004 como o período de calibração, e o período entre 

01/06/2005 e 31/12/2013, como o período de verificação e previsão. 

 

4.2.3 Calibração e verificação do modelo 

A verificação do modelo, no caso o MGB-IPH, é realizada para um período 

diferente daquele utilizado para a calibração dos parâmetros do modelo. Tanto para a fase 

de calibração como a de verificação, são empregadas como medidas de desempenho, além 

da análise visual das curvas de permanência e dos hidrogramas gerados, o erro de volume 

dos hidrogramas (ΔV), o Coeficiente de Eficiência de Nash-Sutcliffe (NS) e o Coeficiente 

de Eficiência de Nash-Sutcliffe dos logaritmos das vazões (NSlog). As equações (6) a (8) 

mostram estas medidas. Pelo objetivo do estudo ser uma previsão de umidade do solo, 

calculada através do módulo de balanço de água no solo do MGB-IPH, o erro do volume 
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nos hidrogramas é o índice de maior importância nas etapas de calibração e verificação, 

além de análise visual da curva de permanência de vazões. 

 Coeficiente de Nash-Sutcliffe (NS): O coeficiente de Nash-Sutcliffe tem 1 

como valor máximo, que representa um ajuste perfeito entre as vazões 

calculadas e observadas. Seu valor é fortemente influenciado pelos erros 

nas vazões máximas, e é calculado como segue: 

𝑁𝑆 = 1 −
∑(𝑄𝑜𝑏𝑠(𝑡) − 𝑄𝑐𝑎𝑙(𝑡))2

∑(𝑄𝑜𝑏𝑠(𝑡) − 𝑄𝑜𝑏𝑠
̅̅ ̅̅ ̅̅ )2

 
(6) 

 Coeficiente de Nash-Sutcliffe para os logaritmos das vazões (NSlog): 

Assim como o coeficiente de Nash-Sutcliffe (NS), tem 1 como valor 

máximo, mas é mais influenciado por erros nas vazões mínimas que nas 

máximas. 

𝑁𝑆𝑙𝑜𝑔 = 1 −
∑(log (𝑄𝑜𝑏𝑠(𝑡) − log (𝑄𝑐𝑎𝑙(𝑡)))2

∑(log (𝑄𝑜𝑏𝑠(𝑡) − log (𝑄𝑐𝑎𝑙(𝑡))̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ )
2 

(7) 

 Relação entre volume observado e calculado (ΔV): Representa a diferença 

relativa entre a soma das vazões observadas e calculadas, e é útil para 

observar se as perdas de água por evapotranspiração estão corretamente 

calculadas.  

Δ𝑉 =
∑(𝑄𝑐𝑎𝑙(𝑡)) − ∑(𝑄𝑜𝑏𝑠(𝑡))

∑(𝑄𝑜𝑏𝑠(𝑡))
 

(8) 

Onde: 

 Qobs(t): Vazão observada no tempo t; 

 Qcal(t): Vazão calculada no tempo t; 

 𝑄𝑜𝑏𝑠
̅̅ ̅̅ ̅̅ : Média das vazões observadas; 

 log (𝑄𝑐𝑎𝑙(𝑡))̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ ̅̅ : Média do logaritmo das vazões observadas.   
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4.3 Previsão de precipitação 

 

4.3.1 Dados disponíveis e selecionados  

A principal fonte de dados de previsões de precipitação (entre outras variáveis) 

encontrada foi o IRI – International Research Institute for Climate and Society, parte do 

Earth Institute, na Universidade de Columbia, Estados Unidos. A previsão climática é 

realizada através de diferentes modelos de circulação geral atmosférica (AGCMs), sendo 

processada no instituto original (responsável pelo AGCM) e repassada ao IRI, ou no 

próprio IRI. Estes modelos são rodados diversas vezes, formando um ensemble (conjunto 

de previsões) para cada modelo, com um ou mais possíveis cenários para a temperatura 

da superfície do mar (sea surface temperature - SST) global.  

O IRI possui disponíveis para download dados de 17 modelos ou versões de 

modelos. Dentre modelos disponíveis, foram selecionados os três que se adequam ao 

estudo aqui realizado, sobretudo com relação ao período de previsões disponibilizado e 

ao horizonte das previsões. Informações sobre todas as 17 bases de dados disponibilizadas 

pelo IRI são apresentadas no ANEXO C. 

As três bases de dados aqui selecionadas possuem aproximadamente 10 anos de 

previsões, para o período comum de dezembro/2004 a julho/2014. Além disso, estas bases 

possuem um horizonte de previsão de 15 dias a 6,5 meses, o que se adequa às 

necessidades do estudo. Selecionou-se para as três bases a condição de temperatura da 

superfície do mar proveniente de três cenários (SSST), e não aquela persistida, tendo em 

vista que as previsões realizadas para um horizonte mais amplo utilizam este tipo de 

forçantes. Os dados dos modelos COLA 2.2, ECHAM 4.5 e NSIPP-1, que por suas 

características também seriam aplicáveis neste estudo, apresentavam acesso restrito no 

IRI na época de consulta, não estando, desta forma, disponíveis para download. A Tabela 

4.1 mostra as principais informações sobre os modelos selecionados para o estudo.  
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Tabela 4.1.Resumo das principais informações sobre as bases de dados selecionadas. 

Modelo Informações 
Resolução 

espacial 
Membros 

CCM3v6 

– SSST 

O CCM3.6 é uma versão do Community Climate 

Model (CCM) do NCAR pertencente à mesma 

família do CCM3.0, e não apresenta diferenças 

significativas em relação ao CCM3.2. As 

principais referências para o modelo CCM3v6 são 

os trabalhos de Hack et al. (1998), Hurrell et al. 

(1998) e Kiehl et al. (1998). 

2,8125° x 

2,789327° 

(T42) 

24 

membros 

ECPC – 

SSST 

Este é o modelo do Experimental Climate 

Prediction Center (ECPC), desenvolvido e rodado 

no Scripps Institution of Oceanography, 

Universidade da Califórnia, Estados Unidos (IRI, 

s.d.). O modelo possui resolução horizontal T62 

(grade global de 192 X 94), e 28 níveis verticais 

(de HAAN et al., 2007). 

1,875° x 

1,904128° 

12 

membros 

GFDL –

SSST 

O Geophysical Fluid Dynamics Laboratory 

(GFDL), da Universidade de Princeton, possui 

dois modelos atmosféricos globais, o AM3 e o 

HiRAM (HIgh Resolution Atmospheric Model). 

No IRI, estão disponíveis as previsões do AM2, 

versão anterior ao AM3. As principais referências 

para os modelo GFDL são Delworth et al. (2006) 

e GFDL Global Atmospheric Model Development 

Team (2004). 

2,5° x 2,0° 
30 

membros 
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4.3.2 Correção de viés 

Modelos Gerais de Circulação, comumente a origem das variáveis climatológicas 

previstas que podem ser empregadas em estudos hidrológicos, ao terem seus resultados 

aplicados em escala regional, podem apresentar viés. Este viés, se não corrigido, pode 

conduzir a erros significativos (AHMED et al., 2013). Desta forma, buscou-se corrigir o 

viés na previsão de precipitação de cada um dos três modelos empregados, CCM3v6, 

ECPC e GFDL, com base nos valores observados de precipitação. 

Para tanto, o histórico de cada modelo foi analisado, quanto à frequência 

acumulada, em relação à precipitação observada média na bacia do rio Ijuí, para um 

período anterior ao de previsão. Escolheu-se o período entre janeiro/1980 e 

dezembro/2000, por ser este um período de existência de dados históricos comum entre 

os modelos. Para cada modelo, em cada mês do ano, foi ajustada a distribuição cumulativa 

de frequência de precipitação total mensal, empregando-se a série representativa da 

climatologia de cada modelo. As análises foram realizadas para a média da precipitação 

(histórico do modelo ou observada) total mensal na bacia do rio Ijuí.  

Para a precipitação observada e para cada modelo, para cada mês do ano, os 21 

dados de precipitação média da bacia (período entre 1980-2000) foram ordenados de 

forma crescente. Para cada posição da curva de frequência acumulada, determinou-se o 

erro da previsão, como Pprevista menos Pobservada. Esta série de erros, juntamente com 

os dados de precipitação prevista, permitiram o ajuste de uma função de erro, onde o erro 

é uma função da precipitação prevista:  

𝐸𝑟𝑟𝑜 = 𝐸𝑟𝑟𝑜 (𝑃𝑝𝑟𝑒𝑣𝑖𝑠𝑡𝑎) (9) 

Onde: 

 Pprevista [mm]: Média do ensemble de precipitação prevista pelo modelo 

X (CCM3v6, ECPC ou GFDL), para o mês Y (jan-dez), média da bacia do rio Ijuí. 

Erro [mm]: Polinômio de 1º, 2º ou 3º grau, função de Pprevista. 

Assim, para cada mês do ano, para cada modelo, a precipitação prevista foi 

corrigida da seguinte forma: 
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𝑃𝑐𝑜𝑟𝑟𝑖𝑔𝑖𝑑𝑎 = 𝑃𝑝𝑟𝑒𝑣 −  𝐸𝑟𝑟𝑜(𝑃𝑝𝑟𝑒𝑣)  (10) 

Onde: 

 Pprev [mm]: Precipitação média da bacia do rio Ijuí prevista por cada 

membro de cada modelo X (CCM3v6, ECPC ou GFDL), para o mês Y (jan-dez), 

Erro (Pprev) [mm]: Erro definido conforme equação ajustada, calculado 

com a precipitação prevista para o membro, para a minibacia. 

Adicionalmente, estabeleceram-se limites para a precipitação corrigida, de tal 

forma que: 

 Se Pcorrigida < 0,0 mm, então Pcorrigida = 0,0 mm. 

A Figura 4.3 mostra uma representação da metodologia empregada para a 

correção de viés das precipitações. 

 

Figura 4.3. Metodologia da correção de viés das precipitações. Exemplo de correção para o mês de 

outubro, modelo CCM3v6.  
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A função de erro (polinômios de 1º, 2º ou 3º grau) pode assumir valores altos, 

implicando em correções errôneas, sobretudo se fora do domínio onde foi ajustada a 

função, ou seja, para valores maiores ou menores que aqueles observados na bacia para o 

período de 1980 a 2000. Com vistas a evitar estes erros por extrapolação, limitou-se a 

aplicação da correção de viés a uma faixa próxima ao domínio de ajuste das equações de 

erro. Uma vez que as curvas de erro e equações de correção foram determinadas para os 

dados históricos dos modelos CCM3v6, ECPC e GFDL para o período entre janeiro/1980 

e dezembro/2000, a validade destas correções só é conhecida para valores de precipitação 

entre o mínimo e o máximo “observado” para cada mês no histórico de cada modelo, ou 

para uma região muito próxima a este domínio.  

Desta forma, as correções foram aplicadas permitindo-se apenas uma pequena 

extrapolação dos valores mínimos e máximos presentes no domínio de definição das 

equações. A Tabela 4.2 a seguir mostra os valores mínimos e máximos de precipitação 

média da bacia presentes no histórico dos modelos. Precipitações previstas menores que 

90% do limite inferior ou maiores que 120% do limite superior não foram corrigidas, 

mantendo-se o valor previsto original.  

Tabela 4.2. Limites do domínio dos dados históricos dos modelos CCM3v6, ECPC e GFDL. Valores 

referentes a totais mensais de precipitação.  

Mês 

CCM3v6 ECPC GFDL 

Limite 

inferior 

(mm) 

Limite 

superior 

(mm) 

Limite 

inferior 

(mm) 

Limite 

superior 

(mm) 

Limite 

inferior 

(mm) 

Limite 

superior 

(mm) 

Janeiro 91,4 128,7 110,8 235,5 70,8 170,9 

Fevereiro 77,9 150,7 75,6 157,4 60,1 146,2 

Março 70,0 107,8 48,4 147,9 30,2 128,5 

Abril 44,0 99,4 63,3 166,4 28,6 138,4 

Maio 29,7 81,1 55,6 134,5 18,6 113,4 

Junho 32,0 62,3 44,0 138,3 11,3 57,7 

Julho 30,0 66,2 51,8 123,8 2,8 38,0 

Agosto 53,9 88,1 72,0*1 178,6 4,2*2 31,8 

Setembro 67,7 115,1 130,7 219,6 19,7 52,1 

Outubro 77,2 119,5 161,0 252,5 65,7 115,7 

Novembro 81,9 121,6 111,8 181,0 69,5 149,8 

Dezembro 93,4 131,6 92,6 218,0 75,8 187,5 

*1: O mínimo observado o histórico do modelo ECPC é 71,4 mm, porém este valor gera precipitação 

corrigida negativa. 

*2: O mínimo observado o histórico do modelo GFDL é 3,3 mm, porém este valor gera precipitação 

corrigida negativa. 
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4.3.3 Compatibilização temporal dos dados 

Os dados de previsão de precipitação disponíveis encontram-se em escala mensal, 

ou seja, estes dados estão sob a forma de um valor total de precipitação prevista para cada 

mês, ou como uma taxa de chuva diária, constante para cada mês. Com vistas a encontrar 

valores diários para a precipitação prevista, adotou-se a seguinte metodologia: 

1) Análise da precipitação observada “histórica” (para o período entre 1980 e 

2004) na área de interesse.  

Nesta etapa, os postos pluviométricos existentes na área em estudo foram 

analisados quanto à disponibilidade de dados e selecionados para o estudo. Os 

mesmos postos pluviométricos selecionados para a etapa de calibração do 

MGB-IPH são empregados nesta fase de compatibilização dos dados de 

precipitação prevista.  

2) Para cada série de precipitação prevista (cada membro de cada modelo), para 

cada mês do período a ser simulado (2005-2013) empregou-se a distribuição 

de chuvas do mês com total precipitado observado mais próximo do total 

previsto (corrigido quanto ao viés). Ou seja, se a precipitação prevista para 

janeiro de 2010 é igual à 50 mm para o membro 3 do modelo XX, buscou-se 

na série histórica observada (no período entre 1980 e 2004) o mês de janeiro 

com total precipitado mais próximo à 50 mm (janeiro de YYYY). Aplicou-se 

então, na série do membro 3 do modelo XX no mês de janeiro de 2010 a 

mesma distribuição de chuvas ao longo do mês observada em janeiro de 

YYYY.  
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4.4 Tipos de previsão de precipitação e previsão de umidade do solo 

associada 

São empregados neste estudo previsões de precipitação oriundas de três modelos 

climáticos, CCM3v6, ECPC e GFDL. Cada modelo possui um conjunto de membros (24 

membros modelo CCM3v6, 12 do modelo ECPC e 30 do modelo GFDL). Para cada 

modelo, encontrou-se a precipitação média dos membros. O modelo hidrológico MGB-

IPH foi rodado uma vez para cada previsão existente (cada membro de cada modelo (66 

previsões) e cada média de precipitação prevista por cada modelo (três previsões)), para 

cada um dos três horizontes de previsão, totalizando 207 previsões (três horizontes X 69 

previsões (66 membros + 3 médias de modelos)).  

Para a análise dos resultados, considerou-se uma classificação dos valores de 

umidade do solo previstos mensais. O grau de saturação do solo previsto para cada mês 

foi comparado com a saturação média pseudo-observada (obtida através da simulação 

hidrológica com o MGB-IPH com a precipitação observada) em um período anterior. 

Desta forma, estabeleceu-se a anomalia de umidade no solo prevista para cada mês. A 

umidade do solo prevista para determinado mês foi então classificada, conforme o desvio 

em relação à média histórica, como mês muito seco, seco, normal, úmido, ou mês muito 

úmido. Para cada mês, os dados de previsão de precipitação deram origem à diferentes 

previsões de umidade do solo, a saber: 

A) Para o conjunto de membros (ensemble) de cada modelo: a classe de umidade do 

solo mais comum (a moda) entre os membros de um determinado modelo foi 

considerada como sendo a previsão do ensemble daquele modelo (totalizando três 

previsões, dado que há três modelos); 

B) Para a média da precipitação prevista por cada modelo: apenas uma previsão de 

umidade do solo está associada a esta série de precipitação, sendo esta considerada 

como a previsão da média do ensemble de cada modelo (totalizando três previsões, 

dado que há três modelos); 

C) Para o superensemble, originado do conjunto completo de membros, 

independentemente do modelo (66 membros para cada horizonte de previsão): a 
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classe de umidade do solo mais comum (a moda) entre os membros foi 

considerada como sendo a previsão do superensemble (totalizando uma previsão); 

D) Para o ensemble de modelos, originado da média das previsões realizadas com a 

média de cada modelo: com a previsão de umidade realizada com a média da 

previsão de precipitação de cada modelo (as três previsões resultantes do item B) 

foi realizada uma média. Esta média é considerada como a previsão do ensemble 

de modelos (totalizando uma previsão). 

Desta forma, para cada horizonte de previsão, para cada mês do período simulado, 

há 8 previsões de umidade do solo (Tabela 4.3):  

Tabela 4.3. Previsões de umidade do solo para cada horizonte de previsão, com base na combinação 

de modelos e médias de ensembles da previsão de precipitação. 

Código da 

previsão 
Modelo climático 

Critério da 

previsão 

Característica da previsão de 

umidade do solo 

1 CCMv6 A Moda de 24 membros 

2 ECPC A Moda de 12 membros 

3 GFDL A Moda de 30 membros 

4 CCMv6 B Média de 24 membros 

5 ECPC B Média de 12 membros 

6 GFDL B Média de 30 membros 

7 Três modelos C Moda dos 66 membros 

8 Três modelos D Média da média dos três modelos 

 

 

A Figura 4.4 mostra uma representação esquemática dos tipos de previsão e da 

previsão de umidade do solo associada a cada, seguida pela classificação dos resultados. 
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Figura 4.4. Fluxograma representativo da metodologia na etapa de previsão e classificação dos 

resultados.  
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4.5 Classificação das previsões  

Os resultados das previsões de umidade do solo são analisados na forma de 

variação da saturação do solo média da bacia em relação à saturação média mensal de 

longo período, através de uma classificação. A saturação média de longo período foi 

calculada para o período entre janeiro/1980 e dezembro/2004, empregando-se para tanto 

a precipitação observada e os dados médios de clima no intervalo de tempo (1980-2004). 

Todos os dados são analisados em escala mensal. A anomalia em relação à saturação 

média de longo período foi estabelecida através de cinco classes, definidas conforme a 

Tabela 4.4. A Figura 4.5 mostra os valores dos limites das classes, para cada mês. 

Tabela 4.4. Limites das cinco classes da anomalia da saturação do solo. 

Classe 
Código da 

classe 
Limite inferior Limite superior 

Muito úmido  +2 S média + Desvio-padrão - 

Úmido  +1 S média + (Desvio-padrão/2) S média + Desvio-padrão 

Normal 0 S média - (Desvio-padrão/2) S média + (Desvio-padrão/2) 

Seco -1 S média - Desvio-padrão S média - (Desvio-padrão/2) 

Muito seco -2 - S média - Desvio-padrão 

 

 

Figura 4.5. Umidade do solo média da bacia do rio Ijuí para o período entre 1980-2004 e desvio-

padrão, para a umidade do solo classificada em cinco classes. 
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4.6 Análise de desempenho das previsões  

O desempenho das previsões de umidade do solo são avaliados através da 

comparação com a umidade pseudo-verdadeira, ou seja, aquela calculada com os valores 

observados de precipitação. Todas as previsões, conforme descrito no item 4.4, foram 

convertidas para previsões simples com informação de probabilidade associada. Desta 

forma, as previsões são avaliadas através de medidas de desempenho previstas para 

previsões determinísticas.  

Os itens a seguir apresentam as medidas de desempenho empregadas para a 

análise dos resultados das previsões de umidade no solo. 

 

Índice de erros e acertos 

Fazendo-se, para cada mês do período previsto: 

𝐸𝑟𝑟𝑜 = (𝐶𝑙𝑎𝑠𝑠𝑒 𝑑𝑒 𝑠𝑎𝑡𝑢𝑟𝑎çã𝑜 𝑝𝑟𝑒𝑣𝑖𝑠𝑡𝑎)  – (𝐶𝑙𝑎𝑠𝑠𝑒 𝑝𝑠𝑒𝑢𝑑𝑜 − 𝑜𝑏𝑠𝑒𝑟𝑣𝑎𝑑𝑎)   (11) 

 

Tem-se o índice de acertos da previsão como: 

𝐼𝑛𝑑𝑖𝑐𝑒 𝑑𝑒 𝑎𝑐𝑒𝑟𝑡𝑜𝑠 =
𝑄𝑢𝑎𝑛𝑡𝑖𝑑𝑎𝑑𝑒 𝑑𝑒 𝑚𝑒𝑠𝑒𝑠 𝑑𝑒 𝑝𝑟𝑒𝑣𝑖𝑠ã𝑜 𝑜𝑛𝑑𝑒 𝑜 𝑒𝑟𝑟𝑜 é 𝑖𝑔𝑢𝑎𝑙 𝑎 𝑧𝑒𝑟𝑜

𝑄𝑢𝑎𝑛𝑡𝑖𝑑𝑎𝑑𝑒 𝑑𝑒 𝑚𝑒𝑠𝑒𝑠 𝑑𝑒 𝑝𝑟𝑒𝑣𝑖𝑠ã𝑜
 

(12) 

 

Analisam-se também os diferentes erros possíveis na previsão, de forma que: 

(𝐼𝑛𝑑𝑖𝑐𝑒 𝑑𝑒 𝑒𝑟𝑟𝑜 = +1) =
𝑄𝑢𝑎𝑛𝑡𝑖𝑑𝑎𝑑𝑒 𝑑𝑒 𝑚𝑒𝑠𝑒𝑠 𝑑𝑒 𝑝𝑟𝑒𝑣𝑖𝑠ã𝑜 𝑜𝑛𝑑𝑒 𝑜 𝑒𝑟𝑟𝑜 é 𝑖𝑔𝑢𝑎𝑙 𝑎 + 1

𝑄𝑢𝑎𝑛𝑡𝑖𝑑𝑎𝑑𝑒 𝑑𝑒 𝑚𝑒𝑠𝑒𝑠 𝑑𝑒 𝑝𝑟𝑒𝑣𝑖𝑠ã𝑜
 (13) 

(𝐼𝑛𝑑𝑖𝑐𝑒 𝑑𝑒 𝑒𝑟𝑟𝑜 = −1) =
𝑄𝑢𝑎𝑛𝑡𝑖𝑑𝑎𝑑𝑒 𝑑𝑒 𝑚𝑒𝑠𝑒𝑠 𝑑𝑒 𝑝𝑟𝑒𝑣𝑖𝑠ã𝑜 𝑜𝑛𝑑𝑒 𝑜 𝑒𝑟𝑟𝑜 é 𝑖𝑔𝑢𝑎𝑙 𝑎 − 1

𝑄𝑢𝑎𝑛𝑡𝑖𝑑𝑎𝑑𝑒 𝑑𝑒 𝑚𝑒𝑠𝑒𝑠 𝑑𝑒 𝑝𝑟𝑒𝑣𝑖𝑠ã𝑜
 (14) 

(𝐼𝑛𝑑𝑖𝑐𝑒 𝑑𝑒 𝑒𝑟𝑟𝑜 = +2) =
𝑄𝑢𝑎𝑛𝑡𝑖𝑑𝑎𝑑𝑒 𝑑𝑒 𝑚𝑒𝑠𝑒𝑠 𝑑𝑒 𝑝𝑟𝑒𝑣𝑖𝑠ã𝑜 𝑜𝑛𝑑𝑒 𝑜 𝑒𝑟𝑟𝑜 é 𝑖𝑔𝑢𝑎𝑙 𝑎 + 2

𝑄𝑢𝑎𝑛𝑡𝑖𝑑𝑎𝑑𝑒 𝑑𝑒 𝑚𝑒𝑠𝑒𝑠 𝑑𝑒 𝑝𝑟𝑒𝑣𝑖𝑠ã𝑜
 (15) 

(𝐼𝑛𝑑𝑖𝑐𝑒 𝑑𝑒 𝑒𝑟𝑟𝑜 = −2) =
𝑄𝑢𝑎𝑛𝑡𝑖𝑑𝑎𝑑𝑒 𝑑𝑒 𝑚𝑒𝑠𝑒𝑠 𝑑𝑒 𝑝𝑟𝑒𝑣𝑖𝑠ã𝑜 𝑜𝑛𝑑𝑒 𝑜 𝑒𝑟𝑟𝑜 é 𝑖𝑔𝑢𝑎𝑙 𝑎 − 2

𝑄𝑢𝑎𝑛𝑡𝑖𝑑𝑎𝑑𝑒 𝑑𝑒 𝑚𝑒𝑠𝑒𝑠 𝑑𝑒 𝑝𝑟𝑒𝑣𝑖𝑠ã𝑜
 (16) 
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De forma semelhante ao mostrado nas equações (11) a (16), calculam-se os 

índices de erro=+3; erro=-3; erro=+4; erro=-4. 

O índice de acertos, como o próprio nome diz, indica a quantidade de meses ao 

longo da previsão em que a classe de saturação prevista foi igual à classe pseudo-

observada. A análise de diferentes erros (±1 a ±4) permite conhecer a amplitude deste 

erro e se há tendência nas previsões, através da análise dos totais de erros positivos e 

negativos. 

 

Tabela de contingência 

Dividindo-se, quanto aos dados pseudo-observados, a série simulada em três 

séries, uma relativa à classe seca, uma à classe normal, e outra à classe úmida, pode-se 

estabelecer uma tabela de contingência 2 X 2 para cada classe de saturação, conforme 

mostrada na Figura 4.6. A tabela de contingencia é organizada quanto a quatro valores 

principais: 

 a: acertos, eventos corretamente previstos; 

 b: falsos alarmes, eventos previstos porém não ocorridos; 

 c: eventos observados que não foram previstos; 

 d: rejeição correta, eventos não observados e não previstos. 

 

 

Figura 4.6. Tabela de contingência para eventos dicótonos (binários). 

Fonte: Wilks, 2006. 
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Com base na tabela de contingência de cada série, são analisados os resultados 

encontrados para Probabilidade de Detecção (POD) e Probabilidade de Falsa Detecção 

(POFD), Bias e Razão de Alarme Falso (RAF). Estas medidas são definidas conforme 

Wilks (2006), como: 

𝑃𝑂𝐷 =
𝑎

𝑎 + 𝑐
 

(17) 

𝑃𝑂𝐹𝐷 =
𝑏

𝑏 + 𝑑
 

(18) 

𝑅𝐴𝐹 =
𝑏

𝑎 + 𝑏
 

(19) 

𝐵𝐼𝐴𝑆 =
𝑎 + 𝑏

𝑎 + 𝑐
 

(20) 

POD analisa a quantidade de eventos corretamente previstos em relação ao total 

observado. POD varia entre 0 e 1, sendo o resultado melhor quanto mais próximo a 1. 

POFD avalia a proporção de eventos não observados porém previstos, dada a não 

ocorrência do evento. O valor varia entre 0 e 1, onde o ideal é um resultado mais próximo 

de zero. RAF apresenta a razão de eventos previstos e não observados, sobre o total de 

eventos previstos, e também varia entre 0 e 1, com melhores resultados quanto mais 

próximo de 0. Por fim, BIAS indica a relação entre o total de eventos previstos e os 

observados. Um valor de BIAS acima de 1 indica que a previsão prevê uma quantidade 

maior de eventos do que ocorre de fato. Resultados menores que 1 indicam que a previsão 

subestima a quantidade de eventos observados.  

Os resultados da previsão de umidade do solo são analisados conforme a seguinte 

compatibilização temporal e espacial: 

 Saturação média da bacia do rio Ijuí; 

 Saturação média mensal. 

Estes valores de saturação, médios mensais, médios da bacia são então 

classificados e analisados conforme descrito no item 4.4. 
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5. BACIA HIDROGRÁFICA DO RIO IJUÍ 

 

5.1 Localização 

A área de estudo é a bacia do rio Ijuí, na bacia do rio Uruguai. A área de estudo 

foi escolhida como tal por sua importância na produção agrícola no estado, sobretudo na 

cultura de sequeiros. Desta forma, um estudo de previsão de longo prazo de umidade do 

solo, como o aqui realizado, pode vir a ser de grande interesse nas ações de planejamento 

agrícola.  

O rio Uruguai é um dos principais cursos d’água na bacia do rio da Prata e nasce 

do encontro dos rios Pelotas e Canoas. A sua bacia possui cerca de 385.000 km², dos 

quais aproximadamente 45%, 174.533 km², estão situados em território brasileiro, onde 

corresponde à Região Hidrográfica do Uruguai. Conforme observa-se na Figura 5.1, a 

bacia correspondente ao rio Ijuí encontra-se no trecho médio do rio Uruguai. 

Correspondendo à cerca de 2% do território nacional, a região do rio Uruguai destaca-se 

pelo potencial hidroelétrico e pelas atividades agroindustriais nela desenvolvidas (ANA, 

2014). Ainda segundo a ANA, a região abriga uma população de cerca de 3.900.000 

pessoas na parte brasileira, onde ocupa 384 municípios. 

 

5.2 Caracterização  

A bacia do rio Uruguai possui intensa ocupação do solo por atividade agrícola, 

como pode ser observado na figura a seguir, nas áreas em marrom e amarelo. De acordo 

com o Caderno da Região Hidrográfica do Uruguai (MMA, 2006), a bacia possui 

aproximadamente 24% de cobertura por mosaico agrícola e 16 % por agricultura 

intensiva. Como pode-se observar na Figura 5.1, a área da bacia do rio Ijuí possui forte 

atividade agrícola. 
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Figura 5.1. Uso do solo e cobertura vegetal na Região Hidrográfica do Uruguai.  

Fonte: MMA, 2006. 

  

Localização da 

bacia do rio Ijuí 
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A sub-bacia em estudo é aquela associada ao rio Ijuí. Conforme pode-se observar 

na Figura 5.2, a bacia analisada está localizada no trecho médio do rio Uruguai, dentro 

do Estado do Rio Grande do Sul. A área em estudo corresponde a 10.778,1 km², centrada 

nas coordenadas 54,076° W e 28,387° S. As figuras 5.2 a 5.4 a seguir mostram a região 

em estudo.  

 

Figura 5.2. Área em estudo em relação à bacia do rio Uruguai. 
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Figura 5.3. Bacia do rio Ijuí e hidrografia.  

 

 
Figura 5.4. Limites municipais, estaduais, internacionais e principais municípios na região em 

estudo. 
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A região da bacia possui clima subtropical úmido (Cfa), conforme a classificação 

de Köppen, caracterizado por apresentar temperatura média superior a 22°C no verão e 

com mais de 30 mm de precipitação no mês mais seco. As figuras a seguir apresentam 

uma caracterização da bacia do rio Ijuí quanto ao regime de precipitações. Observa-se na 

Figura 5.5 que a precipitação total anual média na bacia varia entre 1790 mm e 1950 mm, 

sendo a média da bacia igual à 1870 mm por ano, conforme dados do período entre 1980 

e 2013. 

 
Figura 5.5. Precipitação total anual média na bacia do rio Ijuí, com base no período entre 1980 e 

2013. 

A Figura 5.6 apresenta a precipitação média total mensal ao longo do ano, para 

todas as 163 minibacias delimitadas. Já a Figura 5.7 apresenta os dados da Figura 5.6 

divididos pela precipitação total anual média. Sabendo-se que o valor 0,0833 (igual à 

1/12) significa que a precipitação média total do mês é proporcional à precipitação total 
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anual, observa-se que os valores não se afastam muito deste valor, o que indica que a 

bacia não possui forte sazonalidade quanto à precipitação. 

 
Figura 5.6. Precipitação total média mensal para todas as 163 minibacias no rio Ijuí.  

 

 
Figura 5.7. Precipitação total média mensal dividida pela precipitação média total anual, para 

todas as 163 minibacias no rio Ijuí.   
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6. SIMULAÇÃO HIDROLÓGICA 

A simulação com o MGB-IPH envolve três etapas: uma etapa de preparação de 

dados necessários à utilização do PrePro-MGB, execução do PrePro-MGB com obtenção 

do arquivo de informações da bacia a ser simulada, e simulação com o MGB-IPH 

propriamente dita. A última etapa abrange as fases de calibração e verificação do modelo, 

e previsão de umidade do solo, neste caso. Os passos acima elencados são descritos neste 

capítulo. 

 

6.1 Geração de dados para o pré-processamento do MGB-IPH 

O programa de pré-processamento (PrePro-MGB) gera o arquivo principal de 

entrada do modelo MGB-IPH a partir dos mapas em formato raster gerados com o auxílio 

do ArcGis, conforme descrito em Fan e Collischonn (2014) Os dados de entrada básicos 

necessários para rodar o PrePro-MGB são apresentados na Tabela 6.1. 

 

Tabela 6.1. Dados de entrada necessários para o programa PrePro-MGB. 

Dado/layer Caráter Tipo Possível fonte 

Modelo Digital de Elevação  Obrigatório  Raster SRTM 

Rede de drenagem  Obrigatório  Raster Operação ArcHydro 

Minibacias  Obrigatório  Raster Operação ArcHydro/ 

Union/PolyToRaster 

Direções de fluxo Obrigatório  Raster ArcHydro 

Unidades de Resposta 

Hidrológica 

Obrigatório  Raster Definição de unidades 

de paisagem 

 Fonte: Collischonn et al., 2010. 
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6.1.1 Definição da rede de drenagem, minibacias e sub-

bacias 

Os procedimentos de delimitação da rede de drenagem, das minibacias e das sub-

bacias são realizados com o auxílio das ferramentas do Arc Hydro, do software ArcGis 

10. O modelo digital de elevação empregado é o Shuttle Radar Topography Mission 

(SRTM) com resolução espacial de 90 m, disponibilizado pelo CGIAR - Consortium for 

Spatial Information (CGIAR-CSI). O valor limite de área acumulada a partir do qual 

inicia-se a rede de drenagem foi especificado em 5000 células (cada célula tendo 

aproximadamente 89,04 m de lado), o que representa uma área de cerca de 39,6 km². A 

Figura 6.1 a seguir mostra a rede de drenagem e as 163 minibacias delimitadas. 

 

Figura 6.1. Rede de drenagem, minibacias e sub-bacias delimitadas na área de estudo. 
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A Tabela 6.2 a seguir traz informações sobre as sete sub-bacias delimitadas para 

a área de estudo. As seis primeiras sub-bacias foram escolhidas com base na existência 

de postos fluviométricos com série longa e com poucas falhas, nos principais rios da 

bacia. A última sub-bacia corresponde à área entre o exutório da bacia original (rio Ijuí), 

e as demais sub-bacias. 

Tabela 6.2. Sub-bacias definidas. 

Sub-bacia 
Posto fluviométrico 

relacionado Descrição da sub-bacia 
Área 

(km²) 
Código Nome Código Nome 

1 
Passo 

Faxinal 
75155000 Passo Faxinal 

Bacia a montante do posto 

Passo Faxinal, no rio Ijuí 
2011,18 

2 
Ponte Nova 

do Potiribu 

75186000 

Ponte Nova 

do Potiribu - 

Jusante 

Bacia a montante dos 

postos Ponte Nova do 

Potiruibu e Ponte Nova do 

Potiribu - Jusante (os 

postos possuem a mesma 

localização), no rio Potiribu 

610,78 

75185000 
Ponte Nova 

do Potiribu 

3 

Ponte Nova 

do 

Conceição 

75205000 
Ponte Nova 

do Conceição 

Bacia a montante do posto 

Ponte Nova do Conceição, 

no rio Conceição 

970,67 

4 
Santo 

Ângelo 
75230000 Santo Ângelo 

Bacia incremental entre o 

posto Santo Ângelo e os 

postos Passo Faxinal, Ponte 

Nova do Potiribu e Ponte 

Nova do Conceição 

1848,31 

5 
Colônia 

Mousquer 
75295000 

Colônia 

Mousquer 

Bacia a montante do posto 

Colônia Mousquer, no rio 

Ijuizinho 

2158,50 

6 
Ponte 

Mística 
75320000 Ponte Mística 

Bacia incremental entre o 

posto Ponte Mística e os 

postos Santo Angelo e 

Colônia Mousquer 

1857,40 

7 
Exutório rio 

Ijuí 
  

Bacia incremental entre o 

exutório do rio Ijuí e o 

posto Ponte Mística 

1318,81 

 

6.1.2 Definição das Unidades de Resposta Hidrológica 

A definição das Unidades de Resposta Hidrológica (URH) baseou-se nos tipos de 

solos e nos usos da terra e tipo de cobertura vegetação na bacia em estudo. O layer com 

os tipos de solos foi obtido junto ao Ministério do Meio Ambiente, para todo o Brasil, 

com escala 1:5.000.000. Para as informações de uso da terra, utilizou-se o mapa 

disponibilizado pela European Space Agency (ESA), de 2009, com cobertura global e 

300 m de resolução. 
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A área da bacia do rio Ijuí apresenta, em diferentes proporções, solos litólicos, 

latossolos e terra roxa. Solos litólicos são solos jovens e rasos, encontrando-se quase 

sempre associados a afloramentos rochosos. Consequentemente, solos litólicos são 

favoráveis a geração de escoamento em uma bacia hidrográfica. Já os latossolos são solos 

muito profundos, friáveis, porosos, de textura variável, com argila de atividade baixa, e 

são solos fortemente intemperizados, que geram escoamento superficial muito fraco, em 

geral. Por fim, terra roxa é um solo com textura argilosa, profundos à muito profundos, 

com boa porosidade e boa permeabilidade em todo o perfil (SILVA, 2000).  

Os tipos de solo existentes na bacia foram reclassificados em dois tipos principais: 

solos rasos e solos profundos. Latossolos e terra roxa são solos com tendência a gerar 

menos escoamento superficial, sendo reclassificados como solos profundos. O solo 

litólico, por sua vez, é reclassificado como solo raso, gerando uma maior fração de 

escoamento superficial quando comparados aos solos profundos. O resultado da 

reclassificação pode ser observado na Figura 6.2. 

 

Figura 6.2. Reclassificação dos tipos de solos presentes na bacia do rio Ijuí. 
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O mapa de uso da terra, disponibilizado pela ESA, apresenta 22 categorias de uso 

do solo. Estas categorias, porém, podem e devem ser agrupadas, com vistas a facilitar a 

implementação do modelo. Consideram-se quatro categorias de uso do solo: Agricultura, 

Campo, Florestas e Água. A Figura 6.3 mostra a reclassificação dos usos do solo na bacia 

do rio Ijuí. 

 

Figura 6.3. Reclassificação dos usos do solo na bacia do rio Ijuí. 

 

As unidades de resposta hidrológica representam uma combinação das informações de 

tipo de solo e uso da terra. A Figura 6.4 a seguir mostra o mapa das URHs. 
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Figura 6.4. Unidades de resposta hidrológica na bacia do rio Ijuí. 
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6.2 Simulação no MGB-IPH 

 

6.2.1 Seleção de dados de vazão observados 

Os dados de vazão observados empregados durante os processos de calibração e 

verificação do modelo são provenientes da base de dados HidroWeb 

(http://hidroweb.ana.gov.br/) da ANA – Agência Nacional de Águas.  

Existem na bacia do rio Ijuí 13 postos fluviométricos com dados de vazão. 

Conforme a existência, extensão e completude da série histórica de dados de cada posto, 

foram selecionadas as estações a serem utilizadas nas etapas de calibração e verificação 

da simulação. Foram identificados sete postos cobrindo total ou parcialmente o período 

entre 1980 e 2004, durante o qual é realizada a calibração do MGB-IPH; e seis postos 

para o período de verificação da calibração. Informações sobre as estações fluviométricas 

selecionadas são encontradas na Tabela 6.3. Os postos pertencem à sub-bacia 75 - Rios 

Uruguai, Ijuí e outros, no estado do Rio Grande do Sul. A área de drenagem dos postos 

varia entre 609 km² e 9450 km². A Figura 6.5 mostra a localização das estações, enquanto 

a Figura 6.6 mostra a disponibilidade de dados no período de interesse, ou seja, entre 

01/01/1980 e 31/01/2013.  

Tabela 6.3. Postos fluviométricos selecionados. 

Código Nome Rio Município 
Respon 

sável 

Opera 

dora 
Latitude Longitude 

Altitude 

(m) 

Área de 

drenagem 

(km2) 

Cali 

bração 

Verifi 

cação 

75155000 
Passo 

Faxinal 
Rio Ijuí Ijuí ANA CPRM -28:17:13 -53:46:51 200 1940 Sim Sim 

75200000 Conceição 
Rio 

Conceição 
Ijuí ANA CPRM -28:27:18 -53:58:15 160 811 Sim Sim 

75205000 

Ponte 

Nova do 

Conceição 

Rio 

Conceição 

Coronel 

Barros 
ANA CPRM -28:23:5 -54:1:53 160 970 Sim Sim 

75230000* 
Santo 

Ângelo 
Rio Ijuí Entre-Ijuis ANA CPRM -28:21:19 -54:16:6 200 5440 Sim Sim 

75295000 
Colônia 

Mousquer 

Rio 

Ijuizinho 

Santo 

Ângelo 
ANA CPRM -28:23:23 -54:19:51 200 2160 Sim Sim 

75186000 

Ponte 

Nova do 

Potiribu - 

Jusante 

Rio 

Potiribu 
Ijuí ANA CPRM -28:22:15 -53:52:45 320 613 Não Sim 

75185000 

Ponte 

Nova do 

Potiribu 

Rio 

Potiribu 
Ijuí ANA ANA -28:22:38 -53:52:32 320 609 Sim Não 

75320000* 
Ponte 

Mística 
Rio Ijuí 

São Luiz 

Gonzaga 
ANA ANA -28:10:53 -54:44:18 160 9450 Sim Não 

* Código adicional: ANA. 
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Figura 6.5. Postos fluviométricos selecionados. 

 

 

 

Figura 6.6. Disponibilidade temporal de dados de vazão dos postos fluviométricos selecionados para 

o período de interesse.  
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6.2.2 Seleção de dados de precipitação observados 

A Tabela 6.4 mostra os postos pluviométricos selecionados para a simulação nas 

etapas de calibração do MGB-IPH e verificação da calibração e da previsão de umidade 

do solo. Os dados de precipitação empregados são provenientes do HidroWeb 

(http://hidroweb.ana.gov.br/) da ANA-Agência Nacional de Águas. Estes postos foram 

selecionados por sua disponibilidade de dados no período de interesse (1980-2004 para 

calibração e 2005-2013 para verificação) e localização na bacia do rio Ijuí ou nas suas 

proximidades. Todos os postos encontram-se no Rio Grande do Sul. Há 26 postos com 

dados disponíveis no período de calibração e 35 no de verificação, sendo 26 postos 

comuns a ambas as etapas. A Figura 6.7 mostra a localização dos postos selecionados. A 

Figura 6.8 mostra a disponibilidade de dados ao longo do período de interesse.  

 

 

Figura 6.7. Postos pluviométricos selecionados. 
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Tabela 6.4. Postos pluviométricos na bacia do rio Ijuí e entornos usados na simulação. 

Código Nome 

Código 

adicio-

nal 

Município 
Respon

sável 

Opera

dora 

Latitude 

(°) 

Longitu

de (°) 

Altitu

de 

(m) 

Cali-

bração 

Veri-

ficação 

2753004 Linha Cescon - Sarandi ANA CPRM -27,812 -53,028 350 Sim Sim 

2753007 Santo Augusto - Santo Augusto CEEE CEEE -27,850 -53,767 520 Sim Sim 

2753015 
Palmeira das 

Missões 
ANA 

Palmeira das 

Missões 
ANA CPRM -27,913 -53,311 610 Sim Sim 

2754007 Três de Maio - Três de Maio CEEE CEEE -27,783 -54,233 403 Sim Sim 

2754010 
Esquina 

Araujo 
- Independência ANA CPRM -27,968 -54,116 400 Sim Sim 

2755001 Porto Lucena ANA Porto Lucena ANA CPRM -27,854 -55,023 100 Sim Sim 

2853003 Conceição - Ijuí ANA CPRM -28,455 -53,971 160 Sim Sim 

2853010 Passo Faxinal - Ijuí ANA CPRM -28,289 -53,780 200 Sim Sim 

2853014 
Santa Clara do 

Ingai 
- Cruz Alta ANA CPRM -28,729 -53,186 390 Sim Sim 

2853015 Três Capões - Cruz Alta CEEE CEEE -28,817 -53,500 350 Sim Sim 

2853023 Condor ANA Condor ANA CPRM -28,389 -54,332 440 Sim Sim 

2853026 Chapada - Chapada ANA CPRM -28,059 -53,066 450 Sim Sim 

2853028 
Anderson 

Clayton 
ANA Cruz Alta ANA CPRM -28,659 -53,605 440 Sim Sim 

2854001 Boa Vista ANA Catuipe ANA CPRM -28,107 -53,993 447 Sim Sim 

2854003 Girua - Giruá ANA CPRM -28,026 -54,344 400 Sim Sim 

2854005 
Passo Major 

Zeferino 
ANA 

São Miguel 

das Missões 
ANA CPRM -28,734 -54,648 160 Sim Sim 

2854006 Passo Viola ANA 
Guarani das 

Missões 
ANA CPRM -28,211 -54,602 160 Sim Sim 

2854012 Coimbra - Santo Angelo ANA CPRM -28,788 -54,452 300 Sim Sim 

2854013 São Bernardo - Tupancireta ANA CPRM -28,905 -54,065 530 Sim Sim 

2855002 
Passo do 

Sarmento 
ANA São Borja ANA CPRM -28,212 -55,320 80 Sim Sim 

2855007 
Santo Antônio 

das Missões 
- 

Santo Antônio 

das Missões 
ANA CPRM -28,511 -55,235 200 Sim Sim 

2953030 Tupancireta - Tupancireta ANA CPRM -29,086 -53,822 469 Sim Sim 

2954020 Santiago ANA Santiago ANA CPRM -29,187 -54,856 420 Sim Sim 

2954030 Florida - Santiago ANA CPRM -29,251 -54,598 370 Sim Sim 

2954031 

Esquina dos 

Lima (Sta. 

Barbara) 

- Santiago ANA CPRM -29,078 -54,509 420 Sim Sim 
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Código Nome 

Código 

adicio-

nal 

Município 
Respon

sável 

Opera

dora 

Latitude 

(°) 

Longitu

de (°) 

Altitu

de 

(m) 

Cali-

bração 

Veri-

ficação 

2955007 Unistalda - Santiago ANA CPRM -29,048 -55,151 380 Sim Sim 

2754013 
Campina das 

Missões 
- 

Campina das 

Missões 
ANA CPRM -27,991 -54,834 180 Não Sim 

2754014 São Martinho - São Martinho ANA CPRM -27,800 -54,950 448 Não Sim 

2753025 Campo Novo - Planalto ANA CPRM -27,683 -53,800 475 Não Sim 

2853033 
Santa Barbara 

do Sul 
- 

Santa Bárbara 

do Sul 
ANA CPRM -28,391 -53,264 500 Não Sim 

2853034 Panambi - Panambi ANA CPRM -28,350 -53,547 480 Não Sim 

2853035 Nova Ramada - Nova Ramada ANA CPRM -28,067 -53,683 533 Não Sim 

2853037 Campinas - Ibiruba ANA CPRM -28,491 -53,105 400 Não Sim 

2854018 Jóia - Jóia ANA CPRM -28,650 -54,119 314 Não Sim 

2855008 Itacumbi - Itacurubi ANA CPRM -28,774 -55,257 180 Não Sim 

 

 

Figura 6.8. Disponibilidade temporal de dados de precipitação observada dos postos pluviométricos 

selecionados para o período de interesse. 
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6.2.3 Seleção de dados de clima observados 

Para o cálculo da evapotranspiração no MGB-IPH, realizada através do método 

de Penman-Monteith, são necessários os seguintes dados climatológicos: 

 Temperatura; 

 Umidade relativa do ar; 

 Velocidade do vento; 

 Insolação; 

 Pressão atmosférica. 

A previsão de umidade do solo empregou dados climatológicos médios mensais 

de longo período, correspondentes ao período entre 1980-2004, anterior ao período de 

previsão. 

Os dados climáticos observados foram obtidos através da base de dados interna 

do MGB-IPH, que dispõe de médias mensais. Foram selecionadas nove estações 

climatológicas localizadas na bacia do rio Ijuí ou nas suas proximidades. A Figura 6.9 

mostra a localização destas estações, enquanto a Tabela 6.5 traz informações sobre as 

mesmas.  

A ausência de dados de alguma variável meteorológica em uma estação exige a 

complementação da série, o que é realizado no próprio MGB-IPH com a adoção dos 

valores disponíveis mais próximos. Os valores de Insolação da estação 00083909 – Santo 

Ângelo não existem na base interna do MGB, tendo sido adotados para esta variável os 

valores observados na estação 00083907 – São Luiz Gonzaga. Da mesma forma, para os 

valores de horas de insolação por dia, indisponíveis para as estações 00083880 – Palmeira 

das Missões e 00083929 – Itaqui, foram adotados os valores correspondentes aos das 

estações 00083881 – Iraí, e 00083927 – Uruguaiana, respectivamente.  
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Figura 6.9. Estações climatológicas selecionadas. 

Tabela 6.5. Estações climatológicas na bacia do rio Ijuí e entornos usadas na simulação. 

Código Estação Latitude (°) Longitude (°) 

83907 São Luiz Gonzaga -28,4 -55,017 

83909 Santo Ângelo -28,3 -54,25 

83912 Cruz Alta -28,633 -53,6 

83880 Palmeira das Missões -27,883 -53,433 

83881 Iraí -27,183 -53,233 

83914 Passo Fundo -28,217 -52,4 

83929 Itaqui -29,117 -56,533 

83931 Alegrete -29,683 -55,517 

83936 Santa Maria -29,7 -53,7 
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6.2.4 Calibração 

A calibração do MGB-IPH é, neste estudo, realizada apenas manualmente, ou 

seja, a calibração automática dos parâmetros ditos “calibráveis” não é realizada. Isto é 

feito com o objetivo de garantir a coerência física dos parâmetros conforme a URH. 

 

Parâmetros fixos 

Os parâmetros fixos são associados a cada mês do ano, a cada URH. Os 

parâmetros fixos que devem ser definidos para aplicação do modelo são albedo, altura da 

vegetação, índice de área foliar, e resistência superficial em boas condições de umidade 

do solo. A Tabela 6.6 a seguir mostra os valores adotados para estes parâmetros. Os 

valores adotados foram empregados ignorando a separação entre solos rasos e profundos 

(por isso apenas quatro URHs são mostradas na Tabela 6.6, ao invés de sete). Além disso, 

os valores foram considerados constantes ao longo do ano. 

Tabela 6.6. Parâmetros fixos do MGB-IPH. 

URH Albedo 

IAF Z rs 

Índice de 

Área Foliar 

Altura do 

Dossel (m) 

Resistência 

Superficial (s/m) 

Agricultura 0,22 2,00 0,70 70,0 

Campo 0,23 2,00 0,50 70,0 

Floresta 0,12 6,00 12,0 100,0 

Água 0,08 1,00 0,50 0,00 

 

Parâmetros calibráveis 

A calibração dos parâmetros ditos calibrávieis, realizada manualmente, buscou 

sobretudo minimizar erro entre os volumes calculado e observado (ΔV) e atingir um bom 

ajuste da curva de permanência, procurando, contudo, manter bons resultados para os 

coeficientes NS e NSlog. O conjunto de parâmetros calibráveis adotado para cada sub-

bacia pode ser encontrado no ANEXO D. 
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Avaliação do ajuste 

A Tabela 6.7 a seguir mostra os resultados das métricas que avaliam a qualidade 

do ajuste obtido com os conjuntos de parâmetros fixos e calibráveis empregados na 

simulação. Como pode-se observar, o ajuste apresentou coeficientes de Nash-Sutcliffe 

(NS) igual ou acima de 0,70, coeficientes de Nash-Sutcliffe para os logaritmos das vazões 

(NS log) acima de 0,80 e relação entre volume observado e calculado (ΔV) como -1≤ ΔV 

≤ 1, para seis dos sete postos fluviométricos empregados na calibração. 

As figuras a seguir mostram as curvas de permanência e hidrogramas observados 

e calculados com o MGB-IPH para o posto fluviométrico mais à jusante na bacia do rio 

Ijuí. Como pode-se observar nas figuras 6.10 e 6.11, e na Tabela 6.7, o ajuste apresentado 

durante a etapa de calibração foi bom. Ainda que para as vazões de pico o ajuste não seja 

excelente, isto não interfere no objetivo do trabalho aqui realizado, onde o fundamental é 

a qualidade do ajuste nas vazões mais baixas. Além disso, as curvas de permanência 

calculadas mostraram-se muito próximas das observadas. Desta forma, considera-se a 

calibração adequada aos objetivos do estudo. As figuras das curvas de permanência e 

hidrogramas simulados e observados para todos os postos fluviométricos selecionados na 

bacia encontram-se no ANEXO E. 

Tabela 6.7. Qualidade do ajuste na etapa de calibração do MGB-IPH. 

Posto fluviométrico Sub-bacia NS NS log ΔV 

75155000 1 0,7978 0,8050 0,2603 

75185000 2 0,7839 0,8040 0,0170 

75200000 3 0,7000 0,8589 0,6349 

75205000 3 0,7716 0,8706 0,6288 

75230000 4 0,8514 0,8635 -2,7987 

75295000 5 0,7671 0,8351 -0,9641 

75320000 6 0,8506 0,8889 0,2102 
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Figura 6.10. Curva de permanência do posto fluviométrico 75320000, na sub-bacia 6, obtida na 

etapa de calibração do MGB-IPH. 

 

Figura 6.11. Detalhe do hidrograma do posto fluviométrico 75320000, na sub-bacia 6, obtido na 

etapa de calibração do MGB-IPH. 

 

6.2.5 Verificação da calibração 

A verificação da calibração tem por objetivo assegurar que o modelo calibrado 

continua representando apropriadamente os processos hidrológicos na bacia de interesse 

em um período diferente daquele da calibração. Esta verificação é realizada para o mesmo 

período da etapa de previsão (2005-2013) para verificar a qualidade da simulação 

hidrológica neste intervalo de tempo; ou seja, esta verificação visa assegurar que o MGB-

IPH é capaz de apropriadamente simular a bacia do rio Ijuí no período de interesse.  

A Tabela 6.8 mostra os resultados das medidas de desempenho para todos os 

postos fluviométricos selecionados para a etapa de verificação da calibração. As figuras 

6.12 e 6.13 a seguir mostram a curva de permanência e hidrogramas observado e 

calculado com o MGB-IPH para a estação fluviométrica mais a jusante na bacia do rio 
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Ijuí. As figuras relativas a todos os postos fluviométricos da bacia encontram-se no 

ANEXO E. Observando-se a qualidade do ajuste, considera-se que o MGB-IPH está 

devidamente calibrado e é capaz de representar os processos hidrológicos na bacia do rio 

Ijuí no período de interesse (2005-2013). 

Tabela 6.8. Qualidade do ajuste na etapa de verificação da calibração do MGB-IPH. 

Posto fluviométrico Sub-bacia NS NS log ΔV 

75155000 1 0,6463 0,7978 15,5709 

75186000 2 0,6677 0,8165 -7,2160 

75200000 3 0,6182 0,8372 10,3998 

75205000 3 0,6333 0,8759 5,0602 

75230000 4 0,7590 0,8523 5,2927 

75295000 5 0,7150 0,8032 7,1697 

 

 

Figura 6.12. Curva de permanência do posto fluviométrico 75295000, na sub-bacia 5, obtida na 

etapa de verificação da calibração do MGB-IPH. 

 

 

Figura 6.13. Detalhe do hidrograma do posto fluviométrico 75295000, na sub-bacia 5, obtido na 

etapa de verificação da calibração do MGB-IPH.   
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7. PREVISÃO DE PRECIPITAÇÃO 

 

7.1 Grade de previsão 

A Figura 7.1 a seguir mostra os pontos com dados de previsão de precipitação 

para a região de interesse, para os modelos de previsão selecionados. O espaçamento da 

grade de cada modelo pode ser conferido na Tabela 4.1. Para cada membro de cada 

modelo, foram selecionados os 9 pontos (3 X 3 pontos) mais próximos da bacia do rio 

Ijuí, de forma a cobrir a bacia e todo o seu entorno. Os dados referentes a estes pontos 

foram organizados e alimentados no MGB-IPH, de forma a determinar a precipitação 

associada a cada minibacia, em cada intervalo de tempo. Os dados foram então ajustados 

no tempo, conforme o horizonte da previsão, e corrigidos quanto ao viés.  

 

Figura 7.1. Pontos com precipitação prevista para a região de interesse. 
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7.2 Correção de viés das previsões de precipitação 

Para a correção do viés, foi aplicada a metodologia descrita no item 4.3.2 na 

página 45. As tabelas 7.1, 7.2 e 7.3 mostram as equações aplicadas sobre cada previsão 

(precipitação média da bacia, para cada mês) para encontrar a precipitação total mensal 

prevista corrigida média da bacia. Para a determinação das equações de erro e, 

consequentemente, de correção das precipitações previstas (conforme item 4.3.2, 

(Pcorrigida=Pprevista-Erro), onde Erro é uma função da Pprevista), a escolha entre o 

ajuste com polinômio de 1º, 2º ou 3º grau buscou a opção de função onde a correção fosse 

menor para precipitações mais baixas. Ou seja, entre diferentes equações de ajuste com 

qualidade semelhante (aderência semelhante aos dados), optou-se por aquela com menor 

crescimento nos extremos, sobretudo para precipitações mais baixas. A Figura 7.2 mostra 

como exemplo o ajuste da função de erro para o modelo GFDL, para o mês de janeiro. 

Como pode-se observar, o ajuste com polinômio de 1º grau tende a fornecer valores mais 

altos de erro para precipitação mais baixas. Desta forma, optou-se pela correção da 

precipitação prevista com um erro ajustado como um polinômio de 2º grau.  

 

Figura 7.2. Exemplos de ajuste de função de erro das previsões. Modelo GFDL, mês de janeiro. 

 

As figuras 7.3 a 7.5 mostram, para os meses de janeiro e julho, as precipitações 

totais mensais médias da bacia do rio Ijuí, observada, média do ensemble sem e com 

correção, e o erro antes e após a correção de viés. As figuras referentes aos resultados da 

correção de viés para todos os meses do ano podem ser analisados no ANEXO C, no item 

C.2. 

As figuras a seguir mostram os resultados da correção realizada com base nos 

dados do período de 1980-2000, escolhido como o período de análise e anterior à previsão 

de umidade do solo.  



 

 

81 

Observa-se pelas figuras a seguir que as precipitações previstas pelos modelos 

CCM3v6, ECPC e GFDL, antes apresentando diferenças significativas em relação às 

precipitações observadas, após a correção de viés mostram-se mais coerentes com a 

realidade da bacia. Os erros, calculados como Precipitação Prevista com frequência 

acumulada x menos Precipitação Observada com frequência acumulada x, após o 

processo de correção, ficam em torno de zero. As imagens referentes à correção de viés 

para os demais meses do ano (ver item C.2 no ANEXO C) mantém o padrão apresentado 

pelo apresentado nas figuras aqui apresentadas. 

 

Tabela 7.1. Equações aplicadas para correção de viés nas previsões de precipitação do modelo 

CCM3v6, conforme o mês. Pprev é a precipitação prevista pelo modelo CCM3v6 para o membro x, 

para a minibacia y, para o mês z. 

CCM3v6 Pcorrigida = Pprev - Erroc 

Janeiro Pcorrigida = Pprev- (-0,0363.Pprev2 + 1,4316.Pprev + 232,54)  

Fevereiro Pcorrigida = Pprev- (-3,755.Pprev + 347,52 ) 

Março Pcorrigida = Pprev- (-0,05.Pprev2 + 5,1616.Pprev- 94,11) 

Abril Pcorrigida = Pprev- (0,0532.Pprev2 - 12,418.Pprev + 448,97) 

Maio Pcorrigida = Pprev- (-0,0429.Pprev2 - 1,2664.Pprev + 91,843) 

Junho Pcorrigida = Pprev- (-5,0725.Pprev + 131,77) 

Julho Pcorrigida = Pprev- (-0,278.Pprev2 + 18,32.Pprev- 327,35) 

Agosto Pcorrigida = Pprev- (-0,1966.Pprev2 + 19,834.Pprev - 457,26) 

Setembro Pcorrigida = Pprev- (-4,6606.Pprev + 325,19) 

Outubro Pcorrigida = Pprev- (-0,0205.Pprev3 + 5,8576.Pprev2 - 559,71.Pprev + 17774) 

Novembro Pcorrigida = Pprev- (-0,2505.Pprev2 + 41,506.Pprev - 1643,8) 

Dezembro Pcorrigida = Pprev- (-4,6135.Pprev + 481,37) 

 

  
 

Figura 7.3. Correção de viés do modelo CCM3v6 para os meses de janeiro e julho. 
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Tabela 7.2. Equações aplicadas para correção de viés nas previsões de precipitação do modelo 

ECPC, conforme o mês. Pprev é a precipitação prevista pelo modelo ECPC para o membro x, para 

a minibacia y, para o mês z. 

ECPC Pcorrigida = Pprev - Erroc 

Janeiro Pcorrigida = Pprev- (-0,0018.Pprev2 - 0,5493.Pprev+ 144,28) 

Fevereiro Pcorrigida = Pprev- (-0,0777.Pprev2 + 15,963.Pprev - 737,17) 

Março Pcorrigida = Pprev- (-0,0138.Pprev2 + 1,7474.Pprev- 53,774) 

Abril Pcorrigida = Pprev- (0,0401.Pprev2 - 11,471.Pprev + 612,75) 

Maio Pcorrigida = Pprev- (-0,0572.Pprev2 + 7,4284.Pprev - 211,05) 

Junho Pcorrigida = Pprev- (-1,427.Pprev + 56,697) 

Julho Pcorrigida = Pprev- (-0,0772.Pprev2 + 9,9096.Pprev - 313,82) 

Agosto Pcorrigida = Pprev- ( -0,0053.Pprev2 - 0,5701.Pprev + 139,93) 

Setembro Pcorrigida = Pprev- (-0,0025.Pprev2 - 1,6779.Pprev + 335,16) 

Outubro Pcorrigida = Pprev- (-0,0382.Pprev2 + 12,134.Pprev - 891,99) 

Novembro Pcorrigida = Pprev- (-0,0743.Pprev2 + 18,042.Pprev - 1024,2 ) 

Dezembro Pcorrigida = Pprev- ( -0,9888.Pprev + 132,21) 

 

  

 

Figura 7.4. Correção de viés do modelo ECPC para os meses de janeiro e julho.  

 

Tabela 7.3. Equações aplicadas para correção de viés nas previsões de precipitação do modelo 

GFDL, conforme o mês. Pprev é a precipitação prevista pelo modelo GFDL para o membro x, para 

a minibacia y, para o mês z. 

GFDL Pcorrigida = Pprev – Erroc 

Janeiro Pcorrigida = Pprev- (-0,0143.Pprev2 + 1,1182.Pprev + 58,503) 

Fevereiro Pcorrigida = Pprev- (-0,0482.Pprev2 + 7,1986.Pprev - 246,4) 

Março Pcorrigida = Pprev- (-0,0002.Pprev2 - 1,2982.Pprev + 54,416) 

Abril Pcorrigida = Pprev- (-2,3013.Pprev + 57,743) 

Maio Pcorrigida = Pprev- (-4,0189.Pprev + 79,672) 

Junho Pcorrigida = Pprev- (0,0046.Pprev2 - 3,7136.Pprev - 31,759) 

Julho Pcorrigida = Pprev- (-0,2728.Pprev2 + 0,2251.Pprev - 29,317) 

Agosto Pcorrigida = Pprev- (-0,089.Pprev2 - 6,413.Pprev + 31,878) 

Setembro Pcorrigida = Pprev- (-6,7371.Pprev + 89,88) 

Outubro Pcorrigida = Pprev- ( -0,0138.Pprev3 + 3,5848.Pprev2 - 311,57.Pprev + 8934,5) 

Novembro Pcorrigida = Pprev- ( -0,0384.Pprev2 + 4,5003.Pprev - 82,582) 

Dezembro Pcorrigida = Pprev- (-1,2586.Pprev + 128,64) 
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Figura 7.5. Correção de viés do modelo GFDL para os meses de janeiro e julho. 
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7.3 Análise das precipitações previstas quanto a correção de viés  

Uma vez que as previsões originais se encontravam em escala mensal, a correção 

de viés também foi realizada para as precipitações totais mensais. Como pode-se observar 

nas figuras 7.6 a 7.14, a correção de viés aplicada gerou uma melhora perceptível na 

qualidade das precipitações previstas para os diferentes horizontes. As previsões 

originais, claramente subestimadas, agora mostram-se mais coerentes com a precipitação 

observada, e apresentam uma amplitude de variação mais próxima à realidade da bacia.  

A Tabela 7.4 mostra a média dos erros das precipitações mensais para o período 

de previsão. O erro, neste caso, é definido como a diferença entre a precipitação mensal 

média da bacia prevista pelo modelo, e a precipitação observada (Eq. (21)). Observa-se 

que a correção de viés diminuiu o erro médio absoluto em até 99%. O melhor desempenho 

da correção de viés foi observado para o modelo CCM3v6. Resultados com qualidade 

semelhante foram encontrados para o modelo GFDL. Este modelo, contudo, ainda 

apresenta uma tendência a subestimar a precipitação na bacia, ainda que este viés seja 

muito menor quando comparado ao existente antes correção de viés. Já o modelo ECPC, 

que antes da correção de viés possuía um viés negativo (Precipitação do modelo < 

Precipitação observada), após a correção apresenta um viés positivo, porém menor em 

valor absoluto em relação ao viés apresentado antes da correção. Para o modelo ECPC, 

as previsões com 1 mês de antecedência apresentam desempenho levemente melhor em 

relação as previsões com 3 e 6 meses. Contudo, para os demais modelos, a menor média 

de erro foi encontrada para o horizonte de 3 meses.  

𝐸𝑟𝑟𝑜 𝑚é𝑑𝑖𝑜 𝑎𝑏𝑠𝑜𝑙𝑢𝑡𝑜 =
∑( 𝑃𝑦 − 𝑃𝑜𝑏𝑠)

𝑛
 

(21) 

Onde: 

 Py [mm]: Precipitação mensal a ser analisada, prevista sem ou com 

correção de viés; 

 Pobs [mm]: Precipitação observada para o mês; 

 n: Número de intervalos de tempo (neste caso, o número de meses entre 

junho/2005 e dezembro/2013). 
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Tabela 7.4. Média dos erros absolutos mensais das precipitações previstas com e sem correção de 

viés. 

 CCM3v6 ECPC GFDL 

Horizonte 1 mês - Erro médio SEM correção -72,6 mm -27,1 mm -85,4 mm 

Horizonte 1 mês - Erro médio COM correção -3,2 mm 13,8 mm -16,6 mm 

Horizonte 1 mês - Diferença no erro -96% -49% -81% 

Horizonte 3 meses - Erro médio SEM correção -71,0 mm -21,5 mm -82,3 mm 

Horizonte 3 meses - Erro médio COM correção 1,0 mm 16,6 mm -6,4 mm 

Horizonte 3 meses - Diferença no erro -99% -23% -92% 

Horizonte 6 meses - Erro médio SEM correção -69,8 mm -19,1 mm -82,4 mm 

Horizonte 6 meses -Erro médio COM correção 6,7 mm 18,0 mm -12,7 mm 

Horizonte 6 meses - Diferença no erro -90% -6% -85% 

 

As figuras 7.6 a 7.14 a seguir mostram os resultados das precipitações observada 

e previstas médias da bacia do rio Ijuí, para o período de simulação (junho/2005 a 

dezembro/2013).  
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Figura 7.6. Precipitação observada e precipitação prevista com 1 mês de antecedência, com e sem correção de viés, para o 

modelo CCM3v6. Valores relativos à precipitação média da bacia do rio Ijuí, média do ensemble de membros do modelo. 

 

 

Figura 7.7. Precipitação observada e precipitação prevista com 3 meses de antecedência, com e sem correção de viés, para o 

modelo CCM3v6. Valores relativos à precipitação média da bacia do rio Ijuí, média do ensemble de membros do modelo. 

 

 
Figura 7.8. Precipitação observada e precipitação prevista com 6 meses de antecedência, com e sem correção de viés, para o 

modelo CCM3v6. Valores relativos à precipitação média da bacia do rio Ijuí, média do ensemble de membros do modelo. 
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Figura 7.9. Precipitação observada e precipitação prevista com 1 mês de antecedência, com e sem correção de viés, para o 

modelo ECPC. Valores relativos à precipitação média da bacia do rio Ijuí, média do ensemble de membros do modelo. 

 

 
Figura 7.10. Precipitação observada e precipitação prevista com 3 meses de antecedência, com e sem correção de viés, para o 

modelo ECPC. Valores relativos à precipitação média da bacia do rio Ijuí, média do ensemble de membros do modelo. 

 

 
Figura 7.11. Precipitação observada e precipitação prevista com 6 meses de antecedência, com e sem correção de viés, para o 

modelo ECPC. Valores relativos à precipitação média da bacia do rio Ijuí, média do ensemble de membros do modelo. 
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Figura 7.12. Precipitação observada e precipitação prevista com 1 mês de antecedência, com e sem correção de viés, para o 

modelo GFDL. Valores relativos à precipitação média da bacia do rio Ijuí, média do ensemble de membros do modelo. 

 

 
Figura 7.13. Precipitação observada e precipitação prevista com 3 meses de antecedência, com e sem correção de viés, para o 

modelo GFDL. Valores relativos à precipitação média da bacia do rio Ijuí, média do ensemble de membros do modelo. 

 

 
Figura 7.14. Precipitação observada e precipitação prevista com 6 meses de antecedência, com e sem correção de viés, para o 

modelo GFDL. Valores relativos à precipitação média da bacia do rio Ijuí, média do ensemble de membros do modelo. 
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As figuras 7.15 a 7.17.mostram os valores de precipitação total anual média na 

bacia, média do ensemble, para os modelos CCM3v6, ECPC e GFDL. Pode-se observar 

que os totais anuais, após a correção de viés, mostram-se próximos aos valores 

observados. Os totais anuais das previsões sem a correção de viés, ao contrário, são 

extremamente subestimados, apresentando até 1000 mm de diferença entre o observado 

e o previsto, para os modelos CCM3v6 e GFDL.  

 

 

Figura 7.15. Precipitação total anual média da bacia do rio Ijuí, observada e prevista pelo modelo 

CCM3v6, com e sem correção de viés. O valor apresentado para o ano de 2005 refere-se ao período 

entre junho e dezembro. 

 

 

Figura 7.16. Precipitação total anual média da bacia do rio Ijuí, observada e prevista pelo modelo 

ECPC, com e sem correção de viés. O valor apresentado para o ano de 2005 refere-se ao período 

entre junho e dezembro. 
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Figura 7.17. Precipitação total anual média da bacia do rio Ijuí, observada e prevista pelo modelo 

GFDL, com e sem correção de viés. O valor apresentado para o ano de 2005 refere-se ao período 

entre junho e dezembro. 

 

As precipitações extremas observadas na bacia nem sempre foram devidamente 

representadas pelas previsões. Isso pode ser devido simplesmente a erros de previsão dos 

modelos, ou devido à limitação do domínio de ajuste das equações de correção do viés. 

O uso da pequena faixa de extrapolação possível (0,9 * mínimo do histórico do modelo e 

1,2 * máximo do histórico do modelo) busca diminuir este segundo tipo de erro. Por 

exemplo, em dezembro de 2012 a precipitação observada foi de 331,5 mm. Corrigindo-

se apenas valores no domínio do histórico dos modelos, ainda que algum dos modelos 

identificasse esta ocorrência de precipitação extrema, nenhuma precipitação corrigida 

seria capaz de atingir o valor observado. Admitindo-se uma extrapolação de 20% além 

do limite superior de cada modelo, os três modelos seriam capazes de adequadamente 

representar a precipitação observada. A Tabela 7.5 mostra os valores de precipitação 

corrigida associados a cada valor de precipitação prevista do modelo. 

Tabela 7.5. Exemplo do efeito do uso da faixa de extrapolação. 

 CCM3v6 ECPC GFDL 

Pmax 131,6 218,0 187,5 

Pcorrigida = função de (Pmax) 257,4 301,4 294,9 

Pmax * 1.2 157,9 261,7 225,0 

Pcorrigida = função de (Pmax * 1.2) 405,2 388,2 379,6 

*Pmax é a precipitação máxima do domínio do histórico do modelo.  
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7.4 Análise das precipitações previstas em relação à média de longo 

período 

Na ausência de dados de precipitação prevista, há a alternativa de empregar-se os 

dados de precipitação média de longo período de cada mês do ano para realizar a 

estimativa de umidade do solo. A Tabela 7.6 mostra os erros médios absolutos e raízes 

do erro médio quadrático, para a precipitação total mensal, média da bacia, calculados 

conforme equações (21) (apresentada no item 7.3) e (22). Os valores são comparados ao 

erro associado à utilização da precipitação média mensal. A Tabela 7.7 mostra o 

Coeficiente de Correlação de Pearson (r) e o Coeficiente de Determinação (r2) entre a 

série de precipitação observada e as séries de precipitação prevista, ou a média mensal de 

longo período. O coeficiente de correlação r analisa o nível de correlação linear entre as 

duas variáveis, variando entre -1 (alta correlação negativa) e +1 (alta correlação positiva). 

Valores próximos a zero indicam baixa correlação linear. O coeficiente de determinação 

r2 varia entre 0 e 1, onde 1 indica ajustes melhores. Todas as análises são realizadas para 

os valores de precipitação total mensal média da bacia, para o período entre junho/2005 

e dezembro/2013. 

𝑅𝑎𝑖𝑧 𝑑𝑜 𝑒𝑟𝑟𝑜 𝑚é𝑑𝑖𝑜 𝑞𝑢𝑎𝑑𝑟á𝑡𝑖𝑐𝑜 = √
∑( 𝑃𝑦 − 𝑃𝑜𝑏𝑠)2

𝑛
 

(22) 

Onde: 

 Py [mm]: Precipitação a ser analisada, mensal prevista ou média mensal 

de longo período; 

 Pobs [mm]: Precipitação observada para o mês; 

 n: Número de intervalos de tempo (neste caso, o número de meses entre 

junho/2005 e dezembro/2013). 
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Tabela 7.6. Erro médio da precipitação prevista (com correção de viés) e da precipitação média de 

longo período em relação à precipitação total mensal média observada na bacia no período entre 

junho/2005 e dezembro/2013. 

Erro em relação à precipitação 

observada 
Horizonte 1 mês  

Horizonte 3 

meses  

Horizonte 6 

meses  

Erro médio 

absoluto (mm) 

 

CCM3v6 -3,2 1,0 6,7 

ECPC 13,8 16,6 18,0 

GFDL -16,6 -6,4 -12,7 

Precipitação média 

mensal 
8,26 

Raiz do erro 

médio 

quadrático 

(mm) 

 

CCM3v6 82,67 96,10 91,53 

ECPC 106,89 93,79 99,02 

GFDL 97,68 92,83 93,09 

Precipitação média 

mensal 
81,17 

 

Tabela 7.7. Coeficiente de correlação de Pearson (r) e Coeficiente de Determinação (r2) entre a 

série de precipitação observada total mensal média da bacia do rio Ijuí e as precipitações previstas 

(após correção de viés) ou média mensal de longo período. 

Precipitação prevista (ou média 

mensal) 

r r2 

Precipitação média mensal 0,286 0,082 

CCM3v6 Horizonte 1 mês  0,402 0,161 

CCM3v6 Horizonte 3 meses  0,229 0,052 

CCM3v6 Horizonte 6 meses  0,208 0,043 

ECPC Horizonte 1 mês  0,026 0,001 

ECPC Horizonte 3 meses  0,101 0,010 

ECPC Horizonte 6 meses  0,075 0,006 

GFDL Horizonte 1 mês  0,182 0,033 

GFDL Horizonte 3 meses  0,303 0,092 

GFDL Horizonte 6 meses  0,180 0,033 

 

O erro médio da precipitação sazonal, em relação à precipitação total mensal 

observada na bacia no período entre junho/2005 e dezembro/2013 é de 8,26 mm. O 

modelo CCM3v6, para todos os horizontes de previsão, apresenta desempenho superior 

à precipitação média mensal, assim como o modelo GFDL para o horizonte de 3 meses. 

Quanto à raiz do erro médio quadrático, nenhum dos modelos, para nenhum dos 

horizontes, obteve um erro menor que a precipitação média mensal. Quanto ao coeficiente 

de correlação r e o coeficiente de determinação r2, apenas o modelo CCM3v6, para o 

horizonte de previsão de 1 mês, e o GFDL, para horizonte de 3 meses, obtiveram 

desempenhos melhores que o uso das médias mensais. Isto indica que a previsão de longo 
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prazo de precipitação precisa ainda de uma significativa melhora de desempenho de 

forma a representar apropriadamente a precipitação observada. Contudo, a utilização da 

precipitação média mensal não permite a representação de situações extremas 

(precipitações maiores ou menores que a média do mês). Desta forma, é válido o emprego 

das previsões de precipitação para a previsão da anomalia de umidade no solo. As figuras 

7.18 a 7.26 a seguir mostram as séries de precipitação previstas (média do ensemble) 

versus a precipitação média mensal de longo período. Pode-se observar que as previsões, 

ainda que não perfeitamente, muitas vezes são capazes de representar a ocorrência de 

valores bastante altos ou baixos de precipitação, ao contrário da precipitação média 

mensal. Pela análise visual das figuras, percebe-se que o baixo desempenho das previsões 

pode estar associado a erros de fase do hietograma. Por exemplo, para o modelo ECPC, 

horizonte de 1 mês (Figura 7.21) a precipitação prevista foi de 97 mm, enquanto a 

precipitação observada na bacia em novembro de 2006 foi de 279 mm. Contudo, para 

outubro de 2006, a previsão do modelo previu 266 mm (enquanto o valor observado foi 

de 177 mm). Ao calcular-se os erros (absoluto, raiz do erro quadrático) ou coeficiente de 

correlação, o modelo apresenta um desempenho bastante ruim, pior até que a média 

mensal de longo período (218 mm para outubro e 157 para novembro). 

  



 

 

94 

 
Figura 7.18. Precipitação prevista pelo modelo CCM3v6 (média do ensemble) para horizonte de 1 mês, média 

mensal de longo período e observada na bacia, no período entre junho/2005 e dezembro/2013. 

 

 
Figura 7.19. Precipitação prevista pelo modelo CCM3v6 (média do ensemble) para horizonte de 3 meses, 

média mensal de longo período e observada na bacia, no período entre junho/2005 e dezembro/2013. 

 

 
Figura 7.20. Precipitação prevista pelo modelo CCM3v6 (média do ensemble) para horizonte de 6 meses, 

média mensal de longo período e observada na bacia, no período entre junho/2005 e dezembro/2013. 
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Figura 7.21. Precipitação prevista pelo modelo ECPC (média do ensemble) para horizonte de 1 mês, média 

mensal de longo período e observada na bacia, no período entre junho/2005 e dezembro/2013. 

 

 
Figura 7.22. Precipitação prevista pelo modelo ECPC (média do ensemble) para horizonte de 3 meses, média 

mensal de longo período e observada na bacia, no período entre junho/2005 e dezembro/2013. 

 

 
Figura 7.23. Precipitação prevista pelo modelo ECPC (média do ensemble) para horizonte de 6 meses, média 

mensal de longo período e observada na bacia, no período entre junho/2005 e dezembro/2013. 
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Figura 7.24. Precipitação prevista pelo modelo GFDL (média do ensemble) para horizonte de 1 mês, média 

mensal de longo período e observada na bacia, no período entre junho/2005 e dezembro/2013. 

 

 
Figura 7.25. Precipitação prevista pelo modelo GFDL (média do ensemble) para horizonte de 3 meses, média 

mensal de longo período e observada na bacia, no período entre junho/2005 e dezembro/2013. 

 

 
Figura 7.26. Precipitação prevista pelo modelo GFDL (média do ensemble) para horizonte de 6 meses, média 

mensal de longo período e observada na bacia, no período entre junho/2005 e dezembro/2013. 
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8. PREVISÃO DE UMIDADE NO SOLO 

 

Este capítulo traz os resultados das previsões de umidade do solo realizadas 

através do MGB-IPH empregando previsões de precipitação, assim como a análise destes 

resultados. A descrição das previsões de precipitação utilizadas encontra-se no item 4.3 

da metodologia e no capítulo 7. Cada arquivo de previsão de precipitação gerou uma 

previsão diferente de umidade no solo. Assim, foram realizadas ao todo 207 simulações 

com o MGB-IPH: 

 3 horizontes de previsão: 

o 3 médias: 

 Média da precipitação prevista pelos membros do modelo CCM3v6; 

 Média da precipitação prevista pelos membros do modelo ECPC;  

 Média da precipitação prevista pelos membros do modelo GFDL. 

o 66 membros: 

 24 membros do modelo CCM3v6; 

 12 membros do modelo ECPC;  

 30 membros do modelo GFDL. 

As previsões foram analisadas conforme as combinações apresentadas na Tabela 

4.3, item 4.4. Desta forma, para cada mês do período simulado, existem 8 previsões de 

umidade do solo.  

A previsão de umidade no solo é aqui apresentada na forma de grau de saturação 

do solo (S), ou seja, como uma variação de 0% (solo completamente seco) a 100% (solo 

saturado). Esta saturação é calculada como a lâmina média em uma minibacia (para cada 

intervalo de tempo) dividida pela lâmina máxima média da minibacia. A capacidade 

máxima do solo é um parâmetro calibrável no MGB-IPH (Wm), determinado para cada 

sub-bacia, em cada URH. Os valores adotados podem ser analisados no ANEXO D. 

A variação entre as minibacias pode ser grande, porém uma minibacia é uma área 

excessivamente pequena para a análise apropriada dos resultados. Analisou-se a 

variabilidade entre as sub-bacias e, sendo os resultados bastante similares entre uma e 

outra sub-bacia, optou-se por avaliar os resultados para toda a bacia do rio Ijuí. A grade 

de baixa resolução dos modelos de previsão (ver Figura 7.1) indica que a análise de 

resultados em uma escala espacial mais detalhada não apresenta ganhos.   
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8.1 Resultados da previsão de umidade no solo – Nível de saturação 

Previsões tipo B - Médias do ensemble 

As figuras 8.1 a 8.3 mostram a saturação calculada com a precipitação média do 

ensemble de cada modelo, para cada horizonte. Os resultados apresentados neste item 8.1 

referem-se às previsões do tipo B, códigos 4, 5 e 6, conforme descrito na Tabela 4.3. Os 

resultados de saturação simples são neste item apresentados de forma ilustrativa, uma vez 

que a análise de resultados é realizada sobre os valores de saturação classificados, 

conforme descrito no item 8.2. Desta forma, são apresentados neste item apenas os 

resultados referentes às previsões tipo B (média do ensemble de cada modelo). 

Observa-se nas figuras a seguir que a concordância entre as previsões e os valores 

de saturação pseudo-observada é relativamente pequena. Contudo, geralmente, a 

tendência (período mais seco ou mais úmido) é representada, por um ou mais modelos. 

Apesar disso, observa-se que alguns valores extremos (por exemplo, os mínimos em 

abril/2009 e entre dezembro/2011 e maio/2012) não foram identificados por nenhum dos 

modelos, em nenhum dos horizontes.  

 

 

Figura 8.1. Saturação média mensal prevista com 1 mês de antecedência e pseudo-observada na 

bacia do rio Ijuí. 
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Figura 8.2. Saturação média mensal prevista com 3 meses de antecedência e pseudo-observada na 

bacia do rio Ijuí. 

 

 

 

Figura 8.3. Saturação média mensal prevista com 6 meses de antecedência e pseudo-observada na 

bacia do rio Ijuí. 
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8.2 Resultados da previsão de umidade no solo – Classificação 

Os resultados a seguir são analisados com base na variação do grau de saturação 

em relação à saturação média mensal de longo período, conforme a classificação 

apresentada no item 4.5.  

Os itens a seguir apresentam os resultados das previsões de saturação do solo e os 

erros associados a cada mês de previsão, quando da comparação das previsões com os 

valores pseudo-observados. O erro das previsões é definido como (classe prevista menos 

classe pseudo-observada), podendo variar entre 0 (classe prevista = pseudo-observada, 

ou seja, acerto da previsão) e ± 4, conforme descrito no item 4.6.  

8.2.1 Previsões tipo A – Ensemble – Códigos 1, 2 e 3 

A previsão de umidade no solo, determinação do grau de saturação, 

compatibilização para escala mensal e classificação conforme a Tabela 4.4 foi realizada 

para cada membro, de cada modelo. Então, para cada mês do período de simulação, para 

cada modelo, realizou-se uma contagem do número de membros em cada classe de 

saturação ( -2 a +2). A probabilidade de ocorrência de determinada classe foi determinada 

como: 

𝑃𝐶𝑚𝑜𝑑𝑒𝑙𝑜 =
𝑁𝑐𝑙𝑎𝑠𝑠𝑒

𝑁𝑚𝑜𝑑𝑒𝑙𝑜
 

(23) 

Onde: 

PCmodelo: Probabilidade de ocorrência de determinada classe de saturação (-2, 

-1, 0, +1 ou +2) para o modelo em questão (CCM3v6, ECPC ou GFDL); 

Nclasse: Número de membros com saturação em determinada classe; 

Nmodelo: Número total de membros do modelo em questão (24 para CCM3v6, 

12 para ECPC e 30 para GFDL). 

 

Em cada mês, para cada modelo, considerou-se a classe prevista como a classe 

com maior probabilidade, determinada a partir da equação (23). Considerou-se para esta 

escolha de apresentação e análise dos resultados a facilitação da interpretação e eventual 
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tomada de decisão por parte do usuário das previsões. Conforme WMO (2012), este tipo 

de apresentação de resultados – previsão simples associada à uma probabilidade – é de 

mais fácil análise por parte do usuário que uma previsão totalmente probabilística, mas 

ainda tem vantagens sobre uma previsão completamente determinística, sem a 

informação de incerteza. As figuras 8.4 a 8.12 apresentam os resultados da previsão por 

ensemble (tipo A) quanto a classe mais provável de saturação, para os diferentes 

horizontes de previsão. As tabelas F.1 a F.3, no ANEXO F mostram os resultados 

referentes à classe mais provável de saturação do solo para os três horizontes de previsão, 

e o erro referente a cada previsão. As tabelas F.4 a F.12 mostram o resultado completo da 

previsão probabilística de umidade do solo. Cada tabela traz a informação de classe de 

saturação pseudo-verdadeira e probabilidade de ocorrência de cada classe de saturação 

conforme o ensemble de cada modelo. A probabilidade referente a cada classe é calculada 

pela Equação (23). 

As figuras a seguir mostram que a previsão realizada com a classe mais provável 

do ensemble de cada modelo possui, em geral, uma tendência a subestimar a classe de 

saturação do solo. Esta tendência é bastante destacada para o caso do modelo GFDL, 

horizontes de 1 e 3 meses. Destaca-se ainda que poucas vezes ao longo da série simulada 

a classe exata de saturação pseudo-verdadeira foi identificada pela previsão. Contudo, 

muitas vezes, a classe prevista foi uma classe imediatamente acima ou abaixo da classe 

pseudo-observada. Isso indica que a previsão, apesar de não ser capaz de identificar, na 

maior parte das vezes, a classe exata de saturação do solo, apresenta um desempenho 

melhor em reconhecer a tendência, ou seja, o nível aproximado de umidade no solo.  
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Previsões tipo A - Horizonte de 1 mês  

 

Figura 8.4. Classe pseudo-observada de saturação do solo e prevista pelo ensemble do modelo 

CCM3v6 (previsão código 1), para o horizonte de 1 mês. 

 

 

Figura 8.5. Classe pseudo-observada de saturação do solo e prevista pelo ensemble do modelo 

ECPC (previsão código 2), para o horizonte de 1 mês. 

 

 

Figura 8.6. Classe pseudo-observada de saturação do solo e prevista pelo ensemble do modelo 

GFDL (previsão código 3), para o horizonte de 1 mês.   
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Previsões tipo A - Horizonte de 3 meses  

 

Figura 8.7. Classe pseudo-observada de saturação do solo e prevista pelo ensemble do modelo 

CCM3v6 (previsão código 1), para o horizonte de 3 meses. 

 

 

Figura 8.8. Classe pseudo-observada de saturação do solo e prevista pelo ensemble do modelo 

ECPC (previsão código 2), para o horizonte de 3 meses. 

 

 

Figura 8.9. Classe pseudo-observada de saturação do solo e prevista pelo ensemble do modelo 

GFDL (previsão código 3), para o horizonte de 3 meses.  
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Previsões tipo A - Horizonte de 6 meses 

 

Figura 8.10. Classe pseudo-observada de saturação do solo e prevista pelo ensemble do modelo 

CCM3v6 (previsão código 1), para o horizonte de 6 meses. 

 

 

Figura 8.11. Classe pseudo-observada de saturação do solo e prevista pelo ensemble do modelo 

ECPC (previsão código 2), para o horizonte de 6 meses. 

 

 

Figura 8.12. Classe pseudo-observada de saturação do solo e prevista pelo ensemble do modelo 

GFDL (previsão código 3), para o horizonte de 6 meses.   
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8.2.2 Previsões tipo B – Médias do ensemble – Códigos 4, 5 e 6 

As figuras 8.13 a 8.21 mostram os resultados da previsão de umidade do solo 

realizada com a média do ensemble da previsão de precipitação de cada modelo (previsões 

tipo B). As tabelas F.19 a F.21, no ANEXO F, mostram os resultados na forma de tabela. 

A análise das figuras mostra que o desempenho das médias (previsões tipo B) em 

identificar a classe exata de saturação do solo é melhor que o desempenho do ensemble 

(previsões tipo A), mostrado no item anterior. Avaliando-se quanto à capacidade de 

reconhecer a faixa de umidade, ou seja, analisando-se se a previsão indica uma classe de 

saturação imediatamente acima ou abaixo da pseudo-observada, o desempenho da 

previsão com as médias mostra-se ainda melhor que o desempenho do ensemble. 

O modelo ECPC (previsão código 5), para o horizonte de 1 mês, apresentou uma 

tendência a superestimar a previsão. Isso foi intensificado para os horizontes de 3 e 6 

meses de previsão. Quanto as previsões realizadas com o modelo GFDL (código 6), a 

previsão com 3 meses de antecipação mostrou uma forte tendência a superestimar a 

previsão. Esta tendência é ainda mais intensa para o horizonte de 6 meses. O modelo 

CCM3v6 (código 4) foi aquele capaz de melhor identificar a classe de saturação pseudo-

observada. Este resultado está coerente com a análise do desempenho das previsões de 

precipitação, realizada no item 8.3. 
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Previsões tipo B - Média do ensemble - Horizonte de 1 mês 

 

Figura 8.13. Classe pseudo-observada de saturação do solo e prevista pela média do ensemble do 

modelo CCM3v6 (previsão código 4), para o horizonte de 1 mês. 

 

 

Figura 8.14. Classe pseudo-observada de saturação do solo e prevista pela média do ensemble do 

modelo ECPC (previsão código 5), para o horizonte de 1 mês. 

 

 

Figura 8.15. Classe pseudo-observada de saturação do solo e prevista pela média do ensemble do 

modelo GFDL (previsão código 6), para o horizonte de 1 mês.   
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Previsões tipo B - Média do ensemble - Horizonte de 3 meses 

 

Figura 8.16. Classe pseudo-observada de saturação do solo e prevista pela média do ensemble do 

modelo CCM3v6 (previsão código 4), para o horizonte de 3 meses. 

 

 

Figura 8.17. Classe pseudo-observada de saturação do solo e prevista pela média do ensemble do 

modelo ECPC (previsão código 5), para o horizonte de 3 meses. 

 

 

Figura 8.18. Classe pseudo-observada de saturação do solo e prevista pela média do ensemble do 

modelo GFDL (previsão código 6), para o horizonte de 3 meses.   
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Previsões tipo B - Média do ensemble - Horizonte de 6 meses 

 

Figura 8.19. Classe pseudo-observada de saturação do solo e prevista pela média do ensemble do 

modelo CCM3v6 (previsão código 4), para o horizonte de 6 meses. 

 

 

Figura 8.20. Classe pseudo-observada de saturação do solo e prevista pela média do ensemble do 

modelo ECPC (previsão código 5), para o horizonte de 6 meses. 

 

 

Figura 8.21. Classe pseudo-observada de saturação do solo e prevista pela média do ensemble do 

modelo GFDL (previsão código 6), para o horizonte de 6 meses.   
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8.2.3 Previsões tipo C – Superensemble – Código 7 

A partir da definição de classes de saturação prevista para cada membro, o 

superensemble foi determinado desconsiderando-se a separação entre modelos, ou seja, 

como um total de 66 membros (24 CCM3v6, 12 ECPC e 30 GFDL) para cada horizonte. 

As figuras 8.22 a 8.24 apresentam os resultados encontrados. As tabelas F.13 a F.18, no 

ANEXO F, trazem os resultados completos da previsão, com informação da 

probabilidade associada a cada classe de saturação. 

O superensemble apresenta uma forte tendência a subestimar a saturação do solo. 

O principal motivo pelo qual isto ocorre está ligado a distribuição dos membros e à 

correção de viés. A correção de viés da precipitação foi determinada com a média dos 

membros. Porém, o espalhamento dos membros não é homogêneo (muitos membros 

muito baixos, alguns muito altos). Utilizando-se cada membro do ensemble para realizar 

uma previsão individual de umidade no solo há muitos membros com classe baixa de 

saturação. Ao se fazer a contagem de membros em cada classe, determinando-se a 

probabilidade associada a cada nível de saturação, as classes mais secas (mais baixas) 

tendem a ser aquelas com maior probabilidade, fazendo com que haja uma tendência a 

subestimar a previsão. Esse efeito já é sentido ao se trabalhar com cada modelo 

separadamente, nas previsões do tipo A. Com o superensemble, o efeito é intensificado, 

e a previsão resultante fica prejudicada. 
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Figura 8.22. Classe de saturação pseudo-observada e prevista pelo superensemble (previsão código 

7) para o horizonte de 1 mês. 

 

 

Figura 8.23. Classe de saturação pseudo-observada e prevista pelo superensemble (previsão código 

7) para o horizonte de 3 meses. 

 

 

Figura 8.24. Classe de saturação pseudo-observada e prevista pelo superensemble (previsão código 

7) para o horizonte de 6 meses.   
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8.2.4 Previsões tipo D – Ensemble de modelos – Código 8 

As figuras 8.25 a 8.27 mostram a série prevista com o ensemble construído com 

as médias dos três modelos – um ensemble de modelos. O resultado do ensemble das 

médias (de saturação) foi calculado como a média (arredondada para o número inteiro 

mais próximo) das classes encontradas pela previsão realizada com a média (de 

precipitação) de cada modelo. Ou seja, a previsão do tipo D é originada a partir de uma 

média, arredondada para um número inteiro, das previsões tipo B. As tabelas F.19 a F.21, 

no ANEXO F, mostram os resultados do ensemble das médias em forma de tabela. 

Observa-se nas figuras a seguir que o ensemble das médias, apesar de possuir 

resultados mais coerentes com a umidade do solo pseudo-observada do que o 

superensemble (tipo C), é no geral incapaz de identificar a ocorrência de eventos 

extremos, ou seja, meses em que a classe de saturação seja classificada como -2 ou +2.  

Analisando-se a Tabela 7.4, percebe-se que a média do erro médio da precipitação 

entre dos modelos tende a ficar mais positivo quanto mais distante o horizonte de 

previsão. Isto explica porque o ensemble de modelos passa a prever a ocorrência de alguns 

valores extremos (e positivos, ou seja, mais úmido) para os horizontes 3 e 6 meses.  
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Figura 8.25. Classe pseudo-observada de saturação do solo e prevista pelo ensemble das médias dos 

modelos (previsão código 8) para o horizonte de 1 mês. 

 

 

Figura 8.26. Classe pseudo-observada de saturação do solo e prevista pelo ensemble das médias dos 

modelos (previsão código 8) para o horizonte de 3 meses. 

 

 

Figura 8.27. Classe pseudo-observada de saturação do solo e prevista pelo ensemble das médias dos 

modelos (previsão código 8) para o horizonte de 6 meses.  
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8.3 Análise de desempenho da previsão de umidade no solo 

Conforme descrito no Capítulo 4, os resultados da previsão de umidade no solo 

são comparados a simulação do MGB-IPH empregando a precipitação observada para o 

período de interesse, encontrando-se assim a saturação do solo pseudo-observada.  

Adotando-se a classificação por códigos (-2 a 2), conforme a Tabela 4.4, os 

resultados podem ser reclassificados em faixas. As faixas são definidas conforme a Tabela 

8.1. Para uma saturação pseudo-observada na classe +2, o uso das faixas permite que 

previsões de saturação na classe +2 ou classe +1 sejam consideradas como acertos da 

previsão. Desta forma, ao invés de avaliar se a saturação prevista acerta ou erra a classe 

de saturação pseudo-observada, o uso das faixas permite avaliar a tendência de umidade 

no solo, um período úmido, normal ou seco. 

Tabela 8.1. Faixas de saturação. 

Faixas 
Limite 

inferior 

Valor central 

(pseudo-observado) 

Limite 

superior 

Úmido  +1  +2  +2 

Normal a úmido 0  +1  +2 

Normal -1 0  +1 

Normal a seco -2 -1 0 

Seco -2 -2 -1 

 

 

O item 8.3.1 a seguir avalia o desempenho da previsão de umidade do solo 

utilizando-se as faixas de saturação. O item 8.3.2 analisa os resultados quanto às classes 

de saturação: primeiramente avalia-se o desempenho adotando-se apenas três classes de 

saturação, seco (classes -2 e -1), normal (classe 0) e úmido (classes +1 e +2). Em seguida, 

analisam-se os resultados sob o ponto de vista das cinco classes previstas. Por fim, o item 

6.5.3 avalia a relação entre o desempenho dos resultados e a probabilidade associada a 

previsão, para o ensemble de modelos (previsão tipo D, código 8). 
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8.3.1 Análise de desempenho da previsão em Faixas 

O uso das faixas equivale a considerar que erros iguais a +1 ou -1 são aceitáveis. 

Desta forma, há um intervalo de uma classe de sobreposição entre as faixas, conforme 

mostrado na Tabela 8.1. A Tabela 8.2 e a Figura 8.28 mostram o índice de acertos para 

cada tipo de previsão, para os três horizontes. 

 

Tabela 8.2. Índice de acertos da previsão considerando-se faixas de tendência. 

Código da 

previsão 
1 2 3 7 4 5 6 8 

Horizonte 

de previsão 

Ensemble Super 

ensemble 

Média Ensemble 

das 

médias CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

1 mês 58% 71% 41% 46% 78% 67% 69% 80% 

3 meses 59% 74% 53% 59% 76% 70% 74% 77% 

6 meses 63% 64% 60% 63% 70% 66% 52% 66% 

 

 

 

Figura 8.28. Índice de acertos da previsão considerando-se faixas de tendência, conforme o 

horizonte de previsão. 
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Exceto para o modelo ECPC, nos horizontes de 1 e 3 meses, a previsão realizada 

com as médias do ensemble (tipo B) apresentou desempenho superior à previsão feita 

com cada membro do conjunto (tipo A, códigos 1, 2 e 3). Este resultado está associado 

ao espalhamento dos membros e ao fato da correção de viés ter sido determinada pela 

média do ensemble. Este problema do espalhamento inadequado dos membros tem seu 

efeito intensificado ao avaliar-se o desempenho da previsão com o superensemble (código 

7), onde os membros dos três modelos são tratados como um único conjunto.  

O emprego do ensemble das médias (código 8) como previsão obteve bons 

resultados, superior a qualquer das demais previsões (ensemble, média de cada modelo 

isolado ou superensemble) para os horizontes 1 e 3 meses. Para o horizonte de 6 meses, 

o resultado foi inferior apenas à média do modelo CCM3v6 (previsão código 4). 

Quanto aos horizontes de previsão, para a média do modelo CCM3v6 (previsão 

código 4) e para o ensemble das médias (código 8), há uma tendência à melhor 

desempenho quanto mais curto o horizonte. A diferença no índice de acertos entre os 

horizontes 1 e 3 meses é, contudo, pequena. O superemsemble (código 7) possui um 

desempenho melhor quanto mais distante o horizonte de previsão, o que está ligado à 

melhora na performance do ensemble do modelo GFDL (código 3). 
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8.3.2 Análise de desempenho da previsão em Classes 

 

Saturação em três classes 

A análise quanto a três classes de saturação requer uma reclassificação dos 

resultados das cinco classes previstas. Desta forma, a divisão entre as classes muito seco 

(-2) e seco (-1) deixa de existir, assim como a separação entre as classes úmido (+1) e 

muito úmido (+2). As tabelas 8.3 a 8.5 mostram o desempenho das previsões no período 

de simulação considerando-se as três classes. O erro é definido como a classe de saturação 

prevista menos a classe pseudo-verdadeira. Desta forma, erro=0 equivale a um acerto na 

previsão. Erros positivos (+1, +2) indicam uma superestimativa da previsão em relação 

aos valores pseudo-observados, enquanto erros negativos (-1, -2) indicam subestimativas. 

Os resultados mostram que a taxa de erro=0 é relativamente baixa, nunca superior 

à 37% para qualquer das 8 diferentes previsões. Contudo, uma quantidade importante dos 

erros é igual a ±1, o que indica que, na maior parte do tempo, a previsão de saturação do 

solo erra entre as categorias seco e normal ou normal e úmido. A taxa de erros ±2 é de no 

máximo 30%. Ou seja, na pior das previsões (mais incorreta), a indicação de período seco 

quando o observado foi úmido, ou úmido quando o observado foi seco, ocorre em 30% 

do tempo. 
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Tabela 8.3. Índice de erros e acertos da previsão considerando-se três classes de saturação. 

Horizonte 1 mês. 

Código da previsão  1 2 3 7 4 5 6 8 

Tipo de erro 
Ensemble Super- 

ensemble 

Média Ensemble 

das médias CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

Erro= 0 36% 27% 25% 28% 37% 21% 37% 27% 

Erro= +1 9% 19% 13% 9% 34% 38% 22% 38% 

Erro= -1 33% 33% 38% 40% 14% 14% 17% 19% 

Erro = +2 5% 8% 6% 1% 14% 22% 17% 15% 

Erro = -2 17% 13% 18% 22% 2% 5% 8% 1% 

 

Acertos: Erro= 0 36% 27% 25% 28% 37% 21% 37% 27% 

Total erros positivos 14% 27% 18% 10% 48% 60% 39% 52% 

Total erros negativos 50% 46% 56% 62% 16% 18% 24% 20% 

 

Tabela 8.4. Índice de erros e acertos da previsão considerando-se três classes de saturação. 

Horizonte 3 meses. 

Código da previsão  1 2 3 7 4 5 6 8 

Tipo de erro Ensemble Super- 

ensemble 

Média Ensemble 

das médias CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

Erro= 0 31% 31% 31% 31% 32% 28% 35% 33% 

Erro= +1 16% 23% 14% 11% 36% 38% 29% 38% 

Erro= -1 32% 23% 32% 40% 16% 9% 16% 12% 

Erro = +2 7% 12% 7% 0% 16% 25% 15% 17% 

Erro = -2 15% 11% 17% 18% 1% 0% 6% 0% 

 

Acertos: Erro= 0 31% 31% 31% 31% 32% 28% 35% 33% 

Total erros positivos 22% 35% 20% 11% 51% 63% 44% 55% 

Total erros negativos 47% 34% 49% 58% 17% 9% 21% 12% 

 

Tabela 8.5. Índice de erros e acertos da previsão considerando-se três classes de saturação. 

Horizonte 6 meses. 

Código da previsão  1 2 3 7 4 5 6 8 

Tipo de erro 
Ensemble Super-

ensemble 

Média Ensemble 

das médias CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

Erro= 0 32% 26% 25% 26% 30% 28% 30% 32% 

Erro= +1 16% 24% 33% 21% 37% 34% 37% 33% 

Erro= -1 33% 20% 15% 33% 12% 10% 6% 7% 

Erro = +2 7% 15% 17% 2% 20% 28% 27% 28% 

Erro = -2 13% 15% 11% 17% 1% 0% 0% 0% 

 

Acertos: Erro= 0 32% 26% 25% 26% 30% 28% 30% 32% 

Total erros positivos 22% 39% 50% 23% 57% 62% 64% 61% 

Total erros negativos 46% 35% 25% 50% 13% 10% 6% 7% 
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Estabelecendo-se uma tabela de contingência 2 X 2 para cada classe de saturação, 

conforme descrito no item 4.6, são analisadas as medidas de desempenho Probabilidade 

de Detecção (POD) e Probabilidade de Falsa Detecção (POFD), Bias e Razão de Alarme 

Falso (RAF), calculadas conforme as equações (17) a (20). Cada tabela de contingência 

é construída a partir da divisão a série simulada, quanto aos dados pseudo-observados, 

em três séries: uma relativa à classe seca, uma à classe normal, e outra à classe úmida. As 

figuras a seguir mostram os resultados de medidas de desempenho calculadas para cada 

uma das três classes de saturação do solo: seco, normal e úmido.  
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Figura 8.29. Probabilidade de Detecção e Probabilidade de Falsa Detecção para as classes seca, normal e úmida, para as diferentes previsões.  
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Código 

previsão 
1 4 7 8 1 4 7 8 1 4 7 8  Código 

previsão 2 5 7 8 2 5 7 8 2 5 7 8  Código 

previsão 
3 6 7 8 3 6 7 8 3 6 7 8  

Figura 8.30. Razão de Falso Alarme para as classes seca, normal e úmida, para as diferentes previsões.  



 

 

121 

   
Código 

previsão 
1 4 7 8 1 4 7 8 1 4 7 8  Código 

previsão 
2 5 7 8 2 5 7 8 2 5 7 8  Código 

previsão 
3 6 7 8 3 6 7 8 3 6 7 8  

Figura 8.31. BIAS para as classes seca, normal e úmida, para as diferentes previsões. 
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Sabendo-se que o resultado ideal seria Probabilidade de Detecção (POD) igual a 

1 e Probabilidade de Falsa Detecção (POFD) igual a 0, percebe-se que as previsões 

possuem um desempenho ainda distante do ideal. Para os três modelos, tanto a previsão 

com o conjunto completo (tipo A, códigos 1, 2 e 3) como a previsão da média do ensemble 

(tipo B, códigos 4, 5 e 6), assim como o superensemble (código 7) e o ensemble de 

modelos (código 8), tendem a ter POD semelhante à POFD.  

Analisando-se o conjunto de gráficos demonstrativos das medidas RAF e BIAS, 

percebe-se que o desempenho tende a ser melhor para a classe normal, o que mostra a 

dificuldade de qualquer uma das previsões em detectar a ocorrência de eventos extremos.  

Para todos os modelos, em todos os horizontes, as previsões para classe seca com 

o ensemble (tipo A) e com o superensemble (tipo C) tende a ter maiores valores de POD 

e POFD que as previsões com a média de conjunto de cada modelo (tipo B) e com o 

ensemble de modelos (tipo D). Isto está relacionado ao espalhamento dos membros e aos 

resultados da correção de viés. A previsão com todos os membros de um modelo (códigos 

1, 2 e 3) tende a subestimar a classe prevista, e este efeito é intensificado ao realizar-se a 

previsão com o superensemble. Isso faz com que haja um maior número de eventos secos 

previstos, porém nem todos de fato ocorrem. Isto aumenta a POD, mas também aumenta 

a POFD. Este efeito pode também ser analisado sob o ponto de vista do BIAS, maior que 

1,0 em quase todas as previsões realizadas com o ensemble dos membros (tipo A) ou com 

o superensemble (tipo C).  

Já para classe úmida, a previsão com a média do ensemble (códigos 4, 5 e 6) e 

com o ensemble de médias (código 8) possui POD e POFD maiores que a realizada com 

o ensemble (códigos 1, 2 e 3) e com o superensemble (código 7). O BIAS, nestes casos, 

é quase sempre maior que 1,0, o que indica que houve mais eventos úmidos previstos que 

de fato observados. Isto pode estar relacionado à predominância de eventos La Niña ao 

longo do intervalo de tempo simulado, associado à ocorrência de estiagens na região de 

interesse.  

Para o BIAS, nos horizontes de 1 e 3 meses o desempenho do ensemble de 

modelos (código 8) para classe normal é melhor que qualquer previsão, e bastante 

próximo ao valor ideal (1,0), indicando que não há tendência a subestimar ou superestimar 

a quantidade de meses em classe normal previstos. Analisando-se quanto às três classes, 
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percebe-se que a previsão com o ensemble das médias possui tendência a superestimar a 

quantidade de eventos úmidos e subestimar a quantidade de eventos secos. Isto pode estar 

relacionado com a ocorrência do fenômeno ENOS ao longo do período simulado, 

conforme discutido anteriormente.  

Para o horizonte de previsão de 6 meses na categoria seco, a Razão de Falso 

Alarme, a Probabilidade de Falsa Detecção e BIAS são zero para o ensemble de modelos 

(código 8) porque não houve, para este horizonte, nenhuma previsão de mês seco. 

O superensemble (previsão código 7), para os horizontes de 1 e 3 meses, possui 

POD maior que todas as demais previsões, à exceção de uma (a média do modelo ECPC 

para condição úmida, no horizonte de 3 meses). Em contrapartida, possui também as 

maiores POFDs. Isso ocorre pois, conforme já discutido, o superensemble apresenta uma 

forte tendência a subestimar a classe de saturação mensal. Essa tendência pode ser 

também confirmada através da BIAS, para classe seca nos três horizontes acima de 1,5, 

e chegando a 2,5 para o horizonte de 1 mês. A RAF mostra-se sempre em torno de 0,9, 

indicando que aproximadamente 90% dos eventos (meses de umidade do solo 

considerada abaixo do normal para o mês) previstos não são observados.  

Para a classe úmida, em todos os horizontes, a previsão do superensemble possui 

POD, assim como POFD, próximas a zero, devido à baixa incidência de previsões de 

meses em classe úmida. O BIAS, nestes casos, está sempre abaixo de 0,16, indicando 

uma forte subestimativa da quantidade de eventos observados. RAF, também em todos 

os horizontes, é igual a 1,0, o que mostra que, além de subestimar a quantidade de eventos 

úmidos (meses onde a saturação do solo é considerada acima do normal para o mês), o 

superensemble, ao longo do período simulado, nunca acertou uma previsão de ocorrência 

de classe úmida.  

Para a previsão de classe normal (umidade do solo dentro do esperado para o mês), 

o desempenho do superensemble é melhor que para classe seca ou úmida em termos de 

RAF e BIAS. Há ainda uma tendência a subestimar a quantidade de meses em classe 

normal, além de haver uma grande incidência de falsos alarmes. Para todos os horizontes, 

a POFD é maior que a POD. 
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Análise fora do período de saturação “normal” 

A avaliação dos resultados para o período em que a saturação do solo pseudo-

observada foi classificada como “seco” ou “úmido” permite avaliar o ganho na realização 

da previsão de umidade do solo com uma previsão de precipitação, e não a realização de 

uma estimativa com a precipitação média mensal. As tabelas 8.6 a 8.8 mostram o 

resultado quanto ao tipo de erro para os três horizontes de previsão, para o período fora 

dos meses normais. 

As previsões com o conjunto completo de membros de cada modelo (códigos 1, 2 

e 3) e com o superensemble (código 7) tendem a prever eventos secos, porém este viés é 

compensado pelo desvio na série pseudo-observada, que tem a predominância de eventos 

La Niña no intervalo de tempo simulado. A este fato deve-se o desempenho relativamente 

bom das previsões através do ensemble de cada modelo e do superensemble, quando 

comparado ao desempenho para o período completo (incluindo a condição normal) ou 

comparado ao desempenho da média de cada modelo (códigos 4, 5 e 6) ou do ensemble 

de modelos (código 8). 

 

 

  



 

 

125 

Tabela 8.6. Índice de erros e acertos da previsão fora dos meses de saturação pseudo-observada 

“normal”, considerando-se três classes de saturação. Horizonte 1 mês. 

Código da previsão  1 2 3 7 4 5 6 8 

Tipo de erro 
Ensemble Super-

ensemble 

Média Ensemble 

das médias CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

Erro= 0 44% 31% 37% 37% 39% 24% 26% 18% 

Erro= +1 10% 15% 15% 13% 21% 15% 18% 27% 

Erro= -1 10% 21% 8% 11% 15% 16% 16% 29% 

Erro = +2 8% 13% 10% 2% 23% 37% 27% 24% 

Erro = -2 29% 21% 31% 37% 3% 8% 13% 2% 

 

Acertos: Erro= 0 44% 31% 37% 37% 39% 24% 26% 18% 

Total erros positivos 18% 27% 24% 15% 44% 52% 45% 52% 

Total erros negativos 39% 42% 39% 48% 18% 24% 29% 31% 

 

Tabela 8.7. Índice de erros e acertos da previsão fora dos meses de saturação pseudo-observada 

“normal”, considerando-se três classes de saturação. Horizonte 3 meses. 

Código da previsão 1 2 3 7 4 5 6 8 

Tipo de erro 
Ensemble Super-

ensemble 

Média Ensemble 

das médias CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

Erro= 0 37% 35% 40% 39% 32% 39% 34% 29% 

Erro= +1 10% 15% 11% 13% 19% 10% 19% 23% 

Erro= -1 18% 13% 10% 18% 21% 10% 13% 19% 

Erro = +2 11% 19% 11% 0% 26% 42% 24% 29% 

Erro = -2 24% 18% 27% 31% 2% 0% 10% 0% 

 

Acertos: Erro= 0 37% 35% 40% 39% 32% 39% 34% 29% 

Total erros positivos 21% 34% 23% 13% 45% 52% 44% 52% 

Total erros negativos 42% 31% 37% 48% 23% 10% 23% 19% 

 

Tabela 8.8. Índice de erros e acertos da previsão fora dos meses de saturação pseudo-observada 

“normal”, considerando-se três classes de saturação. Horizonte 6 meses. 

Código da previsão  1 2 3 7 4 5 6 8 

Tipo de erro 
Ensemble Super-

ensemble 

Média Ensemble 

das médias CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

Erro= 0 40% 24% 27% 18% 31% 32% 39% 37% 

Erro= +1 13% 18% 19% 31% 18% 5% 6% 5% 

Erro= -1 15% 10% 8% 19% 16% 16% 10% 11% 

Erro = +2 11% 24% 27% 3% 34% 47% 45% 47% 

Erro = -2 21% 24% 18% 29% 2% 0% 0% 0% 

 

Acertos: Erro= 0 40% 24% 27% 18% 31% 32% 39% 37% 

Total erros positivos 24% 42% 47% 34% 52% 52% 52% 52% 

Total erros negativos 35% 34% 26% 48% 18% 16% 10% 11% 
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Saturação em cinco classes 

A avaliação do ponto de vista das cinco classes de saturação é a análise mais 

rigorosa aqui realizada. Neste caso, diferentemente da análise por faixas (item 8.3.1), 

apenas erros iguais a zero são aceitos, ou seja, são contabilizados como acertos apenas 

meses em que a faixa de saturação prevista esteve exatamente na mesma faixa da 

saturação pseudo-observada. As tabelas 8.9 a 8.11 mostram o índice de acertos e o tipo 

de erro para as diferentes previsões realizadas, para os três horizontes de previsão. Para a 

análise em cinco classes de saturação, o maior índice de acertos encontrado foi 35%. 

Assim como na avaliação em três classes de saturação, grande parte dos erros é igual a 

±1. Desta forma, os erros ocorrem, em sua maior, em identificar a diferença entre: 

 Mês muito úmido e úmido; 

 Mês úmido e normal; 

 Mês normal e seco; 

 Mês seco e muito seco. 

Este resultado indica que a análise por faixas é uma alternativa interessante para 

contornar este erro. Apesar de não ser capaz de identificar a classe exata de umidade, o 

uso das faixas permite uma indicação da tendência de saturação do mês de interesse. 

Tabela 8.9. Índice de erros e acertos da previsão considerando-se cinco classes de saturação. 

Horizonte 1 mês. 

Código da previsão  1 2 3 7 4 5 6 8 

Tipo de erro 
Ensemble Super-

ensemble 

Média Ensemble 

das médias CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

Erro= 0 26% 19% 15% 14% 33% 19% 35% 26% 

Erro= +1 10% 17% 8% 5% 31% 33% 20% 35% 

Erro= -1 22% 34% 18% 27% 14% 15% 14% 18% 

Erro = +2 5% 8% 8% 6% 14% 19% 14% 12% 

Erro = -2 27% 13% 35% 34% 2% 5% 8% 3% 

Erro = +3 1% 3% 3% 0% 6% 7% 6% 6% 

Erro = -3 9% 6% 14% 15% 1% 0% 4% 0% 

Erro = +4 0% 0% 0% 0% 0% 2% 0% 0% 

Erro = -4 0% 0% 0% 0% 0% 0% 0% 0% 

 

Acertos: Erro= 0 26% 19% 15% 14% 33% 19% 35% 26% 

Total erros positivos 16% 28% 18% 11% 50% 61% 40% 52% 

Total erros negativos 58% 52% 67% 76% 17% 19% 25% 21% 

 



 

 

127 

Tabela 8.10. Índice de erros e acertos da previsão considerando-se cinco classes de saturação. 

Horizonte 3 meses. 

Código da previsão  1 2 3 7 4 5 6 8 

Tipo de erro 
Ensemble Super-

ensemble 

Média Ensemble 

das médias CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

Erro= 0 20% 29% 19% 17% 28% 25% 32% 30% 

Erro= +1 16% 24% 15% 12% 33% 35% 25% 35% 

Erro= -1 23% 20% 19% 31% 15% 10% 17% 12% 

Erro = +2 6% 9% 8% 1% 19% 21% 14% 17% 

Erro = -2 24% 12% 27% 28% 2% 0% 6% 1% 

Erro = +3 2% 4% 0% 0% 3% 8% 6% 6% 

Erro = -3 9% 2% 12% 12% 0% 0% 1% 0% 

Erro = +4 0% 0% 0% 0% 0% 1% 0% 0% 

Erro = -4 0% 0% 0% 0% 0% 0% 0% 0% 

 

Acertos: Erro= 0 20% 29% 19% 17% 28% 25% 32% 30% 

Total erros positivos 23% 37% 22% 13% 55% 65% 45% 57% 

Total erros negativos 56% 34% 58% 71% 17% 10% 23% 13% 

 

Tabela 8.11. Índice de erros e acertos da previsão considerando-se cinco classes de saturação. 

Horizonte 6 meses. 

Código da previsão  1 2 3 7 4 5 6 8 

Tipo de erro 
Ensemble Super-

ensemble 

Média Ensemble 

das médias CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

Erro= 0 22% 21% 20% 22% 30% 25% 20% 29% 

Erro= +1 18% 21% 26% 16% 29% 30% 25% 29% 

Erro= -1 22% 21% 14% 25% 11% 11% 7% 8% 

Erro = +2 4% 14% 18% 8% 21% 23% 29% 24% 

Erro = -2 21% 14% 10% 21% 2% 0% 0% 0% 

Erro = +3 3% 5% 4% 2% 7% 10% 11% 9% 

Erro = -3 9% 4% 2% 6% 0% 0% 0% 0% 

Erro = +4 0% 0% 6% 0% 0% 1% 8% 1% 

Erro = -4 0% 0% 0% 0% 0% 0% 0% 0% 

 

Acertos: Erro= 0 22% 21% 20% 22% 30% 25% 20% 29% 

Total erros positivos 25% 40% 54% 25% 57% 64% 73% 63% 

Total erros negativos 52% 39% 25% 52% 13% 11% 7% 8% 
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8.3.3 Análise de desempenho da previsão quanto à Probabilidade – 

Previsão tipo D - Ensemble de modelos 

As figuras 8.32 a 8.34 mostram a quantidade de meses da simulação com cada 

tipo de erro, conforme a probabilidade da previsão, para o ensemble das médias. Assim 

como nas demais análises, o erro é determinado como a classe de saturação prevista 

menos a classe pseudo-verdadeira. O total de meses simulados é igual a 103, equivalente 

ao período entre junho/2005 e dezembro/2013. 

A probabilidade associada ao ensemble das médias (previsão código 8) foi 

definida pela contagem de modelos com classe prevista igual à classe média, determinada 

pelo arredondamento da média das classes previstas pela média dos modelos. Este valor 

varia entre 0%, quando nenhum dos modelos previu aquela classe, e 100%, quando os 

três modelos previram a mesma classe de saturação. A probabilidade 0% é atingida, por 

exemplo, no caso de outubro/2005 para horizonte 1 mês, quando dois modelos previram 

classe +2 e um, classe 0. A previsão do ensemble das médias é classe +1 ((2+0+2) /3 = 

1,333 >> classe +1); porém nenhum dos modelos havia previsto, para aquele mês, esta 

classe.  

Pelas figuras a seguir, observa-se que a maior parte de previsões tem 

probabilidade de 67%, o que equivale a dizer que a classe da média de dois dos três 

modelos foi igual a classe prevista pelo ensemble das médias. Ou seja, duas previsões do 

tipo B foram iguais à previsão do tipo D, para aquele mês. Para os três horizontes de 

previsão, entre as probabilidades 0% e 67% há um aumento da quantidade de previsões 

conforme aumenta a probabilidade. Ou seja, as previsões dos diferentes modelos tendem 

a convergir, porém menos vezes são capazes de entrar em consenso (a quantidade de 

previsões com probabilidade 0,67 é maior que com probabilidade 1). Da mesma forma, 

entre as probabilidades 0 e 0,67, há também um incremento na quantidade de previsões 

com erro zero, ou seja, acertos da classe de saturação.  

Uma quantidade menor de previsões é consensual entre os modelos (probabilidade 

100%) quando comparada com a probabilidade de 67% (dois modelos previram a classe 

prevista pelo ensemble de médias). Contudo, para os horizontes de 1 e 3 meses de 

antecedência, nas ocorrências de previsão com probabilidade 1, a quantidade de erros 

zero é maior em relação aos demais tipos de erro. Ou seja, quanto maior a probabilidade 
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de ocorrência de determinada classe, maior a quantidade de acertos na previsão pelo 

ensemble das médias dos modelos.  

Quanto a distribuição dos erros, conforme analisado nos itens anteriores, os erros 

são em sua maior parte positivos, revelando uma tendência a superestimar a classe de 

saturação por parte do ensemble de modelos. Além disso, observa-se que os erros 

máximos (± 4) foram atingidos apenas uma vez, no horizonte de 6 meses. 

 

Figura 8.32. Tipo de erro conforme a probabilidade da previsão. Ensemble das médias. Horizonte 

de 1 mês. 

 

 

Figura 8.33. Tipo de erro conforme a probabilidade da previsão. Ensemble das médias. Horizonte 

de 3 meses. 
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Figura 8.34. Tipo de erro conforme a probabilidade da previsão. Ensemble das médias. Horizonte 

de 6 meses. 
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8.3.4 Análise integrada do desempenho da previsão 

A previsão com as médias (previsões tipo B) e o ensemble de médias (tipo D), 

para todos os horizontes, apresenta tendência maior à erros positivos, ou seja, previsão 

superestimada de saturação. Isto pode estar associado a dois motivos:  

1) Alguns modelos, para alguns horizontes, após a correção de viés passaram a 

apresentar erro médio positivo, conforme pode ser analisado a partir da Tabela 

7.4. Os maiores erros médios foram encontrados para o modelo ECPC, e este 

modelo é aquele que apresenta maior tendência a superestimar as classes de 

saturação, com erro total da umidade do solo positivo igual ou superior à 60%, 

para os três horizontes de previsão.  

2) Durante o período de simulação, o fenômeno La Niña, associado a secas na 

região de interesse, foi observado em cinco períodos (2005/6, 2007/8, 2008/9, 

2010/11, 2011/12), sendo três eventos considerados fracos, um moderado e 

um forte. No mesmo período, o fenômeno El Niño, ligado a precipitações 

intensas, foi observado duas vezes (2006/7 e 2009/10), uma ocorrência 

considerada fraca e uma moderada (NOAA, 2015; GGWEATHER, 2015). 

Esta predominância do fenômeno La Niña no período de simulação pode estar 

causando parte da superestimativa da saturação prevista pelas médias (tipo B) 

em relação à saturação pseudo-observada. Mesmo o modelo GFDL, cujo erro 

médio da precipitação corrigida mostra-se negativo para todos os horizontes 

de previsão (Tabela 7.4), apresenta uma tendência à erro positivo maior que à 

erro negativo.  

A possibilidade de que o período de simulação tenha sido mais seco que o 

normal para a região é corroborada pela análise da Tabela 6.8, que mostra a 

qualidade do ajuste do modelo na etapa de verificação. Os valores de ∆V são, 

para quase todas as sub-bacias, bastante positivos, o que informa que as vazões 

simuladas foram maiores que as observadas no período entre 2005 e 2013.  

A previsão com todos os membros do ensemble (tipo A), por outro lado, mostra-

se mais propensa a erros negativos. As equações de correção de viés foram definidas para 

a média dos membros de cada modelo. O espalhamento dos membros, se não for 

homogêneo, faz com que a correção de viés resulte, por exemplo (e como observado 
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aqui), em muitos membros com precipitação baixa e apenas alguns com precipitação alta. 

Isso faz com que, apesar da média do ensemble apresentar resultados relativamente bons, 

a previsão de umidade do solo realizada com cada membro e posterior classificação 

resulte em muitos membros com classe baixa de saturação. Ao se fazer a contagem de 

membros em determinada classe e verificar qual a classe de saturação mais provável, há 

uma tendência a subestimar a classe de saturação. Esta tendência é intensificada quando 

a previsão é realizada com o superensemble (tipo C). 

O índice de acertos da classe exata de saturação do solo é baixo. A alternativa 

existente, a utilização da precipitação média de longo período, teria resultados melhores 

que aqueles encontrados com a previsão de precipitação (41 dos 103 meses de simulação 

são classificados como tendo saturação normal. Desta forma, o índice de acertos seria de 

40%). Contudo, esta alternativa não permite a identificação de anomalias, períodos secos 

ou úmidos. As tabelas 8.6 a 8.8 mostram o índice de acertos e o tipo de erro para os meses 

em que a saturação pseudo-observada foi diferente do “normal”. Para o ensemble de 

médias (previsão código 8), para o horizonte de 6 meses, por exemplo, 37% das vezes em 

que houve um período seco ou úmido, a metodologia aqui proposta foi capaz de 

identificar esta tendência. 

Conforme observado através da análise de desempenho em classes de saturação, 

a maior parte dos erros das previsões são iguais à ±1. Consequentemente, o desempenho 

das previsões quanto às faixas de saturação, como mostrado na Figura 8.28, é bastante 

superior, atingindo índices de acerto satisfatórios. 

De forma geral, não houve diferenças no desempenho das previsões conforme o 

horizonte de previsão, da mesma forma que o observado por Saldanha (2009). Isto indica 

que mesmo o horizonte mais curto de previsão, um mês, já é excessivamente distante para 

que o modelo climatológico possa indicar a classe exata de saturação do solo. Contudo, a 

tendência do comportamento da umidade do solo tende a ser respeitada, conforme pode 

ser observado nas figuras do item 8.1 e na análise por faixas. 

Saldanha (2009) apresentou e analisou os resultados da previsão de umidade do 

solo em termos de lâmina d’água (variável W, no MGB-IPH), diferentemente do estudo 

aqui conduzido, onde trabalhou-se com saturação (calculada como W/Wm) classificada. 

Para a bacia do rio Ijuí, os resultados de Saldanha (2009) mostraram que a maior parte 
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dos erros está na faixa entre ± 20mm. Um erro de 20mm, conforme o mês de ocorrência 

e a calibração adotada, pode significar uma variação de uma ou duas classes de saturação. 

Desta forma, a análise de desempenho em classes aqui realizada mostra-se bastante 

sensível mesmo à pequenos erros na previsão. 

Pelos resultados obtidos no estudo aqui conduzido, entende-se que as previsões 

com melhor relação custo-benefício são as previsões com as médias (tipo B) e com o 

ensemble de modelos (tipo D). Estas previsões obtiveram resultados melhores ou 

semelhantes às demais (tipos A e C) e envolvem menos esforço para a sua realização, por 

empregarem uma menor quantidade de dados a ser manipulada e por envolverem um 

menor número de simulações do modelo hidrológico. Mais que isso, destaca-se que a 

abordagem multimodelos (tipo D) permite analisar a incerteza associada aos modelos 

climáticos, além da incerteza quanto às condições iniciais, característica básica da 

previsão por ensemble. As previsões tipo D permitem que seja analisada a concordância 

entre as previsões oriundas dos diferentes modelos, e são de mais fácil interpretação que 

uma previsão totalmente probabilística. 
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9. CONCLUSÕES E RECOMENDAÇÕES 

 

9.1 Conclusões 

A umidade do solo é uma variável de grande importância a agricultura, de tal 

forma que o conhecimento antecipado desta variável permite novas abordagens no 

planejamento agrícola. Neste sentido, a dissertação aqui conduzida buscou analisar a 

previsibilidade da umidade do solo em longo prazo através da simulação hidrológica, 

empregando como variável de entrada no modelo hidrológico de grandes bacias MGB-

IPH previsões de precipitação originadas de modelos climáticos globais. Sabendo-se que 

a estimativa da precipitação com ampla antecedência é de grande dificuldade, o estudo 

aqui conduzido buscou considerar as incertezas na previsão ao realizar previsões por 

ensemble, em diferentes configurações.  

A principal variável determinante do estado de umidade no solo é a precipitação. 

Desta forma, adotando-se o mesmo conjunto de parâmetros para o modelo MGB-IPH e a 

média de longo período das variáveis climáticas, empregaram-se diferentes previsões de 

precipitação para realizar previsões de longo prazo de umidade no solo. Para cada 

intervalo de tempo de previsão, foram realizadas oito previsões de umidade do solo, 

baseadas no ensemble de membros dos três modelos de previsão de precipitação 

selecionados. As oito previsões de umidade são: 

 Três previsões obtidas com o ensemble de membros de cada um dos 

modelos (previsões do tipo A); 

 Três previsões realizadas com a precipitação média dos membros do 

ensemble de cada modelo (previsões tipo B); 

 Uma previsão baseada no superensemble, empregando todos os membros 

de todos os modelos em uma mesma previsão (previsão tipo C); 

 Uma previsão considerando uma abordagem multimodelos (previsão tipo 

D), através do ensemble construído com a previsão média de cada modelo. 

Foram realizadas previsões de umidade do solo com antecedência de um, três e 

seis meses. A área em estudo foi a bacia do rio Ijuí, sub-bacia do rio Uruguai, onde a 
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cultura de sequeiros desempenha um papel importante. A simulação hidrológica foi uma 

hindcast (previsão para um período passado), realizada para o período entre junho/2005 

e dezembro/2013. 

Os três modelos selecionados como fonte da previsão de precipitação, CCM3v6, 

ECPC e GFDL, preveem valores extremamente subestimados de precipitação total 

mensal. Desta forma, mostrou-se necessária a aplicação de uma correção de viés. 

Enquanto que para os modelos CCM3v6 e GFDL a correção de viés aplicada trouxe 

resultados claramente melhores para as previsões de precipitação, para o modelo ECPC 

a correção gerou valores exagerados de precipitação em grande parte do tempo (uma 

compreensão mais profunda das razões envolvidas neste processo está além do escopo 

deste estudo). Contudo, ainda que a média do modelo ECPC apresente uma leve tendência 

a superestimar a precipitação, a correção de viés aplicada corrigiu o modelo em termos 

de volume total, fazendo com que os totais anuais, antes bastante subestimados, fossem 

agora próximos aos valores observados na bacia. 

Ainda que a média do ensemble de cada modelo tenha sido corrigida quanto ao 

viés, o espalhamento não uniforme entre os membros permite que alguns membros 

tenham precipitações muito altas, e outros, em maior quantidade, precipitações baixas. 

Isso faz com que, ao se realizar a previsão de umidade no solo independente para cada 

membro, haja muitos membros com previsão subestimada, e alguns superestimada. 

Fazendo-se a contagem da quantidade de membros em cada classe de saturação do solo, 

há um número alto de membros com umidade baixa. Esta tendência a subestimar a classe 

de saturação prevista foi observada nas previsões tipo A. Este efeito foi intensificado com 

a previsão a partir do superensemble (previsão tipo C), que apresentou alta tendência à 

previsão de níveis baixos de saturação. O uso da precipitação média dos membros de cada 

modelo, contudo, contorna este problema.  

Considerando a metodologia usada neste trabalho, onde o viés foi removido 

apenas a partir da média, para a maioria dos modelos e horizontes, a realização da 

previsão de umidade do solo com a precipitação média do ensemble de cada modelo 

(previsões do tipo B) apresentou melhores resultados que a previsão com o conjunto de 

precipitações (tipo A), ou com o superensemble (tipo C). Este efeito pode ser percebido 

com a análise por faixas de saturação, mas é intensificado ao analisar-se o resultado por 

classes de umidade do solo. Isto indica que, não havendo a análise do espalhamento dos 
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membros, não há ganho na utilização de todo o ensemble na previsão em relação ao uso 

da precipitação média dos membros.  

A análise do ensemble das médias (abordagem multimodelos, previsão tipo D), 

todavia, apresentou bons resultados, em geral superiores a qualquer uma das previsões 

empregando os membros dos conjuntos, seja com o conjunto dos membros de um modelo 

(tipo A) ou superensemble (tipo C). A previsão de umidade no solo baseada no ensemble 

de médias (previsões tipo D) envolve menos esforço quando comparada à previsão com 

o conjunto de membros (tipo A), e pode ser uma alternativa interessante na realização de 

previsões. O ensemble de médias, ao empregar diferentes modelos, leva em consideração 

diferentes características físicas, processos, resoluções espaciais horizontais e verticais, 

entre outros. Para a média do ensemble de membros de um mesmo modelo (previsões 

tipo B), isto pode não ser verdade, caso os membros sejam gerados apenas a partir de 

perturbações nos parâmetros ou nas condições iniciais.  

O ensemble das médias (tipo D), por atenuar a previsão de valores extremos, não 

sendo capaz de identificá-los com tanta destreza, possui um desempenho pior que a 

previsão com a média (tipo B) do melhor modelo. Mais que isso, na identificação de 

períodos úmidos ou secos, o ensemble de modelos não apresentou um resultado superior 

às demais previsões. Entre eventos secos e úmidos, o desempenho é pior para períodos 

secos, o que está associado à questão de previsibilidade apropriada do fenômeno ENOS, 

conforme discutido logo a seguir.  

Contudo, quanto à identificação das faixas de tendência (admitindo-se como 

aceitável uma previsão de classe imediatamente acima ou abaixo da classe de umidade 

pseudo-verdadeira), o ensemble de modelos (tipo D) obteve um desempenho superior a 

qualquer previsão. Sob este ponto de vista, a média de cada modelo (tipo B) obteve um 

desempenho superior ao ensemble (tipo A) do respectivo modelo, e o ensemble das 

médias (tipo D) apresentou um desempenho ainda melhor. A média do conjunto dos 

membros suaviza a previsão, ao minimizar o efeito de detalhes de difícil identificação. 

Nesse sentido, a média das médias intensifica este processo. Contudo, justamente por 

isso, o ensemble das médias (tipo D) possui melhor desempenho ao avaliar as faixas de 

umidade do solo, e não necessariamente a classe exata, uma vez que a média tem 

diminuída a capacidade de identificação de eventos extremos.  
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Na região sul do Brasil, a ocorrência do fenômeno La Niña está associada a 

ocorrência de secas intensas, enquanto o El Niño está ligado a precipitações abundantes 

(CPTEC, 2015). À predominância do fenômeno La Niña durante o intervalo de tempo de 

interesse pode estar associada a superestimativa da umidade do solo pelas médias do 

ensemble (previsões tipo B) dos modelos. Neste sentido, percebe-se que os modelos 

analisados não tiveram a sensibilidade necessária para apropriadamente identificar o 

efeito da ocorrência do fenômeno ENOS.  

Analisando-se o conjunto dos resultados, infere-se que a quantidade maior de 

trabalho envolvida na realização das previsões dos tipos A e C (ensemble de cada modelo 

e superensemble) não se justifica para o objetivo deste estudo. As previsões realizadas 

com a média da precipitação prevista pelos membros de cada modelo (tipo B) envolve 

um menor esforço e trouxe resultados, para o caso aqui avaliado, na ampla maioria das 

vezes melhores. Adicionalmente, a abordagem multimodelos (previsão tipo D) permite 

uma análise ponderada dos resultados, levando-se em consideração a concordância entre 

os modelos, e não requer uma quantidade significativa de esforço a mais, uma vez 

realizadas as previsões do tipo B. 

Entre os modelos climáticos provedores das previsões de precipitação aqui 

analisados, o modelo CCM3v6 foi aquele que apresentou desempenho um pouco melhor. 

Após a correção de viés, os índices de erro e coeficientes de correlação analisados para 

precipitação mostraram-se, ainda que de forma bastante tênue, favoráveis ao modelo 

CCM3v6 em relação aos demais. Após a realização das previsões de umidade do solo e 

posterior análise dos seus resultados, este desempenho um pouco melhor do modelo 

CCM3v6 pode ser mais claramente verificado. Contudo, a opção por apenas um modelo 

eliminaria a possibilidade da realização da previsão tipo D.  

A ausência de sazonalidade nas precipitações da região em estudo dificulta o bom 

desempenho das previsões. Esta sazonalidade seria mais facilmente identificável pela 

previsão, trazendo melhores resultados. Ainda, o baixo desempenho dos modelos de 

previsão quanto à precipitação pode estar sendo influenciado por erros de fase no 

hietograma (por exemplo, uma previsão de xx mm prevista com um mês de antecedência 

ou atraso em relação à precipitação observada). Este erro de fase na previsão de 

precipitação pode prejudicar o desempenho da previsão de umidade no solo. Ainda que o 

solo atue como um reservatório, o erro na previsão é superior à capacidade de 
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amortecimento do solo. Contudo, a este erro está associada a resolução temporal da 

previsão (mensal) e ao processo de transformação em valores diários dos totais mensais 

previstos, que não necessariamente reflete a distribuição temporal observada. Mais que 

isso, a grade de pontos onde é disponibilizada a previsão de precipitação é bastante 

grosseira. Uma previsão de precipitação com melhor resolução espacial e temporal 

potencialmente traria um melhor desempenho das previsões de umidade no solo. 

A análise dos resultados quanto às cinco classes de saturação mostra que parte 

significativa dos erros são de uma classe, ou seja, iguais a ±1. Consequentemente, o 

emprego das faixas de tendência, que permite que este tipo de erro seja aceito, apresentou 

bom desempenho. Ainda que a previsão de precipitação e, consequentemente, de umidade 

do solo ainda precise apresentar grande evolução, a alternativa disponível (uso da 

precipitação média mensal) não permite a identificação de anomalias. Ou seja, a 

utilização das previsões de precipitação, mesmo que com baixo índice de acertos da classe 

exata de umidade do solo, permite a identificação de períodos em que a umidade do solo 

esteja mais alta ou mais baixa que o normal para o mês, o que é impossível com o uso das 

precipitações médias mensais de longo período.  

O estudo aqui conduzido, ao empregar previsões de precipitação por ensemble, 

considerou o efeito das incertezas da previsão de precipitação sobre a previsão de 

umidade do solo. Contudo, existem outras fontes de incerteza que podem afetar os 

resultados e conduzir à diferenças entre os resultados de umidade do solo aqui 

apresentados como “pseudo-observados” e a umidade do solo que de fato ocorre na bacia.  

Os dados observados de vazão, precipitação e clima, utilizados para calibração do 

modelo e correção de viés da precipitação prevista, podem apresentar erros na série 

histórica, ou mesmo não possuir densidade de pontos de observação suficiente para 

representar a bacia. De forma semelhante, os dados de tipo e uso do solo podem não 

possuir resolução espacial suficiente para mostrar apropriadamente detalhes da bacia. 

Deve ser notada também a incerteza associada à consideração de que as condições de uso 

e cobertura do solo mantiveram-se constantes na bacia em relação ao período de 

calibração, o que pode levar a erros importantes conforme a bacia em estudo. 

O modelo hidrológico, ao ser calibrado, busca representar apropriadamente todo 

o processo hidrológico na bacia. Contudo, um modelo é uma simplificação da realidade, 
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e não necessariamente reflete corretamente o que acontece na bacia. Desta forma, os 

resultados aqui encontrados estão atrelados ao modelo hidrológico utilizado, o MGB-IPH. 

 

9.2 Recomendações 

Estudos futuros envolvendo a simulação e previsão de umidade no solo podem 

voltar-se para: 

 Analisar os efeitos da utilização de variáveis climáticas previstas, ao invés 

das médias de longo período, como aqui realizado;  

 Avaliar diferentes métodos para correção de viés. Os modelos globais 

possuem viés, que no estudo aqui realizado foi corrigido através da análise 

do erro para a média dos membros, para a média da bacia. Outras formas 

de correção de viés podem ser analisadas, de forma a aproximar mais os 

dados previstos da precipitação observada, gerando melhores resultados;  

 Analisar os resultados gerados a partir de perturbações nos parâmetros 

calibráveis do modelo com influência sobre a umidade do solo, tendo em 

vista levar em conta as incertezas associadas à sua calibração; 

 Analisar os resultados em escala sazonal, ou seja, a média de precipitação 

e umidade do solo para três meses. 
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A ANEXO A 

Estimativas de umidade no solo  

A.1 Bases de dados de umidade no solo 

A International Soil Moisture Network (ISMN) (DORIGO et al., 2011) é uma 

iniciativa internacional para criação e manutenção de uma base de dados de umidade do 

solo in situ global. A rede completa contribuinte para a ISMN pode ser vista na Tabela 

A.1. São atualmente ao todo 2001 estações, distribuídas em 48 redes. Não há contribuição 

do Brasil para esta iniciativa. Da América do Sul, apenas o Chile participa da rede, porém, 

dispondo de apenas uma estação para medições em campo. A maior parte das bases 

contribuintes, e com maior número de estações, encontra-se nos Estados Unidos (1206 

estações), antiga União Soviética (337 estações), Europa (184 estações), China (117 

estações) e Austrália (101 estações). Contribuem também Mongólia (44 estações), Índia 

(uma estação), Coréia (duas estações), havendo também algumas redes (ainda que com 

poucas estações) na África (8 estações ao todo). Os dados encontram-se disponíveis para 

visualização e download em https://ismn.geo.tuwien.ac.at/data-access/.  

 

 

 

 

 

 

https://ismn.geo.tuwien.ac.at/data-access/


Tabela A.1. Bases de dados contribuintes para a International Soil Moisture Network.  

US= Umidade do solo; TS= Temperatura do solo; P= Precipitação; TA= Temperatura do ar; Tsup=Temperatura da superfície; TsS= Tensão do solo; EAN=Equivalente em 

água da neve; PN=Profundidade de neve. 

Nome País 
Esta-

ções 
Organização 

Variávies medidas Profundidade 

máxima das 

medições 

Profun- 

didades 

medidas 

Disponi 

bilidade de 

dados 

Website Referências 

US TS P TA Tsup TsS EAN PN 

AACES Austrália 49 Monash University X X X           0.25 m 3 
09/05/2005 a 

24/09/2010 

http://www. 

moisturemap. 
monash.edu.au/ 

Smith et al., 2012; Peischl 

et al., 2012 

AMMA- 

CATCH 

Benin, 

Niger, Mali 
6 CNRS X               1.20 m 12 

01/01/2006 a 

31/12/2011 

http://www.amma 

-catch.org 

Pellarin et al., 2009;  

Mougin et al., 2009; 

Cappelaere, et al., 2009; 
de Rosnay, et al., 2009;  

Lebel et al., 2009 

ARM 
Estados 

Unidos 
29 

U.S. Department of Energy as 
part of the Atmospheric 

Radiation Measurement 

Climate Research Facility 

X X X X         1.75 m 10 
29/06/1993 a 

26/03/2015 
http://www.arm.gov/    

AWDN 
Estados 
Unidos 

50 
HPRCC - High Plains 
Regional Climate Center 

X               1.00 m 4 
31/12/1997 a 
30/12/2010 

http://www.hprcc 
.unl.edu/awdn/ 

   

CALABRIA Itália 5 
Centro Funzionale Multirischi 

- ARPACAL 
X   X X         0.90 m 3 

01/01/2001 a 

31/12/2012 

http://www. 

cfcalabria.it 
   

CAMPANIA Itália 2 

Centro funzionale per la 
previsione meteorologica e il 

Monitoraggio meteo-Pluvio-

Idrometrico e delle frane, 
Settore Programmazione 

Interventi di Protezione Civile 

sul Territorio, Regione 
Campania 

X   X X         0.30 m 1 
27/07/2000 a 
2012/12/31 

http://www.regione. 
campania.it/ 

   

CARBO-

AFRICA 
Sudão 1 

Lund University, Sweden 

 

Agricultural Research 
Corporation (ARC) 

X X X X         2.00 m 7 
08/02/2002 a 

20/01/2010 

http://dx.doi.org/ 
10.7167/ 

2013/297973 

Ardö, 2013. 

CHINA China 40 

Institute of Geographical 

Sciences and Natural 
Resources Research, Chinese 

Academy of Sciences, Beijing, 

China 

X               1.00 m 11 
08/01/1981 a 

28/12/1999 
- 

Liu et al., 2001; Robock, et 

al., 2000. 
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Nome País 
Esta-

ções 
Organização 

Variávies medidas Profundidade 

máxima das 

medições 

Profun- 

didades 

medidas 

Disponi 

bilidade de 

dados 

Website Referências 

US TS P TA Tsup TsS EAN PN 

COSMOS 
Estados 
Unidos 

102 University of Arizona X               0.69 m 39 
28/04/2008 a 
08/04/2015 

http://cosmos.hwr. 
arizona.edu/ 

Zreda et al., 2008; Zreda et 
al., 2012 

CTP_ 

SMTMN 
China 57 

Institute of Tibetan Plateau 

Research, Chinese Academy 

of Science 

X X             0.40 m 4 
01/08/2010 a 
01/01/2013 

http://dam.itpcas. 

ac.cn/rs/?q 

=data#CTP-SMTMN 

Yang et al., 2013 

DAHRA Senegal 1 - X X X X         1.00 m 5 
04/07/2002 a 

01/01/2014 

http://ign.ku.dk/ 

earthobservation/ 

research/ 

document4/CaLM/ 

Tagesson et al., 2015 

FLUXNET- 

AMERI-

FLUX 

Estados 
Unidos 

2 

Department of Environmental 

Science, University of 

California, Berkeley 

X X X X         0.50 m 8 
22/10/2000 a 
01/01/2013 

http://www.fluxnet. 

ornl.gov 

 
http://ameriflux. 

lbl.gov/ 

Pages/default.aspx 

   

FMI Finlandia 24 
Finnish Meteorological 

Institute 
X X   X         0.80 m 6 

25/01/2007 a 

16/08/2014 
http://fmiarc.fmi.fi/    

GTK Finlandia 7 Geological Survey of Finland X X   X         0.90 m 5 
16/05/2001 a 

29/05/2012 
-    

HOBE Dinamarca 32 Hydrological Observatory X X             0.55 m 3 
08/09/2009 a 

03/02/2014 
http://www.hobe.dk/ Bircher et al., 2011 

HSC_ 

SELMA-

]CHEON 

Coréia 1 

Hydrological Survey Center 

(HSC)/Water Resources & 
Remote Sensing Lab-Hanyang 

University 

X               0.10 m 1 
01/01/2008 a 
01/01/2009 

http://www.hsc.re.kr    

HYDROL- 

NET_ 

PERUGIA 

Itália 2 
Dept. of Civil and 
Environmental Engineering of 

Perugia 

X X X X         0.35 m 4 
01/01/2008 a 

31/12/2013 

http://www.dica. 

unipg.it/DICA 
Morbidelli et al., 2014 

HYU_ 

CHEONG-

MICHEON 

Coréia 1 

Hanyang University 

(HYU);Water Resources & 
Remote Sensing Lab 

(WRRSL) 

X               0.10 m 1 
25/08/2011 a 
20/09/2011 

http://wrrsl.hanyang 

.ac.kr/html/ 

introduction.htm 

   

ICN 
Estados 

Unidos 
19 Illinois State Water Survey X X X           2.00 m 11 

03/01/1983 a 

21/11/2010 

http://www.isws. 

illinois.edu/warm/ 
Hollinger e Isard,1994 

IIT_ 

KANPUR 
India 1 

Indian Institute of Technology 

Kanpur 
X               0.80 m 4 

16/06/2011 a 

22/11/2012 
http://www.iitk.ac.in/    
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Nome País 
Esta-

ções 
Organização 

Variávies medidas Profundidade 

máxima das 

medições 

Profun- 

didades 

medidas 

Disponi 

bilidade de 

dados 

Website Referências 

US TS P TA Tsup TsS EAN PN 

IOWA 
Estados 
Unidos 

6 

United States Department of 

Agriculture, Agricultural 

Research Service 

X               2.59 m 12 
04/04/1972 a 
15/11/1994 

- Robock et al., 2000. 

LAB-net Chile 1 

Laboratory for Analysis of the 

Biosphere - University of 

Chile 

X X X X         0.20 m 2 
25/10/2014 a 
06/03/2015 

http://www.biosfera. 

uchile.cl/ 

LAB-net.html 

Mattar et al., 2014 

MAQU China 20 

University of Twente, Faculty 
of Geo-Information Science 

and Earth Observation (ITC) 

 
Chinese Academy of Science - 

Cold and Arid Regions 

Environmental and 
Engineering Research Institute 

(CAS-CAREERI) 

X X             0.05 m 1 
30/06/2008 a 

31/07/2010 
- Su et al., 2011. 

METER-

OBS 
Itália 1 

Met European Research 

Observatory 
X               0.50 m 5 

23/10/2011 a 

09/05/2012 

http://mistrals. 
sedoo.fr/HyMeX/ 

Plateform-search 

?datsId=532 

   

MOL-RAO Alemanha 2 
German Meteorological 

Service, Germany 
X X X X         1.50 m 9 

01/01/2003 a 

01/01/2009 

http://www.dwd 

.de/mol 
Beyrich et al., 2007. 

MONGO-

LIA 
Mongolia 44 

National Agency of 
Meteorology, Hydrology and 

Environment Monitoring 

(NAMHEM), Ulaanbaatar, 
Mongolia 

X               1.00 m 10 
08/04/1964 a 
18/10/2002 

- Robock et al., 2000. 

ORACLE França 6 

Institut national de recherche 

en sciences et technologies 

pour l'environment et 
l'agriculture 

X X X X         1.55 m 26 
18/10/1985 a 

09/09/2013 

http://gisoracle. 

irstea.fr 
 

https://bdoh. 

irstea.fr/ORACLE/ 

   

OZNET Australia 38 
The University of Melbourne, 

Melbourne, Australia 
X X X     X     0.90 m 7 

12/09/2001 a 

31/05/2011 

http://www. 

oznet.org.au/ 
Young et al., 2008. 

PBO_H2O 
Estados 

Unidos 
109 University of Colorado X   X X         0.50 m 2 

01/01/2007 a 

06/04/2015 

http://xenon.colorado 
.edu/portal 

/index.php?product 

=soil_moisture 

Larson et al., 2008. 

REME-

DHUS 
Espanha 24 

Centro Hispano Luso de 

Investigaciones Agrarias 
X X             0.05 m 1 

15/03/2005 a 

01/01/2015 

http://campus.usal. 

es/~hidrus/ 
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Nome País 
Esta-

ções 
Organização 

Variávies medidas Profundidade 

máxima das 

medições 

Profun- 

didades 

medidas 

Disponi 

bilidade de 

dados 

Website Referências 

US TS P TA Tsup TsS EAN PN 

(CIALE)Universidad de 

Salamanca 

RUSWET 

-AGRO 

Antiga 
União 

Soviética 

212 

State Hydrological Institute, 

St. Petersburg, Russia 

 
University of Maryland, USA 

 

Rutgers University, New 
Jersey, USA 

X               1.00 m 2 
08/04/1958 a 

28/06/2002 
- Robock et al., 2000. 

RUSWET-

GRASS 

Antiga 
União 

Soviética 

122 

State Hydrological Institute, 

St. Petersburg, Russia 

 
University of Maryland, USA 

 

Rutgers University, New 
Jersey, USA 

X               1.00 m 2 
08/069/1952 

a 28/12/1985 
- Robock et al., 2000. 

RUSWET-

VALDAI 

Antiga 

União 

Soviética 

3 

State Hydrological Institute, 

St. Petersburg, Russia 
 

University of Maryland, USA 

 
Rutgers University, New 

Jersey, USA 

X X X X         1.00 m 3 
15/01/1960 a 

15/12/1990 
- Robock et al., 2000. 

SASMAS Australia 14 - X X             0.30 m 2 
31/12/2005 a 

31/12/2007 

http://www. 

oznet.org.au/ 
Young et al., 2008. 

SCAN 
Estados 

Unidos 
215 

U.S. Department of 

Agriculture, Natural Resources 
Conservation Service (NRCS) 

X X X       X X 2.03 m 24 
01/01/1996 a 

29/10/2014 

http://www.wcc. 

nrcs.usda.gov/ 
   

SMOS-

MANIA 
França 21 

CNRM/GAME, METEO-

FRANCE, CRNS 
X X             0.30 m 4 

01/01/2007 a 

01/01/2014 

http://www. 

hymex.org 

Albergel et al., 2007; 

Calvet et al., 2007. 

SNOTEL 
Estados 
Unidos 

420 

U.S. Department of 

Agriculture, Natural Resources 

Conservation Service (NRCS) 

X X X X     X X 1.01 m 16 
11/09/1996 a 
27/10/2014 

http://www.wcc. 
nrcs.usda.gov/ 

Leavesley et al., 2010, 

SOILS-

CAPE 

Estados 
Unidos 

136 - X X             0.90 m 28 
26/08/2011 a 
17/02/2015 

http://soilscape 
.usc.edu/ 

Moghaddam et al., 2010. 

SWEX_ 

POLAND 
Polônia 6 

Inst. of Agrophysics PAS (IA 

PAN), Lublin, Poland 
X X X           1.00 m 10 

01/01/2000 a 

06/05/2013 
- Marczewskil et al., 2010. 



 

 

166 

Nome País 
Esta-

ções 
Organização 

Variávies medidas Profundidade 

máxima das 

medições 

Profun- 

didades 

medidas 

Disponi 

bilidade de 

dados 

Website Referências 

US TS P TA Tsup TsS EAN PN 

TERENO Alemanha 5 
Helmholtz Gemeinschaft 
Forschungszentrum Jülich 

X X X           0.50 m 3 
01/04/2013 a 
04/10/2014 

http://teodoor. 

icg.kfa-juelich.de 

/overview-de 

Zacharias et al., 2011. 

UDC_ 

SMOS 
Alemanha 11 

University of Munich, 

Department of Geography, 

Munich, Germany 

X               0.40 m 5 
08/11/2007 a 

18/11/2011 

http://www. 

geographie.uni-

muenchen.de/ 

department/fiona/ 

forschung/projekte/ 

index.php?projekt_id=103 

Schlenz et al., 2012; Loew 

et al., 2009. 

UMBRIA Itália 13 

Civil Protection Functional 
Centre Research Institute for 

Geo-Hydological Protection 

Consiglio Nazionale delle 
Ricerca (CNR), Perugia 

X   X X         0.55 m 5 
09/10/2002 a 
01/08/2014 

http://www. 
cfumbria.it/ 

 

http://hydrology 
.irpi.cnr.it/ 

Brocca et al., 2011; Brocca 

et al., 2008; Brocca et al., 

2009. 

UMSUOL Itália 1 

Agenzia Regionale 

Prevenzione Ambiente - 
Servizio Idro-Meteo-Clima 

(ARPA - SIMC) 

X               1.80 m 7 
12/06/2009 a 
30/09/2010 

http://www.arpa. 
emr.it/sim/ 

   

USCRN 
Estados 

Unidos 
114 

National Oceanicand 
Atmospheric Administration's 

National Climatic Data Center 

(NOAA's NCDC) 

X X X X X       1.00 m 5 
15/11/2000 a 

08/04/2015 

http://www.ncdc. 

noaa.gov/crn/ 
Bell et al., 2013. 

USDA- 

ARS 

Estados 

Unidos 
4 - X X             0.05 m 1 

01/06/2002 a 

31/07/2009 

http://www.ipf. 
tuwien.ac.at/ 

insitu/data_viewer/ 

metadata/USDA 
_ARS_ISMN 

_Readme.pdf 

Jackson et al., 2010. 

VAS Espanha 3 
Climatology from Satellites 
Group (GCS) - University of 

Valencia 

X X   X         0.05 m 1 
01/01/2010 a 

01/01/2012 
http://nimbus.uv.es/    

WEGE-

NERNET 
Áustria 12 

Wegener Center for Climate 

and Global Change, University 

of Graz 

X X X X         0.30 m 2 
01/01/2007 a 

03/05/2015 

http://www. 

wegenernet.org/ 

 

http://www.wegcenter.at/ 

wegenernet 

   

WSMN 
Reino 
Unido 

7 Aberystwyth University X X             0.10 m 3 
02/09/2011 a 
12/02/2015 

http://www.aber. 
ac.uk/wsmn 

   

Fonte: Construído a partir de https://ismn.geo.tuwien.ac.at/networks/. 
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A.2 Estimativa de umidade no solo por Sensoriamento Remoto 

 

A Tabela A.2. traz dados sobre todas as missões, atuais e futuras, através das quais 

é possível obter informações sobre a umidade do solo. Esta tabela foi construída com 

dados disponibilizados pelo Comittee on Earth Observation Satellites, através de sua base 

de dados. Mais informações sobre cada uma das missões podem ser obtidas em 

http://www.eohandbook.com/. A Figura A.1. mostra ao longo do tempo o período de 

duração das missões atualmente em órbita. A Figura A.2 mostra as missões futuras. 
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Figura A.1. Missões atuais com medição de umidade do solo. 

Fonte: CEOS, 2014. 
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Figura A.2. Missões atuais com medição de umidade do solo. 

Fonte: CEOS, 2014. 
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Tabela A.2. Missões atuais e futuras com observação de umidade do solo. 

Nome da 

missão 

Nome completo da 

missão 

Agências líder 

(L) e 

colaboradoras 

Data de 

lançamento e 

fim da 

operação 

Situação 

da 

missão 

Instrumentos da 

missão* 
Tipo de instrumento* 

Resolução do 

instrumento* 
Bandas do instrumento* 

DMSP F-

14 

Defense Meteorological 

Satellite Program F-14 

NOAA (L), 

USAF 

04/abr/97 

31/dez/15 

Em 

órbita 

SSM/I: Special Sensor 

Microwave Imager 

Radiômetros imageadores 

multiespectrais (micro-ondas passivo) 
com múltiplos propósitos 

15,7 x 13,9km até 68,9x 

44,3km (conforme a 
frequência) 

Micro-ondas: 19,35 GHz, 

22,235 GHz, 37 GHz, 85 GHz 

TRMM 
Tropical Rainfall 

Measuring Mission 

NASA (L), 

JAXA 

27/nov/97 

01/fev/16 

Em 

órbita 

TMI: TRMM 

Microwave Imager 

Radiômetros imageadores 

multiespectrais (micro-ondas passivo) 

com múltiplos propósitos 

Vertical: 2,5 km 

aproximadamente; 

Horizontal: 18 km 

Micro-ondas: 10,7 GHz, 19,4 

GHz, 21,3 GHz, 37 GHz, e 

85,5 GHz 

NOAA-15 

National Oceanic and 
Atmospheric 

Administration - 15 

NOAA (L) 
01/mai/98 
31/dez/15 

Em 
órbita 

AMSU-A: Advanced 
Microwave Sounding 

Unit-A 

Sondas de temperatura atmosférica e 

umidade – 
Radiômetros/espectrômetros de 

micro-ondas  

48 km 
Micro-ondas: 15 canais, 23,8 - 
89,0 GHz 

DMSP F-

15 

Defense Meteorological 

Satellite Program F-15 

NOAA (L), 

USAF 

12/dez/99 

01/mai/15 

Em 

órbita 

SSM/I: Special Sensor 

Microwave Imager 

Radiômetros imageadores 

multiespectrais (micro-ondas passivo) 
com múltiplos propósitos  

15,7 x 13,9 km até 68,9 x 

44,3 km (conforme a 
frequência) 

Micro-ondas: 19,35 GHz, 

22,235 GHz, 37 GHz, 85 GHz 

GRACE 
Gravity Recovery and 

Climate Experiment 

NASA (L), 

DLR 

17/mar/02 

02/out/15 

Em 

órbita  
GRACE instrument 

Instrumentos gravitacionais – Sistema 

satélite a satélite  
400 km horizontal 

Micro-ondas: 24 GHz e 32 

GHz 

Aqua 

Aqua (oficialmente EOS 

PM-1) (EOS PM-1) 
 

NASA (L), 

INPE, JAXA 

04/mai/02 

02/out/15 

Em 

órbita 

AMSR-E: Advanced 
Microwave Scanning 

Radiometer-EOS 

Radiômetros imageadores 
multiespectrais (micro-ondas passivo) 

com múltiplos propósitos 

5 - 50 km (conforme a 

frequência) 

Micro-ondas: 6,925 GHz, 10,65 
GHz, 18,7 GHz, 23,8 GHz, 

36,5 GHz, 89,0 GHz 

AMSU-A: Advanced 

Microwave Sounding 
Unit-A 

Sondas de temperatura atmosférica e 
umidade – 

Radiômetros/espectrômetros de 

micro-ondas  

48 km 
Micro-ondas: 15 canais, 23,8 - 

89,0 GHz 

DMSP F-

16 

Defense Meteorological 

Satellite Program F-16 

NOAA (L), 

USAF 

18/out/03 

01/out/15 

Em 

órbita 

SSM/IS: Special 
Sensor Microwave 

Imager Sounder 

Sondas de temperatura atmosférica e 
umidade – Radiômetro imageador de 

micro-ondas com múltiplos propósitos  

25 x 17 km até 70 x 42 km 

(variável com a frequência) 

Micro-ondas: 19 - 183 GHz (24 

frequências) 

NOAA-18 

National Oceanic and 

Atmospheric 
Administration - 18 

NOAA (L) 
20/mai/05 

31/dez/16 

Em 

órbita 

AMSU-A: Advanced 

Microwave Sounding 
Unit-A  

Sondas de temperatura atmosférica e 
umidade – 

Radiômetros/espectrômetros de 

micro-ondas 

48 km 
Micro-ondas: 15 canais, 23,8 - 

89,0 GHz 

Metop-A 

Meteorological 

Operational Polar 
Satellite - A 

EUMETSAT 

(L), CNES, 
ESA, NOAA 

19/out/06 

31/ago/18 

Em 

órbita 

AMSU-A: Advanced 

Microwave Sounding 

Unit-A 

Sondas de temperatura atmosférica e 
umidade – 

Radiômetros/espectrômetros de 

micro-ondas  

48 km 
Micro-ondas: 15 canais, 23,8 - 

89,0 GHz 

ASCAT: Advanced 
Scatterometer  

Escaterômetros – Radares 
escaterômetros 

Modo de alta resolução: 25 

- 37 km, Modo nominal: 50 

km 

Micro-ondas: Banda C, 5,256 
GHz 

DMSP F-

17 

Defense Meteorological 
Satellite Program F-17 

NOAA (L), 
USAF 

04/nov/06 
01/jun/15 

Em 
órbita 

SSM/IS: Special 

Sensor Microwave 

Imager Sounder  

Sondas de temperatura atmosférica e 

umidade – Radiômetro imageador de 

micro-ondas com múltiplos propósitos  

25 x 17 km até 70 x 42 km 
(variável com a frequência) 

Micro-ondas: 19 - 183 GHz (24 
frequências) 
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Nome da 

missão 

Nome completo da 

missão 

Agências líder 

(L) e 

colaboradoras 

Data de 

lançamento e 

fim da 

operação 

Situação 

da 

missão 

Instrumentos da 

missão* 
Tipo de instrumento* 

Resolução do 

instrumento* 
Bandas do instrumento* 

RADARS

AT-2 
RADARSAT-2 CSA (L), MDA 

14/dez/07 

17/abr/15 

Em 

órbita 

SAR (RADARSAT-
2): Synthetic Aperture 

Radar (CSA) C band  

Radar imageador de micro-ondas – 

SAR 

Variável [Melhor 

resolução: 0,8m] 

Banda C 5,405 GHz. 

Polarização HH, VV, HV, VH 

FY-3A 
FY-3A Polar-orbiting 

Meteorological Satellite 

NSMC-CMA 

(L), NRSCC 

27/mai/08 

31/dez/14 

Em 

órbita 

MWRI: MicroWave 

Radiation Imager 

Radiômetros imageadores 

multiespectrais (micro-ondas passivo) 
com múltiplos propósitos 

7,5 x 12 km em 150 GHz 

até 51 x 85 km em 10,65 
GHz 

12 canais, 6 frequências: 10,65 

GHz, 18,7 GHz, 23,8 GHz, 
36,5 GHz, 89 GHz, 150 GHz 

RISAT-2 Radar Imaging Satellite  ISRO (L) 
20/abr/09 

20/abr/15 

Em 

órbita 

SAR-X: Synthetic 

Aperature Radiometer 
(RISAT-2) 

Radar imageador de micro-ondas – 

SAR 
3 - 8 m  Banda X (9,0 Ghz) 

DMSP F-

18 

Defense Meteorological 

Satellite Program F-18 

NOAA (L), 

USAF 

18/out/09 

01/abr/15 

Em 

órbita 

SSM/IS: Special 

Sensor Microwave 
Imager Sounder 

Sondas de temperatura atmosférica e 

umidade – Radiômetro imageador de 
micro-ondas com múltiplos propósitos  

25 x 17 km até 70 x 42 km 

(variável com a frequência) 

Micro-ondas: 19 - 183 GHz (24 

frequências) 

SMOS 

Soil Moisture and Ocean 

Salinity (Earth Explorer 

Opportunity Mission) 

ESA (L), CDTI, 
CNES 

02/nov/09 
01/fev/17 

Em 
órbita 

MIRAS (SMOS): 
Microwave Imaging 

Radiometer using 

Aperture Synthesis 
(MIRAS) 

Radiômetros imageadores 

multiespectrais (micro-ondas passivo) 

e radiômetros de múltiplas 
direções/polarizações – Radiômetro 

imageador de micro-ondas com 

múltiplos propósitos 

33 - 50 km dependendo da 

posição - reamostrado para 

grade de 15 km 

Banda L 1,41 GHz 

FY-3B 
FY-3B Polar-orbiting 
Meteorological Satellite 

NSMC-CMA 
(L), NRSCC 

05/nov/10 
31/dez/14 

Em 
órbita 

MWRI: MicroWave 
Radiation Imager 

Radiômetros imageadores 

multiespectrais (micro-ondas passivo) 

com múltiplos propósitos  

7,5 x 12 km em 150 GHz 

até 51 x 85 km em 10,65 

GHz 

12 canais, 6 frequências: 10,65 

GHz, 18,7 GHz, 23,8 GHz, 

36,5 GHz, 89 GHz, 150 GHz 

Suomi 

NPP 

Suomi National Polar-

orbiting Partnership 
(NPP, S-NPP) 

NASA (L), 

NOAA 

28/out/11 

09/mar/17 

Em 

órbita 

VIIRS: 
Visible/Infrared 

Imager Radiometer 

Suite  

Radiômetro imageador multiespectral 
(VIS/IV) e instrumentos de coloração 

oceânica – Radiômetro imageador 

VIS/IV com múltiplos propósitos 

400 m - 1,6 km  
VIS - IVT: 0,4 - 12,5 µm (22 

canais) 

RISAT-1 Radar Imaging Satellite ISRO (L) 
26/abr/12 
26/abr/17 

Em 
órbita 

SAR (RISAT): 

Synthetic Aperature 

Radiometer (RISAT)  

Radar imageador de micro-ondas – 
SAR 

Variável entre 3 m e 50 m  Banda C (5,350 Ghz) 

GCOM-W 

Global Change 
Observation Mission-W1 

(Shizuku) 

JAXA (L) 
18/mai/12 

18/mai/17 

Em 

órbita 

AMSR-2: Advanced 
Microwave Scanning 

Radiometer -2 

Radiômetros imageadores 
multiespectrais (micro-ondas passivo) 

com múltiplos propósitos 

5 - 50 km (conforme a 

frequência) 

Micro-ondas: 6,925 GHz, 7,3 
GHz, 10,65 GHz, 18,7 GHz, 

23,8 GHz, 36,5 GHz, 89,0 GHz 

Metop-B  

Meteorological 

Operational Polar 
Satellite – B (Metop-1) 

EUMETSAT 

(L), CNES, 
ESA, NOAA 

17/set/12 

17/set/17 

Em 

órbita 

AMSU-A: Advanced 

Microwave Sounding 
Unit-A 

Sondas de temperatura atmosférica e 
umidade – 

Radiômetros/espectrômetros de 

micro-ondas  

48 km 
Micro-ondas: 15 canais, 23,8 - 

89,0 GHz 

ASCAT: Advanced 
Scatterometer 

Escaterômetros – Radares 
escaterômetros 

Modo de alta resolução: 25 

- 37 km, Modo nominal: 50 

km 

Micro-ondas: Banda C, 5,256 
GHz 
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Nome da 

missão 

Nome completo da 

missão 

Agências líder 

(L) e 

colaboradoras 

Data de 

lançamento e 

fim da 

operação 

Situação 

da 

missão 

Instrumentos da 

missão* 
Tipo de instrumento* 

Resolução do 

instrumento* 
Bandas do instrumento* 

FY-3C 
FY-3C Polar-orbiting 

Meteorological Satellite 

NSMC-CMA 

(L), NRSCC 

23/set/13 

23/set/16 

Em 

órbita 

MWRI: MicroWave 

Radiation Imager 

Radiômetros imageadores 
multiespectrais (micro-ondas passivo) 

com múltiplos propósitos 

7,5 x 12 km em 150 GHz 
até 51 x 85 km em 10,65 

GHz 

12 canais, 6 frequencias: 10,65 
GHz, 18,7 GHz, 23,8 GHz, 

36,5 GHz, 89 GHz, 150 GHz 

GPM Core 

Global Precipitation 

Measurement Mission 

Core spacecraft 

NASA (L), 

JAXA 

27/fev/14 

29/mai/17 

Em 

órbita 

GMI: GPM 

Microwave Imager 

Radiômetros imageadores 

multiespectrais (micro-ondas passivo) 

com múltiplos propósitos   

10-36 km 

Micro-ondas: 10,65 GHz, 18,7 

GHz, 23,8 GHz, 36,5 GHz, 

89,0 GHz, 165,5 GHz, 183,31 

± 3 GHz, 183,31 ± 8 GHz 

DMSP F-

19 

Defense Meteorological 

Satellite Program F-19 

NOAA (L), 

USAF 

03/abr/14 

01/mar/19 

Em 

órbita 

SSM/IS: Special 
Sensor Microwave 

Imager Sounder 

Sondas de temperatura atmosférica e 
umidade – Radiômetro imageador de 

micro-ondas com múltiplos propósitos  

25 x 17 km até 70 x 42 km 

(variável com a frequência) 

Micro-ondas: 19 - 183 GHz (24 

frequências) 

Sentinel-1 

A 
Sentinel-1 A ESA (L), EC 

03/abr/14 

31/jan/21 

Em 

órbita 

C-Band SAR: C-Band 

Synthetic Aperture 
Radar 

Radar imageador de micro-ondas – 

SAR 
Variável entre 9 m e 50 m  

Banda C: 5,405 GHz; HH, VV, 

HH+HV, VV+VH; Ângulo de 
incidência: 20-45 

ALOS-2 

Advanced Land 

Observing Satellite-2 

aka DAICHI-2 

JAXA (L) 
24/mai/14 
23/mai/19 

Em 
órbita 

PALSAR-2 (ALOS-

2): Phased Array type 
L-band Synthetic 

Aperture Radar-2 

Radar imagiador de micro-ondas – 
SAR 

Spotlight mode (1 a 3 m), 
stripmap mode (3 a 10 m).  

Micro-ondas: Banda L 1270 
MHz 

SMAP  
Soil Moisture Active 
Passive 

NASA (L), 
CSA 

28/fev/15 
05/jun/18 

Aprovada 

L-band Radar 
(SMAP):  L-band 

Synthetic Aperture 

Radar (SMAP)  

Radar imageador de micro-ondas – 

SAR 

Resolução espacial <3 km 

em 70% da faixa; res. 

temporal 3 dias. Umidade 

do solo é estimada com res. 
de 10 km e estado de 

congelamento/degelo com 

res. de 1-3 km.  

Banda L (1,2 GHz) 

L-band Radiometer 

(SMAP) 

Radiômetros imageadores 
multiespectrais (micro-ondas passivo) 

com múltiplos propósitos 

Resolução espacial de 
40km; resolução temporal 

de 3 dias 

Banda L (1,4 GHz) 

SAOCOM 

1A 

Satélite Argentino de 
Observación COn 

Microondas 1A 

CONAE (L), 

ASI 

23/set/15 

21/dez/20 
Aprovada 

SAR-L: L-Band 
Synthetic Aperture 

Radar 

Radar imageador de micro-ondas – 

SAR 
10 x 10 m – 100 x 100 m  Banda L (1,275 GHz) 

Sentinel-1 

B 
Sentinel-1 B ESA (L), EC 

30/nov/15 

01/abr/23 
Aprovada 

C-Band SAR: C-Band 

Synthetic Aperture 

Radar 

Radar imageador de micro-ondas – 

SAR 
Variável entre 9 m e 50 m  

Banda C: 5,405 GHz; HH, VV, 

HH+HV, VV+VH; Ângulo de 

incidência: 20-45 

FY-3D 
FY-3D Polar-orbiting 

Meteorological Satellite 

NSMC-CMA 

(L), NRSCC 

31/dez/15 

31/dez/17 
Aprovada 

MWRI: MicroWave 

Radiation Imager 

Radiômetros imageadores 

multiespectrais (micro-ondas passivo) 
com múltiplos propósitos 

7,5 x 12 km em 150 GHz 

até 51 x 85 km em 10,65 
GHz 

12 canais, 6 frequências: 10,65 

GHz, 18,7 GHz, 23,8 GHz, 
36,5 GHz, 89 GHz, 150 GHz 

GCOM-

W2 

Global Climate 
Observation Mission-W2  

JAXA (L) 
18/mai/16 
18/mai/21 

Consider
ada 

AMSR-2: Advanced 

Microwave Scanning 
Radiometer -2 

Radiômetros imageadores 

multiespectrais (micro-ondas passivo) 
com múltiplos propósitos 

5 - 50 km (conforme a 
frequência) 

Micro-ondas: 6,925 GHz, 7,3 

GHz, 10,65 GHz, 18,7 GHz, 
23,8 GHz, 36,5 GHz, 89,0 GHz 
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Nome da 

missão 

Nome completo da 

missão 

Agências líder 

(L) e 

colaboradoras 

Data de 

lançamento e 

fim da 

operação 

Situação 

da 

missão 

Instrumentos da 

missão* 
Tipo de instrumento* 

Resolução do 

instrumento* 
Bandas do instrumento* 

CSG-1 
COSMO-SkyMed 

Seconda Generazione - 1 

ASI (L), MoD 

(Italy) 

30/jun/16 

30/jun/23 
Aprovada 

CSG SAR: COSMO 
Seconda Generazione 

SAR  

Radar imageador de micro-ondas – 

SAR 

Variável entre 0,8x0,8 m e 

6x40 m  

Micro-ondas: Banda X (9.6 
GHz). Polarização single, dual 

e quad 

SAOCOM 

1B 

Satélite Argentino de 

Observación COn 
Microondas 1B 

CONAE (L), 

ASI 

23/set/16 

21/dez/21 
Aprovada 

SAR-L: L-Band 

Synthetic Aperture 
Radar  

Radar imageador de micro-ondas – 

SAR 
10 x 10 m – 100 x 100 m  Banda L (1,275 GHz) 

JPSS-1 
Joint Polar Satellite 
System - 1  

NOAA (L), 

EUMETSAT, 

NASA 

01/jan/17 
01/mar/24 

Aprovada 

VIIRS: 

Visible/Infrared 
Imager Radiometer 

Suite  

Radiômetro imageador multiespectral 

(VIS/IV) e instrumentos de coloração 
oceânica – Radiômetro imageador 

VIS/IV com múltiplos propósitos 

400 m - 1,6 km  
VIS - IVT: 0,4 - 12,5 µm (22 
canais) 

CSG-2 
COSMO-SkyMed 

Seconda Generazione - 2 

ASI (L), MoD 

(Italy) 

30/jun/17 

30/jun/24 
Aprovada 

CSG SAR: COSMO 
Seconda Generazione 

SAR  

Radar imageador de micro-ondas – 

SAR 

Variável entre 0,8x0,8 m e 

6x40 m 

Micro-ondas: Banda X (9,6 
GHz). Polarização single-, 

dual- e quad-  

GRACE 

FO 

Gravity Recovery and 

Climate Experiment - 
Follow-on 

NASA (L), 

GFZ 

05/ago/17 

05/nov/22 
Aprovada GRACE instrument 

Instrumentos gravitacionais – Sistema 

satélite a satélite  
400 km horizontal 

Micro-ondas: 24 GHz e 32 

GHz 

Metop-C   

Meteorological 
Operational Polar 

Satellite – C (Metop-3)  

EUMETSAT 
(L), CNES, 

ESA, NOAA 

01/fev/18 

01/dez/21 
Aprovada 

AMSU-A: Advanced 

Microwave Sounding 

Unit-A 

Sondas de temperatura atmosférica e 

umidade – 
Radiômetros/espectrômetros de 

micro-ondas  

48 km 
Micro-ondas: 15 canais, 23,8 - 
89,0 GHz 

ASCAT: Advanced 

Scatterometer 

Escaterômetros – Radares 

escaterômetros 

Modo de alta resolução: 25 

- 37 km, Modo nominal: 50 
km 

Micro-ondas: Banda C, 5,256 

GHz 

SAOCOM-

2A 

Satélite Argentino de 

Observación COn 
Microondas 2A 

CONAE (L) 
01/jan/19 

01/jan/24 
Planejada 

SAR-L: L-Band 

Synthetic Aperture 
Radar  

Radar imageador de micro-ondas – 

SAR 
10 x 10 m – 100 x 100 m  Banda L (1,275 GHz) 

Sentinel-1 

C 
Sentinel-1 C ESA (L), EC 

31/mar/19 
30/jun/26 

Consider
ada 

C-Band SAR: C-Band 

Synthetic Aperture 

Radar 

Radar imageador de micro-ondas – 
SAR 

Variável entre 9 m e 50 m  

Banda C: 5,405 GHz; HH, VV, 

HH+HV, VV+VH; ângulo de 

incidência: 20-45 

RISAT-1A Radar Imaging Satellite ISRO (L) 
01/set/19 
01/set/23 

Consider
ada 

SAR (RISAT): 

Synthetic Aperature 

Radiometer (RISAT)  

Radar imageador de micro-ondas – 
SAR 

Variável entre 3 m e 50 m Banda C (5,350 Ghz) 

FY-3F  
FY-3F Polar-orbiting 

Meteorological Satellite  

NSMC-CMA 

(L), NRSCC 

31/dez/19 

31/dez/22 
Planejada 

MVIRS: Moderate 
Resolution Visible and 

Infrared Imaging 
Spectroradiometer 

Radiômetro imageador multiespectral 

(VIS/IV) – Radiômetro imageador 

VIS/IV com múltiplos propósitos 

 -  
VIS - IVT: 0,47 - 12,5 µm (20 

canais) 

MWRI: MicroWave 
Radiation Imager 

Radiômetros imageadores 

multiespectrais (micro-ondas passivo) 

com múltiplos propósitos   

7,5 x 12 km em 150 GHz 

até 51 x 85 km em 10,65 

GHz 

12 canais, 6 frequencias: 10,65 

GHz, 18,7 GHz, 23,8 GHz, 

36,5 GHz, 89 GHz, 150 GHz 
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Nome da 

missão 

Nome completo da 

missão 

Agências líder 

(L) e 

colaboradoras 

Data de 

lançamento e 

fim da 

operação 

Situação 

da 

missão 

Instrumentos da 

missão* 
Tipo de instrumento* 

Resolução do 

instrumento* 
Bandas do instrumento* 

DMSP F-

20 

Defense Meteorological 

Satellite Program F-20 

NOAA (L), 

USAF 

01/jan/20 

01/jan/25 
Aprovada 

SSM/IS: Special 
Sensor Microwave 

Imager Sounder 

Sondas de temperatura atmosférica e 
umidade – Radiômetro imageador de 

micro-ondas com múltiplos propósitos  

25 x 17 km até 70 x 42 km 

(variável com a frequência) 

Micro-ondas: 19 - 183 GHz (24 

frequências) 

SAOCOM-

2B 

Satélite Argentino de 

Observación COn 
Microondas 2B 

CONAE (L) 
01/jan/20 

01/jan/25 
Planejada 

SAR-L: L-Band 

Synthetic Aperture 
Radar  

Radar imageador de micro-ondas – 

SAR 
10 x 10 m – 100 x 100 m  Banda L (1,275 GHz) 

GCOM-

W3 

Global Change 

Observation Mission-W3  
JAXA (L) 

18/mai/20 

18/mai/25 

Consider

ada 

AMSR-2: Advanced 

Microwave Scanning 
Radiometer -2 

Radiômetros imageadores 

multiespectrais (micro-ondas passivo) 
com múltiplos propósitos   

5 - 50 km (conforme a 

frequência) 

Micro-ondas: 6,925 GHz, 7,3 

GHz, 10,65 GHz, 18,7 GHz, 
23,8 GHz, 36,5 GHz, 89,0 GHz 

NISAR 

NASA ISRO - Synthetic 

Aperture Radar (Dual 
Frequency SAR 

Mission) 

NASA (L), 
ISRO 

29/dez/20 
01/mar/25 

Planejada 

S-band SAR (NISAR): 

S-band Synthetic 
Aperture Radar (SAR) 

(NISAR) 

Radar imageador de micro-ondas – 
SAR 

10 m, com revisita em 12 

dias, cobertura global 

[Melhor resolução: 1m] 

Banda S: 4-2 GHz 

JPSS-2 
Joint Polar Satellite 
System - 2 

NOAA (L), 

EUMETSAT, 

NASA 

01/out/21 
01/jul/27 

Aprovada 

VIIRS: 

Visible/Infrared 
Imager Radiometer 

Suite 

Radiômetro imageador multiespectral 

(VIS/IV) e instrumentos de coloração 
oceânica – Radiômetro imageador 

VIS/IV com múltiplos propósitos 

400 m - 1,6 km  
VIS - IVT: 0,4 - 12,5 µm (22 
canais) 

FY-3G 
FY-3G Polar-orbiting 

Meteorological Satellite 

NSMC-CMA 

(L), NRSCC 

31/dez/21 

31/dez/24 

Consider

ada 

MVIRS: Moderate 
Resolution Visible and 

Infrared Imaging 

Spectroradiometer 

Radiômetro imageador multiespectral 

(VIS/IV) – Radiômetro imageador 
VIS/IV com múltiplos propósitos 

 -  
VIS - IVT: 0,47 - 12,5 µm (20 

canais) 

GRACE-II 
Gravity Recovery and 
Climate Experiment  

NASA (L) 
03/jan/30 
03/abr/33 

Consider
ada 

GRACE instrument 
Instrumentos gravitacionais – Sistema 
satélite a satélite  

400 km horizontal 
Micro-ondas: 24 GHz e 32 
GHz 
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B ANEXO B 

Neste anexo é apresentada uma descrição do modelo de grandes bacias MGB-IPH, 

baseada na descrição original de Collischonn (2001) e na descrição atualizada de Paiva 

(2009). 

Modelo Hidrológico de Grandes Bacias: MGB-IPH 

B.1 Introdução 

O modelo MGB-IPH (COLLISCHONN, 2001) é um modelo hidrológico 

distribuído de grande escala baseado em processos que utilizam equações físicas e 

conceituais para simular, com passo de tempo diário ou horário, os processos hidrológicos 

na superfície terrestre, divididos em quatro módulos: balanço hídrico no solo; balanço de 

energia e evapotranspiração; interceptação, geração e propagação de escoamentos 

superficial, subsuperficial e subterrâneo nos elementos de discretização da bacia 

hidrográfica; e propagação de vazão na rede de drenagem. 

Desenvolvido por Collischonn (2001) com base nos modelos LARSIM, 

apresentado por Bremicker (1998), e VIC-2L (WIGMOSTA et al., 1994; LIANG et al., 

1994; NIJSSEM et al., 1997), o modelo MGB-IPH trabalha com uma discretização em 

minibacias, as quais são ainda subdivididas em Unidades de Respostas Hidrológicas 

(URH) (Figura B.1), que são áreas de comportamento hidrológico similar definidas por 

uma combinação de mapas de cobertura da terra e de tipo do solo (KOUWEN et al., 

1993). Em cada minibacia as características de uso de solo, cobertura vegetal e tipo de 

solo são sintetizadas nas URH. 

 

Figura B.1. Minibacia do modelo MGB-IPH dividida em N classes de uso, tipo e cobertura do solo 

(URH). 
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Para a aplicação do modelo são necessários dados hidrológicos e meteorológicos; 

os quais consistem em arquivos que contenham informações de vazão, chuva e clima, 

sendo este último constituído de dados de temperatura, pressão, insolação, umidade 

relativa do ar e velocidade do vento. Estes dados são associados aos centróides das 

minibacias por interpolação dos postos com dados mais próximos. 

O balanço vertical de água e de energia são computados independentemente para 

cada URH em cada minibacia. A interceptação d'água pela cobertura vegetal é 

representada por um reservatório cuja capacidade máxima é função do índice de área 

foliar. O balanço de água no solo é realizado em uma camada, considerando o solo como 

um reservatório único de água. O conceito de área de contribuição variável do modelo 

ARNO (TODINI, 1996) é utilizado para computar a infiltração de água no solo e o 

escoamento superficial. Este mesmo conceito tem sido utilizado em modelos como o 

PDM (MOORE & CLARKE, 1981), VIC2L e LARSIM. Para o balanço de energia o 

modelo utiliza variáveis meteorológicas de superfície, sendo a evaporação do solo, da 

vegetação e do dossel na atmosfera estimada com base na equação de Penman-Monteith 

(SHUTTLEWORTH, 1993).  

Em cada URH das minibacias são determinados os volumes de escoamento 

superficial, subsuperficial (ou interno) e subterrâneo. Para a determinação do escoamento 

subsuperficial é usada uma equação semelhante a equação de condutividade hidráulica 

não-saturada de Brooks e Corey (RAWLS et al., 1993), enquanto o volume percolado da 

camada superficial do solo ao lençol freático é estimado por uma relação linear simples 

entre o armazenamento atual e o máximo de armazenamento de água no solo. Os volumes 

de escoamentos gerados a nível das URH dentro de cada minibacia são propagados para 

a rede de drenagem usando três reservatórios lineares simples, sendo um para cada tipo 

de escoamento: subterrâneo, interno (subsuperficial) e superficial. Na rede de drenagem, 

o volume total de escoamento gerado em cada minibacia é propagado utilizando o método 

de Muskingum-Cunge ou uma propagação mista composta por este método e o modelo 

hidrodinâmico introduzido por Paiva (2009). Para o transporte na rede de drenagem, 

independentemente do método de propagação, cada trecho de rio é subdividido, segundo 

critérios específicos, e os hidrogramas de vazão podem ser avaliados no exutório das 

minibacias bem como em qualquer outro ponto ao longo da rede de drenagem 

representada. A seguir, são apresentados os processos hidrológicos e hidráulicos 
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simulados pelo modelo MGB-IPH, com base na descrição original de Collischonn (2001) 

e na descrição atualizada de Paiva (2009).  

B.2 Processos Hidrológicos Verticais 

O balanço de água no solo e o de energia são feitos independentemente em cada 

URH das minibacias, utilizando suas características e parâmetros associados. Os 

processos verticais simulados pelo modelo MGB-IPH envolvem o balanço de água no 

solo, a interceptação, a percolação da água para o aquífero e o fluxo ascendente e a 

geração dos escoamentos superficial, subsuperficial e subterrâneo. Este processos estão 

apresentados no esquema da Figura B.2. 

 

Figura B.2. Esquema do balanço de água no solo do modelo MGB-IPH para uma Unidade de 

Resposta Hidrológica.  

Adaptado de Collischonn (2001). 

 

B.2.1 Interceptação 

A interceptação é o processo de retenção de água da chuva pela vegetação antes 

da sua chegada à superfície do solo. No modelo, esse processo é representado por um 

reservatório de volume máximo (Smax) dependente da densidade de vegetação que cobre 

o solo, a qual é indicada pelo Índice de Área Foliar (IAF). Este índice expressa a relação 

entre a área total das folhas da vegetação e a área superficial do solo e o seu valor depende 

do tipo de vegetação (menor que 1,0 em vegetação rasteira e 6,0 ou mais em florestas), 

podendo variar ao longo do ano em casos como o de culturas agrícolas. O valor de Smax 

do reservatório de interceptação é dado por: 
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𝑆𝑚𝑎𝑥𝑗 = 𝛼 ∙ 𝐼𝐴𝐹𝑗  (24) 

Onde: 

Smaxj [mm]: Volume máximo de interceptação; 

IAFj [m.m-1]:Índice de Área Foliar da URH j de uma minibacia.  

α [mm]: Parâmetro da lâmina de interceptação. Possui valor fixo e igual a 0,2 

mm.  

No reservatório de interceptação, o balanço hídrico é dados pelas seguintes 

equações:  

𝑆𝑖,𝑗
𝑡 = 𝑚𝑖𝑛(𝑆𝑖,𝑗

𝑡−1 + 𝑃𝐶𝑖, 𝑆𝑚𝑎𝑥𝑗) (25) 

𝑃𝑖,𝑗 = 𝑃𝐶𝑖 − (𝑆𝑖,𝑗
𝑡 + 𝑆𝑖,𝑗

𝑡−1) (26) 

𝑆𝑖,𝑗
𝑡 = 𝑆𝑖,𝑗

𝑡 − 𝐸𝐼𝑖,𝑗 (27) 

𝐸𝐼𝑖,𝑗 = 𝑚𝑖𝑛(𝑆𝑖,𝑗
𝑡 , 𝐸𝑃𝐼𝑖,𝑗) (28) 

Onde:  

Si,j [mm]: Lâmina de água interceptada na URH j da minibacia i;  

PCi [mm]: Precipitação no topo da cobertura vegetal em qualquer minibacia i;  

Pi,j [mm]: Precipitação sobre a camada superficial do solo na URH j, da 

minibacia i;  

EIi,j [mm]: Evaporação real da lâmina d'água interceptada na URH j, da 

minibacia i; 

EPIi,j [mm]: Evaporação potencial da lâmina d'água interceptada na URH j, da 

minibacia i.  

A evaporação potencial da lâmina d'água interceptada é calculada pela equação 

de Penman-Monteith com o parâmetro resistência superficial igual a zero. Os índices t-1, 

e t correspondem ao início e ao final do intervalo de tempo de cálculo, respectivamente. 
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B.2.2 Balanço hídrico no solo 

O balanço da água no solo, computado para cada URH j da minibacia i, é descrito 

pelo modelo através da equação abaixo: 

𝑊𝑖,𝑗
𝑡 = 𝑊𝑖,𝑗

𝑡−1 + (𝑃𝑖,𝑗 − 𝐸𝑇𝑖,𝑗 − 𝐷𝑠𝑢𝑝𝑖,𝑗 − 𝐷𝑖𝑛𝑡𝑖,𝑗 − 𝐷𝑏𝑎𝑠𝑖,𝑗 + 𝐷𝑐𝑎𝑝𝑖,𝑗) (29) 

Onde:  

Wi,j [mm]: Armazenamento de água na camada superficial do solo na URH j da 

minibacia i;  

Pi,j [mm]: Parcela da precipitação que atinge a superfície do solo (Equação (26));  

ETi,j [mm]: Evapotranspiração da água no solo;  

Dsupi,j [mm]: Escoamento superficial;  

Dinti,j [mm]: Escoamento subsuperficial ou interno;  

Dsubi,j [mm]: Escoamento subterrâneo;  

Dcapi,j [mm]: Escoamento ascendente do aquífero para a camada superficial do 

solo. 

B.2.3 Evapotranspiração 

O modelo calcula a evapotranspiração através da equação de Penman-Monteith 

(SHUTTLEWORTH, 1993), a qual utiliza dados meteorológicos e parâmetros relativos 

às características aerodinâmicas e dos estômatos das plantas: 

𝐸𝑇 =
𝑓𝑐

𝜆 ∙ 𝜌𝑤
[
∆ ∙ (𝑆𝑛 − 𝐿𝑛 − 𝐺) + 𝜌𝑎 ∙ 𝑐𝑝 ∙ (

𝑒𝑠 − 𝑒𝑑

𝑟𝑎
)

∆ + 𝛾 ∙ (1 +
𝑟𝑠

𝑟𝑎
)

] 
(30) 

Onde:  

ET [mm.dia-1]: Taxa de evaporação da água;  

λ [MJ.kg-1]: Calor latente de vaporização;  
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ρw [kg.m-3]: Massa específica da água, igual a 1000 kg.m-3;  

∆ [kPa.oC-1]: Gradiente da pressão de saturação do vapor em relação à 

temperatura;  

Sn [MJ.m-2.s-1]: Radiação líquida de onda curta;  

Ln [MJ.m-2.s-1]: Radiação líquida de onda longa;  

G [MJ.m-2.s-1]: Fluxo de energia para o solo;  

ρa [kg.m-3]: Massa específica do ar;  

cp [MJ.kg-1. oC-1]: Calor específico do ar úmido, igual a 1,013.10-3 MJ.kg-1. oC-1; 

es [kPa]: Pressão de saturação do vapor;  

ed [kPa]: Pressão do vapor;  

γ [kPa. oC-1]: Constante psicrométrica, igual a 0,66 kPa oC-1;  

ra [s.m-1]: Resistência aerodinâmica;  

rs [s.m-1]: Resistência superficial da vegetação;  

fc: um fator de conversão de unidades, igual a 3,6x10-6.  

A energia disponível para a evapotranspiração é primeiramente utilizada para 

evaporar a água interceptada e o restante da energia, se ainda houver, fica disponível para 

atender a transpiração da vegetação. A evaporação potencial (EPI) é calculada utilizando 

a Equação (30) considerando a resistência superficial (rs) nula e a resistência 

aerodinâmica dependente da velocidade do vento e da altura média da vegetação. 

B.2.4 Escoamento superficial 

O escoamento superficial gerado em cada URH é o escoamento direto efetivo, 

aquele que chega rapidamente à rede de drenagem. No modelo, considera-se que a 

ocorrência de escoamento superficial se dá apenas em áreas saturadas, as quais são 

variáveis em função do nível de saturação da bacia, seguindo um processo Dunniano 

(DUNNE & BLACK, 1970). Para a geração desse escoamento utiliza-se uma relação 
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probabilística entre umidade do solo e fração de área saturada (áreas onde a infiltração é 

nula) conforme apresentada por Moore & Clarke (1981): 

𝑋 = 1 − (1 −
𝑊

𝑊𝑚
)

𝑏
𝑏+1

 
(31) 

Onde: 

X: Fração da área que está saturada;  

W [mm]: Volume de água armazenada no solo;  

Wm [mm]: Capacidade máxima de armazenamento de água no solo;  

b [-]: um parâmetro do modelo associado à URH que define o grau de 

heterogeneidade da capacidade de armazenamento de água no solo. 

O escoamento superficial Dsup entre dois passos de tempo consecutivos (t-1 e t) 

é obtido para cada URH j de uma minibacia i por: 

𝐷𝑠𝑢𝑝𝑖,𝑗 = 𝑃𝑖,𝑗 ∙ ∆𝑡 − (𝑊𝑚𝑗 − 𝑊𝑖,𝑗
𝑡−1) 

se A ≤ 0 
(32) 

𝐷𝑠𝑢𝑝𝑖,𝑗 = 𝑃𝑖,𝑗 ∙ ∆𝑡 − (𝑊𝑚𝑗 − 𝑊𝑖,𝑗
𝑡−1) + 𝑊𝑚𝑗 ∙ 𝐴𝑏𝑗+1 

se A > 0 
(33) 

Onde: 

Pi,j [mm]: Precipitação efetiva que chega à superfície do solo da URH j da 

minibacia i;  

Dsupi,j [mm]: Escoamento superficial da URH j da minibacia i;  

A: um limite dado pela expressão: 

𝐴 = [(1 −
𝑊𝑖,𝑗

𝑡−1

𝑊𝑚𝑗
)

𝑏
𝑏𝑗+1

−
𝑃𝑖,𝑗 ∙ ∆𝑡

𝑊𝑚𝑗 ∙ (𝑏𝑗 + 1)
] (34) 
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B.2.5 Escoamento subsuperficial 

O escoamento subsuperficial é aquele mais lento que o superficial, porém mais 

rápido que o subterrâneo. Para descrever este escoamento o modelo utiliza uma equação 

não-linear com relação à umidade do solo que relaciona a condutividade hidráulica do 

solo com a sua textura, semelhante à equação apresentada por Brooks e Corey (RAWLS 

et al., 1993). A equação é dada por: 

𝐷𝑖𝑛𝑡𝑖,𝑗 = 𝐾𝑖𝑛𝑡𝑗 ∙ (
𝑊𝑖,𝑗

𝑡−1−𝑊𝑧𝑗

𝑊𝑚𝑗 − 𝑊𝑧𝑗
)

3+
2

𝜆𝑗

 
(35) 

Onde: 

Dinti,j [mm]: Volume de escoamento subsuperficial na URH j da minibacia i; 

Kintj [mm.dia-1]: um parâmetro de drenagem subsuperficial;  

Wzj [mm]: Limite mínimo de armazenamento de água no solo a partir do qual 

haverá geração de escoamento superficial;  

λj [-]: Índice de porosidade de solo. 

B.2.6 Escoamento subterrâneo 

O volume percolado ao aquífero é calculado por uma relação linear do volume de 

água armazenado no solo. Para cada intervalo de tempo, o volume de escoamento 

subterrâneo Dbasi,j de cada URH j da minibacia i é obtido por: 

𝐷𝑏𝑎𝑠𝑖,𝑗 = 𝐾𝑏𝑎𝑠𝑗 ∙ (
𝑊𝑖,𝑗

𝑡−1−𝑊𝑐𝑗

𝑊𝑚𝑗 − 𝑊𝑐𝑗
) 

(36) 

Onde: 

Wcj [mm]: Limite mínimo de armazenamento de água no solo a partir do qual 

não há percolação;  

Kbasj [mm]: Parâmetro que define a máxima percolação quando o solo está 

saturado. 
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B.2.7 Fluxo capilar ascendente 

Em situações de estresse hídrico, quando a zona saturada do aquífero se encontra 

em baixas profundidades, pode ocorrer uma transferência de água do reservatório 

subterrâneo para a zona não saturada do solo. Este movimento ascendente ocorre por 

diferença de potencial ou pela existência de vegetação com raízes profundas o suficiente 

para retirar água diretamente do aquífero. No modelo, esse fluxo ascendente é 

determinado por: 

𝐷𝑐𝑎𝑝𝑖,𝑗 = (
𝑊𝑐𝑗 − 𝑊𝑖,𝑗

𝑡−1

𝑊𝑐𝑗
) ∙ 𝐷𝑀𝑐𝑎𝑝𝑗 

(37) 

Onde: 

Wcj [mm]: Limite máximo de armazenamento de água no solo para haver fluxo 

ascendente;  

DMcapj [mm]: Máximo fluxo ascendente no solo. 

B.3 Processos Hidrológicos Horizontais 

Nem todo o volume dos escoamentos gerados nas minibacias chega à sua 

correspondente rede de drenagem no mesmo passo de tempo, mas sofrem retardo e 

amortecimento. No modelo, esses retardo e amortecimento dos hidrogramas dos 

escoamentos são considerados através da passagem deles por três reservatórios lineares, 

sendo um para cada tipo de escoamento gerado: superficial, subsuperficial (ou interno) e 

subterrâneo. Os volumes armazenados nos três reservatórios são computados por: 

𝑉𝑠𝑢𝑝𝑖
𝑡′ = 𝑉𝑠𝑢𝑝𝑖

𝑡−1 + ∑ (1000 ∙ 𝐷𝑠𝑢𝑝𝑖,𝑗 ∙ 𝐴𝑖,𝑗

𝑁𝑈𝑅𝐻

𝑗=1

) 
(38) 

𝑉𝑖𝑛𝑡𝑖
𝑡′ = 𝑉𝑖𝑛𝑡𝑖

𝑡−1 + ∑ (1000 ∙ 𝐷𝑖𝑛𝑡𝑖,𝑗

𝑁𝑈𝑅𝐻

𝑗=1

∙ 𝐴𝑖,𝑗) 
(39) 

𝑉𝑏𝑎𝑠𝑖
𝑡′ = 𝑉𝑏𝑎𝑠𝑖

𝑡−1 + ∑ (𝐷𝑏𝑎𝑠𝑖,𝑗

𝑁𝑈𝑅𝐻

𝑗=1

− 𝐷𝑐𝑎𝑝𝑖,𝑗) ∙ 1000 ∙ 𝐴𝑖,𝑗 
(40) 
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Onde: 

Vsupi [m
3]: Volume no reservatório superficial na minibacia i; 

Vinti [m
3]: Volume no reservatório subsuperficial na minibacia i; 

Vbasi [m
3]: Volume no reservatório subterrâneo na minibacia i; 

Ai,j [km2]: Área da URH j da minibacia i.  

O índice j indica o número da URH e NURH é número de URHs existentes, ambos 

relacionados à minibacia i considerada. 

A vazão de saída de cada reservatório com destino à rede de drenagem é 

computada como uma função linear do respectivo volume armazenado no reservatório e 

do tempo de concentração da minibacia. As equações que estimam as vazões de saídas 

são: 

𝑄𝑠𝑢𝑝𝑖 =
1

𝑇𝐾𝑆𝑖
𝑉𝑠𝑢𝑝𝑖

𝑡′ (41) 

𝑄𝑖𝑛𝑡𝑖 =
1

𝑇𝐾𝐼𝑖
𝑉𝑖𝑛𝑡𝑖

𝑡′ (42) 

𝑄𝑏𝑎𝑠𝑖 =
1

𝑇𝐾𝐵𝑖
𝑉𝑏𝑎𝑠𝑖

𝑡′     ,   𝑐𝑜𝑚 𝑇𝐾𝐵 =  𝐶𝐵 ∗ 3600 (43) 

Onde: 

Qsupi [m
3.s-1]: Vazão de saída do reservatório superficial, na minibacia i; 

Qinti [m
3.s-1]: Vazão de saída do reservatório subsuperficial, na minibacia i; 

Qsubi [m
3.s-1]: Vazão de saída do reservatório subterrâneo, na minibacia i; 

TKSi [s]: Tempo de retardo do reservatório superficial, na minibacia i; 

TKIi [s]: Tempo de retardo do reservatório subuperficial, na minibacia i; 

TKBi [s]: Tempo de retardo do reservatório subterrâneo, na minibacia i; 
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CB [h]: um parâmetro calibrável que controla o retardo do escoamento 

subterrâneo na minibacia e pode ser pré-estimado a partir dos dados de recessão dos 

hidrogramas.  

Os valores de TKS e TKI são obtidos em função do tempo de concentração Tci [s] 

da minibacia e controlados pelos parâmetros calibráveis CS [-] e CI [-]: 

𝑇𝐾𝑆𝑖 = 𝐶𝑆 ∙ 𝑇𝑐𝑖 
(44) 

𝑇𝐾𝐼𝑖 = 𝐶𝐼 ∙ 𝑇𝑐𝑖 
(45) 

O tempo de concentração Tci [s] da minibacia i calculado pela fórmula de Kirpich: 

𝑇𝑐𝑖 = 𝑎
𝐿𝑖

𝑏

𝑆𝑖
𝑐  

(46) 

Onde: 

Li [km]: Comprimento do maior afluente do rio principal da minibacia i. 

Si [m.m-1]:  Declividade do maior afluente do rio principal da minibacia i.  

Os índices a, b e c são fixos com valores iguais a, respectivamente, 239,04, 0,77 

e 0,385. 

Finalmente, a vazão Qminii [m
3.s-1] que chega ao trecho de rio da minibacia é o 

somatório das vazões dos escoamentos superficial, subsuperficial e subterrâneo: 

𝑄𝑚𝑖𝑛𝑖𝑖 = 𝑄𝑠𝑢𝑝𝑖 + 𝑄𝑖𝑛𝑡𝑖 + 𝑄𝑏𝑎𝑠𝑖 . 
(47) 

B.3.1 Propagação de vazões na rede de drenagem 

As minibacias da discretização são interligadas entre si pela sua rede de drenagem, 

de forma que cada uma escoa para uma minibacia de jusante através do seu próprio 

exutório. A vazão gerada em uma minibacia é somada às vazões de montante do seu rio 

principal para posterior propagação até seu exutório ou considerada diretamente como a 

vazão no seu exutório, conforme o caso. Nas minibacias de cabeceira, aquelas que não 

possuem escoamento vindo de montante, o modelo não realiza a propagação de vazão nos 

trechos de rios correspondentes, mas considera que toda vazão saindo dos reservatórios 
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lineares das minibacias é destinada diretamente ao exutório da mesma. Apenas nas 

minibacias internas, aquelas que recebem contribuição de montante, é realizada a 

propagação de vazão em seus respectivos trechos de rio. Um esquema dos processos de 

geração e propagação de escoamentos nas minibacias e de propagação de vazão na rede 

de drenagem está ilustrado na Figura B.3. 

No modelo MGB-IPH, a propagação tradicional de vazões nos trechos de rios das 

minibacias é realizada utilizando o método de Muskingum-Cunge, conforme apresentado 

em Tucci (2005). Em cada trecho de rio são consideradas diversas seções de cálculo, as 

quais são definidas discretizando o trecho em sub-trechos de acordo com critérios de 

precisão numérica, de forma que os hidrogramas de saída podem ser avaliados tanto no 

exutório de cada minibacia (fim do sub-trecho mais de jusante do trecho) como em cada 

uma dessas seções. Para uma melhor precisão no tempo de viagem e no amortecimento 

do hidrograma, além da sub-divisão dos trechos de rios, o passo de tempo diário também 

é sub-divido pelo modelo em intervalos menores durante a propagação (TUCCI, 2005). 

 

Figura B.3. Esquema dos processos de geração e propagação de escoamentos nas minibacias e 

propagação de vazão na rede de drenagem. 
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A vazão de saída de um trecho de rio em um intervalo de tempo qualquer é obtida 

em função das vazões de entrada e saída no intervalo de tempo anterior e da vazão de 

entrada no intervalo atual, como mostra a equação abaixo. 

𝑄𝑖+1
𝑡+1 = 𝐶1 ∙ 𝑄𝑖

𝑡 + 𝐶1 ∙ 𝑄𝑖
𝑡+1 + 𝐶1 ∙ 𝑄𝑖+1

𝑡  
(48) 

Sendo Q [m3.s-1] a vazão; i e i+1 as seções de cálculo de montante (entrada) e 

jusante (saída) de determinado sub-trecho de rio; t e t+1 o início e o final do intervalo de 

tempo de cálculo ∆t [s].  

Os coeficientes C1, C2 e C3 são calculados pelas expressões: 

𝐶1 =
2 ∙ 𝐾 ∙ 𝑋 + ∆𝑡

2 ∙ 𝐾 ∙ (1 − 𝑋) + ∆𝑡
 (49) 

𝐶2 =
∆𝑡 − 2 ∙ 𝐾 ∙ 𝑋

2 ∙ 𝐾 ∙ (1 − 𝑋) + ∆𝑡
 (50) 

𝐶3 =
2 ∙ 𝐾 ∙ (1 − 𝑋) − ∆𝑡

2 ∙ 𝐾 ∙ (1 − 𝑋) + ∆𝑡
 

(51) 

Com seus parâmetros de tempo K [s] e de espaço X [-] dados por: 

𝐾 =
∆𝑡

𝑐0
 (52) 

𝑋 = 0,5 −
𝑄0

𝐵0 ∙ 𝑆0 ∙ 𝑐0 ∙ ∆𝑥
 (53) 

Onde Q0 [m
3.s-1] é uma vazão de referência; B0 [m] a largura do rio; S0 [m.m-1] a 

declividade do sub-trecho; c0 [m.s-1] a celeridade cinemática; ∆x [m] o comprimento do 

sub-trecho de rio. 

Dada a escala de aplicação do modelo, a vazão de referência Q0 e a largura do rio 

B0 são estimados utilizando "relações geomorfológicas" construídas relacionando cada 

uma destas variáveis à área de contribuição da bacia a montante do trecho de rio. O 

comprimento e a declividade dos trechos podem ser obtidos através de Modelos Digitais 

de Elevação (MDE). A celeridade cinemática é obtida da equação de Manning, 

considerando o caso particular de um canal com seção retangular: 

𝑐0 =
5

3
∙

𝑄0
0,4 ∙ 𝑆0

0,3

𝑛0,6 ∙ 𝐵0
 , 

(54) 
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Onde: 

n [-]: Coeficiente de Manning do trecho. 

Para minimizar os erros numéricos devido ao esquema de solução, o intervalo de 

tempo de cálculo ∆t [s] e o comprimento do sub-trecho ∆x [m] são dados por (FREAD, 

1993): 

∆𝑡 ≤
𝑇𝑟

𝑀
 

(55) 

∆𝑥 ≤ 0,5 ∙ ∆𝑡 ∙ [1 + (1 +
3 ∙ 𝑄0

2 ∙ 𝐵0 ∙ 𝑆0 ∙ 𝑐0
2 ∙ ∆𝑡

)] 
(56) 

Sendo Tr [s] o tempo de subida da onda de cheia e M um parâmetro que deve ser 

sempre maior que 5. 

B.3.2 Propagação de vazões na rede de drenagem com o modelo 

hidrodinâmico 

Como já mencionado anteriormente, o método de Muskingum-Cunge, até então 

utilizado no processo de propagação de vazões na rede de drenagem do modelo MGB-

IPH, é uma metodologia simplificada que nem sempre consegue representar todas as 

características da hidráulica fluvial presentes em grandes rios mantenedores de extensas 

planícies de inundação e significativos efeitos de remanso. Embora seja um aspecto 

importante no comportamento de muitas bacias hidrográficas de grandes escalas, 

particularmente naquelas que apresentam um sistema de drenagem relativamente plano, 

a hidrodinâmica do rio pode ser prejudicada com a utilizações de métodos simplificados 

de propagação. Na bacia do rio Amazonas, por exemplo, estes aspectos são importantes 

não só no rio principal como na maioria dos seus principais afluentes (Madeira, Solimões, 

Negro, Purus, Juruá e Japurá). A influência do rio Amazonas sobre seus afluentes, 

principalmente relacionada aos efeitos de remanso, já foi apresentada em diversos estudos 

(ex.: MEADE, 1991 e TRIGG et al., 2009). 

Recentemente, buscando considerar os casos citados acima, Paiva (2009) 

introduziu no modelo MGB-IPH um modelo de propagação hidrodinâmica uni-

dimensional baseado no modelo IPH-IV (TUCCI, 1978; TUCCI, 2005). O modelo 
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incorporado possui base física e simula vazões e níveis em redes de canais com 

confluências e defluências, planícies de inundação e condições de contorno internas como 

vertedores ou descarregadores de fundo de barragens. Para possibilitar a sua aplicação 

em grandes bacias hidrográficas, que geralmente apresentam escassez de dados, o modelo 

considera dados usualmente encontrados em escalas globais e usa algoritmos baseados 

em GIS para extração dos parâmetros e das informações necessárias diretamente de 

Modelos Digitais de Elevação (MDE), como o do SRTM. Aqui será apresentada uma 

compilação da metodologia do modelo hidrodinâmico e maiores detalhes podem 

conseguidos em Paiva (2009) e Paiva et al. (2011b). 

As equações fundamentais do modelo são as equações completas de Saint Venant 

(CUNGE et al., 1980), compostas pelas equações da continuidade e dinâmica dadas por, 

respectivamente: 

𝜕𝑄

𝜕𝑥
+ 𝐵

𝜕ℎ

𝜕𝑡
= 𝑞𝑚𝑖𝑛𝑖 − 𝑞𝑓𝑙 

(57) 

𝜕𝑄

𝜕𝑡
+ 2𝑣

𝜕𝑄

𝜕𝑥
+ (𝑔𝐴 − 𝑣2𝐵)

𝜕ℎ

𝜕𝑥
− 𝑣2

𝜕𝐴

𝜕𝑥
|

ℎ=𝑐𝑡𝑒
= 𝑔𝐴(𝑆0 − 𝑆𝑓) (58) 

Onde: 

Q [m3.s-1]: Vazão do rio;  

t [s]: Dimensão tempo;  

x [m]: Dimensão espacial ao longo do eixo do rio;  

B [m]: Largura da seção transversal do rio na elevação correspondente à 

superfície livre;  

h [m]: Profundidade d'água;  

qmini [m
2.s-1]: Contribuição lateral da minibacia (vazão total da minibacia que 

chega à drenagem dividida pelo comprimento do trecho);  

qfl [m
2.s-1]: Vazão lateral de troca entre o rio e a planície de inundação;  

v [m.s-1] : Velocidade média do escoamento na seção;  
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g [m.s-2]: Aceleração devido à gravidade;  

A [m2]: Área da seção transversal perpendicular à direção do escoamento;  

S0 e Sf : Declividades de fundo e de atrito, respectivamente. A declividade de 

atrito é estimada utilizando a equação de Manning. 

O modelo discretiza cada trecho de rio em sub-trechos e seções transversais, onde 

as variáveis hidráulicas são computadas, e divide cada minibacia em "unidades de 

planícies de inundação", que são as áreas de drenagem entre duas seções de cálculo. São 

nessas unidades que ocorrem as trocas d'água entre o rio e a planície de inundação e onde 

são computados os armazenamentos de água da planície. 

As planícies de inundação são simuladas considerando um modelo de 

armazenamento simples, no qual a velocidade longitudinal do escoamento na planície é 

nula e os seus níveis d'água são iguais ao nível d'água do canal principal. Apenas a troca 

de vazão lateral é permitida entre rios e planícies. Desta forma, as planícies funcionam 

apenas como áreas de armazenamento dos volumes d'água trocados com o rio principal, 

cuja vazão de troca qfl por unidade de comprimento do trecho é dada por: 

𝑞𝑓𝑙 =
𝐴𝑓𝑙(𝑧)

𝑑𝑥

𝜕ℎ

𝜕𝑡
= 𝐿𝑓𝑙(𝑧)

𝜕ℎ

𝜕𝑡
 

(59) 

Sendo: 

Afl [m2]: Área da superfície inundada na "unidade de planície"; 

Lfl [m]: Largura equivalente da unidade de planície, considerada igual a 

diferença entre a largura de um retângulo de comprimento igual ao do sub-trecho de rio 

e área igual à inundada e a largura B do rio. 

O modelo permite trabalhar com um sistema de propagação mista, na qual o 

método de Muskingum-Cunge é utilizado nos trechos de rios de cabeceiras, ou em trechos 

onde a declividade é geralmente superior a 20 cm/km e não há significativos efeitos de 

remanso nem de planícies de inundações, enquanto o modelo hidrodinâmico 1D é adotado 

apenas nos demais trechos da rede de drenagem, caracterizados por declividades baixas 

(geralmente menores que 20 cm/km), extensas planícies de inundações e significativos 

efeitos de remanso. O limite de declividade sugerido para a separação é baseado no 
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critério de aplicabilidade de modelos de onda cinemática de Ponce (1989). Embora o 

modelo hidrodinâmico possa ser aplicado a todos os trechos de rios, a separação entre os 

dois métodos de propagação pode ser necessária para evitar o excessivo custo 

computacional desprendido na sua aplicação a todos os trechos de rios de uma grande 

bacia. 

O escoamento nas confluências é simulado usando a equação da continuidade de 

massa e a equação de energia, esta última desprezando os termos de perda de energia e 

de energia cinética. Singularidades hidráulicas como vertedores e descarregadores de 

fundo de barragens são representadas como condição de contorno interna no modelo. 

As equações diferenciais parciais do modelo são resolvidas utilizando um 

esquema numérico de diferenças finitas implícito desenvolvido por Chen (1973). Devido 

à grande quantidade de confluências geralmente existentes nas complexas redes de 

drenagem das grandes bacias hidrográficas, essas equações formam um sistema com 2n 

equações lineares, sendo n o número de seções transversais do modelo hidrodinâmico. A 

solução do sistema adota uma variante do procedimento de eliminação de Gauss, que é 

baseado no método de armazenamento Skyline desenvolvido por Tucci (1978). Paiva 

(2009) propôs ainda uma modificação do método skyline que reduziu significativamente 

o tempo de cálculo da solução da matriz (PAIVA et al., 2011a). 

Para a aplicação do modelo hidrodinâmico são necessários dados das seções 

transversais dos rios e das possíveis planícies de inundações, os quais geralmente estão 

disponíveis apenas em pequenas bacias hidrográficas. Para sua aplicação na modelagem 

de grandes bacias estes dados são extraídos automaticamente a partir de Modelos Digitais 

de Elevação (MDE) utilizando algoritmos desenvolvidos especialmente para esta 

finalidade. 
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C ANEXO C 

Previsão de precipitação 

 

C.1 Dados disponibilizados pelo International Research Institute for 

Climate and Society (IRI) 

A principal fonte de dados de previsões de precipitação (entre outras variáveis) 

encontrada foi o IRI – International Research Institute for Climate and Society, parte do 

Earth Institute, na Universidade de Columbia, Estados Unidos. A previsão climática é 

realizada através de diferentes modelos de circulação geral atmosférica (AGCMs), sendo 

processada no instituto original e repassada ao IRI, ou no próprio IRI. Estes modelos são 

rodados diversas vezes, formando um ensemble (conjunto de previsões) para cada 

modelo, com um ou mais possíveis cenários para a temperatura da superfície do mar (sea 

surface temperature - SST) global.  

O IRI possui disponíveis para download dados de 17 modelos ou versões de 

modelos. Em geral, os dados históricos diários ou aqueles gerados a cada 6h não são de 

livre acesso. Contudo, dados mensais são disponibilizados para consulta e download. Para 

as opções “History” e “Climatology”, as séries iniciam-se em torno de 1950. O sistema 

operacional de previsão a partir destes modelos (opção “Forecast”) de maneira geral 

inicia-se em 2004, e mantem-se em funcionamento. Nas três opções estão disponíveis 

para download os membros do conjunto de previsões, quando é o caso.  

A Tabela C.1 a seguir mostra um levantamento dos dados disponíveis no IRI, de 

interesse para avaliação. Todos os modelos apresentados na tabela apresentam cobertura 

global. Após, é realizada uma breve descrição dos modelos (ou versões de modelos) 

disponibilizados nesta base de dados. 
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Tabela C.1. Bases de dados de interesse de previsões disponíveis no IRI e suas características. 

Base de 

dados 
Variáveis 

Resolução 

espacial (°) 

Mem

bros 
SST 

Horizonte (meses) 

Período* 

mínimo máximo 

CCM3.2 

Previsões por conjunto e simulações de taxa de 

precipitação, temperatura à 2 m e 500 mb de 

altura geopotencial, com o CCM3.2 

2,8125 x 2,789328 

(T42) 
10 Acesso restrito à 'Forecast' - Apenas histórico disponível 

CCM3v6 Previsões por conjunto e simulações do CCM3.6 
2,8125 x 2,789327 

(T42) 
24 

ca-sst 0,5 6,5 Jan/57 Out/14 

psst -1,5 4,5 Dez/04 Out/14 

ssst -1,5 6,5 Dez/04 Out/14 

COLA 

Previsões por conjunto e simulações de taxa de 

precipitação e temperatura na altura do dossel 

com o COLA C2.2  

1,875 x 1,864678 

(T63) 

10 asst 0,5 6,5 Out/01 Mai/04 

30 ssst 0,5 6,5 Jun/04 Out/14 

COLA2.2.6 COLA AGCM V2.2.6. 1,875 x 1,864678 

(T63) 

a-l 

(12) 
Apenas histórico disponível 

ECPC  
Previsões por conjunto de precipitação e 

temperatura à 2m com UC Scripps ECPC 

1,875 x 1,904128 

(T62) 

10 asst 0,5 6,5 Jun/03 Mai/04 

10 psst 0,5 3,5 Jun/03 Jul/14 

12 ssst 0,5 6,5 Jun/04 Jul/14 

ECHAM3 Previsões por conjunto e simulações do ECHAM3 
2,8125 x 2,789328 

(T42) 
10 Acesso restrito à 'Forecast' - Apenas histórico disponível 
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Base de 

dados 
Variáveis 

Resolução 

espacial (°) 

Mem

bros 
SST 

Horizonte (meses) 

Período* 

mínimo máximo 

ECHAM4.5 
Previsões por conjunto e simulações do 

ECHAM4.5 

2,8125 x 2,789328 

(T42) 

24 

asst 0,5 6,5 Set/01 Nov/04 

ca-sst 0,5 6,5 Jan/57 Mar/14 

ECMWF-sst 0,5 4,5 Fev/58 Mar/01 

12 psst 0,5 4,5 Jan/68 Out/03 

24 

psst 0,5 3,5 Set/01 Out/14 

ssst 0,5 6,5 Jun/04 Out/14 

ECHAM5 
Previsões com ECHAM5 realizadas pelo IRI nas 

resoluções T85 e T42 

2,8125 x 2,789206 

(T42) 
24 ca-sst 0,5 6,5 Jan/57 Dez/04 

(T85) 16 Apenas histórico disponível 

GFDL 
Previsões por conjunto de precipitação e 

temperatura à 2m 
2,5x2 

10 psst 0,5 6,5 Out/04 Out/14 

30 ssst 0,5 6,5 Out/04 Out/14 

NCEP 

MRF9 

Previsões por conjunto e simulações de taxa de 

precipitação, temperatura à 2m e 500mb de altura 

geopotencial 

2,8125 x 2,789328 

(T40) 

10 asst 0,5 6,5 Jul/98 Mai/04 

30 ssst 0,5 6,5 Jun/04 Set/09 

NOAA Previsão sazonal por conjuntos do NOAA-CPC   Apenas Estados Unidos dentro do IRI 
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Base de 

dados 
Variáveis 

Resolução 

espacial (°) 

Mem

bros 
SST 

Horizonte (meses) 

Período* 

mínimo máximo 

NSIPP-1 

Previsões por conjunto e simulações de taxa de 

precipitação, temperatura à 2m e 500mb de altura 

geopotencial do NASA GSFC NSIPP-1 

2,5x2,5 

9 asst 0,5 6,5 Jan/01 Mai/04 

12 ssst 0,5 6,5 Jun/04 Jul/12 

 ca-sst: Constructed analogue SST. 

 asst: Anticipated SST – Anomalia de SST prevista, resultado da média de diferentes modelos. 

 psst: Persisted SST – Anomalia de SST observada no mês anterior ao início da previsão e somada à SST média climatológica dos meses 

previstos. 

 ssst: Scenarios SST – Anomalia de SST prevista. 

* Período de previsão disponível em outubro de 2014. 
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CCM3.2: Modelo de circulação geral atmosférica desenvolvido pelo National 

Centers for Atmospheric Research (NCAR), nos Estados Unidos. Possui resolução 

espacial horizontal de aproximadamente 2,8° x 2,8° (T42), com 18 camadas verticais. 

(IRI, 2013).  

CCM3.6: O CCM3.6 é uma versão do Community Climate Model (CCM) do 

NCAR pertence à mesma família do CCM3.0, e não apresenta diferenças significativas 

em relação ao CCM3.2. As principais mudanças estão relacionadas à interface do usuário, 

correção de bugs na rotina, arquivos de entrada e saída, e algumas mudanças físicas, 

porém sem mudanças relevantes ao clima (NCAR, 1998). As principais referências para 

o modelo CCM3v6 são os trabalhos de Hack et al. (1998), Hurrell et al. (1998) e Kiehl et 

al. (1998).  

COLA: COLA2.2 é um AGCM produzido pelo Center for Ocean-Land-

Atmosphere Studies (COLA), localizado em Maryland, Estados Unidos, instituição 

dedicada à pesquisa quanto à variabilidade e previsão do clima (IGES, s.d.). A instituição 

conta com o apoio de três agências federais norte americanas, NSF (National Science 

Foundation), NOAA (National Oceanic and Atmospheric Administration) e NASA 

(National Aeronautics and Space Administration). 

COLA2.2.6: COLA2.2.6 é uma versão do modelo do Center for Ocean-Land-

Atmosphere Studies (COLA). O modelo tem uma resolução espacial horizontal T63, ou 

seja, aproximadamente 1,87° X 1,86°, e 18 níveis verticais (FENNESSY e KINTER III, 

2009). 

ECHAM3: O modelo European Community - HAMburg (ECHAM) foi 

desenvolvido no Max Plank Institut fur Meteorolgi, na Alemanha, baseado no modelo de 

previsão de tempo do European Centre for Medium Range Weather Forecasts 

(ECMWF). A resolução do modelo é T42 (aproximadamente 2,8° x 2,8°), com 19 

camadas verticais (IRI, 2013). 

ECHAM4.5: O modelo ECHAM4.5 é uma versão do modelo posterior ao 

ECHAM3.6, baseado no modelo de previsão de tempo do European Centre for Medium 

Range Weather Forecasts (ECMWF). O modelo vem sofrendo várias modificações 

significativas, realizadas pelo Max Planck Institute for Meteorology and German Climate 

Computing Centre. Estas modificações vêm sendo feitas para melhorar a previsão 
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climática. Uma detalhada descrição do ECHAM4.5 pode ser encontrada em Roeckner et 

al. (1996). Esta versão do modelo possui também resolução espacial T42 e 19 níveis 

verticais (SCHNEIDER et al., 2003). 

ECHAM5: Mais uma versão do modelo ECHAM, o ECHAM5 apresenta, em 

relação ao ECHAM4, uma série de mudanças significativas tanto sobre a parte física 

como sobre a parte numérica do modelo. Uma descrição do modelo pode ser encontrada 

em Roeckner et al. (2003). 

ECPC: Este é o modelo do Experimental Climate Prediction Center (ECPC), 

desenvolvido e rodado no Scripps Institution of Oceanography, Universidade da 

Califórnia, Estados Unidos (IRI, s.d.). O modelo possui resolução horizontal T62 (grade 

global de 192 X 94), e 28 níveis verticais (de HAAN et al., 2007). 

GFDL: O Geophysical Fluid Dynamics Laboratory (GFDL), da Universidade de 

Princeton, possui dois modelos atmosféricos globais, o AM3 e o HiRAM (HIgh 

Resolution Atmospheric Model). No IRI, estão disponíveis as previsões do AM2, versão 

anterior ao AM3. Mudanças significativas foram realizadas no AM3, tanto quanto a parte 

física, como a resolução vertical (GFDL, 2014). As principais referências para os modelo 

GFDL são Delworth et al. (2006) e GFDL Global Atmospheric Model Development 

Team (2004).  

NCEP-MRF9: Este modelo climático atmosférico foi desenvolvido no National 

Centers for Environmental Prediction (NCEP), Estados Unidos. É baseado em uma 

versão do modelo de previsão de médio prazo usado pelo National Weather Service. É 

resolução do modelo é T40 (aproximadamente 2,8° X 2,8°), com 18 camadas verticais 

(IRI, 2013). 

NOAA: O Climate Prediction Center (CPC) do NOAA (National Oceanic and 

Atmospheric Administration) possui um sistema de previsão bastante amplo e bem 

estruturado. Contudo, na base de dados do IRI, estão disponíveis previsões apenas para a 

área dos Estados Unidos.  

NSIPP: O modelo foi desenvolvido no Goddard Space Flight Center, no âmbito 

do projeto NASA's Seasonal to Interannual Prediction Project (NSIPP). Possui resolução 

espacial de 2,5° X 2,5° com 34 camadas verticais (IRI, 2013).  
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C.2 Correção de viés da precipitação prevista 

As figuras C.1 a C.6 a seguir referem-se ao conteúdo apresentado no item 7.2, e 

mostram, para todos os meses, as precipitações totais mensais médias da bacia do rio Ijuí, 

observada, média do ensemble sem e com correção, e o erro antes e após a correção de 

viés. As figuras mostram os resultados da correção realizada com base nos dados do 

período de 1980-2000, escolhido como o período de análise e anterior à previsão de 

umidade do solo.  

 

  

  

   
 

Figura C.1. Correção de viés do modelo CCM3v6 para os meses de janeiro a junho. 
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Figura C.2. Correção de viés do modelo CCM3v6 para os meses de julho a dezembro. 
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Figura C.3. Correção de viés do modelo ECPC para os meses de janeiro a junho.  
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Figura C.4. Correção de viés do modelo ECPC para os meses de julho a dezembro.  
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Figura C.5. Correção de viés do modelo GFDL para os meses de janeiro a junho.  
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Figura C.6. Correção de viés do modelo GFDL para os meses de julho a dezembro.  
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D ANEXO D 

Parametrização adotada no modelo hidrológico 

As tabelas a seguir mostram os conjuntos de parâmetros calibráveis adotados para 

cada Unidade de Resposta Hidrológica (URH), em cada sub-bacia. É apresentado também 

o conjunto de parâmetros fixos empregado, sem distinção entre solo profundo e solo raso, 

e adotado como constante ao longo do ano. 

 

Tabela D.1. Parâmetros fixos do MGB-IPH. 

URH Albedo 

IAF 

Índice de Área 

Foliar 

Z 

Altura do dossel 

(m) 

rs 

Resistência 

Superficial (s/m) 

Agricultura 0,22 2,00 0,70 70,0 

Campo 0,23 2,00 0,50 70,0 

Floresta 0,12 6,00 12,0 100,0 

Água 0,08 1,00 0,50 0,00 

 

 

Tabela D.2. Parâmetros calibráveis do MGB-IPH – Sub-bacia 1. 

Sub-bacia 1 

URH Wm b Kbas Kint XL CAP Wc 

Agricultura em solo raso 70,00 0,60 0,50 28,50 0,77 0,00 0,09 

Agricultura em solo profundo 150,00 0,15 1,20 35,50 0,77 0,00 0,09 

Campo em solo raso 50,00 0,80 0,30 18,00 0,77 0,00 0,09 

Campo em solo profundo 130,00 0,20 1,00 26,00 0,77 0,00 0,09 

Floresta em solo raso 120,00 0,35 0,55 18,00 0,77 0,00 0,09 

Floresta em solo profundo 280,00 0,10 1,70 40,00 0,77 0,00 0,09 

Água 0,00 0,00 0,00 0,00 0,00 0,00 0,00 

CS 9,50 

CI 108,50 

CB 1150,00 

QB (m³/s.km²) 0,01 
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Tabela D.3. Parâmetros calibráveis do MGB-IPH – Sub-bacia 2. 

Sub-bacia 2 

URH Wm b Kbas Kint XL CAP Wc 

Agricultura em solo raso 130,00 0,65 0,35 10,00 0,90 0,00 0,15 

Agricultura em solo profundo 190,00 0,13 1,00 35,00 0,90 0,00 0,35 

Campo em solo raso 120,00 0,70 0,30 10,00 0,67 0,00 0,15 

Campo em solo profundo 180,00 0,15 0,90 35,00 0,67 0,00 0,35 

Floresta em solo raso 150,00 0,45 0,55 20,00 0,67 0,00 0,15 

Floresta em solo profundo 350,00 0,10 1,20 50,00 0,67 0,00 0,55 

Água 0,00 0,00 0,00 0,00 0,00 0,00 0,00 

CS 20,50 

CI 350,00 

CB 6000,00 

QB (m³/s.km²) 0,01 

 

 

Tabela D.4. Parâmetros calibráveis do MGB-IPH – Sub-bacia 3. 

Sub-bacia 3 

URH Wm b Kbas Kint XL CAP Wc 

Agricultura em solo raso 70,00 0,40 0,10 8,50 0,67 0,00 0,30 

Agricultura em solo profundo 200,00 0,10 1,00 18,50 0,57 0,00 0,40 

Campo em solo raso 50,00 0,55 0,10 8,00 0,67 0,00 0,30 

Campo em solo profundo 180,00 0,11 0,90 15,00 0,67 0,00 0,40 

Floresta em solo raso 150,00 0,35 0,20 20,00 0,67 0,00 0,40 

Floresta em solo profundo 350,00 0,09 2,00 25,00 0,67 0,00 0,50 

Água 0,00 0,00 0,00 0,00 0,00 0,00 0,00 

CS 18,50 

CI 300,00 

CB 5500,00 

QB (m³/s.km²) 0,01 

 

 

Tabela D.5. Parâmetros calibráveis do MGB-IPH – Sub-bacia 4. 

Sub-bacia 4 

URH Wm b Kbas Kint XL CAP Wc 

Agricultura em solo raso 50,00 0,70 0,75 18,50 0,87 0,00 0,20 

Agricultura em solo profundo 100,00 0,15 1,30 26,50 0,87 0,00 0,40 

Campo em solo raso 40,00 0,92 0,20 18,00 0,87 0,00 0,20 

Campo em solo profundo 90,00 0,20 1,20 26,00 0,87 0,00 0,40 

Floresta em solo raso 80,00 0,45 0,85 20,00 0,87 0,00 0,20 

Floresta em solo profundo 200,00 0,10 1,70 40,00 0,87 0,00 0,40 

Água 0,00 0,00 0,00 0,00 0,00 0,00 0,00 

CS 22,50 

CI 180,50 

CB 2550,00 

QB (m³/s.km²) 0,01 
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Tabela D.6. Parâmetros calibráveis do MGB-IPH – Sub-bacia 5. 

Sub-bacia 5 

URH Wm b Kbas Kint XL CAP Wc 

Agricultura em solo raso 50,00 0,70 0,75 25,50 0,79 0,00 0,20 

Agricultura em solo profundo 100,00 0,15 1,30 36,50 0,79 0,00 0,40 

Campo em solo raso 40,00 0,82 0,20 18,00 0,79 0,00 0,20 

Campo em solo profundo 90,00 0,20 1,20 26,00 0,79 0,00 0,40 

Floresta em solo raso 80,00 0,45 0,85 27,00 0,79 0,00 0,20 

Floresta em solo profundo 280,00 0,10 1,70 40,00 0,79 0,00 0,40 

Água 0,00 0,00 0,00 0,00 0,00 0,00 0,00 

CS 17,50 

CI 180,50 

CB 2550,00 

QB (m³/s.km²) 0,01 

 

 

Tabela D.7. Parâmetros calibráveis do MGB-IPH – Sub-bacia 6. 

Sub-bacia 6 

URH Wm b Kbas Kint XL CAP Wc 

Agricultura em solo raso 110,00 0,70 0,55 20,50 0,47 0,00 0,30 

Agricultura em solo profundo 180,00 0,23 1,20 26,50 0,97 0,00 0,90 

Campo em solo raso 100,00 0,62 0,30 18,00 0,47 0,00 0,30 

Campo em solo profundo 175,00 0,25 1,00 24,00 0,97 0,00 0,90 

Floresta em solo raso 140,00 0,55 0,55 27,00 0,47 0,00 0,30 

Floresta em solo profundo 300,00 0,10 1,70 40,00 0,97 0,00 0,90 

Água 0,00 0,00 0,00 0,00 0,00 0,00 0,00 

CS 8,50 

CI 188,50 

CB 1050,00 

QB (m³/s.km²) 0,01 

 

 

Tabela D.8. Parâmetros calibráveis do MGB-IPH – Sub-bacia 7. 

Sub-bacia 7 

URH Wm b Kbas Kint XL CAP Wc 

Agricultura em solo raso 90,00 0,70 0,40 18,50 0,67 0,00 0,20 

Agricultura em solo profundo 180,00 0,13 1,20 26,50 0,67 0,00 0,40 

Campo em solo raso 80,00 0,62 0,30 16,00 0,67 0,00 0,20 

Campo em solo profundo 175,00 0,15 1,00 24,00 0,67 0,00 0,40 

Floresta em solo raso 130,00 0,55 0,55 27,00 0,67 0,00 0,20 

Floresta em solo profundo 280,00 0,10 1,70 40,00 0,67 0,00 0,40 

Água 0,00 0,00 0,00 0,00 0,00 0,00 0,00 

CS 11,50 

CI 108,50 

CB 1150,00 

QB (m³/s.km²) 0,01 
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E ANEXO E 

Qualidade do ajuste da simulação hidrológica para as vazões 

E.1 Etapa de calibração do modelo 

As figuras a seguir mostram as curvas de permanência e hidrogramas 

representativos da qualidade do ajuste entre as vazões simuladas com o modelo 

hidrológico de grandes bacias MGB-IPH e as vazões observadas pelos postos 

fluviométricos da bacia do rio Ijuí. O período de calibração estende-se de 01/01/1980 à 

31/12/2004. 

 

Figura E.1. Curva de permanência do posto fluviométrico 75155000, na sub-bacia 1, obtida na 

etapa de calibração do MGB-IPH. 

 

Figura E.2. Detalhe do hidrograma do posto fluviométrico 75155000, na sub-bacia 1, obtido na 

etapa de calibração do MGB-IPH.  
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Figura E.3. Curva de permanência do posto fluviométrico 75185000, na sub-bacia 2, obtida na 

etapa de calibração do MGB-IPH. 

 

 

 

Figura E.4. Detalhe do hidrograma do posto fluviométrico 75185000, na sub-bacia 2, obtido na 

etapa de calibração do MGB-IPH. 
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Figura E.5. Curva de permanência do posto fluviométrico 75200000, na sub-bacia 3, obtida na 

etapa de calibração do MGB-IPH. 

 

 

 

Figura E.6. Detalhe do hidrograma do posto fluviométrico 75200000, na sub-bacia 3, obtida na 

etapa de calibração do MGB-IPH. 
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Figura E.7. Curva de permanência do posto fluviométrico 75205000, na sub-bacia 3, obtida na 

etapa de calibração do MGB-IPH. 

 

 

 

Figura E.8. Detalhe do hidrograma do posto fluviométrico 75205000, na sub-bacia 3, obtida na 

etapa de calibração do MGB-IPH. 
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Figura E.9. Curva de permanência do posto fluviométrico 75230000, na sub-bacia 4, obtida na 

etapa de calibração do MGB-IPH. 

 

 

 

Figura E.10. Detalhe do hidrograma do posto fluviométrico 75230000, na sub-bacia 4, obtida na 

etapa de calibração do MGB-IPH. 
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Figura E.11. Curva de permanência do posto fluviométrico 75295000, na sub-bacia 5, obtida na 

etapa de calibração do MGB-IPH. 

 

 

 

Figura E.12. Detalhe do hidrograma do posto fluviométrico 75295000, na sub-bacia 5, obtida na 

etapa de calibração do MGB-IPH. 
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Figura E.13. Curva de permanência do posto fluviométrico 75320000, na sub-bacia 6, obtida na 

etapa de calibração do MGB-IPH. 

 

 

 

 

Figura E.14. Detalhe do hidrograma do posto fluviométrico 75320000, na sub-bacia 6, obtida na 

etapa de calibração do MGB-IPH. 
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E.2 Etapa de verificação do modelo 

As figuras a seguir mostram as curvas de permanência e hidrogramas 

representativos da qualidade do ajuste entre as vazões simuladas com o modelo 

hidrológico de grandes bacias MGB-IPH e as vazões observadas pelos postos 

fluviométricos da bacia do rio Ijuí para a etapa de verificação do modelo. O período de 

verificação estende-se de 01/01/2005 à 31/12/2013. 

 

 

Figura E.15. Curva de permanência do posto fluviométrico 75155000, na sub-bacia 1, obtida na 

etapa de verificação da calibração do MGB-IPH. 

 

 

 

Figura E.16. Detalhe do hidrograma do posto fluviométrico 75155000, na sub-bacia 1, obtido na 

etapa de verificação da calibração do MGB-IPH. 
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Figura E.17. Curva de permanência do posto fluviométrico 75186000, na sub-bacia 2, obtida na 

etapa de verificação da calibração do MGB-IPH. 

 

 

 

Figura E.18. Detalhe do hidrograma do posto fluviométrico 75186000, na sub-bacia 2, obtido na 

etapa de verificação da calibração do MGB-IPH. 
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Figura E.19. Curva de permanência do posto fluviométrico 75200000, na sub-bacia 3, obtida na 

etapa de verificação da calibração do MGB-IPH. 

 

Figura E.20. Detalhe do hidrograma do posto fluviométrico 75200000, na sub-bacia 3, obtido na 

etapa de verificação da calibração do MGB-IPH. 
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Figura E.21. Curva de permanência do posto fluviométrico 75205000, na sub-bacia 3, obtida na 

etapa de verificação da calibração do MGB-IPH. 

 

Figura E.22. Detalhe do hidrograma do posto fluviométrico 75205000, na sub-bacia 3, obtido na 

etapa de verificação da calibração do MGB-IPH. 
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Figura E.23. Curva de permanência do posto fluviométrico 75230000, na sub-bacia 4, obtida na 

etapa de verificação da calibração do MGB-IPH. 

 

 

 

Figura E.24. Detalhe do hidrograma do posto fluviométrico 75230000, na sub-bacia 4, obtido na 

etapa de verificação da calibração do MGB-IPH. 
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Figura E.25. Curva de permanência do posto fluviométrico 75295000, na sub-bacia 5, obtida na 

etapa de verificação da calibração do MGB-IPH. 

 

 

 

Figura E.26. Detalhe do hidrograma do posto fluviométrico 75295000, na sub-bacia 5, obtido na 

etapa de verificação da calibração do MGB-IPH. 
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F ANEXO F 

Resultados da previsão de umidade do solo 

F.1 Previsões tipo A: Ensemble - Classe mais provável de 

saturação do solo 

As tabelas a seguir mostram os resultados da previsão de umidade do solo quanto 

a classe de saturação mais provável do ensemble de cada modelo (previsões tipo A). Cada 

tabela traz a informação de classe de saturação pseudo-observada (simulada com a 

precipitação observada); a classe mais provável de saturação conforme os resultados do 

ensemble de cada modelo; a probabilidade referente à esta previsão, calculada conforme 

a Equação (23); e o erro referente à previsão. O erro é definido como a classe prevista 

menos a classe pseudo-verdadeira de saturação do solo. 

Tabela F.1. Classe de saturação pseudo-observada, prevista pelo ensemble de cada modelo 

(previsões tipo A), probabilidade da previsão e erro da previsão para o horizonte de 1 mês. 

Mês 

Classe 

pseudo-

observada 

Classe mais provável 

(Previsão tipo A) 
Probabilidade Erro 

CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

jun/05 0 -2 0 -2 58% 58% 60% -2 0 -2 

jul/05 -1 -1 1 -2 29% 58% 73% 0 2 -1 

ago/05 0 -1 2 -2 25% 42% 67% -1 2 -2 

set/05 1 1 0 -2 33% 100% 83% 0 -1 -3 

out/05 1 -2 0 -2 50% 50% 37% -3 -1 -3 

nov/05 0 -1 -1 1 29% 50% 40% -1 -1 1 

dez/05 0 -1 0 0 29% 25% 30% -1 0 0 

jan/06 0 -1 0 -2 38% 25% 33% -1 0 -2 

fev/06 -2 1 0 1 38% 50% 33% 3 2 3 

mar/06 0 0 -1 -1 38% 50% 47% 0 -1 -1 

abr/06 0 -2 1 -2 42% 83% 37% -2 1 -2 

mai/06 -2 -2 -1 -2 42% 67% 47% 0 1 0 

jun/06 -1 -2 -2 -2 63% 33% 70% -1 -1 -1 

jul/06 0 -2 -1 -2 54% 50% 60% -2 -1 -2 

ago/06 0 -2 1 -2 42% 50% 47% -2 1 -2 

set/06 1 -1 -1 -2 33% 42% 63% -2 -2 -3 

out/06 0 -2 -1 -2 38% 83% 50% -2 -1 -2 

nov/06 1 1 -1 1 38% 50% 50% 0 -2 0 

dez/06 1 1 0 0 38% 42% 43% 0 -1 -1 

jan/07 1 -1 0 -1 29% 42% 33% -2 -1 -2 

fev/07 0 0 -2 -2 29% 42% 33% 0 -2 -2 

mar/07 1 -1 -1 0 38% 58% 33% -2 -2 -1 

abr/07 1 0 -2 0 42% 67% 33% -1 -3 -1 

mai/07 1 0 -2 0 38% 58% 27% -1 -3 -1 

jun/07 -2 -2 -2 0 58% 42% 40% 0 0 2 

jul/07 0 -2 1 -2 33% 42% 53% -2 1 -2 
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Mês 

Classe 

pseudo-

observada 

Classe mais provável 

(Previsão tipo A) 
Probabilidade Erro 

CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

ago/07 0 1 1 -2 38% 42% 43% 1 1 -2 

set/07 -1 0 1 -2 25% 42% 67% 1 2 -1 

out/07 0 -2 -1 -2 46% 42% 47% -2 -1 -2 

nov/07 1 -2 -1 1 54% 50% 37% -3 -2 0 

dez/07 0 -1 -1 -1 46% 42% 33% -1 -1 -1 

jan/08 -1 -1 0 1 29% 25% 27% 0 1 2 

fev/08 -1 1 -2 0 42% 42% 33% 2 -1 1 

mar/08 -1 0 -1 -1 46% 42% 43% 1 0 0 

abr/08 -1 -2 -2 -1 58% 50% 43% -1 -1 0 

mai/08 0 -2 -1 -2 63% 33% 57% -2 -1 -2 

jun/08 1 -2 1 -2 71% 42% 73% -3 0 -3 

jul/08 -1 -2 0 -2 63% 42% 60% -1 1 -1 

ago/08 1 -2 0 -2 38% 33% 60% -3 -1 -3 

set/08 0 -1 -1 -2 33% 42% 87% -1 -1 -2 

out/08 0 -2 -1 -2 50% 42% 53% -2 -1 -2 

nov/08 0 -1 1 1 38% 50% 43% -1 1 1 

dez/08 -1 -1 1 -1 38% 33% 40% 0 2 0 

jan/09 0 -1 -1 -2 29% 58% 37% -1 -1 -2 

fev/09 -1 1 -2 1 33% 42% 37% 2 -1 2 

mar/09 -1 0 0 0 42% 33% 43% 1 1 1 

abr/09 -2 -2 -2 1 38% 58% 40% 0 0 3 

mai/09 -2 -1 -2 0 42% 50% 43% 1 0 2 

jun/09 0 -2 0 -2 58% 33% 37% -2 0 -2 

jul/09 0 -2 1 -2 38% 58% 40% -2 1 -2 

ago/09 1 -1 0 -2 33% 42% 43% -2 -1 -3 

set/09 1 0 0 -2 33% 50% 43% -1 -1 -3 

out/09 0 -2 -1 -2 38% 83% 50% -2 -1 -2 

nov/09 1 -2 1 1 33% 58% 40% -3 0 0 

dez/09 1 1 0 1 29% 33% 37% 0 -1 0 

jan/10 1 -1 0 -1 50% 42% 37% -2 -1 -2 

fev/10 0 0 1 -2 38% 75% 40% 0 1 -2 

mar/10 0 0 1 0 46% 50% 27% 0 1 0 

abr/10 -1 1 1 0 38% 75% 43% 2 2 1 

mai/10 1 0 0 1 46% 58% 33% -1 -1 0 

jun/10 0 1 0 -2 33% 50% 63% 1 0 -2 

jul/10 0 -2 -1 -2 46% 42% 73% -2 -1 -2 

ago/10 -1 -1 -2 -2 33% 42% 67% 0 -1 -1 

set/10 1 -2 1 -2 42% 42% 73% -3 0 -3 

out/10 -1 -2 0 -2 75% 25% 53% -1 1 -1 

nov/10 -1 -2 0 -2 67% 33% 33% -1 1 -1 

dez/10 1 -2 1 -1 33% 33% 53% -3 0 -2 

jan/11 0 0 1 -2 33% 42% 50% 0 1 -2 

fev/11 1 1 -2 1 54% 33% 37% 0 -3 0 

mar/11 0 0 -2 1 29% 50% 33% 0 -2 1 

abr/11 1 -1 -2 -2 46% 50% 30% -2 -3 -3 

mai/11 0 -2 -2 -1 46% 42% 43% -2 -2 -1 

jun/11 0 -2 -2 -2 71% 67% 80% -2 -2 -2 

jul/11 1 -2 -2 -2 58% 67% 87% -3 -3 -3 
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Mês 

Classe 

pseudo-

observada 

Classe mais provável 

(Previsão tipo A) 
Probabilidade Erro 

CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

ago/11 1 -1 -2 -2 33% 50% 80% -2 -3 -3 

set/11 -1 0 -2 -2 33% 42% 53% 1 -1 -1 

out/11 0 -2 0 -2 58% 25% 57% -2 0 -2 

nov/11 0 -2 0 -2 42% 42% 33% -2 0 -2 

dez/11 -1 -1 1 -1 42% 50% 50% 0 2 0 

jan/12 -1 -1 -1 -1 46% 33% 30% 0 0 0 

fev/12 -2 0 -2 1 33% 33% 27% 2 0 3 

mar/12 -1 -2 -2 0 38% 33% 27% -1 -1 1 

abr/12 -2 -2 1 0 54% 50% 33% 0 3 2 

mai/12 -2 -2 0 0 38% 42% 40% 0 2 2 

jun/12 -2 -1 1 0 33% 67% 40% 1 3 2 

jul/12 -1 1 0 -2 29% 33% 47% 2 1 -1 

ago/12 0 0 1 -2 33% 58% 43% 0 1 -2 

set/12 0 0 0 -2 29% 33% 37% 0 0 -2 

out/12 1 0 0 -2 33% 42% 80% -1 -1 -3 

nov/12 0 0 -1 -2 29% 42% 37% 0 -1 -2 

dez/12 2 0 0 -1 29% 42% 40% -2 -2 -3 

jan/13 1 -1 -1 -1 38% 33% 37% -2 -2 -2 

fev/13 -1 0 2 1 38% 50% 23% 1 3 2 

mar/13 1 -1 0 -1 42% 75% 27% -2 -1 -2 

abr/13 1 -2 -1 0 50% 42% 30% -3 -2 -1 

mai/13 0 0 -1 1 46% 33% 43% 0 -1 1 

jun/13 -1 -2 0 -2 46% 42% 47% -1 1 -1 

jul/13 0 -2 -2 -2 58% 50% 37% -2 -2 -2 

ago/13 1 1 -1 -2 42% 50% 43% 0 -2 -3 

set/13 0 1 0 -2 38% 50% 47% 1 0 -2 

out/13 -1 -2 -1 -2 33% 58% 50% -1 0 -1 

nov/13 0 -1 -1 -2 29% 42% 30% -1 -1 -2 

dez/13 0 -1 -1 0 38% 50% 33% -1 -1 0 
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Tabela F.2. Classe de saturação pseudo-observada, prevista pelo ensemble de cada modelo 

(previsões tipo A), probabilidade da previsão e erro da previsão para o horizonte de 3 meses. 

Mês 

Classe 

pseudo-

observada 

Classe mais provável 

(Previsão tipo A) 
Probabilidade Erro 

CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

jun/05 0 -2 0 -2 58% 75% 77% -2 0 -2 

jul/05 -1 -2 1 -2 46% 42% 87% -1 2 -1 

ago/05 0 1 1 -2 29% 58% 53% 1 1 -2 

set/05 1 -1 1 -2 33% 58% 53% -2 0 -3 

out/05 1 0 -1 -2 29% 58% 47% -1 -2 -3 

nov/05 0 1 -1 1 38% 58% 30% 1 -1 1 

dez/05 0 -1 -1 -1 33% 58% 50% -1 -1 -1 

jan/06 0 0 -1 -2 29% 50% 47% 0 -1 -2 

fev/06 -2 1 -2 -2 33% 33% 40% 3 0 0 

mar/06 0 0 1 0 46% 42% 33% 0 1 0 

abr/06 0 0 1 0 42% 42% 33% 0 1 0 

mai/06 -2 -2 -1 -1 50% 33% 33% 0 1 1 

jun/06 -1 -2 1 -2 63% 42% 67% -1 2 -1 

jul/06 0 -2 1 -2 50% 50% 70% -2 1 -2 

ago/06 0 -2 1 -2 29% 33% 47% -2 1 -2 

set/06 1 -1 0 -2 33% 50% 47% -2 -1 -3 

out/06 0 -2 -1 -2 46% 42% 50% -2 -1 -2 

nov/06 1 -2 -1 1 33% 42% 37% -3 -2 0 

dez/06 1 1 -1 0 42% 42% 37% 0 -2 -1 

jan/07 1 -1 -1 0 46% 42% 27% -2 -2 -1 

fev/07 0 1 -2 1 38% 42% 43% 1 -2 1 

mar/07 1 1 0 1 33% 42% 37% 0 -1 0 

abr/07 1 0 1 1 29% 33% 43% -1 0 0 

mai/07 1 -1 -1 -1 38% 58% 40% -2 -2 -2 

jun/07 -2 -2 -2 -2 50% 33% 60% 0 0 0 

jul/07 0 0 -1 -2 38% 33% 60% 0 -1 -2 

ago/07 0 1 1 -2 29% 42% 40% 1 1 -2 

set/07 -1 1 -1 -2 33% 33% 60% 2 0 -1 

out/07 0 -2 -1 -2 38% 33% 47% -2 -1 -2 

nov/07 1 1 -1 -1 38% 58% 37% 0 -2 -2 

dez/07 0 0 0 -1 38% 33% 33% 0 0 -1 

jan/08 -1 -1 1 1 38% 42% 33% 0 2 2 

fev/08 -1 0 -1 1 33% 33% 33% 1 0 2 

mar/08 -1 0 0 -1 38% 33% 33% 1 1 0 

abr/08 -1 -2 0 -2 46% 42% 47% -1 1 -1 

mai/08 0 -2 1 -2 42% 42% 50% -2 1 -2 

jun/08 1 -2 1 -2 75% 50% 70% -3 0 -3 

jul/08 -1 -2 0 -2 58% 50% 83% -1 1 -1 

ago/08 1 -2 0 -2 38% 25% 67% -3 -1 -3 

set/08 0 -2 1 -2 46% 42% 57% -2 1 -2 

out/08 0 -2 0 -2 33% 42% 37% -2 0 -2 

nov/08 0 -2 -1 1 38% 33% 43% -2 -1 1 

dez/08 -1 0 0 1 29% 33% 33% 1 1 2 

jan/09 0 0 0 0 25% 42% 27% 0 0 0 

fev/09 -1 1 1 0 42% 33% 37% 2 2 1 

mar/09 -1 1 0 0 29% 42% 40% 2 1 1 
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Mês 

Classe 

pseudo-

observada 

Classe mais provável 

(Previsão tipo A) 
Probabilidade Erro 

CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

abr/09 -2 0 1 0 42% 67% 30% 2 3 2 

mai/09 -2 -1 -1 -2 42% 33% 33% 1 1 0 

jun/09 0 0 1 -2 38% 58% 57% 0 1 -2 

jul/09 0 -1 0 -2 38% 42% 40% -1 0 -2 

ago/09 1 0 1 -2 38% 33% 43% -1 0 -3 

set/09 1 0 1 -2 29% 50% 40% -1 0 -3 

out/09 0 -2 -1 -2 29% 50% 37% -2 -1 -2 

nov/09 1 -2 1 1 33% 42% 47% -3 0 0 

dez/09 1 0 -1 -1 38% 50% 30% -1 -2 -2 

jan/10 1 0 1 0 25% 58% 30% -1 0 -1 

fev/10 0 1 1 -1 46% 42% 33% 1 1 -1 

mar/10 0 1 -1 0 33% 25% 33% 1 -1 0 

abr/10 -1 0 1 1 29% 50% 53% 1 2 2 

mai/10 1 -1 0 1 38% 33% 37% -2 -1 0 

jun/10 0 -2 1 -2 58% 50% 60% -2 1 -2 

jul/10 0 -2 1 -2 50% 42% 53% -2 1 -2 

ago/10 -1 -2 -1 -2 38% 42% 53% -1 0 -1 

set/10 1 -2 -1 -2 46% 50% 60% -3 -2 -3 

out/10 -1 -2 -1 -2 67% 42% 43% -1 0 -1 

nov/10 -1 -2 -1 1 38% 33% 27% -1 0 2 

dez/10 1 -2 0 -1 33% 42% 33% -3 -1 -2 

jan/11 0 -1 1 1 38% 33% 33% -1 1 1 

fev/11 1 1 1 1 42% 25% 40% 0 0 0 

mar/11 0 1 0 0 38% 25% 27% 1 0 0 

abr/11 1 0 -2 0 38% 33% 33% -1 -3 -1 

mai/11 0 -2 0 -1 58% 42% 40% -2 0 -1 

jun/11 0 -2 -2 -2 71% 50% 77% -2 -2 -2 

jul/11 1 -2 -2 -2 50% 42% 80% -3 -3 -3 

ago/11 1 -2 -1 -2 29% 58% 60% -3 -2 -3 

set/11 -1 1 -1 -2 33% 33% 70% 2 0 -1 

out/11 0 -2 0 -2 58% 42% 50% -2 0 -2 

nov/11 0 1 -1 1 25% 42% 37% 1 -1 1 

dez/11 -1 1 -1 0 54% 58% 27% 2 0 1 

jan/12 -1 -1 1 0 38% 50% 30% 0 2 1 

fev/12 -2 1 1 -1 50% 33% 33% 3 3 1 

mar/12 -1 0 0 0 46% 33% 37% 1 1 1 

abr/12 -2 -2 1 -2 58% 33% 40% 0 3 0 

mai/12 -2 -2 0 -2 58% 42% 40% 0 2 0 

jun/12 -2 -2 1 -2 42% 50% 43% 0 3 0 

jul/12 -1 -2 0 1 50% 42% 27% -1 1 2 

ago/12 0 -2 0 -2 38% 42% 37% -2 0 -2 

set/12 0 0 -1 -2 42% 42% 33% 0 -1 -2 

out/12 1 -2 1 -2 38% 25% 43% -3 0 -3 

nov/12 0 1 1 1 38% 58% 37% 1 1 1 

dez/12 2 0 0 1 38% 42% 33% -2 -2 -1 

jan/13 1 0 0 -1 29% 33% 30% -1 -1 -2 

fev/13 -1 -1 1 0 29% 42% 37% 0 2 1 

mar/13 1 0 0 0 46% 42% 40% -1 -1 -1 
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Mês 

Classe 

pseudo-

observada 

Classe mais provável 

(Previsão tipo A) 
Probabilidade Erro 

CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

abr/13 1 0 1 0 50% 58% 43% -1 0 -1 

mai/13 0 -2 1 0 46% 50% 37% -2 1 0 

jun/13 -1 -2 1 1 42% 50% 37% -1 2 2 

jul/13 0 -2 0 -2 33% 42% 50% -2 0 -2 

ago/13 1 -1 1 -2 33% 58% 40% -2 0 -3 

set/13 0 1 -1 -2 42% 50% 43% 1 -1 -2 

out/13 -1 -2 0 -2 29% 25% 47% -1 1 -1 

nov/13 0 -1 -1 1 38% 67% 27% -1 -1 1 

dez/13 0 0 -1 0 29% 50% 30% 0 -1 0 
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Tabela F.3. Classe de saturação pseudo-observada, prevista pelo ensemble de cada modelo 

(previsões tipo A), probabilidade da previsão e erro da previsão para o horizonte de 6 meses. 

Mês 

Classe 

pseudo-

observada 

Classe mais provável 

(Previsão tipo A) 
Probabilidade Erro 

CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

jun/05 0 -2 0 1 42% 67% 40% -2 0 1 

jul/05 -1 -2 2 0 54% 25% 40% -1 3 1 

ago/05 0 -1 0 -1 33% 42% 27% -1 0 -1 

set/05 1 0 1 1 38% 50% 40% -1 0 0 

out/05 1 -2 0 1 50% 25% 30% -3 -1 0 

nov/05 0 1 -1 2 29% 42% 33% 1 -1 2 

dez/05 0 0 0 -1 38% 33% 40% 0 0 -1 

jan/06 0 0 -1 1 29% 50% 30% 0 -1 1 

fev/06 -2 -1 1 2 29% 33% 30% 1 3 4 

mar/06 0 -2 1 1 38% 33% 40% -2 1 1 

abr/06 0 -2 1 2 46% 67% 43% -2 1 2 

mai/06 -2 -1 1 2 33% 33% 43% 1 3 4 

jun/06 -1 0 -2 2 29% 42% 43% 1 -1 3 

jul/06 0 -1 -1 1 33% 42% 33% -1 -1 1 

ago/06 0 -1 1 -1 29% 33% 30% -1 1 -1 

set/06 1 1 -1 0 38% 33% 37% 0 -2 -1 

out/06 0 -2 -1 1 38% 42% 30% -2 -1 1 

nov/06 1 -2 1 1 33% 42% 33% -3 0 0 

dez/06 1 1 -1 -1 38% 33% 33% 0 -2 -2 

jan/07 1 -1 1 1 33% 58% 30% -2 0 0 

fev/07 0 1 0 2 42% 33% 43% 1 0 2 

mar/07 1 0 0 1 50% 50% 43% -1 -1 0 

abr/07 1 1 -2 2 46% 42% 43% 0 -3 1 

mai/07 1 0 -2 2 42% 42% 40% -1 -3 1 

jun/07 -2 1 0 0 29% 42% 30% 3 2 2 

jul/07 0 -2 1 0 46% 25% 30% -2 1 0 

ago/07 0 -2 -1 -1 50% 42% 27% -2 -1 -1 

set/07 -1 0 0 1 38% 50% 30% 1 1 2 

out/07 0 -2 0 2 50% 25% 30% -2 0 2 

nov/07 1 0 -1 2 46% 50% 33% -1 -2 1 

dez/07 0 0 1 -1 38% 42% 37% 0 1 -1 

jan/08 -1 -2 2 -1 33% 33% 33% -1 3 0 

fev/08 -1 0 1 2 38% 33% 37% 1 2 3 

mar/08 -1 1 0 1 33% 42% 30% 2 1 2 

abr/08 -1 -1 1 1 29% 58% 30% 0 2 2 

mai/08 0 -1 0 0 38% 50% 30% -1 0 0 

jun/08 1 -2 -2 0 58% 50% 40% -3 -3 -1 

jul/08 -1 -2 -2 -1 67% 42% 40% -1 -1 0 

ago/08 1 0 1 -1 29% 33% 40% -1 0 -2 

set/08 0 1 1 0 38% 50% 27% 1 1 0 

out/08 0 -2 -1 -1 38% 50% 33% -2 -1 -1 

nov/08 0 1 -1 0 33% 75% 30% 1 -1 0 

dez/08 -1 -1 -1 0 42% 50% 30% 0 0 1 

jan/09 0 1 -1 1 38% 42% 30% 1 -1 1 

fev/09 -1 1 0 2 38% 33% 33% 2 1 3 

mar/09 -1 0 1 0 42% 42% 47% 1 2 1 
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Mês 

Classe 

pseudo-

observada 

Classe mais provável 

(Previsão tipo A) 
Probabilidade Erro 

CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

abr/09 -2 1 0 2 38% 42% 37% 3 2 4 

mai/09 -2 -2 0 2 42% 42% 33% 0 2 4 

jun/09 0 -2 -1 1 58% 33% 27% -2 -1 1 

jul/09 0 -2 1 1 58% 42% 33% -2 1 1 

ago/09 1 0 -1 -1 33% 50% 27% -1 -2 -2 

set/09 1 1 0 0 42% 50% 27% 0 -1 -1 

out/09 0 -2 0 2 38% 33% 37% -2 0 2 

nov/09 1 -2 -1 2 29% 58% 40% -3 -2 1 

dez/09 1 -1 1 -1 38% 33% 43% -2 0 -2 

jan/10 1 0 -1 1 33% 50% 30% -1 -2 0 

fev/10 0 1 1 2 54% 42% 37% 1 1 2 

mar/10 0 1 0 1 38% 25% 40% 1 0 1 

abr/10 -1 1 0 1 42% 42% 47% 2 1 2 

mai/10 1 1 1 2 33% 33% 47% 0 0 1 

jun/10 0 -2 1 2 42% 58% 40% -2 1 2 

jul/10 0 0 1 1 38% 50% 30% 0 1 1 

ago/10 -1 -1 1 0 50% 42% 40% 0 2 1 

set/10 1 0 0 -2 46% 50% 30% -1 -1 -3 

out/10 -1 -2 0 1 42% 42% 27% -1 1 2 

nov/10 -1 -2 1 0 50% 50% 30% -1 2 1 

dez/10 1 -2 0 -1 46% 50% 43% -3 -1 -2 

jan/11 0 0 1 -1 33% 50% 40% 0 1 -1 

fev/11 1 1 -1 -1 54% 58% 30% 0 -2 -2 

mar/11 0 -1 0 -1 33% 33% 30% -1 0 -1 

abr/11 1 -1 1 1 42% 58% 33% -2 0 0 

mai/11 0 -2 0 2 50% 33% 33% -2 0 2 

jun/11 0 -2 -2 0 63% 58% 33% -2 -2 0 

jul/11 1 -2 -1 -1 50% 50% 37% -3 -2 -2 

ago/11 1 -2 -1 -2 38% 42% 47% -3 -2 -3 

set/11 -1 1 1 0 38% 33% 30% 2 2 1 

out/11 0 -2 -1 0 38% 33% 30% -2 -1 0 

nov/11 0 0 -1 -1 25% 50% 27% 0 -1 -1 

dez/11 -1 -1 1 0 38% 33% 27% 0 2 1 

jan/12 -1 0 1 1 29% 42% 37% 1 2 2 

fev/12 -2 1 1 2 50% 50% 37% 3 3 4 

mar/12 -1 0 0 0 38% 42% 40% 1 1 1 

abr/12 -2 -1 -1 0 29% 50% 37% 1 1 2 

mai/12 -2 -2 0 0 38% 42% 37% 0 2 2 

jun/12 -2 -2 -2 2 54% 58% 27% 0 0 4 

jul/12 -1 -2 0 1 38% 42% 37% -1 1 2 

ago/12 0 0 0 0 33% 25% 23% 0 0 0 

set/12 0 1 1 1 42% 50% 27% 1 1 1 

out/12 1 -2 -1 -1 50% 33% 30% -3 -2 -2 

nov/12 0 -2 1 0 38% 50% 27% -2 1 0 

dez/12 2 -1 1 0 38% 50% 50% -3 -1 -2 

jan/13 1 -1 -1 -1 38% 42% 33% -2 -2 -2 

fev/13 -1 0 1 0 29% 42% 33% 1 2 1 

mar/13 1 0 1 1 33% 42% 33% -1 0 0 
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Mês 

Classe 

pseudo-

observada 

Classe mais provável 

(Previsão tipo A) 
Probabilidade Erro 

CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL CCM3v6 ECPC GFDL 

abr/13 1 1 0 1 33% 42% 37% 0 -1 0 

mai/13 0 -1 1 2 54% 50% 53% -1 1 2 

jun/13 -1 0 1 2 33% 67% 60% 1 2 3 

jul/13 0 -2 -2 1 46% 42% 37% -2 -2 1 

ago/13 1 1 -2 0 29% 50% 30% 0 -3 -1 

set/13 0 0 -2 1 38% 42% 33% 0 -2 1 

out/13 -1 -2 -2 -1 33% 42% 30% -1 -1 0 

nov/13 0 -2 0 -1 33% 33% 23% -2 0 -1 

dez/13 0 -1 -1 0 38% 50% 33% -1 -1 0 
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F.2 Previsões tipo A: Ensemble - Previsão completa - 

Probabilidade de cada classe de umidade do solo  

As tabelas F.4 a F.12 mostram o resultado completo da previsão de umidade do 

solo. Cada tabela traz a informação de classe de saturação pseudo-verdadeira e 

probabilidade de ocorrência de cada classe de saturação conforme o ensemble de cada 

modelo. A probabilidade referente a cada classe é calculada pela Equação (23). 

Tabela F.4. Classe de saturação pseudo-observada e probabilidade associada a cada classe de 

saturação conforme o ensemble do modelo CCM3v6 (tipo A) para o horizonte de 1 mês. 

Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo CCM3v6 - Horizonte 1 mês 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

jun/05 0 58% 4% 38% 0% 0% 

jul/05 -1 29% 29% 25% 17% 0% 

ago/05 0 25% 25% 21% 13% 17% 

set/05 1 29% 17% 21% 33% 0% 

out/05 1 50% 8% 29% 0% 13% 

nov/05 0 25% 29% 25% 21% 0% 

dez/05 0 21% 29% 25% 21% 4% 

jan/06 0 13% 38% 29% 17% 4% 

fev/06 -2 21% 8% 25% 38% 8% 

mar/06 0 13% 25% 38% 21% 4% 

abr/06 0 42% 21% 17% 21% 0% 

mai/06 -2 42% 8% 38% 13% 0% 

jun/06 -1 63% 17% 8% 13% 0% 

jul/06 0 54% 25% 13% 8% 0% 

ago/06 0 42% 38% 13% 4% 4% 

set/06 1 33% 33% 21% 13% 0% 

out/06 0 38% 17% 33% 8% 4% 

nov/06 1 17% 25% 21% 38% 0% 

dez/06 1 0% 38% 17% 38% 8% 

jan/07 1 4% 29% 25% 17% 25% 

fev/07 0 21% 13% 29% 29% 8% 

mar/07 1 13% 38% 29% 17% 4% 

abr/07 1 29% 13% 42% 17% 0% 

mai/07 1 25% 25% 38% 13% 0% 

jun/07 -2 58% 4% 21% 17% 0% 

jul/07 0 33% 21% 17% 25% 4% 

ago/07 0 21% 17% 13% 38% 13% 

set/07 -1 21% 25% 25% 25% 4% 

out/07 0 46% 8% 25% 8% 13% 

nov/07 1 54% 13% 21% 13% 0% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo CCM3v6 - Horizonte 1 mês 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

dez/07 0 21% 46% 21% 13% 0% 

jan/08 -1 25% 29% 21% 25% 0% 

fev/08 -1 8% 13% 25% 42% 13% 

mar/08 -1 13% 33% 46% 8% 0% 

abr/08 -1 58% 17% 17% 8% 0% 

mai/08 0 63% 25% 8% 4% 0% 

jun/08 1 71% 13% 8% 8% 0% 

jul/08 -1 63% 17% 13% 8% 0% 

ago/08 1 38% 25% 17% 13% 8% 

set/08 0 29% 33% 25% 13% 0% 

out/08 0 50% 0% 25% 8% 17% 

nov/08 0 29% 38% 25% 8% 0% 

dez/08 -1 21% 38% 21% 21% 0% 

jan/09 0 29% 29% 25% 13% 4% 

fev/09 -1 25% 8% 29% 33% 4% 

mar/09 -1 17% 21% 42% 17% 4% 

abr/09 -2 38% 13% 29% 21% 0% 

mai/09 -2 33% 42% 8% 17% 0% 

jun/09 0 58% 8% 17% 17% 0% 

jul/09 0 38% 17% 25% 21% 0% 

ago/09 1 21% 33% 29% 17% 0% 

set/09 1 17% 17% 33% 33% 0% 

out/09 0 38% 0% 25% 13% 25% 

nov/09 1 33% 13% 21% 21% 13% 

dez/09 1 29% 25% 13% 29% 4% 

jan/10 1 13% 50% 29% 8% 0% 

fev/10 0 17% 8% 38% 33% 4% 

mar/10 0 13% 21% 46% 21% 0% 

abr/10 -1 17% 17% 29% 38% 0% 

mai/10 1 8% 25% 46% 21% 0% 

jun/10 0 33% 8% 25% 33% 0% 

jul/10 0 46% 25% 8% 17% 4% 

ago/10 -1 33% 33% 25% 4% 4% 

set/10 1 42% 13% 21% 21% 4% 

out/10 -1 75% 4% 17% 4% 0% 

nov/10 -1 67% 13% 17% 4% 0% 

dez/10 1 33% 29% 29% 8% 0% 

jan/11 0 29% 21% 33% 17% 0% 

fev/11 1 17% 8% 21% 54% 0% 

mar/11 0 25% 21% 29% 21% 4% 

abr/11 1 17% 46% 25% 13% 0% 

mai/11 0 46% 42% 8% 4% 0% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo CCM3v6 - Horizonte 1 mês 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

jun/11 0 71% 8% 21% 0% 0% 

jul/11 1 58% 8% 13% 17% 4% 

ago/11 1 25% 33% 25% 17% 0% 

set/11 -1 29% 25% 33% 13% 0% 

out/11 0 58% 0% 29% 0% 13% 

nov/11 0 42% 33% 13% 13% 0% 

dez/11 -1 13% 42% 25% 17% 4% 

jan/12 -1 17% 46% 8% 8% 21% 

fev/12 -2 25% 8% 33% 21% 13% 

mar/12 -1 38% 29% 25% 8% 0% 

abr/12 -2 54% 8% 29% 8% 0% 

mai/12 -2 38% 33% 25% 4% 0% 

jun/12 -2 33% 33% 21% 13% 0% 

jul/12 -1 29% 17% 21% 29% 4% 

ago/12 0 13% 29% 33% 8% 17% 

set/12 0 21% 25% 29% 17% 8% 

out/12 1 25% 13% 33% 4% 25% 

nov/12 0 13% 13% 29% 25% 21% 

dez/12 2 25% 17% 29% 25% 4% 

jan/13 1 17% 38% 21% 21% 4% 

fev/13 -1 21% 8% 38% 29% 4% 

mar/13 1 29% 42% 17% 8% 4% 

abr/13 1 50% 17% 13% 21% 0% 

mai/13 0 21% 29% 46% 4% 0% 

jun/13 -1 46% 4% 25% 25% 0% 

jul/13 0 58% 13% 13% 17% 0% 

ago/13 1 21% 21% 17% 42% 0% 

set/13 0 13% 17% 33% 38% 0% 

out/13 -1 33% 21% 17% 13% 17% 

nov/13 0 29% 29% 17% 21% 4% 

dez/13 0 25% 38% 25% 13% 0% 
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Tabela F.5. Classe de saturação pseudo-observada e probabilidade associada a cada classe de 

saturação conforme o ensemble do modelo ECPC (tipo A) para o horizonte de 1 mês. 

Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo ECPC - Horizonte 1 mês 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

jun/05 0 8% 33% 58% 0% 0% 

jul/05 -1 0% 17% 25% 58% 0% 

ago/05 0 0% 0% 25% 33% 42% 

set/05 1 0% 0% 100% 0% 0% 

out/05 1 25% 25% 50% 0% 0% 

nov/05 0 0% 50% 0% 25% 25% 

dez/05 0 25% 25% 25% 25% 0% 

jan/06 0 25% 25% 25% 25% 0% 

fev/06 -2 25% 0% 50% 25% 0% 

mar/06 0 0% 50% 25% 25% 0% 

abr/06 0 17% 0% 0% 83% 0% 

mai/06 -2 8% 67% 8% 17% 0% 

jun/06 -1 33% 25% 17% 25% 0% 

jul/06 0 25% 50% 0% 25% 0% 

ago/06 0 0% 50% 0% 50% 0% 

set/06 1 25% 42% 8% 25% 0% 

out/06 0 0% 83% 0% 0% 17% 

nov/06 1 17% 50% 17% 17% 0% 

dez/06 1 17% 25% 42% 17% 0% 

jan/07 1 0% 42% 42% 17% 0% 

fev/07 0 42% 8% 17% 33% 0% 

mar/07 1 42% 58% 0% 0% 0% 

abr/07 1 67% 8% 17% 8% 0% 

mai/07 1 58% 25% 17% 0% 0% 

jun/07 -2 42% 25% 25% 8% 0% 

jul/07 0 0% 25% 33% 42% 0% 

ago/07 0 0% 17% 33% 42% 8% 

set/07 -1 17% 17% 8% 42% 17% 

out/07 0 8% 42% 17% 17% 17% 

nov/07 1 8% 50% 25% 8% 8% 

dez/07 0 17% 42% 33% 8% 0% 

jan/08 -1 25% 25% 25% 25% 0% 

fev/08 -1 42% 8% 8% 25% 17% 

mar/08 -1 42% 42% 8% 8% 0% 

abr/08 -1 50% 0% 42% 8% 0% 

mai/08 0 33% 33% 17% 17% 0% 

jun/08 1 33% 17% 8% 42% 0% 

jul/08 -1 8% 8% 42% 42% 0% 

ago/08 1 8% 25% 33% 25% 8% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo ECPC - Horizonte 1 mês 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

set/08 0 0% 42% 25% 25% 8% 

out/08 0 8% 42% 25% 8% 17% 

nov/08 0 8% 25% 17% 50% 0% 

dez/08 -1 33% 17% 8% 33% 8% 

jan/09 0 25% 58% 8% 8% 0% 

fev/09 -1 42% 0% 17% 17% 25% 

mar/09 -1 25% 17% 33% 25% 0% 

abr/09 -2 58% 8% 17% 17% 0% 

mai/09 -2 50% 25% 0% 25% 0% 

jun/09 0 17% 25% 33% 25% 0% 

jul/09 0 8% 8% 17% 58% 8% 

ago/09 1 8% 33% 42% 17% 0% 

set/09 1 0% 25% 50% 25% 0% 

out/09 0 0% 83% 17% 0% 0% 

nov/09 1 8% 33% 0% 58% 0% 

dez/09 1 17% 8% 33% 33% 8% 

jan/10 1 8% 33% 42% 17% 0% 

fev/10 0 0% 0% 17% 75% 8% 

mar/10 0 0% 0% 33% 50% 17% 

abr/10 -1 25% 0% 0% 75% 0% 

mai/10 1 8% 25% 58% 8% 0% 

jun/10 0 17% 25% 50% 8% 0% 

jul/10 0 25% 42% 8% 25% 0% 

ago/10 -1 42% 25% 17% 0% 17% 

set/10 1 42% 0% 17% 42% 0% 

out/10 -1 17% 17% 25% 25% 17% 

nov/10 -1 8% 25% 33% 25% 8% 

dez/10 1 17% 33% 17% 33% 0% 

jan/11 0 8% 17% 33% 42% 0% 

fev/11 1 33% 25% 25% 17% 0% 

mar/11 0 50% 33% 8% 8% 0% 

abr/11 1 50% 25% 8% 17% 0% 

mai/11 0 42% 0% 25% 33% 0% 

jun/11 0 67% 25% 8% 0% 0% 

jul/11 1 67% 0% 17% 17% 0% 

ago/11 1 50% 25% 8% 17% 0% 

set/11 -1 42% 33% 8% 17% 0% 

out/11 0 25% 25% 25% 8% 17% 

nov/11 0 8% 8% 42% 25% 17% 

dez/11 -1 0% 17% 25% 50% 8% 

jan/12 -1 0% 33% 25% 17% 25% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo ECPC - Horizonte 1 mês 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

fev/12 -2 33% 25% 17% 17% 8% 

mar/12 -1 33% 17% 25% 25% 0% 

abr/12 -2 0% 8% 42% 50% 0% 

mai/12 -2 0% 8% 42% 42% 8% 

jun/12 -2 8% 8% 17% 67% 0% 

jul/12 -1 17% 25% 33% 25% 0% 

ago/12 0 17% 17% 8% 58% 0% 

set/12 0 17% 17% 33% 25% 8% 

out/12 1 8% 8% 42% 17% 25% 

nov/12 0 0% 42% 8% 33% 17% 

dez/12 2 8% 17% 42% 25% 8% 

jan/13 1 8% 33% 25% 17% 17% 

fev/13 -1 25% 8% 8% 8% 50% 

mar/13 1 17% 0% 75% 8% 0% 

abr/13 1 42% 42% 17% 0% 0% 

mai/13 0 33% 33% 25% 8% 0% 

jun/13 -1 33% 0% 42% 25% 0% 

jul/13 0 50% 25% 8% 8% 8% 

ago/13 1 0% 50% 25% 17% 8% 

set/13 0 0% 25% 50% 17% 8% 

out/13 -1 8% 58% 0% 0% 33% 

nov/13 0 8% 42% 25% 17% 8% 

dez/13 0 25% 50% 17% 8% 0% 
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Tabela F.6. Classe de saturação pseudo-observada e probabilidade associada a cada classe de 

saturação conforme o ensemble do modelo GFDL (tipo A) para o horizonte de 1 mês. 

Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo GFDL - Horizonte 1 mês 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

jun/05 0 60% 17% 20% 3% 0% 

jul/05 -1 73% 7% 3% 13% 3% 

ago/05 0 67% 27% 7% 0% 0% 

set/05 1 83% 3% 10% 3% 0% 

out/05 1 37% 23% 20% 0% 20% 

nov/05 0 20% 23% 17% 40% 0% 

dez/05 0 30% 30% 30% 10% 0% 

jan/06 0 33% 17% 23% 20% 7% 

fev/06 -2 30% 7% 30% 33% 0% 

mar/06 0 27% 47% 23% 3% 0% 

abr/06 0 37% 27% 20% 17% 0% 

mai/06 -2 47% 27% 13% 13% 0% 

jun/06 -1 70% 7% 17% 7% 0% 

jul/06 0 60% 33% 7% 0% 0% 

ago/06 0 47% 20% 23% 10% 0% 

set/06 1 63% 13% 17% 7% 0% 

out/06 0 50% 13% 23% 0% 13% 

nov/06 1 10% 20% 20% 50% 0% 

dez/06 1 3% 23% 43% 27% 3% 

jan/07 1 30% 33% 10% 17% 10% 

fev/07 0 33% 20% 17% 27% 3% 

mar/07 1 23% 30% 33% 13% 0% 

abr/07 1 13% 27% 33% 27% 0% 

mai/07 1 27% 20% 27% 23% 3% 

jun/07 -2 37% 3% 40% 20% 0% 

jul/07 0 53% 17% 10% 13% 7% 

ago/07 0 43% 17% 20% 20% 0% 

set/07 -1 67% 10% 3% 20% 0% 

out/07 0 47% 17% 17% 3% 17% 

nov/07 1 27% 23% 13% 37% 0% 

dez/07 0 13% 33% 27% 23% 3% 

jan/08 -1 20% 20% 13% 27% 20% 

fev/08 -1 23% 13% 33% 30% 0% 

mar/08 -1 13% 43% 27% 17% 0% 

abr/08 -1 23% 43% 17% 17% 0% 

mai/08 0 57% 17% 17% 10% 0% 

jun/08 1 73% 7% 17% 3% 0% 

jul/08 -1 60% 30% 3% 7% 0% 

ago/08 1 60% 33% 7% 0% 0% 

set/08 0 87% 3% 10% 0% 0% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo GFDL - Horizonte 1 mês 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

out/08 0 53% 20% 10% 3% 13% 

nov/08 0 23% 27% 7% 43% 0% 

dez/08 -1 23% 40% 20% 17% 0% 

jan/09 0 37% 20% 23% 17% 3% 

fev/09 -1 17% 17% 20% 37% 10% 

mar/09 -1 7% 20% 43% 27% 3% 

abr/09 -2 7% 17% 37% 40% 0% 

mai/09 -2 17% 27% 43% 13% 0% 

jun/09 0 37% 13% 30% 20% 0% 

jul/09 0 40% 20% 20% 17% 3% 

ago/09 1 43% 10% 20% 27% 0% 

set/09 1 43% 23% 23% 10% 0% 

out/09 0 50% 27% 13% 0% 10% 

nov/09 1 20% 23% 17% 40% 0% 

dez/09 1 13% 17% 30% 37% 3% 

jan/10 1 17% 37% 10% 23% 13% 

fev/10 0 40% 20% 20% 13% 7% 

mar/10 0 27% 23% 27% 23% 0% 

abr/10 -1 7% 13% 43% 37% 0% 

mai/10 1 23% 17% 27% 33% 0% 

jun/10 0 63% 7% 17% 13% 0% 

jul/10 0 73% 10% 7% 10% 0% 

ago/10 -1 67% 23% 10% 0% 0% 

set/10 1 73% 13% 10% 3% 0% 

out/10 -1 53% 10% 17% 7% 13% 

nov/10 -1 33% 20% 13% 27% 7% 

dez/10 1 30% 53% 13% 3% 0% 

jan/11 0 50% 23% 20% 3% 3% 

fev/11 1 30% 13% 20% 37% 0% 

mar/11 0 27% 23% 17% 33% 0% 

abr/11 1 30% 23% 27% 20% 0% 

mai/11 0 40% 43% 7% 10% 0% 

jun/11 0 80% 7% 10% 3% 0% 

jul/11 1 87% 7% 7% 0% 0% 

ago/11 1 80% 3% 13% 3% 0% 

set/11 -1 53% 30% 17% 0% 0% 

out/11 0 57% 17% 13% 3% 10% 

nov/11 0 33% 17% 20% 23% 7% 

dez/11 -1 13% 50% 10% 27% 0% 

jan/12 -1 30% 30% 13% 17% 10% 

fev/12 -2 27% 17% 23% 27% 7% 

mar/12 -1 27% 17% 27% 27% 3% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo GFDL - Horizonte 1 mês 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

abr/12 -2 13% 23% 33% 30% 0% 

mai/12 -2 13% 20% 40% 27% 0% 

jun/12 -2 27% 10% 40% 23% 0% 

jul/12 -1 47% 23% 13% 13% 3% 

ago/12 0 43% 30% 23% 3% 0% 

set/12 0 37% 23% 27% 13% 0% 

out/12 1 80% 7% 10% 0% 3% 

nov/12 0 37% 30% 17% 17% 0% 

dez/12 2 7% 40% 30% 23% 0% 

jan/13 1 13% 37% 23% 20% 7% 

fev/13 -1 23% 20% 13% 23% 20% 

mar/13 1 20% 27% 23% 23% 7% 

abr/13 1 20% 23% 30% 27% 0% 

mai/13 0 13% 20% 23% 43% 0% 

jun/13 -1 47% 3% 27% 23% 0% 

jul/13 0 37% 30% 17% 13% 3% 

ago/13 1 43% 30% 17% 10% 0% 

set/13 0 47% 13% 23% 17% 0% 

out/13 -1 50% 13% 17% 3% 17% 

nov/13 0 30% 23% 20% 27% 0% 

dez/13 0 23% 27% 33% 13% 3% 

 

 

  



 

 

238 

Tabela F.7. Classe de saturação pseudo-observada e probabilidade associada a cada classe de 

saturação conforme o ensemble do modelo CCM3v6 (tipo A) para o horizonte de 3 meses. 

Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo CCM3v6 - Horizonte 3 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

jun/05 0 58% 17% 25% 0% 0% 

jul/05 -1 46% 25% 13% 13% 4% 

ago/05 0 21% 25% 21% 29% 4% 

set/05 1 8% 33% 29% 29% 0% 

out/05 1 29% 8% 29% 21% 13% 

nov/05 0 17% 21% 21% 38% 4% 

dez/05 0 17% 33% 13% 29% 8% 

jan/06 0 8% 29% 29% 25% 8% 

fev/06 -2 29% 8% 17% 33% 13% 

mar/06 0 17% 25% 46% 13% 0% 

abr/06 0 25% 17% 42% 17% 0% 

mai/06 -2 50% 25% 21% 4% 0% 

jun/06 -1 63% 13% 17% 8% 0% 

jul/06 0 50% 21% 17% 13% 0% 

ago/06 0 29% 25% 21% 17% 8% 

set/06 1 17% 33% 21% 25% 4% 

out/06 0 46% 13% 33% 8% 0% 

nov/06 1 33% 17% 25% 25% 0% 

dez/06 1 13% 25% 17% 42% 4% 

jan/07 1 8% 46% 17% 25% 4% 

fev/07 0 21% 21% 17% 38% 4% 

mar/07 1 25% 8% 29% 33% 4% 

abr/07 1 17% 25% 29% 29% 0% 

mai/07 1 25% 38% 25% 13% 0% 

jun/07 -2 50% 21% 17% 13% 0% 

jul/07 0 13% 21% 38% 29% 0% 

ago/07 0 17% 25% 8% 29% 21% 

set/07 -1 17% 29% 17% 33% 4% 

out/07 0 38% 8% 13% 21% 21% 

nov/07 1 17% 17% 13% 38% 17% 

dez/07 0 8% 33% 38% 21% 0% 

jan/08 -1 29% 38% 17% 13% 4% 

fev/08 -1 21% 17% 33% 13% 17% 

mar/08 -1 17% 29% 38% 13% 4% 

abr/08 -1 46% 21% 8% 25% 0% 

mai/08 0 42% 33% 21% 4% 0% 

jun/08 1 75% 21% 4% 0% 0% 

jul/08 -1 58% 21% 4% 17% 0% 

ago/08 1 38% 21% 21% 17% 4% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo CCM3v6 - Horizonte 3 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

set/08 0 46% 13% 21% 17% 4% 

out/08 0 33% 17% 29% 17% 4% 

nov/08 0 38% 13% 21% 25% 4% 

dez/08 -1 25% 29% 29% 13% 4% 

jan/09 0 25% 21% 25% 17% 13% 

fev/09 -1 29% 17% 8% 42% 4% 

mar/09 -1 21% 21% 25% 29% 4% 

abr/09 -2 21% 21% 42% 17% 0% 

mai/09 -2 29% 42% 8% 21% 0% 

jun/09 0 38% 21% 38% 4% 0% 

jul/09 0 33% 38% 17% 13% 0% 

ago/09 1 13% 29% 38% 21% 0% 

set/09 1 25% 17% 29% 29% 0% 

out/09 0 29% 25% 17% 4% 25% 

nov/09 1 33% 8% 21% 25% 13% 

dez/09 1 25% 17% 38% 21% 0% 

jan/10 1 25% 21% 25% 17% 13% 

fev/10 0 17% 13% 21% 46% 4% 

mar/10 0 13% 17% 29% 33% 8% 

abr/10 -1 21% 21% 29% 29% 0% 

mai/10 1 33% 38% 25% 4% 0% 

jun/10 0 58% 17% 21% 4% 0% 

jul/10 0 50% 17% 21% 13% 0% 

ago/10 -1 38% 21% 33% 8% 0% 

set/10 1 46% 25% 17% 13% 0% 

out/10 -1 67% 4% 17% 8% 4% 

nov/10 -1 38% 25% 8% 17% 13% 

dez/10 1 33% 29% 29% 8% 0% 

jan/11 0 33% 38% 13% 8% 8% 

fev/11 1 17% 4% 33% 42% 4% 

mar/11 0 8% 25% 25% 38% 4% 

abr/11 1 33% 17% 38% 13% 0% 

mai/11 0 58% 25% 13% 4% 0% 

jun/11 0 71% 8% 17% 4% 0% 

jul/11 1 50% 29% 0% 21% 0% 

ago/11 1 29% 25% 21% 21% 4% 

set/11 -1 25% 4% 29% 33% 8% 

out/11 0 58% 4% 17% 4% 17% 

nov/11 0 21% 25% 8% 25% 21% 

dez/11 -1 8% 17% 21% 54% 0% 

jan/12 -1 17% 38% 17% 17% 13% 

fev/12 -2 13% 4% 25% 50% 8% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo CCM3v6 - Horizonte 3 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

mar/12 -1 13% 21% 46% 21% 0% 

abr/12 -2 58% 13% 13% 17% 0% 

mai/12 -2 58% 25% 4% 13% 0% 

jun/12 -2 42% 25% 17% 17% 0% 

jul/12 -1 50% 29% 21% 0% 0% 

ago/12 0 38% 21% 21% 21% 0% 

set/12 0 25% 17% 42% 17% 0% 

out/12 1 38% 13% 13% 8% 29% 

nov/12 0 21% 13% 21% 38% 8% 

dez/12 2 13% 29% 38% 17% 4% 

jan/13 1 29% 21% 29% 13% 8% 

fev/13 -1 8% 29% 25% 25% 13% 

mar/13 1 8% 13% 46% 25% 8% 

abr/13 1 13% 21% 50% 17% 0% 

mai/13 0 46% 29% 21% 4% 0% 

jun/13 -1 42% 25% 21% 13% 0% 

jul/13 0 33% 25% 21% 21% 0% 

ago/13 1 25% 33% 25% 17% 0% 

set/13 0 13% 17% 29% 42% 0% 

out/13 -1 29% 8% 21% 17% 25% 

nov/13 0 17% 38% 29% 17% 0% 

dez/13 0 25% 25% 29% 21% 0% 
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Tabela F.8. Classe de saturação pseudo-observada e probabilidade associada a cada classe de 

saturação conforme o ensemble do modelo ECPC (tipo A) para o horizonte de 3 meses. 

Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo ECPC - Horizonte 3 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

jun/05 0 8% 8% 75% 8% 0% 

jul/05 -1 0% 25% 25% 42% 8% 

ago/05 0 8% 17% 8% 58% 8% 

set/05 1 25% 8% 8% 58% 0% 

out/05 1 17% 58% 8% 17% 0% 

nov/05 0 8% 58% 25% 8% 0% 

dez/05 0 17% 58% 17% 8% 0% 

jan/06 0 25% 50% 25% 0% 0% 

fev/06 -2 33% 17% 17% 25% 8% 

mar/06 0 8% 17% 17% 42% 17% 

abr/06 0 8% 25% 25% 42% 0% 

mai/06 -2 17% 33% 17% 25% 8% 

jun/06 -1 25% 25% 8% 42% 0% 

jul/06 0 8% 25% 17% 50% 0% 

ago/06 0 17% 25% 25% 33% 0% 

set/06 1 17% 17% 50% 17% 0% 

out/06 0 25% 42% 8% 8% 17% 

nov/06 1 8% 42% 8% 33% 8% 

dez/06 1 0% 42% 25% 33% 0% 

jan/07 1 17% 42% 17% 25% 0% 

fev/07 0 42% 8% 8% 25% 17% 

mar/07 1 33% 0% 42% 8% 17% 

abr/07 1 17% 25% 25% 33% 0% 

mai/07 1 25% 58% 8% 0% 8% 

jun/07 -2 33% 17% 25% 25% 0% 

jul/07 0 25% 33% 25% 17% 0% 

ago/07 0 25% 17% 17% 42% 0% 

set/07 -1 8% 33% 25% 25% 8% 

out/07 0 17% 33% 25% 8% 17% 

nov/07 1 0% 58% 8% 25% 8% 

dez/07 0 8% 33% 33% 25% 0% 

jan/08 -1 17% 17% 17% 42% 8% 

fev/08 -1 25% 33% 0% 17% 25% 

mar/08 -1 25% 17% 33% 17% 8% 

abr/08 -1 8% 17% 42% 33% 0% 

mai/08 0 8% 25% 25% 42% 0% 

jun/08 1 25% 17% 8% 50% 0% 

jul/08 -1 17% 8% 50% 25% 0% 

ago/08 1 17% 25% 25% 25% 8% 

set/08 0 0% 33% 8% 42% 17% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo ECPC - Horizonte 3 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

out/08 0 17% 42% 42% 0% 0% 

nov/08 0 33% 33% 8% 17% 8% 

dez/08 -1 25% 25% 33% 8% 8% 

jan/09 0 8% 17% 42% 33% 0% 

fev/09 -1 17% 17% 17% 33% 17% 

mar/09 -1 8% 42% 42% 8% 0% 

abr/09 -2 8% 0% 25% 67% 0% 

mai/09 -2 0% 33% 25% 25% 17% 

jun/09 0 8% 8% 25% 58% 0% 

jul/09 0 8% 8% 42% 42% 0% 

ago/09 1 8% 25% 25% 33% 8% 

set/09 1 8% 8% 25% 50% 8% 

out/09 0 0% 50% 33% 17% 0% 

nov/09 1 8% 42% 0% 42% 8% 

dez/09 1 0% 50% 33% 17% 0% 

jan/10 1 0% 33% 8% 58% 0% 

fev/10 0 8% 25% 17% 42% 8% 

mar/10 0 25% 25% 17% 17% 17% 

abr/10 -1 25% 0% 25% 50% 0% 

mai/10 1 17% 17% 33% 25% 8% 

jun/10 0 0% 8% 42% 50% 0% 

jul/10 0 8% 33% 17% 42% 0% 

ago/10 -1 17% 42% 17% 25% 0% 

set/10 1 33% 50% 8% 8% 0% 

out/10 -1 17% 42% 8% 0% 33% 

nov/10 -1 17% 33% 25% 25% 0% 

dez/10 1 0% 25% 42% 33% 0% 

jan/11 0 0% 25% 25% 33% 17% 

fev/11 1 25% 17% 17% 25% 17% 

mar/11 0 25% 17% 25% 25% 8% 

abr/11 1 33% 25% 17% 25% 0% 

mai/11 0 33% 17% 42% 8% 0% 

jun/11 0 50% 17% 25% 8% 0% 

jul/11 1 42% 25% 25% 8% 0% 

ago/11 1 25% 58% 0% 17% 0% 

set/11 -1 33% 33% 17% 17% 0% 

out/11 0 8% 25% 42% 8% 17% 

nov/11 0 8% 42% 25% 25% 0% 

dez/11 -1 8% 58% 17% 8% 8% 

jan/12 -1 25% 17% 8% 50% 0% 

fev/12 -2 17% 17% 8% 33% 25% 

mar/12 -1 17% 17% 33% 25% 8% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo ECPC - Horizonte 3 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

abr/12 -2 17% 25% 25% 33% 0% 

mai/12 -2 17% 17% 42% 25% 0% 

jun/12 -2 17% 17% 17% 50% 0% 

jul/12 -1 8% 8% 42% 42% 0% 

ago/12 0 8% 8% 42% 33% 8% 

set/12 0 8% 42% 25% 17% 8% 

out/12 1 25% 25% 17% 25% 8% 

nov/12 0 8% 25% 8% 58% 0% 

dez/12 2 0% 8% 42% 42% 8% 

jan/13 1 0% 25% 33% 25% 17% 

fev/13 -1 17% 33% 8% 42% 0% 

mar/13 1 17% 17% 42% 25% 0% 

abr/13 1 17% 17% 8% 58% 0% 

mai/13 0 8% 8% 33% 50% 0% 

jun/13 -1 8% 8% 33% 50% 0% 

jul/13 0 0% 42% 42% 17% 0% 

ago/13 1 8% 25% 8% 58% 0% 

set/13 0 17% 50% 33% 0% 0% 

out/13 -1 25% 17% 25% 17% 17% 

nov/13 0 0% 67% 8% 25% 0% 

dez/13 0 17% 50% 33% 0% 0% 
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Tabela F.9. Classe de saturação pseudo-observada e probabilidade associada a cada classe de 

saturação conforme o ensemble do modelo GFDL (tipo A) para o horizonte de 3 meses. 

Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo GFDL - Horizonte 3 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

jun/05 0 77% 13% 7% 3% 0% 

jul/05 -1 87% 7% 0% 7% 0% 

ago/05 0 53% 20% 20% 7% 0% 

set/05 1 53% 33% 13% 0% 0% 

out/05 1 47% 20% 3% 10% 20% 

nov/05 0 17% 23% 20% 30% 10% 

dez/05 0 10% 50% 30% 3% 7% 

jan/06 0 47% 23% 23% 3% 3% 

fev/06 -2 40% 20% 30% 7% 3% 

mar/06 0 23% 27% 33% 13% 3% 

abr/06 0 17% 23% 33% 27% 0% 

mai/06 -2 27% 33% 27% 13% 0% 

jun/06 -1 67% 0% 23% 10% 0% 

jul/06 0 70% 17% 10% 3% 0% 

ago/06 0 47% 23% 17% 13% 0% 

set/06 1 47% 23% 10% 20% 0% 

out/06 0 50% 10% 7% 13% 20% 

nov/06 1 30% 20% 13% 37% 0% 

dez/06 1 10% 27% 37% 20% 7% 

jan/07 1 20% 20% 27% 27% 7% 

fev/07 0 10% 23% 17% 43% 7% 

mar/07 1 10% 20% 27% 37% 7% 

abr/07 1 13% 17% 27% 43% 0% 

mai/07 1 17% 40% 20% 20% 3% 

jun/07 -2 60% 3% 17% 20% 0% 

jul/07 0 60% 17% 17% 7% 0% 

ago/07 0 40% 20% 17% 23% 0% 

set/07 -1 60% 13% 13% 13% 0% 

out/07 0 47% 13% 27% 7% 7% 

nov/07 1 23% 37% 20% 20% 0% 

dez/07 0 33% 33% 17% 10% 7% 

jan/08 -1 27% 17% 23% 33% 0% 

fev/08 -1 30% 10% 20% 33% 7% 

mar/08 -1 30% 33% 20% 17% 0% 

abr/08 -1 47% 7% 33% 13% 0% 

mai/08 0 50% 30% 17% 3% 0% 

jun/08 1 70% 10% 7% 13% 0% 

jul/08 -1 83% 3% 7% 7% 0% 

ago/08 1 67% 13% 17% 3% 0% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo GFDL - Horizonte 3 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

set/08 0 57% 17% 27% 0% 0% 

out/08 0 37% 23% 13% 10% 17% 

nov/08 0 17% 17% 20% 43% 3% 

dez/08 -1 17% 27% 23% 33% 0% 

jan/09 0 20% 23% 27% 20% 10% 

fev/09 -1 10% 30% 37% 13% 10% 

mar/09 -1 17% 23% 40% 20% 0% 

abr/09 -2 20% 23% 30% 27% 0% 

mai/09 -2 33% 30% 17% 20% 0% 

jun/09 0 57% 13% 20% 10% 0% 

jul/09 0 40% 17% 20% 17% 7% 

ago/09 1 43% 20% 23% 13% 0% 

set/09 1 40% 17% 33% 10% 0% 

out/09 0 37% 17% 17% 7% 23% 

nov/09 1 20% 20% 13% 47% 0% 

dez/09 1 17% 30% 23% 27% 3% 

jan/10 1 23% 27% 30% 10% 10% 

fev/10 0 27% 33% 17% 17% 7% 

mar/10 0 17% 23% 33% 23% 3% 

abr/10 -1 3% 10% 33% 53% 0% 

mai/10 1 13% 33% 17% 37% 0% 

jun/10 0 60% 7% 20% 13% 0% 

jul/10 0 53% 20% 23% 3% 0% 

ago/10 -1 53% 23% 20% 3% 0% 

set/10 1 60% 10% 17% 13% 0% 

out/10 -1 43% 10% 23% 13% 10% 

nov/10 -1 23% 27% 23% 27% 0% 

dez/10 1 33% 33% 17% 17% 0% 

jan/11 0 23% 17% 17% 33% 10% 

fev/11 1 13% 17% 13% 40% 17% 

mar/11 0 13% 27% 27% 27% 7% 

abr/11 1 20% 17% 33% 30% 0% 

mai/11 0 30% 40% 20% 10% 0% 

jun/11 0 77% 0% 20% 3% 0% 

jul/11 1 80% 13% 3% 3% 0% 

ago/11 1 60% 13% 10% 17% 0% 

set/11 -1 70% 17% 3% 10% 0% 

out/11 0 50% 13% 20% 0% 17% 

nov/11 0 20% 17% 20% 37% 7% 

dez/11 -1 23% 23% 27% 27% 0% 

jan/12 -1 7% 27% 30% 27% 10% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo GFDL - Horizonte 3 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

fev/12 -2 10% 33% 10% 30% 17% 

mar/12 -1 20% 23% 37% 20% 0% 

abr/12 -2 40% 10% 33% 17% 0% 

mai/12 -2 40% 33% 10% 17% 0% 

jun/12 -2 43% 13% 17% 27% 0% 

jul/12 -1 20% 27% 23% 27% 3% 

ago/12 0 37% 13% 23% 23% 3% 

set/12 0 33% 20% 23% 23% 0% 

out/12 1 43% 3% 23% 7% 23% 

nov/12 0 20% 27% 17% 37% 0% 

dez/12 2 10% 23% 27% 33% 7% 

jan/13 1 13% 30% 20% 20% 17% 

fev/13 -1 17% 20% 37% 20% 7% 

mar/13 1 20% 10% 40% 27% 3% 

abr/13 1 10% 13% 43% 33% 0% 

mai/13 0 20% 10% 37% 33% 0% 

jun/13 -1 33% 3% 27% 37% 0% 

jul/13 0 50% 17% 17% 13% 3% 

ago/13 1 40% 20% 30% 10% 0% 

set/13 0 43% 17% 13% 27% 0% 

out/13 -1 47% 7% 20% 3% 23% 

nov/13 0 23% 27% 20% 27% 3% 

dez/13 0 20% 23% 30% 23% 3% 
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Tabela F.10. Classe de saturação pseudo-observada e probabilidade associada a cada classe de 

saturação conforme o ensemble do modelo CCM3v6 (tipo A) para o horizonte de 6 meses. 

Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo CCM3v6 - Horizonte 6 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

jun/05 0 42% 8% 38% 13% 0% 

jul/05 -1 54% 8% 21% 17% 0% 

ago/05 0 13% 33% 25% 25% 4% 

set/05 1 13% 21% 38% 25% 4% 

out/05 1 50% 8% 25% 8% 8% 

nov/05 0 29% 8% 25% 29% 8% 

dez/05 0 8% 33% 38% 21% 0% 

jan/06 0 8% 29% 29% 21% 13% 

fev/06 -2 17% 29% 25% 21% 8% 

mar/06 0 38% 25% 29% 8% 0% 

abr/06 0 46% 4% 38% 13% 0% 

mai/06 -2 25% 33% 25% 17% 0% 

jun/06 -1 21% 29% 29% 21% 0% 

jul/06 0 29% 33% 21% 8% 8% 

ago/06 0 25% 29% 13% 25% 8% 

set/06 1 25% 21% 17% 38% 0% 

out/06 0 38% 21% 25% 4% 13% 

nov/06 1 33% 17% 21% 25% 4% 

dez/06 1 25% 21% 17% 38% 0% 

jan/07 1 17% 33% 25% 21% 4% 

fev/07 0 17% 13% 17% 42% 13% 

mar/07 1 8% 13% 50% 21% 8% 

abr/07 1 17% 4% 33% 46% 0% 

mai/07 1 0% 29% 42% 29% 0% 

jun/07 -2 29% 17% 25% 29% 0% 

jul/07 0 46% 13% 17% 25% 0% 

ago/07 0 50% 21% 17% 8% 4% 

set/07 -1 29% 17% 38% 17% 0% 

out/07 0 50% 8% 17% 13% 13% 

nov/07 1 21% 13% 46% 17% 4% 

dez/07 0 17% 33% 38% 13% 0% 

jan/08 -1 33% 25% 13% 17% 13% 

fev/08 -1 8% 17% 38% 33% 4% 

mar/08 -1 17% 33% 17% 33% 0% 

abr/08 -1 29% 29% 21% 21% 0% 

mai/08 0 33% 38% 13% 17% 0% 

jun/08 1 58% 4% 25% 13% 0% 

jul/08 -1 67% 8% 21% 4% 0% 

ago/08 1 17% 21% 29% 29% 4% 

set/08 0 13% 17% 33% 38% 0% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo CCM3v6 - Horizonte 6 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

out/08 0 38% 8% 25% 8% 21% 

nov/08 0 25% 17% 17% 33% 8% 

dez/08 -1 13% 42% 29% 13% 4% 

jan/09 0 13% 13% 25% 38% 13% 

fev/09 -1 13% 17% 13% 38% 21% 

mar/09 -1 0% 21% 42% 29% 8% 

abr/09 -2 21% 21% 21% 38% 0% 

mai/09 -2 42% 38% 4% 17% 0% 

jun/09 0 58% 13% 21% 8% 0% 

jul/09 0 58% 13% 8% 21% 0% 

ago/09 1 21% 25% 33% 8% 13% 

set/09 1 13% 13% 33% 42% 0% 

out/09 0 38% 4% 25% 8% 25% 

nov/09 1 29% 13% 21% 21% 17% 

dez/09 1 17% 38% 25% 21% 0% 

jan/10 1 8% 33% 33% 4% 21% 

fev/10 0 13% 17% 17% 54% 0% 

mar/10 0 21% 13% 21% 38% 8% 

abr/10 -1 13% 13% 33% 42% 0% 

mai/10 1 8% 33% 25% 33% 0% 

jun/10 0 42% 17% 21% 21% 0% 

jul/10 0 29% 13% 38% 13% 8% 

ago/10 -1 13% 50% 21% 17% 0% 

set/10 1 8% 21% 46% 25% 0% 

out/10 -1 42% 8% 33% 8% 8% 

nov/10 -1 50% 17% 13% 17% 4% 

dez/10 1 46% 13% 29% 13% 0% 

jan/11 0 21% 29% 33% 17% 0% 

fev/11 1 17% 17% 13% 54% 0% 

mar/11 0 21% 33% 29% 13% 4% 

abr/11 1 33% 42% 8% 17% 0% 

mai/11 0 50% 33% 13% 4% 0% 

jun/11 0 63% 4% 25% 8% 0% 

jul/11 1 50% 13% 21% 17% 0% 

ago/11 1 38% 29% 17% 13% 4% 

set/11 -1 25% 4% 29% 38% 4% 

out/11 0 38% 13% 25% 13% 13% 

nov/11 0 17% 25% 25% 21% 13% 

dez/11 -1 13% 38% 21% 25% 4% 

jan/12 -1 17% 29% 29% 17% 8% 

fev/12 -2 4% 4% 38% 50% 4% 

mar/12 -1 4% 33% 38% 25% 0% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo CCM3v6 - Horizonte 6 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

abr/12 -2 29% 29% 25% 17% 0% 

mai/12 -2 38% 25% 25% 13% 0% 

jun/12 -2 54% 13% 17% 17% 0% 

jul/12 -1 38% 17% 17% 29% 0% 

ago/12 0 29% 8% 33% 17% 13% 

set/12 0 13% 25% 21% 42% 0% 

out/12 1 50% 8% 38% 4% 0% 

nov/12 0 38% 21% 4% 29% 8% 

dez/12 2 21% 38% 25% 17% 0% 

jan/13 1 13% 38% 25% 21% 4% 

fev/13 -1 21% 21% 29% 25% 4% 

mar/13 1 21% 17% 33% 17% 13% 

abr/13 1 25% 13% 29% 33% 0% 

mai/13 0 4% 54% 29% 13% 0% 

jun/13 -1 33% 8% 33% 25% 0% 

jul/13 0 46% 4% 33% 17% 0% 

ago/13 1 21% 29% 17% 29% 4% 

set/13 0 8% 25% 38% 29% 0% 

out/13 -1 33% 13% 29% 8% 17% 

nov/13 0 33% 25% 13% 17% 13% 

dez/13 0 21% 38% 17% 21% 4% 
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Tabela F.11. Classe de saturação pseudo-observada e probabilidade associada a cada classe de 

saturação conforme o ensemble do modelo ECPC (tipo A) para o horizonte de 6 meses. 

Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo ECPC - Horizonte 6 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

jun/05 0 25% 8% 67% 0% 0% 

jul/05 -1 25% 17% 17% 17% 25% 

ago/05 0 8% 8% 42% 42% 0% 

set/05 1 8% 0% 33% 50% 8% 

out/05 1 8% 17% 25% 25% 25% 

nov/05 0 8% 42% 8% 33% 8% 

dez/05 0 8% 33% 33% 17% 8% 

jan/06 0 0% 50% 17% 17% 17% 

fev/06 -2 33% 8% 8% 33% 17% 

mar/06 0 17% 17% 8% 33% 25% 

abr/06 0 8% 0% 25% 67% 0% 

mai/06 -2 17% 33% 17% 33% 0% 

jun/06 -1 42% 25% 17% 17% 0% 

jul/06 0 25% 42% 17% 17% 0% 

ago/06 0 8% 33% 25% 33% 0% 

set/06 1 25% 33% 25% 17% 0% 

out/06 0 17% 42% 8% 17% 17% 

nov/06 1 8% 8% 25% 42% 17% 

dez/06 1 0% 33% 25% 25% 17% 

jan/07 1 8% 17% 0% 58% 17% 

fev/07 0 8% 33% 33% 17% 8% 

mar/07 1 17% 25% 50% 8% 0% 

abr/07 1 42% 8% 25% 25% 0% 

mai/07 1 42% 8% 17% 33% 0% 

jun/07 -2 25% 25% 42% 8% 0% 

jul/07 0 25% 17% 8% 25% 25% 

ago/07 0 17% 42% 33% 8% 0% 

set/07 -1 8% 17% 50% 25% 0% 

out/07 0 8% 25% 25% 17% 25% 

nov/07 1 0% 50% 17% 25% 8% 

dez/07 0 0% 25% 33% 42% 0% 

jan/08 -1 0% 17% 25% 25% 33% 

fev/08 -1 17% 33% 17% 33% 0% 

mar/08 -1 8% 8% 42% 42% 0% 

abr/08 -1 17% 17% 8% 58% 0% 

mai/08 0 17% 17% 50% 17% 0% 

jun/08 1 50% 8% 25% 17% 0% 

jul/08 -1 42% 25% 8% 25% 0% 

ago/08 1 33% 25% 0% 33% 8% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo ECPC - Horizonte 6 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

set/08 0 17% 25% 8% 50% 0% 

out/08 0 8% 50% 42% 0% 0% 

nov/08 0 0% 75% 8% 17% 0% 

dez/08 -1 0% 50% 33% 17% 0% 

jan/09 0 0% 42% 25% 25% 8% 

fev/09 -1 8% 17% 33% 25% 17% 

mar/09 -1 0% 33% 25% 42% 0% 

abr/09 -2 0% 33% 42% 25% 0% 

mai/09 -2 8% 42% 42% 8% 0% 

jun/09 0 25% 33% 25% 17% 0% 

jul/09 0 8% 8% 25% 42% 17% 

ago/09 1 0% 50% 25% 17% 8% 

set/09 1 17% 8% 50% 25% 0% 

out/09 0 8% 33% 33% 17% 8% 

nov/09 1 8% 58% 17% 17% 0% 

dez/09 1 17% 25% 17% 33% 8% 

jan/10 1 0% 50% 25% 17% 8% 

fev/10 0 25% 8% 0% 42% 25% 

mar/10 0 25% 25% 25% 25% 0% 

abr/10 -1 33% 17% 42% 8% 0% 

mai/10 1 25% 33% 0% 33% 8% 

jun/10 0 17% 8% 17% 58% 0% 

jul/10 0 8% 33% 8% 50% 0% 

ago/10 -1 25% 17% 17% 42% 0% 

set/10 1 8% 17% 50% 25% 0% 

out/10 -1 17% 33% 42% 0% 8% 

nov/10 -1 0% 25% 17% 50% 8% 

dez/10 1 0% 8% 50% 33% 8% 

jan/11 0 0% 17% 8% 50% 25% 

fev/11 1 8% 58% 0% 33% 0% 

mar/11 0 25% 17% 33% 25% 0% 

abr/11 1 8% 17% 17% 58% 0% 

mai/11 0 8% 33% 33% 25% 0% 

jun/11 0 58% 8% 0% 33% 0% 

jul/11 1 33% 50% 0% 8% 8% 

ago/11 1 25% 42% 8% 25% 0% 

set/11 -1 25% 8% 25% 33% 8% 

out/11 0 25% 33% 17% 8% 17% 

nov/11 0 8% 50% 17% 17% 8% 

dez/11 -1 17% 17% 25% 33% 8% 

jan/12 -1 8% 17% 0% 42% 33% 

fev/12 -2 0% 17% 8% 50% 25% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo ECPC - Horizonte 6 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

mar/12 -1 8% 8% 42% 42% 0% 

abr/12 -2 8% 50% 17% 25% 0% 

mai/12 -2 25% 33% 42% 0% 0% 

jun/12 -2 58% 0% 17% 25% 0% 

jul/12 -1 17% 25% 42% 17% 0% 

ago/12 0 25% 25% 25% 8% 17% 

set/12 0 17% 8% 17% 50% 8% 

out/12 1 0% 33% 25% 17% 25% 

nov/12 0 0% 25% 25% 50% 0% 

dez/12 2 8% 25% 17% 50% 0% 

jan/13 1 8% 42% 33% 8% 8% 

fev/13 -1 33% 0% 17% 42% 8% 

mar/13 1 8% 17% 33% 42% 0% 

abr/13 1 8% 17% 42% 33% 0% 

mai/13 0 8% 33% 0% 50% 8% 

jun/13 -1 25% 0% 8% 67% 0% 

jul/13 0 42% 8% 25% 25% 0% 

ago/13 1 50% 25% 8% 17% 0% 

set/13 0 42% 17% 25% 17% 0% 

out/13 -1 42% 33% 8% 0% 17% 

nov/13 0 17% 25% 33% 17% 8% 

dez/13 0 17% 50% 33% 0% 0% 
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Tabela F.12. Classe de saturação pseudo-observada e probabilidade associada a cada classe de 

saturação conforme o ensemble do modelo GFDL (tipo A) para o horizonte de 6 meses. 

Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo GFDL - Horizonte 6 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

jun/05 0 0% 30% 3% 40% 27% 

jul/05 -1 10% 7% 40% 23% 20% 

ago/05 0 20% 27% 20% 23% 10% 

set/05 1 10% 23% 23% 40% 3% 

out/05 1 17% 13% 13% 30% 27% 

nov/05 0 7% 23% 13% 23% 33% 

dez/05 0 13% 40% 23% 13% 10% 

jan/06 0 30% 30% 10% 30% 0% 

fev/06 -2 10% 13% 23% 23% 30% 

mar/06 0 10% 13% 27% 40% 10% 

abr/06 0 10% 3% 17% 27% 43% 

mai/06 -2 3% 13% 23% 17% 43% 

jun/06 -1 13% 0% 30% 13% 43% 

jul/06 0 7% 13% 20% 33% 27% 

ago/06 0 17% 30% 23% 20% 10% 

set/06 1 17% 27% 37% 10% 10% 

out/06 0 17% 13% 23% 30% 17% 

nov/06 1 13% 23% 7% 33% 23% 

dez/06 1 13% 33% 23% 27% 3% 

jan/07 1 27% 30% 13% 30% 0% 

fev/07 0 17% 10% 13% 17% 43% 

mar/07 1 7% 13% 23% 43% 13% 

abr/07 1 0% 13% 13% 30% 43% 

mai/07 1 7% 0% 37% 17% 40% 

jun/07 -2 3% 13% 30% 23% 30% 

jul/07 0 3% 20% 30% 30% 17% 

ago/07 0 17% 27% 23% 23% 10% 

set/07 -1 7% 30% 27% 30% 7% 

out/07 0 10% 17% 20% 23% 30% 

nov/07 1 3% 20% 30% 13% 33% 

dez/07 0 10% 37% 30% 23% 0% 

jan/08 -1 17% 33% 27% 7% 17% 

fev/08 -1 10% 23% 17% 13% 37% 

mar/08 -1 10% 30% 20% 30% 10% 

abr/08 -1 13% 17% 13% 30% 27% 

mai/08 0 17% 20% 30% 27% 7% 

jun/08 1 27% 7% 40% 13% 13% 

jul/08 -1 13% 40% 13% 23% 10% 

ago/08 1 30% 40% 13% 10% 7% 

set/08 0 20% 27% 27% 13% 13% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo GFDL - Horizonte 6 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

out/08 0 7% 33% 13% 27% 20% 

nov/08 0 17% 23% 30% 7% 23% 

dez/08 -1 20% 30% 30% 20% 0% 

jan/09 0 27% 17% 23% 30% 3% 

fev/09 -1 10% 7% 30% 20% 33% 

mar/09 -1 10% 13% 47% 23% 7% 

abr/09 -2 10% 10% 27% 17% 37% 

mai/09 -2 7% 13% 27% 20% 33% 

jun/09 0 20% 3% 23% 27% 27% 

jul/09 0 7% 13% 27% 33% 20% 

ago/09 1 20% 27% 20% 17% 17% 

set/09 1 27% 17% 27% 7% 23% 

out/09 0 7% 13% 20% 23% 37% 

nov/09 1 10% 20% 17% 13% 40% 

dez/09 1 17% 43% 17% 17% 7% 

jan/10 1 20% 20% 27% 30% 3% 

fev/10 0 10% 10% 20% 23% 37% 

mar/10 0 0% 10% 37% 40% 13% 

abr/10 -1 0% 10% 7% 47% 37% 

mai/10 1 3% 10% 17% 23% 47% 

jun/10 0 7% 7% 27% 20% 40% 

jul/10 0 3% 17% 23% 30% 27% 

ago/10 -1 20% 27% 40% 10% 3% 

set/10 1 30% 17% 13% 23% 17% 

out/10 -1 13% 10% 23% 27% 27% 

nov/10 -1 7% 23% 30% 30% 10% 

dez/10 1 10% 43% 30% 17% 0% 

jan/11 0 20% 40% 13% 27% 0% 

fev/11 1 10% 30% 20% 13% 27% 

mar/11 0 17% 30% 27% 20% 7% 

abr/11 1 17% 13% 27% 33% 10% 

mai/11 0 20% 20% 27% 0% 33% 

jun/11 0 27% 13% 33% 10% 17% 

jul/11 1 20% 37% 13% 20% 10% 

ago/11 1 47% 17% 10% 10% 17% 

set/11 -1 23% 20% 30% 17% 10% 

out/11 0 13% 17% 30% 20% 20% 

nov/11 0 13% 27% 20% 13% 27% 

dez/11 -1 23% 27% 27% 20% 3% 

jan/12 -1 0% 23% 33% 37% 7% 

fev/12 -2 3% 10% 17% 33% 37% 

mar/12 -1 13% 10% 40% 27% 10% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo A: Modelo GFDL - Horizonte 6 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

abr/12 -2 7% 13% 37% 23% 20% 

mai/12 -2 3% 7% 37% 30% 23% 

jun/12 -2 13% 17% 23% 20% 27% 

jul/12 -1 7% 17% 20% 37% 20% 

ago/12 0 23% 23% 23% 13% 17% 

set/12 0 20% 23% 20% 27% 10% 

out/12 1 20% 30% 17% 23% 10% 

nov/12 0 20% 17% 27% 17% 20% 

dez/12 2 7% 20% 50% 23% 0% 

jan/13 1 13% 33% 20% 27% 7% 

fev/13 -1 10% 17% 33% 13% 27% 

mar/13 1 10% 23% 20% 33% 13% 

abr/13 1 3% 7% 20% 37% 33% 

mai/13 0 3% 3% 13% 27% 53% 

jun/13 -1 0% 3% 17% 20% 60% 

jul/13 0 0% 3% 23% 37% 37% 

ago/13 1 7% 27% 30% 27% 10% 

set/13 0 10% 27% 27% 33% 3% 

out/13 -1 20% 30% 13% 20% 17% 

nov/13 0 17% 23% 20% 17% 23% 

dez/13 0 20% 30% 33% 13% 3% 
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F.3 Previsões tipo C: Superensemble - Classe mais provável de 

saturação do solo 

Nas tabelas F.13 a F.15 são apresentados os resultados de umidade do solo quanto 

à classe de saturação mais provável do superensemble. Cada tabela traz a informação de 

classe de saturação pseudo-observada (simulada com a precipitação observada); a classe 

mais provável de saturação conforme os resultados do superensemble; a probabilidade 

referente à esta previsão, calculada conforme a Equação (23); e o erro referente à 

previsão. O erro é definido como a classe prevista menos a classe pseudo-verdadeira de 

saturação do solo. 

Tabela F.13. Classe de saturação pseudo-observada, prevista pelo superensemble (tipo C) e erro da 

previsão para o horizonte de 1 mês. 

Mês 
Classe pseudo-

observada 

Classe mais 

provável conforme 

o superensemble 

(Previsão tipo C) 

Probabilidade 

Erro 

(classe prevista – classe 

pseudo-observada) 

jun/05 0 -2 50% -2 

jul/05 -1 -2 44% -1 

ago/05 0 -2 39% -2 

set/05 1 -2 48% -3 

out/05 1 -2 39% -3 

nov/05 0 1 30% 1 

dez/05 0 -1 29% -1 

jan/06 0 0 26% 0 

fev/06 -2 0 32% 2 

mar/06 0 -1 39% -1 

abr/06 0 -2 35% -2 

mai/06 -2 -2 38% 0 

jun/06 -1 -2 61% -1 

jul/06 0 -2 52% -2 

ago/06 0 -2 36% -2 

set/06 1 -2 45% -3 

out/06 0 -2 36% -2 

nov/06 1 -1 27% -2 

dez/06 1 0 33% -1 

jan/07 1 -1 33% -2 

fev/07 0 -2 30% -2 

mar/07 1 -1 38% -2 

abr/07 1 0 33% -1 

mai/07 1 -2 32% -3 

jun/07 -2 -2 45% 0 

jul/07 0 -2 36% -2 

ago/07 0 -2 27% -2 
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Mês 
Classe pseudo-

observada 

Classe mais 

provável conforme 

o superensemble 

(Previsão tipo C) 

Probabilidade 

Erro 

(classe prevista – classe 

pseudo-observada) 

set/07 -1 -2 41% -1 

out/07 0 -2 39% -2 

nov/07 1 -2 33% -3 

dez/07 0 -1 39% -1 

jan/08 -1 -1 24% 0 

fev/08 -1 0 26% 1 

mar/08 -1 -1 39% 0 

abr/08 -1 -2 41% -1 

mai/08 0 -2 55% -2 

jun/08 1 -2 65% -3 

jul/08 -1 -2 52% -1 

ago/08 1 -2 42% -3 

set/08 0 -2 50% -2 

out/08 0 -2 44% -2 

nov/08 0 -1 30% -1 

dez/08 -1 -1 35% 0 

jan/09 0 -2 32% -2 

fev/09 -1 -2 24% -1 

mar/09 -1 0 41% 1 

abr/09 -2 0 30% 2 

mai/09 -2 -1 32% 1 

jun/09 0 -2 41% -2 

jul/09 0 -2 33% -2 

ago/09 1 -2 29% -3 

set/09 1 0 32% -1 

out/09 0 -2 36% -2 

nov/09 1 -2 23% -3 

dez/09 1 0 24% -1 

jan/10 1 -1 41% -2 

fev/10 0 0 26% 0 

mar/10 0 0 35% 0 

abr/10 -1 0 30% 1 

mai/10 1 0 39% -1 

jun/10 0 -2 44% -2 

jul/10 0 -2 55% -2 

ago/10 -1 -2 50% -1 

set/10 1 -2 56% -3 

out/10 -1 -2 55% -1 

nov/10 -1 -2 41% -1 

dez/10 1 -1 41% -2 

jan/11 0 -2 35% -2 

fev/11 1 -2 26% -3 

mar/11 0 -2 30% -2 
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Mês 
Classe pseudo-

observada 

Classe mais 

provável conforme 

o superensemble 

(Previsão tipo C) 

Probabilidade 

Erro 

(classe prevista – classe 

pseudo-observada) 

abr/11 1 -1 32% -2 

mai/11 0 -2 42% -2 

jun/11 0 -2 74% -2 

jul/11 1 -2 73% -3 

ago/11 1 -2 55% -3 

set/11 -1 -2 42% -1 

out/11 0 -2 52% -2 

nov/11 0 -2 32% -2 

dez/11 -1 -1 41% 0 

jan/12 -1 -1 36% 0 

fev/12 -2 -2 27% 0 

mar/12 -1 -2 32% -1 

abr/12 -2 0 33% 2 

mai/12 -2 0 35% 2 

jun/12 -2 0 29% 2 

jul/12 -1 -2 35% -1 

ago/12 0 -1 27% -1 

set/12 0 0 29% 0 

out/12 1 -2 47% -3 

nov/12 0 -1 26% -1 

dez/12 2 0 32% -2 

jan/13 1 -1 36% -2 

fev/13 -1 1 23% 2 

mar/13 1 0 30% -1 

abr/13 1 -2 35% -3 

mai/13 0 0 32% 0 

jun/13 -1 -2 44% -1 

jul/13 0 -2 47% -2 

ago/13 1 -1 30% -2 

set/13 0 0 32% 0 

out/13 -1 -2 36% -1 

nov/13 0 -1 29% -1 

dez/13 0 -1 35% -1 
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Tabela F.14. Classe de saturação pseudo-observada, prevista pelo superensemble (tipo C) e erro da 

previsão para o horizonte de 3 meses. 

Mês 
Classe pseudo-

observada 

Classe mais 

provável conforme 

o superensemble 

(Previsão tipo C) 

Probabilidade 

Erro 

(classe prevista – classe 

pseudo-observada) 

jun/05 0 -2 58% -2 

jul/05 -1 -2 56% -1 

ago/05 0 -2 33% -2 

set/05 1 -2 32% -3 

out/05 1 -2 35% -3 

nov/05 0 1 29% 1 

dez/05 0 -1 45% -1 

jan/06 0 -1 30% -1 

fev/06 -2 -2 35% 0 

mar/06 0 0 35% 0 

abr/06 0 0 35% 0 

mai/06 -2 -2 33% 0 

jun/06 -1 -2 58% -1 

jul/06 0 -2 52% -2 

ago/06 0 -2 35% -2 

set/06 1 -2 30% -3 

out/06 0 -2 44% -2 

nov/06 1 -2 27% -3 

dez/06 1 -1 29% -2 

jan/07 1 -1 33% -2 

fev/07 0 -1 20% -1 

mar/07 1 0 30% -1 

abr/07 1 0 27% -1 

mai/07 1 -1 42% -2 

jun/07 -2 -2 52% 0 

jul/07 0 -2 36% -2 

ago/07 0 1 29% 1 

set/07 -1 -2 35% -1 

out/07 0 -2 38% -2 

nov/07 1 -1 33% -2 

dez/07 0 -1 33% -1 

jan/08 -1 -2 26% -1 

fev/08 -1 -2 26% -1 

mar/08 -1 0 29% 1 

abr/08 -1 -2 39% -1 

mai/08 0 -2 39% -2 

jun/08 1 -2 64% -3 

jul/08 -1 -2 62% -1 

ago/08 1 -2 47% -3 

set/08 0 -2 42% -2 

out/08 0 -2 32% -2 



 

 

260 

Mês 
Classe pseudo-

observada 

Classe mais 

provável conforme 

o superensemble 

(Previsão tipo C) 

Probabilidade 

Erro 

(classe prevista – classe 

pseudo-observada) 

nov/08 0 -2 27% -2 

dez/08 -1 0 27% 1 

jan/09 0 0 29% 0 

fev/09 -1 0 23% 1 

mar/09 -1 0 35% 1 

abr/09 -2 0 33% 2 

mai/09 -2 -1 35% 1 

jun/09 0 -2 41% -2 

jul/09 0 -2 32% -2 

ago/09 1 0 29% -1 

set/09 1 0 30% -1 

out/09 0 -2 27% -2 

nov/09 1 -2 23% -3 

dez/09 1 0 30% -1 

jan/10 1 -1 26% -2 

fev/10 0 -1 24% -1 

mar/10 0 0 29% 0 

abr/10 -1 0 30% 1 

mai/10 1 -1 32% -2 

jun/10 0 -2 48% -2 

jul/10 0 -2 44% -2 

ago/10 -1 -2 41% -1 

set/10 1 -2 50% -3 

out/10 -1 -2 47% -1 

nov/10 -1 -1 27% 0 

dez/10 1 -1 30% -2 

jan/11 0 -1 26% -1 

fev/11 1 0 21% -1 

mar/11 0 0 26% 0 

abr/11 1 0 32% -1 

mai/11 0 -2 41% -2 

jun/11 0 -2 70% -2 

jul/11 1 -2 62% -3 

ago/11 1 -2 42% -3 

set/11 -1 -2 47% -1 

out/11 0 -2 45% -2 

nov/11 0 -1 24% -1 

dez/11 -1 -1 27% 0 

jan/12 -1 -1 29% 0 

fev/12 -2 -1 20% 1 

mar/12 -1 0 39% 1 

abr/12 -2 -2 42% 0 

mai/12 -2 -2 42% 0 
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Mês 
Classe pseudo-

observada 

Classe mais 

provável conforme 

o superensemble 

(Previsão tipo C) 

Probabilidade 

Erro 

(classe prevista – classe 

pseudo-observada) 

jun/12 -2 -2 38% 0 

jul/12 -1 -2 29% -1 

ago/12 0 -2 32% -2 

set/12 0 0 30% 0 

out/12 1 -2 38% -3 

nov/12 0 -1 21% -1 

dez/12 2 0 33% -2 

jan/13 1 0 26% -1 

fev/13 -1 0 27% 1 

mar/13 1 0 42% -1 

abr/13 1 0 39% -1 

mai/13 0 0 30% 0 

jun/13 -1 -2 32% -1 

jul/13 0 -2 35% -2 

ago/13 1 -2 29% -3 

set/13 0 1 27% 1 

out/13 -1 -2 36% -1 

nov/13 0 -1 38% -1 

dez/13 0 0 30% 0 
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Tabela F.15. Classe de saturação pseudo-observada, prevista pelo superensemble (tipo C) e erro da 

previsão para o horizonte de 6 meses. 

Mês 
Classe pseudo-

observada 

Classe mais 

provável conforme 

o superensemble 

(Previsão tipo C) 

Probabilidade 

Erro  

(classe prevista – classe 

pseudo-observada) 

jun/05 0 0 27% 0 

jul/05 -1 0 29% 1 

ago/05 0 0 26% 0 

set/05 1 0 30% -1 

out/05 1 -2 27% -3 

nov/05 0 -1 21% -1 

dez/05 0 -1 36% -1 

jan/06 0 -1 33% -1 

fev/06 -2 0 21% 2 

mar/06 0 0 24% 0 

abr/06 0 0 26% 0 

mai/06 -2 -1 24% 1 

jun/06 -1 0 27% 1 

jul/06 0 -1 26% -1 

ago/06 0 -1 30% -1 

set/06 1 0 27% -1 

out/06 0 -2 24% -2 

nov/06 1 -2 20% -3 

dez/06 1 -1 29% -2 

jan/07 1 -1 29% -2 

fev/07 0 1 26% 1 

mar/07 1 0 38% -1 

abr/07 1 0 23% -1 

mai/07 1 0 35% -1 

jun/07 -2 0 30% 2 

jul/07 0 -2 23% -2 

ago/07 0 -2 29% -2 

set/07 -1 0 35% 1 

out/07 0 -2 24% -2 

nov/07 1 0 33% -1 

dez/07 0 0 33% 0 

jan/08 -1 -1 27% 0 

fev/08 -1 0 24% 1 

mar/08 -1 -1 27% 0 

abr/08 -1 -1 21% 0 

mai/08 0 0 27% 0 

jun/08 1 -2 42% -3 

jul/08 -1 -2 38% -1 

ago/08 1 -1 30% -2 

set/08 0 0 26% 0 

out/08 0 -1 27% -1 
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Mês 
Classe pseudo-

observada 

Classe mais 

provável conforme 

o superensemble 

(Previsão tipo C) 

Probabilidade 

Erro  

(classe prevista – classe 

pseudo-observada) 

nov/08 0 -1 30% -1 

dez/08 -1 -1 38% 0 

jan/09 0 0 24% 0 

fev/09 -1 2 26% 3 

mar/09 -1 0 41% 1 

abr/09 -2 0 27% 2 

mai/09 -2 -1 27% 1 

jun/09 0 -2 35% -2 

jul/09 0 -2 26% -2 

ago/09 1 -1 30% -2 

set/09 1 0 33% -1 

out/09 0 2 27% 2 

nov/09 1 -1 24% -2 

dez/09 1 -1 38% -2 

jan/10 1 -1 30% -2 

fev/10 0 2 21% 2 

mar/10 0 0 29% 0 

abr/10 -1 0 23% 1 

mai/10 1 -1 23% -2 

jun/10 0 0 23% 0 

jul/10 0 0 26% 0 

ago/10 -1 -1 33% 0 

set/10 1 0 32% -1 

out/10 -1 0 30% 1 

nov/10 -1 0 21% 1 

dez/10 1 0 33% -1 

jan/11 0 -1 32% -1 

fev/11 1 -1 30% -2 

mar/11 0 0 29% 0 

abr/11 1 -1 24% -2 

mai/11 0 -2 29% -2 

jun/11 0 -2 45% -2 

jul/11 1 -2 33% -3 

ago/11 1 -2 39% -3 

set/11 -1 0 29% 1 

out/11 0 0 26% 0 

nov/11 0 -1 30% -1 

dez/11 -1 -1 29% 0 

jan/12 -1 0 26% 1 

fev/12 -2 0 23% 2 

mar/12 -1 0 39% 1 

abr/12 -2 0 29% 2 

mai/12 -2 0 33% 2 
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Mês 
Classe pseudo-

observada 

Classe mais 

provável conforme 

o superensemble 

(Previsão tipo C) 

Probabilidade 

Erro  

(classe prevista – classe 

pseudo-observada) 

jun/12 -2 -2 36% 0 

jul/12 -1 0 23% 1 

ago/12 0 0 27% 0 

set/12 0 -1 21% -1 

out/12 1 -2 27% -3 

nov/12 0 -2 23% -2 

dez/12 2 0 35% -2 

jan/13 1 -1 36% -2 

fev/13 -1 0 29% 1 

mar/13 1 0 27% -1 

abr/13 1 0 27% -1 

mai/13 0 -1 27% -1 

jun/13 -1 2 27% 3 

jul/13 0 0 27% 0 

ago/13 1 -1 27% -2 

set/13 0 0 30% 0 

out/13 -1 -2 29% -1 

nov/13 0 -1 24% -1 

dez/13 0 -1 36% -1 

 

  



 

 

265 

F.4 Previsões tipo C: Superensemble - Previsão completa – 

Probabilidade de cada classe de umidade do solo  

As tabelas F.16 a F.18 mostram o resultado completo da previsão de umidade do 

solo. Cada tabela traz a informação de classe de saturação pseudo-verdadeira e 

probabilidade de ocorrência de cada classe de saturação conforme o superensemble. A 

probabilidade referente a cada classe é calculada pela Equação (23), considerando-se 

todos os 66 membros como pertencentes à um mesmo conjunto, ou modelo. 

Tabela F.16. Classe de saturação pseudo-observada e probabilidade associada a cada classe de 

saturação conforme o superensemble (tipo C) para o horizonte de 1 mês. 

Mês 

Classe 

pseudo-

observada 

Previsão tipo C: Superensemble - Horizonte 1 mês 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

jun/05 0 50% 15% 33% 2% 0% 

jul/05 -1 44% 17% 15% 23% 2% 

ago/05 0 39% 21% 15% 11% 14% 

set/05 1 48% 8% 30% 14% 0% 

out/05 1 39% 18% 29% 0% 14% 

nov/05 0 18% 30% 17% 30% 5% 

dez/05 0 26% 29% 27% 17% 2% 

jan/06 0 24% 26% 26% 20% 5% 

fev/06 -2 26% 6% 32% 33% 3% 

mar/06 0 17% 39% 29% 14% 2% 

abr/06 0 35% 20% 15% 30% 0% 

mai/06 -2 38% 27% 21% 14% 0% 

jun/06 -1 61% 14% 14% 12% 0% 

jul/06 0 52% 33% 8% 8% 0% 

ago/06 0 36% 32% 15% 15% 2% 

set/06 1 45% 26% 17% 12% 0% 

out/06 0 36% 27% 23% 3% 11% 

nov/06 1 14% 27% 20% 39% 0% 

dez/06 1 5% 29% 33% 29% 5% 

jan/07 1 15% 33% 21% 17% 14% 

fev/07 0 30% 15% 21% 29% 5% 

mar/07 1 23% 38% 26% 12% 2% 

abr/07 1 29% 18% 33% 20% 0% 

mai/07 1 32% 23% 29% 15% 2% 

jun/07 -2 45% 8% 30% 17% 0% 

jul/07 0 36% 20% 17% 23% 5% 

ago/07 0 27% 17% 20% 30% 6% 

set/07 -1 41% 17% 12% 26% 5% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo C: Superensemble - Horizonte 1 mês 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

out/07 0 39% 18% 20% 8% 15% 

nov/07 1 33% 24% 18% 23% 2% 

dez/07 0 17% 39% 26% 17% 2% 

jan/08 -1 23% 24% 18% 26% 9% 

fev/08 -1 21% 12% 26% 33% 8% 

mar/08 -1 18% 39% 30% 12% 0% 

abr/08 -1 41% 26% 21% 12% 0% 

mai/08 0 55% 23% 14% 9% 0% 

jun/08 1 65% 11% 12% 12% 0% 

jul/08 -1 52% 21% 14% 14% 0% 

ago/08 1 42% 29% 15% 9% 5% 

set/08 0 50% 21% 18% 9% 2% 

out/08 0 44% 17% 18% 6% 15% 

nov/08 0 23% 30% 15% 32% 0% 

dez/08 -1 24% 35% 18% 21% 2% 

jan/09 0 32% 30% 21% 14% 3% 

fev/09 -1 24% 11% 23% 32% 11% 

mar/09 -1 14% 20% 41% 23% 3% 

abr/09 -2 27% 14% 30% 29% 0% 

mai/09 -2 29% 32% 23% 17% 0% 

jun/09 0 41% 14% 26% 20% 0% 

jul/09 0 33% 17% 21% 26% 3% 

ago/09 1 29% 23% 27% 21% 0% 

set/09 1 26% 21% 32% 21% 0% 

out/09 0 36% 27% 18% 5% 14% 

nov/09 1 23% 21% 15% 36% 5% 

dez/09 1 20% 18% 24% 33% 5% 

jan/10 1 14% 41% 23% 17% 6% 

fev/10 0 24% 12% 26% 32% 6% 

mar/10 0 17% 18% 35% 27% 3% 

abr/10 -1 14% 12% 30% 44% 0% 

mai/10 1 15% 21% 39% 24% 0% 

jun/10 0 44% 11% 26% 20% 0% 

jul/10 0 55% 21% 8% 15% 2% 

ago/10 -1 50% 27% 17% 2% 5% 

set/10 1 56% 11% 15% 17% 2% 

out/10 -1 55% 9% 18% 9% 9% 

nov/10 -1 41% 18% 18% 18% 5% 

dez/10 1 29% 41% 20% 11% 0% 

jan/11 0 35% 21% 27% 15% 2% 

fev/11 1 26% 14% 21% 39% 0% 

mar/11 0 30% 24% 20% 24% 2% 



 

 

267 

Mês 

Classe 

pseudo-

observada 

Previsão tipo C: Superensemble - Horizonte 1 mês 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

abr/11 1 29% 32% 23% 17% 0% 

mai/11 0 42% 35% 11% 12% 0% 

jun/11 0 74% 11% 14% 2% 0% 

jul/11 1 73% 6% 11% 9% 2% 

ago/11 1 55% 18% 17% 11% 0% 

set/11 -1 42% 29% 21% 8% 0% 

out/11 0 52% 12% 21% 3% 12% 

nov/11 0 32% 21% 21% 20% 6% 

dez/11 -1 11% 41% 18% 27% 3% 

jan/12 -1 20% 36% 14% 14% 17% 

fev/12 -2 27% 15% 26% 23% 9% 

mar/12 -1 32% 21% 26% 20% 2% 

abr/12 -2 26% 15% 33% 26% 0% 

mai/12 -2 20% 23% 35% 21% 2% 

jun/12 -2 26% 18% 29% 27% 0% 

jul/12 -1 35% 21% 20% 21% 3% 

ago/12 0 27% 27% 24% 15% 6% 

set/12 0 27% 23% 29% 17% 5% 

out/12 1 47% 9% 24% 5% 15% 

nov/12 0 21% 26% 20% 23% 11% 

dez/12 2 14% 27% 32% 24% 3% 

jan/13 1 14% 36% 23% 20% 8% 

fev/13 -1 23% 14% 21% 23% 20% 

mar/13 1 23% 27% 30% 15% 5% 

abr/13 1 35% 24% 21% 20% 0% 

mai/13 0 20% 26% 32% 23% 0% 

jun/13 -1 44% 3% 29% 24% 0% 

jul/13 0 47% 23% 14% 14% 3% 

ago/13 1 27% 30% 18% 23% 2% 

set/13 0 26% 17% 32% 24% 2% 

out/13 -1 36% 24% 14% 6% 20% 

nov/13 0 26% 29% 20% 23% 3% 

dez/13 0 24% 35% 27% 12% 2% 
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Tabela F.17. Classe de saturação pseudo-observada e probabilidade associada a cada classe de 

saturação conforme o superensemble (tipo C) para o horizonte de 3 meses. 

Mês 

Classe 

pseudo-

observada 

Previsão tipo C: Superensemble - Horizonte 3 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

jun/05 0 58% 14% 26% 3% 0% 

jul/05 -1 56% 17% 9% 15% 3% 

ago/05 0 33% 21% 18% 24% 3% 

set/05 1 32% 29% 18% 21% 0% 

out/05 1 35% 23% 14% 15% 14% 

nov/05 0 15% 29% 21% 29% 6% 

dez/05 0 14% 45% 21% 14% 6% 

jan/06 0 29% 30% 26% 11% 5% 

fev/06 -2 35% 15% 23% 20% 8% 

mar/06 0 18% 24% 35% 18% 5% 

abr/06 0 18% 21% 35% 26% 0% 

mai/06 -2 33% 30% 23% 12% 2% 

jun/06 -1 58% 9% 18% 15% 0% 

jul/06 0 52% 20% 14% 15% 0% 

ago/06 0 35% 24% 20% 18% 3% 

set/06 1 30% 26% 21% 21% 2% 

out/06 0 44% 17% 17% 11% 12% 

nov/06 1 27% 23% 17% 32% 2% 

dez/06 1 9% 29% 27% 30% 5% 

jan/07 1 15% 33% 21% 26% 5% 

fev/07 0 20% 20% 15% 38% 8% 

mar/07 1 20% 12% 30% 30% 8% 

abr/07 1 15% 21% 27% 36% 0% 

mai/07 1 21% 42% 20% 14% 3% 

jun/07 -2 52% 12% 18% 18% 0% 

jul/07 0 36% 21% 26% 17% 0% 

ago/07 0 29% 21% 14% 29% 8% 

set/07 -1 35% 23% 17% 23% 3% 

out/07 0 38% 15% 21% 12% 14% 

nov/07 1 17% 33% 15% 27% 8% 

dez/07 0 20% 33% 27% 17% 3% 

jan/08 -1 26% 24% 20% 27% 3% 

fev/08 -1 26% 17% 21% 23% 14% 

mar/08 -1 24% 29% 29% 15% 3% 

abr/08 -1 39% 14% 26% 21% 0% 

mai/08 0 39% 30% 20% 11% 0% 

jun/08 1 64% 15% 6% 15% 0% 

jul/08 -1 62% 11% 14% 14% 0% 

ago/08 1 47% 18% 20% 12% 3% 

set/08 0 42% 18% 21% 14% 5% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo C: Superensemble - Horizonte 3 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

out/08 0 32% 24% 24% 11% 9% 

nov/08 0 27% 18% 18% 32% 5% 

dez/08 -1 21% 27% 27% 21% 3% 

jan/09 0 20% 21% 29% 21% 9% 

fev/09 -1 18% 23% 23% 27% 9% 

mar/09 -1 17% 26% 35% 21% 2% 

abr/09 -2 18% 18% 33% 30% 0% 

mai/09 -2 26% 35% 15% 21% 3% 

jun/09 0 41% 15% 27% 17% 0% 

jul/09 0 32% 23% 23% 20% 3% 

ago/09 1 26% 24% 29% 20% 2% 

set/09 1 29% 15% 30% 24% 2% 

out/09 0 27% 26% 20% 8% 20% 

nov/09 1 23% 20% 14% 38% 6% 

dez/09 1 17% 29% 30% 23% 2% 

jan/10 1 20% 26% 24% 21% 9% 

fev/10 0 20% 24% 18% 32% 6% 

mar/10 0 17% 21% 29% 26% 8% 

abr/10 -1 14% 12% 30% 44% 0% 

mai/10 1 21% 32% 23% 23% 2% 

jun/10 0 48% 11% 24% 17% 0% 

jul/10 0 44% 21% 21% 14% 0% 

ago/10 -1 41% 26% 24% 9% 0% 

set/10 1 50% 23% 15% 12% 0% 

out/10 -1 47% 14% 18% 9% 12% 

nov/10 -1 27% 27% 18% 23% 5% 

dez/10 1 27% 30% 26% 17% 0% 

jan/11 0 23% 26% 17% 24% 11% 

fev/11 1 17% 12% 21% 38% 12% 

mar/11 0 14% 24% 26% 30% 6% 

abr/11 1 27% 18% 32% 23% 0% 

mai/11 0 41% 30% 21% 8% 0% 

jun/11 0 70% 6% 20% 5% 0% 

jul/11 1 62% 21% 6% 11% 0% 

ago/11 1 42% 26% 12% 18% 2% 

set/11 -1 47% 15% 15% 20% 3% 

out/11 0 45% 12% 23% 3% 17% 

nov/11 0 18% 24% 17% 30% 11% 

dez/11 -1 15% 27% 23% 33% 2% 

jan/12 -1 14% 29% 21% 27% 9% 

fev/12 -2 12% 20% 15% 38% 15% 

mar/12 -1 17% 21% 39% 21% 2% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo C: Superensemble - Horizonte 3 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

abr/12 -2 42% 14% 24% 20% 0% 

mai/12 -2 42% 27% 14% 17% 0% 

jun/12 -2 38% 18% 17% 27% 0% 

jul/12 -1 29% 24% 26% 20% 2% 

ago/12 0 32% 15% 26% 24% 3% 

set/12 0 26% 23% 30% 20% 2% 

out/12 1 38% 11% 18% 11% 23% 

nov/12 0 18% 21% 17% 41% 3% 

dez/12 2 9% 23% 33% 29% 6% 

jan/13 1 17% 26% 26% 18% 14% 

fev/13 -1 14% 26% 27% 26% 8% 

mar/13 1 15% 12% 42% 26% 5% 

abr/13 1 12% 17% 39% 32% 0% 

mai/13 0 27% 17% 30% 26% 0% 

jun/13 -1 32% 12% 26% 30% 0% 

jul/13 0 35% 24% 23% 17% 2% 

ago/13 1 29% 26% 24% 21% 0% 

set/13 0 27% 23% 23% 27% 0% 

out/13 -1 36% 9% 21% 11% 23% 

nov/13 0 17% 38% 21% 23% 2% 

dez/13 0 21% 29% 30% 18% 2% 
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Tabela F.18. Classe de saturação pseudo-observada e probabilidade associada a cada classe de 

saturação conforme o superensemble (tipo C) para o horizonte de 6 meses. 

Mês 

Classe 

pseudo-

observada 

Previsão tipo C: Superensemble - Horizonte 6 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

jun/05 0 20% 18% 27% 23% 12% 

jul/05 -1 29% 9% 29% 20% 14% 

ago/05 0 15% 26% 26% 27% 6% 

set/05 1 11% 18% 30% 36% 5% 

out/05 1 27% 12% 20% 21% 20% 

nov/05 0 15% 21% 17% 27% 20% 

dez/05 0 11% 36% 30% 17% 6% 

jan/06 0 17% 33% 18% 24% 8% 

fev/06 -2 17% 18% 21% 24% 20% 

mar/06 0 21% 18% 24% 27% 9% 

abr/06 0 23% 3% 26% 29% 20% 

mai/06 -2 14% 24% 23% 20% 20% 

jun/06 -1 21% 15% 27% 17% 20% 

jul/06 0 18% 26% 20% 21% 15% 

ago/06 0 18% 30% 20% 24% 8% 

set/06 1 21% 26% 27% 21% 5% 

out/06 0 24% 21% 21% 18% 15% 

nov/06 1 20% 18% 15% 32% 15% 

dez/06 1 15% 29% 21% 30% 5% 

jan/07 1 20% 29% 15% 32% 5% 

fev/07 0 15% 15% 18% 26% 26% 

mar/07 1 9% 15% 38% 29% 9% 

abr/07 1 14% 9% 23% 35% 20% 

mai/07 1 11% 12% 35% 24% 18% 

jun/07 -2 17% 17% 30% 23% 14% 

jul/07 0 23% 17% 21% 27% 12% 

ago/07 0 29% 27% 23% 15% 6% 

set/07 -1 15% 23% 35% 24% 3% 

out/07 0 24% 15% 20% 18% 23% 

nov/07 1 9% 23% 33% 17% 18% 

dez/07 0 11% 33% 33% 23% 0% 

jan/08 -1 20% 27% 21% 14% 18% 

fev/08 -1 11% 23% 24% 24% 18% 

mar/08 -1 12% 27% 23% 33% 5% 

abr/08 -1 20% 21% 15% 32% 12% 

mai/08 0 23% 26% 27% 21% 3% 

jun/08 1 42% 6% 32% 14% 6% 

jul/08 -1 38% 26% 15% 17% 5% 

ago/08 1 26% 30% 17% 21% 6% 

set/08 0 17% 23% 26% 29% 6% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo C: Superensemble - Horizonte 6 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

out/08 0 18% 27% 23% 15% 17% 

nov/08 0 17% 30% 21% 18% 14% 

dez/08 -1 14% 38% 30% 17% 2% 

jan/09 0 17% 20% 24% 32% 8% 

fev/09 -1 11% 12% 24% 27% 26% 

mar/09 -1 5% 20% 41% 29% 6% 

abr/09 -2 12% 18% 27% 26% 17% 

mai/09 -2 20% 27% 21% 17% 15% 

jun/09 0 35% 12% 23% 18% 12% 

jul/09 0 26% 12% 20% 30% 12% 

ago/09 1 17% 30% 26% 14% 14% 

set/09 1 20% 14% 33% 23% 11% 

out/09 0 18% 14% 24% 17% 27% 

nov/09 1 17% 24% 18% 17% 24% 

dez/09 1 17% 38% 20% 21% 5% 

jan/10 1 12% 30% 29% 18% 11% 

fev/10 0 14% 12% 15% 38% 21% 

mar/10 0 12% 14% 29% 36% 9% 

abr/10 -1 11% 12% 23% 38% 17% 

mai/10 1 9% 23% 17% 29% 23% 

jun/10 0 21% 11% 23% 27% 18% 

jul/10 0 14% 18% 26% 27% 15% 

ago/10 -1 18% 33% 29% 18% 2% 

set/10 1 18% 18% 32% 24% 8% 

out/10 -1 24% 14% 30% 15% 17% 

nov/10 -1 21% 21% 21% 29% 8% 

dez/10 1 21% 26% 33% 18% 2% 

jan/11 0 17% 32% 20% 27% 5% 

fev/11 1 12% 30% 14% 32% 12% 

mar/11 0 20% 29% 29% 18% 5% 

abr/11 1 21% 24% 18% 32% 5% 

mai/11 0 29% 27% 23% 6% 15% 

jun/11 0 45% 9% 24% 14% 8% 

jul/11 1 33% 30% 14% 17% 6% 

ago/11 1 39% 26% 12% 14% 9% 

set/11 -1 24% 12% 29% 27% 8% 

out/11 0 24% 18% 26% 15% 17% 

nov/11 0 14% 30% 21% 17% 18% 

dez/11 -1 18% 29% 24% 24% 5% 

jan/12 -1 8% 24% 26% 30% 12% 

fev/12 -2 3% 9% 23% 42% 23% 

mar/12 -1 9% 18% 39% 29% 5% 
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Mês 

Classe 

pseudo-

observada 

Previsão tipo C: Superensemble - Horizonte 6 meses 

Probabilidade 

de ocorrência 

da classe -2: 

Muito seco 

Probabilidade 

de ocorrência 

da classe -1: 

Seco 

Probabilidade 

de ocorrência 

da classe 0: 

Normal 

Probabilidade 

de ocorrência 

da classe +1: 

Úmido 

Probabilidade 

de ocorrência 

da classe +2: 

Muito úmido 

abr/12 -2 15% 26% 29% 21% 9% 

mai/12 -2 20% 18% 33% 18% 11% 

jun/12 -2 36% 12% 20% 20% 12% 

jul/12 -1 20% 18% 23% 30% 9% 

ago/12 0 26% 18% 27% 14% 15% 

set/12 0 17% 21% 20% 36% 6% 

out/12 1 27% 23% 26% 15% 9% 

nov/12 0 23% 20% 18% 27% 12% 

dez/12 2 12% 27% 35% 26% 0% 

jan/13 1 12% 36% 24% 21% 6% 

fev/13 -1 18% 15% 29% 23% 15% 

mar/13 1 14% 20% 27% 29% 11% 

abr/13 1 12% 11% 27% 35% 15% 

mai/13 0 5% 27% 17% 26% 26% 

jun/13 -1 17% 5% 21% 30% 27% 

jul/13 0 24% 5% 27% 27% 17% 

ago/13 1 20% 27% 21% 26% 6% 

set/13 0 15% 24% 30% 29% 2% 

out/13 -1 29% 24% 18% 12% 17% 

nov/13 0 23% 24% 20% 17% 17% 

dez/13 0 20% 36% 27% 14% 3% 
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F.5 Previsões tipos B e D: Média do ensemble (previsões tipo B) e 

ensemble das médias (multimodelos, previsões tipo D)  

Apresentam-se nas tabelas F.19 a F.21 os resultados da previsão realizada com a 

média do ensemble da previsão de precipitação, e a previsão resultante do ensemble destas 

médias, configurando uma abordagem multimodelos. O resultado do ensemble das 

médias (de saturação) foi calculado como a média (arredondada para o número inteiro 

mais próximo) das classes encontradas pela previsão realizada com a média (de 

precipitação) de cada modelo. A probabilidade associada, nestes casos, foi definida pela 

contagem de modelos com classe prevista igual à classe média. Este valor varia entre 0%, 

quando nenhum dos modelos previu aquela classe, e 100%, quando os três modelos 

previram a mesma classe de saturação. A probabilidade 0% é atingida, por exemplo, no 

caso de outubro/2005 para horizonte 1 mês, quando dois modelos previram classe +2 e 

um, classe 0. A previsão do ensemble das médias é classe +1 ((2+0+2) /3 = 1,333 >> 

classe +1); porém nenhum dos modelos havia previsto, para aquele mês, esta classe.  

Tabela F.19. Classe de saturação pseudo-observada, prevista pela média do ensemble (de 

precipitação) de cada modelo (tipo B) e média do ensemble de modelos (tipo D) para o horizonte de 

1 mês.  

Mês 

Classe 

pseudo-

observada 

Classe prevista 

Previsões tipo B 

Ensemble das 

médias 

(multimodelos) 

Previsão tipo D 

Erro 

CCM3v6 ECPC GFDL Classe 
Probabi 

lidade 
CCM3v6 ECPC GFDL 

Ensemble 

das 

médias 

Previsão 

tipo D) 

jun/05 0 -1 1 -2 -1 33% -1 1 -2 -1 

jul/05 -1 0 1 -1 0 33% 1 2 0 1 

ago/05 0 1 2 -1 1 33% 1 2 -1 1 

set/05 1 1 1 -2 0 0% 0 0 -3 -1 

out/05 1 2 0 2 1 0% 1 -1 1 0 

nov/05 0 1 1 1 1 100% 1 1 1 1 

dez/05 0 0 0 0 0 100% 0 0 0 0 

jan/06 0 0 0 0 0 100% 0 0 0 0 

fev/06 -2 1 1 0 1 67% 3 3 2 3 

mar/06 0 1 1 0 1 67% 1 1 0 1 

abr/06 0 0 1 0 0 67% 0 1 0 0 

mai/06 -2 1 1 0 1 67% 3 3 2 3 

jun/06 -1 0 1 0 0 67% 1 2 1 1 

jul/06 0 0 1 -1 0 33% 0 1 -1 0 

ago/06 0 0 1 0 0 67% 0 1 0 0 

set/06 1 0 1 0 0 67% -1 0 -1 -1 

out/06 0 1 1 1 1 100% 1 1 1 1 
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Mês 

Classe 

pseudo-

observada 

Classe prevista 

Previsões tipo B 

Ensemble das 

médias 

(multimodelos) 

Previsão tipo D 

Erro 

CCM3v6 ECPC GFDL Classe 
Probabi 

lidade 
CCM3v6 ECPC GFDL 

Ensemble 

das 

médias 

Previsão 

tipo D) 

nov/06 1 1 0 1 1 67% 0 -1 0 0 

dez/06 1 1 0 1 1 67% 0 -1 0 0 

jan/07 1 1 0 0 0 67% 0 -1 -1 -1 

fev/07 0 1 0 0 0 67% 1 0 0 0 

mar/07 1 1 -1 0 0 33% 0 -2 -1 -1 

abr/07 1 1 -1 1 0 0% 0 -2 0 -1 

mai/07 1 1 -1 1 0 0% 0 -2 0 -1 

jun/07 -2 0 0 1 0 67% 2 2 3 2 

jul/07 0 1 1 0 1 67% 1 1 0 1 

ago/07 0 1 1 0 1 67% 1 1 0 1 

set/07 -1 1 2 0 1 33% 2 3 1 2 

out/07 0 1 1 1 1 100% 1 1 1 1 

nov/07 1 0 1 1 1 67% -1 0 0 0 

dez/07 0 0 0 0 0 100% 0 0 0 0 

jan/08 -1 0 0 1 0 67% 1 1 2 1 

fev/08 -1 1 1 1 1 100% 2 2 2 2 

mar/08 -1 0 0 0 0 100% 1 1 1 1 

abr/08 -1 -1 0 0 0 67% 0 1 1 1 

mai/08 0 -2 1 0 0 33% -2 1 0 0 

jun/08 1 -2 1 -1 -1 33% -3 0 -2 -2 

jul/08 -1 0 1 -1 0 33% 1 2 0 1 

ago/08 1 1 1 -1 0 0% 0 0 -2 -1 

set/08 0 1 1 -2 0 0% 1 1 -2 0 

out/08 0 2 1 1 1 67% 2 1 1 1 

nov/08 0 0 1 1 1 67% 0 1 1 1 

dez/08 -1 -1 0 0 0 67% 0 1 1 1 

jan/09 0 -1 -1 0 -1 67% -1 -1 0 -1 

fev/09 -1 1 1 1 1 100% 2 2 2 2 

mar/09 -1 1 1 1 1 100% 2 2 2 2 

abr/09 -2 0 0 1 0 67% 2 2 3 2 

mai/09 -2 1 1 1 1 100% 3 3 3 3 

jun/09 0 0 1 1 1 67% 0 1 1 1 

jul/09 0 1 1 0 1 67% 1 1 0 1 

ago/09 1 0 0 1 0 67% -1 -1 0 -1 

set/09 1 1 1 0 1 67% 0 0 -1 0 

out/09 0 2 0 1 1 33% 2 0 1 1 

nov/09 1 1 1 1 1 100% 0 0 0 0 

dez/09 1 1 1 1 1 100% 0 0 0 0 

jan/10 1 0 0 0 0 100% -1 -1 -1 -1 

fev/10 0 1 2 0 1 33% 1 2 0 1 

mar/10 0 1 2 0 1 33% 1 2 0 1 

abr/10 -1 1 1 1 1 100% 2 2 2 2 

mai/10 1 1 1 1 1 100% 0 0 0 0 

jun/10 0 1 1 0 1 67% 1 1 0 1 
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Mês 

Classe 

pseudo-

observada 

Classe prevista 

Previsões tipo B 

Ensemble das 

médias 

(multimodelos) 

Previsão tipo D 

Erro 

CCM3v6 ECPC GFDL Classe 
Probabi 

lidade 
CCM3v6 ECPC GFDL 

Ensemble 

das 

médias 

Previsão 

tipo D) 

jul/10 0 0 0 -1 0 67% 0 0 -1 0 

ago/10 -1 0 0 -1 0 67% 1 1 0 1 

set/10 1 1 1 -2 0 0% 0 0 -3 -1 

out/10 -1 -1 1 1 0 0% 0 2 2 1 

nov/10 -1 -1 1 1 0 0% 0 2 2 1 

dez/10 1 -1 0 -1 -1 67% -2 -1 -2 -2 

jan/11 0 -1 1 -1 0 0% -1 1 -1 0 

fev/11 1 1 0 0 0 67% 0 -1 -1 -1 

mar/11 0 0 -1 0 0 67% 0 -1 0 0 

abr/11 1 0 -1 0 0 67% -1 -2 -1 -1 

mai/11 0 0 1 0 0 67% 0 1 0 0 

jun/11 0 -1 -1 -2 -1 67% -1 -1 -2 -1 

jul/11 1 0 0 -2 -1 0% -1 -1 -3 -2 

ago/11 1 1 0 -2 0 33% 0 -1 -3 -1 

set/11 -1 0 0 -2 -1 0% 1 1 -1 0 

out/11 0 1 2 1 1 67% 1 2 1 1 

nov/11 0 0 1 1 1 67% 0 1 1 1 

dez/11 -1 0 1 0 0 67% 1 2 1 1 

jan/12 -1 0 1 0 0 67% 1 2 1 1 

fev/12 -2 1 1 0 1 67% 3 3 2 3 

mar/12 -1 0 0 1 0 67% 1 1 2 1 

abr/12 -2 -1 1 1 0 0% 1 3 3 2 

mai/12 -2 0 2 1 1 33% 2 4 3 3 

jun/12 -2 1 2 1 1 67% 3 4 3 3 

jul/12 -1 1 1 0 1 67% 2 2 1 2 

ago/12 0 1 1 0 1 67% 1 1 0 1 

set/12 0 1 1 0 1 67% 1 1 0 1 

out/12 1 2 2 -1 1 0% 1 1 -2 0 

nov/12 0 2 1 1 1 67% 2 1 1 1 

dez/12 2 1 1 0 1 67% -1 -1 -2 -1 

jan/13 1 0 1 0 0 67% -1 0 -1 -1 

fev/13 -1 1 2 1 1 67% 2 3 2 2 

mar/13 1 0 1 1 1 67% -1 0 0 0 

abr/13 1 0 -1 1 0 33% -1 -2 0 -1 

mai/13 0 1 0 1 1 67% 1 0 1 1 

jun/13 -1 1 1 1 1 100% 2 2 2 2 

jul/13 0 0 1 0 0 67% 0 1 0 0 

ago/13 1 1 1 0 1 67% 0 0 -1 0 

set/13 0 1 1 0 1 67% 1 1 0 1 

out/13 -1 2 1 1 1 67% 3 2 2 2 

nov/13 0 1 1 1 1 100% 1 1 1 1 

dez/13 0 0 -1 0 0 67% 0 -1 0 0 
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Tabela F.20. Classe de saturação pseudo-observada, prevista pela média do ensemble (de 

precipitação) de cada modelo (tipo B) e média do ensemble de modelos (tipo D) para o horizonte de 

3 meses.  

Mês 

Classe 

pseudo-

observada 

Classe prevista 

Previsões tipo B 

Ensemble das 

médias 

(multimodelos) 

Previsão tipo D 

Erro 

CCM3v6 ECPC GFDL Classe 
Probabi 

lidade 
CCM3v6 ECPC GFDL 

Ensemble 

das 

médias 

Previsão 

tipo D) 

jun/05 0 -1 1 -2 -1 33% -1 1 -2 -1 

jul/05 -1 0 1 -2 0 33% 1 2 -1 1 

ago/05 0 1 1 -1 0 0% 1 1 -1 0 

set/05 1 1 2 -1 1 33% 0 1 -2 0 

out/05 1 1 0 1 1 67% 0 -1 0 0 

nov/05 0 1 0 1 1 67% 1 0 1 1 

dez/05 0 1 -1 0 0 33% 1 -1 0 0 

jan/06 0 1 -1 -1 0 0% 1 -1 -1 0 

fev/06 -2 1 0 -1 0 33% 3 2 1 2 

mar/06 0 1 2 0 1 33% 1 2 0 1 

abr/06 0 0 1 1 1 67% 0 1 1 1 

mai/06 -2 0 1 1 1 67% 2 3 3 3 

jun/06 -1 -1 1 0 0 33% 0 2 1 1 

jul/06 0 0 1 -1 0 33% 0 1 -1 0 

ago/06 0 1 1 0 1 67% 1 1 0 1 

set/06 1 1 1 0 1 67% 0 0 -1 0 

out/06 0 0 1 1 1 67% 0 1 1 1 

nov/06 1 1 1 1 1 100% 0 0 0 0 

dez/06 1 1 1 1 1 100% 0 0 0 0 

jan/07 1 0 0 0 0 100% -1 -1 -1 -1 

fev/07 0 1 1 1 1 100% 1 1 1 1 

mar/07 1 1 1 1 1 100% 0 0 0 0 

abr/07 1 1 1 1 1 100% 0 0 0 0 

mai/07 1 1 1 1 1 100% 0 0 0 0 

jun/07 -2 0 1 0 0 67% 2 3 2 2 

jul/07 0 1 1 -1 0 0% 1 1 -1 0 

ago/07 0 1 1 0 1 67% 1 1 0 1 

set/07 -1 1 1 0 1 67% 2 2 1 2 

out/07 0 2 1 0 1 33% 2 1 0 1 

nov/07 1 2 1 1 1 67% 1 0 0 0 

dez/07 0 0 1 0 0 67% 0 1 0 0 

jan/08 -1 -1 1 0 0 33% 0 2 1 1 

fev/08 -1 1 1 1 1 100% 2 2 2 2 

mar/08 -1 1 1 0 1 67% 2 2 1 2 

abr/08 -1 0 1 0 0 67% 1 2 1 1 

mai/08 0 0 1 0 0 67% 0 1 0 0 

jun/08 1 -1 1 0 0 33% -2 0 -1 -1 

jul/08 -1 0 1 -1 0 33% 1 2 0 1 

ago/08 1 0 1 -1 0 33% -1 0 -2 -1 

set/08 0 1 2 -1 1 33% 1 2 -1 1 

out/08 0 1 0 2 1 33% 1 0 2 1 
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Mês 

Classe 

pseudo-

observada 

Classe prevista 

Previsões tipo B 

Ensemble das 

médias 

(multimodelos) 

Previsão tipo D 

Erro 

CCM3v6 ECPC GFDL Classe 
Probabi 

lidade 
CCM3v6 ECPC GFDL 

Ensemble 

das 

médias 

Previsão 

tipo D) 

nov/08 0 1 1 1 1 100% 1 1 1 1 

dez/08 -1 0 0 0 0 100% 1 1 1 1 

jan/09 0 0 0 0 0 100% 0 0 0 0 

fev/09 -1 1 1 1 1 100% 2 2 2 2 

mar/09 -1 1 0 0 0 67% 2 1 1 1 

abr/09 -2 0 1 1 1 67% 2 3 3 3 

mai/09 -2 0 1 1 1 67% 2 3 3 3 

jun/09 0 1 2 0 1 33% 1 2 0 1 

jul/09 0 0 1 1 1 67% 0 1 1 1 

ago/09 1 0 1 0 0 67% -1 0 -1 -1 

set/09 1 1 2 0 1 33% 0 1 -1 0 

out/09 0 2 1 2 2 67% 2 1 2 2 

nov/09 1 1 1 1 1 100% 0 0 0 0 

dez/09 1 0 0 0 0 100% -1 -1 -1 -1 

jan/10 1 0 1 0 0 67% -1 0 -1 -1 

fev/10 0 1 1 0 1 67% 1 1 0 1 

mar/10 0 1 1 1 1 100% 1 1 1 1 

abr/10 -1 1 1 1 1 100% 2 2 2 2 

mai/10 1 0 1 1 1 67% -1 0 0 0 

jun/10 0 0 2 0 1 0% 0 2 0 1 

jul/10 0 0 1 -1 0 33% 0 1 -1 0 

ago/10 -1 0 0 -1 0 67% 1 1 0 1 

set/10 1 0 0 -1 0 67% -1 -1 -2 -1 

out/10 -1 0 1 1 1 67% 1 2 2 2 

nov/10 -1 1 1 1 1 100% 2 2 2 2 

dez/10 1 0 1 -1 0 33% -1 0 -2 -1 

jan/11 0 0 1 0 0 67% 0 1 0 0 

fev/11 1 1 1 1 1 100% 0 0 0 0 

mar/11 0 1 1 1 1 100% 1 1 1 1 

abr/11 1 0 1 1 1 67% -1 0 0 0 

mai/11 0 -1 1 0 0 33% -1 1 0 0 

jun/11 0 -1 1 -1 0 0% -1 1 -1 0 

jul/11 1 0 0 -2 -1 0% -1 -1 -3 -2 

ago/11 1 1 0 -1 0 33% 0 -1 -2 -1 

set/11 -1 1 0 -1 0 33% 2 1 0 1 

out/11 0 1 1 1 1 100% 1 1 1 1 

nov/11 0 1 0 1 1 67% 1 0 1 1 

dez/11 -1 1 0 0 0 67% 2 1 1 1 

jan/12 -1 1 1 0 1 67% 2 2 1 2 

fev/12 -2 1 1 1 1 100% 3 3 3 3 

mar/12 -1 1 1 1 1 100% 2 2 2 2 

abr/12 -2 -1 1 0 0 33% 1 3 2 2 

mai/12 -2 -1 1 0 0 33% 1 3 2 2 

jun/12 -2 0 2 1 1 33% 2 4 3 3 
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Mês 

Classe 

pseudo-

observada 

Classe prevista 

Previsões tipo B 

Ensemble das 

médias 

(multimodelos) 

Previsão tipo D 

Erro 

CCM3v6 ECPC GFDL Classe 
Probabi 

lidade 
CCM3v6 ECPC GFDL 

Ensemble 

das 

médias 

Previsão 

tipo D) 

jul/12 -1 0 1 1 1 67% 1 2 2 2 

ago/12 0 0 1 1 1 67% 0 1 1 1 

set/12 0 1 1 1 1 100% 1 1 1 1 

out/12 1 2 1 1 1 67% 1 0 0 0 

nov/12 0 1 1 1 1 100% 1 1 1 1 

dez/12 2 0 1 1 1 67% -2 -1 -1 -1 

jan/13 1 0 1 1 1 67% -1 0 0 0 

fev/13 -1 1 1 1 1 100% 2 2 2 2 

mar/13 1 1 1 1 1 100% 0 0 0 0 

abr/13 1 1 1 1 1 100% 0 0 0 0 

mai/13 0 0 1 1 1 67% 0 1 1 1 

jun/13 -1 1 2 1 1 67% 2 3 2 2 

jul/13 0 1 1 0 1 67% 1 1 0 1 

ago/13 1 0 1 0 0 67% -1 0 -1 -1 

set/13 0 1 0 1 1 67% 1 0 1 1 

out/13 -1 2 1 2 2 67% 3 2 3 3 

nov/13 0 1 1 1 1 100% 1 1 1 1 

dez/13 0 0 -1 0 0 67% 0 -1 0 0 
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Tabela F.21. Classe de saturação pseudo-observada, prevista pela média do ensemble (de 

precipitação) de cada modelo (tipo B) e média do ensemble de modelos (tipo D)para o horizonte de 

6 meses.  

Mês 

Classe 

pseudo-

observada 

Classe prevista 

Previsões tipo B 

Ensemble das 

médias 

(multimodelos) 

Previsão tipo D 

Erro 

CCM3v6 ECPC GFDL Classe 
Probabi 
lidade 

CCM3v6 ECPC GFDL 

Ensemble 

das 

médias 

Previsão 

tipo D 

jun/05 0 0 0 1 0 67% 0 0 1 0 

jul/05 -1 0 1 1 1 67% 1 2 2 2 

ago/05 0 1 1 1 1 100% 1 1 1 1 

set/05 1 1 2 1 1 67% 0 1 0 0 

out/05 1 1 1 2 1 67% 0 0 1 0 

nov/05 0 1 1 2 1 67% 1 1 2 1 

dez/05 0 0 1 0 0 67% 0 1 0 0 

jan/06 0 1 1 0 1 67% 1 1 0 1 

fev/06 -2 1 1 2 1 67% 3 3 4 3 

mar/06 0 0 2 1 1 33% 0 2 1 1 

abr/06 0 0 1 2 1 33% 0 1 2 1 

mai/06 -2 1 1 2 1 67% 3 3 4 3 

jun/06 -1 1 1 2 1 67% 2 2 3 2 

jul/06 0 0 1 2 1 33% 0 1 2 1 

ago/06 0 1 1 1 1 100% 1 1 1 1 

set/06 1 1 1 1 1 100% 0 0 0 0 

out/06 0 2 1 2 2 67% 2 1 2 2 

nov/06 1 1 2 2 2 67% 0 1 1 1 

dez/06 1 0 1 1 1 67% -1 0 0 0 

jan/07 1 0 1 0 0 67% -1 0 -1 -1 

fev/07 0 1 1 2 1 67% 1 1 2 1 

mar/07 1 1 1 2 1 67% 0 0 1 0 

abr/07 1 1 0 2 1 33% 0 -1 1 0 

mai/07 1 1 1 2 1 67% 0 0 1 0 

jun/07 -2 1 1 2 1 67% 3 3 4 3 

jul/07 0 0 1 1 1 67% 0 1 1 1 

ago/07 0 0 0 1 0 67% 0 0 1 0 

set/07 -1 1 1 1 1 100% 2 2 2 2 

out/07 0 1 2 2 2 67% 1 2 2 2 

nov/07 1 1 1 2 1 67% 0 0 1 0 

dez/07 0 0 1 0 0 67% 0 1 0 0 

jan/08 -1 0 2 0 1 0% 1 3 1 2 

fev/08 -1 1 1 2 1 67% 2 2 3 2 

mar/08 -1 1 1 1 1 100% 2 2 2 2 

abr/08 -1 0 1 2 1 33% 1 2 3 2 

mai/08 0 1 1 1 1 100% 1 1 1 1 

jun/08 1 1 0 1 1 67% 0 -1 0 0 

jul/08 -1 0 0 1 0 67% 1 1 2 1 

ago/08 1 1 1 0 1 67% 0 0 -1 0 

set/08 0 1 1 0 1 67% 1 1 0 1 

out/08 0 2 0 2 1 0% 2 0 2 1 
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Mês 

Classe 

pseudo-

observada 

Classe prevista 

Previsões tipo B 

Ensemble das 

médias 

(multimodelos) 

Previsão tipo D 

Erro 

CCM3v6 ECPC GFDL Classe 
Probabi 
lidade 

CCM3v6 ECPC GFDL 

Ensemble 

das 

médias 

Previsão 

tipo D 

nov/08 0 1 0 2 1 33% 1 0 2 1 

dez/08 -1 0 0 0 0 100% 1 1 1 1 

jan/09 0 1 0 0 0 67% 1 0 0 0 

fev/09 -1 1 1 2 1 67% 2 2 3 2 

mar/09 -1 2 1 1 1 67% 3 2 2 2 

abr/09 -2 1 1 2 1 67% 3 3 4 3 

mai/09 -2 0 1 2 1 33% 2 3 4 3 

jun/09 0 0 1 2 1 33% 0 1 2 1 

jul/09 0 0 2 2 1 0% 0 2 2 1 

ago/09 1 1 1 1 1 100% 0 0 0 0 

set/09 1 1 1 1 1 100% 0 0 0 0 

out/09 0 2 1 2 2 67% 2 1 2 2 

nov/09 1 1 0 2 1 33% 0 -1 1 0 

dez/09 1 0 0 0 0 100% -1 -1 -1 -1 

jan/10 1 0 0 0 0 100% -1 -1 -1 -1 

fev/10 0 1 1 2 1 67% 1 1 2 1 

mar/10 0 1 1 2 1 67% 1 1 2 1 

abr/10 -1 1 0 2 1 33% 2 1 3 2 

mai/10 1 1 1 2 1 67% 0 0 1 0 

jun/10 0 1 1 2 1 67% 1 1 2 1 

jul/10 0 1 1 2 1 67% 1 1 2 1 

ago/10 -1 1 1 0 1 67% 2 2 1 2 

set/10 1 1 1 1 1 100% 0 0 0 0 

out/10 -1 1 1 2 1 67% 2 2 3 2 

nov/10 -1 1 1 1 1 100% 2 2 2 2 

dez/10 1 -1 1 0 0 33% -2 0 -1 -1 

jan/11 0 -1 2 0 0 33% -1 2 0 0 

fev/11 1 1 0 1 1 67% 0 -1 0 0 

mar/11 0 0 0 1 0 67% 0 0 1 0 

abr/11 1 0 1 1 1 67% -1 0 0 0 

mai/11 0 -1 1 2 1 33% -1 1 2 1 

jun/11 0 0 0 1 0 67% 0 0 1 0 

jul/11 1 0 0 1 0 67% -1 -1 0 -1 

ago/11 1 0 0 0 0 100% -1 -1 -1 -1 

set/11 -1 1 1 1 1 100% 2 2 2 2 

out/11 0 2 1 2 2 67% 2 1 2 2 

nov/11 0 1 1 2 1 67% 1 1 2 1 

dez/11 -1 1 1 0 1 67% 2 2 1 2 

jan/12 -1 0 2 1 1 33% 1 3 2 2 

fev/12 -2 1 2 2 2 67% 3 4 4 4 

mar/12 -1 1 1 1 1 100% 2 2 2 2 

abr/12 -2 0 1 1 1 67% 2 3 3 3 

mai/12 -2 0 1 2 1 33% 2 3 4 3 

jun/12 -2 0 1 2 1 33% 2 3 4 3 
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Mês 

Classe 

pseudo-

observada 

Classe prevista 

Previsões tipo B 

Ensemble das 

médias 

(multimodelos) 

Previsão tipo D 

Erro 

CCM3v6 ECPC GFDL Classe 
Probabi 
lidade 

CCM3v6 ECPC GFDL 

Ensemble 

das 

médias 

Previsão 

tipo D 

jul/12 -1 1 1 2 1 67% 2 2 3 2 

ago/12 0 1 1 1 1 100% 1 1 1 1 

set/12 0 1 2 1 1 67% 1 2 1 1 

out/12 1 0 1 1 1 67% -1 0 0 0 

nov/12 0 1 1 1 1 100% 1 1 1 1 

dez/12 2 0 1 1 1 67% -2 -1 -1 -1 

jan/13 1 0 0 1 0 67% -1 -1 0 -1 

fev/13 -1 0 1 2 1 33% 1 2 3 2 

mar/13 1 1 1 1 1 100% 0 0 0 0 

abr/13 1 1 1 2 1 67% 0 0 1 0 

mai/13 0 1 2 2 2 67% 1 2 2 2 

jun/13 -1 1 1 2 1 67% 2 2 3 2 

jul/13 0 1 1 2 1 67% 1 1 2 1 

ago/13 1 1 0 1 1 67% 0 -1 0 0 

set/13 0 1 0 1 1 67% 1 0 1 1 

out/13 -1 2 1 2 2 67% 3 2 3 3 

nov/13 0 1 1 2 1 67% 1 1 2 1 

dez/13 0 1 0 0 0 67% 1 0 0 0 
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