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RESUMO

A modelagem de sistemas dinâmicos é uma área de grande importância para o con-
trole e a otimização de processos. A modelagem não-linear é particularmente desafiante,
uma vez que sistemas deste tipo podem apresentar estruturas arbitrárias. Deste modo,
os modelos empregados devem apresentar flexibilidade para modelar diferentes tipos de
comportamentos dinâmicos. Redes Neuronais são bastante empregadas em modelagem
estacionária por permitirem ajustar qualquer mapeamento estático de entrada e saı́da se os
dados forem suficientes para o ajuste. Este trabalho de conclusão de curso compara e ana-
lisa os resultados obtidos na modelagem caixa-preta de um sistema dinâmico não-linear
por meio de redes neuronais recorrentes em domı́nio de tempo discreto e contı́nuo, em
que a rede contı́nua é treinada para o termo de taxa de variação f(x) do sistema dinâmico
em espaço de estados f(x) = ẋ e é necessária uma etapa intermediária de integração do
modelo neuronal obtido. Com isto, pretende-se evitar as dificuldades de determinação
da estrutura e de ajuste (viés) das redes dinâmicas do tipo recorrente. Os resultados ob-
tidos com os modelos neuronais recorrentes também são comparados com o método de
regressão linear.

Palavras-chave: Rede Neuronal, Modelagem de Sistemas, Inteligência Artificial.



ABSTRACT

The modeling of dynamic systems is an important area for the process control and
optimization. Nonlinear modeling is particularly a challenge, once there are systems of
arbitrary structures. In this way, a model used must be flexible enough to model different
types of dynamic behaviors. Neural Networks are widely used in stationary modeling
because they allow to adjust any static input and output mapping if the data is enough for
the optimization. This paper compare and analyse the neural networks results achieved in
a nonlinear and dynamical system black-box modeling, where the continuos time network
is trained for the rate of change term f(x) of the dynamic system in state space f(x) = ẋ
and is required an intermediate stage of integration for this obtained neuronal model. With
this, it is intended to avoid the difficulties of determining the structure and adjustment
(bias) of the dynamic networks of the recurrent type. The results also will be compared
with linear regression method.

Keywords: Artificial Neural Network, System Modeling, Deep Learning.
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Figura 12: Código em Matlab para Treinar e Validar a Rede Neuronal Discreta . 18
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1 INTRODUÇÃO

Os sistemas nas áreas de conhecimento da engenharia podem ser representados por
modelos matemáticos baseados em conjuntos de equações correspondentes a leis da Fı́sica.
O conjunto de equações objetiva representar uma aproximação do sistema real observado
na tentativa de explicar e prever o seu comportamento quando submetido à diferentes
excitações.

A inclusão de todas as caracterı́sticas de um sistema real em seu modelo matemático
é geralmente inviável, sendo comumente imposto simplificações no processo de mode-
lagem, por exemplo, como premissas de não-linearidade ou invariância no tempo dentro
uma determinada faixa de operação. No entanto, estas hipóteses, quando válidas, servem
apenas uma estreita faixa de operação.

A obtenção das caracterı́sticas de um sistema não-linear e dinâmico sem o conhe-
cimento prévio de seus princı́pios fı́sicos é possı́vel através da modelagem empı́rica ou
caixa-preta, em que apenas o acesso aos dados de entrada e saı́da é necessário (SJÖBERG
et al., 1995). Existem diversos métodos de modelagem não-linear caixa-preta: Wavelet
Transform (WT), modelos fuzzy, Adaptive Neural Fuzzy Inference Systems (ANFIS), e as
redes neuronais artificiais (RNAs). Este conceito pode ser desenvolvido no domı́nio de
tempo discreto ou contı́nuo. A determinação da estrutura e o ajuste do modelo são etapas
necessárias no processo de identificação de tempo discreto e geralmente podem dificultar
o processo. Uma dificuldade em particular na obtenção de modelos não-lineares discre-
tos para processos contı́nuos é que, ao contrário do caso linear, não há uma forma de
discretização que preserve a estrutura do sistema, tornando esta escolha mais complexa.

A modelagem de um sistema dinâmico não-linear pode ser medida em termos de
quatro critérios segundo (R. PEARSON, 2003): precisão de aproximação; interpretação
fı́sica; adEquação a controle e facilidade no desenvolvimento. Modelos lineares de baixa
ordem geralmente atendem aos dois últimos critérios, porém são incapazes de representar
fenômenos importantes. Outro fator a ser considerado é o domı́nio do tempo no qual o
sistema é representado, pois quando discreto, um modelo não-linear têm os dois primei-
ros critérios comprometidos devido à perda de informação na escolha da sua estrutura,
enquanto que em tempo contı́nuo esta etapa não é necessária (R. PEARSON, 2003).

Neste trabalho é testada a identificação de sistemas dinâmicos não-lineares contı́nuos
através de um modelo RNA dinâmico no domı́nio de tempo contı́nuo. Para tanto, dados
de entrada e saı́da são utilizados na etapa de treinamento para o termo de taxa de variação
f(x) do sistema dinâmico (f(x) = ẋ). Para o treinamento, o modelo proposto é inte-
grado numericamente para a geração das saı́das. O método proposto é validado por meio
de métricas de desempenho e os resultados obtidos são comparados com estruturas de
identificação discretas.



2

1.1 Extração de Petróleo

Profundidades acima de milhares de metros são facilmente atingidas por plataformas
plataformas offshore de extração de petróleo marinho. Misturas formadas por gás, água
e o próprio petróleo são extraı́das e transportados através dos poços para a superfı́cie,
como mostra a Figura 1. Na superfı́cie encontra-se a Árvore de Natal Molhada (ANM),
onde estão dispostos os equipamentos de instrumentação e a válvula de estrangulamento
que controla o fluxo do fluido, a qual é acionada remotamente. Na flow line (ou linha de
produção), as produção de todos os poços são combinadas e então elevadas para a plata-
forma através de dutos verticais, ou risers, onde ocorre o processo de separação das fases
do fluido e é onde se encontra a válvula Choke responsável por garantir o funcionamento
dos equipamentos da superfı́cie (DI MEGLIO et al., 2012).

Figura 1: Plataforma de Extração de Petróleo offshore
Fonte: Adaptado de (DI MEGLIO et al., 2012)

A distribuição não-homogênea do petróleo na forma gasosa e lı́quida pode provocar
bolhas de gás nas tubulações prejudiciais à produção e de alto risco à operação (SCH-
MIDT; BRILL; BEGGS, 1979). Aliadas à enorme pressão causada pela profundidade
de fluido acumulado ao longo do poço, a presença de eventuais curvas no poço e de
inclinações acentuadas no riser podem bloquear a passagem do fluxo de gás. Ao ser
bloqueado, o gás forma uma bolha comprimida que, ao vencer a pressão hidrostática cau-
sada pela coluna de fluido, expande empurrando o lı́quido impulsivamente, causando as
denominadas golfadas que caracterizam a vazão produzida como oscilatória e tornam o
processo instável (DI MEGLIO et al., 2012).

O sistema dinâmico não-linear como objeto de estudo é um modelo semi-empı́rico
que simula a extração de petróleo em plataforma marinha offshore, o FOWM. O com-
portamento não-linear presente na resposta do sistema ocorre devido ao fenômeno de
golfadas, o qual é comum em processos de extração de petróleo e significadamente preju-
dicial à operação. O emprego da modelagem caixa-preta através de redes neuronais é útil
na previsão das não-linearidades do sistema.
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1.2 Objetivo

Este trabalho tem como objetivo comparar e analisar Redes Neuronais Artificiais Re-
correntes (RNARs) no domı́nio do tempo discreto e contı́nuo para a modelagem de sis-
temas. A comparação se dá principalmente em termos da estrutura das redes resultantes
em relação à capacidade de predição. Para esta comparação, foram usados dados gera-
dos através de um modelo semi-empı́rico dinâmico não-linear, o FOWM, em espaço de
estados f(x) = ẋ.

1.3 Estrutura do Trabalho

Este trabalho de conclusão de curso está organizado da seguinte forma: O Capı́tulo 2
compreende a revisão bibliográfica dos conceitos de modelagem de sistemas dinâmicos,
de redes neuronais e de excitação de sistemas SNLs. No Capı́tulo 3 são apresentados os
materiais e os métodos utilizados no trabalho. No Capı́tulo 4 são mostrados os resultados
obtidos para diferentes combinações de arquitetura de rede discreta, onde a rede de me-
lhor desempenho é selecionada para espelhar um modelo de tempo contı́nuo. No Capı́tulo
5, finalmente, o trabalho tem a avaliação dos resultados alcançados em referência ao ob-
jetivo, conclusões finais e proposta de trabalhos futuros.



4

2 REVISÃO BIBLIOGRÁFICA

Nas seções a seguir são descritas as referências bibliográficas utilizadas neste trabalho
de conclusão de curso.

2.1 Modelagem de Sistemas Dinâmicos

Existem basicamente duas abordagens para modelar um sistema dinâmico: pela fı́sica
do processo ou por identificação de sistemas. A dificuldade na modelagem pela fı́sica
é que geralmente não se tem o conhecimento dos fundamentos fı́sicos que regem o pro-
cesso, sendo necessária a segunda abordagem, a qual pode ser realizada por dois diferen-
tes tipos de abordagens (LJUNG; SÖDERSTRÖM, 1983):

• Métodos paramétricos;

• Métodos não-paramétricos.

A utilização de séries temporais permite a construção de modelos de processos es-
tocásticos que buscam estimar o valor futuro da variável de um sistema com base nos
seus valores passados somente, em que o sistema apresenta um padrão persistente ou
sistemático no comportamento da variável a ser estimada através da representação pa-
ramétrica (PINDYCK; RUBINFELD, 1998).

Nos métodos paramétricos o problema central é estimar um vetor de parametrização
finito utilizado na identificação do melhor modelo que descreva o comportamento do
sistema, em que o vetor é estimado a partir da observação dos dados de entrada e saı́da
do sistema. Já nos métodos não-paramétricos não há o emprego de um número finito de
parâmetros (LJUNG; SÖDERSTRÖM, 1983).

2.1.1 Tempo Discreto

Nos modelos entrada/saı́da se tem a descrição da resposta em função da entrada apli-
cada, sendo que os princı́pios fı́sicos que regem o funcionamento do sistema são negli-
genciados (SJÖBERG et al., 1995). O problema da modelagem caixa-preta de um sistema
dinâmico passa a ser mais complexo quando caracterı́sticas não-lineares devem ser con-
sideradas. A partir da observação dos valores de passado de entrada e saı́da e da estrutura
não-linear da Equação 1, é possı́vel estimar o valor de saı́da y(t) dada uma entrada u(t)
(SJÖBERG et al., 1995).

y(t) = g(u(t−1), y(t−1)) + v(t) (1)
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Na Equação 1, a presença do termo v(t) significa que a próxima saı́da y(t) não será
exatamente a saı́da prevista. Desta forma, o objetivo durante a identificação do sistema
dinâmico discreto através da Equação 1 é obter g(ut−1, yt−1) dentro de uma famı́lia de
funções de modo a resultar numa boa aproximação da saı́da observada, a despeito do
ruı́do v(t). No caso das abordagens paramétricas, esta função será parametrizada pelo
vetor de dimensão finita θ, resultando em g(u(t−1), y(t−1), θ) (SJÖBERG et al., 1995).

O mapeamento dos valores observados da entrada e da saı́da no passado é denominado
por vetor de variáveis de regressão e é representado por φ, enquanto a predição da saı́da
ŷ(t) é dada pela Equação 2. Segundo (SJÖBERG et al., 1995),a modelagem caixa-preta
de sistemas dinâmicos não-lineares, portanto, requer duas etapas: a seleção de uma es-
trutura funcional g(φ) parametrizada por θ e a escolha do vetor de variáveis de regressão
φ:

ŷ(t|θ) = g(φ(t), θ) (2)

A viabilidade da aplicação de redes neuronais na identificação de sistemas de tempo
discreto tem sido levantadas em divesos estudos (CHEN; S. BILLINGS; GRANT, 1990;
CHEN; S. BILLINGS, 1992). Diferentes modelos podem ser derivados para cada esco-
lha de vetor de regressão. O modelo auto-regressivo não-linear com entradas exógenas
(LEONTARITIS; S. A. BILLINGS, 1985) Nonlinear Autoregressive model process with
eXogenous input (NARX)), por exemplo, é formado por valores de presente e passado
da entrada e da saı́da disponı́veis, representando entradas exógenas (externas ao sistema).
Seu vetor é dado pela Equação 3, onde ky + ku é o número de regressores utilizados no
modelo.

φ(t) =
[
y(t− 1) ... y(t− ky) u(t− 1) ... u(t− ku)

]T (3)

Diferentemente do NARX, os modelos Nonlinear Output Error (NOE), Nonlinear
AutoRegressive Moving Average with eXogenous inputs (NARMAX) e (Nonlinear Box-
Jenkins (NBJ) são derivados de vetores de variáveis de regressão que dependem de valores
passados do modelo parametrizado ŷ(t− k|θ) (LEONTARITIS; S. A. BILLINGS, 1985).
A Tabela 1 mostra os valores de φ para cada modelo, onde ŷu e εu são os valores simulados
da saı́da e do erro entre a saı́da estimada e a saı́da real respectivamente.

Tabela 1: Modelos derivados para cada vetor de regressão
NOE ŷu(t− k|θ) u(t− k)

NARMAX y(t− k) u(t− k) ε(t− k|θ)
NBJ ŷu(t− k|θ) u(t− k) ε(t− k|θ) εu(t− k|θ)

2.1.2 Tempo Contı́nuo

Quanto à representação, um sistema pode ter seu modelo ou em espaço de estados
ou na forma de entrada/saı́da. Sistemas fı́sicos identificados geralmente não tem relação
direta com os parâmetros de um modelo discreto, dificultando sua interpretação fı́sica
(UNBEHAUEN; RAO, 1990). Segundo (R. PEARSON, 2003), em casos não-lineares, a
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estrutura dificilmente é preservada mesmo que a discretização seja exata. Em sua mai-
oria, os sistemas estudados no campo da engenharia são de tempo contı́nuo e suas mo-
delagens em tempo contı́nuo não necessitam a definição de um vetor de variáveis de re-
gressão. Publicações sobre modelos paramétricos utilizados na identificação de sistemas
dinâmicos contı́nuos tem recebido bastante atenção (AGUIRRE; S. A. BILLINGS, 1995;
LJUNG, 1999; UNBEHAUEN; RAO, 1990; R. PEARSON, 2003).

Existem basicamente duas formas de representar um sistemas em domı́nio de tempo
contı́nuo, ou por função de transferência ou por espaço de estados. Uma função de trans-
ferência simula o comportamento de saı́da do sistema para determinado estı́mulo de en-
trada através da relação ŷ(t, θ) = G(ε, θ) · u(t), em que ε é um operador linear qualquer,
θ é um vetor de parâmetros e G é dada pela Equação 4.

G(ε, θ) =
B(ε, θa)

A(ε, θb)
=

b0 + b1ε+ ...+ bmε
m

1 + a1ε+ a2ε2 + ...+ anεn
(4)

Em espaço de estados, há uma relação entre as variáveis de entrada, saı́da e de esta-
dos através de uma Equação diferencial (ou de diferenças, para o caso discreto) (LJUNG;
SÖDERSTRÖM, 1983). Um sistema dinâmico pode ser representado em espaço de esta-
dos pelo sistema de equações 5. Segundo (OGATA, 1999), o espaço de estado é o espaço
n-dimensional de em que os eixos coordenados são formados por n variáveis de estado
do sistema. {

dx
dt

= f(x,u, t)
y = g(x,u, t)

(5)

A maior parte das pesquisas relacionadas à redes em tempo contı́nuo têm sido dire-
cionadas à redes de arquitetura Feedforward. Algumas publicações tem tratado de redes
recorrentes em tempo contı́nuo para sistemas invariantes no tempo: (FUNAHASHI; NA-
KAMURA, 1993) estuda a aplicação de uma rede de Hopfield (HOPFIELD, 1982) para
um sistema sem variação da entrada dx

dt
= f(x); (CHOW; LI, 2000) aplica modelos mais

genéricos do tipo dx
dt

= f(x,u) e (FUNAHASHI; NAKAMURA, 1993) considera um
sistema do tipo dx

dt
= f(x) + g(x) · u.

A seleção de uma estrutura razoável na modelagem de sistema não-lineares é uma
tarefa difı́cil, visto que ela é baseada na experiência com modelos lineares de baixa or-
dem e pode falhar quando confrontada com sistemas não lineares (R. PEARSON, 2003).
Também, a discretização de um modelo contı́nuo pode gerar perda de informação sobre
alguns de seus fenômenos fı́sicos e estar restrito para determinados valores de tempo de
amostragem (R. PEARSON, 2003).

2.2 Redes Neuronais Artificiais

Os desenvolvimentos cientı́ficos na área de redes neuronais artificias tiveram como
inspiração a capacidade de o cérebro humano aprender linguagens, classificar e interpretar
imagens, entre outras formas de aprendizagem. A habilidade de aprender se deve à grande
quantidade de neurônios e sinapses (também conhecidas como conexões) existentes no
cérebro, podendo chegar a 10 bilhões e 60 trilhões respectivamente (SHEPHERD, 2003).

Um neurônio biológico é formado basicamente por dendritos, corpo celular, núcleo,
axônio, ramificações e terminais do axônio. Seu funcionamento se dá por transformações
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quı́micas complexas em que sinais sinápticos são transformados em sinais elétricos no
corpo celular e transmitidos através do axônio e seus terminais para demais neurônios
conectados pelas sinapses (SHEPHERD, 2003). A estrutura de um neurônio biológico é
mostrada na Figura 2.

Figura 2: Neurônio Biológico
Fonte: Adaptado de (CS231N, 2019)

O primeiro trabalho dedicado ao estudo de um neurônio artificial foi publicado em
(MCCULLOCH; PITTS, 1943). Neste trabalho foi apresentada a recriação artificial de
um neurônio biológico, o que ficou conhecido como o Neurônio Booleano de McCulloch-
Pitts (MCP). No entanto, ainda não são mencionadas técnicas de treinamento e problemas
não-linearmente separáveis não poderiam ser resolvidos. Já o modelo de neurônio não-
linear mostrado na Figura 3 é baseado no modelo de MCP, porém com o incremento de
um bias e uma função de ativação diferente da Heaviside, é capaz de solucionar problemas
mais complexos (HAYKIN, 2007).

Figura 3: Modelo do Neurônio Artificial
Fonte: Adaptado de (HAYKIN, 2007)

O neurônio de ı́ndice j mostrado na Figura 3 modela um função matemática, a qual
pondera os sinais de entrada (x1, x2, ..., xm) pelos pesos sinápticos (wj1, wj2, ..., wjm)
que, após combinados com o peso de bias wj0 no Somador e multiplicados pela função
de ativação φ, forma o sinal de saı́da yj conforme a Equação 6.
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yj = φ(
m∑
i=1

(wjixi) + wj0) (6)

2.2.1 Função de Ativação

Realiza uma transformação não-linear nos dados de entrada, tornando-o modelo ca-
paz de aprender e executar tarefas mais complexas. Além disso, diferencia informações
recebidas pelo neurônio que serão utilizadas/ativadas ou rejeitadas. São utilizados para
converter grandes saı́das das unidades em um valor menor, além de promover a não line-
aridade na rede

A função de ativação é responsável por limitar a amplitude do sinal yj a um valor
finito tipicamente contido no intervalo [0, 1], Heaviside e Sigmóide, ou [−1, 1], Linear
por Partes e Tangente Hiperbólico. Além disto, elas são responsáveis por tornar o modelo
neuronal capaz de aprender tarefas mais complexas, diferenciando as informações que
deve ser ativadas ou rejeitadas (GÉRON, 2017). As principais funções de ativação são
mostrados na Tabela 2.

Tabela 2: Principais Funções de Ativação
Nome da Função Função

Heaviside φ(vj) =

{
1, se vj ≥ 0

0, se vj < 0

Linear por Partes φ(vj) =


1, se vj > 0

0, se vj = 0

−1, se vj < 0

Sigmóide φ(vj) =
1

1 + e−avj

Tangente Hiperbólico φ(vj) =
eavj − e−avj

eavj + e−avj

A função de ativação Sigmóide é a mais utilizada atualmente na construção de redes
neuronais (HAYKIN, 2007). Ela possui algumas vantagens em relação às demais, como
ser diferenciável, reproduzir sinais contı́nuos em sua saı́da e gerar uma caracterı́stica não-
linear. É importante destacar que o parâmetro a contido no denominador corresponde à
inclinação da função e, quando este tende ao infinito, tem-se a alteração de comporta-
mento da função de sigmóide para Heaviside, visto que suas respostas possı́veis passam
a ser 0 ou 1 (HAYKIN, 2007).

2.2.2 Arquitetura

Fazem parte da definição de arquitetura: o número de camadas da rede, camada única
ou múltiplas camadas; a topologia, Feedforward ou recorrente; a conectividade entre os
neurônios, forte ou fraca (PÁDUA BRAGA, 2000). As arquiteturas geralmente possuem
entre duas e três camadas em sua arquitetura, como mostra a Figura 5. Cada camada
possui as seguintes funções:

• Camada de Entrada: entrada dos dados;

• Camadas Oculta: processamento dos dados;
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Figura 4: Função Tangente Hiperbólico
Fonte: Autor

• Camada de Saı́da: processamento dos dados e cálculo do resultado.

A arquitetura Feedforward com múltiplas camadas possui mais de uma camada de
neurônios, sendo estas camadas adicionais ocultas. Esta cacarterı́stica tem como objetivo
fazer a interface entre a camada de entrada e a de saı́da, tornando a rede capaz de extrair
caracterı́sticas de ordem elevada de um sistema uma vez que o tamanho da camada de
entrada pode ser maior (CHURCHLAND; SEJNOWSKI, 1992).

Redes de topologia recorrente tem se mostrado interessante em aplicações que envol-
vam a identificação de sistemas dinâmicos devido à suas capacidades de processamento
temporal e de implementação de memórias adaptativas (BENGIO et al., 1993). Também,
estas redes têm mostrados vantagens frente às redes de topologia Feedforward (HORNIK;
STINCHCOMBE; WHITE, 1989).

O comportamento dinâmico não-linear de uma RNAR se deve à existência de pelo
menos um laço de realimentação. Na Figura 6, por exemplo, há uma realimentação co-
nectando o neurônio da camada de saı́da com a entrada de uma rede no domı́nio de tempo
contı́nuo. Quando em tempo discreto, a realimentação envolve um atraso de sinal.

2.2.3 Treinamento

O processo de treinamento de uma RNA consiste em um processo de iterações suces-
sivas para o ajuste ótimo de seus parâmetros (PÁDUA BRAGA, 2000). Estes algoritmos
são classificados em supervisionados ou não-supervisionados. Em ambas as classificações
há a informação da entrada do sistema a ser representado, porém nos métodos supervisio-
nados a saı́da real de um neurônio (que deve ser realimentada) é substituı́da pela resposta
desejada correspondente, o target (HAYKIN, 2007). Ao final do processo, a rede ad-
quire propriedades de comportamento do sistema pelo qual recebera estı́mulos durante
seu aprendizado.

O algoritmo de treinamento backpropagation error é amplamente utilizado atual-
mente, entretanto, sabe-se que sua convergência é lenta em comparação à demais métodos
de treinamento (YU; WILAMOWSKI, 2011). O algoritmo Levenberg–Marquardt (LE-
VENBERG, 1944; MARQUARDT, 1963) combina o método do gradiente descendente
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Figura 5: Disposição das Camadas de uma RNA
Fonte: Adaptado de (DEKA et al., 2016)

Figura 6: Rede Neuronal Artificial Recorrente Contı́nua
Fonte: Autor
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com o algoritmo de Gauss-Newton, aplicando o primeiro em superfı́cies de curvatura
complexa e o segundo quando se torna adequada uma aproximação quadrática (YU; WI-
LAMOWSKI, 2011).

A primeira etapa do algoritmo de Levenberg–Marquardt consiste em calcular o erro
total em função das entradas do neurônio e dos pesos sinápticos (inicialmente definidos
de forma randômica). A Equação 7 mostra o cálculo do erro total para uma rede formada
por j neurônios e somente 1 entrada, em que o erro é a diferença entre a saı́da desejada e
a saı́da real de cada de cada neurônio, isto é, e = ŷ − y.

E(x,w) =

j∑
i=1

e2i (7)

Em seguida é computada a matriz jacobiana J formada pelas derivadas parciais de
primeira ordem do erro em relação aos parâmetros da rede, pesos sinápticos e bias. A
matriz é mostrada na Equação 8.

J =



∂e1
∂w0

∂e1
∂w1

∂e1
∂w2

. . .
∂e1
∂wm

∂e2
∂w0

∂e2
∂w1

∂e2
∂w2

. . .
∂e2
∂wm

. . . . . . . . . . . . . . .

∂ej
∂w0

∂ej
∂w1

∂ej
∂w2

. . .
∂ej
∂wm


(8)

Com o cálculo da matriz J realizado e com a definição de µ como uma constante
inicial de treinamento, obtém-se o vetor de pesos da rede para a iteração k + 1 através da
Equação 9.

wk+1 = wk − (JT
k Jk + µI)−1Jkek (9)

Para valores de erro total em que a condição Ek+1≤Ek é satisfeita, a Equação 9 se
aproxima da Equação 10 e o algoritmo se comporta como o algoritmo de Gauss-Newton,
calculando os valores do vetor wk+1 e reduzindo µ na ordem de 10−1.

wk+1 = wk − (JT
k Jk)−1Jkek (10)

Para iterações em que o valor de Ek+1 é superior a Ek, o valor de µ é aumentado
consideravelmente (geralmente multiplicado por 10) e o algoritmo passa a se comportar
como o método do gradiente descendente, relacionando o cálculo de wk+1 com a derivada
parcial de primeira ordem do erro total em relação aos parâmetros da rede como mostra a
Equação 11. Ainda, nesta condição o vetor wk é reiniciado e wk+1 é calculado novamente
por um número determinado de vezes (usualmente 5), incluindo o aumento de µ e, então,
o algoritmo volta ao seu ponto de inı́cio e realiza a próxima iteração caso o critério de
parada não seja atingido.

wk+1 = wk −
1

µ

[
∂E

∂w0

∂E

∂w1

∂E

∂w2

. . .
∂E

∂wm

]T
(11)
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2.2.4 Validação

A etapa de validação avalia estatisticamente e mede o desempenho do modelo pro-
posto. O MSE e o coeficiente de correlação podem ser empregados para medir qualita-
tivamente o modelo que melhor estima a saı́da do sistema (REHMAN; MOHANDES,
2008). O cálculo do MSE dado pela Equação 12 mede a distância quadrática média entre
o valor de saı́da estimado e o valor de saı́da observado, dividido pelo número de instantes
de tempo do intervalo. Quanto mais próximo de 0, melhor.

MSE =
1

t

t∑
i=1

(ŷ − y)2 (12)

O coeficiente R mostrado na Equação 13 mede a correlação entre as saı́das estimada e
observada. Valores próximos a 1 determinam relacionamento linear forte entre as funções.
Já os valores próximos de 0, significam relacionamento aleatório.

R =

∑t
i=1(xi − x̄)2(yi − ȳ)2√

(
∑t

i=1(xi − x̄)2)(
∑t

i=1(yi − ȳ)2)
(13)

2.3 Sinal de Excitação em SNLs

A natureza qualitativa das caracterı́sticas de um modelo não-linear, diferentemente de
casos lineares, depende de uma especificação razoavelmente completa de uma série de
dados de excitação (R. K. PEARSON, 1995). Em alguns casos, segundo (AGUIRRE;
S. A. BILLINGS, 1995), um sinal de entrada de frequência única pode provocar uma
saı́da formada por sinais de frequências múltiplas e, então, além de se propor um sinal
rico de excitação (amplo espectro de frequência), o perfil da amplitude do sinal também
deve ser considerado no processo de identificação de sistemas não-lineares, fazendo com
o que o sistema revele todas as suas caracterı́sticas na faixa de operação de interesse.

A resposta de um SNL para um sinal de excitação equivalente a u(t) = A1cos(2πf1t+
θ1) pode implicar em uma resposta de uma composição de sinais de amplitudes diferentes
de A1 e frequências múltiplas de f1, como mostrado na Equação 14 (AGUIRRE; S. A.
BILLINGS, 1995).

y(t) =
∑
n

Bncos(2πnf1t+ θn) (14)

Os sinais de excitação mais utilizados em SNLs são: Maximum-Length-Sequence
(MLS) ruı́do branco pseudo-randômico; série de senos e cosseno de frequência variável,
o qual é capaz de medir a resposta ao impulso e a distorção das harmônicas do sistema
simultaneamente (FARINA, 2000).



13

3 METODOLOGIA

A fim de comparar as redes neuronais recorrentes contı́nua e discreta na modelagem
de sistemas, foi feito um estudo computacional envolvendo dados simulados de um sis-
tema de produção de petróleo por gas-lift. A metodologia do trabalho compreende quatro
etapas: inspeção, seleção e tratamento dos dados; treinamento de diferentes modelos de
rede discreta com estrutura NARX variando o número de neurônios e de atrasos na ca-
mada oculta; desenvolvimento de uma rede contı́nua com mesmo número de parâmetros
do melhor modelo neuronal discreto; análise e comparação das redes contı́nua e discreta
para o sistema empregado num conjunto de dados de teste. Cabe salientar que os dados
empregados não possuem ruı́do, o que permite comparar mais diretamente os modelos.

3.1 Modelo Dinâmico Semi-Empı́rico

A fim de submeter as redes a um exemplo fı́sico próximo do real, foram utilizados
os dados de um experimento com um modelo semi-empı́rico não-linear chamado de Fast
Offshore Wells Model (FOWM). Este modelo descreve o processo de extração de petróleo
em ambiente offshore de águas profundas, sendo capaz de simular comportamentos não-
lineares do tipo ciclo-limite, chamado de escoamento em golfadas (DIEHL et al., 2017).
A descrição da forma de obtenção dos dados e o detalhamento do modelo podem ser
obtidos em (FARIAS, 2018).

A base de dados fornece as séries temporais de três variáveis de entrada do sistema,
isto é, a observação sequencial dos seguintes dados ao longo do tempo: a pressão do sepa-
rador (Ps); a abertura da válvula Choke (Choke) e a vazão de gas-lift (Gl). As variáveis
de saı́da disponı́veis do modelo FOWM são quatro: a pressão de topo do tubo de elevação,
ou riser (Prt); a pressão na base do riser (Prb); a pressão do topo da tubulação de injeção
de gás (Ptt) e a pressão medida no “olho” do poço (Ppdg). Optou-se por utilizar esta
última como variável de saı́da a ser modelada, já que é importante no processo e para
permitir a comparação com os resultados obtidos em (FARIAS, 2018). Além disto, a es-
colha de três entradas e uma saı́da caracteriza um sistema Multiple Input, Single Output
(MISO), simplificando a estrutura das redes a serem testadas e também a comparação en-
tre os modelos. Os intervalos de atuação e as unidades de medida das variáveis estudadas
são mostrados na Tabela 3.

Da Tabela 3, observa-se que há uma variação significativa entre as ordens de grandeza
das variáveis do modelo. A fim de evitar problemas numéricos decorrentes da combinação
de valores elevados com valores pequenos no modelo, a base de dados foi pré-tratada.
Para tanto, os dados são normalizados a partir do escore padronizado conforme a Equação
15, em que V é o vetor contendo a variável de entrada ou saı́da. As entradas e a saı́da
padronizadas são mostradas nas Figuras 7 e 8.
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Tabela 3: Variáveis do Modelo e suas Variações
Variável Intervalo Unidade
Gl [145, 000 · 103; 205, 000 · 103] m3/dia

Choke [1;21] %
Ps [613, 250 · 103;1, 013 · 106] Pa
Ppdg [11, 626 · 106;668, 190 · 103] Pa

sk =
vk −média(V)

DP (V)
, k = 1, 2, ...,Np (15)

Figura 7: Entradas do Modelo FOWM
Fonte: Autor

3.1.1 Cenário de Análise

Ao se inspecionar a saı́da do sistema FOWM na Figura 8, observa-se que o modelo
tem as caracterı́sticas de comportamento dinâmico não-linear mais evidenciadas no final
do intervalo. A resposta oscilatória sustentada correspondente ao ciclo-limite ocorre para
tempos superiores a 5, 8 · 106s, representando o fenômeno da golfada.

Como se trata de uma base de dados de tamanho considerável, é importante do ponto
de vista computacional selecionar-se adequadamente um subconjunto representativo dos
dados para a modelagem caixa-preta do sistema através das RNA. Esta região deve conter
informação dinâmica suficiente do efeito de variações nas três entradas para que a RNA
seja treinada adequadamente. Para a fase de treinamento, portanto, foi selecionado o
intervalo [1, 9 · 106;2, 1 · 106] mostrado na Figura 9 por conter variação nas três entradas
do sistema.

Uma vez que uma RNA é treinada, sua capacidade de generalização deve ser testada
através de uma etapa de validação, submetendo-a a condições não presentes na fase de
treinamento. Esta etapa tem como objetivo validar e verificar a capacidade de predição
do sistema frente à diferentes combinações das entradas. Para esta etapa é selecionado o
intervalo [2, 5 · 106;2, 7 · 106] mostrado na Figura 10.
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Figura 8: Saı́da do Modelo (Ppdg)
Fonte: Autor

Figura 9: Intervalo de Treinamento
Fonte: Autor
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Figura 10: Intervalo de Validação
Fonte: Autor

Para comparar o desempenho das redes discreta e contı́nua, é importante que ambas
sejam construı́das sob as mesmas premissas e restrições. Portanto, as seguintes condições
devem ser atendidas:

• Intervalos iguais reservados para treinamento;

• Validação no mesmo perı́odo sob mesmo estı́mulo de entrada;

• Arquitetura semelhante em termos do número de parâmetros, ou seja, do número
de neurônios e de camadas.

Primeiramente, são gerados e validados modelos com diferentes número de neurônios
(1 ≤ j ≤ 10) e atrasos (1 ≤ L ≤ 3) para que, com base nos resultados obtidos para o
caso discreto, seja selecionada a arquitetura discreta de melhor desempenho e construı́da
a rede contı́nua com estrutura equivalente, evitando disparidade estrutural. A seleção da
arquitetura de rede mais apropriada para modelar o sistema FOWM leva em consideração
os valores de MSE e de correlação R, conforme as definições da Seção 2.2.4 e as equações
12 e 13. Feito isto, as redes são comparadas e analisadas.

3.2 Estrutura da Rede Discreta

Neste trabalho, a estrutura NARX foi definida em termos das RNA discretas em
função da sua capacidade de aprendizadem de padrões. Para tanto, foram utilizadas as fer-
ramentas do Neural Network Time series analysis Tool (ntstool) do Matlab ® (R2013a).
A dimensão do seu vetor de regressão φ(t) conforme a Equação 3 depende do número de
atrasos e de neurônios na camada oculta como descrito na Seção 2.1. A arquitetura da
rede é mostrada na Figura 11.

A rede empregada têm três camadas: de entrada, oculta e de saı́da. A camada de
entrada é composta por um certo número de neurônios (j) a ser definido na Seção 4, assim
como o número de atrasos utilizados na formação de φ. A função de ativação da camada
oculta é a tangente hiperbólica descrita na Seção 2.2.1, uma vez que seus sinais de saı́da
tem valores entre −1 e 1 com intercepto na origem, o que é adequado para modelar taxas
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Figura 11: Arquitetura da Rede Discreta
Fonte: Adaptado do Matlab (R2013a)

de variação de sistemas fı́sicos. Já a camada de saı́da é composta por pesos sinápticos
(um para cada neurônio da camada oculta), um bias e uma função linear. É importante
ressaltar que a recorrência ocorre pela conexão da saı́da estimada pela rede com a camada
de entrada e é utilizada somente na etapa de validação, pois para a etapa de treinamento
da rede (mostrada no próximo parágrafo), é utilizada a entrada real do sistema.

O treinamento e a validação da rede discreta é realizado por meio da função discreta()
mostrada na Figura 12. Esta função está dividida em 4 partes: intervalo de treinamento;
resultados do treinamento; intervalo de validação e resultados da validação. Para o in-
tervalo de treinamento, os dados de entrada e de target (u e y) são tratados pela função
tonndata, formatando-os para o padrão da interface de redes neuronais do Matlab, são
definidos os números de neurônios e de atrasos na camada oculta, são preparados os da-
dos com a função preparets, que preenche os estados iniciais e define a série de dados
conforme o atraso selecionado, e, por fim, a rede é treinada através da função train pelo
algoritmo de otimização de Levenberg–Marquardt descrito na Seção 2.2.3. Para o inter-
valo de validação, os dados são tratados e formatados novamente, porém para a entrada e
o target do intervalo de validação, e a rede tem sua recorrência conFigurada, substituindo
a saı́da real do sistema pela saı́da estimada na camada de entrada. As partes de resul-
tados de treinamento e validação são utilizadas para calcular as saı́das e as métricas de
desempenho para ambas as etapas (treinamento e validação).

3.3 Estutura da Rede Contı́nua

O método de treinamento da rede contı́nua consiste em treinar a rede para o termo
da taxa de variação do sistema em espaço de estados f(x) = dy

dt
. Como este modelo

está na forma contı́nua, não é usada uma representação vetorial do sistema. O código,
apresentado na Figura 13, tem como objetivo minimizar a função custo apresentada na
Equação 7 a partir de um chute inicial definido neste trabalho como o vetor de pesos.

Para tanto, é empregado o algoritmo de Levenberg-Marquardt (função lsqnonlin) apre-
sentado na Seção 2.2.3 para o conjunto de dados passados como parâmetros de função
(pesos, entrada, saı́da). A função g é obtida por meio da sub-função AjustaPesos(), em
que são alocados como parâmetros os elementos do vetor de pesos e, então, a rede é si-
mulada, sendo suas saı́das obtidas por integração numérica, por fim retornando o valor da
função custo. O final do treinamento se dá com a convergência da função objetivo para
uma solução com gradiente de valor inferior a 10−12, calculando um mı́nimo global (ou
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1 function [yrd erd Rd yrd_teste erd_teste Rd_teste] = ...
discreta(u,y,u_teste,y_teste,j,l)

2 %% INTERVALO DE TREINAMENTO
3 inputSeries = tonndata(u,false,false);
4 targetSeries = tonndata(y,false,false);
5 inputDelays = l:l;
6 feedbackDelays = l:l;
7 hiddenLayerSize = j;
8 net = narxnet(inputDelays,feedbackDelays,hiddenLayerSize);
9 [inputs,inputStates,layerStates,targets] = ...

preparets(net,inputSeries,{},targetSeries);
10 net.trainFcn = 'trainlm'; % LEVENBERG-MARQUARDT
11 net.layers{1}.transferFcn = 'tansig'; % TANGENTE-HIPERBOLICA
12 net.trainParam.showWindow=0;
13 [net,tr] = train(net,inputs,targets,inputStates,layerStates);
14 %% RESULTADOS DO TREINAMENTO
15 outputs = net(inputs,inputStates,layerStates);
16 yrd = fromnndata(outputs,1,false,false);
17 erd = sum((y(1:end-l)-yrd).ˆ2)/length(yrd);
18 Cyt = corrcoef(y(1:end-l),yrd);
19 Rd = Cyt(2,1);
20 %% INTERVALO DE VALIDACAO
21 inputSeries = tonndata(u_teste,false,false);
22 targetSeries = tonndata(y_teste,false,false);
23 [inputs,inputStates,layerStates,targets] = ...

preparets(net,inputSeries,{},targetSeries);
24 netc = closeloop(net); % RECORRENCIA
25 [xc,xic,aic,tc] = preparets(netc,inputSeries,{},targetSeries);
26 %% RESULTADOS DA VALIDACAO
27 yc = netc(xc,xic,aic);
28 yrd_teste = fromnndata(yc,1,false,false);
29 erd_teste = sum((y_teste(1:end-l)-yrd_teste).ˆ2)/length(yrd_teste);
30 Cyt_teste = corrcoef(y_teste(1:end-l),yrd_teste);
31 Rd_teste = Cyt_teste(2,1);
32 end

Figura 12: Código em Matlab para Treinar e Validar a Rede Neuronal Discreta
Fonte: Autor
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1 function pesos = TreinaRedeContinua(pesos,u,y,t)
2 %% PREPARACAO DOS DADOS
3 entrada.u1=[t,u(:,1)];
4 entrada.u2=[t,u(:,3)];
5 entrada.u3=[t,u(:,3)];
6 saida.y=[t,y];
7 target = y;
8 pesos = pesos';
9 t=t;

10 %% TREINAMENTO DA REDE
11 options = optimset('Display','iter','PlotFcns',@optimplotfval,...
12 'TolFun',1e-12,'TolX',1e-12);
13 pesos = fminsearch(@AjustaPesos, pesos,options);
14 function F = AjustaPesos(pesos)
15 w0=pesos(1);
16 b0=pesos(2);
17 w1=pesos(3);
18 w2=pesos(4);
19 w3=pesos(5);
20 w4=pesos(6);
21 b1=pesos(7);
22 RedeContinua = sim('RedeContinua_v1','SrcWorkspace', 'current');
23 yrc = RedeContinua.get('yrc');
24 F = sum((yrc-target).ˆ2);
25 end
26 end

Figura 13: Código em Matlab para Treinar a Rede Neuronal Contı́nua
Fonte: Autor
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local), e com a alocação dos parâmetros obtidos na rede neuronal.
O diagrama de blocos utilizado para simular a rede contı́nua na chamada da sub-

função AjustaPesos() e na função TestaRedeContinua() é ilustrado na Figura 13 para o
caso de um único neurônio. O diagrama ilustra: a camada de entrada formada por en-
trada.u1 (Vazão Gl), entrada.u2 (Abertura Choke) e entrada.u3 (Ps); a camada oculta
composta pelos pesos sinápticos (w1, w2, w3) que ponderam as entradas e a recorrência
(w4), um bias para a translação do sinal e uma função de ativação do tipo tangente hi-
perbólica, e a camada de saı́da, formada por um peso sináptico, um bias e um integrador.
É importante frisar que, assim como para a rede discreta, a recorrência da rede é utilizada
apenas para o intervalo de validação, sendo utilizada a saı́da real do sistema para a etapa
de treinamento.

Apesar de a Figura 14 conter somente 1 neurônio para fins de ilustração, é impor-
tante destacar que sua arquitetura será definida na Seção resultados, podendo haver mais
neurônios e camadas.

Figura 14: Diagrama de Simulação da Rede Contı́nua
Fonte: Autor

A rede neuronal descrita tem como função representar o comportamento da taxa de
variação do estado do sistema. O estado do sistema propriamente dito é calculado no sinal
de saı́da do bloco de integração inserido entre a retroalimentação/recorrência e o neurônio
da camada de saı́da. O bloco yrc fornece o sinal de saı́da simulado.

Com os parâmetros ótimos calculados, a função TestaRedeContinua é executada. Ela
é mostrada na Figura 15 e tem como objetivo simular o modelo otimizado e mensurar o
seu desempenho para posterior análise qualitativa.
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1 function [yrc erc R] = TestaRedeContinua(pesos,u,y,t)
2 %% PREPARACAO DOS DADOS
3 entrada.u1=[t,u(:,1)];
4 entrada.u2=[t,u(:,2)];
5 entrada.u3=[t,u(:,3)];
6 saida.y = [t,y];
7 target = y;
8 pesos = pesos';
9 t=t;

10 %% ALOCACAO DOS PESOS
11 w0=pesos(1);
12 b0=pesos(2);
13 w1=pesos(3);
14 w2=pesos(4);
15 w3=pesos(5);
16 w4=pesos(6);
17 b1=pesos(7);
18 %% SIMULACAO E RESULTADOS
19 RedeContinua = sim('RedeContinua_v1','SrcWorkspace', 'current');
20 yrc = RedeContinua.get('yrc');
21 erc = sum((target-yrc).ˆ2)/length(yrc);
22 Cyt = corrcoef(target,yrc);
23 R = Cyt(2,1);
24 end

Figura 15: Código em Matlab para Testar a Rede Neuronal Contı́nua
Fonte: Autor
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4 RESULTADOS

Nesta Seção, são apresentados os resultados das redes neuronais discreta e contı́nua
na modelagem dos dados do sistema de produção de petróleo. Estas são analisadas em
termos da estrutura e do erro de predição.

4.1 Rede Discreta

Para seleção do modelo de rede discreta, foram considerados os valores de MSE e de
correlação entre a função estimada e a saı́da real do sistema. As tabelas Tabela 4 e Tabela
5 apresentam os valores de MSE e de R obtidos em simulação do intervalo de validação
para cada modelo, totalizando 30 combinações diferentes, em que o número de neurônios
é dado para cada atraso. As respostas das redes são apresentadas na forma de simulação,
ou seja, sem retroalimentação dos valores reais.

Tabela 4: Valores de MSE
Nº Neurônios por Atraso L=1 L=2 L=3

1 0,175 0,154 0,102
2 0,126 0,100 0,202
3 0,266 0,151 0,149
4 0,050 0,060 0,036
5 0,998 0,214 0,186
6 0,776 0,022 0,297
7 0,089 4,150 0,255
8 0,495 0,370 0,573
9 0,440 0,280 0,186

10 0,386 0,384 0,047

Do ponto de vista da representação em espaço de estados deste sistema, modelos com
mais atrasos poderiam modelar sistemas de ordem maior. No entanto, esta afirmação
não é válida para todas as variações de arquiteturas, pois, a partir da análise da Tabela 4,
observa-se que arquiteturas com 7 neurônios e 2 atrasos, por exemplo, tem um disparidade
significativa do erro em relação a L = 1 e L = 2. Desta forma, pode se afirmar que os
valores não apresentam uma tendência clara.

Como este trabalho tem por objetivo comparar e analisar RNARs discretas e contı́nuas
que correspondem ao modelo neuronal f(x) de um sistema f(x) = ẋ, portanto, sistemas
de primeira ordem, serão analisados somente arquiteturas em que L = 1. Da Tabela 4,
tem-se que as arquiteturas de 1, 2, 4 e 7 neurônios tem erro quadrático médio inferior às
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Tabela 5: Valores de R
Nº Neurônios por Atraso L=1 L=2 L=3

1 0,962 0,963 0,967
2 0,772 0,704 -0,965
3 -0,811 0,878 -0,677
4 0,912 -0,915 0,977
5 -0,385 -0,699 -0,668
6 -0,091 0,471 -0,869
7 0,416 -0,006 -0,393
8 -0,608 -0,490 -0,463
9 -0,334 -0,924 -0,631

10 -0,788 -0,199 -0,839

demais (inferior a 0, 2), sendo candidatas para modelar o sistema. Já na Tabela 5, tem-se
que as arquiteturas de 1 e 4 neurônios fornecem uma saı́da estimada de correlação muito
alta com a saı́da real do sistema, eliminando as candidatas de 2 e 7 neurônios. As saı́das
das redes discretas de 1 e 4 neurônios são mostradas na Figura 16.

Figura 16: Saı́da Real e Saı́das Estimadas pelas Redes Discretas de 1 e 4 Neurônios
Fonte: Autor

Da Figura 16, observa-se que a estimativa da resposta do sistema ocorre de forma
adequada para as duas redes até o instante de tempo de 2, 6 · 106. Da Seção 3.1.1 e da
Figura 10, é possı́vel notar que neste instante ocorre a variação da abertura da válvula de
Choke. Apesar de haver variações dos três sinais de entrada (vazãoGl, abertura da válvula
Choke e pressão Ps) no intervalo de treinamento da Figura 9, a modelagem caixa-preta
de sistemas não-lineares requer um sinal de excitação rico em frequência e amplitude para
explorar todas as regiões do espaço de estado do sistema (AGUIRRE; S. A. BILLINGS,
1995). A rede com melhor modelagem ao efeito desta entrada é, aparentemente, a de 4
neurônios, visto que o seu MSE para a região superior ao instante de tempo 2, 6 ·106 s é de
0, 3, enquanto que para a rede de somente 1 neurônio o erro é de 1, 15, significantemente
maior. No entanto, é possı́vel observar que o perfil de resposta obtido pela rede de 1
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neurônio somente é muito semelhante ao perfil da saı́da real do sistema, havendo um sutil
aumento de erro com o avanço do tempo e uma perda de referência para o instante de
2, 6 · 106 s.

Tendo em vista que o intervalo de validação é 3 vezes maior que o de treinamento,
pode-se esperar que, ao igualar os intervalos de treinamento e de validação, o desem-
penho das redes seja melhorado. Para tanto, foram calculados os valores de erro médio
quadrático para o intervalo de tempo de [2, 1 · 106];2, 3 · 106] s, obtendo 0, 189 · 10−3 e
0, 014 para as redes de 1 e 4 neurônios, respectivamente. Estes resultados apontam que
melhores resultados poderiam ser obtidos considerando um intervalo de dados maior para
a etapa de treinamento, fazendo com que a rede aprenda mais sobre o comportamento do
sistema frente a uma diversidade maior de variação de estı́mulos.

4.2 Rede Contı́nua

A fim de treinar a rede contı́nua para os dados gerados para o sistema FOWM e va-
lidar o modelo, é proposta inicialmente a rede de mesma arquitetura da Figura 14 com 1
neurônio somente por ser semelhante à arquitetura da rede discreta, já que a rede NARX
de mesma arquitetura demonstrou resultados regulares. Após o treinamento através do
algoritmo de Levenberg-Marquardt (Seção 2.2.3), são obtidos os valores de MSE e R de
0, 045 e 0, 637, respectivamente. Uma análise prévia dos valores demonstra que o valor do
erro quadrático médio é relativamente baixo em comparação com os erros obtidos para os
modelos discretos, porém a correlação obtida é moderada. A resposta obtida é mostrada
na Figura 17.

Figura 17: Saı́da Estimada da Rede Contı́nua de 1 Neurônio
Fonte: Autor

Na resposta do sistema estimada pela rede neuronal contı́nua na Figura 17, observa-se
que a rede neuronal não consegue modelar o sistema de forma adequada. Apesar disto,
o MSE após o instante 2, 61 · 106 s é de 0, 004, ligeiramente menor que o erro obtido
para o caso discreto. Além disto, este modelo deve ser evitado em regiões que ocorre o
ciclo-limite causado pela variável não-periódica Gl, isto é, região que ocorre o fenômeno
das golfadas a partir do instante de tempo de 2, 61 · 106 segundos.
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O resultado visto na Figura 17 demonstra resultado abaixo do esperado devido à pro-
blemas de treinamento da rede neuronal. O algoritmo utilizado para otimizar a função
objetivo convergiu para um mı́nimo local ao invés de um mı́nimo global da solução,
acarretando em parâmetros que levam a uma baixa capacidade de generalização da rede.
Sendo assim, conclui-se que a rede contı́nua tem alta dependência de um ”chute”inicial
razoável e de um algoritmo de treinamento de alto desempenho, capaz de fornecer uma
solução global em tempo hábil, tendo em vista que para este experimento, diversos vetores
de pesos e algoritmos (além do lsqnonlin) foram testados, como o fminsearch, o Genetic
Algorithm (GA) e o Global Search, e também não apresentaram resultados adequados.

Com o intuito de comparar a modelagem através das RNAs contı́nuas e discreta, foi
feita uma regressão linear sem dinâmica da saı́da do modelo FOWM e comparada com
os resultados obtidos para as redes neuronais. A Equação 16 apresenta o modelo linear
obtido para os mesmos intervalos de treinamento e validação empregado com as redes
neuronais. A Figura 18 compara a resposta real do sistema com a previsão do modelo por
regressão linear.

ŷ ≈ −0, 626− 0, 036 ·Gl − 1, 278 · Choke+ 0, 023 · Ps (16)

Figura 18: Comparação da Saı́da Real com a Previsão Obtida na Regressão Linear
Fonte: Autor

As métricas de desempenho apresentaram valores significativamente melhores que os
obtidos através da modelagem neuronal: MSE = 0, 001 e R = 0, 992 (correlação muito
alta). Ainda, da Figura 18, notavelmente se tem uma boa aproximação da saı́da real do
sistema para tempo inferior a 2, 1 · 106 segundos. Para tempo superior a este ponto, o erro
quadrático médio obtido é de 0, 007 (menor que da rede discreta e 75% maior que da rede
contı́nua).

A fim de analisar o desempenho de modelagem dos modelos propostos para a entrada
de maior variação dentro do intervalo de treinamento, a pressão do separador (Ps), que em
tese as redes neuronais teriam mais aprendizado a respeito, foram levantadas as respostas
dos modelos e do sistema na Figura 19 para o intervalo.

Da Figura 19, observa-se que, apesar de o estı́mulo causador desta resposta no sis-
tema ser frequente no intervalo de treinamento (cerva de 15 variações), a rede neuronal
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Figura 19: Comparação da Saı́da Real com os Modelos para um Degrau de Ps

Fonte: Autor

de 1 neurônio teve, aparentemente, a melhor aproximação da resposta transitória do sis-
tema para o efeito desta entrada, porém não fora capaz de modelar o comportamento
sub-amortecido do sistema, apresentando, uma resposta amortecida e erro em regime es-
tacionário. Já as demais redes, a NARX de 4 neurônios e a contı́nua, tiveram desempenho
muito inferior na modelagem da resposta do sistema para o estı́mulo em questão.
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5 CONCLUSÃO

Neste trabalho de conclusão de curso foram apresentados e analisados modelos de
rede neuronal recorrente no domı́nio de tempo discreto com diferentes combinações de
número de neurônios e de atrasos para posterior desenvolvimento de uma rede recorrente
de tempo contı́nuo para o termo da taxa de variação do sistema. A análise permitiu obser-
var vantagens e desvantagens dentre os modelos estudados.

A rede contı́nua tem como vantagem (em comparação ao caso discreto) não depender
da elaboração de um vetor de variáveis de regressão em função dos dados de entrada/saı́da
do sistema e de atrasos da rede. No entanto, o caso contı́nuo possui algumas desvanta-
gens, como a necessidade de algoritmos de otimização de alto desempenho para o cálculo
assertivo (e em tempo hábil) de um mı́nimo global da função objetivo e a necessidade
de um chute inicial adequado dos parâmetros da rede a fim de evitar comportamentos
instáveis em simulação e, evidentemente, otimizar a função objetivo. Ainda, é importante
destacar que o aumento de parâmetros da rede pode torná-la mais flexı́vel para mode-
lar sistemas de dinâmica complexa, entretanto, o cálculo de um mı́nimo global se torna
mais complicado na medida em que o número de parâmetros aumenta, pois a dimensão
espacial da função aumenta proporcionalmente.

Um aspecto fundamental a se destacar é a importância da inspeção, tratamento e
definição do intervalo de dados utilizados no treinamento de uma RNAR aplicada à um
sistema variante no tempo de comportamento não-linear. Considerando que o conjunto de
dados utilizados para a etapa de treinamento foi de 200 mil segundos e que um conjunto
3 vezes maior foi utilizado para a etapa de validação, espera-se que, para um conjunto de
dados de treinamento maior contendo mais informação a respeito da resposta do sistema
frente a diferentes estı́mulos, a rede tenda a estimar a saı́da do sistema mais precisa-
mente. No entanto, esta escolha deve ser ponderada nas premissas de projeto, uma vez
que o esforço computacional necessário no cálculo dos parâmetros de um modelo neuro-
nal aumenta proporcionalmente à base de dados fornecida ao modelo e, dependendo da
aplicação, a obtenção de um conjunto maior de dados pode ser inviável devido à indispo-
nibilidade da operação por dificuldades de implementação sensorial da aplicação.

As redes recorrentes, tanto em domı́nio de tempo discreto quanto em tempo contı́nuo,
não se mostraram como opções adequadas de modelagem de um sistema dinâmico não-
linear para o intervalo de treinamento e validação selecionados, havendo erro em regime
estacionário, perda de referência do sinal e aumento sutil de erro quadrático médio com
o incremento do tempo. No entanto, é importante frisar que um aumento do intervalo de
treinamento se faz necessário, uma vez que o sistema estudado é do tipo MISO, aumen-
tando a dificuldade de mapeamento das respostas do sistema.

A técnica de regressão linear tem se mostrado adequada frente às redes neuronais
testadas, visto que seu MSE para o intervalo de validação é aproximadamente 4 vezes
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menor que o erro da rede neuronal de melhor desempenho para todo o intervalo. Também,
como esta técnica possui pouco esforço computacional em comparação com os métodos
de treinamento neuronais, ela pode ser um modelo adequado para representar o sistema
(em relação às redes recorrentes estudadas neste trabalho).

A modelagem de um sistema dinâmico não-linear tem se mostrado não trivial. Outras
abordagens podem ser tomadas em trabalhos futuros. Ao invés de restringir o treinamento
do modelo neuronal para o termo da taxa de variação do sistema, a abrangência de mais
estados do sistema pode ser uma oportunidade de melhoria, visto que uma gama maior de
comportamentos e fenômenos podem ser modelados.

Para trabalhos futuros, sugere-se o estudo de redes neuronais recorrentes que mapeiem
mais estados do sistema, inserindo atrasos no modelo discreto e blocos de integração
numérica para o caso contı́nua. Ainda, sugere-se a implementação de outras arquiteturas,
como a rede de Hopfield, NARMAX, Filtro de Kalman Estendido (FKE), árvores de
decisão, entre outros.
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sitá di Firenze, 1993.

CHEN, S.; BILLINGS, S. Neural networks for nonlinear dynamic system modelling and
identification. International journal of control, Taylor & Francis, v. 56, n. 2, p. 319–
346, 1992.

CHEN, S.; BILLINGS, S.; GRANT, P. Non-linear system identification using neural
networks. International journal of control, Taylor & Francis, v. 51, n. 6, p. 1191–1214,
1990.

CHOW, T. W.; LI, X.-D. Modeling of continuous time dynamical systems with input by
recurrent neural networks. IEEE Transactions on Circuits and Systems I: Fundamen-
tal Theory and Applications, IEEE, v. 47, n. 4, p. 575–578, 2000.

CHURCHLAND, P.; SEJNOWSKI, T. The Computational Brain. Bradford Book. [S.l.]:
MIT Press Cambridge: 1992.

CS231N. Convolutional Neural Networks for Visual Recognition. [S.l.: s.n.], 2019.
[Online; accessado em 20-Abril-2019]. Disponı́vel em: ¡http://cs231n.github.
io/neural-networks-1/¿.

DEKA, A. et al. Predictive modeling techniques to forecast energy demand in the United
States: A focus on economic and demographic factors. Journal of Energy Resources
Technology, American Society of Mechanical Engineers, v. 138, n. 2, p. 022001, 2016.

DI MEGLIO, F. et al. Stabilization of slugging in oil production facilities with or without
upstream pressure sensors. Journal of Process Control, Elsevier, v. 22, n. 4, p. 809–822,
2012.

DIEHL, F. C. et al. Fast Offshore Wells Model (FOWM): A practical dynamic model for
multiphase oil production systems in deepwater and ultra-deepwater scenarios. Compu-
ters & Chemical Engineering, Elsevier, v. 99, p. 304–313, 2017.

FARIAS, N. F. Desenvolvimento de analisador virtual para predição da pressão de fundo
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ANEXO A CÓDIGOS EM PYTHON

A.1 Código Utilizado para Extrair e Estruturar Dados de Ensaio

1 Created on Sun Oct 7 16:13:26 2018
2 @author: Milton Farias
3

4 # IMPORTA AS FUNCOES
5 import pickle
6 import numpy as np
7 from keras.models import Sequential
8 from keras.layers import Dense
9 import matplotlib as plt

10

11 # CAMINHO DAS BASES
12 import pandas as pd
13 pd.set_option('display.max_columns', 500)
14 base1=pd.read_csv(r'C:\bases\saidas.csv',sep=',',decimal='.',...
15 header=None)
16 base1=base1.rename(columns={0:'Prt',1:'Prb',2:'Ptt',3:'Ppdg'})
17 base1.columns
18

19 # APAGA COLUNAS SOBRESSALENTES
20 lista=[i for i in range(4,11)]
21 base1=base1.drop(lista,1)
22

23 # BASE 2
24 base2=pd.read_csv(r'C:\bases\entradas.csv',sep=',',decimal='.',...
25 header=None)
26

27 # CABECALHO
28 base2=base2.rename(columns={0:'Gl',1:'Choke',2:'Ps'})
29 base2.columns
30

31 # CONCATENA BASES
32 base1 = pd.concat([base2,base1],1)
33 base1.head()
34 base1 = base1.reset_index()
35 base1=base1.rename(columns={'index':'contador'})


