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RESUMO 

 

O Brasil é o sexto maior produtor mundial de algodão, que é um cultivo de grande 

relevância para o agronegócio. A utilização de dados do Sensoriamento Remoto orbital 

vem ganhando destaque para o monitoramento dessa cultura. No algodão, é crescente a 

necessidade de estimativas de safra confiáveis para o planejamento adequado das 

unidades produtoras, entidades de classe e governo. Neste contexto, esta dissertação tem 

por objetivo principal estimar a produtividade do algodoeiro por meio de índices 

espectrais de vegetação, derivados de imagens MSI - Sentinel 2. Este estudo foi 

realizado em três talhões de algodão (C-01, D-07, E-01) em uma Unidade de Produção 

(UP) com 612 hectares, localizada no município de Nova Mutum-MT. Quatro imagens 

do sensor MSI foram utilizadas para a caracterização da resposta espectral do dossel do 

algodoeiro, entre o período de início da floração e da frutificação completa do algodão, 

referente às datas 17/abr, 07/mai, 27/mai e 16/jun de 2018. Foi feita a correção 

atmosférica das imagens MSI das bandas espectrais do Visível (RGB), Infravermelho 

Próximo (IVP) e Red Edge (RE) para seu uso no cálculo de 23 índices de vegetação 

(IVs). Foram também avaliados os dados espectrais na forma acumulada, ou seja, 

somando-se os valores das quatro imagens de IVs. Foram aplicados métodos estatísticos 

de regressão linear e polinomial quadrática entre os dados de IVs derivados das imagens 

MSI e de dados de produtividade de três talhões de algodão, obtidos por meio de um 

sensor instalado numa colhedora John Deere 7760. As equações de regressão foram 

geradas a partir de 70% dos dados observados e o restante dos dados (30%) serviram 

para validar o modelo gerado. Os resultados foram avaliados pelo nível de significância, 

coeficiente de determinação (R²), pela Raiz do Erro Quadrático Médio (RMSE), e pelo 

Erro Médio Absoluto (MAE), entre os dados de produtividade observada e estimada. Os 

índices SAVI e RGBVI foram os que melhor explicaram a produtividade do algodoeiro, 

com coeficiente de determinação de R2 = 0,62 e 0,64, respectivamente, no talhão E-01 

para a imagem de 16/jun. Entretanto, o índice RGBVI obteve os menores valores do 

RMSE e MAE, demonstrando sua maior potencialidade para estimar a produtividade de 

algodão. 

 

Palavras-chave: Índices de Vegetação, Sentinel 2, Algodão, NDVI, SAVI 
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ABSTRACT 

 

Brazil is the world's largest producer of cotton, which is a crop of great relevance to 

agribusiness. The use of orbital remote sensing data has gained prominence for 

monitoring this culture. In cotton, there is a growing need to identify crops for proper 

planning of production units, class entities and government. In this context, this 

dissertation has as main objective to estimate cotton yield by spectral vegetation indices 

derived from MSI - Sentinel 2 images. This study was carried out in three cotton beads 

(C-01, D-07, E-01) in a 612 hectare Production Unit (UP) located in Nova Mutum-MT. 

Four images of the MSI sensor were used to characterize the spectral reflectance of 

cotton, between the beginning of flowering and the complete fruiting, referring to April 

17th, May 7th, May 27th and June 16th of 2018. The atmospheric correction of the MSI 

images of the visible (RGB), near infrared (NIR) and red edge (RE) spectral bands was 

performed for their use in the calculation of 23 vegetation indices (VI). We also 

evaluated the spectral data in the accumulated form, that is, by summing the values of 

these four VI images. Statistical methods of linear and quadratic polynomial regression 

were applied between the IVs data derived from the MSI images and yield data from 

three cotton plots obtained by a sensor installed on a John Deere 7760 harvester. 

Regression equations were generated at From 70% of the observed data and the rest of 

the data (30%) served to validate the generated model. Results were evaluated by 

significance level, coefficient of determination (R²), Root Mean Square Error (RMSE), 

and Absolute Mean Error (MAE), between observed and estimated yield data. The 

SAVI and RGBVI indices best explained the cotton yield, with a coefficient of 

determination of R2 = 0.62 and 0.64, respectively, in field E-01 for the 16 / jun image. 

However, the RGBVI index obtained the lowest values of RMSE and MAE, 

demonstrating its greater potentiality to estimate cotton yield. 

 

Keywords: Spectral Vegetation Indexes, Sentinel 2, Cotton, NDVI, SAVI 
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1. INTRODUÇÃO 

O gerenciamento local específico da agricultura, intitulado como Agricultura de 

Precisão (AP), baseia-se na utilização de tecnologias espaciais, como Sistemas de 

Navegação Global por Satélites (GNSS), monitores de rendimento, Sistemas de 

Informação Geográfica (SIG) e tecnologias de taxa variável (VRT), que usam 

controladores no equipamento de aplicação para variar a entrada de quantidades de 

insumos em uma lavoura, entre outros, podendo ser aplicado no monitoramento, 

controle e gestão da variabilidade espacial e temporal de áreas agrícolas.  

 Nos últimos anos, a AP vem se destacando como uma ferramenta cada vez mais 

frequente e necessária, proporcionando uma maneira mais eficiente para reduzir custos 

e/ou aumentar os rendimentos para os agricultores. Com o apoio do Sensoriamento 

Remoto (SR), abrange técnicas de obtenção de informação das áreas cultivadas de 

forma não destrutiva, devido à inexistência do contato físico entre o sensor e esses 

alvos.  

Dentre as tecnologias existentes de AP no mercado, a geotecnologia é uma 

ferramenta que possibilita a visualização espaço-temporal da cobertura e uso do solo. 

Assim, aplicada a informações de imagens de sensores remotos, permitem identificar 

diferentes características da vegetação ou do solo. Com a obtenção de informações da 

resposta espectral dos alvos, é possível o emprego de índices de vegetação no manejo de 

culturas, quando está relacionado a uma medida do dossel de plantas em crescimento e 

no percentual de cobertura do solo, como o índice de área foliar e produtividade de 

biomassa (BARNES et al., 1996). Esses índices também são empregados na exploração 

de informações sobre a variabilidade espacial na lavoura, a fim de atender necessidades 

de culturas em diferentes áreas do campo, cujas aplicações exigem a consideração de 

vários fatores em relação à vegetação local, textura do solo, entre outros (BRANDÃO et 

al., 2011). 

 Em relação à produtividade de biomassa, diversos são os índices de vegetação 

que possuem boa correlação com essa variável e que poderiam ser utilizados na 

estimativa de culturas agrícolas. Dentre estes, destaca-se o Índice de Vegetação por 

Diferença Normalizada (NDVI), que utiliza dados de reflectância do espectro 

eletromagnético, funcionando como um indicador da quantidade e condição da 

vegetação, representando o vigor da cultura.  
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Pode-se destacar também o índice biofísico IAF (Índice de Área Foliar), que serve 

de avaliador das condições da cobertura vegetal e estimativa da produtividade, 

especialmente por estar associado ao status de nitrogênio foliar e conteúdo de clorofila 

da planta (ZHAO et al., 2005). Deste modo, através de dados de reflectância espectral, 

agregando-se a evolução temporal de imagens espaciais, surge um método eficaz e de 

menor custo, que pode responder a questões relativas aos fatores determinantes que 

regulam a produtividade de diferentes tipos de culturas, como a do algodão 

(BRANDÃO et al., 2005). 

O Brasil atualmente é um forte produtor no mercado mundial de algodão, sendo 

que, no ano 2018, foi o sexto maior do mundo, ficando atrás somente da Índia, China, 

Estados Unidos, Paquistão e Uzbequistão (ICAC, 2017). Já no território brasileiro, o 

estado de Mato Grosso ocupa a primeira posição em área plantada e produção de pluma 

(ABRAPA, 2017). De maneira geral, os cotonicultores brasileiros cultivam-no com 

elevado nível de tecnologia (AGUIAR et al., 2005), permitindo ganhos de 

produtividade e qualidade da pluma, fatores estes fundamentais para a comercialização. 

A estimativa da cultura de uma determinada cultura e o conhecimento de sua 

distribuição no espaço geográfico são essenciais para o planejamento estratégico do país 

e são subsídios importantes para a formulação de políticas públicas, fornecimento e 

segurança alimentar da população e treinamento. preços nos mercados interno e externo. 

No caso do algodão, o alto valor e os custos da produção juntamente com a crescente 

demanda no mercado interno e as perspectivas de intensificação das exportações de 

algodão atraíram investimentos financeiros e acadêmicos significativos para a expansão 

da capacidade produtiva do Brasil e adoção da AP. Pesquisas sobre uso atual e as 

perspectivas futuras de tecnologias agrícolas de precisão são importantes para os 

produtores agrícolas, buscando ferramentas que possam ser utilizadas por qualquer 

produtor, pesquisador, administrador, de forma eficiente e econômica. 

Dentro deste contexto, o presente trabalho tem como objetivo avaliar a 

potencialidade do uso de índices de vegetação, derivados a partir de imagens de sensor 

remoto orbital, na estimativa da produtividade da cultura do algodoeiro.  
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1.1 Objetivo Geral 
 

O objetivo geral deste trabalho é avaliar o potencial do uso de índices de 

vegetação derivados de imagens dos sensores MultiSpectral Instrument (MSI – satélites 

Sentinel-2), na estimativa da produtividade da cultura de algodão.   

 

1.2 Objetivos Específicos 

 

Para que o objetivo geral seja alcançado, os seguintes objetivos específicos foram 

realizados: 

- Análise e seleção de quatro estádios fenológicos do algodão, por meio de imagens 

MSI do satélite Sentinel 2; 

- Identificação do estádio mais adequado para as estimativas da produtividade, 

através de índices de vegetação, utilizando-se das faixas espectrais do Visível, Red Edge 

e Infravermelho Próximo; 

- Análise e comparação das bandas espectrais do sensor MSI, para a obtenção desses 

índices de vegetação, com a produtividade do algodão; 

- Validação dos modelos gerados. 
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2. FUNDAMENTAÇÃO TEÓRICA  

2.1 Aspectos gerais da cultura do algodão 

O algodoeiro herbáceo (Gossypium hirsutum L.r. latifolium Hutch) é uma das 

espécies mais antigas cultivadas no mundo. Há vestígios de que na América já havia a 

manipulação do algodão há mais de 4.500 anos (PASSOS, 1977). É a fibra mais 

cultivada pelo homem e a mais importante para o ramo têxtil (RICHETTI e MELLO 

FILHO, 1998), encarregado hoje por mais de 50% da produção de tecidos do mundo, e 

se caracteriza por ser uma celulose em sua forma quase pura. 

A planta do algodoeiro tem seu crescimento e desenvolvimento fortemente 

influenciados pela temperatura, sendo aproximadamente 30ºC o valor ideal. Necessita 

de elevada radiação solar e insolação, além de considerar o ciclo (considera-se da 

emergência até a primeira colheita) do cultivar (AZEVEDO e SILVA, 2007). 

Dependendo da duração do ciclo, o algodoeiro necessita de 700 a 1.300 mm de água, 

sendo que entre 50 e 60 % dessa água é necessária durante o período de floração (50 a 

70 dias), considerando a cobertura foliar completamente fechada (EMBRAPA, 2001). 

Seus estádios fenológicos (Figura 1) são caracterizados em função de sua fase 

vegetativa (V), formação de botões florais (B), abertura da flor (F) e abertura do 

capulho (C), tendo as subfases de desenvolvimento Vn, Bn, Fn e Cn, respectivamente 

(MARUR e RUANO, 2001). 
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Figura 1. Estádios fenológicos da cultura do algodão. Fonte: Adaptado de MARUR e RUANO (2001). 
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A duração de cada fase do algodão é bastante variável, verificando-se diferenças 

dentro e entre períodos determinados principalmente, pelas condições fornecidas às 

plantas durante o seu ciclo vegetativo, época de semeadura e cultivar. Segundo Silva et 

al (2011), para o sucesso na germinação do algodoeiro, devem prevalecer condições 

térmicas e hídricas que permitam à semente, em suas condições normais, emergir entre 

5 e 10 dias. Esta malvácea necessita para emergência e estabelecimento, temperaturas 

do solo superior a 20ºC e temperaturas do ar entre 25 e 30ºC.  

Após a emergência do algodoeiro (Gossypium hirsutum L.), inicia-se o 

desenvolvimento vegetativo, com a formação de folhas, que tem como principal função 

a interceptação da luz solar e produção de fotoassimilados. O sistema radicular do 

algodoeiro cresce em comprimento até a época do florescimento. Na fase de primeiro 

botão até a primeira flor, acentuam-se o crescimento em altura e a acumulação de 

matéria seca pela planta, que entra na fase linear de crescimento, durando usualmente de 

25 a 35 dias. Do primeiro capulho até a colheita é a fase final de desenvolvimento da 

cultura, que dura de 4 a 6 semanas, dependendo da produtividade, suprimento de água, 

nutrientes e temperatura. É nesta fase também que se faz a aplicação de 

desfolhantes/maturadores (SILVA et al., 2011). De acordo com Lamas (2006), 

dependendo do sistema de produção utilizado, a cultura do algodoeiro pode ser 

conduzida com técnicas que variam desde as mais simples, como operações manuais e 

tração animal, até lavouras altamente mecanizadas.  

2.1.1. Cultura do algodão no Brasil 

O algodão está entre as mais importantes culturas de fibras do mundo. Todos os 

anos, uma média de 35 milhões de hectares de algodão é plantada em todo o planeta. A 

demanda mundial tem aumentado gradativamente desde a década de 1950, a um 

crescimento anual médio de 2%. O comércio mundial do algodão movimenta 

anualmente cerca de US$ 12 bilhões e envolve mais de 350 milhões de pessoas em sua 

produção, desde as fazendas até a logística, descaroçamento, processamento e 

embalagem. Atualmente, o algodão é produzido por mais de 60 países, nos cinco 

continentes (ABRAPA, 2017). 

No âmbito brasileiro, nas últimas décadas a agricultura brasileira vivenciou 

demasiadas transformações, uma vez que em pouco tempo a cultura do algodão passou 

de cultivo familiar para produção em grande escala, com elevados investimentos de 
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capitais e tecnologia, principalmente nos cerrados da região Centro-Oeste, transferido 

das regiões tradicionais de São Paulo e Paraná, apoiado por um programa do Governo 

estadual (PROALMAT1), e estimulado pelo crescimento da demanda pela fibra 

nacional (ELEUTÉRIO, 2001).  

No bioma Cerrado, o algodão se destaca como importante produto do agronegócio 

brasileiro devido à topografia favorável para a mecanização, pela baixa declividade do 

terreno, e às condições climáticas favoráveis ao seu crescimento, além de incentivos 

governamentais e aplicação de tecnologias modernas de usos intensivos. Nesse cenário, 

o cerrado possui a maior produtividade de algodão no Brasil e no mundo, considerando 

áreas não irrigadas (ABRAPA, 2017). 

No estado do Mato Grosso, a cotonicultura que se desenvolve é similar à realizada 

nos Estados Unidos, sendo baseada em propriedades de grande tamanho e com uso 

intensivo de maquinário e tecnologia, sendo totalmente distinta da tradicional 

cotonicultura que era realizada em São Paulo e Paraná na década de 90. No início dos 

anos 2000 já se previa que esta região substituiria por completo as regiões tradicionais, 

devido aos menores custos de terra e maior produtividade, transformando-se no maior 

produtor de algodão de todo território brasileiro (COELHO, 2002).  

2.2. Sensoriamento Remoto e Agricultura de precisão 

O Sensoriamento Remoto envolve a obtenção de informações de determinado 

alvo, sem que haja contato físico com o mesmo, por meio de análise de dados coletado 

por sensores em plataformas terrestres, aéreas ou acoplados em satélites (NOVO, 2010). 

O mecanismo mais primitivo e imediato de SR é a visão humana. Por intermédio das 

pesquisas e empenho da Astronomia, foram desenvolvidos os sensores óticos, que 

captam a radiação eletromagnética (REM) refletida ou emitida do alvo em questão. 

Conforme foram se aprimorando, o campo de aplicação se expandiu e esses sensores se 

fizeram proficientes nas áreas da Meteorologia, Agricultura, Geologia, Geografia, 

Engenharias, dentre vários outros campos do conhecimento. 

                                                           
1 O Programa de incentivo à cultura do algodão de Mato Grosso (PROALMAT) foi criado pela Lei 
Estadual 6.883 de 02 de junho de 1997, regulamentado pelo Decreto nº 1.589 de 18 de julho de 1997, 
concedendo redução de até 75% do ICMS do produto, destinando-se aos produtores rurais, pessoas físicas 
ou jurídicas, inscritos no Cadastro de Contribuintes do Estado, mediante a apresentação de Laudo Técnico 
Inicial encaminhado à Câmara Setorial de Incentivo e Tributação do CDA (Conselho de Desenvolvimento 
Agrícola). 
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O SR vem sendo utilizado de forma extensiva pela Agricultura de Precisão (AP), 

ao se considerar a variabilidade espacial e temporal de uma área agrícola, 

principalmente devido a constante busca por uma redução de custos e impactos 

ambientais, através de uma menor utilização de insumos a serem aplicados em uma 

produção agrícola. Milani (2006) estabelece que o método de manejo de culturas que 

tem como objetivo o tratamento diferenciado de pequenas áreas dentro de um mesmo 

talhão, levando em conta o seu potencial produtivo é o que define o conceito de 

Agricultura de precisão. 

A AP está relacionada a um conjunto de técnicas que auxiliam na obtenção de 

dados relacionados ao vigor da vegetação e aos atributos físico-químicos do solo. 

Através de sensores acoplados em plataformas aéreas, orbitais ou terrestres, esses dados 

são obtidos por meio de medições das reflectâncias de dosséis e dos solos, que orientam 

tratamentos diferenciados em função da variabilidade espacial e temporal apresentadas 

pelas características do solo e da vegetação (LEE et al., 2010; SINGH et al., 2011). 

A importância do uso de técnicas de SR para a agricultura se justifica pela 

redução de custos e de tempo que proporcionam, comparadas às medições feitas em 

campo (SEELAN et al., 2003), além de proporcionar vantagens de um melhor 

conhecimento do campo de produção, propiciando assim, tomadas de decisões com 

melhores embasamentos (CAPELLI, 1999). Por outro lado, também engloba o manejo 

sustentável da terra, associado à manutenção dos índices de produtividade 

(MANTOVANI et al.,1998). 

Entre os diversos objetivos das técnicas de SR na agricultura, desde a 

disponibilização das imagens orbitais, têm-se gerado inúmeros estudos, tanto na escala 

regional quanto global, que se propõem na medição de refletâncias da radiação solar 

refletida e emitida pelas folhas da vegetação, com objetivo de estimar a produtividade 

de culturas agrícolas a partir de índices de vegetação. 

O mapeamento da produtividade é considerado por muitos autores como sendo a 

parte essencial da Agricultura de precisão, devido a heterogeneidade das áreas, sendo 

um dos métodos mais corretos para estimá-la. Segundo Molin (2000) a geração dos 

mapas de produtividade exige uma certa sofisticação para a obtenção dos dados 

essenciais. O mapa é composto por um conjunto de pontos e cada ponto representa uma 

pequena porção da lavoura delimitada pela largura da plataforma da coletora e distância 

entre duas leituras. 
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Através da normalização e comparação desses mapas de produtividade define-se 

as áreas com a mesma tendência, produzindo um banco de dados com as informações 

necessárias para a área de estudo e classificando as regiões por faixas de importância 

criando assim as zonas de manejo. Araújo et al. (2004) demonstra que a produtividade 

da cultura pode ser estimada a partir de sua relação com o vigor da cultura que, por sua 

vez, pode ser determinada através de IVs gerados a partir de imagens multiespectrais.  

Silva et al. (2017) e Brandão et al. (2011), utilizaram imagens orbitais para 

cálculo do Índice de Vegetação por Diferença Normalizada (NDVI), Índice de 

Vegetação Ajustado ao Solo (SAVI) e o Índice de Área Foliar (IAF), para a 

determinação de biomassa verde da cultura do algodão, com a finalidade de estimar a 

produtividade da cultura e gerar zonas de manejo, alcançando altos valores de 

correlação e acurácia. Nesse âmbito, Sousa et al. (2011) fizeram uso do mesmo método 

de estimativa de produtividade para a cultura da Manga, assim como Picoli et al. (2009) 

para a cultura da cana-de-açúcar. 

Visando métodos mais precisos, Rudorff (1985), Rudorff e Batista, (1990; 1991), 

Rudorff et al. (1995), Fontana et al (2001), Berka et al. (2003), Rizzi e Rudorff (2007), 

Picoli et al. (2009), Rocha (2012) e Barbosa et al. (2012; 2013), empregaram modelos 

agrometeorológicos-espectrais da produtividade potencial e real de culturas, que 

utilizam imagens de satélites como entrada e que produzem resultado eficiente e em 

larga escala. 

Blackmer et al. (1996) citam a fotografia aérea como uma ferramenta promissora 

para o monitoramento da variabilidade da produtividade na cultura do milho tendo 

como base o nível de nitrogênio nas plantas. Assim, Diker et al. (2001) usaram 

fotografias aéreas para estimar a variabilidade da produtividade e monitorar o 

desenvolvimento espaço-temporal na cultura do milho irrigado em escala comercial. 

Calcularam os índices de vegetação NDVI, GNDVI (Green NDVI), RS e IR/G e 

compararam com a produtividade. O melhor coeficiente de determinação (R2) foi de 0,8 

obtido entre o NDVI no estádio R5 e a produtividade.  

2.2.1. Satélites e sensores remotos 

Verifica-se uma necessidade do uso de SR para estimativa do potencial produtivo 

durante o desenvolvimento de culturas agrícolas.  Desse modo, o auxílio por meio de 

sensores ópticos para a geração de índices de vegetação pode fornecer informações 
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significativas para o conhecimento do comportamento e relação temporal destes índices 

com parâmetros produtivos das culturas agrícolas. (OLIVEIRA, 2017) 

Atualmente, existem diversos sensores orbitais para a obtenção de informações 

para os mais diversos fins. Dentre os sensores a bordo dos satélites mais utilizados para 

extração de dados para pesquisas relacionadas a diversos temas da área agrária, 

podemos destacar o LANDSAT, IKONOS, CBERS, WORLDVIEW, REIS 

RAPIDEYE, KOMPSAT e, mais recentemente, os sensores MSI dos satélites da 

constelação SENTINEL. Nesta dissertação serão utilizadas imagens do sensor MSI do 

SENTINEL 2 de diferentes datas. 

2.2.1.1. SENTINEL 2 - Sensor MSI 

Os dois satélites da constelação SENTINEL 2 são relativamente recentes: Sentinel 

2A (lançado em junho de 2015) e 2B (março de 2017). Surgiram da necessidade de um 

sistema aprimorado de monitoramento da superfície terrestre em termos de cobertura 

espectral, temporal e espacial. De acordo com a Agência Espacial Europeia, o Sentinel-

2 tem como proposito a aquisição de imagens multiespectrais da superfície terrestre com 

resolução de 10 metros (VIVP) e cinco dias de temporalidade aliando os dois satélites, 

com órbitas circulares heliossíncronas opostas, com período de 98,46 minutos e altitude 

de 786 Km.  

 
Figura 2. Satélite SENTINEL 2, com destaque para seu sensor MSI. Fonte: ESA (2018). 

 

Cada um dos satélites carrega um sensor Multi-Spectral Imager (MSI), que obtém 

imagens com largura de 290 km e resolução radiométrica de 12 bits. Fornece um 

Multi-Spectral 
Imager (MSI) 
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conjunto versátil de 13 bandas espectrais abrangendo do infravermelho visível e 

próximo ao infravermelho de ondas curtas, apresentando quatro bandas com resolução 

espacial de 10 m, seis bandas com 20 m e três bandas com 60 m. Além disso, o Sentinel 

2 incorpora três novas bandas na região de borda vermelha, que estão centradas em 705, 

740 e 783 nm ENGESAT (2016). 

As principais características das imagens MSI-Sentinel 2 são as seguintes: a) 

resolução temporal de 5 dias; b) resolução radiométrica de 12 bits, ou 4.096 tons de 

cinza; c) resolução espectral e espacial: três bandas cobrindo visível (10m), uma banda 

cobrindo o infravermelho próximo (IVP – 10m), quatro bandas da borda vermelha 

(RedEdge – RE – 20m), duas bandas do infravermelho médio (SWIR - 20m), e três 

bandas cobrindo a parte atmosférica, com 60 metros de resolução espacial (Tabela 1). A 

órbita do satélite é circular, heliossíncrona e descendente.  

 
Tabela 1. Bandas espectrais do sensor MSI, a bordo dos satélites do Sentinel 2A e 2B. 

 
Resolução Bandas Comprimento de onda 

central (nanômetros) 

Largura de banda 

(nanômetros) 

10m 

B02 Blue (Azul) 496,6 98 

B03 Green (Verde) 560 45 

B04 Red (Vermelho) 664,5 38 

B08 
IVP (Infravermelho 

Próximo) 
835,1 

145 

20m 

B05 Red Edge 1 709,3 19 

B06 Red Edge 2 740,2 18 

B07 Red Edge 3 782,5 28 

B08A Red Edge 4 864,8 33 

B11 SWIR 1 1613,7 143 

B12 SWIR 2 2202,4 242 

60m 

B01 Aerossol 443,9 27 

B09 Water Vapor 945 26 

B10 Cirrus 1373,5 75 
 

Fonte: Adaptado de Engesat (2016) 

 

As imagens do sensor MSI podem ser obtidas como produtos nível 1-C, 

ortorretificadas, projetadas e com dados de refletância ao topo da atmosfera (TOA), que 

podem ser corrigidas para produtos de reflectância superficial (BOA - Bottom of 
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Atmosphere), por meio do programa Sen2Cor, desenvolvido pela ESA, que utiliza como 

base o Modelo de Transferência Radiativa (MTR) LIBRADTRAN (MAYER e 

KYLLING, 2005).   

O modelo de transferência radiativa LibRadtran é uma evolução do modelo 

uvspec, desenvolvido para calcular a irradiância espectral nas faixas UV e visível. Em 

1997, o código do modelo uvspec foi completamente reescrito para que fosse aplicável a 

todo o espectro solar, sendo renomeado como LibRadtran. O modelo resolve as 

equações de transferência em três etapas: Primeiro, as propriedades ópticas da atmosfera 

são calculadas a partir dos perfis de NO2, O3, temperatura, pressão, presença de nuvens 

e aerossóis, albedo superficial etc. Essas propriedades ópticas são introduzidas nas 

equações de transferência radiativa. Segundo, as equações de transferência de radiação 

são resolvidas de acordo com as propriedades ópticas introduzidas, calculando as 

radiações e irradiações. E por fim, a solução das equações de transferência pode ser 

corrigida pela distância Sol-Terra, multiplicada pelo espectro extraterrestre, integrada 

com relação ao comprimento de onda, conforme necessário (ANDREY, 2011). 

Nas imagens de SR devem ser corrigidos os efeitos de espalhamento e absorção 

da REM pelos constituintes atmosféricos, tais como gases, aerossóis, material 

particulado em suspensão e vapor d’água, que interferem na radiação que chega aos 

alvos terrestres ou ao sensor (PONZONI e SHIMABUKURO, 2010). Como resultado 

dessas correções atmosféricas pode-se obter produtos de refletância superficial dos 

alvos da superfície terrestre (BOA) Os dados de reflectância superficial (BOA) são 

importantes principalmente no que tange à geração de índices de vegetação e à 

classificação digital de imagens de satélite (MANSOUR et al., 2012). 

2.2.1.2. Borda Vermelha (Red Edge) 

A borda vermelha (Red Edge: 700-740 nm) é uma região de transição de mudança 

rápida na reflectância da folha, causada pela absorção de pigmentos fortes no espectro 

vermelho e na dispersão das folhas no espectro IVP. A radiação na região da borda 

vermelha penetra mais profundamente nas copas do dossel do que a luz visível 

(especialmente a radiação azul e vermelha) devido à absorção de clorofila muito menor 

na região, ocasionando uma maior sensibilidade aos níveis médio a alto de teor de 

clorofila, e, com isso, torna-se um bom indicador da saúde das culturas de fase média a 

tardia, onde a concentração de clorofila é relativamente maior (LI et al., 2014).  
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Estudos demonstram que a borda vermelha é sensível à clorofila da copa das 

culturas e ao estado nutricional da planta em relação ao nitrogênio (N) (HATFIELD et 

al., 2008; NGUY-ROBERTSON et al., 2012). Por conseguinte, até certo ponto, os 

índices espectrais de borda vermelha podem superar os problemas de saturação 

relatados com NDVI (VAN NIEL e MCVICAR, 2004; NGUY-ROBERTSON et al., 

2012). Kanke et al. (2012) utilizaram o índice de borda vermelha (NDRE), em 

comparação com o NDVI, para detectar diferenças no status de N na cultura de trigo. 

Eles descobriram que a sensibilidade do NDVI diminuiu com a taxa de N, enquanto a 

sensibilidade do NDRE aumentou com taxa de N e estágios de crescimento avançado, 

indicando o potencial do NDRE para superar o problema de saturação. Fitzgerald et al. 

(2006) utilizaram a fórmula do NDRE, tendo como resultado um indicador mais 

confiável de estado de clorofila ou nitrogênio em trigo irrigado. 

Novos sensores orbitais de alta resolução espacial, com largas bandas de borda 

vermelha, como o MSI-Sentinel-2 (705-745 nm) e REIS-RapidEye (690-730 nm) 

podem ser fontes importantes de dados para o monitoramento regional do crescimento 

das culturas e gerenciamento de precisão. Li et al. (2012) usaram dados hiperespectrais 

para simular as faixas espectrais do WorldView-2 e RapidEye. Eles descobriram que o 

índice bidimensional de conteúdo de clorofila (CCCI - Canopy Chlorophyll Content 

index) e o novo índice de domínio planar de nitrogênio proposto (NPDI) envolvendo a 

banda do red-edge eram mais estáveis e melhores preditores da estimativa de 

concentração de N na planta de trigo após o espigamento e na avaliação da absorção de 

N da planta antes do espigamento.  

Pouco foi relatado na avaliação do potencial do uso de índices espectrais baseados 

na borda vermelha para melhorar a estimativa da produtividade e concentração e da 

absorção de N das plantas de milho, soja e algodão em estágios de crescimento críticos 

para o diagnóstico e gerenciamento de precisão, em comparação com os índices de 

vegetação comumente usados, como o NDVI, EVI, SAVI, e o índice biofísico IAF. 

2.2.2. Índices de vegetação  

O Sensoriamento Remoto é uma ferramenta que permite a visualização espacial e 

temporal do uso do solo. Assim sendo, se aplicada à interpretação de imagens de 

sensores remotos e, em particular, por meio de Índices de Vegetação (IV), que se utiliza 

de medidas radiométricas, proporcionam grande auxilio na avaliação de áreas verdes, 
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biomassa, índice de área foliar, teor de clorofila, deficiência nutricional, radiação 

fotossinteticamente ativa absorvida, entre outros (JENSEN, 2011).  

Índices de Vegetação nada mais são que resultantes de combinações lineares de 

dados espectrais, que realçam o sinal da vegetação e que minimizam as variações na 

irradiância solar e os efeitos do substrato do dossel vegetal (JACKSON e HUETE, 

1991), envolvendo comprimentos de ondas específicos do espectro eletromagnético, 

permitindo determinar a cobertura vegetal e sua densidade (CRUZ et al., 2011). São 

combinações de dados espectrais de duas ou mais bandas, geralmente nas faixas do 

vermelho (V) e infravermelho próximo (IVP) do espectro eletromagnético, em que 

resulta em um valor adimensional (MOREIRA, 2000). 

As bandas do vermelho e do infravermelho próximo são as mais utilizadas, por 

conter mais de 90% da variação da resposta espectral da vegetação; com isso, estes 

índices realçam o comportamento espectral da vegetação, correlacionando-os com os 

parâmetros biofísicos da mesma (ROSA, 2003). 

Existem inúmeros índices de vegetação (IV) para o estudo da quantidade de 

biomassa verde e dos parâmetros de crescimento e desenvolvimento da vegetação. Estes 

IVs são ferramentas geradas por técnicas de sensoriamento remoto que têm sido 

amplamente empregados em diversos trabalhos e buscam relacionar as informações 

captadas pelos sensores com a vegetação presente na área imageada (RIBEIRO, 2012). 

Os primeiros estudos (JORDAN, 1969; PEARSON; MILLER, 1972) iniciaram 

com aplicação da razão simples entre bandas, no caso do infravermelho próximo (IVP) 

e vermelho (V), gerando os índices de vegetação NRVI (Índice de Vegetação de 

Proporção Normalizada) e RVI (Índice de Vigor Relativo), onde constatou melhor 

equiparação com a biomassa, salientando a resposta da vegetação.  

Com igual propósito foram criados por Rouse et al. (1973) o índice de vegetação 

por diferença normalizada (NDVI) e o índice de vegetação transformado (TVI), na 

tentativa de atenuar as intervenções do solo, atmosfera e variações do ângulo do sol. 

Segundo Wang et al. (2004), o NDVI é intensamente relacionado com o IAF; todavia, 

esta relação pode não ser tão forte nesses períodos de máximo IAF, ao que tudo indica, 

em virtude da saturação do NDVI quando o IAF é muito alto. 

Dentre as variações do NDVI, surgiu o índice de vegetação ajustado ao solo 

(SAVI) por Huete (1988), objetivando diminuir o efeito do solo sobre diferentes 

densidades de cobertura vegetal, por meio do desvio do par ordenado V versus IVP para 
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o ponto de junção da linha do solo com a linha da vegetação, pela inclusão de uma 

constante L.  

Foi elaborado, com os mesmos objetivos acima citados, o índice de vegetação 

transformado e ajustado ao solo (TSAVI), sendo uma medida do ângulo entre a linha de 

solo e a linha de vegetação (BARET et al., 1989; BARET; GUYOT, 1991). 

Tentando atenuar a dependência do NDVI aos parâmetros atmosféricos, Kaufman 

e Tanré (1992) apontaram uma alteração na elaboração do índice, inferindo a 

informação atmosférica inclusa na banda azul. 

A mesma ótica de atenuação dos efeitos atmosféricos utilizados no Índice de 

Vegetação Resistente às Variações da Atmosfera (ARVI) foi aplicada por Gitelson et al. 

(1996) destacando o uso do canal verde, obtendo o índice verde de resistência 

atmosférica (GARI) e o índice verde-vermelho de resistência atmosférica (GRARI). 

Entre os índices aplicados por Gitelson et al., (1996) é importante indicar o índice de 

vegetação por diferença normalizada verde (“Green” NDVI). 

Os índices decorrentes da transformação ortogonal “Tasseled Cap”, como o GVI, 

utilizam as seis bandas não termais do sensor TM e conferem pesos diferentes para cada 

uma delas por meio de equações lineares. Como produto, são originadas três imagens-

síntese: “brightness”, “greenness” e wetness” (CRIST; CICONE, 1984). 

O Índice de Vegetação por Diferença Normalizada (NDVI) é representativo de 

vários índices de vegetação espectrais (KAZMIERCZAK, 1996). Este índice é uma 

técnica bastante importante utilizada para melhor visualizar os alvos no que diz respeito 

a variação da vegetação e é a razão entre as bandas de alta correlação entre si, serve para 

realçar os alvos de interesse e a biomassa vegetal (FREIRE; PACHECO, 2005). O 

NDVI tem, portanto, uma relação direta com o vigor da vegetação. Sendo assim, é 

possível o mapeamento de áreas com diferentes índices de cobertura vegetal e vigor de 

biomassa. 

Dentre os exemplos de aplicação dos índices de vegetação, pode-se encontrar no 

trabalho de Huete (1988), que estudou a influência dos solos sobre os IVs, encontrando 

uma boa correlação dos índices NDVI e do SAVI (com o IAF) em culturas de algodão e 

com a relação de biomassa de gramíneas. 

Outros exemplos de aplicação de índices, como os ensaios realizados por Andrade 

et al. (2015), demostraram a viabilidade da utilização de técnicas em SR, a fim de 

detectar processos de degradação em pastagens. Aplicaram técnicas de obtenção do 

IAF, NDVI e SAVI em imagens de satélite Landsat 5 em suas análises e descrições, 
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procurando demonstrar três níveis de degradação em microbacias hidrográficas. Neste 

sentido, Knox et al. (2013), usaram seis índices de vegetação para determinar o estádio 

fenológico e as variedades de gramíneas: NDVI, NDWI, CAI, EVI, EVI2 e PhIX.  

Alguns dos IVs mais utilizados nos espectros do visível, Red Edge e IVP estão 

listados nas Tabelas 2, 3 e 4, com suas respectivas equações e referências. 

 

 
Tabela 2. Sumário de índices de vegetação que incluem apenas o espectro do Visível (RGB) 

Índice de Vegetação Equação Referências 

Índice de Reflectância de 
Carotenoides 1 

𝐶𝑅𝐼1 =
1
𝜌𝐵

−
1
𝜌𝐺

 (GITELSON et al., 2002) 

Excesso de Verde 𝐸𝑥𝐺 = 2𝜌𝐺 − 𝜌𝑅 − 𝜌𝐵 
(MAO; WANG; WANG, 2003; 

MEYER; NETO, 2008) 

Excesso de Verde menos 
Excesso de Vermelho 

𝐸𝑥𝐺𝑅 = 𝐸𝑥𝐺 − (1,4𝜌𝑅 − 𝜌𝐵) (MEYER; NETO, 2008) 

Índice de Vegetação do Verde 
Vermelho Modificado 

𝑀𝐺𝑅𝑉𝐼 =
𝜌𝐺2 − 𝜌𝑅2

𝜌𝐺2 + 𝜌𝑅2
 (BENDIG et al., 2015) 

Índice da Diferença 
Normalizada ou Índice de 

Vegetação do Verde Vermelho 
𝑁𝐷𝐼 𝑜𝑢 𝐺𝑅𝑉𝐼 =

𝜌𝐺 − 𝜌𝑅
𝜌𝐺 + 𝜌𝑅

 
(TUCKER, 1979; WOEBBECKE 

et al., 1992) 

Índice de Vegetação RGB 𝑅𝐺𝐵𝑉𝐼 =
𝜌𝐺2 − (𝜌𝐵 × 𝜌𝑅)
𝜌𝐺2 + (𝜌𝐵 × 𝜌𝑅)

 (BENDIG et al., 2015) 

ρB é a reflectância no Azul; ρIVP é a reflectância no IVP; ρRE é a reflectância no Red Edge; ρG é a reflectância no 
Verde, e ρR a reflectância no Vermelho. 

 

 

Tabela 3. Sumário de índices de vegetação que incluem o espectro do Red Edge 
Índice de Vegetação Equação Referências 

Índice de Vegetação Red Edge 𝑁𝐷𝑅𝐸 =
𝜌𝐼𝑉𝑃 − 𝜌𝑅𝐸
𝜌𝐼𝑉𝑃 + 𝜌𝑅𝐸

 
(BARNES et al., 2000; 

EITEL et al., 2011) 

Índice de Reflectância de 
Carotenoides 2 

𝐶𝑅𝐼2 =
1
𝜌𝐵

−
1

𝜌𝑅𝐸
 (GITELSON et al., 2002) 

Índice de Reflectância da 
Senescência de Plantas 

𝑃𝑆𝑅𝐼 =
𝜌𝑅 − 𝜌𝐵
𝜌𝑅𝐸

 (MERZLYAK et al., 1999) 

ρB é a reflectância no Azul; ρIVP é a reflectância no IVP; ρRE é a reflectância no Red Edge; ρG é a 
reflectância no Verde, e ρR a reflectância no Vermelho. 
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Tabela 4. Sumário de índices de vegetação que incluem o Infravermelho Próximo (IVP) 
Índice de Vegetação Equação Referências 

Índice de Vegetação por 
Diferença Normalizada 

𝑁𝐷𝑉𝐼 =
𝜌𝐼𝑉𝑃 − 𝜌𝑅
𝜌𝐼𝑉𝑃 + 𝜌𝑅

 (ROUSE et al., 1973) 

O Índice de Vegetação 
Resistente às Variações da 

Atmosfera 
𝐴𝑅𝑉𝐼 =

𝜌𝐼𝑉𝑃 − (2𝜌𝑅 −  𝜌𝐵)
𝜌𝐼𝑉𝑃 + (2𝜌𝑅 −  𝜌𝐵)

 
(KAUFMAN E 

TANRÉ et al., 1992) 

Índice de Vegetação 
Realçado 

𝐸𝑉𝐼 = 𝐺
𝜌𝐼𝑉𝑃 − 𝜌𝑅

𝜌𝐼𝑉𝑃 + 𝐶1𝜌𝑅 + 𝐶2𝜌𝐵 + 𝐿
(1 + 𝐿) 

(HUETE; HUIQING 

LIU; VAN 

LEEUWEN, 1997) 

Índice Verde de Vegetação 
Ajustado para o Solo 

𝐺𝑆𝐴𝑉𝐼 = 1,5 
𝜌𝐼𝑉𝑃 − 𝜌𝐺

𝜌𝐼𝑉𝑃 + 𝜌𝐺 + 0,5
 

(SRIPADA et al., 

2006) 

Índice Verde de Vegetação 𝐺𝑉𝐼 =
𝜌𝐺
𝜌𝐼𝑉𝑃

 
(DAUGHTRY et al., 

2000) 

Índice da Água por 
Diferença Normalizada 

𝑁𝐷𝑊𝐼 =
𝜌𝐺 − 𝜌𝐼𝑉𝑃
𝜌𝐺 + 𝜌𝐼𝑉𝑃

 (JI et al., 2009) 

Razão Simples 𝑆𝑅 𝑜𝑢 𝑅𝑉𝐼 =
𝜌𝐼𝑉𝑃
𝜌𝑅

 

(BIRTH; MCVEY, 

1968; HUETE; 

JACKSON, 1987) 

Índice de Vegetação por 
Diferença Renormalizada 

𝑅𝐷𝑉𝐼 =
𝜌𝐼𝑉𝑃 − 𝜌𝑅

�𝜌𝐼𝑉𝑃 + 𝜌𝑅
 

(ROUJEAN; BREON, 

1995) 

Índice de Vegetação 
Ajustado ao Solo 

𝑆𝐴𝑉𝐼 =
𝜌𝐼𝑉𝑃 − 𝜌𝑅
𝜌𝐼𝑉𝑃 + 𝜌𝑅

(1 +  𝐿) (HUETE, 1988) 

Índice de Vegetação 
Ajustado ao Solo Otimizado 

𝑂𝑆𝐴𝑉𝐼 =
1,5(𝜌𝐼𝑉𝑃 − 𝜌𝑅)
𝜌𝐼𝑉𝑃 + 𝜌𝑅 + 0,16

 

(RONDEAUX; 

STEVEN; BARET, 

1996) 

Índice de Vegetação por 
Diferença Normalizada 

Realçado 
𝐸𝑁𝐷𝑉𝐼 =

𝜌𝐼𝑉𝑃 + 𝜌𝐺 − 2𝜌𝐵
𝜌𝐼𝑉𝑃 + 𝜌𝐺 + 2𝜌𝐵

 

(BULANON et al., 

2016; STORY; 

KACIRA, 2015) 

Índice Vegetação por 
Diferença Normalizada do 

Verde 
𝐺𝑁𝐷𝑉𝐼 =

𝜌𝐼𝑉𝑃 − 𝜌𝐺
𝜌𝐼𝑉𝑃 + 𝜌𝐺

 

(GITELSON; 

KAUFMAN; 

MERZLYAK, 1996) 

Índice de Vegetação de 
Percentagem do 
Infravermelho 

𝐼𝑃𝑉𝐼 =
𝜌𝐼𝑉𝑃

𝜌𝐼𝑉𝑃 + 𝜌𝑅
 

(CANDIAGO et al., 

2015; CRIPPEN, 

1990) 

Índice Não-linear 𝑁𝐿𝐼 =
𝜌𝐼𝑉𝑃2 − 𝜌𝑅
𝜌𝐼𝑉𝑃2 + 𝜌𝑅

 (GOEL; QIN, 1994) 

ρB é a reflectância no Azul; ρIVP é a reflectância no IVP; ρRE é a reflectância no Red Edge; ρG é a 
reflectância no Verde, e ρR a reflectância no Vermelho; C1 e C2 são coeficientes empíricos que descrevem o 
uso da banda do Azul para correção da banda do Vermelho quanto ao espalhamento atmosférico por 
aerossóis; e L é o coeficiente empírico de ajuste para solos (0,5); G é o fator de ganho. 
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Segundo Baio (2018), o algodoeiro se caracteriza pela alta resposta aos estímulos 

climáticos, principalmente, enquanto jovem. É coerente imaginar que seu dossel sofra 

frequentemente alterações de vigor e na quantidade de biomassa verde ao longo de seu 

ciclo. Essas considerações motivaram a utilização de dados espectrais acumulados a fim 

de diminuir a influência dos efeitos momentâneos sobre o dossel da cultura e sua 

resposta espectral, na tentativa de melhorar a explicação da produtividade pelos dados 

espectrais, conforme descrito a seguir (Equação 1): 

IVAcum = IV17abr + IV07mai + IV27mai + IV16jun                   (1) 

Onde,  

IVAcum = índice de vegetação acumulado  

IV17abr = índice de vegetação em 17 de abril  

IV05mai = índice de vegetação em 07 de maio 

IV27mai = índice de vegetação em 27 de maio 

IV16jun = índice de vegetação em 16 de junho 

 

A produtividade individual (por talhão) do algodão pode ser obtida através de 

colhedoras. Por exemplo, na colhedora John Deere, modelo 7760, há um sensor 

ultrassônico (Figura 3), instalado nos tubos de descarga do cesto, que emite sinais 

através da tubulação de plástico e sem contato com a pluma, no qual realiza a medição 

do volume de plumas através de sua densidade e o converte em massa. Esse sensor é 

acoplado a um monitor que coleta informações sobre a produtividade das culturas com 

frequência relativamente alta, de 1 a 5 segundos. Essa informação é associada com o 

posicionamento fornecido por um receptor de Global Positioning System (GPS), e então 

é possível obter um mapa de produtividade, que nada mais é que um conjunto de pontos 

espacialmente distribuídos que possuem uma representação gráfica da produtividade 

pontual (BLACKMORE e MARSHALL, 1996). 
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Figura 3. Sensor de produtividade de algodão instalado numa colhedora. (Fonte: John Deere, 2007) 

 

Moore (1998) utilizou dados de seis anos consecutivos de mapeamento de 

produtividade e identificou os seguintes erros proveniente da colheita automatizada: 

suavização, calibração de volume, largura incorreta da plataforma e tempo de 

enchimento da colhedora. Blackmore e Marshall (1996) mencionaram ainda erros de 

posicionamento, devido à recirculação de grãos no mecanismo de trilha e retrilha, 

perdas de grãos pela colhedora e a acurácia do sensor de fluxo.  

Os dados pontuais e discretos obtidos com a colhedora podem ser usados para 

obter dados contínuos de produtividade de lavouras, por meio de métodos de 

interpolação. Um dos mais utilizados é o método de Krigagem Ordinária (Ordinary 

Kriging), no qual utiliza-se a Geoestatística, que. em muitos casos, é uma grande 

vantagem sobre outros métodos de interpolação (BETZEK et al., 2017). A Krigagem 

interpola os valores com as condições de estimativa sem tendenciosidade e com 

variância mínima em relação aos valores conhecidos, considerando a estrutura de 

variabilidade espacial encontrada para o atributo (GREGO; VIEIRA, 2005). Sua 

eficiência se deve ao fato de fornecer um algoritmo dos erros associados aos resultados 

obtidos, por meio de um modelo contínuo de variação espacial e, assim, é considerado 

um método de interpolação flexível e robusto, procurando expressar as tendências 

direcionais que os dados sugerem, evitando, assim, o efeito de “olho-de-touro” (Bull-

eye), que por ocorrer no caso de interpoladores como o inverso da distância elevado a 

uma dada potência (IDP) (CRESSIE, 1993). A krigagem ordinária é o mais difundido 
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dos vários métodos de estimativa existentes. Sua utilização resulta em valores com 

mínima variância de erro e proporciona precisão local (BETZEK et al., 2017). 

O desempenho de Krigagem pode ser influenciado pela variabilidade e estrutura 

espacial dos dados e pela escolha do modelo de semivariograma, o raio de busca e o 

número dos pontos vizinhos mais próximos que são utilizados nas estimativas 

(GUASTAFERRO et al., 2010). A escolha do modelo de ajuste do semivariograma 

representa a interpretação da estrutura de correlação espacial a ser utilizada nos 

procedimentos de inferenciais da Krigagem. Todavia, a sensibilidade para detectar a 

variabilidade espacial das amostras está diretamente relacionada ao melhor ajuste entre 

os dados experimentais e os modelos teóricos do semivariograma (CRESSIE, 1993). Os 

modelos geralmente avaliados são: esférico, exponencial, gaussiano, e Família Matérn 

com diferentes valores no parâmetro de forma κ. 

Os dados contínuos de produtividade podem ser correlacionados com diferentes 

IVs, para obter equações que possam ser usadas posteriormente para a estimativa dessa 

grandeza. É importante que na análise de correlação entre essa variável biofísica e 

radiométrica seja obtida significância estatística. Stevenson (1986) esclarece que a 

correlação mede a força, ou grau, de relacionamento entre duas variáveis; a regressão dá 

uma equação que descreve o relacionamento em termos matemáticos. Peternelli (2007) 

define a regressão linear como uma análise estatística com o objetivo de verificar a 

existência de uma relação funcional entre uma variável dependente com uma ou mais 

variáveis independentes. Em outras palavras, consiste na obtenção de uma equação que 

tenta explicar a variação da variável dependente pela variação dos níveis das variáveis 

independentes. O modelo linear em sua forma mais simples pode ser obtido por uma 

aproximação de primeira ordem de uma função e que aproximações de maior ordem 

geram termos que podem induzir heterogeneidade de variâncias e assimetrias, o que 

motiva extensões nas alternativas de modelagem, como a utilização de modelos não 

lineares, tal como modelo polinomial quadrático. A regressão polinomial baseia-se em 

considerações teóricas inerentes ao fenômeno que se tem interesse em estudar, 

abrangendo melhor a extensão da associação incluindo sua curvatura. Quão maior o 

grau do polinômio, maior será o coeficiente de determinação dessa correlação (NUNES, 

2002).  

Outra análise estatística importante para a avaliação da precisão das estimativas de 

produtividade a partir de IVs é o cálculo da Raiz do Erro Quadrático Médio (Root Mean 

Square Error - RMSE) e do Erro Médio Absoluto (Mean Absolute Error - MAE), mais 
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comumente usados para aferir a qualidade do ajuste do modelo (Equação 2 e 3). É a raiz 

do erro médio quadrático da diferença entre a predição e o valor real, é uma boa medida, 

porque geralmente representa explicitamente o que vários métodos tendem a minimizar, 

e apresenta valores do erro nas mesmas dimensões da variável analisada (OLIVEIRA et 

al, 2012).  

 

𝑅𝑀𝑆𝐸 =  
�∑ (𝑋𝑜𝑏𝑠,𝑖− 𝑋𝑚𝑜𝑑,𝑖)2𝑛

𝑖=1

𝑛
      (2) 

Em que:  

n: número de amostras 

Xobs: produtividade observada (real) 

Xmod: produtividade estimada  

 

𝑀𝐴𝐸 =  ∑ �𝑋𝑜𝑏𝑠,𝑖− 𝑋𝑚𝑜𝑑,𝑖�𝑛
𝑖=1

𝑛
      (2) 

Em que:  

n: número de amostras 

Xobs: produtividade observada (real) 

Xmod: produtividade estimada  
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3. MATERIAIS E MÉTODOS 

 

3.1 Localização e Caracterização da Área de Estudo 

 

No município de Nova Mutum (Estado do Mato Grosso) situa-se a Unidade de 

Produção (UP) Ribeiro do céu, onde está localizada a área de estudo (Figura 4). A UP 

Ribeiro do céu (latitude 13º49’24” Sul e longitude 57º37’52” Oeste) tem área total de 

cerca de 27.000 hectares, destinada aos cultivos de algodão, soja e milho safrinha 

durante o ano agrícola. 

O município de Nova Mutum localiza-se na mesorregião Norte Mato-grossense e 

na microrregião de Alto Teles Pires, a aproximadamente 242 km da capital Cuiabá. A 

região é conhecida por ser o segundo maior produtor de grãos de Mato Grosso e um dos 

maiores do Brasil, possuindo cerca de 60% do território destinado à agricultura com 

enfoque para a produção de soja, milho e algodão (IBGE, 2017). O escoamento da safra 

local é facilitado pela ligação deste município a importantes rodovias federais e 

estaduais, como a BR 364, MT 235, MT 358 e MT 170. 

Segundo Portela e Parpinelli (2009), na região de estudo predomina o clima 

Tropical Quente e Úmido (classificação climática de Koppen-Geiger: Aw), com verão 

chuvoso e inverno seco, e Equatorial (classificação de Koppen), com temperatura média 

anual de 24 ºC, além de precipitação média anual de 2.200mm. 

Sua superfície encontra-se sobre o relevo do Chapadão dos Parecis, caracterizado 

por possuir uma topografia plana, suavemente ondulada, com predomínio de latossolos, 

em especial os de textura média, que se caracterizam por serem bem ou até 

acentuadamente drenados, e altitude média de 450 m (MINAMI et al, 2017).  

Objetivando uma melhor manipulação e processamento dos dados deste estudo, 

foram considerados somente três talhões de lavoura de algodão do ano de 2018, 

localizados na UP (C-01, D-07, E-01) (Figura 4), com área de 176, 216 e 219 ha, 

respectivamente, totalizando aproximadamente 612 hectares. 
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Figura 4: Localização da área de estudo. 

 

3.2 Aquisição das Imagens de Satélite 

Foram utilizadas imagens orbitais do sensor MSI-Sentinel 2, por apresentarem 

bandas que cobrem as principais feições da curva espectral dos vegetais, com cenas 

suficientemente abrangentes (10.000km2 – 100 por 100 km), por serem viáveis do ponto 

de vista econômico em larga escala e por possuírem qualidade radiométrica (12 bits). As 

imagens MSI foram adquiridas gratuitamente pelo site EarthExplorer do USGS (United 

States Geological Survey), onde estão disponibilizados os produtos nível 1A, que são 

ortorretificados, ou seja, corrigidos dos deslocamentos do relevo e com correções 

atmosféricas (modelo ATCOR3), prontas para uso em Sistemas de Informações 

Geográficas (SIGs). 

Somente foram selecionadas imagens sem cobertura de nuvens nos 3 talhões de 

algodão. A data de aquisição das imagens para esta análise foi determinada conforme o 

estádio fenológico da cultura do algodoeiro na região norte do Mato Grosso, sendo 

determinadas quatro datas para o estudo: 17/04/2018, 07/05/2018, 27/05/2018 e 

16/06/2018. A data da primeira imagem é mais próxima ao início da floração; a segunda 
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abrange uma fase intermediária do algodão; a data seguinte representa a época de 

florescimento pleno; e a quarta e última data a frutificação completa do algodão.  

 

3.3 Processamento das imagens e Cálculo dos Índices de Vegetação 

 

As imagens MSI foram pré-processadas no software QGIS, que é um SIG com 

ferramentas de processamento de imagens de SR, livre e com código aberto. Realizou-

se a conversão do DN (Digital Number) dessas imagens para valores de reflectância ao 

topo da atmosfera (TOA), através do plugin Geosud Toa Reflectance. Posteriormente, 

foi necessário fazer a correção atmosférica das imagens, por meio do programa 

Sen2Cor, aplicando o MTR LIBRADTRAN (MAYER; KYLLING, 2005).  

Após o pré-processamento, foram feitas operações algébricas com as imagens, 

para o cálculo dos IVs apresentados nas Tabelas 2, 3, e 4 (Capítulo 2.2.2). Visando o 

reconhecimento do IV que melhor se ajustasse à estimativa de produtividade do 

algodão, e sua correlação com as diferentes propriedades espectrais da vegetação, 

relacionadas aos parâmetros biofísicos e bioquímicos da cobertura vegetal, foram 

testados diversos IVs comumente utilizados em SR orbital, sobretudo nas faixas 

espectrais do Visível (Tabela 3), Red Edge (Tabela 4) e IVP (Tabela 5). 

 

3.3.1 Produtividade da lavoura de algodão  

A área do estudo é de lavoura comercial, sendo seus dados de plantio, dos talhões 

estudados (C-01, D-07 e E-0) apresentados na tabela 5. Segundo Anselmo (2015), as 

variedades FM 975 WS e TMG 44 B2RF tem como característica de serem variedades 

de elevada produtividade, com capacidade de retenção de estruturas e enchimento de 

carga reprodutiva.  

 
Tabela 5. Dados de plantio do algodão. 

Variedade 
Talhã

o 
Plantio 

Emer 

gência 

Ciclo 

dias 
Colheita 

Nº 

Plantas 

por ha 

Área 

Plantada 

(ha) 

Entrelinha

s 

 (m) 

FM 975 WS C-01 17/01/201

7 
20/01/2018 180 

18/07/2018 
20.192.237 176,00 0,76 

FM 975 WS D-07 04/02/201

7 
06/02/2018 180 

04/08/2018 
32.065.790 216,50 0,76 

TMG44 B2RF E-01 03/02/201

7 
06/02/2018 165 

19/07/2018 
32.065.790 219,23 0,76 
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 A produtividade individual (por talhão) foi obtida de acordo com os 

procedimentos normais de colheita da unidade produtora, UP Ribeiro do céu, através de 

colhedora John Deere 7760. Os dados de produtividade foram cedidos do banco de 

dados da fazenda, do ano de 2018, sem nenhum tipo de pré-processamento realizado. 

Dessa forma, foi preciso eliminar os dados imprecisos ou incoerentes com relação aos 

talhões.  

Para a filtragem dos dados de produtividade, foi utilizada a metodologia proposta 

por Menegatti e Molin (2004), que consistiu em seis passos, conforme fluxograma 

ilustrado na figura 5: 

 
Figura 5. Fluxograma de etapas de aplicação do processo de filtragem de dados brutos. 

 

O primeiro passo foi a análise visual dos pontos de produtividade no QGIS, em 

busca de pontos localizados fora dos talhões (erros grosseiros de posicionamento). Tais 

pontos foram selecionados e eliminados do conjunto de dados (etapa 1). Com base na 

distância entre os pontos e a velocidade de operação da máquina, foi possível identificar 

e excluir pontos coletados no mesmo local, com distância nula (etapa 2). Na etapa 3, 

foram eliminados pontos no arquivo cuja largura de plataforma era diferente daquela 
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informada como teórica, correspondendo a erros na largura de corte da plataforma da 

colhedora. Tais erros ocorrem quando a largura parcial efetiva da plataforma é diferente 

da informada ao sistema e gravada no arquivo, sendo provavelmente devido à 

interpretação errônea por parte do operador. 

A etapa 4 baseou-se na identificação e eliminação de pontos com valores de 

produtividade nula ou que não possuíssem qualquer valor. Por fim, foi conduzida uma 

análise estatística exploratória dos dados, com cálculo da média, mediana, quartil 

superior, quartil inferior e variância. Com base nos quartis, foram calculados os limites 

superior e inferior para os valores de produtividade, de acordo com metodologia 

sugerida por Tukey (1977) para a determinação dos dados discrepantes (etapa 5). As 

equações 3 e 4 mostram a forma de cálculo desses limites superior e inferior para a 

filtragem dos valores de produtividade. 

 

 LS = QS + 1,5.AI                                     (3) 

 LI = QI – 1,5.AI      (4)  

onde: 

LS é o limite superior;  
LI é o limite inferior;  
QS é o quartil superior;  
QI é o quartil inferior e 
AI é amplitude interquartílica. 
 

Os dados filtrados e normalizados foram interpolados no software ArcMap 10.0, 

através do método Geoestatístico de Krigagem ordinária. Os dados foram interpolados 

para uma grade de pixels de tamanho 10x10 m, para coincidir com o tamanho do pixel 

da imagem orbital do sensor MSI, visando a invariabilidade de resoluções espaciais na 

comparação entre dados. Utilizou-se o modelo esférico para o ajuste do modelo, e o 

alcance foi limitado à metade da distância máxima entre dois pontos (cutoff = 50%).  

Após a interpolação dos dados de produtividade, foi realizada a geração de um 

buffer interior ao limite do talhão, na distância equivalente a cinco vezes o tamanho de 

pixel da imagem MSI (50 m), para assegurar que os valores de reflectância espectral 

cada pixel das imagens orbitais sejam oriundos apenas da reflectância do dossel das 

plantas do algodoeiro, sem influência das áreas circunvizinhas, como estradas ou 

talhões adjacentes. 
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3.3.2 Análise estatística e validação 

As imagens dos diferentes IVs (Tabelas 2, 3 e 4) foram recortadas conforme os 

limites de cada talhão, sendo então calculados os valores médios dos pixels. Foram 

realizadas análises de regressões estatísticas (linear simples e polinomial quadrática) 

para todos os pixels do lote, sendo a produtividade a variável dependente e o valor 

espectral a variável independente, para obter os melhores modelos na estimativa da 

produtividade, nas quatro fases de desenvolvimento do algodão. A seleção do modelo 

de melhor desempenho foi realizada a partir do nível de significância estatística da 

análise de variância (valor de p), associado ao coeficiente de determinação de ajuste do 

modelo (valor de R2) e classificado de acordo com o coeficiente de correlação (R).  

A análise estatística foi feita no software BioStat, que gerou as regressões 

polinomiais, tendo como finalidade gerar uma equação para aplicar novamente aos 

índices de vegetação, sendo deste modo possível estimar a produtividade. O resultado 

de tal análise permitiu então a determinação de qual das imagens índices, geradas no 

processamento, teve sua variação explicando melhor a variação dos dados de 

produtividade. A partir das melhores imagens-índices selecionadas, para cada talhão, os 

dados de produtividade foram divididos aleatoriamente em cerca de 70% para geração 

do modelo de estimativa (banco de dados com cerca de 8.640 amostras) e 30% para 

validação do modelo (3.710 dados amostrais). Em seguida converteram-se as imagens 

de índices em produtividade estimada. Para fins de validação dos modelos gerados, 

calcularam-se a Raiz do Erro Quadrático Médio (RMSE) e o Erro Médio Absoluto 

(MAE).  

  



39 
 

 
 

4. RESULTADOS E DISCUSSÃO  

Os mapas das Figuras 6, 7 e 8 mostram a produtividade interpolada (t.ha-1) dos 

talhões de algodão C-01, D-07 e E-01, respectivamente.  

 

 
Figura 6: Mapa da produtividade média do talhão disposta em sete intervalos. 
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Figura 7: Mapa da produtividade média do talhão D-07 disposta em sete intervalos. 

 
 

 
Figura 8: Mapa da produtividade média do talhão E-01 disposta em sete intervalos. 
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 A Tabela 6 resume os resultados da análise exploratória, apresentando os 

parâmetros estatísticos descritivos das medidas de tendência central e dispersão. A 

produtividade média do algodão na área de estudo foi de 4,33 t.ha-1, com desvio padrão 

de 0,53 t.ha-1 e coeficiente de variação de 12%.  

 
Tabela 6. Estatística descritiva dos dados de produtividade do algodão devidamente filtrados e 

interpolados. 

Descrição 
Produtividade (t/ha) 

C-01 D-07 E-01 Total 
Média 4,57 3,75 4,66 4,33 

Mediana 4,58 3,75 4,60 4,35 
Desvio 
padrão 

0,19 0,31 0,44 0,53 

Coeficiente 
de variação 0,04 0,08 0,09 0,12 

Amplitude 0,85 1,64 1,82 2,94 
Mínimo 4,09 2,68 3,81 2,68 
Máximo 4,94 4,32 5,63 5,63 

 

Embora não se trate da mesma variedade de algodão plantada em toda área, 

observa-se uma amplitude da variação da produtividade relativamente grande, de cerca 

de 2,94 t.ha-1. Esses resultados mostram grande variação da produtividade ao longo da 

safra analisada. 

Diversos fatores podem contribuir para a variação de produtividade do algodoeiro. 

Lamas (2011) cita importantes fatores para produtividade de algodão na região de 

cultivo, destacando a adoção de tecnologia e investimento realizados pelo produtor, 

disponibilidade de novas variedades e biotecnologias e rotação de culturas. Outras 

variáveis de natureza climáticas experimentadas ao longo do ciclo, também são 

importantes na definição da produtividade.  

Os dados de produtividade da área de estudo comportaram-se conforme uma 

distribuição normal pelo teste de Shapiro-Wilk, com valores de W entre 0,89 e 0,93 e    

valor p de 0,01. As Tabelas do Apêndice A (1, 2 e 3), apresentam as estatísticas 

descritivas dos dados espectrais do dossel do algodão, avaliados sob a forma de IVs, nas 

quatro datas analisadas. Analisando-se o comportamento multitemporal dos dados 

espectrais, nota-se que os dados espectrais apresentam a mesma tendência temporal para 

os três talhões analisados. Em sua maioria, os maiores valores médios de produtividade 

foram observados na imagem MSI-Sentinel 2 de 07/05/18, quando a cultura 
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encongtrava-se com aproximadamente 100 dias, estando na sua fase de maior potencial 

vegetativo e com maior acúmulo de biomassa (florescimento pleno).  

O coeficiente de variação dos IVs variou de 0,5%, para o índice SAVI, a 226% 

para o índice PSRI, tendo com média geral em 7,18%. A consideração do valor do 

coeficiente de variação depende do tipo de variável analisada. Para produtividade de 

cultivos agrícolas, valores maiores de 16% podem ser considerados como elevados para 

a produtividade de soja e 22% para o milho (Carvalho et al. 2003). Brandão et al. 

(2014) obtiveram coeficiente de variação de índices como o NDVI de 3,4% calculado 

por imagens orbitais em um único talhão de algodão em 2011. 

Os coeficientes de determinação (R2) entre as os valores dos índices de vegetação 

e a produtividade de algodão estão descritos nas Tabelas 7, 8 e 9.  

 
Tabela 7. Coeficientes de determinação entre a produtividade real e os índices de vegetação para o talhão 

C-01 nas quatro datas analisadas.  

C-01 14/abr 07/mai 27/mai 16/jun 
Linear Polinomial Linear Polinomial Linear Polinomial Linear Polinomial 

NDVI 0,13** 0,13** 0,10** 0,10** 0,02** 0,03** 0,04 0,04** 
ARVI 0,06** 0,06** 0,04** 0,04** 0,04** 0,05** 0,01 0,01** 
EVI 0,06** 0,06** 0,42** 0,05** 0,01** 0,02** 0,01 0,01** 

GSAVI 0,05** 0,06** 0,04** 0,05** 0,00** 0,01** 0,00 0,01** 
GVI 0,06** 0,06** 0,04** 0,05** 0,01** 0,01** 0,01 0,01** 

NDWI 0,06** 0,06** 0,05** 0,05** 0,01** 0,01** 0,01 0,01** 
SR 0,07** 0,07** 0,08** 0,08** 0,01** 0,03** 0,04 0,04** 

RDVI 0,10** 0,10** 0,15** 0,16** 0,02** 0,02** 0,03 0,03** 
SAVI 0,13** 0,13** 0,13** 0,13** 0,02** 0,03** 0,04 0,04** 

OSAVI 0,12** 0,23** 0,14** 0,15** 0,02** 0,02** 0,03 0,03** 
ENDVI 0,15** 0,21** 0,11** 0,11** 0,01** 0,02** 0,02 0,02** 
GNDVI 0,11** 0,31** 0,13** 0,13** 0,01** 0,01** 0,04 0,04** 

IPVI 0,13** 0,32** 0,10** 0,10** 0,02** 0,03** 0,04 0,04** 
NLI 0,14** 0,33** 0,14** 0,14** 0,02** 0,03** 0,04 0,04** 

NDRE 0,14** 0,14** 0,09** 0,09** 0,00** 0,02** 0,04 0,04** 
CRI2 0,25** 0,26** 0,00** 0,02** 0,03** 0,10** 0,04 0,04** 
PSRI 0,12** 0,23** 0,06** 0,06** 0,02** 0,03** 0,07 0,07** 
CRI1 0,25** 0,33** 0,01** 0,02** 0,01** 0,04** 0,00 0,00** 
ExG 0,19** 0,29** 0,06** 0,06** 0,02** 0,03** 0,03 0,03** 

ExGR 0,15** 0,32** 0,06** 0,06** 0,02** 0,03** 0,04 0,04** 
MGRVI 0,12** 0,32** 0,06** 0,06** 0,02** 0,03** 0,05 0,05** 

NDI 0,11** 0,32** 0,05** 0,05** 0,02** 0,03** 0,05 0,05** 
RGBVI 0,15** 0,32** 0,06** 0,06** 0,02** 0,02** 0,03 0,03** 
* e ** : significativo ao nível de 0,05 e 0,01 de probabilidade pelo teste F. 
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Tabela 8. Coeficientes de determinação entre a produtividade real e os índices de vegetação para o talhão 

D-07 nas quatro datas analisadas.  

D-07 
14/abr 07/mai 27/mai 16/jun 

Linear Polinomial Linear Polinomial Linear Polinomial Linear Polinomial 
NDVI 0,19** 0,58** 0,52** 0,74** 0,50** 0,75** 0,62** 0,82** 
ARVI 0,18** 0,47** 0,49** 0,50** 0,69** 0,74** 0,22** 0,33** 
EVI 0,18** 0,56** 0,35** 0,42** 0,64** 0,74** 0,64** 0,74** 

GSAVI 0,26** 0,58** 0,39** 0,44** 0,62** 0,74** 0,62** 0,75** 
GVI 0,47** 0,63** 0,61** 0,62** 0,53** 0,78** 0,53** 0,58** 

NDWI 0,47** 0,63** 0,61** 0,63** 0,53** 0,78** 0,54** 0,58** 
SR 0,22** 0,60** 0,56** 0,57** 0,52** 0,74** 0,65** 0,76** 

RDVI 0,13** 0,61** 0,31** 0,43** 0,47** 0,73** 0,62** 0,75** 
SAVI 0,21** 0,59** 0,66** 0,66** 0,51** 0,76** 0,62** 0,82** 

OSAVI 0,16** 0,62** 0,38** 0,73** 0,48** 0,74** 0,55** 0,56** 
ENDVI 0,19** 0,58** 0,50** 0,73** 0,47** 0,72** 0,52** 0,53** 
GNDVI 0,44** 0,65** 0,62** 0,73** 0,57** 0,73** 0,59** 0,60** 

IPVI 0,19** 0,58** 0,52** 0,74** 0,50** 0,75** 0,54** 0,55** 
NLI 0,17** 0,61** 0,44** 0,75** 0,49** 0,76** 0,54** 0,55** 

NDRE 0,12** 0,44** 0,53** 0,53** 0,60** 0,64** 0,61** 0,72** 
CRI2 0,30** 0,32** 0,38** 0,56** 0,70** 0,75** 0,43** 0,43** 
PSRI 0,07** 0,26** 0,48** 0,66** 0,50** 0,72** 0,55** 0,55** 
CRI1 0,36** 0,44** 0,01** 0,02** 0,25** 0,29** 0,40** 0,53** 
ExG 0,31** 0,57** 0,02** 0,38** 0,23** 0,69** 0,43** 0,69** 

ExGR 0,17** 0,51** 0,07** 0,30** 0,32** 0,51** 0,52** 0,71** 
MGRVI 0,01** 0,39** 0,34** 0,48** 0,41** 0,50** 0,58** 0,70** 

NDI 0,01** 0,39** 0,34** 0,41** 0,41** 0,53** 0,49** 0,61** 
RGBVI 0,14** 0,48** 0,16** 0,33** 0,30** 0,54** 0,62** 0,75** 
* e ** : significativo ao nível de 0,05 e 0,01 de probabilidade pelo teste F. 

 

 

 

 

 

 

 

 

 

 



44 
 

 
 

Tabela 9.  Coeficientes de determinação entre a produtividade real e os índices de vegetação para o talhão 

E-01 nas quatro datas analisadas.  

E-01 
14/abr 07/mai 27/mai 16/jun 

Linear Polinomial Linear Polinomial Linear Polinomial Linear Polinomial 
NDVI 0,54** 0,55** 0,70** 0,72** 0,65** 0,68** 0,60** 0,64** 
ARVI 0,33** 0,33** 0,41** 0,43** 0,12** 0,18** 0,28** 0,31** 
EVI 0,36** 0,36** 0,47** 0,48** 0,46** 0,48** 0,50** 0,63** 

GSAVI 0,37** 0,37** 0,45** 0,46** 0,44** 0,47** 0,56** 0,61** 
GVI 0,35** 0,35** 0,27** 0,29** 0,10** 0,18** 0,40** 0,57** 

NDWI 0,36** 0,36** 0,27** 0,29** 0,09** 0,18** 0,41** 0,57** 
SR 0,57** 0,59** 0,73** 0,74** 0,66** 0,68** 0,60** 0,62** 

RDVI 0,55** 0,57** 0,75** 0,77** 0,64** 0,66** 0,61** 0,64** 
SAVI 0,70** 0,72** 0,70** 0,71** 0,65** 0,67** 0,61** 0,64** 

OSAVI 0,55** 0,56** 0,74** 0,74** 0,65** 0,68** 0,61** 0,64** 
ENDVI 0,52** 0,53** 0,71** 0,73** 0,68** 0,70** 0,60** 0,63** 
GNDVI 0,59** 0,60** 0,54** 0,54** 0,34** 0,39** 0,06** 0,24** 

IPVI 0,54** 0,55** 0,70** 0,72** 0,65** 0,68** 0,60** 0,64** 
NLI 0,54** 0,55** 0,73** 0,74** 0,65** 0,68** 0,61** 0,65** 

NDRE 0,49** 0,55** 0,70** 0,72** 0,67** 0,68** 0,61** 0,64** 
CRI2 0,43** 0,43** 0,10** 0,35** 0,55** 0,55** 0,32** 0,43** 
PSRI 0,55** 0,55** 0,62** 0,64** 0,52** 0,55** 0,61** 0,64** 
CRI1 0,30** 0,33** 0,18** 0,32** 0,41** 0,42** 0,56** 0,61** 
ExG 0,33** 0,39** 0,25** 0,27** 0,32** 0,32** 0,73** 0,73** 

ExGR 0,42** 0,45** 0,35** 0,38** 0,39** 0,39** 0,72** 0,72** 
MGRVI 0,48** 0,51** 0,41** 0,45** 0,50** 0,51** 0,51** 0,61** 

NDI 0,49** 0,51** 0,41** 0,47** 0,48** 0,50** 0,53** 0,59** 
RGBVI 0,42** 0,45** 0,39** 0,43** 0,44** 0,44** 0,73** 0,73** 
* e ** : significativo ao nível de 0,05 e 0,01 de probabilidade pelo teste F. 

Foi possível observar, através dos coeficientes de determinação (R2), que o talhão 

C-01, em sua totalidade, não possuiu boa correlação com a produtividade do algodão 

em todo o ciclo estudado. Gutierrez et al. (2012) demonstraram que o uso de IVs na 

estimativa da produtividade pode ter restrições em algumas situações, principalmente 

quando há desequilíbrio entre o crescimento vegetativo e o reprodutivo. O algodoeiro é 

uma planta com sistema fotossintético C3, cuja produção de biomassa não apresenta 

correlação direta com a produtividade, diferentemente ao que ocorre com as plantas C4, 

como as gramíneas (THENKABALL et al. 2000). 

Os valores dos IVs podem sofrer influência de outros fatores além dos 

relacionados com a reflectância do dossel dos cultivos. Jones et al. (2012) estudaram o 

efeito de diferentes solos, orientação do sensor em relação ao alinhamento de plantio, 

tipo de palhada e teor de umidade do solo no valor do NDVI calculado por um sensor 
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ótico ativo de vegetação. Os autores concluíram que a variação de todos esses fatores 

induziu em diferenças no valor do índice. As variações levaram a erros da ordem de 15 

a 35% sobre o valor calculado do NDVI; essa diferença significa até 500 kg.ha-1 na 

estimativa da produtividade da cultura do milho. 

Essa situação também pode estar associada às calibrações realizadas nas máquinas 

tal como pela época de colheita, que quanto mais tardia, ocorre o escorrimento do 

algodão no capulho. A produtividade obtida pelo sensor tende a ser superestimada 

quando a produtividade da lavoura é alta: por exemplo, na variedade TMG 47 B2RF é 

subestimada quando a produtividade da lavoura é baixa, casos em que é aconselhável 

realizar a calibração, sempre ao trocar de lavoura e, indispensavelmente, ao mudar de 

cultivar. De acordo com Blackmore et al. (2003) o mapa de produtividade da cultura é o 

melhor indicador entre todos os fatores que influenciam o rendimento; entretanto, a 

coleta de dados pela colhedora deve ser acompanhada de cuidados operacionais, como a 

largura efetiva de linhas na plataforma, entrada e saída da lavoura, número de manobras. 

Por essa questão, nas discussões subsequentes, o talhão C-01 não será incluído.  

Em contrapartida, os talhões D-07 e E-01 apresentaram ótimos valores de 

correlações com a produtividade do algodão nas quatro datas analisadas, tendo 

correlações positivas entre as médias de valores de índice de vegetação com a 

produtividade do algodão. Venteris et al. (2015) relataram que analises interanual de 

dados de IVs com a produtividade de cultivos agrícolas podem ser prejudicadas devido 

à interferência de vários fatores, dentre os quais pode-se destacar as diferenças na data 

de aquisição das imagens e a interação com o estádio de crescimento da cultura, o que 

valida o estudo atual em um ano/ciclo do algodão. 

A adoção de equações não-lineares por Pellegrino (2000) e por Machado (2003) 

melhorou a explicação da produtividade pelos dados espectrais. Faz sentido imaginar 

que as variáveis biológicas envolvidas, pela própria natureza, condicionem interações 

complexas e, portanto, mais ajustáveis a equações não-lineares. O modelo de regressão 

polinomial quadrático obteve melhores desempenhos em relação ao modelo linear, 

como por exemplo no caso do índice OSAVI no talhão D-07 para a data de 17/04, em 

que o valor da correlação polinomial quadrática foi quase quatro vezes maior que o 

obtido na correlação linear (indo de 0,16 para 0,62), indicando que o modelo quadrático 

conseguiu explicar melhor os valores dependentes, ou seja, os valores observados 

(reais), indicando ser capaz de estimar a produtividade satisfatoriamente. 
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Pode-se observar que por meio do coeficiente de determinação, que o SAVI foi o 

que melhor explicou a produtividade dos talhões, por ser um índice de vegetação que 

leva em consideração a banda do vermelho, infravermelho próximo, além de ter uma 

certa vantagem na redução do sinal do solo e da atmosfera, correspondendo melhor na 

detecção de regiões com maiores densidades de biomassa. O NDVI, assim como o 

RDVI apresentaram também boas correlações com a produtividade, por serem índices 

que também utilizam essas duas bandas espectrais, e que tem uma relação direta com o 

vigor da vegetação. A Razão Simples (SR), apesar de ser considerada um índice de fácil 

cálculo, e de sofrer influências da atmosfera, obteve boas correlações durante o ciclo 

estudado do algodão. Já o índice CRI1 apresentou menor correlação, ou seja, os valores 

dos determinantes foram baixos, o que pode significar que para o CRI1, que se utiliza 

somente das bandas do azul e verde, os valores não foram suficientes para corresponder 

à produtividade do algodão. O ARVI também não teve bons valores de correlação com 

a produtividade do algodão, apesar de ser considerado, em média, quatro vezes menos 

sensível aos fatores atmosféricos que o NDVI, sendo ideal para casos em que os efeitos 

atmosféricos são mais influentes que os fatores do solo, como é o caso de uma 

superfície totalmente coberta por vegetação (ROCHA, 2012).  

O NDWI, apesar de ser um índice da água, apresentou ótima correlação (0,78) 

com a produtividade do talhão D-07 em 27/05, fase em que a planta se encontra em seu 

florescimento pleno, retendo maior quantidade de água nas folhas e, consequentemente, 

os índices que exploram as bandas da água, tendem a apresentar melhores resultados. 
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Figura 9. Correlograma entre os índices de vegetação entre si e a produtividade na data de 17/04/18. 
 

 
Figura 10. Correlograma entre os índices de vegetação entre si e a produtividade na data de 07/05/18. 
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Figura 11. Correlograma entre os índices de vegetação e a produtividade na data de 27/05/18. 
 

 

 
Figura 12. Correlograma entre os índices de vegetação e a produtividade na data de 16/06/18. 
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 Pelas análises estatísticas pode-se inferir que a correlação entre os dados 

espectrais e a produtividade é dependente da idade do algodoeiro e do seu estádio 

fenológico. A data de 17/04 corresponde ao início do florescimento do algodão, que se 

mostrou a fase menos indicada para se estimar a produtividade da cultura, com os 

menores coeficientes de determinação, como pode ser observado na faixa mais clara da 

Figura 9. Comportamento contrário ocorreu na fase da frutificação completa do 

algodão, representada pela data de 16/06, onde obtiveram-se as melhores correlações 

entre a produtividade e os índices de vegetação, podendo ser visualizada pela faixa mais 

escura da Figura 12. Nesta fase, os índices NDVI e SAVI obtiveram os maiores valores 

de correlação de toda a área analisada (0,82) (Tabela 9). Essa constatação corrobora 

com a afirmação de Gutierrez (2012), que alega que para a estimativa da produtividade 

do algodão, o momento de aquisição durante a frutificação é a fase que apresenta maior 

correlação. Iqbal et al. (2013) também concluíram que uma única imagem 

multiespectral durante a fase fenológica de frutificação é suficiente para estimar a 

variabilidade espacial do rendimento de fibra de algodão. 

Os índices que se utilizam somente das 3 bandas do visível (RGB), ExG, ExGR, e 

RGBVI, obtiveram um aumento considerável do seu valor de correlação (>0,70) na data 

de 16/06 (Tabela 10), que se refere à frutificação completa do algodão. Segundo 

Brandão (2011), nessa fase os capulhos encontram-se abertos em pelo menos 80% das 

plantas. Uma explicação é que o algodão nessa fase já está com praticamente todos seus 

capulhos abertos e que os mesmos possuem a cor branca como característica, o que 

resulta numa alta reflectância nos comprimentos de onda das bandas do visível, sendo 

que a junção das cores primarias (RGB) concebem a cor branca. 

De acordo com Hopkins (2000), quanto maior for o valor absoluto do coeficiente, 

mais forte é a relação entre as variáveis, o coeficiente de determinação varia entre 0 e 1, 

no qual indica em porcentagem quanto o modelo consegue explicar os valores 

observados em campo. Com isso, foram considerados os melhores índices os que 

tiverem os melhores desempenhos através do R², tanto para o modelo linear, quanto 

para o polinomial, visando a utilização de todos as bandas espectrais avaliadas. As 

Tabelas 10 e 11 apresentam os resultados da análise de regressão linear e polinomial 

quadrática, a partir dos melhores índices, ou seja, os que obtiveram maiores valores de 

correlação com a produtividade, e seus valores acumulados (IVacum) para as quatro 

datas analisadas. 
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Tabela 10: Resultados da análise de regressão linear e polinomial quadrática entre os melhores índices de vegetação em relação à produtividade do algodoeiro e seus 
respectivos valores acumulados nas quatro datas analisadas para o talhão D-07. 

 

D-07 
Linear Polinomial 

R2 p-valor Equação R2 p-valor Equação 

IV 

NDVI 
0,64 <0,001 y = 11,043x - 

5,8948 0,65 <0,001 y = 44,203x2 - 63,073x + 
25,12 16/jun 

NDRE 
0,15 0,0018 y = 7,6857x + 

0,5327 0,44 <0,001 y = -429,96x2 + 341,41x - 
63,976 16/jun 

SAVI 
0,64 <0,001 y = 8,8572x - 

5,9606 0,65 <0,001 y = 28,89x2 - 51,973x + 
26,006 16/jun 

CRI2 
0,67 <0,001 y = -0,3058x + 

9,2887 0,67 <0,001 y = 0,0047x2 - 0,4835x + 
10,97 27/mai 

IVacum 

NDVI 0,61 <0,001 y = 5,9029x - 
17,191 0,61 <0,001 y = 1,3479x2 - 3,4907x - 

0,8303 

NDRE 0,03 <0,001 y = -1,814x + 
6,616 0,05 <0,001 y = -66,319x2 + 213,66x - 

168,35 

SAVI 0,61 <0,001 y = 4,939x - 
18,344 0,61 <0,001 y = 1,7229x2 - 10,215x + 

14,969 

CRI2 0,67 <0,001 y = -0,1177x + 
13,901 0,67 <0,001 y = -0,0044x2 + 0,6548x - 

19,834 
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Tabela 11: Resultados da análise de regressão linear e polinomial quadrática entre os melhores índices de vegetação em relação à produtividade do algodoeiro e seus 
respectivos valores acumulados nas quatro datas analisadas para o talhão E-01. 

E-01 
Linear Polinomial 

R2 p-
valor 

Equação R2 p-valor Equação 

IV 

SAVI 
0,58 <0,001 y = 43,658x - 43,86 0,58 <0,001 y = 663,41x2 - 1424,8x + 

768,7 17/abr 
RDVI 

0,55 <0,001 y = 29,047x - 13,816 0,56 <0,001 y = -285,76x2 + 389,87x - 
127,69 07/mai 

OSAVI 
0,57 <0,001 y = 26,716x - 22,377 0,57 <0,001 

y = -99,074x2 + 226,06x - 
122,64 

 07/mai 

ExR 
0,58 <0,001 y = 47,567x + 3,1041 0,58 <0,001 y = -855,2x2 + 97,522x + 

2,3965 16/jun 
RGBVI 

0,58 <0,001 y = 8,8382x + 1,1181 0,59 <0,001 y = -38,047x2 + 37,939x - 
4,4181 16/jun 

IVacum 

SAVI 0,62 <0,001 y = 10,115x - 38,163 0,62 <0,001 y = -8,3149x2 + 80,249x - 
186,05 

RDVI 0,59 <0,001 y = 5,2984x - 8,1261 0,60 <0,001 y = -13,915x2 + 71,881x - 
87,738 

OSAVI 0,57 <0,001 y = 4,2824x - 12,001 0,63 <0,001 y = -4,2811x2 + 37,348x - 
75,835 

ExR 0,58 <0,001 y = 36,324x - 0,3708 0,62 <0,001 y = -969,18x2 + 300,77x - 
18,354 

RGBVI 0,59 <0,001 y = 4,3523x - 2,3392 0,64 <0,001 y = -15,993x2 + 55,363x - 
42,945 
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Comparando o IV acumulado e o IV individual, observou-se o aumento dos 

valores de correlação, em sua  maioria, dos dados acumulados superaram os dados 

individuais, como é possível ver no talhão E-01, onde o índice RGBVI obteve maior R2 

individual: esse dado explicou 59% da variação da produtividade, enquanto o RGBVI 

acumulado explicou 64%, que foi o maior R2 obtido dos dados dos IV’s acumulados. 

Caso contrário em relação ao talhão D-07, em que entre os valores de R² dos dados 

individuais e acumulados não há uma diferença entre eles. Considera-se esse um bom 

resultado, uma vez que a variável espectral sozinha explicou 82% da variação da 

produtividade algumas semanas antes da colheita, como é o caso do CRI2. Em relação à 

correlação linear e polinomial, nota-se que não houve uma diferença significante entre 

os modelos, exceto no caso do NDRE no talhão D-07, em que o seu valor de R² de 0,15 

para o modelo linear, foi para 0,44 no modelo polinomial, fato este que faz-se 

questionar do quão assertivo foi o ajuste da curva do modelo na estimativa da 

produtividade do algodão. no qual o dado espectral acumulado não superou a correlação 

obtida pelo índice referente à uma data de análise.  

As Tabela 12 e 13 apresentam a estatística dos valores da predição da 

produtividade através dos melhores IVs analisados para cada talhão, sendo possível a 

realização da comparação entre a produtividade observada. 

Apesar da diferença entre os coeficientes de determinação entre os IVs, quando 

aplicada a equação de regressão para estimativa da produtividade, nota-se que todas as 

estimativas, tanto para o modelo linear quanto para o polinomial, superestimaram a 

média e mediana dos dadora reais, com exceção do NDRE no talhão D-07, que apesar 

de subestimado, foi a estimativa mais próxima do real. Já para o desvio padrão e o 

coeficiente de variação, os dados estimados se destacam pelos valores obtidos bem 

abaixo do valores reais para todos os IVs, indicando uma boa estimação dos dados de 

produtividade, o que corrobora com o estudo de Guo et al. (2012) que relacionaram a 

maior produção de algodão ao longo de cinco safras, quando a variabilidade espacial da 

produtividade no talhão analisado indicado pelo coeficiente de variação foi menor. 

Outra observação interessante, é a baixa amplitude dos dados estimados, podendo ser 

efeito da interpolação dos dados de produtividade, em que todo o talhão se comporte de 

maneira menos heterogênea.  

A Tabela 14 apresenta os resultados do RMSE e MAE entre a produtividade 

observada e a estimada. 
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Tabela 12. Estatística descritiva da produtividade estimada a partir das melhores correlações lineares entre os índices de vegetação e a produtividade real para toda a 

área estudada. 

Talhão 
Dado 

Espectral 

Produtividade 
Média Estimada 

(t.ha-1) 
Mediana Desvio Padrão 

Coeficiente 
de Variação Amplitude Mínimo Máximo 

D -07 

CRI2 - 27/05 3,89 3,89 0,05 1,23 0,37 3,62 4,00 
NDVI - 16/06 3,83 3,83 0,03 0,74 0,14 3,74 3,88 
SAVI - 16/06 3,83 3,83 0,03 0,70 0,13 3,75 3,88 
NDRE - 16/06 3,62 3,62 0,04 1,06 0,18 3,53 3,71 
CRI2 - Acum 3,95 3,94 0,07 1,74 0,42 3,83 4,25 
NDVI - Acum 3,80 3,82 0,06 1,52 0,28 3,64 3,92 
SAVI - Acum 3,80 3,82 0,05 1,41 0,25 3,66 3,91 
NDRE - Acum 3,73 3,73 0,03 0,84 0,14 3,67 3,81 

E - 01 

SAVI - 17/04 4,81 4,89 0,16 3,41 0,76 4,23 4,99 
RDVI - 07/05 4,98 5,01 0,17 3,45 0,76 4,43 5,19 

OSAVI - 07/05 4,94 4,98 0,16 3,30 0,76 4,37 5,13 
ExR - 16/06 4,89 5,00 0,24 4,97 0,89 4,27 5,15 

RGBVI - 16/06 4,90 5,00 0,24 4,95 0,86 4,26 5,12 
SAVI - Acum 4,81 4,89 0,16 3,41 0,76 4,23 4,99 
RDVI - Acum 4,99 5,04 0,16 3,16 0,65 4,52 5,17 

OSAVI - Acum 4,96 5,00 0,15 2,98 0,63 4,49 5,12 
ExR - Acum 5,15 5,28 0,31 6,08 1,22 4,32 5,54 

RGBVI - Acum 5,13 5,23 0,26 5,15 1,03 4,37 5,40 
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Tabela 13. Estatística descritiva da produtividade estimada a partir das melhores correlações polinomiais quadráticas entre os índices de vegetação e a produtividade 

real para toda a área estudada. 

Talhão 
Dado 

Espectral 

Produtividade 
Média Estimada 

(t.ha-1) 
Mediana Desvio Padrão 

Coeficiente 
de Variação Amplitude Mínimo Máximo 

D -07 

CRI2 - 27/05 3,90 3,89 0,05 1,27 0,38 3,63 4,01 
NDVI - 16/06 3,85 3,86 0,04 0,97 0,19 3,73 3,92 
SAVI - 16/06 3,86 3,86 0,04 0,92 0,17 3,75 3,92 
NDRE - 16/06 3,78 3,79 0,03 0,72 0,12 3,68 3,80 
CRI2 - Acum 4,07 4,07 0,05 1,24 0,29 3,98 4,27 
NDVI - Acum 3,80 3,82 0,06 1,52 0,28 3,64 3,92 
SAVI - Acum 3,81 3,82 0,06 1,49 0,27 3,65 3,92 
NDRE - Acum 3,69 3,72 0,06 1,57 0,26 3,48 3,74 

E - 01 

SAVI - 17/04 4,80 4,88 0,16 3,31 0,75 4,22 4,97 
RDVI - 07/05 4,93 4,96 0,13 2,73 0,61 4,45 5,07 

OSAVI - 07/05 4,92 4,96 0,15 3,03 0,71 4,38 5,09 
ExR - 16/06 4,83 4,93 0,20 4,06 0,74 4,27 5,01 

RGBVI - 16/06 4,82 4,91 0,19 3,86 0,70 4,26 4,96 
SAVI - Acum 4,80 4,88 0,16 3,31 0,75 4,22 4,97 
RDVI - Acum 4,92 4,96 0,11 2,21 0,46 4,56 5,02 

OSAVI - Acum 4,93 4,96 0,13 2,58 0,55 4,51 5,06 
ExR - Acum 4,90 4,97 0,17 3,38 0,66 4,32 4,98 

RGBVI - Acum 4,91 4,96 0,14 2,85 0,57 4,40 4,97 
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Tabela 14. Resultados do RMSE entre a produtividade observada e a estimada. 

Talhão Dado Espectral 
RMSE MAE 

Polinomial Linear Polinomial Linear 

D -07 

CRI2 - 27/05 0,11 0,15 0,29 0,35 
NDVI - 16/06 0,06 0,05 0,19 0,20 
SAVI - 16/06 0,06 0,05 0,18 0,20 
NPRE - 16/06 0,17 0,07 0,38 0,24 
CRI2 - Acum 0,06 0,12 0,19 0,30 
NDVI - Acum 0,07 0,07 0,23 0,23 
SAVI - Acum 0,07 0,07 0,15 0,15 
NPRE - Acum 0,10 0,12 0,28 0,32 

E - 01 

SAVI - 17/04 0,08 0,10 0,23 0,27 
RDVI - 07/05 0,15 0,14 0,33 0,32 

OSAVI - 07/05 0,09 0,10 0,26 0,27 
ExR - 16/06 0,11 0,14 0,29 0,34 

RGBVI - 16/06 0,03 0,03 0,15 0,14 
SAVI - Acum 0,06 0,06 0,14 0,15 
RDVI - Acum 0,07 0,10 0,22 0,27 

OSAVI - Acum 0,09 0,10 0,24 0,27 
ExR - Acum 0,08 0,12 0,21 0,30 

RGBVI - Acum 0,04 0,14 0,13 0,13 
 
 

Estudos têm sido desenvolvidos avaliando a região espectral Red-edge como 

alternativa para substituição do NDVI, situando-se entre 680-740 nm nas bandas do 

vermelho e infravermelho próximo (KANKE et al., 2012). Os índices baseados nessa 

faixa do espectro eletromagnético são mais eficazes em comparação aos índices que 

utilizam a banda do vermelho para a predição de produtividade, mas que não foi o caso 

para a cultura do algodão. Apesar de ter obtido o maior valor de significância (p-valor) 

(Tabela 11), o índice NDRE obteve os maiores valores de CV (Tabela 13) e os maiores 

valores do RMSE e MAE (Tabela 14) na produtividade estimada por ele, tanto em uma 

data como em seu acumulado, se mostrando não indicado para a estimativa do 

algodoeiro. 

Apesar da relação não linear do modelo polinomial quadrático teoricamente 

melhorar a explicação dos dados espectrais com a produtividade do que o modelo linear, 
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quando observados os resultados dos R2 (Tabelas 10 e 11) e da estatística descritiva dos 

dados estimados (Tabela 12 e 13), vemos que não existe uma diferença significativa 

entre eles na estimativa da produtividade. Ao contrário do que se observa nos resultados 

do RMSE e MAE, em que é visto uma diferença de até 0,13 ton.ha-1 entre os modelos, 

caso este do RGBVI, evidenciando a explicação teórica do uso de um modelo não linear 

em estudos como esse. 

É possível observar que o índice RGBVI, apesar de ter obtido o segundo maior 

valor do coeficiente de variação (Tabela 12), ele obteve os mais baixos valores do 

RMSE de MAE, o que indica ser um bom preditor da produtividade do algodão na fase 

de frutificação completa, apesar de Bending et al. (2015) indicarem que esse índice é 

mais eficiente nos estágios iniciais de desenvolvimento da cultura. 

Além do R2, a análise exploratória do valor médio dos dados espectrais (Tabelas 

12 e 13), revelaram que além dos CVs do SAVI serem menores em relação aos demais, 

também possuem os baixos valores do RMSE e MAE (Tabela 14). Esse fato sugere 

menor sensibilidade do SAVI em detectar variações no dossel do algodão tanto em 

relação à variação entre os talhões por imagem, quanto ao comportamento 

multitemporal entre as imagens. 
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5. CONCLUSÕES 

 
Os dados espectrais do dossel do algodoeiro têm relação direta com a 

produtividade da cultura, sendo indicada para tal análise alguma data que se refira à fase 

de frutificação completa da cultura. Os experimentos deste estudo demonstraram que 

IVs derivados de imagens do sensor MSI- Sentinel 2 podem ser utilizados para 

estimativas de produtividade de safras de algodão nessa fase. 

O índice de vegetação que se mostrou mais adequado para a predição da 

produtividade, mesmo sem a utilização da banda do infravermelho, foi o RGBVI, tanto 

para uma única imagem (16/jun), quanto para o acumulado das quatro imagens 

(IVacum). A utilização dos dados espectrais na forma acumulada não obteve uma 

diferença significativa para a estimativa da produtividade, sendo então sugerido a não 

utilização do mesmo, por resultarem em maior tempo de análise e processamento. 

Deste modo conclui-se que o RGBVI pode ser utilizado como um fator estimador 

da cultura do algodão, podendo ser úteis em programas de monitoramento e previsões 

de safras, porém a equação obtida para esse índice é aplicável somente para a área e 

safra estudada. 

Outros estudos podem ser realizados a partir do conjunto de dados deste 

experimento, como na junção com dados agrometeorológicos e dados SAR para geração 

de um modelo agrometeorológico-espectral para prever a produtividade do algodoeiro 

de forma mais precisa. 
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APÊNDICE A 
 

Tabela 1A: Estatística descritiva dos dados espectrais (índices de vegetação) nas quatro datas analisadas para o talhão C-01. 

Dado 
espectral 

Data da 
imagem 

Idade da 
cultura (dias) Média Mediana Desvio 

Padrão 
Coeficiente 
de Variação Amplitude Mínimo Máximo 

NDVI 

17/04/18 90 0,85 0,85 0,02 0,019 0,08 0,80 0,88 

07/05/18 110 0,88 0,88 0,00 0,005 0,03 0,87 0,89 

27/05/18 130 0,87 0,87 0,00 0,005 0,02 0,85 0,88 

16/06/18 150 0,85 0,85 0,01 0,010 0,04 0,83 0,86 

ARVI 

17/04/18 90 0,85 0,85 0,02 0,028 0,11 0,78 0,89 

07/05/18 110 0,87 0,87 0,01 0,008 0,03 0,86 0,89 

27/05/18 130 0,59 0,56 0,10 0,174 0,36 0,52 0,88 

16/06/18 150 0,85 0,85 0,01 0,010 0,04 0,83 0,86 

EVI 

17/04/18 90 0,68 0,68 0,04 0,053 0,16 0,59 0,75 

07/05/18 110 0,75 0,75 0,01 0,019 0,07 0,71 0,78 

27/05/18 130 0,78 0,78 0,02 0,019 0,06 0,75 0,81 

16/06/18 150 0,63 0,62 0,02 0,028 0,07 0,59 0,66 

GSAVI 

17/04/18 90 0,56 0,56 0,02 0,039 0,10 0,51 0,60 

07/05/18 110 0,63 0,63 0,01 0,014 0,65 0,60 0,65 

27/05/18 130 0,62 0,62 0,01 0,013 0,03 0,61 0,64 

16/06/18 150 0,56 0,56 0,01 0,018 0,04 0,54 0,58 
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GVI 

17/04/18 90 0,12 0,12 0,01 0,073 0,03 0,10 0,14 

07/05/18 110 0,09 0,09 0,00 0,022 0,09 0,09 0,09 

27/05/18 130 0,10 0,11 0,00 0,020 0,01 0,10 0,11 

16/06/18 150 0,10 0,10 0,00 0,024 0,01 0,09 0,10 

NDWI 

17/04/18 90 -0,79 -0,79 0,01 -0,015 0,05 -0,81 -0,76 

07/05/18 110 -0,83 -0,83 0,00 -0,004 -0,83 -0,84 -0,83 

27/05/18 130 -0,81 -0,81 0,00 -0,004 0,02 -0,82 -0,80 

16/06/18 150 -0,83 -0,83 0,00 -0,005 0,02 -0,83 -0,82 

SR 

17/04/18 90 13,80 13,72 1,56 0,114 6,75 10,07 16,82 

07/05/18 110 16,95 16,99 0,69 0,041 18,54 14,83 18,54 

27/05/18 130 15,07 15,11 0,55 0,037 2,55 13,71 16,26 

16/06/18 150 12,69 12,61 0,72 0,057 2,98 11,18 14,15 

RDVI 

17/04/18 90 0,56 0,56 0,02 0,040 0,10 0,50 0,61 

07/05/18 110 0,62 0,62 0,01 0,015 0,64 0,59 0,64 

27/05/18 130 0,59 0,59 0,01 0,015 0,04 0,57 0,61 

16/06/18 150 0,54 0,54 0,01 0,021 0,04 0,52 0,56 

SAVI 

17/04/18 90 1,06 1,06 0,02 0,019 0,10 1,00 1,10 

07/05/18 110 0,96 0,96 0,01 0,006 0,97 0,94 0,97 

27/05/18 130 1,09 1,09 0,01 0,005 0,03 1,08 1,11 

16/06/18 150 0,88 0,88 0,02 0,020 0,06 0,86 0,91 
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OSAVI 

17/04/18 90 0,93 0,93 0,03 0,031 0,13 0,85 0,99 

07/05/18 110 1,00 1,00 0,01 0,010 1,02 0,96 1,02 

27/05/18 130 0,96 0,97 0,01 0,010 0,05 0,94 0,99 

16/06/18 150 0,91 0,91 0,01 0,016 0,06 0,88 0,94 

ENDVI 

17/04/18 90 0,75 0,76 0,01 0,017 0,06 0,72 0,78 

07/05/18 110 0,81 0,81 0,00 0,005 0,82 0,80 0,82 

27/05/18 130 0,77 0,77 0,00 0,006 0,02 0,76 0,78 

16/06/18 150 0,78 0,78 0,01 0,008 0,02 0,77 0,79 

GNDVI 

17/04/18 90 0,79 0,79 0,01 0,015 0,05 0,76 0,81 

07/05/18 110 0,83 0,83 0,00 0,004 0,84 0,82 0,84 

27/05/18 130 0,82 0,82 0,00 0,004 0,02 0,81 0,83 

16/06/18 150 0,83 0,83 0,00 0,005 0,02 0,82 0,84 

IPVI 

17/04/18 90 0,93 0,93 0,01 0,009 0,04 0,90 0,94 

07/05/18 110 0,94 0,94 0,00 0,003 0,95 0,93 0,95 

27/05/18 130 0,93 0,93 0,00 0,003 0,01 0,93 0,94 

16/06/18 150 0,92 0,92 0,00 0,004 0,02 0,91 0,93 

NLI 

17/04/18 90 0,66 0,67 0,05 0,072 0,23 0,52 0,75 

07/05/18 110 0,76 0,76 0,01 0,018 0,79 0,71 0,79 

27/05/18 130 0,71 0,72 0,01 0,020 0,07 0,67 0,75 

16/06/18 150 0,64 0,64 0,03 0,040 0,10 0,58 0,68 
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NDRE 

17/04/18 90 0,38 0,38 0,02 0,056 0,10 0,32 0,42 

07/05/18 110 0,38 0,38 0,01 0,027 0,40 0,35 0,40 

27/05/18 130 0,34 0,34 0,01 0,023 0,04 0,32 0,36 

16/06/18 150 0,37 0,37 0,01 0,026 0,05 0,34 0,39 

CRI2 

17/04/18 90 18,13 18,10 0,38 0,021 2,40 17,15 19,55 

07/05/18 110 22,00 22,02 0,27 0,012 22,59 21,24 22,59 

27/05/18 130 16,93 16,93 0,19 0,011 0,87 16,52 17,39 

16/06/18 150 25,03 25,02 0,43 0,017 2,45 23,83 26,29 

PSRI 

17/04/18 90 0,00 0,00 0,00 1,969 0,02 0,00 0,02 

07/05/18 110 0,03 0,03 0,01 0,251 0,07 0,02 0,07 

27/05/18 130 0,01 0,00 0,01 1,373 0,04 -0,01 0,03 

16/06/18 150 0,08 0,08 0,01 0,123 0,05 0,06 0,11 

CRI1 

17/04/18 90 10,85 10,83 0,31 0,029 1,94 9,94 11,88 

07/05/18 110 13,62 13,65 0,27 0,019 14,13 12,92 14,13 

27/05/18 130 9,57 9,55 0,23 0,025 1,09 8,97 10,06 

16/06/18 150 12,19 12,18 0,40 0,033 1,76 11,25 13,02 

ExR 

17/04/18 90 0,03 0,03 0,00 0,050 0,01 0,03 0,03 

07/05/18 110 0,03 0,03 0,00 0,036 0,03 0,03 0,03 

27/05/18 130 0,02 0,02 0,00 0,043 0,00 0,02 0,03 

16/06/18 150 0,02 0,02 0,00 0,088 0,01 0,01 0,02 
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ExGR 

17/04/18 90 0,03 0,03 0,00 0,121 0,02 0,02 0,04 

07/05/18 110 0,03 0,03 0,00 0,066 0,03 0,02 0,03 

27/05/18 130 0,02 0,02 0,00 0,079 0,01 0,02 0,03 

16/06/18 150 0,01 0,01 0,00 0,320 0,01 0,00 0,01 

MGRVI 

17/04/18 90 0,37 0,37 0,05 0,128 0,23 0,22 0,45 

07/05/18 110 0,35 0,36 0,02 0,057 0,39 0,28 0,39 

27/05/18 130 0,32 0,32 0,02 0,057 0,08 0,27 0,35 

16/06/18 150 0,16 0,16 0,03 0,213 0,15 0,08 0,22 

NDI 

17/04/18 90 0,19 0,19 0,03 0,136 0,13 0,11 0,24 

07/05/18 110 0,39 0,39 0,01 0,033 0,41 0,35 0,41 

27/05/18 130 0,16 0,17 0,01 0,060 0,04 0,14 0,18 

16/06/18 150 0,08 0,08 0,02 0,215 0,07 0,04 0,11 

RGBVI 

17/04/18 90 0,38 0,38 0,02 0,065 0,12 0,31 0,43 

07/05/18 110 0,18 0,18 0,01 0,060 0,20 0,15 0,20 

27/05/18 130 0,32 0,33 0,01 0,039 0,05 0,29 0,35 

16/06/18 150 0,25 0,25 0,02 0,083 0,09 0,20 0,29 
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Tabela 2A: Estatística descritiva dos dados espectrais (índices de vegetação) nas quatro datas analisadas para o talhão D-07. 

Dado 
espectral 

Data da 
imagem 

Idade da 
cultura 
(dias) 

Média Mediana 
Desvio 
Padrão 

Coeficiente 
de Variação 

Amplitude Mínimo Máximo 

NDVI 

17/04/18 74 0,90 0,90 0,00 0,005 0,03 0,88 0,90 
07/05/18 94 0,92 0,90 0,01 0,006 0,03 0,87 0,90 
27/05/18 114 0,88 0,88 0,01 0,008 0,05 0,84 0,89 
16/06/18 134 0,87 0,88 0,02 0,023 0,11 0,78 0,88 

ARVI 

17/04/18 74 0,91 0,91 0,01 0,006 0,03 0,88 0,91 
07/05/18 94 0,89 0,90 0,01 0,010 0,05 0,86 0,91 
27/05/18 114 0,58 0,60 0,05 0,080 0,26 0,40 0,67 
16/06/18 134 0,87 0,88 0,02 0,023 0,11 0,78 0,88 

EVI 

17/04/18 74 0,83 0,83 0,02 0,018 0,08 0,77 0,85 
07/05/18 94 0,81 0,81 0,02 0,023 0,10 0,73 0,83 
27/05/18 114 0,69 0,70 0,05 0,064 0,24 0,51 0,74 
16/06/18 134 0,69 0,70 0,04 0,064 0,23 0,51 0,74 

GSAVI 

17/04/18 74 0,66 0,66 0,01 0,015 0,05 0,62 0,67 
07/05/18 94 0,66 0,66 0,01 0,016 0,68 0,62 0,68 
27/05/18 114 0,60 0,61 0,03 0,042 0,13 0,49 0,62 
16/06/18 134 0,60 0,61 0,03 0,042 0,13 0,49 0,62 

GVI 

17/04/18 74 0,09 0,09 0,00 0,031 0,01 0,08 0,10 
07/05/18 94 0,08 0,08 0,00 0,033 0,09 0,08 0,09 
27/05/18 114 0,09 0,08 0,01 0,066 0,03 0,08 0,11 
16/06/18 134 0,09 0,08 0,01 0,066 0,03 0,08 0,11 

NDWI 

17/04/18 74 -0,84 -0,84 0,00 -0,005 0,02 -0,84 -0,82 
07/05/18 94 -0,85 -0,85 0,00 -0,005 -0,83 -0,85 -0,83 
27/05/18 114 -0,84 -0,85 0,01 -0,011 0,05 -0,85 -0,80 
16/06/18 134 -0,84 -0,85 0,01 -0,011 0,05 -0,85 -0,80 

SR 
17/04/18 74 20,05 20,18 0,70 0,035 4,27 16,97 21,25 
07/05/18 94 19,60 19,89 0,96 0,048 20,91 15,74 20,91 
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27/05/18 114 16,38 16,66 0,88 0,053 5,04 12,66 17,70 
16/06/18 134 15,23 15,93 1,78 0,112 8,74 8,22 16,95 

RDVI 

17/04/18 74 0,65 0,66 0,01 0,015 0,06 0,61 0,67 
07/05/18 94 0,65 0,65 0,01 0,018 0,67 0,60 0,67 
27/05/18 114 0,62 0,62 0,02 0,025 0,09 0,55 0,64 
16/06/18 134 0,58 0,59 0,03 0,049 0,15 0,46 0,61 

SAVI 

17/04/18 74 1,13 1,13 0,00 0,004 0,03 1,11 1,14 
07/05/18 94 1,14 1,14 0,01 0,005 1,14 1,11 1,14 
27/05/18 114 1,11 1,11 0,01 0,008 0,05 1,06 1,12 
16/06/18 134 1,09 1,10 0,02 0,023 0,14 0,97 1,11 

OSAVI 

17/04/18 74 1,03 1,04 0,01 0,010 0,06 0,99 1,05 
07/05/18 94 1,03 1,04 0,01 0,012 1,05 0,98 1,05 
27/05/18 114 0,99 1,00 0,02 0,017 0,10 0,92 1,02 
16/06/18 134 0,96 0,97 0,04 0,037 0,19 0,80 0,99 

ENDVI 

17/04/18 74 0,80 0,80 0,00 0,006 0,03 0,78 0,81 
07/05/18 94 0,82 0,82 0,00 0,005 0,83 0,81 0,83 
27/05/18 114 0,79 0,79 0,01 0,007 0,04 0,76 0,80 
16/06/18 134 0,81 0,81 0,01 0,016 0,07 0,75 0,82 

GNDVI 

17/04/18 74 0,84 0,84 0,00 0,005 0,03 0,82 0,85 
07/05/18 94 0,85 0,85 0,00 0,005 0,85 0,83 0,85 
27/05/18 114 0,83 0,83 0,01 0,006 0,03 0,81 0,84 
16/06/18 134 0,84 0,85 0,01 0,011 0,06 0,80 0,85 

IPVI 

17/04/18 74 0,95 0,95 0,00 0,002 0,01 0,94 0,95 
07/05/18 94 0,95 0,95 0,00 0,003 0,95 0,94 0,95 
27/05/18 114 0,94 0,94 0,00 0,004 0,02 0,92 0,94 
16/06/18 134 0,93 0,94 0,01 0,011 0,05 0,89 0,94 

NLI 

17/04/18 74 0,80 0,81 0,01 0,015 0,07 0,75 0,82 
07/05/18 94 0,80 0,81 0,02 0,019 0,82 0,74 0,82 
27/05/18 114 0,75 0,76 0,02 0,032 0,15 0,64 0,78 
16/06/18 134 0,71 0,73 0,06 0,084 0,34 0,42 0,76 
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NDRE 

17/04/18 74 0,43 0,43 0,01 0,018 0,04 0,41 0,44 
07/05/18 94 0,42 0,42 0,01 0,018 0,43 0,40 0,43 
27/05/18 114 0,37 0,37 0,01 0,029 0,05 0,35 0,40 
16/06/18 134 0,41 0,41 0,01 0,033 0,08 0,34 0,42 

CRI2 

17/04/18 74 18,17 18,18 0,20 0,011 1,33 17,55 18,88 
07/05/18 94 22,94 22,87 0,42 0,018 25,20 22,17 25,20 
27/05/18 114 18,18 17,85 0,77 0,043 3,92 17,31 21,23 
16/06/18 134 26,96 26,71 1,08 0,040 5,90 23,49 29,39 

PSRI 

17/04/18 74 -0,01 -0,01 0,00 -0,162 0,01 -0,01 0,00 
07/05/18 94 0,01 0,01 0,01 0,941 0,06 0,00 0,06 
27/05/18 114 0,01 0,00 0,01 7,986 0,07 -0,01 0,06 
16/06/18 134 0,07 0,06 0,03 0,429 0,15 0,03 0,18 

CRI1 

17/04/18 74 10,49 10,50 0,21 0,020 1,05 9,95 11,00 
07/05/18 94 14,00 13,99 0,15 0,011 14,41 13,42 14,41 
27/05/18 114 9,82 9,82 0,15 0,016 1,19 9,47 10,66 
16/06/18 134 13,52 13,60 0,52 0,038 3,56 10,73 14,30 

ExR 

17/04/18 74 0,03 0,03 0,00 0,034 0,00 0,03 0,03 
07/05/18 94 0,03 0,03 0,00 0,034 0,03 0,03 0,03 
27/05/18 114 0,02 0,02 0,00 0,046 0,01 0,02 0,03 
16/06/18 134 0,02 0,02 0,00 0,168 0,02 0,01 0,02 

ExGR 

17/04/18 74 0,04 0,04 0,00 0,046 0,01 0,03 0,04 
07/05/18 94 0,03 0,03 0,00 0,056 0,04 0,03 0,04 
27/05/18 114 0,02 0,03 0,00 0,093 0,01 0,01 0,03 
16/06/18 134 0,01 0,02 0,01 0,433 0,03 -0,01 0,02 

MGRVI 

17/04/18 74 0,45 0,45 0,01 0,032 0,07 0,41 0,48 
07/05/18 94 0,40 0,41 0,02 0,052 0,43 0,30 0,43 
27/05/18 114 0,32 0,33 0,03 0,077 0,16 0,20 0,36 
16/06/18 134 0,21 0,24 0,08 0,332 0,39 -0,10 0,29 

NDI 
17/04/18 74 0,24 0,24 0,01 0,035 0,04 0,22 0,25 
07/05/18 94 0,21 0,21 0,01 0,055 0,23 0,16 0,23 
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27/05/18 114 0,17 0,17 0,01 0,079 0,09 0,10 0,19 
16/06/18 134 0,11 0,12 0,04 0,334 0,20 -0,05 0,15 

RGBVI 

17/04/18 74 0,41 0,41 0,01 0,024 0,04 0,39 0,43 
07/05/18 94 0,41 0,42 0,01 0,026 0,43 0,37 0,43 
27/05/18 114 0,33 0,33 0,01 0,040 0,09 0,26 0,36 
16/06/18 134 0,29 0,31 0,04 0,147 0,23 0,12 0,34 
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Tabela 3A: Estatística descritiva dos dados espectrais (índices de vegetação) nas quatro datas analisadas para o talhão E-01. 

Dado 
espectral 

Data da 
imagem 

Idade da 
cultura 
(dias) 

Média Mediana Desvio 
Padrão 

Coeficiente 
de Variação Amplitude Mínimo Máximo 

NDVI 

17/04/18 73 0,81 0,81 0,03 0,031 0,09 0,76 0,85 
07/05/18 93 0,89 0,88 0,01 0,006 0,02 0,86 0,89 
27/05/18 113 0,85 0,87 0,00 0,006 0,02 0,86 0,88 
16/06/18 133 0,80 0,86 0,01 0,011 0,03 0,85 0,88 

ARVI 

17/04/18 73 0,78 0,78 0,04 0,046 0,14 0,72 0,86 
07/05/18 93 0,87 0,87 0,01 0,009 0,03 0,85 0,89 
27/05/18 113 0,54 0,54 0,02 0,033 0,07 0,51 0,58 
16/06/18 133 0,81 0,86 0,01 0,011 0,03 0,85 0,88 

EVI 

17/04/18 73 0,65 0,64 0,04 0,070 0,19 0,57 0,76 
07/05/18 93 0,78 0,78 0,02 0,023 0,06 0,75 0,82 
27/05/18 113 0,78 0,78 0,02 0,019 0,06 0,75 0,81 
16/06/18 133 0,73 0,73 0,03 0,041 0,10 0,68 0,78 

GSAVI 

17/04/18 73 0,54 0,54 0,02 0,046 0,10 0,50 0,60 
07/05/18 93 0,63 0,63 0,01 0,016 0,65 0,61 0,65 
27/05/18 113 0,62 0,62 0,01 0,013 0,03 0,61 0,64 
16/06/18 133 0,61 0,61 0,01 0,024 0,05 0,58 0,64 

GVI 

17/04/18 73 0,14 0,14 0,01 0,082 0,04 0,12 0,15 
07/05/18 93 0,10 0,10 0,00 0,026 0,11 0,10 0,11 
27/05/18 113 0,10 0,11 0,00 0,020 0,01 0,10 0,11 
16/06/18 133 0,10 0,10 0,00 0,019 0,01 0,10 0,11 

NDWI 

17/04/18 73 -0,76 -0,76 0,01 -0,020 0,05 -0,79 -0,73 
07/05/18 93 -0,81 -0,81 0,00 -0,005 -0,80 -0,82 -0,80 
27/05/18 113 -0,81 -0,81 0,00 -0,004 0,02 -0,82 -0,80 
16/06/18 133 -0,82 -0,82 0,00 -0,004 0,02 -0,83 -0,81 
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SR 

17/04/18 73 9,87 9,55 1,41 0,147 5,22 7,61 12,83 
07/05/18 93 15,88 15,80 0,73 0,046 17,11 14,35 17,11 
27/05/18 113 15,42 15,35 0,55 0,036 1,94 14,33 16,27 
16/06/18 133 14,67 14,40 1,01 0,070 3,51 12,83 16,34 

RDVI 

17/04/18 73 0,54 0,53 0,03 0,054 0,11 0,49 0,60 
07/05/18 93 0,63 0,63 0,01 0,018 0,65 0,61 0,65 
27/05/18 113 0,62 0,62 0,01 0,016 0,04 0,60 0,64 
16/06/18 133 0,60 0,60 0,02 0,032 0,07 0,57 0,63 

SAVI 

17/04/18 73 1,11 1,11 0,01 0,006 0,03 1,09 1,12 
07/05/18 93 0,91 0,91 0,01 0,009 0,93 0,90 0,93 
27/05/18 113 1,10 1,10 0,01 0,005 0,02 1,09 1,11 
16/06/18 133 1,10 1,10 0,01 0,009 0,04 1,08 1,12 

OSAVI 

17/04/18 73 0,89 0,89 0,04 0,043 0,14 0,82 0,97 
07/05/18 93 1,01 1,01 0,01 0,012 1,03 0,98 1,03 
27/05/18 113 0,99 0,99 0,01 0,010 0,04 0,97 1,01 
16/06/18 133 0,98 0,97 0,02 0,022 0,07 0,94 1,01 

ENDVI 

17/04/18 73 0,73 0,73 0,02 0,025 0,07 0,69 0,76 
07/05/18 93 0,81 0,81 0,00 0,006 0,81 0,80 0,81 
27/05/18 113 0,78 0,78 0,00 0,006 0,02 0,77 0,78 
16/06/18 133 0,80 0,80 0,01 0,008 0,02 0,79 0,81 

GNDVI 

17/04/18 73 0,76 0,76 0,02 0,020 0,06 0,73 0,79 
07/05/18 93 0,81 0,81 0,00 0,006 0,82 0,80 0,82 
27/05/18 113 0,81 0,81 0,00 0,005 0,01 0,80 0,82 
16/06/18 133 0,82 0,82 0,00 0,004 0,01 0,81 0,82 

IPVI 
17/04/18 73 0,90 0,90 0,01 0,014 0,05 0,88 0,93 
07/05/18 93 0,94 0,94 0,00 0,003 0,94 0,93 0,94 
27/05/18 113 0,93 0,93 0,00 0,003 0,01 0,93 0,94 



81 
 

 
 

16/06/18 133 0,93 0,93 0,00 0,005 0,02 0,92 0,94 

NLI 

17/04/18 73 0,58 0,58 0,07 0,116 0,25 0,45 0,70 
07/05/18 93 0,77 0,77 0,02 0,020 0,79 0,73 0,79 
27/05/18 113 0,74 0,74 0,01 0,019 0,05 0,71 0,77 
16/06/18 133 0,72 0,72 0,03 0,041 0,10 0,66 0,77 

NDRE 

17/04/18 73 0,44 0,45 0,01 0,026 0,05 0,42 0,47 
07/05/18 93 0,44 0,45 0,01 0,026 0,47 0,42 0,47 
27/05/18 113 0,40 0,39 0,02 0,042 0,06 0,37 0,43 
16/06/18 133 0,43 0,43 0,01 0,027 0,05 0,40 0,45 

CRI2 

17/04/18 73 16,71 16,85 0,79 0,047 2,90 14,96 17,85 
07/05/18 93 22,30 22,31 0,30 0,014 23,06 21,67 23,06 
27/05/18 113 17,38 17,17 0,43 0,025 1,53 16,71 18,24 
16/06/18 133 23,55 23,44 0,51 0,022 2,09 22,64 24,72 

PSRI 

17/04/18 73 0,02 0,02 0,01 0,449 0,03 0,00 0,03 
07/05/18 93 0,03 0,03 0,01 0,314 0,05 0,01 0,05 
27/05/18 113 0,01 0,00 0,01 1,380 0,02 -0,01 0,02 
16/06/18 133 0,06 0,06 0,01 0,244 0,05 0,04 0,08 

CRI1 

17/04/18 73 9,99 10,04 0,62 0,062 2,49 8,64 11,13 
07/05/18 93 14,90 14,93 0,31 0,020 15,48 14,04 15,48 
27/05/18 113 10,30 10,23 0,31 0,030 1,20 9,77 10,96 
16/06/18 133 13,86 13,70 0,43 0,032 1,76 13,12 14,87 

ExR 

17/04/18 73 0,03 0,03 0,00 0,115 0,01 0,02 0,04 
07/05/18 93 0,04 0,04 0,00 0,044 0,04 0,04 0,04 
27/05/18 113 0,03 0,03 0,00 0,059 0,01 0,03 0,04 
16/06/18 133 0,03 0,03 0,00 0,130 0,01 0,03 0,04 

ExGR 
17/04/18 73 0,03 0,03 0,01 0,298 0,03 0,01 0,04 
07/05/18 93 0,05 0,05 0,00 0,064 0,05 0,04 0,05 
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27/05/18 113 0,04 0,04 0,00 0,088 0,01 0,03 0,05 
16/06/18 133 0,03 0,03 0,01 0,231 0,02 0,02 0,04 

MGRVI 

17/04/18 73 0,27 0,25 0,07 0,274 0,26 0,14 0,40 
07/05/18 93 0,45 0,46 0,02 0,051 0,50 0,41 0,50 
27/05/18 113 0,38 0,38 0,02 0,058 0,09 0,34 0,44 
16/06/18 133 0,32 0,31 0,05 0,174 0,18 0,23 0,41 

NDI 

17/04/18 73 0,14 0,13 0,04 0,285 0,14 0,07 0,21 
07/05/18 93 0,24 0,24 0,01 0,056 0,27 0,21 0,27 
27/05/18 113 0,20 0,20 0,01 0,063 0,05 0,18 0,23 
16/06/18 133 0,17 0,16 0,03 0,185 0,10 0,12 0,21 

RGBVI 

17/04/18 73 0,34 0,34 0,04 0,124 0,15 0,26 0,42 
07/05/18 93 0,48 0,49 0,02 0,033 0,51 0,44 0,51 
27/05/18 113 0,39 0,39 0,02 0,045 0,07 0,36 0,43 
16/06/18 133 0,39 0,38 0,04 0,094 0,12 0,34 0,45 
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