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RESUMO

Neste trabalho apresentamos os Modelos de Mistura de Distribuicbes
Independente. Estimacdo dos parametros pelo método da maxima verossimilhanca
e do algoritmo Expectation Maximization (EM). Além disso, realizamos estudos de

Simulacdes de Monte Carlo utilizando as distribuigcdes Poisson, Normal e Gama.



ABSTRACT

This paper presents the Independent Mixture Models Distributions. Estimate
the parameters of these models from the maximum likelihood and the Expectation
Maximization (EM) algorithm method. Furthermore, studies conducted Monte Carlo

simulations using the Poisson, Normal and Gamma distributions.
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Capitulo 1

Introducao

O conceito de Modelo de Mistura de Distribuicdes Independente surge como
uma alternativa de solucionar o problema da grande disparidade que pode ocorrer,
em muitos casos, entre a variancia amostral e a variancia do modelo (variancia
tedrica) quando adequamos um modelo estatistico a um conjunto de dados
amostrais partindo do pressuposto de que tal sequéncia seja proveniente de uma
Unica distribuicdo. Esse problema pode ser solucionado partindo da hipétese de que
existam subpopulacdes dentro de uma populagéao geral, conseguindo assim, diminuir
consideravelmente a superdispersdo. Neste trabalho abordaremos o caso finito, ou
seja, cada uma dessas subpopulacdes € representada por uma quantidade finita de
distribuicbes componentes. A independéncia do modelo vem da independéncia das
variaveis aleatérias em relacdo as distribuicbes componentes as quais estdo
associadas, essa relacdo pode ser indicada pela funcédo de autocorrelacdo amostral.
Caso as variaveis aleatérias forem consideradas dependentes entre si, entédo
teriamos um caso de Modelo de Mistura de Distribuicdes Dependentes, porém neste
trabalho abordaremos somente o0s casos de modelos independentes,
especificamente as distribuicbes componentes do tipo Poisson, Normal e Gama.

Neste trabalho, abordaremos os Modelos de Mistura de Distribuicées no caso
finito, ou seja, aqueles que consistem em uma finita combinacao linear de funcdes
densidades (ou massa) de probabilidade, onde, para cada uma dessas fun¢des, ha
um parametro a ser estimado. A estimacgao dos parametros das distribuicdes e das
probabilidades de mistura sera feita neste trabalho através do método de maxima
verossimilhanca e do algoritmo EM utilizando o software R.

Para as propriedades de um estimador de maxima verossimilhanga para um
Modelo de Mistura podemos dizer que ele é fortemente consistente se o estimador
do pardmetro existe como um maximizador global da verossimilhanga para uma
distribuicdo de mistura. Para a estimagcdo feita pelo método de maxima
verossimilhancga, utilizamos as distribuicdes Poisson e Normal.

O algoritmo EM surge como opcao quando precisamos lidar com a falta de

dados ou com problemas de densidades de misturas. Ele estima parametros que
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sejam 0s mais consistentes com os dados da amostra no sentido de maximizar a
funcdo de verossimilhanca. Essa estimacdo sera aplicada nesse trabalho utilizando
as distribuicées Normal e Gama.

As misturas de distribuicbes sédo extremamente eficazes na analise de dados
por permitrem uma série de combinagbes de achatamento, assimetria e
multimodalidade.

Silva (2013) comenta que alguns autores realizaram aplicacdes de modelos
de distribuicbes independentes normais como modelos para outliers, estudam a
decomposicao dos modelos utilizando o método do momentos e aplicam os modelos
de mistura em dados de economia, pesca, medicina, botanica, entre outros. O
préprio autor utiliza os modelos de mistura para estudar a velocidade de ventos e a
vazao do curso d’agua dos rios de Piracicaba/SP.

Felgueiras (2009) descreve em seu trabalho, um exemplo no uso do modelo
de mistura para o processamento de imagem. Podemos também citar a aplicacao do
modelo de misturas na modelagem do trafego na internet e na previsdo dos seus
picos e falhas, nesse caso normalmente com misturas de distribuicbes exponenciais

Recentemente, autores aplicam os modelos de mistura de distribuicao
independentes nas mais diversas areas, como medicina, economia, informatica, etc.
Isso porque o0 avanco tecnoldgico permite um interesse maior para questbes de
estimacao.

No Capitulo 2, apresentaremos inicialmente o estudo sobre os Modelos de
Mistura de Distribuicbes Independentes, mostrando suas definicbes e notacdes. A
maior parte da primeira se¢cdo do Capitulo 2 tem como base tedrica referéncias de
Vargas (2011) para as definicoes.

No Capitulo 3 apresentaremos dois métodos de estimacao para o Modelo de
Mistura de Distribuicbes Independente: o método da maxima verossimilhanca e o
algoritmo EM.

J& no Capitulo 4, realizaremos um estudo com simulacbes para obter as
estimativas dos parametros pelos dois métodos anteriormente vistos, sendo que
utilizamos a distribuicdo Poisson para o meétodo da maxima verossimilhanca, a
distribuicdo Normal para ambos os métodos e a distribuicdo Gama para o método do

algoritmo EM. Para a obtencéo das estimativas utilizamos o ambiente R.



Capitulo 2

Modelo de Mistura de Distribuicdes Independente

A motivacdo para o uso dos Modelos de Mistura ocorre na pressuposi¢cao da
existéncia de subpopulagbes dentro de uma populacdo geral, pois assim,
minimizamos a disparidade que ocorre, em muitos casos, entre a variancia tedérica
(calculada a partir do modelo) e a variancia amostral (calculada a partir da sequéncia
amostral) quando se supde que um conjunto de dados amostrais é proveniente de
uma Unica populacéo. Portanto, por ser um método de facil modelagem, os Modelos
de Mistura se tornaram Uteis nos casos de heterogeneidade populacional.

Em McLachlan e Peel (2000) tem-se que a histéria dos Modelos de Mistura
vem desde 1894, quando Pearson baseou-se seus estudos em misturas de duas
distribuicées normais multivariadas.

Vargas (2011) comenta que a primeira referéncia a mistura de populacées
baseava-se na variacdo dos precos de determinados produtos ou servicos durante o
ano, em que eram considerados discriminadamente os gastos médios de uma

populacdo em determinados produtos ou servigos.
Falkner (1892) baseava-se no calculo separado, a partir da
variacdo de precos de produtos ou servicos, de diversas
médias (média entre o maior e menor valor, média de
precos diarios, média dos precos na abertura de cada
trimestre,...) porém, ndo considerava a diferenca entre o
poder aquisitivo de cada individuo. Holmes (1892),
considerou que a simples comparagédo entre média de prego
de produtos ou servicos era inadequada, uma vez que
deveria ser considerada a disparidade de riqueza entre as
pessoas, introduzindo assim o Conceito de Mistura de
Populactes. (VARGAS, 2011, p.23 — 24)
Atualmente, os Modelos de Mistura podem ser encontrados aplicados em
diversas areas da estatistica, como, por exemplo, na area de multivariada, em

métodos ndo-paramétricos, dados categoricos, entre outras.



Para Bergot (2006), os Modelos de Mistura vem recebendo cada vez mais
atencdo por se tratar de um método extremamente flexivel de modelagem, sendo
muito util tanto do ponto de vista pratico como teorico.

Neste capitulo, serdo introduzidas algumas definicbes dos Modelos de
Mistura. Em seguida, os modelos serdo tratados sob o ponto de vista de sua
identificabilidade e serdo apresentados alguns exemplos de misturas de densidades,
entre elas, Normal, Poisson e Gama, que serdo estudadas nesse trabalho.

2.1 Definicdes e Notacdes

Zuchini e Macdonald (2009), define o Modelo de Mistura de Distribuicbes
Independente como uma composicdo de m distribuicbes componentes, sendo
m € N um numero finito, em que, para cada uma dessas distribuicbes associamos
uma probabilidade de mistura, denotada aqui por §i, onde 0 < §; <1,1 <i <me
Y18, = 1. A seguir, serdo apresentadas algumas definicbes e proposi¢bes formais
dos modelos de mistura de distribuicdo independente. As proposicbes estédo

demonstradas em Vargas (2011).

Definicdo 2.1. A variavel aleatoria X satisfaz o Modelo de Mistura de Distribuices
Independente se a sua funcdo densidade (ou massa) de probabilidade satisfaz a

equacgao

() = 8ifi), 1)

onde f; (x), ..., fm(x) sé@o as funcdes densidade (ou massa) de probabilidade, §; suas
respectivas probabilidades de mistura, 0 < §; < 1, i =1,...,m e m é 0 nUmeros de

distribuicdes envolvidas no modelo.

A Proposicdo 2.1 a seguir, mostra que a funcao f,(x), dada pela equacéo
(2.1) satisfaz as condicdes para uma funcdo de densidade (ou massa) de
probabilidade.



Proposicéo 2.1. O Modelo de Mistura de Distribuigcdes Independente, ver Definigcao
2.1, satisfaz as condicOes de funcao de densidade (ou massa) de probabilidade.

A Proposicao 2.2 a seguir apresenta o valor esperado da variavel aleatéria X

com funcgéo densidade (ou massa) de probabilidade dada na equagéo (2.1).

Proposicdo 2.2. O valor esperado da variavel aleatéria X, que segue um Modelo de

Mistura de Distribuicbes Independente, ver Definicdo 2.1, é dado por
m
EC) = ) SEM), (22)
i=1

onde Y, ..., Y, sdo variaveis aleatorias independentes, todas continuas (ou discretas)

definidas no mesmo espaco de probabilidade (, A, P).

A Proposicéo 2.3 a seguir apresenta o k-ésimo momento da variavel aleatéria

X com funcéo densidade (ou massa) de probabilidade dada na equacéo (2.1).

Proposicdo 2.3. Considere uma variavel aleatdria X satisfazendo as condi¢des de
um modelo de mistura de distribuicdes independentes (Ver Definicdo 2.1). Considere
também que E|Y/| < o0, onde k € N* fixo, sendo N* = {1, 2,3, ...}. Portanto o k-ésimo

momento da variavel aleatoria X, denotado por E(X*), é dado por
m
B = ) SE(YE). (2.3)
i=1

A Proposicdo 2.4 a seguir apresenta a variancia da variavel aleatoria X com

funcdo densidade (ou massa) de probabilidade dada na equacéo (2.1).



Proposicédo 2.4. A variancia da variavel aleatoria X, que segue o Modelo de Mistura

de Distribui¢cdes Independente, ver Defini¢cdo 2.1, é dada por

m m-—1 m
Var(X) = Z(SiVar(Yi) + Z Z 8;6; (EY; — EY;)?, (2.4)
i=1 J=1 i=j+1

onde m = 2 finito.

Na Secdo 2.2 a seguir, apresentamos as condi¢coes de identificabilidade para
0s Modelos de Mistura de Distribuigcbes Independentes.

2.2 Identificabilidade

A identificabilidade do modelo serve para garantir que seus parametros sejam
estimados de maneira Unica, ou seja, garante que teremos apenas um conjunto de
estimativas para uma amostra selecionada. Se o vetor 8 = (804, ..., 8;) conter valores
distintos que determinam valores também distintos para uma familia paramétrica F,
cuja funcdo densidade (ou massa) de probabilidade € dada por f(.;0), entdo o

modelo satisfaz as condi¢bes de identificabilidade.

Definicdo 2.2. Seja uma familia paramétrica F tal que F = {f(x;;0) : x; € RP}.
0 = (04, ...,0;,) é identificavel se para diferentes valores de 6, as funcdes de

densidades (ou massas) de probabilidade f(.; 8) também forem distintas.

Basso (2009) traz um exemplo de uma mistura de duas densidades normais e
de variancias unitérias, que, por ser uma familia de misturas finitas de densidades,

exige uma defini(;éo mais especifica. Assim temos que
f( ) = : [21( )2] - [ 1( )2] (2.6)
x;; © exp X u + exp Xi U .6
' V21 ' ! V21 2 ' 2

sera identificavel e, nesse caso também permutavel, se, fixando os parametros da
equacdo (2.6), houver permutabilidade nos indices @ = (084;0,), 0; = (6;; 1),
6



i =1,2, e a sua funcédo densidade (ou massa) de probabilidade f(.; ®) permanecer
com 0s mesmos valores para cada x € R.

Neste trabalho estudaremos componentes de misturas pertencentes a mesma
familia e, nesse caso, as densidades das familias serdo constantes para as m!
permutacdes dos indices em O . Algumas dificuldades podem aparecer, pois nesse
caso, se os indices i forem permutados em © = (04, ..., 8,,,), 0s valores da densidade
de mistura serdo 0os mesmos. Isto €, o vetor ® ndo sera identificavel, mesmo que a

mistura seja.

2.3 Alguns Exemplos de Misturas Finitas

Nesta secdo serdo apresentados os exemplos de Mistura de Distribuicdes
Finitas para densidades Nomal, Poisson e Gama, extraidos do trabalho de Silva
(2013). Ao longo deste trabalho, essas misturas de distribuicdes serdo aprofundadas

com estudos de simula¢des de Monte Carlo.

2.3.1 Mistura de Densidades Normais

Sejam fi, ..., fm € Fy tal que

Fy = {f Hf(6 pp o)) = ——=exp l_%<x ;Miﬂl’

L 2no? )

L

onde x, ;€ R, 0; >0, paratodoi=1,2,..,m.

A Figura 1.1 apresenta um exemplo da funcéo densidade de probabilidade de
um modelo de distribuicAo de mistura independente quando as componentes
possuem distribuicdo Normal.

Segundo Silva (2013), Pearson (1894) foi um dos pioneiros no estudo
direcionado a um modelo de misturas de normais, onde usou o0 método de
momentos para estimar 0os parametros para uma mistura finita de normais com duas

componentes normais na mistura (m = 2) e variancias desiguais.
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(a) (b)
Figura 2.3.1: Modelo de Mistura de Distribuicbes Independentes: (&) m =2, f;(x) é a funcéo
densidade de uma N(0,1), f,(x) é a funcdo densidade de uma N(3/2,1/4), 6, = 3/4, 8, = 1/4; (b)

m = 3, fi(x) é a funcdo densidade de uma N(0,1), f,(x) € a funcdo densidade de uma N(—6/5,16/
25), f3(x) é a funcéo densidade de uma N(0,1/4) &, = 9/20, §, = 9/20; 6; = 1/10.
Fonte: Silva, 2013.

2.3.2 Mistura de Densidades Gama

Sejam fi, ..., fm € F; tal que

1 L
Fo={f : 0 ay0) = ———mxexp |- Z]}

onde x,a;,0;,> 0,1, >0, paratodoi =1,2,...,m.

Nesse modelo, paraa; =1 e g; > 0, temos a densidade exponencial e para
a; =

NS

,n=12,..e o, =2, temos a densidade qui-quadrado com n graus de
liberdade.

A Figura 1.3 apresenta um exemplo da funcéo densidade de probabilidade de

um modelo de distribuicdo de mistura independente quando as componentes
possuem distribuicdo Gama.



Figura 2.3.2: Modelo de Mistura de Distribuicbes Independentes: (a) m =2, f;(x) é a funcéo
densidade de uma G(11,1/20), f,(x) é a funcdo densidade de uma G(11,7/20), 6; = 2/3, 8, = 1/3;
(b) m =3, fi(x) é a funcéo densidade de uma G(15/20,3/20), f,(x) € a funcdo densidade de uma
G(4,1/4), f5(x) é afuncdo densidade de uma ¢(15,1/5) §; = 1/30, §, = 29/60; 65 = 29/60.

Fonte: Silva, 2013.

2.3.3 Mistura de Distribuicdes Poisson
Sejam fi, ..., fm € Fp tal que
Are~Ai
Fo={f  fou) = 222}
onde x > 0,4, ¢ R, paratodoi =1,2,...,m.
Um exemplo de mistura entre distribuicbes Poisson € encontrado em Zucchini
e MacDonald (2009), onde é analisada uma amostra de tremores de terra onde o

modelo de distribuicdo de misturas independente é formado por 4 componentes, isto

é, m=4.



Capitulo 3

Estimacao para Modelos de Mistura de Distribuicoes

Independentes

Segundo McLachlan e Peel (2000), varias abordagens tém sido utilizadas ao
longo dos anos para estimar os parametros dos modelos de mistura de distribuicoes
independentes. Entre elas, métodos graficos, método dos momentos, método da
distancia minima, maxima verossimilhanca e abordagens Bayesianas.

Durante as ultimas duas décadas, o método da méxima verossimilhanca
tornou-se 0 método mais utilizado para o problema de estimacdo dos parametros
dos modelos de mistura de distribuicbes independentes. Neste capitulo,
primeiramente, abordaremos a estimativa de maxima verossimilhanca e, em
seguida, o algoritmo EM, procedimento iterativo para aproximar numericamente as
estimativas de maxima verossimilhanca para os problemas de densidade de

misturas.

3.1 Estimadores de Maxima Verossimilhanca

O método da maxima verossimilhanca é utilizado para estimar os parametros
de um modelo estatistico. Para Felgueiras (2009), talvez esse seja 0 método mais
popular de estimacdo de parametros. Dada uma amostra observada X, a estimacao
por método da maxima verossimilnanca visa encontrar um vetor de parametros
0 que maximiza a probabilidade dos dados da amostra. Ou seja, 0 objetivo do
estimador de maxima verossimilhanca € determinar uma estimativa para cada
0 = (04, ...,0;) de modo que seja definido um vetor de parametros da equacéo cuja
verossimilhanga seja consistente e assintoticamente eficiente.

A sequir, definimos a funcdo de verossimilhanga dos Modelos de Mistura de

Distribuicbes Independente.
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Definicdo 3.1. Seja X uma variavel aleatdria que segue o Modelo de Mistura de
Distribuicbes Independente, ver Definicdo 2.1, e seja n o tamanho de uma amostra
aleatéria observada dada por x = (x4, ...,x,). Entdo a funcdo de verossimilhanca

correspondente a amostra aleatoria observada € dada por

L(6,8,x) = ﬁi 8ifi(x;,6:), (2.5)

j=1i=1

onde 6 € ®, em que ® é 0 espaco paramétrico, 8 é o vetor de parametros das

distribuicbes componentes e é € o vetor das probabilidade de mistura.

A seguir definimos os estimadores de maxima verossimilhanca para os
Modelos de Mistura de Mistura de Distribuicdes Independentes apresentados na

Definicao 2.1.

Definicdo 3.2. O estimador de méaxima verossimilhanca para os parametros dos
modelos de distribuicdo independentes (ver Definicdo 2.1) e com funcdo de

verossimilhanca dada pela Definicdo 2.2 € dada por

ael(0,8,x) = ;¥log(L(8,8,x)),
onde a = (6,6),onde £(6,8,x) =1og(L(0,8,x)) € o logaritmo da fungdo de
verossimilhanca. Denotamos por @& = (8, 8) o valor estimado do vetor a = (0, 8) pelo

método da maxima verossimilhanca.

A seguir sdo apresentados dois exemplos da fungcéo de verossimilhanca do
Modelo de Misturas de Distribuicdes Independente, ver Definicdo 2.1, no qual as
variaveis aleatdrias possuem distribuicdes Poisson e Normal, respectivamente. A
estimacdo dos parametros destas distribuicdes sera estudada no Capitulo 4, via
Simulacdo de Monte Carlo, utilizando estimagdo via meétodo da maxima

verossimilhanca e algoritmo EM.
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Exemplo 3.1. SejaY;, parai={1,2,...,m} variaveis aleatorias independentes com
distribuicdo Poisson com parametros 4;, onde i ={1,2,...,m} com m sendo 0
namero de distribuicdes envolvidas. A funcdo de verossimilhanca da variavel
aleatéria X, que segue o Modelo de Mistura de Distribuicbes Independente, é dada

por

n m /'[),Cje_/ll
L(A,8,x) = 8-
x;!
j=1i=1 J

Considerando m = 1, ou seja, apenas uma distribuicdo Poisson envolvida,

e~
x!

Entao

temos entdo que a probabilidade de misturaé §; =1 e que f,(x) =

temos:

n

Axi _Al
L(AL, %) =1_[ L,

x;!
i=1 !

Considerando agora duas distribuicbes Poisson envolvidas, isto é, m = 2,

temos entdo que a probabilidade de mistura da segunda distribuicdo é dada por

Me=h

x!

6, =1-06,, e as funcdes massa de probabilidades dadas por f;(x) =

Afe~12

x!

f2(x) =

de Distribui¢cdes independentes, para duas distribuicdes Poisson, é dada por

Temos entdo que a funcéo de verossimilhanca do Modelo de Mistura

n . .
Aie~h g%
L(ALAZI 51;95) = 1_[ <61 li +(1- 51) lel )

n l l
i=1

Exemplo 3.2. Seja V,,..., Y, variaveis aleatérias independentes, em que Y; possui
distribuicdo Normal com pardmetros y;,0;, para cada i =1,...,m. A funcdo de
verossimilhanca de uma variavel aleatéria X, que segue o Modelo de Mistura de

Distribuicbes Independentes, € dado por

12



n m
1 1 2
ot 520 = | [N i -5 Gy )’
l L

j=1i=1

Considerando m = 1, temos que §; =1 e fi(x) =

1 1
mol exp (_ E (x - /11)2) .

Sendo assim:

(uy, 02 )—_| | P<——( —H)2>
L(uq, 0% % ex X; .
! =1 V2moy 2012 l !

Considerando m = 2, temos 6, =1 -84, fi(x) =

L X (x = )2
V2ro,y exp ( 202 (=) )' €
1

_ _L _ 2 ~ .. 7
folx) = Toon exp( 707 (x — uy) ) Neste caso, a funcdo de verossimilhanca € dada

por

L(uy, pia, 012: 022: 8;,x) =

ﬁ 5y — ( ~ )2)
= exp| ——(x; —
1 o, (4 2012 i M

i=1

1 1
+ (- 51)@”@ <—F(xi - #2)2>)-
2 2

O principio da verossimilhanca exige que para a estimacao dos parametros
de interesse do modelo, sejam levados todos os dados em consideragao, inclusive
os que podem fornecer informacgdes incompletas. Por isso, algumas vezes a funcéo
de verossimilhanca pode ser muito dificil de ser calculada, pois obter as estimativas
de maxima verossimilhanca e quantificar a incerteza associada pode se tornar muito
complicado. Outros fatores que podem dificultar no processo de estimacdo pelo
método da méxima verossimilhanga séo: funcéo de verossimilhanca complexa, com
um namero grande de paradmetros ou uma forma funcional computacionalmente

intratavel; maximizacdo pode ser extremamente lenta; ndo existéncia de um maximo
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anico, ou maximo localizado no extremo do espaco dos parametros (caso dos

modelos de misturas finitas).

3.1.1. Matriz de Informacao

Seja X uma observacdo com funcdo densidade (ou massa) de probabilidade

dada por f(x]6), temos entdo que a matriz de informacao de Fisher é dada por

_azlogf(x|9)

16;X) = EQI T

Se tivermos um vetor de parametros 0 = (64, ..., 8;) para a funcédo densidade
(ou massa) de probabilidade f(x|@), temos entdo que a matriz de informacdo de

Fisher esperada sobre o vetor de parametros 8 = (804, ..., 8;) € definida como

_ 9logf (x16)

I(B;X)=E9l ~0307

A matriz de informag&o observada é definida como I(8; x).

3.1.2. Matriz de Covariancia Assintética dos Estimadores de Méaxima

Verossimilhanca

Segundo McLachlan e Peel (2000), a matriz de variancia-covariancia
assintética do estimador de méaxima verossimilhanca® = (84, ...,08,) da funcio
densidade (ou massa) de probabilidade f(x|@) € igual ao inverso da matriz de
informacdes esperadas (6, X) . Entdo, a matriz de variancia-covariancia assintotica

do estimador de méxima verossimilhanca € dada por

/méx)f méxﬂ

1 ' 1
1;(0,X) 1;;(6,X)
14
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3.2 Algoritmo EM (Expectation Maximization)

Segundo Luna (2004), o nome Algoritmo Expectation Maximization (EM) foi
apresentado por Demspter et al. (1977). Esse algoritmo tem como objetivo estimar
0S parametros que sejam mais consistentes com os dados da amostra, maximizando
a funcao de verossimilhanca. Em outras palavras, o algoritmo EM busca a existéncia
de um ponto 6timo, ou seja, um ponto que melhor ajusta 0 modelo. A partir dai ndo
se faz necessario tentar buscar outro modelo, com outros parametros e, assim, as
iteracOes terminam. Faria (2011), ressalta que esse algoritmo é mais utilizado para
casos de dados incompletos ou quando a maximizacdo da funcdo de
verossimilhanga se torna complicada.

O algoritmo EM se tornou popular por lidar melhor com dados faltantes e com
problemas de misturas de densidades. Esse algoritmo é basicamente definido em

dois passos.

Passo E: encontram-se o0s valores esperados das
estatisticas suficientes para os dados completos Y, dado os
dados incompletos Z e as estimativas atuais dos
parametros.

Passo M: utilizam-se essas estatisticas suficientes para
fazer uma estimativa de méxima verossimilhanga como é
usual. (LUNA, 2004, pg.49)

Ou seja, 0 passo E do algoritmo calcula o valor esperado do logaritmo da

verossimilhanca, e o passo M encontra seu maximo.

3.2.1 O Algoritmo EM para Modelos de Mistura

Como descrito na secédo anterior, o algoritmo EM pode ser utilizado para
problemas de densidade de mistura. Nesta secdo discutimos brevemente como
funciona o algoritmo EM para esses modelos.

Para os casos de modelo de misturas de densidades finitas, primeiramente o
algoritmo EM busca incluir os dados que nao foram observados ao problema através
dos dados observados. Entdo, para isso, € calculada a esperanca da log-

verossimilhangca completa dos dados, dado os dados observados. Definimos aqui
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como h;; sendo os dados faltantes e y os dados observados. Assim, segundo Basso

(2009), temos

n m
0(0:0%) = ) > hij[tog 8} +logf ;6]

i=1 j=1

em que 8% é o valor de 0 estimado na k-ésima iteracédo do algoritmo.
Apés essa etapa, o0 algoritmo EM busca a maximizacdo de Q(B;e(")) em
funcdo de 8. Entdo, é calculada a estimativa de §; na (k + 1)-ésima iteracéo do

algoritmo dada por

Basso (2009) refere-se a essa estimativa como uma estimativa que contém
uma contribuicdo de cada observacdo de dados y; igual a sua probabilidade a

posteriori de pertencer a j-ésima componente de mistura do modelo.
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Capitulo 4

Um Estudo via Simulag6es de Monte Carlo

Neste trabalho realizamos um estudo sobre Modelos de Misturas de
Distribuicbes Independente através de Simulagbes de Monte Carlo utilizando as
distribuicbes Poisson, Normal e Gama. As simulacbes foram realizadas via
Estimador de Maxima Verossimilhanca (Poisson e Normal) e Algoritmo EM (Normal
e Gama).

Em todas as simulagbes foram utilizadas um tamanho amostral de
n € {100,300,500,1000}, m = 2 componentes. Também utilizamos probabilidade de

mistura de p = 0.3 e re = 1000 replicacdes.

4.1 Simulagbes via Estimador de Maxima Verossimilhanca para Distribuicéo

Poisson

Na simulagcdo via Estimador de Maxima Verossimilhanga, utilizamos
primeiramente a distribuicdo Poisson, isto é, X;~P(1,) e X,~P(1,), com 4, =2 e
A, €{2,3,5,7}. Analisamos o vicio, o erro quadratico médio e a variancia do estimador
de maxima verossimilhanca para cada um dos parametros estimados em cada caso.

Os graficos seguintes mostram os resultados obtidos.
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Figura 4.1.1: Grafico da média, variancia, vicio e erro médio quadratico para o parametro 1, via

Estimador de Maxima Verossimilhanga para misturas com distribui¢cdes X;~P(1;) e X2~P(/1j), sendo

i=2,je{23,57}, ne{100,300,500,1000},m = 2 e re = 1000 replicagoes.

Média de A,

0 %0 500 1000

e KR (1) 0 AP ] e 1P ] 2 RS
——KIH1) & KIMT) —sbrie 2. 1)

Varidnciade Az

bl 500 0 1000
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Figura 4.1.2: Grafico da média, variancia, vicio e erro médio quadratico para o parametro 4, via
Estimador de Maxima Verossimilhanga para misturas com distribuicdes X;~P(1;) e X2~P(/1j), sendo
i=2,j€{23,5,7} ne{100,300,500,1000},m = 2 e re = 1000 replicagcbes.
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Figura 4.1.3: Grafico da média, variancia, vicio e erro médio quadratico para o parametro p,; = 0.3 via

Estimador de Maxima Verossimilhanga para misturas com distribui¢cdes X;~P(1;) e X2~P(/1j), sendo

i=2,je{23,57}, ne{100,300,500,1000},m = 2 e re = 1000 replicagoes.
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Figura 4.1.4: Grafico da média, variancia, vicio e erro médio quadratico para o parametro p, = 0.7 via

Estimador de Maxima Verossimilhanga para misturas com distribuicdes X; ~P(4;) e X,~P(2;), sendo

i=2,j€e{23,5,7}, ne{100,300,500,1000},m = 2 e re = 1000 replicacbes.
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Nas Figuras 4.1.1 a 4.1.4, observamos que quando 4, e 1, sdo préximos, o
vicio, o erro quadratico médio e a variancia sdo maiores na estimacao de todos os
parametros. Conforme se distanciam, ambas as caracteristicas analisadas diminuem
sua magnitude. Esta caracteristica ocorre para todos os tamanhos amostrais. Além
disso, observamos que, quando aumentamos o tamanho da amostra, o vicio tende a
diminuir na maioria dos casos. O erro quadratico médio e a variancia possuem
comportamentos parecidos e, assim, como 0 vicio, tendem a diminuir quando
aumentamos o tamanho da amostra, com excec¢ao quando o parametro A; € igual ou

bem proximo ao parametro A,.

4.2 Simulagcbes via Estimador de Maxima Verossimilhanca para Distribuicéo

Poisson

Para a simulacdo Normal via estimador de maxima verossimilhanga,
utilizamos X;~N(u,,02) € X,~N(u,, 0%) com y; € {—2,2,5,7,9,11} e o? €{1,3,4,9,16}
parai = 1,2. Abaixo se encontram os resultados das estimacdes para as médias e

variancias dos parametros estudados.

Média de p,
10.0
50 —— —
50 100 300 S0 1h(h0
—HI“N[E,I:IEHE"‘N[E,I:I —HI“N[E,I:IEHE'“N[E,q-:I —HJ“‘N[E,E:IEHE"‘N[E,EI-:I
—— XI™N[2,1) e XZ¥N[T,1) ——XI*N[2,1) e XZ¥N[7,4] ——XIN[2,3) e KZ*N([7.8)
—— XI™N[5,1) e XZ¥N[8,1) —— KI~N[54)eX2"N[2,9) KIN(5,1) & KZ*N[11,1)
—X1"N(5,4) e X2¥N[11,3) —— X1~N[53) e X2~N(3,156) X1~N([5,8) e X2~N[11,16)
X1N[-2,1) & X2 N[5, 1) XI~N[-2,1) & X2*N[7,1)

Figura 4.2.1: Grafico da média de p, via Estimador de M&xima Verossimilhanca para misturas com
distribuicdes X;~N (uy, 02) € X;~N(u,, ) com y; € {—2,2,5,7,9,11} e o/ €{1,3,49,16} para i= 1,2,
n € {100,300,500,1000},m = 2 e re = 1000 replicacoes.
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—XI~N[21) e XZN[T,1}] ——XI~N[2,1) eXZ-N[74} ——X1~N[2,3}eXZ-N(7 .4}
— KI5 e XEN[,1]  e—XI1"N[54) e XET"N[3,8) = X1"N[5,1) e XZ"N[11,1)
—— XI~N(54) e XZ-N[11,3) —— X1~N[53) e XZ~N[9,186) —— X1~N(5,3) e X2~N[11,15}
RI*N[-2,1) e X2 N[5,1} RIVN[-2,1) e XZVN[7,1)

Figura 4.2.2: Gréafico da média de p, via Estimador de Maxima Verossimilhanga para misturas com
distribuicdes X;~N(u,,02) e X,~N(u,, o) com y; € {—2,2,5,7,9,11} e o/ €{1,3,4,9,16} para i= 1,2,
n € {100,300,500,1000}, m = 2 e re = 1000 replicacdes.
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—— X1N[5,4) e X2¥N[11,3) —— X1~N([52) e XZ¥N(9,16) —— X1N[5,8) e X2N[11,16)
XI*N[-2,1) & X2~ N[5,1) KI~N[-2,1) & X2~ N[7,1)

Figura 4.2.3: Gréafico da média de ¢2 via Estimador de Maxima Verossimilhanca para misturas com
distribuigdes X;~N(u,,52) € X,~N(u,, 0%) com y; € {-2,2,5,7,9,11} e o/ €{1,3,4,9,16} para i= 1,2,
n € {100,300,500,1000},m = 2 e re = 1000 replicagoes.

Média de o2,
2000
e —
10,0
0.0
100 300 500 1000
—XI"N[2,1} e XZ"N[5,1) ———X1~N[Z1}eX2Z"N[54} — XI*N[2,3}eXZ"N[5,2)
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—— XIN[5,1} e X2¥N[9,1] ——X1~N[54} eX2*N[93} —— X1N[5,1} e X2Z"N[11,1}
—— XT"N[5,4) e X2¥N[11,9) —— ¥1~N[53} e X2¥N[9,16) —— X1~N[5,9) e XZ*N[11,16)}
KI~M[-2,1) & X2~ N[5, 1) R1*N[-2,1) & X2Z¥N(7,1}

Figura 4.2.4: Gréfico da média de ¢ via Estimador de Maxima Verossimilhanca para misturas com
distribuicdes X;~N(u,,02) € X,~N(u,, 0#) com y; € {—2,2,5,7,9,11} e o €{1,3,4,9,16} para i= 1,2,
n € {100,300,500,1000},m = 2 e re = 1000 replicacdes.
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Média de p,
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— N2 1) e XIN[T 1) ——XIH[21) @ XZN[TE) —— X1~N[23) e XTH[TA)
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———X1"N{-2, 1) @ XN[5, 1} —— XI"N[-1.1) & X2"N{T 1)

Figura 4.2.5: Gréfico da média de p, = 0.3 via Estimador de Maxima Verossimilhanga para misturas
com distribuicbes X;~N(u;,0%) € X,~N(uz,0%) com y; €{-2,2,5,7,9,11} e o/ €{1,3,4,9,16} para
i =1,2.,,n€{100,300,500,1000},m = 2 e re = 1000 replicacdes.
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Figura 4.2.6: Gréafico da média de p, = 0.7 via Estimador de Maxima Verossimilhanga para misturas
com distribuicbes X;~N(uy,0%) € X;~N(uy,02) com p; € {—2,2,5,7,9,11} e 6% €{1,3,4,9,16} para
i=12.,n¢e{100,300,500,1000},m = 2 e re = 1000 replicagdes.
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Figura 4.2.7: Gréfico da variancia de p,via Estimador de Maxima Verossimilhanga para misturas com
distribuicdes X;~N(u;,02) € X,~N(uy, 0%) com p; €{-2,2,5,7,9,11} e 6? €{1,4} para i=12,

n € {100,300,500,1000},m = 2 e re = 1000 replicacdes.
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K1vN[-2,1} & XZ*N(7, 1}

Figura 4.2.8: Gréfico da variancia de p,via Estimador de Maxima Verossimilhanca para misturas com
distribuicbes X;~N (uy,02) e X,;~N(uz,02) com y; €{-2,2,5,7,9,11} e o7 €{1,3,49} para i=12,
n € {100,300,500,1000},m = 2 e re = 1000 replicagoes.
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—— XI™N[5,1) e X2¥N[11,1) —— X1*N[53) e X2¥N[11,15) KI¥N[-2,1) & X2~ N[5, 1)
X1~N[-2,1) e XZ*N[7.1)

Figura 4.2.9: Gréfico da variancia de g2via Estimador de Maxima Verossimilhanca para misturas com
distribuigdes X;~N (u1,0%) € X,~N(uy, 02) com p; € {—2,2,5,7,9,11} e o €{1,49,16} para i=1,2,
n € {100,300,500,1000},m = 2 e re = 1000 replicagoes.
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Figura 4.2.10: Gréafico da variancia de o2via Estimador de Maxima Verossimilhanca para misturas
com distribuicbes X;~N(u,,02) € X,~N(uy, 62) com p; € {—2,2,5,7,9,11} e 6/ € {1,4,9} para i = 1,2,
n € {100,300,500,1000},m = 2 e re = 1000 replicacdes.
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Varianciasde p, e p,

B.O

5.0 ._-—"//‘;\_\ RY/
- *ﬂ
. = — N

100 300 500 1000

——XI*N[2,1) & XZ¥N[5,1) ——X1"N[2,1) e X2*N[5,8) —— X1*N[2,1} & XZ*N[7,1)
——X1~N[2,1)  XZ"N[7 4} ——K1~N[5,3) e XZ~N([3,3) K1~N[-2,1) e X2*N(7,1)

Figura 4.2.11: Grafico das variancias de p;, =03 e p, =0.7 via Estimador de Maxima
Verossimilhanga para misturas com distribuicées X; ~N(u,, 02) € X,~N(u,, ) com p; € {—2,2,5,7,9}
e o? €{1,4,9} para i = 1,2.,, n€{100,300,500,1000},m = 2 e re = 1000 replicagdes.

Analisando as simulacdes de Monte Carlo realizadas (ver Figuras de 4.2.1 a
4.2.11) para a distribuicdo Normal via método da méxima verossimilhanca, podemos
observar que as médias das variancias em quase todos os casos de mistura
convergem para seu verdadeiro valor conforme o tamanho da amostra aumenta. O
caso da mistura das distribuicbes X;~N(2,3) com X,~N(7,4) foi o Unico que
apresentou valores bem mais elevados para as médias de o2 e o7 em relacdo aos
seus verdadeiros valores 62 =3 e 0?=4 . Pela estimagcdo da maxima
verossimilhanca, é possivel notar uma grande variabilidade dos parametros quando
o tamanho da amostra € menor que 300 (Figuras 4.2.7 a 4.2.10). As estimacdes das
variancias dos parametros de probabilidades (Figura 4.2.11) variaram de maneiras
diferentes conforme o tamanho da amostra, ndo apresentando resultados

conclusivos.

4.3 Simulacgdes via Algoritmo EM para Distribuicdo Normal

Nas simulacdes para misturas de distribuicbes Normal também utilizamos
X;~N(uy,02) e X,~N(uy,02) com we{-2,2,57,9,11} e 6? €{1,3,4,9,16} para i =
1,2. Nesse caso, analisamos o vicio e Erro Quadratico Médio dos parametros, além

da probabilidade de p = 0.3.
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Média de pn,

100

300

500

1000

——X1~N{2,1) & X2~N(5,1)
——N1~N{2,1) e X2~N(7,1)
——X1~N(5,1) & X2~N[2,1)
——X1~N(5,4) e X2~N[11,9)

X1~Ni-2,1) eX2~N(5,1)

—— X1~M[2,1} & X2~N(5,4)
—— WI~M(2,1) & X2~N(7,4)
—— X1~M(5,4) & X2~N(2,9)
——— W1~N(5,9) & ¥2~N[2,15)
H1~MN{-2,1) eX2~M(7,1}

——X1~N(2,3) & X2~N(5,4)
——X1~N(2,3) e X2~N{7,4)
———X1~N([5,1) & X2~N[11,1}
——W1~N(5,9) & ¥2~N[11,15)

Figura 4.3.1: Gréfico da média de p, via Algoritmo EM para misturas com distribuicdes X; ~N (u,, 02)

e

X,~N(uy,02) com u; €{-2,2,57911} e o? €{1,3,49,16} para
n € {100,300,500,1000}, m = 2 e re = 1000 replicacdes.
Média de u,
20
10
1]
100 300 500 1000

——X1~N{2,1) e ¥2~N(5,1)
——XI~N{2,1) & X2~N(7,1)
——XI~N(5,1) & X2~N(8,1)
—XI~N(5,4) & X2~N(11,9)
¥1~N{-2,1) eX2~N(5,1]

——¥1~N(2,1) e ¥2~N(5,4)
—— X1~N(2,1) & ¥2~N(7.4)
—— X1~N(5,4) e ¥2~N[9,9)
—— X1~N(5,9) & ¥2~N(9,16)
¥1~N(-2,1) eX2~N(7.1)

——X1~N(2,3) e ¥2~N(5,4)
——X1~N(2,3) e X2~N[7.4)
———X1~N{5,1) & X2~N([11,1)
—X1~N{5,9) & X2~N(11,16)

i=12

Figura 4.3.2: Gréfico da média de pu, via Algoritmo EM para misturas com distribuigées X; ~N (u;, 02)

e

X3~N (us, 022)

com w;€{-2,2,57911} e o} €{1,3,49,16} para
n € {100,300,500,1000}, m = 2 e re = 1000 replicacdes.
Média de o2,
4
: — =
0
100 300 500 1000

——¥1~N{2,1) & X2~N(5,1]
——X1~N{2,1) & X2~N(7,1)
——X1~N(5,1) & X2~N(8,1)
——X1~N(5,4) & X2~N[11,8)
WI1~N(-2,1) &X2~N(5,1)

——X1~N(2,1) & X2~N(5,4]
——X1~N(2,1) e X2~N(7.4)
—— X1~N(5,4) & X2~N(3,9]
—— X1~N(5,8) & X2~N(3,15)
H1~N(-2,1) eX2~N(7,1)

——X1~N{2,3) & X2~N[5,4)
——X1~N{2,3) & X2~N(7,4)
———%1~N{5,1) & ¥2~N[11,1)
———%1~N{5,9) & X2~N(11,186)

i=12

Figura 4.3.3: Grafico da média de o via Algoritmo EM para misturas com distribuicdes X;~N (u,, 6)

e

n € {100,300,500,1000},m = 2 e re = 1000 replicacdes.

Xo~N(uy, 022)

2

com

u;€{-2,2,5,7,9,11}

e
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para
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Média de 02,

l

100

——X1~N(2,1) e X2~N(5,1)

——1~N(2,1) e X2~N(7.1)

——X1~N(5,1) e X2~N(9,1)

——¥1~N(5,4) e ¥2~N{11,8)
¥1~M[-2,1) eX2~N(5,1)

300

—— X1~M(Z,1) & X2~N(5,4)

—— X1~N(Z1) & X2~N(T,4)

—— X1~M(5,4) & X2~N(2,9)

—— X1~N(5,9) & X2~N(8,15)
W1~M(-2,1) eX2~N(7,1)

500

1000
——X1~N(2,3) e X2~N(5,4)
——1~N(2,3) e X2~N(7.4)
———X1~M(5,1) e ¥2~N{11,1)
———¥1~M(5,8) e ¥2~N{11,16)

Figura 4.3.4: Gréafico da média de ¢ via Algoritmo EM para misturas com distribuigdes X; ~N(u,, 02)

e X,~N(uz0?) com p;e{-2257911} e of €{1,3,4,9,16} para
n € {100,300,500,1000}, m = 2 e re = 1000 replicacdes.
Média de p,;
0.4
0z A = =—=—=—
o
100 300 500 1000

——X1~N(2,1) & X2~N(5,1}
——¥1~N(2,1) e ¥2~N(7,1}
——X1~N(5,1) & X2~N(2,1}
——X1~N(5,4) & X2~N[11,9)
W1~N([-2,1) eX2~N(5,1)

——X1~M(2,1) & X2~N(5,2)
——X1~N(2,1) e ¥2~N[7,2)
—— X1~N{5,4) & X2~N[2,9)
——— X1~N[5,9) e ¥2~N[9,16)
W1~N([-2,1) eX2~N(7,1)

——X1~N(2,3) e X2~N(5,4)
——X1~N[2,3) e X2~N(T,2)
———X1~N(5,1) & X2~N[11,1)
———¥1~N(5,8) & X2~N[11,16]

i=12

Figura 4.3.5: Gréafico da média de p, = 0.3 via Algoritmo EM para misturas com distribuicdes

Xi~N(us,08) e X,~N(up0?) com u;e{-2,2,57911} e o?

n € {100,300,500,1000},m = 2 e re = 1000 replicagdes

€{1,3,4,9,16} para

Média de p,
08
o7 —_———————— =
06

100

——XI1~N{2,1) & X2~N(5,1)

——X1~N{2,1) & X2~N(7,1)

——XI1~N(5,1) & X2~N(8,1)

——X1~N(5,4) & X2~N[11,9)
W1~M(-2,1) eX2~N(5,1)

300

—— X1~N(2,1) & X2~N(5,4)

—— X1~N(2,1) & X2~N(T,4)

—— X1~N(5,4) & X2~N(2,9)

—— X1~N(5,3) & X2~N(2,15)
WI1~N(-2,1) eX2~N(7,1)

500

1000
——X1~N{2,3) & X2~N(5,4]
——X1~N{2,3) & X2~N[T7,4)
———X1~N(5,1) & X2~N(11,1)
———¥1~N{5,9) & X2~N(11,15)

i=12,

Figura 4.3.6: Grafico da média de p, = 0.7 via Algoritmo EM para misturas com distribuicdes

X,~N(uy,08) e X,~N(up0?) com p;€e{-2,2,57911} e o?
n € {100,300,500,1000},m = 2 e re = 1000 replicacdes.
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Varidnciade pu,

h

500

100

——XI1~N{2,1) & X2~N(5,1)

——XI~N{2,1) & X2~N(7,1)

——NI~N{5,1) & X2~N(9,1)

——XI~N{5,4) & X2~N(11,9)
¥1~N(-2,1) eX2~N(5,1)

300
—— N1~N([2,1) & X2~N[5,4)
—— NI~N(Z,1) & X2~N(7.4)
—— WI~N(5,4) & K2~N(2,9)
—— W1~M[5,9) & X2~N(g,16)
W1~N{-2,1) ex2~N(7.1)

1000
——¥1~N[Z,3) & ¥2~N(5,4)
——¥1~N[Z,3) & X2~N(7.4)
———X1~N(5,1) e X2~N(11,1}
—X1~N(5,9) & X2~N[11,15)

Figura 4.3.7: Gréafico da variancia de p, via Algoritmo EM para misturas com distribuicdes
X,~N(uy,08) e X,~N(uz0%?) com u;e{-2,2,57911} e o? €{1,3,4916} para

n € {100,300,500,1000}, m = 2 e re = 1000 replicacdes.

i=12,

Varianciade 1,

_-_-_-_-_-_-_'—-—-—-_
%_—

100

——X1~N(2,1) & X2~N(5,1)

——X1~N(2,1) & X2~N(7,1)

——X1~N(5,1) & X2~N(3,1)

——X1~N(5,4) & X2~N{11,8)
H1~M{-2,1) eX2~N(5,1)

300
—— X1~MN{2,1) & X2~N(5,4)
—— X1~N{2,1) & X2~N(7,4)
—— X1~N{5,4) & X2~N(2,3)
——— ¥1~N{5,9) & X2~N(g, 1E)
H1~M{-2,1) eX2~N(7,1)

500

1000
——X1~N{2,3) e X2~N(5,4)
——N1~N[2,3) e X2~N(7.4)
- X1~N{5,1) & X2~N{11,1)
———X1~N{5,3) e X2~N{11,16)

Figura 4.3.8: Grafico da variancia de p, via Algoritmo EM para misturas com distribuicdes
Xi~N(uy,08) e X,~N(up0%) com u;e{-2,2,57911} e o? €{1,3,4916} para

n € {100,300,500,1000},m = 2 e re = 1000 replicagoes.

i=12,

Varidnciade 0%,

1 ——
—_—
[1] —%
100 300 500 1000

——X1~N(2,1) e ¥2~N(5,1)

——X1~N{2,1) e X2~N(T,1)

——X1~N(5,1) e X2~N(8,1)

——XI~N(5,4) & X2~N(11,8)
®1~N(-2,1) &X2~N(5,1)

—— X1~N{2,1) & X2~N(5,4)
——X1~M{2,1) & X2~N(T,4)
—— X1~M({5,4) & X2~N(8,5]
—— X1~M(5,8) & X2~N(8,16)
W1~N(-2,1) eX2~N(7,1)

——X1~N[2,3) & X2~N(5,4)
——N1~N{2,3) & X2~N(7.4)
———¥1~N(5,1) e ¥2~N{11,1}
———¥1~N(5,8) & ¥2~N(11,16)

Figura 4.3.9: Grafico da variancia de ¢? via Algoritmo EM para misturas com distribuicdes

X,~N(uy,08) e X,~N(up0%?) com pu;e{-2,2,57911} e o? €{1,3,4916} para i=12,

n € {100,300,500,1000},m = 2 e re = 1000 replicacdes.
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Varidnciade ¢,
10
0 —%' i — :
100 300 500 1000
——W1~N(2,1) e ¥2~N(5,1) ——N1~N{2,1) & X2~N(5,4)
—— 1000 X1~N([2,3) & ¥2~N[5,4) ——X1~N[2,1) & X2~N(7,1)
—W1~N(2,1) & ¥2~N(T.4) —X1~N[2,3) & X2~N(7.4)
—— W1~N(5,1) e ¥2~N{9,1) ——X1~N(5,4) e X2~N[9,9)
¥1~N(5,1) e X2~Nj11,1)  ——X1~N[5,4]eX2~N[11,3)

Figura 4.3.10: Gréafico da variancia de ¢} via Algoritmo EM para misturas com distribuicdes
X;~N(uy,08) e X,~N(uz0?) com u;e{-2,2,57911} e o? €{1,3,4916} para i=12,
n € {100,300,500,1000}, m = 2 e re = 1000 replicacdes.

Varidanciasde p, e p,
0.02
::::::::::::===:=:===
5 =3

100 300 500 1000
——¥1~M(2,1) e X2~N(5,1) ——X1~N(2,1) e X2~N(5,4)] ——¥1~N(2,3)e X2~N(5,4)
——¥1~M(2,1) e X2~N(T, 1) ——X1~N(2,1) e X2~N(T,4)  ——X1~NM(2,3) e X2~N(7,4)
—X1~N(5,1) e X2~N[8,1) —— X1~N[5,4) e X2~N{9,5) N1~M(5,1) & X2~M[11,1)
——¥1~MN(5,4) e X2~N[11,8) —— ¥1~N(5,8) e X2~N(8,1E) W1~M(5,3) & ¥2~N[11,1E)

H1~N(-2,1) eX2~N(5,1) H1~N(-2,1) eX2~N[7.1)

Figura 4.3.11: Gréfico das variancias de p; = 0.3 e p, = 0.7 via Algoritmo EM para misturas com
distribuicdes X;~N(u,,02) € X,~N(u,, 0) com y; € {—2,2,5,7,9,11} e o/ €{1,3,4,9,16} para i= 1,2,
n € {100,300,500,1000}, m = 2 e re = 1000 replicacdes.

Em linhas gerais, observando as Figuras de 4.3.2 até 4.3.11, podemos dizer
gue o método de estimacéo via algoritmo EM para mistura de distribuicdo Normal foi
mais preciso que o método da maxima verossimilhanca, pois nesse caso, as
estimacdes de todos os parametros indicaram uma normalidade do modelo. Como ja
sabido, quando temos uma amostra grande conseguimos uma maior precisdo nos
resultados, e, pela estimacdo via algoritmo EM, percebemos que conforme a
amostra aumenta, as estimativas das médias (Figuras 4.3.1 a 4.3.6) de todos os
parametros tendem ao seu verdadeiro valor e as estimativas das variancias (Figuras

4.3.7 a 4.3.11) para os parametros se encontram em intervalos pequenos, tendendo
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a 0, o que indica o fato de haver menor variabilidade dos parametros entre as

misturas conforme a amostra aumenta.

4.4 Simulagdes via Algoritmo EM para Distribuicdo Gama

Para as simulagcbes de distribuicbes Gama via algoritmo EM,
utilizamosX; ~T'(ay, B%) e X,~T'(ay, B3) com a;e {2,5,7,9,11} e B? €{1,3,4,9,16} para
i = 1,2. e probabilidade de 0.3. Em seguida, encontram-se alguns dos resultados
obtidos.

Média de a,
10
-
5 —_—
—
0
100 300 500 1000
—X1~G[2,1) eX2~G(5,1) ——NXI1~G[21) eX2-G(54) —XNI~G[23)eN2~G(54)
—X1~G21) eX2~G(T,1) ——XI~G[2,1) eX2G(T4) —XI~G[2,3) eX2~G(7,4)
——¥1~G[5,1) eX2~G(9,1) — N1~G(5,4) eX2~G[9,9) ¥1~G[5,1) eX2~G[11,1)
——X1~G[5,4) eX2~G(11,9) —— X1~G(5,9) e X2~G(9,15) ¥1~G(5,9) eX2~G[11,16)

Figura 4.4.1: Gréafico da média de a, via Algoritmo EM para misturas com distribuicées X; ~I'(uy, 0?) e
X,~T(uy, 02) com a;€{2,5,7,9,11} e B; €{1,3,49,16} para i= 12, ne{100,300,500,1000},m =
2 ere = 1000 replicagbes.

Média de a,
75
50
a5 -ﬁ____—
0 = R — — e —
100 300 500 1000
— 1G]] eX2-G(5,4) ——X1~G[L3) eXI~G(5,4) ——¥1~G(L1) eX2~G(7,1)
—X1~G[L1) eX2~GT4) —X1~G(L3) eX2~ET L) ——X1~G(5,1) eX2~G(9,1)
—— ¥1~G[5,4) eX2~G(9,5) ¥1~G(5,1) eX2~G(11,1) ——¥1~G(5,4) eX2~G(11,5)
—— ¥1~G(5,8) eX2~G(0,16) ¥1~G(5,9) eX2~G(11,16)

Figura 4.4.2: Grafico da média de a, via Algoritmo EM para misturas com distribuicdes X, ~T'(uy,02) €
X,~T(u,, 02) com a;€{2,5,7,9,11} e B; €{1,3,49,16} para i= 12, ne{100,300,500,1000},m =
2 e re = 1000 replicagbes.
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Média de B,

(=D S B R - ]

e

100
——X1~G(2,1) eX2~G(5,1)
——X1~G(2,1) eX2~G(T.1)
——X1~G(5,1) eX2~G(3,1)
——X1~G(5,4) eX2~G(11,2)

300
——¥1~G(2,1) eX2~G(5,4)
——X1~G(2,1) eX2~G(T.4)
—— %1~G(5,4) eX2~G(9,9)
—— %1~G(5,9) eX2~G(2,16)

500

1000
——X1~G(2,3) eX2~G(5,4)
——¥1~G(2,3) eX2~G(7,4)
——¥1~G(5,1) eX2~G(11,1)
——X1~G(5,9) eX2~G[11,16)

Figura 4.4.3: Gréafico da média de 5, via Algoritmo EM para misturas com distribuicdes X; ~T'(u;, o) €
X,~T(uy,02) com a; €{2,5,7,9,11} e B; €{1,3,4,9,16} para

2 ere = 1000 replicagbes.

i=12, ne{100,300,500,1000},m =

— X1~G(2,1) eX2~G(5,1)
——X1~G{2,1) eX2~G(7,1)
——X1~G(5,1) eX2~G[9,1)
—— X1~G(5,9) eX2~G(9,16)

Média de [,
- /
5 e — —
— ——
1]
100 300 500 1000

——X1~G(2,1) eX2~G(5,4)

——X1~G(2,1) eX2~G(7.4)

—X1~G(5,4) eX2~G(9,9)
¥1~G(5,9) eX2~G(11,16)

——X1~G(2,3) eX2~G(5,4)
——X1~G(2,3) eX2~G(T.4)
W1~G(5,1) eX2~G(11,1)

Figura 4.4.4: Gréfico da média de g, via Algoritmo EM para misturas com distribuicdes X; ~I'(u;, 0f) €
X,~T(uy,02) com a; €{2,5,7,9,11} e B; €{1,3,4,9,16} para

2 ere = 1000 replicagbes.

i =12, ne{100,300,500,1000},m =

Média de p,
0.4
0.2 —
]
100 300 500 1000
——X1~G(2,1) eX2~G(5,1) ——X1~G(2,1) eX2~G(5,4) ——X1~G(2,3) eX2~G(54)
——XI~G[2,1) eX2VG(7,1) ——X1~G(2,1) eX2~G(7,4) ——X1~G(2,3) eX2+G(7,4)
——X1~G(5,1) eX2~G(9,1) ——X1~G(5,4) eX2~G(8,9) ——X1~G(5,1) eX2~G(11,1)
—— X1~G[5,4) eX2~G(11,9) ——X1~G(5,9) eX2~G(3,16) ——X1~G(5,9) eX2~G[11,16)
Figura 4.4.5: Grafico da média de p, = 0.3 via Algoritmo EM para misturas com distribuicdes

Xi~T(uy,0f) € Xp~T(up,05) com

a; 6{2, 5, 7, 9,11} e ﬂi
n € {100,300,500,1000},m = 2 e re = 1000 replicacdes.
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Média de p,

07 %—7

0.6

100
— X1~G(2,1) eX2~G(5,1)
——¥I~G(2,1) eX2~G(7,1)
—— ¥1~G(5,1) eX2~G(9,1)
—— X1~G[5,4) eX2~G[11,9)

300
—X1~G[2,1) eX2~G[5,4)
——N1~G[2,1) eX2~G[T,4)
——N1~G[5,4) eX2~G(9,9)
——X1~G[5,3) eX2~G[9,15)

500

1000
——X1~G[2,3) eX2~G[5,4)
——X1~G[2,3) eX2~G(7.4)
——¥1~G[5,1) eX2~G[11,1)
——X1~G[5,9) eX2~G(11,16)

Figura 4.4.6: Gréfico da média de p, = 0.7 via Algoritmo EM para misturas com distribuicdes
Xi~T(uy,07) € X,~T(up,07) com a;€{2,57911} e p
n € {100,300,500,1000}, m = 2 e re = 1000 replicacdes.

€{1,3,4,9,16} para

i=12

Vicio de oy

15
1 B
05 —%‘\\
0
o5 100 300 500 1000

——¥1~G(2,1) eX2~G(5,1)
——¥1~G(2,1) eX2~G(7,1)
—— ¥1~G(5,1) eX2~G(8,1)
—— ¥1~G(5,4) eX2~G[11,9)

—¥1~G(2,1) eX2~G(5,4)
—— ¥1~G(2,1) eX2~G(7.4)
—— ¥1~G(5,4) eX2~G(8,9)
—— ¥1~G(5,9) eX2~G(9,16)

——¥1~G(2,3) eX2~G(5,3)
——¥1~G(2,3) eX2~G(7,4)
——X1~G[5,1) eX2~G{11,1)
——X1~G[5,2) eX2~G{11,16)

Figura 4.4.7: Gréfico do vicio de a, via Algoritmo EM para misturas com distribuicdes X, ~I'(uy, 02) €

X,~T(uy,02) com a; €{2,5,7,9,11} e B; €{1,3,49,16} para

2 e re = 1000 replicagbes.

i=12, ne{100,300,500,1000},m =

Vicio de a,

—_—

eeee————

100
——X1~G(2,1) eX2~G(5,1)
—— ¥1~G(2,1) eX2~G(7,1)
—— ¥1~G(5,1) eX2~G(9,1)
—— X1~G[5,4] eX2~G[11,9)

300

——X1~G[2,1) eX2~G[5,4)
—N1~G[2,1) eX2~G(7,4)
——X1~G[5,4) eX2~G(9,9)
——X1~G(5,9) eX2~G(9,16)

500

1000
——X1~G[2,3) eX2~G[5,4)
——X1~G[2,3) eX2~G(7,4)
——X1~G{5,1) eX2~G(11,1)
———X¥1~G[5,9) eX2~G([11,16)

Figura 4.4.8: Gréfico do vicio de a, via Algoritmo EM para misturas com distribuicdes X, ~T'(uy, 02) e
X,~T(uy, 02) com a;€{2,5,7,9,11} e B; €{1,3,49,16} para

2 ere = 1000 replicagbes.
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i=12, ne{100,300,500,1000},m =



Vicio de B,

1000

—¥1~G(2,1) eX2~G5,1) —— X1~G(2,1) e X2~G(5,4)
——¥1~G(2,1) eX2~GET,1)
——¥1~G(5,1) eX2~G5,1)

—— ¥1~G(5,4) eX2~G(11,9)

—— X1~G(2,1) eX2~G(7,4)
—— X1~(G(5,4) e X2~G(3,5)
——— ¥1~G(5,9) eX2~G{9,16)

——X1~G(2,3) eX2~G(5,4)
—N1~G(2,3) eN2~G(7,4)
—X1~G(5,1) eX2~G(11,1)
—X1~G(5,9) eX2~G(11,16)

Figura 4.4.9: Gréfico do vicio de g, via Algoritmo EM para misturas com distribuicdes X; ~T'(u,, 02) e

X,~T(uy,0%) com a;€{2,5,7,9,11} e B; €{1,3,49,16} para
2 ere = 1000 replicacbes.

i=12, ne{100,300,500,1000},m =

Vicio de 3,

5
P ————————— ______,.-5'_‘?_ —
= 100 300 500 1000
-10
-15

—_—N1G(2,1) eX2~G(5,1)
—_—N1~G2,1) eX2~G(7,1)
—_—N1~G(5,1) eX2~G(5,1)
—_—N1G(5,4) eX2~G{11,9)

—_—N1~G(2,1) eX2~G(5,4)
—_—N1~G(2, 1) eX2~GT,4)
—_—X1~G(5,4) eX2~G58,9)
—_—X1~G(5,9) eX2~G(5,16)

—_—N1~G(2,3) eX2~G(5,4)
—_—N1~G(2,3) eX2~GT,4)
—X1~G(5,1) eX2~G(11,1)
X 1~G(5,9) eX2~G(11,16)

Figura 4.4.10: Grafico do vicio de B, via Algoritmo EM para misturas com distribuicdes X; ~I'(u;, 0f) €

X,~T(uy, 02) com a;€{2,5,7,9,11} e B; €{1,3,49,16} para
2 ere = 1000 replicagbes.

i=12, ne{100,300,500,1000},m =

Vicio de p,

0.05

1
-0.05

1000

—_—

-0.1

——¥1~G(2,1) eX2~G(5,1) —X1~G(2,1) eX2~G(5,4)
—¥1~G(2,1) eX2~G(7.1)
— ¥1~G(5,1) eX2~G(9,1)

—— ¥1~G(5,4) eX2~G{11,9)

—X1~G(2,1) eX2~G(7.4)
——¥1~G(5,4) eX2~G(5,9)
——¥%1~G(5,3) eX2~G(3,16)

——X1~G(2,3) eX2~G(5.4)
——X1~G(2,3) eX2~G(7.4)
——X1~G(5,1) eX2~G(11,1)
——X1~G(5,9) eX2~G(11,16)

Figura 4.4.11: Grafico do vicio de p; = 0.3 via Algoritmo

X;~T(uy,02) e X,~T(uy,0f) com a;€{2,57911} e B,

n € {100,300,500,1000},m = 2 e re = 1000 replicagoes.
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EM para misturas com distribuices

€{1,3,49,16} para i=12 ,



Vicio de p,
01
005 —_—
0 *&?
100 300 S ap Ll
-0.05
—_—1~G(2, 1) e X2 G5,1) —X¥1~G(2,1) eX2~G(5,4) ——X1~G[2,3) eX2~G(5,4)
—x1~G(2,1) eX2~G[7,1) —X1~G[2,1) eX2~G{7,4) —XI1~G[2,3)eX2~G(7.4)
—%1~G(5,1) eX2~G[9,1) —X1~-G[54)eX2~G[9,9) ¥1~G(5,1) eX2~G[11,1)
—X1~G(5,4) eX2~G[11,3) ——X1~G(5,9) eX2~G(3,15] ¥1~G(5,9) eX2~G(11,18)

Figura 4.4.12: Grafico do vicio de p, = 0.3 via Algoritmo EM para misturas com distribuicdes
X, ~T(uy,02) e X,~T(uy,0f) com a;€{2,57911} e B  €{1,34916} para i=12 ,
n € {100,300,500,1000},m = 2 e re = 1000 replicacdes.

Os resultados para os parametros a, (ver Figuras 4.4.1 e 4.4.7) indicam que
todas as misturas se encontram dentro da normalidade, as estimativas das médias
se encontram préximas aos parametros e os vicios tendem a 0 conforme a amostra
aumenta. J& para os parametros de «a,, representados nas Figuras 4.4.2 e 4.4.8,
notamos que na mistura de X;~I'(2,3) com X,~I'(7,4) para uma amostra de tamanho
pequena, a estimativa da sua média fica distante do verdadeiro parametro, o que
ocasiona um vicio grande nas amostras de tamanhos 100 e 300. Porém ha um
declinio grande quando a amostra passa de 300, convergindo rapidamente para seu
verdadeiro valor.

Para os parametros de $,, as misturas X;~I'(5,9) e X,~I'(9,16), X;~I'(5,9) e
X,~TI'(11,16) apresentam vicio com valores distantes de 0, diferentemente das outras
misturas. Como podemos observar na Figura 4.4.3 das estimativas das médias de
B, , as retas dessas misturas ndo se encontram préximas aos valores dos
parametros em ambas as misturas. Talvez isso ocorra porque o0s valores dos
parametros ; =9 e f, = 16 sdo maiores entre si em relagcdo aos parametros das
outras misturas. Portanto aqui, podemos concluir que quanto maior a diferenca entre
B1 € B, nas misturas de distribuicio Gama com duas componentes, maior sera seu
vicio.

Nas Figuras 4.4.5 e 4.4.6, temos as estimativas das médias para 0s
parametros de probabilidades p; = 03ep, =0.7. Em todos o0s casos, essa

estimativa converge para seus valores de probabilidade conforme a amostra
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aumenta. A estimativa do vicio para esses parametros, ver Figuras 4.4.11 e 4.4.12,
se encontra em um intervalo muito pequeno proximo de 0, o que nos indica que

temos uma boa estimacao para os parametros de probabilidades.
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Capitulo 5

Conclusodes

No Capitulo 2 introduzimos o conceito de Modelo de Mistura de Distribuicdes
Independente. Provamos que a expressao que define o modelo de mistura satisfaz
as propriedades de uma funcdo densidade (ou massa) de probabilidade.
Apresentamos exemplos da funcdo de verossimilhanca do Modelo de Misturas de
Distribuicbes Independente no qual as variaveis aleatdrias possuiam distribuicdes
Poisson e Normal. Também apresentamos as condi¢cdes de identificabilidade para o
modelo e alguns exemplos de Modelos de Mistura de Distribuigdes Independentes.

No Capitulo 3 apresentamos as estimacfes para os Modelos de Mistura pelo
método da maxima verossimilhanca e pelo método do algoritmo EM.

No Capitulo 4 apresentamos resultados de simulacdes de Monte Carlo
realizadas com Modelos de Mistura de Distribuicbes Poisson, Normal e Gama pelos
métodos descritos no Capitulo 3. Esses resultados mostraram que ambos o0s
meétodos de simulacdo, na maioria dos casos, sdo precisos quando o tamanho da
amostra é grande, porém no método da maxima verossimilhanca ocorre uma grande
variabilidade inicial quando trabalhamos com modelos de mistura de distribuicbes
Normal.

Podemos dizer que a estimacdo de todos os parametros do modelo de
mistura da distribuicdo Poisson via método da maxima verossimilhanca e Normal via
algoritmo EM foram precisos em todas as amostras observadas, enquanto que a
estimacdo das médias e das variancias dos parametros p; = 0.3 e p, = 0.7 do
modelo de mistura da distribuicdo Normal via método da maxima verossimilhanga
nao ocorreu de maneira adequada, além da estimativa das variancias de todos os
outros parametros serem muito elevadas inicialmente.

J& na estimativa do vicio para o parametro a, para o modelo de mistura das
distribuicdes X, ~T'(2,3) e X,~I'(7,4) via algoritmo EM ficou bem elevado, isso devido
a falta de precisao na estimativa da média desse parametro.

A estimativa por método da maxima verossimilhanca se adequou bem para o

modelo de mistura de distribuicbes Poisson, porém, para o0 modelo de mistura de
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distribuicbes Normal ndo houve essa mesma caracteristica, sendo o método do
algoritmo EM mais adequado para a estimagdo dos parametros. Porém, o método
via algoritmo EM também néo foi muito preciso na estimacao de alguns parametros
do modelo de mistura de distribuicdes Gama, como dito anteriormente.

Contudo, ndo existe um estimador mais “correto” para o uso em modelos de
mistura, pois o que estima melhor os parametros de uma mistura de distribuigdes,
nao necessariamente sera o melhor método de estimacéo para outras misturas de

distribuicdes.
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Apéndice A

Neste apéndice iremos apresentar os quadros com os valores dos parametros
obtidos das estimacdes feitas pelas Simulacbes de Monte Carlo para modelos de
mistura de distribuicdo Poisson, Normal e Gama pelo método da maxima
verossimilhanca e pelo algoritmo EM apresentadas no decorrer do trabalho.

A.1 Estimacdo dos Parametros dos Modelos de
Mistura da Distribuicdo Poisson pelo Método da

Maxima Verossimilhanca

Nesta secdo serdo apresentadas as estimativas dos parametros para o
modelo de mistura com distribuicdo Poisson pelo método da maxima

verossimilhanca apresentadas na Secéo 4.1.
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Tabela A.l: Estimacdo dos parametros por Simulacdes de Monte Carlo via método da maxima
verossimilhanca para o Modelo de Mistura de DistribuigcBes Independente com distribuicdo X;~P(2) e
X,~P(1), m =2, p, = 0.3, p, = 0.7, n € {100,300,500,1000} e re = 1000 replicacdes.

‘ A,=2 ‘ A, =2 ‘ p1=03 ‘ p2=07
n=100
Média 1.504752 2502771 0511494 0488506
Vicio -0.40525 0502771 0211494 -0.21149
EQM 0.632059 1.562530 0.157684 0157684
Variancia 0.468301 1.311071 0113068 0113068
n =300
Média 1.661318 2527893 0.498186 0.501814
Vicio -0.33868 0527803 0108186 -0.10819
EQM 0.506723 1.551248 0.157096 0157096
Variancia 0.39241 1.273851 0117936 0.117936
n =500
Média 1.610684 2 38768 0491988 0.508012
Vicio -0.38032 0.38768 0.191988 -0.19199
EQM 0.590687 1191087 0.156328 0156328
Variancia 0446494 1.041833 0119589 0119589
n=1000
Média 1.654459 2488862 0513644 0.486356
Vicio -0.34554 0488862 0213644 -0.21364
EQM 0.536162 1.506479 0171844 0.171844
Variancia 0.417181 1.268763 0.126326 0.126326

Tabela A.2: Estimagdo dos pardmetros por Simulagfes de Monte Carlo via método da méxima
verossimilhanca para o Modelo de Mistura de Distribuicbes Independente com distribuicdo X;~P(2) e
X,~P(3), m=2,p, =03, p, = 0.7, ne {100,300,500,1000} e re = 1000 replicacdes.

| A,=2 | 1,=3 | p1=03 | p2=0.7
n=100
Média 1.906892 3462773 0392558 0607442
Vicio -0.09311 0.462773 0.092558 -0.09256
EQM 0.930602 1762784 0.119588 0.119588
Variancia 0.922855 1.550176 0111132 0111132
n=2300
Média 1.850838 3517147 0.412679 0.587321
Vicio -0.14916 0517147 0112679 0.11268
EQM 0.846973 1.905002 0.13464 0.13464
Variancia 0.825549 1.6392 0.122066 0.122066
n =500
Média 1769873 3467287 0.404346 0595654
Vicio -0.23013 0467287 0104346 -0.10435
EQM 0.902928 1.530961 0.136517 0.136517
Variancia 085082 1.313917 0125755 0125755
n=1000
Média 1.749699 3.437942 0.405884 0.594116
Vicio -0.2503 0437042 0105884 -0.10588
EQM 0.747994 1.410211 0.130836 0130836
Variancia 068603 1.219637 0.119744 0.119744
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Tabela A.3: Estimacdo dos parametros por Simulacdes

de Monte Carlo via método da maxima

verossimilhanca para o Modelo de Mistura de DistribuigcBes Independente com distribuicdo X;~P(2) e
X,~P(5), m =2, p, = 0.3, p, = 0.7, n € {100,300,500,1000} e re = 1000 replicacdes.

| A, =2 | A, =5 | p1=03 | pz2=07
n =100
Média 1.958684 5.20997 0.340681 0.659319
Vicio -0.04132 0.20997 0.040681 -0.04068
EQM 0.657448 0.84925 0.038916 0.038916
Variancia 0.656398 0.805968 0.037298 0.037298
n =300
Média 1.995763 5.05631 0.317374 0.682626
Vicio -0.00424 0.05631 0.017374 -0.01737
EQM 0.227074 0.143669 0.014613 0.014613
Variancia 0.227283 0.140639 0.014326 0.014326
n =500
Média 1.990834 5.036408 0.300002 0.690908
Vicio -0.00017 0.036408 0.009092 -0,00909
EQM 0.,141888 0,069521 0,008405 0,008405
Variancia 0,14203 0.068257 0.00833 0,00833
n=1000
Média 1.994608 5.012563 0.302948 0.697052
Vicio -0.00539 0.012563 0.002948 -0.00295
EQM 0.066688 0.03262 0.003818 0.003818
Variancia 0.066726 0.032495 0.003813 0.003813

Tabela A.4: Estimacdo dos pardametros por Simulagfes

de Monte Carlo via método da méaxima

verossimilhanga para o Modelo de Mistura de DistribuigcBes Independente com distribuicdo X;~P(2) e

X,~P(7), m =2, p, = 03, p, = 0.7, n € {100,300, 500, 1000} e re

1000 replicacdes.

| =2 | A =7 | p1=0.3 | p2=07
n=100
Média 1.093379 7.041482 0.307077 0.692023
Vicio -0.00662 0.041482 0.007077 -0.00708
EQM 0.258708 0.22068 0.00749 0.00749
Variancia 0.258023 0228187 0.007447 0.007447
n=300
Média 1.994445 7.010999 0.300936 0.699064
Vicio -0.00555 0.010999 0.000936 -0.00094
EQM 0.078450 0.067161 0.002122 0.002122
Variancia 0.078507 0.067107 0.002124 0.002124
n=500
Média 2.001514 7.004442 0.302231 0.697769
Vicio 0.001514 0.004442 0.002231 -0.00223
EQM 0.045304 0.040482 0.001312 0.001312
Variancia 0.045347 0.040503 0.001300 0.001309
n=1000
Média 1.989408 7.004816 0.300182 0.609318
Vicio -0.0105 0.004816 0.000182 -0.00018
EQM 0.022826 0.020797 0.000619 0.000619
Variancia 0.022738 0.020794 0.00062 0.00062
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A.2 Estimacao dos Parametros dos Modelos de

Mistura da Distribuicdo Normal pelo Método da

Maxima Verossimilhanca

Nesta secéo serdo apresentados os valores das estimativas dos parametros

para 0 modelo de mistura de distribuicdo Normal pelo método da maxima

verossimilhanca apresentadas na Sec¢éo 4.2.

Tabela A.5: Estimagdo dos pardmetros por Simulagfes de Monte Carlo via método da méxima

verossimilhanga para o Modelo de Mistura de Distribuic6es Independente com distribuicdo X;~N(2,1)
e X,~N(51), m=2, p, =0.3, p, = 0.7, n € {100,300,500,1000} e re =

1000 replicacdes.

‘ n =2 | 1w, =5 or=1 ‘ =1 ‘ pP1=03 ‘ p2=0.7
n=100
Média | 1.804505 | 4.836970 | 0.367185 | 1.511060 | 0.011251 | 0.988749
Vicio |-0.105405 | -0.163021 | -0.632815 | 0.511060 | -0.288749 | 0.268749
EQM 1.210585 | 6.424005 | 43.191745 | 26.668911 | 3.241139 | 3.241139
Varidncia | 1.200675 | 6.403833 | 42.834124 | 26.434163 | 3.160924 | 3.160924
n =300
Média | 1.978963 | 4.959278 | 0.809773 | 1.168039 | 0.172129 | 0.827871
Vicio | -0.021037 [-0.040722 | -0.190227 | 0.168039 |-0.127871 | 0.127871
EQM 0143558 | 0.232334 | 0.095353 | 0.095247 | 3.328199 | 3.328199
Variancia | 0.143258 | 0.230906 | 0.059226 | 0.067077 | 3.315163 | 3.315163
n=500
Média | 1.994485 | 4.970311 | 0.856768 | 1.134819 | 0.252658 | 0.747342
Vicio |-0.005515 |-0.029689 | -0.143232 | 0.1348190 | -0.047342 | 0.047342
EQM 0.084807 | 0164505 | 0.046330 | 0.057110 | 1.240484 | 1.240484
Varidncia | 0.084862 | 0.163787 | 0.025849 | 0.038982 | 1.230482 | 1.230482
n=1000
Média | 1.960851 | 4.962712 | 0.000514 | 1.084490 | 0.178344 | 0.821656
Vicio | -0.010149 [ -0.017288 | -0.000486 | 0.084490|-0.121656 | 0.121656
EQM 0.039692 | 0.003046 | 0.024758| 0.022101| 7.048433 | 7.048433
Varidncia | 0.039628 | 0.092840| 0.014875| 0.014978| 7.041574| 7.041574
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Tabela A.6: Estimacdo dos parametros por Simulacdes de Monte Carlo via método da maxima
verossimilhanca para o Modelo de Mistura de Distribui¢des Independente com distribuigdo X;~N(2,1)
e X,~N(54), m=2,p, =03, p, =0.7, n € {100,300,500,1000} e re = 1000 replica¢bes.

‘ =2 ‘ ;=5 ‘ ol =1 ‘ ol = ‘p1=ﬂ.3‘pz=ﬂ.?

n =100
Média 1.868100 | 5203226 | 0.764290 | 3.467712 | 0.034312 | 0.965688
Vicio 0.131900 | 0.203226 | -0.235710 | -0.532288 | 0.265688 | 0.265688
EQM 4329537 | 18.273997 | 14.088475 | 75.639768 | 5922993 | 5.022993
Varidncia | 4.316456 | 18.206222 | 14.046963 | 75.431870 | 5.858261 | 5.858261
n =300
Média 2020653 | 5.114223 1.007605 | 3.425138 | 0.093436 | 0.906564
Vicio 0.020653 | 0.114223 | 0.007605 | -0.574862 | 0.206564 | 0.206564
EQM 0.559105 | 1.097780 1.580046 | 1.200521 | 7.764573 | 7.764573
Varidncia | 0559237 | 1.085819 1501479 | 0970025 | 7.729634 | 7.729634
n =500
Média 2.033697 | 5.086569 | 1.055936 | 3.596575 | 0.275560 | 0.724440
Vicio 0.033697 | 0.086569 | 0055936 | -0.403425 | 0.024440 | 0.024440
EGM 0.415123 | 0.875685 | 0.250823 | 0.779812 | 0.730127 | 0.730127
Varidncia | 0.414402 | 0.869059 | 0.247942 | 0.617678 | 0.730260 | 0.730260
n =1000
Média 2022697 | 5.071237 1.020857 | 3.774013 | 0.232238 | 0.767762
Vicio 0.022697 | 0.071237 | 0.029857 | -0.225987 | 0.067762 | 0.067762
EQM 0.077040 | 0.252649 | 0.077406 | 0416879 | 2.085942 | 2.085942
Varidncia

0.076602 | 0.247822 | 0.076591 | 0.366175 | 2.083434 | 2.083434

Tabela A.7: Estimacdo dos parametros por Simulacdes de Monte Carlo via método da maxima
verossimilhan¢a para o Modelo de Mistura de Distribuic6es Independente com distribuicdo X;~N(2,3)
e X,~N(5,4), m=2,p, =03, p, =0.7, n € {100,300,500,1000} e re = 1000 replicagbes.

‘M:z‘ pe=5 ‘ 0l=3 | o3=4 ‘ pi=0.3 ‘ pz=0.7

n =100
Média 1.48197 | 5202978 | 0.304004 | 4.090920 | -0.643040 | 1.643040
Vicio 0.51802 | 0.292978 | -2.695996 | 0.090929 | -0.943040 | 0.943040
EQM 12.0482 | 11.26085 | 51.034156 | 37.525277 | 16.574956 | 16.574956
Varidncia | 11.7916 | 11.18620 | 43.809571 | 37.554563 | 15.701332 | 15.701332
n =300
Média 1.66977 | 5264777 | 0.797262 | 4676698 | -1.759505 | 2.759505
Vicio 0.33022 | 0.264777T | -2.202738 | 0.676698 | -2.059505 | 2.059505
EQM 8.68040 | 9.250974 | 391.15047 | 342.83347 | 408.76705 | 408.76705
Varidncia | 8.57993 | 9.190058 | 386.68510 | 342.71827 | 404.93042 | 404.93042
n =500
Média 1.36352 | 5252007 | -0.925237 | 3.588440 | -1.332140 | 2.332140
Vicio 0.63647 | 0.252007 | -3.925237 | -0.411551 | -1.632140 | 1.632140
EQM 200.278 | 9.52710 | 6306.2285 | 1366.3101 | 149.40541 | 149.40541
Variancia | 200.073 | 9.47306 | 6297.1181 | 1367.5082 | 146.88841 | 146.885841
n=1000
Média 0.96193 | 5.632735 | 0.103504 | 4.280671 | -0.956501 | 1.956501
Vicio 1.03806 | 0.632735 | -2.896406 | 0.280671 | -1.256501 | 1.256501
EQM 704679 | 317.9317 | 3652.9132 | 21.07692 | 116.93328 | 116.93328
Varidncia | 704.306 | 317.8492 | 3648.1722 | 21.01916 | 115.46995 | 115.46005
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Tabela A.8: Estimacdo dos parametros por Simulacdes de Monte Carlo via método da maxima
verossimilhanca para o Modelo de Mistura de Distribui¢des Independente com distribuigdo X;~N(2,1)
e X,~N(7,1), m=2, p, =03, p, = 0.7, n € {100,300,500,1000} e re = 1000 replica¢bes.

pi=2 s =7 o'§=1 o'§=1 p1=0.3 p2=07

n =100
Média 1.992684 | 6.968722 | 0.810232 | 1.138677 | 0.260358 | 0.739642
Vicio 0.007316 | 0.031278 | -0.189768 | 0.138677 | -0.039642 | 0.038642
EQM 0.060600 | 0.196141 | 0.080101 | 0.104276 | 0.865862 | 0.865862

Varidncia | 0.060607 | 0.195358 | 0.044133 | 0.085130 | 0.865156 | 0.865156

n =300
Média 2.004109 | 7.003519 | 0.905021 | 1.082590 | 0.299560 | 0.700440
Vicio 0.004109 | 0.003519 | -0.094979 | 0.082590 | -0.000440 | 0.000440
EQM 0.013724 | 0.005098 | 0.019177 | 0.025529 | 0.000712 | 0.000712

Varidncia | 0.013721 | 0.005081 | 0.010166 | 0.018727 | 0.000713 | 0.000713

n =500
Média 1.995611 | 7.002574 | 0.930773 | 1.066596 | 0.298829 | 0.701171
Vicio 0.004389 | 0.002574 | -0.069227 | 0.066596 | -0.001171 | 0.001171
EQM 0.007398 | 0.003246 | 0.011900 | 0.013467 | 0.000437 | 0.000437

Varidncia | 0.007386 | 0.003243 | 0.007115 | 0.009041 | 0.000436 | 0.000436

n =1000
Média 2001796 | 7.001655 | 0.952474 | 1.047779 | 0.300115 | 0.699885
Vicio 0.001796 | 0.001655 | -0.047526 | 0.047779 | 0.000115 | -0.000115
EQM 0.0039895 | 0.001616 | 0.006057 | 0.006871 | 0.000226 | 0.000226

Varidncia | 0.003995 | 0.001615 | 0.003802 | 0.004593 | 0.000226 | 0.000226

Tabela A.9: Estimacdo dos parametros por Simulacdes de Monte Carlo via método da maxima
verossimilhanca para o Modelo de Mistura de Distribui¢des Independente com distribuicdo X;~N(2,1)
e X,~N(7,4), m=2,p;, =03, p, =0.7,n € {100,300,500,1000} e re = 1000 replicacbes.

‘ By =2 ‘ B =7 ‘ ar=1 ‘ o:=4 ‘p1=ﬂ.3 | p2=07

n =100
Média 1.947132 | 6.781561 | 0.961952 | 3.668754 | 0.012020 | 0.8987980
Vicio 0.052868 | 0.218439 | -0.038048 | -0.331246 | -0.287980 | 0.287980
EQM 0.432218 | 2001133 | 0373177 | 1.486254 | 4.874240 | 4.874240
Varidncia | 0.429853 | 1.955373 | 0.372101 | 1.377907 | 4.796104 | 4.796104
n =300
Média 1.979826 | 6.691946 | 0.980554 | 3.909372 | 0.075859 | 0.924141
Vicio 0.020174 | 0.108054 | -0.019446 | -0.090628 | -0.224141 | 0.224141
EQM 0.108084 | 0.832261 | 0.091954 | 0.611800 | 5.601537 | 5.601537
Varidncia | 0.107785 | 0.821406 | 0.091667 | 0.604191 | 5556855 | 5.556855
n =500
Média 1.090380 | 6.963028 | 0.986234 | 3965905 | 0.201976 | 0.798024
Vicio 0.009620 | 0.036972 | -0.013766 | -0.034095 | -0.098024 | 0.098024
EQM 0.050635 | 0.328751 | 0.044097 | 0.313136 | 2.843906 | 2.843906
Varidncia | 0.050593 | 0.327711 | 0.043951 | 0.312285 | 2837134 | 2.837134
n=1000
Média 1.975763 | 6.007128 | 0.989596 | 3.935058 | 0.118093 | 0.881907
Vicio 0.024237 | 0.092872 | -0.010404 | -0.064941 | -0.181907 | 0.181907
EQM 0.072591 | 0.679837 | 0.029932 | 0.301552 | 4.113007 | 4.113007
Varidncia | 0.072076 | 0.671883 | 0.029853 | 0.297632 | 4.084001 | 4.084001
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Tabela A.10: Estimacdo dos parametros por Simulacdes de Monte Carlo via método da méaxima
verossimilhanca para o Modelo de Mistura de Distribui¢des Independente com distribuigcdo X;~N(2,3)
e X,~N(7,4), m=2,p, =03, p, =0.7, n € {100,300,500,1000} e re = 1000 replica¢bes.

‘ =2 ‘ =T ‘ 0l=3 ‘ o;=4 ‘p1=u.3 ‘ pz2=0.7

n=100
Média 1.560388 | 7.59958 | 4.272312 | 11.797282 | -0.382293 | 1.382203
Vicio 0.439612 | 059958 | 1.272312 | 7.797282 | -0.682293 | 0.682293
EQM 11.14869 | 13.4756 | 370.53453 | 150.69571 | 18.080996 | 18.080098
Varidncia | 10.96640 | 13.1292 | 369.2850 | 89.98809 | 17.63310 | 17.63310
n =300
Média 1.647680 | 7.03934 | 6.159170 | 13.719137 | -0.227553 | 1.227553
Vicio 0.352320 | 0.03934 | 3.159170 | 9.719137 | -0.527553 | 0.527553
EQM 5.636805 | 9.28930 | 233.09794 | 147.02535 | 16.697083 | 16.697083
Varidncia | 5718394 | 920705 | 223.34003 | 52.616340 | 16.435206 | 16.43520
n =500
Média 1.611802 | 687325 | 6.631446 | 141.69807 | -0.982465 | 1.982465
Vicio 0.388198 | 012674 | 3.631448 | 137.69807 | -1.282465 | 1.282465
EQM 13.56491 | 7.44230 | 1121109 | 16229019.| 211.8497 | 211.8497
Varidncia | 13.42764 | 743367 | 99.02259 | 16226285. | 210.4154 | 210.4154
n =1000
Média 1.690947 | 7.01672 | 7.577509 | 14.883723| -0.333222 | 1.333222
Vicio -0.308053 | 0.01672 | 4.577500 | 10.883723 | -0.633222 | 0.633222
EQM 29.81608 | 3.49121 | 44.74931 | 144.21234 | 25.420014 | 28.429014

Varidncia | 20750318 | 3.494425 | 23.819546 | 25.782680 | 28.056100 | 28.056100

Tabela A.11: Estimac@o dos parametros por Simulacdes de Monte Carlo via método da méxima
verossimilhanga para o Modelo de Mistura de Distribuic6es Independente com distribuicdo X;~N(5,1)
eX,~N(9,1), m=2,p, =03, p, =0.7, n € {100,300,500,1000} e re = 1000 replicagbes.

‘ Hi=5 ‘ 1 =9 ‘ o;=1 ‘ o3 =1 ‘ p1=0.3 ‘ pz=0.7

n =100

Média 4925713 | 8.858637 | 0.721034 | 1.208232 | 0.190239 | 0.809761
Vicio 0.074287 | 0141363 | -0.278066 | 0208232 | -0109761 | 0109761
EQM 0.687649 | 1.3220930 | 0.924637 | 0.223812 | 2.100964 | 2.100964
Varidncia | 0.682813 | 1.304250 | 0.847662 | 0.180632 | 2.091007 | 2.091007
n =300
Média 4986230 | 8.975849 | 0.875868 | 1.114030 | 0259677 | 0.740323
Vicio 0.013761 | 0.024151 | -0.124132 | 0.114030 | -0.040323 | 0.040323
EQM 0113719 | 0.266842 | 0.039263 | 0.040882 | 1.140665 | 1.140665
Varidnecia | 0113643 | 0.266525 | 0.023878 | 0.027907 | 1.140179 | 1.140179
n =500

Média 4984341 | 8.964220 | 0.904555 | 1.085397 | 0.141625 | 0.858375
Vicio 0.015659 | 0.035780 | -0.095445 | 0.085397 | -0.158375 | 0.158375
EQM 0.128984 | 0.311387 | 0.021142 | 0.023855 | 19423221 | 19.423221
Varidncia | 0.128868 | 0.310417 | 0.012045 | 0.016579 | 19.417556 | 19.417556
n =1000
Média 4995218 | 8990764 | 0.933682 | 1.057763 | 0288201 | 0.711799
Vicio 0.004782 | 0.009236 | -0.066318 | 0.057763 | -0.011799 | 0.011799
EQM 0.034762 | 0.081725 | 0.019131 | 0.010720 | 0.156947 | 0.156947
Varidncia | 0.034774 | 0.081721 | 0.014748 | 0.007391 | 0.156965 | 0.156965
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Tabela A.12: Estimacdo dos parametros por Simulacdes de Monte Carlo via método da méaxima
verossimilhanca para o Modelo de Mistura de Distribui¢des Independente com distribuicdo X;~N(5,4)
e X,~N(9,9). m =2, p, =0.3. p, = 0.7. n € {100,300,500,1000} e re = 1000 replicacdes.

H =5 p =9 oi=4 oi=9 p1=03 | p2=07

n =100
Média 4 878487 | 9.961639 | 2.566103 | 7.155240 | 0.014200 | 0.985800
Vicio -0.121513 | 0.961639 | -1.433897 | -1.844760 | -0.285800 | 0.285800
EQM 39.412256 | 15.764570 | 11.970532 [ 15.256529 | 3.319700 | 3.319700

Varidncia | 39.436028 | 14.874694 | 0.924397 | 11.865255 | 3.241260 | 3.241260

n =300
Média 5105721 | 9.605188 | 3.286484 | 7.504320 |-0.043566 | 1.043566
Vicio 0.105721 | 0.605188 | -0.713516 | -1.405680 | -0.343566 | 0.343566
EQM 3.236672 | 7.149978 | 10.216809 | 9.832322 | 7.286786 | 7.286785

Variancia | 3.228724 | 6.790516 | 9.717422 | 7.864250 | 7.175924 | 7.175924

n =500
Média 5.087856 | 9457266 | 3.642783 | T7.895311 | 0.036895 | 0.863105
Vicio 0.087856 | 0.457266 | -0.357217 | -1.104689 | -0.263105 | 0.263105
EQM 2.578932 | 4021188 | 3.242857 | 5.622861 | 7.534667 | 7.534667

Varidncia | 2.573787 | 3.815912 | 3.118371 | 4.406930 | 7.472916 | 7.4720916

n=1000
Média 5157272 | 9341268 | 3.955578 | 6.225744 | 0.207324 | 0.792676
Vicio 0157272 | 0.341268 | -0.044422 | -0.774256 | -0.092676 | 0.092676
EQM 0.736688 | 1.701569 | 1.610997 | 3.268684 | 2.282101 | 2.282101

Varidncia | 0.712667 | 1.586692 | 1.610635 | 2.671884 | 2.275788 | 2.275788

Tabela A.13: Estimac@o dos parametros por Simulacdes de Monte Carlo via método da méxima
verossimilhanca para o Modelo de Mistura com distribuicdo X;~N(5,1) e X,~N(11,1). m =2, p; =
0.3. p, =0.7.n € {100,300,500,1000} e re = 1000 replicagdes.

‘ p1=5 ‘ Hr =11 ‘ oZ=1 oZ=1 |p1=lll.3 ‘ p2=071

n =100
Média 4960930 | 10.913563 | 0.839394 | 1.112950 | -0.022476 | 1.022476
Vicio 0.039070 | -0.086437 | -0.160606 | 0.112950 | -0.322476 | 0.322476
EQM 0.288088 | 0.851819 | 0.070693 | 0.073282 [ 18.515802 | 18.515802
Varidncia | 0.286848 | 0.845103 | 0.044943 | 0.060585 | 18.430241 | 18.430241
n =300
Média 5.002467 | 10.995648 | 0.916456 | 1.068150 | 0.300255 | 0.699745
Vicio 0.002467 | -0.004352 | -0.083544 | 0.068150 | 0.000255 | -0.000255
EQM 0.011840 | 0.004693 | 0.016196 | 0.017340 | 0.000726 | 0.000726
Varidncia | 0.011846 | 0.004678 | 0.009226 | 0.012708 | 0.000727 | 0.000727
n =500
Média 5.001437 | 10.999822 | 0.937281 | 1.055109 | 0.2899997 | 0.700003
Vicio 0.001437 | -0.000178 | -0.062719 | 0.055109 | -0.000003 | 0.000003
EQM 0.007451| 0.003030 | 0.010451 | 0.010721 | 0.000433 | 0.000433
Varidncia | 0.007456 | 0.003033 | 0.006524 | 0.007692 | 0.000434 | 0.000434
n=1000
Média 5.001305 | 10.998624 | 0.956707 | 1.037914 | 0.300645 | 0.699355
Vicio 0.001305 | -0.001376 | -0.043293 | 0.037914 | 0.000645 | -0.000645
EQM 0.003644 | 0.001427 | 0.005061 | 0.005467 | 0.000209 | 0.000209
Varidncia | 0.003646 | 0.001427 | 0.003190 | 0.004034 | 0.000209 | 0.000209
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Tabela A.14: Estimacdo dos parametros por Simulacdes de Monte Carlo via método da méaxima
verossimilhanca para o Modelo de Mistura com distribuicdo X;~N(5,4) e X,~N(11,9). m =2, p; =
0.3. p, = 0.7. n € {100,300,500,1000} e re = 1000 replicacdes.

u =5 =1 oi=4 oi=9 | p1=03 | p2=0.7
n =100
Media | 549008 | 1027423 | 2872400 | 6565017 | 000874 | 000125
Vielo | 4 go7015 | 07257637 | 1127500 | 2 434082 | 020125 | 029125
EOM | 5082 053 | 154 04384 | 2753477 | 3328775 | 316283 | 316283
vanancia | 50 866 | 153.6707 | 263243 | 3326172 | 3.08108 | 3.081080
n =300
Média
5.016826 | 10.951841 | 3.741527 | 8.679821 | 0.2047203 | 0.7952797
Vicio 0.016826 | 0.0481586 | 0.258472 | 0.320178 | 0.0052797 | 0.0952797
EQM 1.486012 | 2.6583083 | 4.774335 | 4.006597 | 3.4615182 | 3.4615182
Vananeia | ya7916 | 26587378 | 4712230 | 4808892 | 3 4558058 | 3 4558050
n =500
Média
4088162 | 10.930159 | 3.721350 | 8.791265 | 0.1361263 | 0.8638737
Vielo | 5 011837 | 0.0698408 | 0278649 | 0 208734 | 01638737 | 0.1638737
EQm 1.170734 | 21792063 | 36.88408 | 4.734424 | 18.081022 | 18.081022
vanancia | 474765 | 2 1765051 | 36.84328 | 4605550 | 18.073141 | 18.073141
n=1000
Média
5.020464 | 11.00608 | 3.073006 | 8.055845 | 0.0647212 | 0.0352788
Vicio 0.020464 | 0.006981 | 0.026093 | -0.04415 | 0.2352788 | 0.2352788
EQm 0.198573 | 0.386803 | 0.752866 | 1.679689 | 57.100725 | 57.100725
Vananeia | ; 19g3531 | 03872320 | 0.7529390 | 1679418 | 57111480 | 5711148

Tabela A.15: Estimac@o dos parametros por Simulacdes de Monte Carlo via método da méxima
verossimilhanca para o Modelo de Mistura com distribuicdo X;~N(5,9) e X,~N(9,16). m =2, p; =
0.3. p, =0.7.n € {100,300,500,1000} e re = 1000 replicagbes.

‘ u =5 ‘ Hz =9 ‘ 6l=9 ‘ ol=16 ‘p1=u.3 ‘ p2=0.7
n =100
Média | 5 o4530| 0641452| 3500365| 11.32000 | -0.19880 | 1.1988003
Vicio 1.0546| 0.641452| -5.49963 | -4.679008 | -0.49880 | 0.4088003
EQM 12.0287 | 18.31770| 452.0238 | 127.7191| 5.19417 | 5.1941794
vanancia | 4g gp73| 17.02416| 4222000 | 1059310 | 4.950238| 4050238
n =300
Média |, 0s145| 9133104 6.079543 | 13288501 | -0.88284 | 18828413
Viclo | o 600428 | 0.348426 | -2.340878 | -2.792745 | 072428 | 0.7242823
EQm 51.6786| 10.49955| 56.08466 | 233.9009 | 185.2792 | 185.27921
vanancia | 5 ggs7| 1049233 | 47.60320 | 2267755 | 184.0641| 18406417
n =500
Média | 390571| 0348426 66591217 | 13 207254 | 0.4242823 | 14242823
Vicio | 5011837 | 0.0698408 | 0278640 | 0.208734 | 01636737 | 01638737
EQM | 5510248 | 52.57479 | 05.373584 | 45.800107 | 40.136713 | 40.136713
Varidncia | 54 sg685| 5250500 | 80.083856 | 38.047815 | 30.651780 | 30.651780
n = 1000
Média | 565000 | 0317100 | 7.7134465 | 14.241003 | 0.0507733 | 1.0507733
Vielo | 3 334000| 0317100 | 1.2865535 | 17580063 | 0.3507733 | 0.3507733
BQM | 5703078 | 13.44333 | 17.205450 | 17.070726 | 27327234 | 27.327234
vananeia | ¢ 600116 | 1335613 | 15 565805 | 13.009658 | 27.231423 | 27231423
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Tabela A.16: Estimacdo dos parametros por Simulacdes de Monte Carlo via método da méaxima
verossimilhanga para o Modelo de Mistura com distribuicdo X;~N(5,9) e X,~N(11,16). m =2, p; =
0.3. p, = 0.7. n € {100,300,500,1000} e re = 1000 replicacdes.

‘ ui1=5 ‘ Hz =11 ‘ 65=9 ‘ eZ=16 ‘ p1=03 ‘ pz=07
n =100
Meédia | 4 »80528 | 10.666120 | 5530316 | 12.662055 | -0.07335 | 1.073353
Vicio -0.71047 | -0.333871 | -3.460684 | -3.337044 | 0.37335 | 0.373353
BAM | 9211846 1560621 | 72.856082 | 44.568804 | 5.410054 | 5.410054
Varidncia | o 745701 | 1560034 | 60.878252 | 33.460301 | 5276838 | 5276838
n =300
Média | 5 134880 | 1150366 | 7186501 16.857713| 032506 | 1325065
Vielo | 134888 | 0503667 | -1.813400 | 0.8577127 | 062506 | 0.625065
EQM | 406.6581| 933.3140 | 16.056598 | 6015.0801 | 2556375 | 2556375
vananeia | 07 0470| 93309043 | 13235222 | 60212747 | 2519711 | 2519711
n =500
Média | 4 611685| 1063564 | 7.450344 | 15165078 | -020660 | 1.206600
Viclo | 388315 | -0364353 | -1.540656 | -0.834021| -0.50660 | 0506608
EQM | 3 060254 | 6.064561 | 17.51873| 18.401693 | 19.42320 | 19.42329
vVanancia |, 951386 | 5037745 | 1516027 | 17.723824 | 19.18583 | 1918583
n =1000
Média | 4 784385| 10.86086 | 8.109841| 15728550 | 0.079225 | 0.920775
Viclo | 215615 | -0.139134 | -0.890159 | -0.271440 | -0.22077 | 0.220775
EQM | 5 6942360 | 3.9653676 | 6.1196208 | 10.221587 | 6.098793 | 6.99879
variancia | , 50396 | 3940959 | 5332569 | 10158065 | 6957000 | 6.95700

Tabela A.17: Estimac@o dos parametros por Simulacdes de Monte Carlo via método da méxima
verossimilhanca para o Modelo de Mistura com distribuicdo X;~N(-2,1) e X,~N(5,1). m =2,p; =
0.3. p, =0.7.n € {100,300,500,1000} e re = 1000 replicagbes.

‘ py=-2 | =5 ‘ ai=1 ‘ oi=1 ‘ pi=03 ‘ pz2=0.7
n=100
Media | 1 9g747 | 8949404 | 0851288 | 1097047| -0.00825| 1.008251
Viclo 1 o 019505 | 3.049404| -014371| 0097047 | -030825| 0308251
EQM 1, 052606 | 16.05195| 0.054705| 0.053525| 2558132 | 2558132
Variancia
0.052501 | 0454621| 0032622 | 0.044151| 2551181| 2551181
n =300
Media
"% | -2.00203 | 8.998539| 0.022935| 1.063047 | 0.300373| 0.699626
Vicio | 00203 | 3.998539| -0.077064 | 0.063047 | 0.000373| -0.000373
EQM | 012091 | 15.99316| 0.015856 | 0.015713| 0.000695| 0.000695
Variancia | 15008 | 0.004851| 0.009927 | 0.011750| 0.000696| 0.000696
n =500
""ed_'a 2.00011 | 9.001001| 0.940642 | 1.051813| 0.300169| 0.699830
Vielo 1 0 00011| 4.001001| -0.059357 | 0.051813 | 0.000169 | -0.000169
EOM 1 06920 | 16.01101| 0.009495| 0009905 | 0.000400| 0.000400
S
Arancld | voso27 | 0.003007| 0005978 | 0.007228| 0.000400| 0.000400
n = 1000
Média
200151 | 8999204 | 0956167 | 1032926 | 0.300218| 0699781
Vicio 1 00151 | 3999204 | -0.043832 | 0032926 | 0.000218| -0.000218
EGM
_D _ | 0.003418 | 15.09501| 0.004981| 0.004575| 0.000193| 0.000193
Variancia | 103419 | 0.0013868| 0.0030628 | 0.0034949 | 0.000193 | 0.0001933

47



Tabela A.18: Estimacdo dos parametros por Simulacdes de Monte Carlo via método da méaxima
verossimilhanca para o Modelo de Mistura com distribuicdo X;~N(—2,1) e X,~N(7,1). m = 2,p, =
0.3. p, = 0.7. n € {100,300,500,1000} e re = 1000 replicacdes.

‘ py=-2 ‘ B =T | a;=1 | a5=1 ‘p1=ﬂ.3 ‘pz=ﬂ.?
n=100

Media | _1905940 | 6098799 | 0.848205 | 1.098199 | 0.207653 | 0.702346

Vicio 0.004059 | -0.001200 [ -0.151794  0.093199 |-0.002346 | 0.002346

EQM [ 0.041270 | 0.043573 | 0.048885 | 0.048980 | 0.002341 | 0.002341
variancia | 9041295 | 0.043615 | 0.025870 | 0.039376 | 0.002338 | 0.002338
n=300
Media |.2 002603 | 6.999484 | 0.921384 | 1.063942 | 0.209338 | 0.700661
Vicio [ 0.002603 | -0.000515 | -0.078615 | 0.063942 | -0.000661 | 0.000661
EQM | 0.011202 | 0.004696 | 0.016229 | 0.016240 | 0.000687 | 0.000687

Variancia | 9911207 | 0.004700 | 0.010058 | 0.012164 | 0.000687 | 0.000687
n =500

Media | 1993500 | 6.998562 | 0.941668 | 1.046058 | 0.300781 | 0.699213
Vicio | 0.001409 | -0.001437 [ -0.058331 | 0.046958 | 0.000781 | -0.00073
EQM | 9007004 | 0.002969 | 0.008706 | 0.008926 | 0.000429 | 0.000429

Variancia | g go7009 | 0.002970 | 0.005309 | 0.006727 | 0.000429 | 0.000429
n=1000

Media | 2 po0gez | 6.999991 | 0.958446 | 1.039136 | 0.299674 | 0700325
Vicio | _p.000882 | 1.999991 |-0.041553 | 0.039136 |-0.000325 | 0.000325
EQM 0.003443 | 4001418 | 0.004844 | 0.004965 | 0.000205 |0.000205
Varidncia | 0.0034465| 0.0014519| 0.0031213| 0.0034373 | 0.0002059 | 0.000205
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A.3 Estimacao dos Parametros dos Modelos de
Mistura da Distribuicdo Normal pelo Método do
Algoritmo EM

Nesta secéo serdo apresentados os valores das estimativas dos parametros
para 0 modelo de mistura de distribuicdo Normal pelo método do algoritmo EM

apresentadas na Secao 4.3.

Tabela A.19: Estimacao dos pardmetros por Simulacfes de Monte Carlo via algoritmo EM do Modelo
de Mistura com distribuicdo X;~N(2,1) e X,~N(5,1). m=2,p,=03.p,=07 . n €
{100,300,500,1000} e re = 1000 replicagbes.

| py=2 | =5 ‘ ai=1 ‘ =1 ‘P1=U-3 | p2=0.7
n =100
Wedia
2930681 | 5.043050 | 0.617075 | 156150 | 0.3021320| 0.697867
Vicio 1 930682 | 0.043060 | -0.382925 | 056150 | 0.002132 | -0.002132
EGM 057317 | 008054| 022045| 0.88614| 0.00952| 0.00952
Variancia
052048 | 0.07277| 0.07390] 057142 000952| 0.00052
1 =300
Wedia
2433207 | 5.0213480 | 07983863 | 1317343 | 0.300604 | 0.6903956
Vicio 1 133007 | 0.021349 | -0.201614 | 0317343 | 0.009604 | -0.009604
EGM 024223 | 002456| 0.07427| 0.40655| 0.00410| 000410
Variancia
022468 | 0.02413| 0.03366| 030615| 0.00401| 0.00404
n =500
Wadia
5 067665 | 5.014776 | 08446216 | 1212820 | 0306606 | 0693393
Vicio 1 067665 | 0.014777 | -0.155378 | 0.212821| 0.006606 | -0.006606
EGM 012472 | 001536| 0.04528| 023179| 0.00274| 000274
Variancia
042027 | 0.01516| 0.02116] 0418669 | 0.00269| 000269
n=1000
Media | 5 545910 | 5.003368| 0899141| 111952 | 0301197| 0698802
Vicio 1 015911 | 0.003369 | -0.100859 | 0.119526 | 0.001198 | -0.001198
EGM 012472 | 001536| 0.04528| 023179| 0.00274| 000274
Variancia| 04564 | 000689 001029 006140 000121| 000121
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Tabela A.20: Estimacao dos pardmetros por Simulaces de Monte Carlo via algoritmo EM do Modelo

de Mistura com distribuichio X;~N(2,1) e X,~N(54). m=2,p,=03.p,=0.7

{100,300,500,1000} e re =

1000 replicacdes.

‘ ny=2 | H3=5 | oi=1 ‘ a3=4 ‘91—0-3 ‘ p2=0.17
=100
Mé&dia
2339771 5.192115| 0683208 |2.320234 | 0.259710| 0.740290
Viclo | 330771 | 0.192115| -0.31679 | -1.67076 | -0.04029| 0.040290
EQM | 4 570650 | 0.481711| 0348065 | 3.453805 | 0.018245| 0018245
Variancia| ;57064 | 0.445248| 0247955 | 0668104 | 0.016639| 0016630
N =300
Mé&dia
2193702 | 5.071382| 0.894160|2.171383 | 0.281385| 0.718615
Vicio | 193702 | 0.071382| -0.10584 | -1.82861| -0.01861] 0018615
EQM | 461700 | 0155586 | 0185027 |3742101| 0.011816| 0011816
Varancia |, 154544 | 0150641| 0173999 | 0398658 | 0.011481| 0011481
n =500
WM&dia
2171512 | 5.070581| 0935242 | 2134452 | 0.289548| 0710452
Vicio | 171512 | 0070581 -006475| -186554 | -001045| 0010452
EQM | 351900 | 0115327 | 0135620 3808238 | 0008907 | 0008907
varancia | 355957 | 0110455 0431567 | 0.328208 | 0.008806| 0.008306
n=1000
Mé&dia
2121760 | 5.036060| 1.004634|2.086484 | 0.294350| 0705650
Vicio | 4 454760 | 0036060 | 0004634 | -191351| -0.00565| 0005650
EQM | (546423 | 0.064549| 0120074 | 3.369204 | 0.005106| 0.005106
Variancia [, 544550 | 0.063312| 0.121074] 0207959 | 0.005079] 0.005079

n

€

Tabela A.21: Estimacao dos pardmetros por Simulacfes de Monte Carlo via algoritmo EM do Modelo

de Mistura com distribuicdo X,~N(2,3) e X,~N(54). m=2,p, =0.3.p, =0.7

{100,300,500,1000} € re =

1000 replicagdes.

‘ =2 | pz=5 ai=3 ai=4 ‘ﬂ1=0-3 ‘ p2=0.0
n =100
Media
2328072 | 5198661 | 0.845393 | 2.742021| 0.238058 | 0.761942
Vicio | 998072 | 0198661 | -2.15460 | -1.25797 | -0.06194 | 0.061942
EQM | 390834 | 0516243 | 5.012697 | 2.430782 | 0.020025 | 0.020025
Variancia | 4 5q3406 | 0477254 | 0370737 | 0.858128 | 0.017105 | 0.017105
n =300
Media
2270695 | 5116763 | 1.168348 | 2.580036 | 0.266027 | 0.733973
Vicio | 970695 | 0116763 | -183165 | -1.41996 | -0.03397 | 0.033973
E_Q""_ 0.942836 | 0232104 | 3.630324 | 2.574385 | 0.015418 | 0.015418
Variancia | ; 070459 | 0218689 | 0275650 | 0558647 | 0.014278 | 0014278
n =500
Media
2353369 | 5104539 | 1.205052 | 2.496691 | 0.220640 | 0.719360
Vicio | 953369 | 0104539 | -170494 | -150330 | -0.01936 | 0.019360
E_Q""_ 0721895 | 0168011 | 3.141415 | 2.697449 | 0.012968 | 0.012968
Variancia |, erease | 157240 | 0234803 | 0437949 | 0.012606 | 0012606
n = 1000
Media
2193003 | 5.078878 | 1.476076 | 2.350786 | 0.299497 | 0.700503
Vicio | 193003 | 0.078878 | -152392 | -1.64921 | -0.00050 | 0.000503
E_Q""_ 0.462822 | 0.090095 | 2.447427 | 3.052651 | 0.008676 | 0.008676
Variancia |, 405907 | 0.084858 | 0.125209 | 0.333076 | 0.008685 | 0.008685
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Tabela A.22: Estimacao dos pardmetros por Simulacdes de Monte Carlo via algoritmo EM do Modelo

de Mistura com distribuicio X;~N(2,1) e X,~N(7,1). m=2,p, =03.p, =0.7

{100,300,500,1000} e re =

1000 replicacdes.

| ny=2 ‘ wy =7 ai=1 g5=1 ‘D1=U-3 ‘ »m=0T
n =100
Media | ; g45736 | 60930925 | 0822496 | 125821 | 0301719 | 0698281
Vicio | 1 045736 | -0.00607 | -01775 | 025821 | 0.001719 | -0.00172
EQM | ) 119563 | 0.018233 | 0.064366 | 0.807631 | 0.002618 | 0.002613
Variancia| , 147520 | p.018214 | 0032891 | 07417 | 0.002618 | 0.002618
n =300
Media
2006126 | 6.992101 | 0.910432 | 1.004344 | 0.300328 | 0.699672
Viclo 1 506126 | -0.0019 | -0.08957 | 0.094344 | 0.000328 | -0.00033
EQM | 593964 | 0.007719 | 0043423 | 0049541 | 0000773 | 0000773
Varancia | ; 559549 | 0007723 | 0035436 | 0.040681 | 0.000774 | 0000774
n =500
Média
2009107 | 7.000919 | 0928369 | 1066695 | 0301159 | 0698841
Vicie | 1 509107 | 0.000919 | -0.07163 | 0.066695 | 0.001159 | -0.00116
EQM 1 5 nogss3 | 0.002051 | 0.011673 | 0.013632 | 0.000397 | 0.000397
Variancia| , nns470 | 0003053 | 0.006548 | 0.009192 | 0.000396 | 0.000396
n=1000
Média
200208 | 6.998513 | 0.952493 | 1.045225 | 0.300403 | 0.699597
Viclo 1 50208 | -0.00149 | -004751 | 0.045225 | 0.000403 | -0.0004
EQM | 503712 | 0.001576 | 0006098 | 0.00619 | 0000228 | 0000228
Variancia| ; 103711 | 0.001576 | 0.003845 | 0.004149 | 0.000228 | 0.000228

n

€

Tabela A.23: Estimacao dos pardmetros por Simulacfes de Monte Carlo via algoritmo EM do Modelo

de Mistura com distribuicdo X;~N(2,1) e X,~N(7,4). m=2,p, =0.3.p,=0.7
{100,300,500,1000} e re = 1000 replicacdes.

p1=2 B =T ai=1 ai=4 =03 p2=0.7
n=100
Media
5192623 | 7.000381 | 0.041483 | 2381447 | 0.203825 | 0.696175
Vicio | 1, 192623 | 0.009381 | -0.05852 | -1.61855 | 0.003825 | -0.00382
EQM 1 ) 504087 | 0.064775 | 0168369 | 4730257 | 0.003651 | 0.003651
Variancia | o 407471 | 0.064751 | 016511 |2.112656| 000364 | 0.00364
n =300
Media
5046062 | 7.006673 | 0.000349 | 2.071648 | 0.301620 | 0.598371
VIcio | 1 h45962 | 0.006673 | -0.00065 | -192835 | 0.001629 | -0.00163
EQM 1 0 110846 | 0.017837 | 0.042169 | 4246482 | 0.001203 | 0.001203
Vaniancia | o 105749 | 001781 | 0.042211 | 0528471 | 0.001202 | 0.001202
n =500
Media
2003128 | 6.000072 | 0.080225 | 2.008150 | 0.200003 | 0.699007
Vicio | 1 503128 | -0.000028 | -0.010175 | -1.99184 | 0.000803 | -0.000903
EQM 1 ) 019503 | 0.008034 | 0.024927 | 4.064264 | 0.000516 | 0.000516
Vaniancia | o 119603 | 0.008042 | 0.024848 | 0.096932 | 0.000516 | 0.000516
n=1000
Media
1.999115 | 6099849 | 0.096181 | 1.095084 | 0.300147 | 0.699853
Vicio | 5 no0s9 | -000015 | -0.00382 | -2.00492 | 0.000147 | -0.00015
EQM 1 ) 005049 | 0.003844 | 0.012045 | 4.030238| 000027 | 000027
Variancla | nos053 | 0.003847 | 0.012042 | 0019568 ] 000027 | 0.00027
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Tabela A.24: Estimacao dos pardmetros por Simulaces de Monte Carlo via algoritmo EM do Modelo

de Mistura com distribuichio X;~N(2,3) e X,~N(7,4). m=2,p,=03.p,=0.7

{100,300,500,1000} e re =

1000 replicacdes.

| =12 | =T oi=3 75=4 |p1=0.3 p2=0.7
n=100
Media | 5 45914 | 7944403 | 1937957 | 5343034 | 0281350 | 0718641
VICIO | 45114 | 0144403 | -106204 | 1343034 | -0.01864 | 0018641
EQM | 5 167437 | 0533220 | 2371501 | 6538757 | 0.014081 | 0.014061
Variancia | 4 437579 | 051280 | 1.04481 | 4739757 | 0.013727 | 0.013727
n =300
Media
9321448 | 7.086694 | 2510033 | 4872812 | 0205285 | 0704715
VICIO | 551448 | 0.0866094 | -048997 | 0872812 | -0.00471 | 0.004715
EQM | 4 183003 | 0233337 | 0.949019 | 368639 | 0.007934 | 0.007934
vanancia | 4 neq556 | 0226047 | 0709661 | 2.927517 | 0.007919 | 0.007919
n =500
Média
9919171 | 7.065189 | 2600555 | 4496002 | 0.303254 | 0696746
VIcio | 4519171 | 0.065189 | -030945 | 0496092 | 0.003254 | -000325
BOM 1 0714373 | 0125295 | 0535197 | 2223275 | 0.004916 | 0.004916
vanancia | 557004 | 0121166 | 0439881 | 1979147 | 000491 | 000491
n=1000
Média
5139681 | 7.040057 | 2.882872 | 4306195 | 0.301204 | 0.698796
Vicio | 130681 | 0.040057 | -011713 | 0306195 | 0001204 | -0.0012
BQM 1 ) 428132 | 0.066276 | 0200157 | 1363032 | 0.002326 | 0.002326
Varianca [ 10903 | 0.064736 | 0276715 | 1270547 | 0.002327 | 0.002327

n

€

Tabela A.25: Estimacao dos pardmetros por Simulagcfes de Monte Carlo via algoritmo EM do Modelo

de Mistura com distribuicdo X,~N(51) e X,~N(9,1). m=2,p, =0.3.p, =0.7

{100,300,500,1000} € re =

1000 replicagdes.

| =5 ‘ =9 ai=1 | od=1 | =03 ‘ =07
n=100
Media | 5141539 | 9.005088 | 0.758520 | 1.443252 | 0.309929 | 0690071
Viclo 1 141539 | 0.005058 | 024147 | 0443252 | 0009929 | -0.00993
EOM | 304567 | 0.032854 | 0105377 | 1130044 | 0.004239 | 0.004239
Vanancia | o 554539 | 0.032861 | 0.047116 | 0.935407 | 0.004144 | 0004144
n =300
Medla | 5.005109 | 9.002058 | 0.882599 | 1.126186 | 0.302166 | 0.697834
Viclo 1 005109 | 0.002958 | -01174 | 0126186 | 0002166 | -0.00217
EQM | 5 036460 | 0.007275 | 0.027834 | 0103078 | 0.001032 | 0.001032
Vanancia | o 435479 | 0.007274 | 0.014065 | 0.087242 | 0.001029 | 0.001029
n =500
Medla | 5.003037 | 299809 | 0.913153 | 1.085466 | 0.301412 | 0.698588
Viclo 1 003037 | -0.00191 | -0.08685 | 0085466 | 0001412 | -0.00141
EQM | 1914131 | 0.003932 | 0.016222 | 0.028746 | 0.000552 | 0.000552
vVanancia | 5 514436 | 0.003933 | 0.008688 | 0.021464 | 0.000551 | 0000551
n = 1000
Medla | 5.002792 | 9.000405 | 0.934209 | 1.053366 | 0.300209 | 0.699791
Viclo 1 02792 | 0.000405 | -0.06579 | 0053366 | 0000209 | -0.00021
EQM | 0.005812 | 0.001806 | 0.008864 | 0.008585 | 0.000294 | 0.000294
Variancia [ oosg1 | 0.001307 | 0.00454 | 0.005743 | 0.000294 | 0.000294
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Tabela A.26: Estimacao dos pardmetros por Simulaces de Monte Carlo via algoritmo EM do Modelo

de Mistura com distribuicio X;~N(54) e X,~N(9,9). m=2,p, =03.p,=0.7

{100,300,500,1000} e re =

1000 replicacdes.

‘ =5 | =19 ‘ oi= ‘ o5=19 | p1=03 ‘ p2=0.7
n=100
Media | 550061 | 0237851 | 12638 | 3888116 | 0266026 | 0733074
Vicio | 50861 | 0237851 | 27312 | 511188 | -0.03307 | 0.033074
EQM | 475040 | 0645587 | 8164186 | 28.1046 | 0.016489 | 0.016489
Variancia| 4 493599 | 0589603 | 0705439 | 1975224 | 001541 | 001541
=300
Media | 5 505252 | 0.004928 | 1651595 | 3532281 | 0286726 | 0713274
Vicio | 505050 | 0.004928 | 234841 | 546772 | -0.01327 | 0.013274
EQM | 0965521 | 021259 | 5951979 | 3121671| 0.010286 | 0.010286
Varancia| 073545 | 0203783 | 0437400 | 1322078 | 001012 | 001012
=500
Media | ;512413 | 9.070201 | 1804003 | 3.370548 | 0203715 | 0706285
Vicio | 5519413 | 0070201 | 2196 | -562945 | -0.00629 | 0.006285
EQM | 0637781 | 0139594 | 5110114 | 3262563 | 0.007431 | 0.007431
Varancia |  sg3555 | 0134801 | 0287997 | 0.93584 | 0.007399 | 0.007399
n=1000
Media | 5 103570 | 90363 | 1927628 | 3158013 | 0209814 | 0700186
Vicio | 403579 | 00363 | -2.07237 | -5.84100 | -0.00019 | 0.000186
E_Q""_ 0.291164 | 0.069666 | 4449373 | 3460884 | 0.00374 | 0.00374
Variancia | o o0716 | 0.062416 | 0.1548 | 0491034 | 0.003743 | 0.003743

n

€

Tabela A.27: Estimacéo dos parametros por Simula¢des de Monte Carlo via algoritmo EM do Modelo

de Mistura com distribuicdo X;~N(5,1) e X,~N(11,1). m=2,p, =0.3. p, =0.7

{100,300,500,1000} € re =

1000 replicagbes.

=5 | m=11 | oi=1 | =1 | ;=03 | ;=07
n=100
Media | 504533 | 10.09261 | 0820919 | 1165501 | 0.301362 | 0698638
Vicio | 01238 | -0.00739 | -0.17008 | 0165501 | 0.001362 | -0.00136
EQM | 0.064179 | 0.017935 | 0.055877 | 0.457141 0.002338 | 0.002338
vVariancia | 5409 | 0017898 | 0026976 | 0.430181| 0002339 | 0002339
n =300
Media | 5001807 | 11.0000 | 0912042 | 1.065373| 030088 | 069912
Vicio | 5001897 | 0.000904 | -0.08706 | 0.065373| 0.00088 | -0.00088
EQM | 0.010505 | 0.004837 | 0.018384 | 0.017704 0.000713 | 0.000713
Varianci |, 10512 | 0.004841 | 0.010815 | 0.01345 | 0.000713 | 0.000713
n =500
Media | 5001406 | 11.00068 | 0933341 | 1.053385 | 0.300264 | 0699736
Vicio | 0o1406 | 0.000622 | -0.06666 | 0.053385 | 0.000264 | -0.00026
EOM | 0.006777 | 0.00307 | 0.010537 | 0.010095 | 0.000383 | 0.000383
vVariancia |, o672 | 0003073 | 00061 |0.007253| 0.000383 | 0.000383
n=1000
Media | 4 99999632 | 1099927 | 0953448 | 1.030091| 029935 | 070065
Vicio | 5 000004 | -0.00073 | -0.04655 | 0.030091| -0.00065 | 0.00065
EQM | 0.00337376 | 0.001457 | 0.005355 | 0.005419 | 0.000208 | 0.000208
Varkancia |, 50337714 | 0001458 | 0003191 | 0003895 | 0.000207 | 0.000207
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Tabela A.28: Estimacao dos pardmetros por Simula¢gdes de Monte Carlo via algoritmo EM do Modelo

de Mistura com distribuicdo X,~N(54) e X,~N(11,9). m=2,p, =0.3.p, =07

{100,300,500,1000} e re =

1000 replicacdes.

n=5 =11 ai=4 a5=9 m=0.3 p:=07
n =100
Media | 5599064 | 1104001 | 1705217 | 3.850178 | 0304614 | 0695386
Vicio | 4553064 | 0040007 | 229478 | 514982 | 0.004614 | -0.00461
EQM | 4 027481 | 0100658 | 5658702 | 31.98452 | 0.004658 | 0.004658
vVariancia |, 47703 | 0.099084 | 0393066 | 5469321 | 0.004641 | 0.004641
n =300
Média
5081033 | 11.00863 | 1976478 | 3205453 | 0304591 | 0695409
Vicio | 031033 | 0.008628 | -2.02352 | -579455 | 0.004591 | -0.00459
EQM | (545900 | 0.031811 | 4326952 | 35.25497 | 0.001486 | 0.001486
vVariancia| , » 10675 | 0031768 | 0232545 | 1679869 | 0.001467 | 0.001467
n =500
Média
5014393 | 1099622 | 1879316 | 3.034971| 0.300546 | 0699454
Viclo 1 9014393 | -0.00378 | -2.02068 | -5.96503 | 0.000546 | -0.00055
EQM | 073353 | 0.020537 | 4259563 | 35.99494 | 0.000846 | 0.000846
vVariancia| ;179519 | 0.020544 | 0176574 | 0413782 | 0.000847 | 0.000847
n =1000
Média
5001225 | 11.00088 | 1996019 | 2.997779 | 0300314 | 0699686
Vicio 1 001225 | 0.000879 | -2.00398 | 6.00222 | 0.000314 | -0.00031
EQM | 1 013183 | 0.006789 | 4.071074 | 36.07614 | 0.000295 | 0.000295
Variancia| ;13194 | 0.006795 | 0.055188 | 0049535 | 0000295 | 0.000295

n

€

Tabela A.29: Estimacao dos pardmetros por Simulacfes de Monte Carlo via algoritmo EM do Modelo

de Mistura com distribuicdo X;~N(59) e X,~N(9,16). m=2,p, =0.3.p, =0.7
{100,300,500,1000} e re = 1000 replicacdes.

‘ 11=5 | pr=9 | ai=9 a5=16 | pi=03 | p2=07
n =100
Madia
5352488 | 9.259068 | 1544109 | 4973852 | 0234853 | 0765147
Viclo | 350488 | 0250068 | -7.45589 | -11.0261 | -0.06515 | 0.065147
EQM | 5 543080 | 1.0531 | 57.00735 | 124.0657 | 0.021337 | 0.021337
Variancia | ; 504065 | gosea7 | 1418449 | 2.402273| 001711 | 001711
n =300
M&dia
5.436822 | 9.232939 | 2.009655 | 4.952223 | 0255622 | 0744378
Viclo 1 436822 | 0232030 | -6.00034 | -11.0478 | -0.04438 | 0.044378
EQM | 4 904700 | 0.656006 | 4385184 | 123.3505| 001953 | 0.01953
vanancia | 4 745649 | 0502437 | 1238326 | 1.808074 | 0.017578 | 0.017578
n =500
Madia
5343663 | 0.170706 | 2.378545 | 4712149 | 0273162 | 0726838
Vicio 1 343663 | 0170706 | -6.62146 | -11.2879 | -0.02684 | 0.026838
EQM | 4 309738 | 0460161 | 44 81488 | 1288587 | 0.015554 | 0.015554
Variancia| 4 515547 | 0431452 | 0972183 | 1444597 | 0014840 | 0014849
n = 1000
Media | 5.7603 | 9124068 | 2616339 | 4506816 | 028625 | 071375
Viclo 1 57603 | 0124068 | -6.38366 | -11.4932 | -0.01375 | 0.01375
EQM | 945144 | 0256032 | 4140334 | 13329309 | 0.011065 | 0.011065
Variancia |, 050802 | 024088 | 0652865 | 1.131781| 0010887 | 0010887
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Tabela A.30: Estimacédo dos parametros por Simulacdes de Monte Carlo via algoritmo EM do Modelo

de Mistura com distribuicdo X;~N(59) e X,~N(11,16). m=2,p; =0.3. p, = 0.7
{100, 300,500,1000} e re =

1000 replicacdes.

| =5 | =11 ‘ oi=9 | o5i=16 ‘ pMm=03 | p2=0.1
n =100
Media
5431638 | 11.06883 | 2.217537 | 5592525 | 0.295725 | 0.704275
Viclo 1 451638 | 0.068826 | -6.78246 | -10.4075 | -0.00428 | 0.004275
EQM | 5 nogzes | 0303986 | 47.10019 | 1167376 | 0.008114 | 0.008114
Variancia| 4 779069 | 0209549 | 1.099481 | 8.430477 | 0.008102 | 0.008103
n =300
Media
5.184256 | 11.03882 | 2747315 | 4560851 | 0.303355 | 0.606645
Viclo 1 184256 | 0.038818 | -6.25268 | -11.4301 | 0.003355 | -0.00336
EQM | o 646258 | 0.084194 | 3952088 | 133.8418| 000284 | 0.00284
Variancia| ;61092 | 008277 | 0425242 | 3.196657 | 0.002832 | 0.002832
n =500
Média
5.081972 | 11.00657 | 2.880462 | 4297072 | 0.301307 | 0.698693
Vicio | ng1978 | 0.006567 | -6.11954 | -117029 | 0.001307 | -0.00131
EQM | (314006 | 0.054348 | 37.84081 | 1387111 0.001859 | 0.001859
Variancia|  1ne544 | 0054359 | 0392456 | 1754346 | 0.001859 | 0.001859
n = 1000
Media
5.031174 | 11.00072 | 2.970068 | 4.05698 | 0.302437 | 0.697563
Vicio 1 o 031174 | 0000717 | 6.02903 | -11.943 | 0.002437 | -0.00244
EQM | o 0asa34 | 0.017147 | 3650578 | 142.0602 | 0.000661 | 0.000661
Variancia| |, oag049 | 001707 | 0156715 | 0424999 | 0000655 | 0.000655

n

€

Tabela A.31: Estimacé@o dos parametros por Simula¢des de Monte Carlo via algoritmo EM do Modelo

de Mistura com distribuicio X;~N(-2,1) e X,~N(51). m=2,p, =0.3.p, =0.7
{100,300,500,1000} e re = 1000 replicacdes.

| _[11=-2 | ﬂ2=5 gf=1 aé=1 |p1=0.3 pz=0.7
n=100
Méadia
~1.093922 | 2.097106 | 0.845870 | 1.095020 | 0.300060 | 0.699940
Vicio | 4 ooso7s | 3.997106 | -0.154130 | 0.095930 | 0.000060 | -0.000060
EQM | 1 035288 | 15.991260| 0050047 | 0047413 | 0.002047 | 0002047
Variancia | ; 435086 | 0014419 | 0026317 | 0038249 | 0.002049 | 0002049
n =300
M&dia
-1.995307 | 9.002246 | 0.916983 | 1.062483 | 0.299653 | 0700347
Vicio 1 oo4693 | 4.002246 | -0.083017 | 0.062483 | -0.000347 | 0.000347
EQM 1 5 011104 | 16.022003| 0.016643 | 0.016437 | 0.000677 | 0.000677
Variancia | ;314093 | 0004933 | 0009761 | 0.012545 | 0.000677 | 0.000677
n=>500
M&dia
1.003279 | 2099477 | 0.039553 | 1.050056 | 0.209156 | 0700844
Viclo | 5 001721 | 3999477 | -0.060447 | 0.050056 | -0 000844 | 0000844
EQM | 1 qo6740 | 15998620 0009666 | 0.009463 | 0000458 | 0000458
Variancia | o 406750 | 0.002804 | 0.006018 | 0.006873 | 0.000458 | 0.000458
n = 1000
Méadia
~1.097069 | 0.000414 | 0.957220 | 1.024076 | 0.290940 | 0700060
Vicio | 4 002931 | 4.000414 | -0.042780 | 0.034076 | -0.000060 | 0.000060
EQM | 5 003571 | 16.004794| 0005024 | 0004305 | 0000208 | 0000208
Variancia | 103566 | 0.001481 | 0.003197 | 0.003147 | 0.000200 | 0.000209

55

n

€



Tabela A.32: Estimacao dos pardmetros por Simula¢gdes de Monte Carlo via algoritmo EM do Modelo

de Mistura com distribuicdo X,~N(-2,1) e X,~N(51). m=2,p, =03.p, =0.7
{100,300,500,1000} e re = 1000 replicacdes.

| Hy=-2 ‘ Ha=T ‘ ai=1 ‘ as=1 |p1=ﬂ.3 | p2=0.0
n=100
Média
~2.000467 | 7.002865 | 0.845045 | 1.096137 | 0.299638 | 0.700362
Vicio | 5000467 | 0.002865 | -0.154955 | 0.006137 | -0.000362 | 0.000362
EQM | 5033222 | 0.014071 | 0.051748 | 0.045544 | 0.002002 | 0.002002
Varancia | ; 4555 | 0014077 | 0.027764 | 0036338 | 0.002094 | 0.002094
n =300
WMedia
2002411 | 6.996843 | 0.919823 | 1.061296 | 0.299368 | 0.700634
Vicio 1 ;002411 | -0.003157 | -0.080177 | 0.061296 | -0.000631 | 0.000631
EQM | 5011126 | 0.005014 | 0016788 | 0.015722 | 0.000668 | 0000668
Variancia| 041432 | 0.005009 | 0.010370 | 0.011977 | 0.000668 | 0.000668
n =500
Média
'@ |-1.099342 | 6.998498 | 0.939049 | 1.048736 | 0.301118 | 0.698882
Vicio | 5 noosss | -0001502 | -0.060951 | 0.048736 | 0.001118 | -0.001118
EQM 1 1 0ogazda | 0002857 | 0009554 | 0.009089 | 0.000415 | 0.000415
Varancia |, n4e450 | 0002857 | 0.005844 | 0.006721 | 0.000414 | 0.000414
n = 1000
WMedia
1999601 | 6.999655 | 0.958462 | 1.036666 | 0299964 | 0.700036
Vicio 1 5 noo309 | -0.000345 | -0.041538 | 0.036666 | -0.000036 | 0.000036
EQM | 003306 | 0.0013671 | 0.004837 | 0.004716 | 0.000201 | 0.000201
Variancia| 003309 | 0.001362 | 0.003115 | 0.003375 | 0.000202 | 0.000202
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A.4 Estimacdo dos Parametros do Modelo de
Mistura da Distribuicdo Gama pelo Método do
Algoritmo EM

Nesta secdo serdo apresentados os valores das estimativas dos parametros
para o modelo de mistura de distribuicio Gama pelo método do algoritmo EM

apresentadas na Secao 4.4.

Tabela A.33: Estimacéo dos par&dmetros por SimulagBes de Monte Carlo via algoritmo EM do
Modelo de Mistura com distribuicdo X;~T(2,1) e X,~I'(51). m=2,p,=03.p, =07 . n €
{100,300,500,1000} e re = 1000 replicagbes.

| oy =2 | o] ‘ fi1=1 | f2=1 | =03 | p2=0.7
n =100
M&dia
2 641569 | 9.18189749 | 0.436967 | 1.369003 | 0.229807 | 0.770193
Vicio | 641569 | 4.18189749| -0.56303 | 0.369002 | -0.07019 | 0.070193
EQM 1 1 145408 | 52.3862613| 0.424228 | 0335728 | 0.020562 | 0.000574
variancia | 4 534957 | 51317366 | 04188 | 0279531| 001829 | 001820
n =300
M&dia
230358 | 5844497 | 0.535071 | 1.367436 | 0.271873 | 0.728127
Viclo | 30355 | 0844497 | 036403 | 0367436 | -0.02813 | 0028127
EQM | 560307 | 2937198 | 0241111 | 0284742 | 0.019174 | 0019174
vVariancia | yeee35 | 4886773 | 0108702 | 0149882 | 0.018402 | 0018402
n =500
M&dia
2222932 | 5.68319508 | 0.685813 | 1.349335 | 0.289525 | 0.710475
Viclo | 595930 | 068319508 | -0.31419 | 0349335 | -0.01047 | 0010475
EQM | 355013 | 2 12132419 | 0185428 | 0240123 | 0.016901 | 0.016901
vVariancia | 50545 | 350060842 | 0086801 | 0118207 | 0.016808 | 0016808
n = 1000
M&dia
2078637 | 5663123 | 0.770123 | 1354673 | 0.323083 | 0.676917
Viclo | 078637 | 0663123 | -0.22988 | 0354673 | 0.023083 | -0.02308
EQM | 144468 | 2324276 | 011214 | 0226441 0015242 | 0015242
Variancia | 0138423 | 2.758027 | 0.059356 | 0.100740 | 0.014723 | 0.014723
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Tabela A.34: Estimacao dos pardmetros por Simulaces de Monte Carlo via algoritmo EM do Modelo
de Mistura com distribuicdo X;~I'(2,1) e X,~I'(5,4). m = 2,p, = 0.3. p, = 0.7. n € {100,300, 500, 1000}

ere = 1000 replicacBes.

‘ Ef1=2 ‘ Efz=5 | ﬁ1=1 ‘ ﬁz=4 | p=03 ‘ p2=0.7
n =100
M&dia
2230014 | 6.335387 | 0.832102 | 2.530084 | 0.29745 | 0.70255
Viclo | 5530094 | 1835387 | -0.1679 |-1.46992 | -0.00255 | 0.00255
EQM | 0767700 | 1122741 | 0269122 | 3378084 | 0.011706 | 0.011706
Vaniancia| 745403 | 1220757 | 0241173 | 1.218648 | 0.011711 | 0.011711
n =300
M&dia
2068344 | 756433 | 0.978647 | 2.314403| 030624 | 0.59376
Vicio | nps344 | 256433 | -0.02135 | -1.6856 | 0.00624 | -0.00624
EQM | 593040 | 4255076 | 0143141 | 3.620877 | 0.00641 | 0.00641
Variancia| ; 500567 | 4194413 | 0142828 | 078042 | 0.006377 | 0006377
n =500
Media | 5 17318 | 760212 | 1.005405 | 2256134 | 0.304429 | 0695571
Vicio | 5047318 | 260212 | 0.005405 | 174387 | 0004429 | -0.00443
EQM | 154335 | 4756789 | 0117292 | 3644772 | 0.004704 | 0004704
variancia | ; 104045 | 4693773 | 011738 | 0.604307 | 0.004689 | 0004689
n=1000
Mé&dia
1991854 | 6.995981 | 1.016778 | 2.147955 | 0.302052 | 0.597948
Viclo | 500815 | 1995981 | 0016778 | -1.85204 | 0.002052 | -0.00205
EQM | ;54505 | 6214217 | 0072198 | 3.806757 | 0.002937 | 0002937
Variancia | |, 104543 | 618.0558 | 0.071989 | 0377064 | 0.002935 | 0002935

Tabela A.35: Estimacgdo dos parametros por Simulacdes de Monte Carlo via algoritmo EM do Modelo
de Mistura com distribuicao X,~T'(2,3) e X,~T'(5,4). m = 2,p; = 0.3. p, = 0.7. n € {100,300,500, 1000}

ere = 1000 replicages.

| Bf1=2 ‘ sz=5 | ﬁ1=3 ﬁz=4 ‘ m=03 ‘ p2=0.7
n=100
Media | 39354 | 5584071 | 174908 | 5474893 | 0250281 | 0747719
Vicio | 39354 | 3584071 | -125002 | 1474893 | -004772 | 0.047719
EQM | 5 557500 | 6094809 | 3290502 | 617039 | 0018601 | 0.018601
variancia | ; 703339 | 62 15649 | 1727429 | 3.99908 | 001634 | 001634
n =300
Mé&dia
: 2930252 | 7.617566 | 1.203412 | 2722495 | 0.283828 | 0.716172
Viclo | 5530050 | 2617566 | -179659 | -127751 | -0.01617 | 0.016172
EQM | 5 471008 | 830084 | 3587024 | 225322 | 0.016481 | 0.016481
variancia | ; 41g341 | 7514125 | 0359656 | 0621822 | 0016236 | 0016236
n =500
Média
2 156687 | 6.033725 | 13218 |2.650392 | 0.302508 | 0.597492
Vicio | 5 456687 | 1.033725 | 16732 |-1.34961 | 0.002508 | -0.00251
E_D""_ 0.310469 | 7.534261 | 3.091369 | 2.320061 | 0.013873 | 0.013873
variancia |, oo5004 | 7037474 | 027520 | 0508128 | 001388 | 001388
n=1000
Média
1.985371 | 7.10463 | 2793927 | 4.948979 | 0.324056 | 0.675944
Vicio | 509463 | 210463 | -020607 | 0.948979 | 0.024056 | -0.02406
EQM | o 106665 | 2925249 | 0637626 | 2.837881 | 0.009318 | 0.009318
Variancia | |, 16555 | 2883838 | 0595756 | 193926 | 0.008748 | 0.008748
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Tabela A.36: Estimacao dos pardmetros por Simulaces de Monte Carlo via algoritmo EM do Modelo
de Mistura com distribuicdo X;~I'(2,1) e X,~I'(7,1). m = 2,p, = 0.3. p, = 0.7. n € {100,300, 500, 1000}

ere = 1000 replicacBes.

| E(1=2 ‘ Efz=? ﬁ1=1 | ﬁ2=1 ‘ ﬂ1=0.3 ‘ ﬂ2=0.?
n=100
Media |, y6a819 | 1642147 | 0578105 | 1588389 | 0294762 | 0705238
Vicio | 468810 | 0421469 | -0.4219 | 0588380 | -0.00524 | 0.005238
EQM 1 450162 | 1503563 | 0267861 | 0.862288 | 0.014058 | 0.014058
variancia| ;541642 | 1426401 | 0089955 | 0516603 | 0.014045 | 0.014045
n=7300
Media | 163309 | 1083855 | 0714253 | 1462736 | 0310697 | 0.689303
Vicio | ;163300 | 3.838549 | -0.28575 | 0.462736 | 0.010697 | -0.0107
EQM | 357704 | 4904371 | 0136321 | 0569657 | 0.010316 | 0.010316
varancia| 151455 | 4504405 | 0054725 | 0355999 | 0.010212 | 0.010212
n =500
Media | 5 064340 | 9622003 | 0773819 | 141498 | 0317701 | 0.682299
Viclo | 064340 | 2622003 | -022618 | 041498 | 0017701 | -0.0177
EQM | (502747 | 3086277 | 0.092399 | 0.469005 | 0.009403 | 0.009403
Variancia | o 490505 | 3052406 | 0.041283 | 0.207094 | 0.009099 | 0.009099
n=1000
Méadia
2018512 | 8.879585 | 0.841829 | 1.280367 | 0.314721 | 0.685279
Vicio | 4018512 | 1879585 | -0.15817 | 0.280367 | 0.014721 | -0.01472
EQM 1 097077 | 331345 | 0049200 | 0267378 | 0.005497 | 0.005497
Variancia|  no7730 | 3230567 | 0.024215 | 0.188901 | 0.005286 | 0.005286

Tabela A.37: Estimacé@o dos parametros por Simula¢gfes de Monte Carlo via algoritmo EM do Modelo
de Mistura com distribuicao X,~T'(2,1) e X,~T'(7,4). m = 2,p; = 0.3. p, = 0.7. n € {100,300,500, 1000}

ere = 1000 replicacBes.

| wy =2 ‘ @y =T | Bi=1 | B =4 ‘p1=0.3 ‘ pz=07
n=100
Media | , 171905 | 1532125 | 0914236 | 2627152 | 0307776 | 0692224
Vicio | 471905 | 8321247 | -0.08576 |-1.37285 | 0.007776 | -0.00778
EQM | o 536407 | 894759 | 0163586 | 4701490 | 0.006636 | 0.006636
Variancia | ; g57543 | 87234 | 0156387 | 2.819607 | 0.006582 | 0.006582
n =300
Media | ; n67005 | 96385 | 0935812 | 2159328 | 0299258 | 0700742
Vicio | g 0g7005 | 26385 | -0.01419 |-184067 | -0.00074 | 0.000742
EQM | 173420 | 62849145 | 0.080239 | 4.118188 | 0.003097 | 0.003007
Variancia| , 450957 | 6801792 | 0.020118 | 0730247 | 00031 | 00031
=500
Media | ; g17532 | 1011192 | 099934 | 2124001 0206074 | 0703926
Vicie | 017530 | 3411925 | -0.00066 | -1.876 | -0.00393 | 0.003925
EQM | 091103 | 1858.001 | 0.062185 | 4108564 | 0.002834 | 0.002834
variancia | ; 490976 | 1850167 | 0.062246 | 0589782 | 0.002822 | 0.002822
n=1000
Media | ; 135662 | 9462574 | 0970879 | 2065448 | 0292524 | 0707476
Vicio | nagee2 | 2462574 | -0.02012 |-1.93455 | -0.00748 | 0.007475
E_m'”_ 0.041601 | 786.1024 | 0.040359 | 3.942031| 0.002338 | 0.002338
Variancia| , 140146 | 780.819 | 0039551 | 0.19974 | 0.002284 | 0.002284
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Tabela A.38: Estimacao dos pardmetros por Simulaces de Monte Carlo via algoritmo EM do Modelo
de Mistura com distribuicdo X;~TI'(2,3) e X,~I'(7,4). m = 2,p, = 0.3. p, = 0.7. n € {100,300, 500, 1000}

ere = 1000 replicacBes.

| Bf1=2 ‘ sz=? | ﬁ1=3 ‘ ﬁz=4 ‘ m=03 ‘ p=0.7
N =100
Media
2315601 | 53.87588 | 2.185223 | 5.836752 | 0.306112 | 0.693888
Vicio | 315601 | 46.87588 | -0.81478 | 1.836758 | 0.006112 | -0.00611
EQM | 971532 | 5917467 | 1770296 | 1288322 | 0.010177 | 0.010177
vanancia | 070501 | 5901395 | 1107542 | 9510055 | 0.010149 | 0.010149
n =300
Média
2067246 | 5068935 | 2672124 | 5017895 | 0307607 | 0692393
Viclo | 067246 | 43.68935 | -032788 | 1.017895 | 0.007607 | -0.00761
EQM | 970840 | 1046043 | 0785981 | 5862705 | 0.006673 | 0006673
vanancia |  5ep550 | 1046080 | 0679157 | 4831427 | 0.006622 | 0006622
n =500
Média
2039528 | 36.02893 | 2815294 | 4579844 | 0305941 | 0694059
Vicio | 139528 | 20.02893 | -018471 | 0.579844 | 0.005941 | -0.00594
EQM | 150067 | 7471921 | 0522076 | 3330027 | 0.003991 | 0.003991
vanancia| ; 440554 | 7470065 | 0488448 | 2096804 | 000396 | 000396
n =1000
Media
2031111 | 1361394 | 2.883698 | 4334982 | 0.298731 | 0.701269
Vicio | 031111 | 6613944 | -01163 | 0334982 | -0.00127 | 0.001269
BQM 10 076396 | 6390313 | 0422062 | 1779746 0.003162 | 0.003162

Tabela A.39: Estimacdo dos parametros por Simulacdes de Monte Carlo via algoritmo EM do Modelo
de Mistura com distribuicdo X, ~I'(5,1) e X,~I'(9,1). m = 2,p; = 0.3. p, = 0.7. n € {100,300,500, 1000}

ere = 1000 replicages.

| Bf1=5 ‘ sz=g | ﬁ1=1 | ﬁz=1 ‘ ;=03 ‘ pz=0.7
n=100
M&dia
6.130637 | 28.08974 | 0.421700 | 1.271371| 0218586 | 0781414
Vicio | 4 430537 | 1908274 | -057829 | 0271371 -0.08141 | 0.081414
EQM | 5 585307 | 1344618 | 0454978 | 0269911| 002556 | 002556
Variancia | 4 514569 | 1120611 | 0.120679 | 0.196465 | 0.01895 | 0.01895
n =300
Media | 5 155631 | 161746 | 0578017 | 130662 | 024102 | 075898
Vicilo | g 455631 | 7174506 | -042198 | 030662 | -0.05898 | 005898
EQM 1 5 300122 | 2211008 | 0203735 | 0190877 | 0.024203 | 0.024203
vanancia | ; 447364 | 247.2513 | 0.115781 | 0.105967 | 0.020745 | 0.020745
n =500
Média
5984887 | 2038957 | 0.687905 | 1203508 | 0.978164 | 0.721836
Vicio | g 554587 | 1138957 | -031201 | 0293506 | -0.02184 | 0021836
EQM 1 4 760628 | 1995039 | 0191099 | 0169056 | 0.018506 | 0.018506
vanancia | 4 5oq449 | 1868084 | 0.093845 | 0082993 | 0.018047 | 0.018047
n=1000
Média
5.048877 | 1556748 | 0.760604 | 1206881 0.306892 | 0.693108
Vicio | o4ga77 | 6567484 | -02394 | 0296881 0006892 | -0.00689
EQM 1 4 040038 | 1362598 | 0120474 | 0149661 | 0.016744 | 0.016744
Varianca[ 4 o47606 | 1320787 | 0.063227 | 0.061584] 0.016713 | 0.016713
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Tabela A.40: Estimacao dos pardmetros por Simulaces de Monte Carlo via algoritmo EM do Modelo
de Mistura com distribuicdo X;~I'(5,4) e X,~I'(9,9). m = 2,p, = 0.3. p, = 0.7. n € {100,300, 500, 1000}

ere = 1000 replicacBes.

| E(1=5 ‘ Efz=g | ﬁ1=4 ‘ ﬁ2=g ‘ ﬂ1=0.3 ‘ ﬁ2=0.?
n=100
Media
5125805 | 43.43474 | 1353406 | 3.034876 | 0.283427 | 0716573
VIclo | 195805 | 3443474 | -264159 | -5.06512 | -0.01657 | 0.016573
EQM | 5 45061 | 58853.95 | 7.647177 | 27.96587 | 0.015107 | 0.015107
Variancia | - 44755 | 5706557 | 0669826 | 2.312694 | 0.014848 | 0.014848
n =300
Madia
5040755 | 30.60435 | 173327 |3.623722| 0.207147 | 0.702853
Vicio | 040755 | 2169435 | 226673 | -5.37628 | -0.00285 | 0.002853
EQM 1 go4q02 | 1702956 | 5550052 | 3035861 | 0.009446 | 0.009445
variancia|  go4966 | 1789330 | 0421409 | 1455705 | 0.009447 | 0.009447
n =500
Media | o 000109 | 131342 | 3.982898 | 9.520688 | 0297227 | 0702773
Vicio | 5 000100 | 4134199 | -0.0171 | 0520688 | -0.00277 | 0.002773
EQM | o 910454 | 1612.087 | 0.925954 | 0.953231| 0.002402 | 0.002402
variancia| , g1g997g | 1597 493 | 0926589 | 9691306 | 0.002397 | 0.002397
n=1000
M&dia
5041301 | 10177462 | 4003682 | 0.078660 | 0.300092 | 0.699008
Viclo |y 044399 | 1177462 | 0003682 | 0.078669 | 0.000092 | -0.000082
EQM | 403010 | 400143134 | 0391291 | 2202841 | 0000776 | 0.000776
Variancia| 101707 | 309 155873 | 0391670 | 2.198851 | 0.000777 | 0.000777

Tabela A.41: Estimacao dos parametros por Simula¢des de Monte Carlo via algoritmo EM do Modelo

de Mistura com distribuicio X,~T'(51) e X,~T'(11,1). m=2,p; =0.3.p,=0.7

{100,300,500,1000} e re = 1000 replicacdes.

‘ @ =5 | ap =11 ‘ Fi=1 | Ba=1 | pi=03 ‘ p2=07
n =100
Media | 5053719 | 3837541 | 0486053 | 1491738 | 025651 | 0.74349
Vicio | g53711 | 27.37541 | 051395 | 0.491738 | -0.04349 | 0.04340
EQM | £ 593516 | 2948145 | 0.360832 | 0.605447 | 0.019275 | 0.019275
Variancia | 4 ge0663 | 245852 | 0.006787 | 0.364004 | 0.017401 | 0.017401
n =300
Media | 5339515 | 2174976 | 0666794 | 144574 | 0297983 | 0702017
VICio | 339015 | 1074976 | -033321 | 044574 | -0.00202 | 0002017
EQM | 5 947506 | 2505435 | 0177138 | 0422265 | 0014334 | 0.014334
Vanancia | ; gacaes | 939227 | 0066178 | 0223805 | 0014345 | 0014345
n =500
Media | 5 1090096 | 10.0071 | 0725687 | 1.408341| 0309681 | 0.690319
Vicio | 192016 | 007104 | -0.27431 | 0.408341 | 0.009681 | -0.00968
EQM | 5 160082 | 3056882 | 0412207 |0.351045| 001222 | 001222
Variancia | , 157460 | 3005206 | 0.046869 | 0.184487 | 0.012138 | 0.012138
n=1000
Media | 5 079640 | 1733140 | 0796783 | 1313612 | 0315817 | 0684183
Vicio | n70640 | 6331488 | -020322 | 0313612 | 0.015817 | -0.01582
EQM | 4 567688 | 10640.08 | 0071373 | 0245203 | 0009016 | 0.009016
Varianci | 4 550606 | 10619.61 | 0.030106 | 0147087 | 0.008775 | 0.008775
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Tabela A.42: Estimacao dos pardmetros por Simulaces de Monte Carlo via algoritmo EM do Modelo

de Mistura com distribuicdo X;~T(54) e X,~I'(11,9). m=2,p; =0.3.p, =0.7

{100,300,500,1000} e re =

1000 replicacdes.

‘ E(1=5 | Efz=11 | ﬂ1=4 ﬂz=g ‘ p1=03 ‘ pz2=0.7

n=100

Media

5.448984 | 53.47897 | 1.580071 | 3.905418 | 0.296439 | 0.703561

Vicio

0.445984 | 4247897 | -2.41993 | -5.09458 | -0.00356 | 0.003561

EGM

4779825 | 2862745 | 6.355199 [30.08255| 0.009565 | 0.009565

Variancia

4582822 | 2847548 | 0.499642 [4.131915] 0.009562 | 0.009562

n =300

Media

5.128524 | 21.96855 1.8722 | 3.463792 | 0.305629 | 0.694371

Vicio

0.128524 | 10.96855 -2.1278 |-5.53621 | 0.005629 | -0.00563

EGM

1.904039 17186 480156 | 32.86865 | 0.004238 | 0.004238

Variancia

1.88941 1708277 02743 2221301 | 0.00421 | 0.00421

n =500

Media

5.106688 | 17.90085 | 3.8785815 [9.360933 | 0.293888 | 0.706112

Vicio

0.106688 | 6900852 | -0.12119 [0.360983| -0.00611 | 0.006112

EGM

0.637906 | 7331319 | 0.658377 [7.856952 | 0.002185 | 0.002185

Variancia

0.627151 | 7290.988 | 0.644335 | 7.734377 | 0.002149 | 0.002148

n=1000

Media

5.05823 13.64104 | 3.947225 [ 9128667 | 0.297976 | 0.702024

Vicio

0.05823 2.64104 -0.05278 | 0128667 | -0.00202 | 0.002024

EGM

026873 1859.964 | 0.315692 [ 2.645166 | 000099 | 0.00099

Variancia

0265605 | 1854.844 | 031322 | 2.631242 | 0.000987 | 0.000987

n

€

Tabela A.43: Estimacéo dos parametros por Simula¢des de Monte Carlo via algoritmo EM do Modelo

de Mistura com distribuicdo X;~I'(59) e X,~I'(9,16). m=2,p;, =0.3.p, =0.7

{100,300,500,1000} e re =

1000 replicagbes.

| a =5 ‘ a; =9 ‘ Bi-0 ,5'3=15|p|=l}.3‘p2=0.?

n =100

Média

9.338532 | 31.086827 | 1.719332 [ 5.325173 | 0.262336 | 0.737664

Vicio

0.338532 | 22.086827 | -7.28067 [ -10.6748 [ -0.03766 | 0.037664

EQM

3.478084 | 3243.8251 | 54.32859 [ 117.2275( 0.017887 | 0.017887

Variancia

3.366847 | 2800.2303 | 1.321793 [ 3.278829 [ 0.016485 | 0.016485

n = 300

Média

3.052763 | 28.24298 | 2.302354 | 5098237 0.28588 | 0.71412

Vicio

0.052763 | 19.24298 | 669765 [ -10.9018 [ -0.01412 | 0.01412

EQM

2.003824 | 34640.885 | 4581736 | 121.23 | 0.012853 | 0.012853

Variancia

2.005045 | 34375.314 | 0.959862 | 2.383897 | 0.012667 | 0.012667

n = 500

Média

2.029322 | 16.070743 | 2.520072 [ 4.923577( 0.298701 | 0.701299

Vicio

0.029322 | 7.0707429 | 647993 | -11.0764 [ -0.0013 | 0.001299

EQM

1.583483 1788.17 | 42.70764 | 124.7836 | 0.010438 | 0.010438

Variancia

1.584207 | 17459331 | 0.71889 [2.098527 [ 0.010447 | 0.010447

n = 1000

Média

4999402 | 1241382 | 2.767305 | 4.576756 | 0.309715 | 0.690285

Vicio

-0.0006 3413819 | -6.23269 | -11.4232 [ 0.009715 | -0.00972

EQM

1.05485 T67.5339 | 39.33009 | 131.7665 | 0.0075 0.0075

Variancia

1.055906 | 756.6364 | 0.484085 ) 1.277315( 0.007413 | 0.007413
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Tabela A.44: Estimacédo dos parametros por Simulacdes de Monte Carlo via algoritmo EM do Modelo

de Mistura com distribuicdo X;~I'(59) e X,~I'(11,16). m =2,p, =0.3.p, =0.7

{100,300,500,1000} e re =

1000 replicacdes.

‘ wG=5 | w =11 | B =9 |ﬁ2=16 ‘ =03 ‘ =07
n=100
Media | 5355061 | 2587555 | 2204482 | 556343 | 0302774 | 0607226
Vicio | 358061 | 17.87555 | 679552 | -10.4366 | 0.002774 | 0.00277
EQM | 4 503053 | 7255539 | 4721854 | 1155204 | 0.010292 | 0.010292
Variancia| , 6g5399 | 6950739 | 1040512 | 6.604981 | 0.010295 | 0.010295
=300
Media | 5 153833 | 2234024 | 2649821 | 488147 | 0304551 | 0695440
Vicio | 153833 | 1134024 | 635018 |-11.1185 | 0.004551 | -0.00455
EQM | 5 154046 | 9763314 | 4092663 | 127.8834 | 0.005601 | 0.005601
Varancia | ; 154763 | gg44358 | 0602458 | 4265928 | 0.005586 | 0.005586
N =500
Media | 5050140 | 1433524 | 2819191 | 453566 | 030831 | 069160
Vicio | 050149 | 3335245 | 618081 |-11.4643 | 0.00831 | -0.00831
EQM | 4 34061 | 1057362 | 3860728 | 133.9913 | 0.003346 | 0.003346
Varancia | 4 344505 | 1047285 | 0405285 | 2562743 | 0.00328 | 000328
n=1000
Media | 5041623 | 1967665 | 2917107 | 4230924 | 0300702 | 0699298
Vicio | 041623 | 8676649 | -6.08289 |-117601 | 0.000702 | -0.0007
E_Q""_ 057955 | 32217.94 | 37.29885 | 139.3894 | 0.002083 | 0.002083
Variancia | 7e306 | 3217483 | 0207552 | 1.091144 | 0.002084 | 0.002084
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