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RESUMO 

A estimativa acurada da evapotranspiração (𝐸𝑇) é essencial para diversas aplicações 

na gestão de recursos hídricos. O uso de modelos de 𝐸𝑇 que utilizam produtos de 

sensoriamento remoto vem crescendo nos últimos anos com o desenvolvimento de 

novas tecnologias como computação em nuvem, deep learning e processamento de 

alta performance. Esse estudo apresenta o geeSEBAL, uma nova ferramenta para 

estimativa automática de 𝐸𝑇 baseado no modelo Surface Energy Balance Algorithm for 

Land (SEBAL) e desenvolvido utilizando a plataforma Google Earth Engine (GEE). O 

uso de imagens Landsat e dados meteorológicos do Global Land Data Assimilation 

System (GLDAS) permite a estimação de longas séries temporais de 𝐸𝑇. A estrutura 

da ferramenta é apresentada, bem como estudos de caso em diferentes condições 

climáticas do Brasil através da validação da estimativa de 𝐸𝑇 diária com dados de torres 

de fluxo com medições de covariância de vórtices turbulentos (EC) nos biomas da 

Amazônia, Cerrado, Pantanal e Pampa. As estimativas da 𝐸𝑇 diária apresentaram uma 

média de RMSD de 0,75 mm dia-1, com um total de 224 imagens Landsat processadas. 

Por fim, é apresentado uma longa série temporal de 𝐸𝑇 (1984-2019) para uma pequena 

área localizada no bioma Cerrado, caracterizado por uma intensa expansão de 

agricultura com sistemas de irrigações. A ferramenta está disponível na plataforma 

GitHub (https://github.com/et-brasil/geesebal) e possui uma versão com interface 

gráfica do usuário (https://etbrasil.org/geesebal), permitindo importantes avanços na 

gestão de recursos hídricos em relação a mudanças na 𝐸𝑇.  

Palavras-chave: Google Earth Engine, SEBAL, Landsat, GLDAS.  

  



 
 

ABSTRACT 

An accurate estimation of evapotranspiration (𝐸𝑇) is essential for many applications in 

water resources management. 𝐸𝑇 models using remote sensing products have 

flourished in recent years with new technologies as cloud computation, deep learning 

and high performance computing. This study presents geeSEBAL, a new tool for 

automatic estimation of 𝐸𝑇 based on the Surface Energy Balance Algorithm for Land 

(SEBAL) model and developed within the Google Earth Engine platform (GEE). The 

usage of Landsat images and meteorological data from the Global Land Data 

Assimilation System (GLDAS) allows estimating long term 𝐸𝑇 series. The tool 

framework is introduced, and case studies across multiple climate conditions in Brazil 

are presented by validating daily 𝐸𝑇 with eddy covariance (EC) data in the Amazon, 

Cerrado, Pantanal and Pampa biomes. Daily 𝐸𝑇 estimations yielded an average RMSD 

of 0.75 mm day-1, with a total of 224 Landsat images being processed. Finally, we 

present a long term 𝐸𝑇 assessment (from 1984 to 2019) in a small area located in the 

Cerrado biome, characterized by an intense irrigated cropland expansion over the last 

decades, demonstrating the potential of the tool to understand the effects of land cover 

changes and water use in agriculture. The tool is freely available on GitHub 

(https://github.com/et-brasil/geesebal) and has a graphical user interface 

(https://etbrasil.org/geesebal), allowing important advances in water resources 

management regarding 𝐸𝑇 changes. 

Keywords: Google Earth Engine, SEBAL, Landsat, GLDAS. 
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1 INTRODUÇÃO  

A evapotranspiração (𝐸𝑇) é conceituada como o processo de 

passagem da água em seu estado líquido e sólido para vapor d’água 

atmosférico, através da evaporação de superfícies líquidas (rios, lagos e 

oceano), da água presente no solo e da lâmina interceptada pelo dossel, 

como também da transpiração proveniente da respiração das plantas. Por 

estar diretamente relacionada com a disponibilidade hídrica, o conhecimento 

da 𝐸𝑇 e de seu comportamento é fundamental para o melhor manejo, 

planejamento e uso da água (Allen et al., 2011; Bastiaanssen et al., 1999; 

Biggs et al., 2015). De fato, ter pleno conhecimento de todos os processos 

do ciclo hidrológico vem sendo cada vez mais requisitado com o aumento da 

insegurança hídrica em escala global (Vörösmarty et al., 2010; Wagener et 

al., 2010), devido ao crescimento da demanda por água ocorrendo em 

concomitância com a diminuição de sua disponibilidade (Boretti and Rosa, 

2019; Davies and Simonovic, 2011). Na agricultura, por exemplo, o aumento 

da demanda por água está diretamente relacionado com a necessidade de 

atender uma maior produção de alimentos (Davis et al., 2017), incluindo 

aqueles relacionados a produtos de origem animal (Gerbens-Leenes et al., 

2013). Junto a isso, mudanças climáticas agravam a situação por alterarem 

as dinâmicas ecossistêmicas, proporcionando alterações nos regimes de 

chuvas (Davidson et al., 2012; Spracklen et al., 2012), nas vazões de rios 

(Bates et al., 2008; Ukkola et al., 2016), além de impactos na produção de 

alimentos (Iizumi and Ramankutty, 2015). Ainda, mudanças no uso e 

cobertura do solo ocasionadas pelo desmatamento, com a substituição de 

vegetação natural por áreas de agricultura e pastagem, impactam 

diretamente as taxas de 𝐸𝑇 (Aragão, 2012), assim como o uso de sistemas 

de irrigações (Boucher et al., 2004), podendo afetar o clima em múltiplas 

escalas. 

Apesar da importância de obter informações in situ, incluindo 

estimativas de 𝐸𝑇, o uso dessas informações para representar escalas 

maiores do que a área de influência da medição apresentam limitações. Além 

disso, os equipamentos necessários para obter as medições para estimar a 

𝐸𝑇 in situ, além de precisarem de constante manutenção, são onerosos para 
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aplicação em larga escala, dificultando ainda mais a obtenção de dados em 

locais remotos. Sendo assim, uma alternativa viável para a estimação da 𝐸𝑇 

em diferentes escalas espaciais e temporais é através de modelos que utilizam 

produtos de sensoriamento remoto (Fisher et al., 2017; Yang et al., 2012). De 

um modo geral, os modelos existentes se distribuem em dois grupos: modelos 

de índice de vegetação (VI) e de temperatura da superfície (𝑇𝑆). Dentre os 

modelos existentes do segundo caso, há os modelos de balanço energético da 

superfície (SEB), e que se apresentam diferenciações enquanto a sua estrutura 

para estimação da 𝐸𝑇. Os que estimam transpiração e evaporação como uma 

única variável são conhecidos como “fonte-única”, fazendo parte desse grupo 

Surface Energy Balance Algorithm for Land (SEBAL) (Bastiaanssen, 1995), 

Mapping EvapoTranspiration at high Resolution with Internalized Calibration 

(METRIC) (Allen et al., 2007) e Simplified Surface Energy Balance operation 

(SSEBop) (Senay et al., 2013). Já os que estimam transpiração e evaporação 

separadamente, para no fim somá-los e estimar a 𝐸𝑇, são conhecidos como 

“fonte-dupla”: Two-Source Evapotranspiration Balance (T-SEB) (Norman et al., 

1995) e Atmosphere – Land Exchange Inverse (ALEXI) (Anderson et al., 1997). 

Em particular, o modelo SEBAL tem sido amplamente aplicado com sucesso em 

diferentes vegetações e condições climáticas (Bhattarai et al., 2012; Ruhoff et 

al., 2012; Singh et al., 2008; Sun et al., 2011; Tang et al., 2013; Teixeira et al., 

2009; Yang et al., 2012; Zhang et al., 2011), apresentando como característica 

a estimação do fluxo de calor latente (𝐿𝐸) como o saldo residual da equação do 

balanço energético (𝐿𝐸 = 𝑅𝑛 −  𝐻 − 𝐺), em que 𝑅𝑛, 𝐻 e 𝐺 são o saldo de 

radiação, fluxo de calor sensível e o fluxo de calor do solo, respectivamente. Para 

estimar a 𝐸𝑇, o SEBAL apresenta um processo de calibração interna para 

selecionar pixels âncoras que representam extremos em termos de umidade e 

temperatura na imagem. Para condições de baixa umidade e de altas 

temperaturas é selecionado o pixel quente, representando uma condição em que 

o 𝐻 possui toda a energia disponível para aquele ponto, enquanto o 𝐿𝐸 é 

assumido como zero. Para o pixel frio, a operação é inversa, considerando 𝐿𝐸 

como o total de energia disponível e 𝐻 como zero. Apesar de os primeiros 

estudos envolvendo SEBAL determinarem a localização dos pixels frio e quente 

de forma manual, Allen et al. (2013) automatizaram esse procedimento utilizando 
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um grupo de percentis para definir pixels pré-candidatos utilizando informações 

de 𝑇𝑆 e índice de vegetação por diferença normalizada (𝑁𝐷𝑉𝐼), possibilitando 

novas aplicações com a automatização do modelo, como apresentado 

posteriormente por Jaafar e Ahmad (2019), Dhungel e Barber (2018) e Bhattarai 

et al. (2017). 

Novas tecnologias como o uso de deep learning, inteligência artificial e 

computadores de alta performance têm proporcionado avanços em aplicações 

envolvendo o gerenciamento de recursos hídricos (Saraiva et al., 2020; Vos et 

al., 2019). A plataforma de processamento em nuvem Google Earth Engine 

(GEE) tem se demonstrado uma interessante opção para estudos 

hidrometeorológicos devido ao fácil acesso a computadores de alta performance 

e aos principais produtos de sensoriamento remoto existentes atualmente. 

Diversas aplicações já demonstraram o potencial do GEE para áreas da ciência 

da terra, inclusive em aplicações na agricultura (Saraiva et al., 2020; Zhang et 

al., 2020), mapeamento de inundações (Alonso et al., 2020; Hird et al., 2017), 

detecção de superfícies aquáticas (Nguyen et al., 2019; Pekel et al., 2016; Wang 

et al., 2019), e mudanças de uso e cobertura da terra (Kennedy et al., 2018; 

Midekisa et al., 2017; Parente et al., 2019). Já modelos de SEB desenvolvidos 

no GEE ainda são novidades, com iniciativas da Agência Nacional de Água 

(ANA) utilizando SSEBop (Brazilian Water Agency, 2020), e a aplicação do 

METRIC a partir da ferramenta EEFlux (Allen et al., 2015). 
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2 OBJETIVOS 

Os objetivos principais do trabalho consistem em validar e disponibilizar 

uma ferramenta de código aberto para estimar 𝐸𝑇 utilizando o modelo SEBAL, 

desenvolvendo-o no ambiente da plataforma GEE.  

Como objetivos específicos, pretende-se: 

- Apresentar uma aplicação de longa série temporal entre 1984-2019 

utilizando a ferramenta desenvolvida no GEE; 

- Disponibilizar uma interface gráfica ao usuário (GUI) que poderá ser 

acessada através de um endereço de web (www.etbrasil.org/geesebal); 

- Fornecer acesso ao código desenvolvido a outros usuários para que 

possam utilizá-lo e aprimorá-lo (www.github.com/etbrasil/geesebal).  
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3 REVISÃO BILIOGRÁFICA  

 

3.1 EVAPOTRANSPIRAÇÃO 

A evapotranspiração (𝐸𝑇) é um importante componente do ciclo 

hidrológico, sendo conhecido como o fenômeno físico no qual a água em estado 

líquido é convertida em vapor d’água através da evaporação de superfícies 

líquidas (rios, lagos e oceanos), da água presente no solo e da interceptada pelo 

dossel, além da transpiração proveniente da vegetação (Figura 1). Para que 

ocorra esse fenômeno é fundamental a presença de energia, possibilitando a 

liberação das moléculas de água da superfície líquida, energia essa fornecida 

pela radiação solar. 

 

Figura 1 - Esquema do processo de evapotranspiração (𝐸𝑇), em que a água no seu estado líquido 
é convertida em vapor d’água através da evaporação de superfícies líquidas (rios, lagos, 
oceanos) e transpiração da vegetação. Fonte: ONSET (Adaptado)1. 

 
1 Disponível em: https://www.onsetcomp.com/onset-content/public_site/top-level-

landing-pages/wireless-sensor-networks/et-info-graphic.jpg. Acesso em: set. 2020. 

https://www.onsetcomp.com/onset-content/public_site/top-level-landing-pages/wireless-sensor-networks/et-info-graphic.jpg
https://www.onsetcomp.com/onset-content/public_site/top-level-landing-pages/wireless-sensor-networks/et-info-graphic.jpg
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O termo ‘Evapotranspiração’ foi inicialmente definido por Thornthwaite e 

Wilm (1944) em seus estudos relacionados a evapotranspiração potencial (𝐸𝑇𝑝), 

em que a transição do estado líquido da água ocorreria sem estresses hídricos, 

em condições ideais de evaporação e transpiração. Assim, Thornthwaite e Wilm 

(1944) definiram os conceitos de 𝐸𝑇𝑝 e de métodos para sua quantificação com 

uma complexa função empírica considerando informações de dados observados 

de temperatura e duração do dia (Hillel et al., 2005). Com o aumento do interesse 

em compreender os complexos processos físicos e de como estimar 𝐸𝑇, 

diversos outros estudos surgiram. Com mais destaque, Penman (1948) e 

posteriormente Monteith (1965) foram responsáveis em desenvolver conceitos e 

equações até hoje utilizadas para estimar 𝐸𝑇. Penman (1948), por exemplo, foi 

o primeiro a considerar efeitos do balanço energético para estimar 𝐸𝑇, 

baseando-se nos conceitos apresentados sobre a mudança de estado físico da 

água de Dalton. Por outro lado, Monteith (1965) foi responsável em apresentar 

a equação conhecida como Penman-Monteith, uma versão modificada da 

equação de Penman (1948), baseando-se em processos físicos, e que 

possibilitou estimar 𝐸𝑇 em condições naturais de forma simples e representando 

condições de estresse hídrico. 

 

3.2 MÉTODOS PARA MEDIÇÃO DA EVAPOTRANSPIRAÇÃO 

Ao longo dos anos surgiram diversos equipamentos capazes de estimar 

a 𝐸𝑇. Os lisímetros (Figura 2), por exemplo, são tanques enterrados com 

sistemas de drenagem para captação do volume de água captado pelo solo em 

que é desejado conhecer a 𝐸𝑇. Posteriormente, esse volume é coletado e 

medido para que seja possível estimar 𝐸𝑇 através da equação do balanço hídrico 

(𝐸𝑇 =  𝑃 − 𝑄𝑠 − 𝑄𝑏 −  
∆𝑉

∆𝑇
), em que a precipitação (𝑃) é medido através de um 

pluviômetro, considerando um intervalo de tempo (∆𝑇) de variação do volume 

(∆𝑉) e da diferença do escoamento superficial medido (𝑄𝑠) e do escoamento 

subterrâneo (𝑄𝑏) medido no fundo do tanque (Collischonn e Dornelles, 2015). 
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Figura 2 - Exemplo da instalação de lisímetros para medições de 𝐸𝑇 para uma cultura de 
vegetação específica. Fonte: Lysimeter2.  

 

Outra opção para a determinar 𝐸𝑇 é através do método de covariância 

dos vórtices turbulentos, também conhecido como eddy covariance (EC) (Figura 

3). Esse método é amplamente utilizado para as medições de fluxos de calor 

entre a superfície e a atmosfera, como também para obter informações 

relacionadas ao vapor d’água, metano e gás carbônico. O sistema de EC é 

composto por um analisador de gases, anemômetro ultrassônico e sistema para 

armazenamento, aquisição e processamento dos dados. 

De acordo com Shuttleworth (2012), as medições do vapor d’água na 

atmosfera para sua quantificação ocorrem em uma altura vertical mínima em que 

não haja influência nos fluxos energéticos por parte da altura. Ainda, o método 

relaciona as movimentações verticais do vapor d’água na atmosfera, em região 

de turbulência do ar, com flutuações acima da média da umidade do ar e a 

velocidade do vento (Figura 4), proporcionando uma correlação positiva entre 

esses dois fatores. Por outro lado, flutuações abaixo da média da umidade do ar 

apresenta uma correlação negativa com a variável vertical da velocidade do 

vento. Com essas informações medidas em alta frequência, é possível obter as 

 
2  Disponível em: https://lysimeter.info/. Acesso em: jul. 2020. 

https://lysimeter.info/
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medições do calor latente (𝐻) e do calor sensível (𝐿𝐸) em curtos intervalos de 

tempo, sendo considerado um dos métodos mais precisos disponíveis. 

 

 

Figura 3 - Equipamentos de medição utilizados por torres EC. O sistema é composto por 
analisador de gases, anemômetro ultrassônico e um sistema para armazenamento, aquisição e 

processamento dos dados. Fonte: ELITE SCIENTIFIC INSTRUMENTS SDN BHD3. 

 

 

Figura 4 - Ilustração da medição dos vórtices turbulentos por torre de monitoramento com 
sistema de EC. Fonte:  EARTH & ENVIRONMENTAL SCIENCES AREA (Adaptado)4. 

 
3  Disponível em: https://esi.com.my/inst-home/eddy-covariance/. Acesso em: jul. 2020. 
4 Disponível em: https://eesa.lbl.gov/projects/ameriflux-management-project/. Acesso 

em: set. 2020. 

https://esi.com.my/inst-home/eddy-covariance/
https://eesa.lbl.gov/projects/ameriflux-management-project/
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3.3 SENSORIAMENTO REMOTO 

De acordo com Baghdadi e Zribi (2016) (tradução nossa), “O 

sensoriamento remoto refere-se à aquisição de informação de um objeto sem 

que haja contato com o mesmo. Para isso, é utilizado todo o espectro 

eletromagnético, variando de comprimento de ondas curtas (por exemplo, 

ultravioleta) a comprimentos de ondas longas (microondas)”. Historicamente, o 

primeiro registro que se tem conhecimento da captação de uma imagem da 

superfície terrestre é de 1859, através de uma fotografia aérea obtida utilizando 

um balão. Por muitos anos, contudo, o uso de sensoriamento remoto para 

observações foi destinado a fins militares, e utilizado em diversas guerras da 

primeira metade do século XX, sendo inclusive o período do desenvolvimento de 

tecnologias que permitiram a invenção de sensores capazes de captar 

informações na faixa do infravermelho, termal, e de imageamento por radar. Na 

segunda metade do século XX, o uso de sensoriamento remoto para fins não 

militares ganhou força, iniciando o seu uso para fins de estudos ambientais 

(Curran, 1985). 

O uso de técnicas de sensoriamento remoto busca relacionar as 

informações obtidas do espectro magnético (Figura 5) através da detecção da 

energia refletida, emitida e dispersada em diferentes bandas e frequências para 

correlacionar com fenômenos físicos, biológicos e químicos (Jensen, 2013). Para 

cada intervalo de comprimento de onda do espectro magnético pode ser 

atribuído uma banda em que o sensor é sensível, permitindo diferentes análises 

em porções diferentes do espectro magnético. O satélite Landsat 8, por exemplo, 

apresenta três bandas no intervalo do visível em que cada uma está em diferente 

intervalo do espectro: Azul (0.45 – 0.51 µm), Verde (0.53 – 0.69 µm) e Vermelho 

(0.64 – 0.67 µm). 

Uma característica importante dos produtos de sensoriamento remoto é a 

resolução espacial, conceituada como uma célula unitária (pixel), de proporções 

(x,y), que representará através de um valor médio a variável existente dentro dos 

limites espaciais. Quanto maior a resolução espacial, menor será o tamanho do 

pixel, enquanto para tamanhos de pixel maiores, a resolução diminui. A 

resolução espacial é fundamental para a caracterização do estudo, e podem 

influenciar nos resultados obtidos. 
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Outra informação relevante é a resolução temporal, conceituada como o 

período necessário para que o sensor retorne a mesma área para obter o seu 

imageamento. A obtenção da imagem normalmente ocorre em um mesmo 

intervalo de tempo para manter um padrão das informações obtidas. Os satélites 

Landsat, por exemplo, apresentam resolução temporal de 16 dias, ou seja, em 

um período de 16 dias os satélites Landsat retornam os dados mapeados, 

gerando informações de uma mesma localidade, e em um mesmo intervalo de 

tempo. 

 

 

Figura 5 - Espectro eletromagnético. Fonte: Miniphysics (Adaptado)5. 

 

A resolução espacial e temporal variam de acordo com o objetivo do 

satélite. Para análises meteorológicas, por exemplo, espera-se obter 

informações em um curto intervalo de tempo para identificar mudanças na 

atmosfera que auxiliem na previsão meteorológica, não necessariamente 

precisando de uma grande resolução espacial. Esse é o caso dos satélites 

GOES (Geostatinary Operational Environmental Satellite) que apresentam 

resoluções espacial de 1 – 4 km, mas alta resolução temporal de 

aproximadamente 15 min. Já satélites que possuem como objetivo estudos 

envolvendo a superfície terrestre precisam de maiores resoluções, como para a 

delimitação de áreas de agricultura, floresta, análises de cheias e secas em 

corpos hídricos, sendo esta a proposta dos satélites Landsat. 

 
5 Disponível em: https://www.miniphysics.com/electromagnetic-spectrum_25.html 

Acesso em: out. 2020. 

https://www.miniphysics.com/electromagnetic-spectrum_25.html
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Nas últimas décadas, o uso de sensoriamento remoto para a obtenção de 

observações da superfície terrestre vem sendo cada vez mais recorrente, com 

um aumento considerável no número de satélites em órbita obtendo 

informações, tais como: reflectância da superfície, temperatura da superfície, 

emissões atmosféricas, precipitação, entre outros (Figura 6).  

 

 

Figura 6 - Ilustração das principais missões em orbita mapeando a superfície e a atmosfera 
terrestre. Fonte: NASA6. 

 

Em relação a missão Landsat, utilizada nesse estudo, o programa é 

conhecido como o primeiro a utilizar tecnologia de satélites ópticos para fins não 

militares no início dos anos 70 (Baghdadi and Zribi, 2016). Após a primeira 

missão que colocou em órbita o Landsat 1 em julho de 1972, foi dado 

prosseguimento a outros satélites do programa, avançando em termos de 

tecnológicos, como durabilidade e resolução espacial. Uma das missões mais 

longevas foi realizada pelo satélite Landsat 5, tendo iniciado a captura de 

imagens no ano de 1984, sendo encerrado a sua missão após apresentar falha 

 
6  Disponível em: https://www.jpl.nasa.gov/news/news.php?feature=4487. Acesso em: 

jul. 2020. 

https://www.jpl.nasa.gov/news/news.php?feature=4487
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em seus sensores no ano de 2011. O Landsat 5 utilizava o sensor Thematic 

Mapper (TM) para imageamento. 

Atualmente, os sensores Enhanced Thematic Mapper Plus (ETM+), no 

satélite Landsat 7, e Operational Land Imager (OLI) e Thermal Infrared Sensor 

(TIRS) no Landsat 8 (em órbita desde 2013), continuam obtendo imagens com 

resolução de 30 m e frequência de passagem de 16 dias. No caso particular do 

Landsat 7, em órbita desde 1999, uma falha no escaneamento linear de correção 

(SLC), ocorrida em 31 de maio de 2003, acarretou falhas nas novas imagens 

obtidas a partir dessa data, sendo ainda disponibilizadas para uso. Além disso, 

está programado para 2021 uma nova missão que colocará em órbita novos 

sensores acoplados ao Landsat 9. A Tabela 1 apresenta as informações das 

bandas nos satélites Landsat 5 TM, Landsat 7 ETM+ e Landsat 8 OLI e TIRS. 

 

Tabela 1. Detalhes das bandas presents nos satélites Landsat 5 TM, Landsat 7 ETM+ e 
Landsat 8 OLI e TIRS. 

Landsat 5 TM e Landsat 7 ETM+ Landsat 8 OLI e TIRS 

Bandas espectrais 

(resolução) 

Comprimento 
de onda (µm) 

Bandas espectrais 

(resolução) 

Comprimento de 
onda (µm) 

B1 – Azul (30 m) 0,45 – 0,52 B1 – Aerossol (30 m) 0,43 – 0,45 

B2 – Verde (30 m) 0,52 – 0,60 B2 – Azul (30 m) 0,45 – 0,51 

B3 – Vermelho  

(30 m) 

0,63 – 0,69 B3 – Verde (30 m) 0,53 – 0,59 

B4 – Infravermelho 
(30m) 

0,77 –0,90 B4 – Vermelho (30 m) 0,64 – 0,67 

B5 – Infravermelho de 
ondas curtas 1 (30 m) 

1,55 – 1,75 B5 – Infravermelho (30m) 0,85 -0,88 

B6 – Termal (Landsat 5 
– 120 m e Landsat 7 – 

60 m) 

10,40 – 12,50 B6 – Infravermelho de 
ondas curtas 1 (30 m) 

1,57 – 1,65 

B7 - Infravermelho de 
ondas curtas 2 (30 m) 

2,08 – 2,35 B7 – Infravermelho de 
ondas curtas 2 (30 m) 

2,11 – 2,29 

  B10 – Termal 1 (100 m) 10,60 – 11,19 

  B11 – Termal 2 (100 m) 11,50, 12,51 
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3.4 SENSORIAMENTO REMOTO APLICADO À ESTIMATIVA DE ET  

Apesar de não existirem sensores que medem diretamente 𝐸𝑇, há 

diversas alternativas utilizando modelos de sensoriamento remoto, possibilitando 

análises em diferentes escalas espaciais (locais, regionais e globais) e temporais 

visto a vasta disponibilidade de produtos e satélites disponíveis atualmente, com 

informações desde a década de 80. Os modelos apresentam diferentes 

metodologias, e são divididos entre dois grupos. Os modelos de índice de 

vegetação (IV) utilizam parametrizações para estimar a evaporação e 

transpiração através de produtos de índices de vegetação: Global Land-surface 

Evaporation Amsterdam Methodology (GLEAM) (Martens et al., 2016), Moderate 

Resolution Imaging Spectroradiometer Land Surface Evapotranspiration 

(MOD16) (Mu et al., 2011), Priestley-Taylor Jet Propulsion Laboratory (PT-JPL) 

(Fisher et al., 2008) e Water Cycle Multi-mission Observation Strategy – 

Evapotranspiration (WACMOS-ET) (Miralles et al., 2016). Já os modelos de 𝑇𝑠 

utilizam essa informação para estimar a 𝐸𝑇: Surface Energy Balance Algorithm 

for Land (SEBAL) (Bastiaanssen et al., 1998a, 1998b), The Mapping 

Evapotranspiration at high Resolution with Internalized Calibration (METRIC) 

(Allen et al., 2007), The Atmosphere-Land Exchange Inverse (ALEXI) (Anderson 

et al., 2007), the operational Simplified Surface Energy Balance (SSEBop) 

(Senay et al., 2013) e o Two-Source Evapotranspiration Balance (T-SEB) 

(Norman et al., 1995). 

Especificamente em relação ao segundo grupo, os modelos podem ser 

subdivididos entre “fonte-única”, em que a transpiração e a evaporação são 

estimadas como uma única variável: SEBAL, METRIC, SSEBop. No caso de a 

transpiração e a evaporação serem estimadas separadas, são considerados 

modelos de “fonte-dupla”: ALEXI, T-SEB. Ainda, alguns desses modelos se 

baseiam no método do balanço de energia (SEBAL, METRIC, ALEXI, TSEB) em 

que as informações instantâneas do saldo de radiação da superfície (𝑅𝑛), o fluxo 

de calor do solo (𝐺) e 𝐻 são estimados para determinar 𝐿𝐸 como valor residual 

do balanço energético (Equação 1) em W m-2. 

𝐿𝐸 = 𝑅𝑛 − 𝐺 − 𝐻        (1) 
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Em relação ao modelo SEBAL, desenvolvido e validado inicialmente por 

Bastiaanssen (Bastiaanssen, 1995; Bastiaanssen et al., 1998b, 1998a), foi um 

dos pioneiros em estimar 𝐸𝑇 através de imagens de satélite com o balanço 

energético. Além disso, o modelo SEBAL se destaca pela abordagem da 

correlação linear entre o gradiente de temperatura (𝑑𝑇) e a 𝑇𝑠, demonstrado 

empiricamente por Bastiaanssen (1995). Segundo Allen et al. (2007), nessa 

abordagem, assume-se que a uma altura entre 100-200 m a temperatura pode 

ser considerada independente de 𝐻, permitindo que os efeitos de instabilidades 

sejam incorporados a condições de resistência aerodinâmica (𝑟𝑎ℎ). Assim, a 

determinação de 𝐻 para uma dada imagem pode ser obtida visto a sua 

proporcionalidade direta com 𝑑𝑇 e 𝑇𝑠. 

Para que seja obtida a relação linear entre 𝑑𝑇 e 𝑇𝑠, SEBAL requer a 

seleção de dois pixels âncoras na imagem que representam condições extremas 

de umidade e temperatura, conhecidos como pixels quente e frio. Para a seleção 

do pixel frio, é escolhido o pixel que representa condições de grande cobertura 

vegetal e de umidade, assumindo-se que 𝐿𝐸 será máximo nesse ponto, 

enquanto que 𝐻 será zero. Já o pixel quente representa uma condição contrária, 

em que há baixa umidade e pouca vegetação, e o 𝐻 é assumido como máximo 

e 𝐿𝐸 zero.  

Apesar da possiblidade de selecionar os pixels âncoras de maneira 

manual para cada imagem, a não automatização do processo dificulta a sua 

aplicação em larga escala. Assim, Allen et al. (2013) desenvolveram um método 

de seleção dos pixels âncoras através da seleção de pixels pré-candidatos 

considerando as informações de índice de vegetação por diferença normalizada 

(𝑁𝐷𝑉𝐼) e 𝑇𝑠. Para isso, foi proposto a seleção dos 5% de pixels com maiores 

valores de 𝑁𝐷𝑉𝐼, dos quais são selecionados os 20% menores valores de 𝑇𝑠 

desses valores para a definição do pixel frio. Já para identificar o pixel quente é 

realizado a seleção dos 10% menores valores de 𝑁𝐷𝑉𝐼, dos quais são 

selecionados 20% do maiores valores de 𝑇𝑠. 

Diversos trabalhos utilizaram o modelo SEBAL em diferentes condições 

climáticas e de vegetações. Bhattarai et al. (2012), por exemplo, validaram o 

modelo SEBAL no sudeste dos Estados Unidos utilizando imagens Landsat 5 
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TM e comparando os resultados com dados de torres EC, obtendo um erro médio 

de aproximadamente 8%. Já Tang et al. (2013) validaram o modelo em 

condições de clima úmido em planície ao norte da China, utlizando produtos 

MODIS em áreas de cultivos agrícolas. Em relação a validações no Brasil, Ruhoff 

et al. (2012) utilizaram produtos MODIS para validar o modelo SEBAL 

comparando as estimativas obtidas com informações de duas torres EC 

existentes em uma região de Cerrado e plantação de cana-de-açucar. Ainda no 

Cerrado, em região de transição com a floresta Amazônia, Laipelt et al. (2020) 

utilizaram o modelo SEBAL com imagens Landsat e dados meteorológicos de 

produtos de reanálise para validar as estimativas com torre EC presente na Ilha 

do Bananal, Tocantins. Além disso, nessa pesquisa os autores avaliaram 

diferentes grupos de percentis para obterem os melhores resultados de 𝐸𝑇, visto 

que a seleção dos pixels âncora demonstram grande influência nos resultados 

(Bastiaanssen et al., 1998a). 

 

3.5 Plataforma Google Earth Engine 

Google Earth Engine (GEE) é uma plataforma baseada em 

processamento em nuvem lançada pela Google em 2010 como uma importante 

ferramenta para a realização de pesquisas na área de ciência da terra (Amani et 

al., 2020). Entre os grandes diferenciais do GEE está o fácil acesso a dados dos 

principais produtos de sensoriamento remoto disponíveis atualmente (Landsat, 

Sentinel, MODIS), com a possibilidade de o usuário desenvolver seu próprio 

banco de dados, o acesso a diversos algoritmos já desenvolvidos para realização 

de estudos, e avançada capacidade computacional para trabalhar com grande 

quantidade de dados (Gorelick et al., 2017). Além disso, os usuários do GEE não 

precisam realizar qualquer download para operá-lo, visto que o mesmo foi 

desenvolvido para ser manuseado via internet através de Interfaces de 

programação de aplicações (API), contendo um ambiente de desenvolvimento 

integrado (https://code.earthengine.google.com/) em linguagem JavaScript, 

além de uma versão API em Python .  

A plataforma vem ganhando destaque no meio científico, com diversas 

aplicações nas áreas de agricultura (Saraiva et al., 2020; Zhang et al., 2020), 

https://code.earthengine.google.com/
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mudanças de uso e cobertura da terra (Kennedy et al., 2018) e hidrologia 

(Nguyen et al., 2019; Traganos et al., 2018; Zhou et al., 2019). Ainda, iniciativas 

envolvendo o uso de modelos de SEB estão presentes em iniciativas da Agência 

Nacional de Água (ANA) através do modelo SSEBop (Brazilian Water Agency, 

2020) (https://ssebop.users.earthengine.app/) e da EEFlux (https://eeflux-

level1.appspot.com/) na aplicação do modelo METRIC (Allen et al., 2015). 

 

4 METODOLOGIA 

 

4.1 Surface Energy Balance Algorithm for Land (SEBAL)  

A esquematização do modelo SEBAL é apresentado na Figura 7, sendo 

descritas a seguir as equações utilizadas no modelo desenvolvido na plataforma 

GEE para obtenção das variáveis necessárias para estimar 𝐸𝑇. 

 

Figura 7 - Esquematização do modelo SEBAL. Fonte: Autoria própria. 
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4.1.1 Índices de vegetação 

O SEBAL utiliza diferentes índices ao longo do seu processamento para 

caracterizar a vegetação presente ou uma área em que não ocorra vegetação. 

Os índices utilizados são: 𝑁𝐷𝑉𝐼, índice de vegetação ajustado ao solo (𝑆𝐴𝑉𝐼), 

índice de diferença normalizada da água (𝑁𝐷𝑊𝐼) e índice de área foliar (𝐿𝐴𝐼), 

calculados de acordo com as Equações 2-5, respectivamente.  

𝑁𝐷𝑉𝐼 =  
𝑁𝐼𝑅−𝑅𝐸𝐷

𝑁𝐼𝑅+𝑅𝐸𝐷
        (2) 

onde NIR e RED são as bandas do infravermelho próximo e vermelha, 

respectivamente. 

𝑆𝐴𝑉𝐼 =
(1+0,5)(𝑁𝐼𝑅−𝑅𝐸𝐷)

(0,5+(𝑁𝐼𝑅−𝑅𝐸𝐷))
       (3) 

em que valores de 𝑆𝐴𝑉𝐼 > 0,689 são substituídos para 0,689 para evitar 

instabilidade no modelo no processo iterativo para estimação do 𝐻 (seção 4.1.6). 

𝑁𝐷𝑊𝐼 =  
𝐺𝑅𝐸𝐸𝑁−𝑁𝐼𝑅

𝐺𝑅𝐸𝐸𝑁+𝑁𝐼𝑅
        (4) 

onde GREEN é a banda verde. 

𝐿𝐴𝐼 = − (
log (

0,69−𝑆𝐴𝑉𝐼

0,59
)

0,91
)       (5) 

 

4.1.2 Temperatura da Superfície (𝑻𝒔) 

A temperatura da superfície 𝑇𝑠 (K) foi estimada convertendo a informação 

da banda de temperatura de brilho (banda 6 para Landsat 5 e 7 e banda 10 para 

Landsat 8) através da Equação 6: 

𝑇𝑠 =
𝑇𝑏

(1+((𝛿 𝑇𝑏) 1,438e−2) log( 𝑁𝐵)⁄
      (6) 

onde 𝑇𝑏 é a banda de temperatura de brilho (K), 𝛿 é o comprimento de onda 

(µm) e 휀𝑁𝐵 é a emissividade da superfície para banda termal calculada através 

da Equação 7:  

휀𝑁𝐵 = 0,97 + (0,0033 𝐿𝐴𝐼)       (7) 

onde valores de 휀𝑁𝐵 > 3 são alterados para 0.98. 
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𝑇𝑠 foi ajustada para uma elevação padrão usando o produto digital de 

elevação do Shuttle Radar Topography Mission (SRTM) (adicionando uma taxa 

de variação de 0,0065 ºC-1). Efeitos de declividade também foram corrigidas de 

acordo com Jaafar e Ahmad (2019). 

 

4.1.3 Albedo da superfície (𝜶) 

Para estimar o albedo (𝛼) da superfície foi utilizado a metodologia 

proposta por Tasumi et al. ( 2008) (Equação 8): 

𝛼 = ∑(𝜔𝜆 ∗ 𝜌𝜆)        (8) 

onde 𝜔𝜆 são coeficientes tabelados e 𝜌𝜆 é a reflectância da superfície das bandas 

do sensor multiespectral. Para Landsat 5 e 7, os coeficientes utilizados são os 

propostos por Tasumi et al. ( 2008), enquanto que para Landsat 8 foram 

utilizados os coeficientes estimados por Ke et al. (2016). 

 

4.1.4 Saldo de Radiação instantâneo (𝑹𝒏) 

A estimação do saldo de radiação instantâneo (𝑅𝑛) é realizada através da 

Equação 9: 

𝑅𝑛 = (1 − 𝛼)𝑅𝑠𝑑𝑜𝑤𝑛 + 𝑅𝑙𝑑𝑜𝑤𝑛 − 𝑅𝑙𝑢𝑝 − (1 − 휀0) 𝑅𝑠𝑑𝑜𝑤𝑛   (9) 

onde 𝑅𝑠𝑑𝑜𝑤𝑛  é a radiação incidente de ondas curtas, 𝑅𝑙𝑑𝑜𝑤𝑛  a radiação incidente 

de ondas longas e 𝑅𝑙𝑢𝑝  a radição de ondas longas refletidas (W m-2). A 

emissividade da superfície (휀0) na equação do saldo de radiação é estimado 

através da Equação 10: 

휀0 = 0,95 + (0,01𝐿𝐴𝐼)       (10) 

Para estimar 𝑅𝑠𝑑𝑜𝑤𝑛 , 𝑅𝑙𝑑𝑜𝑤𝑛  e 𝑅𝑙𝑢𝑝  foram utilizadas as Equações 11-13, 

propostas por Allen et al. (2007): 

𝑅𝑠𝑑𝑜𝑤𝑛 =  𝐺𝑠𝑐 cos(𝜃𝑟𝑒𝑙) 𝜏𝑠𝑤 𝑑2      (11) 

𝑅𝑙𝑑𝑜𝑤𝑛 = 0,85(− log(𝜏𝑠𝑤)0,09 𝜎 𝑇𝑠
4     (12) 

𝑅𝑙𝑢𝑝 =  휀0 𝜎 𝑇𝑠
4        (13) 
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onde  𝐺𝑠𝑐 é a constante solar (1367 W m-2), 𝜃𝑟𝑒𝑙 é o ângulo solar de incidência 

(rad),  𝜏𝑠𝑤 é a transmissividade atmosférica, 𝑑2 a distância relativa Terra-Sol e 𝜎 

a constante de Stefan-Boltzmann (5,67*10-8 W m-2 K-4). 

Para calcular 𝜏𝑠𝑤 é utilizado a equação sugerida por ASCE-EWRI (2005) 

(Equação 14): 

𝜏𝑠𝑤 = 0,35 + 0,627 exp [
−0,00146𝑃

𝐾𝑡 cos 𝜃ℎ𝑜𝑟
− 0,075 (

𝑊

cos 𝜃ℎ𝑜𝑟
)

0,4

]   (14) 

onde 𝑃 é a pressão atmosfera (kPa), 𝑊 a quantidade de água na atmosfera 

(mm), 𝜃ℎ𝑜𝑟 o ângulo solar zenital em relação a superfície (rad) e 𝐾𝑡 a constante 

de turbidez, em que seu valor é igual a 𝐾𝑡=1 para condições de ar limpo. 

O cálculo de 𝑊 é realizado através da Equação 15, sugerido por Garrison 

and Adler  (1990): 

𝑊 = 0,14 𝑒𝑎𝑃 + 2,1        (15) 

onde 𝑒𝑎 é a pressão de vapor atual (kPa) e pode ser estimada utilizando a 

Equação 16 (Shuttleworth, 2012): 

𝑒𝑎 = (1/0.622) ∗ 𝑄 ∗ 𝑃       (16) 

onde 𝑄 é a umidade específica (kg/kg) (Equação 17): 

𝑒𝑠𝑎𝑡 = 0,6108 𝑒𝑥𝑝 (
17,27𝑇𝑎𝑖𝑟

𝑇𝑎𝑖𝑟+237,3
)      (17) 

 

4.1.5 Fluxo de calor do solo instantâneo (𝑮) 

O Fluxo de calor do solo (𝐺) é estimado utilizando a Equação 18, sugerida 

por Bastiaanssen (2000): 

𝐺 = 𝑅𝑛(𝑇𝑠 − 273,15)(0,0038 + (0,0074 𝛼))(1 − 0,98 (𝑁𝐷𝑉𝐼)4) (18) 

onde 𝐺 é estimado em W m-2. 

 

4.1.6 Fluxo de calor sensível instantâneo (𝑯) 

O processo de estimação do 𝐻 no SEBAL é realizado utilizando a 

Equação 19 (Allen et al., 2011): 
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𝐻 =  𝜌𝑎𝑖𝑟𝐶𝑝
𝑑𝑇

𝑟𝑎ℎ,1,2
        (19) 

onde 𝜌𝑎𝑖𝑟 é a densidade do ar (Kg m-3), 𝐶𝑝 o calor específico em condição de 

pressão constante (J Kg-1 K-1) e 𝑟𝑎ℎ,1,2 a resistência aerodinâmica (s m-1) entre 

duas altitudes próximas à superfície, e 𝑑𝑇 é o gradiente de temperatura entre a 

superfície e temperatura do ar (K), representado por uma função linear como 

proposto por Bastiaanssen et al. (1998) (Equação 20): 

𝑑𝑇 = 𝑎 + 𝑏𝑇𝑠             (20) 

onde 𝑎 e 𝑏 são empiricamente determinados para cada imagem.  

Como na Equação 19 tanto 𝐻 e 𝑟𝑎ℎ são informações desconhecidas, 

SEBAL utiliza um processo iterativo para determiná-las. Para isso, uma primeira 

estimação de 𝑟𝑎ℎ realizada, assumindo uma condição aerodinâmica 

estável:(Allen et al., 2007) (Equação 21): 

𝑟
𝑎ℎ = 

ln(𝑧2 𝑧1⁄ )

𝑢∗ 𝑘 

         (21) 

onde 𝑧1 e 𝑧2 são diferentes alturas acima da vegetação (m), 𝑢 ∗ é a velocidade 

de fricção (m s-1) e 𝑘 é a constante de von Karman (0.41). 

A primeira estimação de 𝑢 ∗ é realizado utilizando a Equação 22: 

𝑢 ∗=  
𝑘 𝑢200

ln(200 𝑧𝑜𝑚)⁄
        (22) 

em que  𝑢200 é a velocidade do vento (m s-1) a 200 metros e 𝑧𝑜𝑚 é o comprimento 

da rugosidade (m). 

Para  𝑢200, é utilizado a Equação 23: 

 𝑢200 = 𝑢𝑤𝑠 ∗  
ln(

ℎ𝑒𝑖𝑔ℎ𝑡

𝑧𝑜𝑚
)

𝑘
       (23) 

onde 𝑢𝑤𝑠 ∗ (Equação 24) é a velocidade de fricção na altura da estação 

meteorológica (m s-1) e ℎ𝑒𝑖𝑔ℎ𝑡 a altura da medição (m). 

𝑢𝑤𝑠 ∗ =  
𝑘 𝑢𝑥

ln(
𝑧𝑤𝑠
𝑧𝑜𝑚

)
        (24) 

onde 𝑧𝑤𝑠 é a altura da estação (m) e 𝑢𝑥 a velocidade do vento (m s-1) 

𝑧𝑜𝑚 é assumido como (Equação 25): 
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𝑧𝑜𝑚 = 0.12(ℎ)        (25) 

onde ℎ é a altura da vegetação (m). 

No processo iterativo, o 𝑑𝑇 para condições secas 𝑑𝑇ℎ𝑜𝑡 é estimado pela 

Equação 26: 

𝑑𝑇ℎ𝑜𝑡 =
𝐻ℎ𝑜𝑡 𝑟𝑎ℎ ℎ𝑜𝑡

𝜌ℎ𝑜𝑡 𝐶𝑝
        (26) 

onde 𝐻ℎ𝑜𝑡, 𝑟𝑎ℎ ℎ𝑜𝑡 e 𝜌ℎ𝑜𝑡 é o calor sensível (W m-2), a resistência aerodinâmica (s 

m-1) e a densidade do ar (Kg m-3) para o pixel quente selecionado, 

respectivamente. 𝐻ℎ𝑜𝑡 é estimado através da Equação 27:  

𝐻ℎ𝑜𝑡 = 𝑅𝑛 ℎ𝑜𝑡 − 𝐺ℎ𝑜𝑡        (27) 

onde 𝑅𝑛 ℎ𝑜𝑡 e 𝐺ℎ𝑜𝑡 são os valores extraídos de 𝑅𝑛 e 𝐺 (W m-2) para o pixel quente.  

Para calcular os coeficientes 𝑎 e 𝑏 da relação linear entre 𝑇𝑠 e 𝑑𝑇, é 

considerado que 𝑑𝑇𝑐𝑜𝑙𝑑 = 0 e é utilizado as Equações 28 e 29: 

𝑎 =
𝑑𝑇𝑐𝑜𝑙𝑑−𝑑𝑇ℎ𝑜𝑡

𝑇𝑠 𝑐𝑜𝑙𝑑−𝑇𝑠 ℎ𝑜𝑡
        (28) 

𝑏 = 𝑑𝑇ℎ𝑜𝑡 − 𝑎 𝑇𝑠 ℎ𝑜𝑡        (29) 

O próximo passo é a parte final da primeira etapa do processo iterativo. 

Para avaliar as condições de estabilidade atmosférica no processo, é calculado 

o comprimento de Monin-Obukhiv (𝐿) (m) (Allen et al., 2007). A Equação 30 

representa o comprimento das forças de flutuabilidade e de mistura mecânica. 

𝐿 =  − 
𝜌𝑎𝑖𝑟 𝐶𝑝 𝑢∗3𝑇𝑠

𝑘𝑔𝐻
        (30) 

onde 𝑔 é a aceleração gravitacional (9,807 m s-1). 

Quando o valor 𝐿<0, a borda da camada atmosférica é considerada 

instável, sendo o contrário para 𝐿>0. Com essa informação, é estimado o 

transporte de momentum e calor (𝜓𝑚 e 𝜓ℎ) através das seguintes equações para 

diferentes condições de 𝐿. No caso de 𝐿 < 0, 𝜓𝑚 e 𝜓ℎ são calculados com as 

Equações 31-33, para uma altura de 200, 2 e 0,1 metros: 

𝜓𝑚 (200 𝑚) = 2 ln (
1+𝑥(200 𝑚)

2
) + ln (

1+𝑥(200 𝑚)
2

2
) − 2 arctan(𝑥(200 𝑚)) + 0.5𝜋 (31) 

𝜓ℎ (2 𝑚) = 2 ln (
1+𝑥(2 𝑚)

2
)       (32) 
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𝜓ℎ (0,1 𝑚) = 2 ln (
1+𝑥(0,1 𝑚)

2

2
)       (33) 

em que 𝑥(200 𝑚), 𝑥(2 𝑚) e 𝑥(0,1 𝑚) são estimados pelas Equações 34-36, 

respectivamente: 

𝑥(200 𝑚) =  (1 − 16
200

𝐿
)

0,25

       (34) 

𝑥(2 𝑚) =  (1 − 16
2

𝐿
)

0.25

       (35) 

𝑥(0,1 𝑚) =  (1 − 16
0,1

𝐿
)

0,25

       (36) 

Enquanto para L>0 é utilizado as Equações 37-39: 

𝜓𝑚 (200 𝑚) = −5 (
2

𝐿
)        (37) 

𝜓ℎ (2 𝑚) = −5 (
2

𝐿
)        (38) 

𝜓ℎ (0,1 𝑚) = −5 (
0,1

𝐿
)        (39) 

Por fim, no caso de condições neutras (𝐿 = 0), 𝐻= 0, 𝜓𝑚= 0 e 𝜓ℎ= 0.  

Na parte final do processo iterativo, 𝑟𝑎ℎ e 𝑢 ∗ são estimados novamente 

utilizando os resultados obtidos de 𝜓𝑚e 𝜓ℎ: 

𝑟𝑎ℎ =  −
ln(𝑧1 𝑧2⁄ )−𝜓ℎ(𝑧2)+𝜓ℎ(𝑧1) 

𝑢∗ 𝑘
      (40) 

𝑢 ∗ =  
 𝑢200 𝑘

ln(200 𝑧𝑜𝑚⁄ )−𝜓𝑚 (200 𝑚)
       (41) 

O processo iterativo continua até atingir um número máximo de 15 

iterações, resultando em valores finais de 𝑟𝑎ℎ  e 𝐻. 

 

4.1.7 Fluxo de Calor Latente instantâneo (𝑳𝑬) e 𝑬𝑻 diária (𝑬𝑻𝟐𝟒𝒉) 

Com as estimativas de 𝑅𝑛, 𝐺 e 𝐻 instantâneo, 𝐿𝐸 pode ser estimado 

utilizando a Equação 1. Para obter o valor final de 𝐸𝑇 diária, SEBAL estima a 

fração evaporativa (𝐹𝐸) com a Equação 42 (Crago, 1996): 

𝐹𝐸 =  
𝐿𝐸

𝑅𝑛−𝐺
         (42) 
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Finalmente, a 𝐸𝑇 diária é calculada considerando o valor obtido de 𝐹𝐸 é 

constante ao longo do dia (Equação 43): 

𝐸𝑇24ℎ = 0.0864 𝐹𝐸
𝑅𝑛 24ℎ

ʎ
       (43) 

onde 𝑅𝑛 24ℎ é a radiação diária estimada através do método de Bruin (1987) e ʎ 

é o calor latente de evaporação (kJ kg-1). 

 

4.2 Calibração Automática 

A metodologia de calibração automática para selecionar os pixels frio e 

quente é baseado em uma versão simplificada do algoritmo Calibration using 

Inverse Modeling at Extreme Conditions (CIMEC) desenvolvido para o modelo 

METRIC (Allen et al., 2013) e válido também para o SEBAL, utilizando percentis 

de 𝑇𝑠 e 𝑁𝐷𝑉𝐼. O pixel frio é identificado como aquele selecionado aleatoriamente 

dentro do universo amostral dos pixels candidatos que contém os maiores 

valores de 𝑁𝐷𝑉𝐼 (5%) e que dentro dos selecionados haja os menores valores 

de 𝑇𝑠 (20%). O pixel quente é identificado através da seleção dos 10% menores 

valores de 𝑁𝐷𝑉𝐼 e os 20% maiores valores de 𝑇𝑠. Para o modelo desenvolvido 

no GEE, esses são os grupos de percentis ajustados como padrão, contudo o 

usuário tem a liberdade de alterar esses valores para obter resultados mais 

acurados de 𝐸𝑇 diária.  

 

4.3  geeSEBAL 

O modelo SEBAL desenvolvido no GEE (versão 0.1.209), nomeado de 

geeSEBAL, foi programado nas duas versões seguintes: JavaScript e Python 

API (versão do Python 3.6 ou maior). O modelo utiliza dados de entrada dos 

produtos Landsat 5, 7 e 8 em suas versões de melhor qualidade (Tier 1) para 

correções atmosféricas de reflectância da superfície e temperatura de brilho, 

incluindo filtro de cobertura de nuvens do algoritmo CFMask (Foga et al., 2017). 

Para os dados meteorológicos de entrada, foram utilizadas 4 variáveis 

meteorológicas disponíveis no produto de reanálise Global Land Assimilation 

System (GLDAS) (Rodell et al., 2004), tanto com a versão 2.0 (antes de Janeiro 

de 2020) e 2.1 (para informações após Janeiro de 2000): 𝑇𝑎𝑖𝑟, 𝑈𝑅, 𝑢𝑥 e a 
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radiação incidente diária de ondas curtas (𝑅𝑠𝑑𝑜𝑤𝑛 24ℎ ). Ainda, o produto de 

elevação do SRTM foi utilizado para a estimativa de 𝑃 (Shuttleworth, 2012). A 

Tabela 2 resume as informações dos dados de entrada utilizados pelo 

geeSEBAL. 

O geeSEBAL apresenta três funções: (i) Image: para estimar 𝐸𝑇 diária de 

uma imagem específica (disponível para JavaScript e Python); (ii) 

ImageCollection: estima a 𝐸𝑇 diária de todas as imagens disponíveis em um 

intervalo de data selecionado pelo usuário (exclusivo para Python); (iii) 

TimeSeries: estima uma série temporal de 𝐸𝑇 para um janela 3x3 de pixels com 

o ponto especificado centralizado, retornando a média, para o período a ser 

considerado (exclusivo para Python). A Figura 8 resume todas as possibilidades 

e os processos utilizados pelo geeSEBAL. 

Tabela 2 – Descrição dos produtos disponíveis na plataforma GEE que são utilizados no 

geeSEBAL. 

Produto Informações 
Período de 

disponibilidade 
Resolução 

LANDSAT 

8 OLI/TIRS 

Radiância espectral, reflectância 

da superfície, temperatura de 

brilho na banda 10. 

Abr/2013- Presente 30 m 

LANDSAT 

7 

ETM+ 

Radiância espectral, reflectância 

da superfície, temperatura de 

brilho na banda 6. 

Jan/1999- Presente 30 m 

LANDSAT 

5 

ETM 

Radiância espectral, reflectância 

da superfície, temperatura de 

brilho na banda 6. 

Mar/1984– Mai/2012 30 m 

GLDAS 2.0 

Dados meteorológicos de 

reanálise 

(𝑇𝑎𝑖𝑟, 𝑈𝑅, 𝑢𝑥, 𝑅𝑠𝑑𝑜𝑤𝑛 24ℎ ) 

Jan/1948– 

Dez/2010 

0,25 graus 

de arco 

GLDAS 2.1 

Dados meteorológicos de 

reanálise 

(𝑇𝑎𝑖𝑟, 𝑈𝑅, 𝑢𝑥, 𝑅𝑠𝑑𝑜𝑤𝑛 24ℎ ) 

Jan/2000- Presente 
0,25 graus 

de arco 

SRTM Elevação 

Levantamento 

(missão espacial) 

(Fev/2000) 

30 m 
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Uma versão GUI do geeSEBAL está disponível através da ferramenta 

Earth Engine application (Figura 9) (https://etbrasil.org/geesebal). Isso permite 

ao usuário acesso fácil às estimativas de 𝐸𝑇, possibilitando a seleção de um 

período específico para obter uma lista de imagens Landsat ao selecionar um 

dado ponto no mapa. Para a imagem selecionada, o usuário pode visualizar os 

produtos de composição RGB, 𝑁𝐷𝑉𝐼, 𝑇𝑠 e 𝐸𝑇 diária. O geeSEBAL app também 

permite que o usuário mude os valores de percentis de 𝑇𝑠 e 𝑁𝐷𝑉𝐼. 

 

 

Figura 8 – Fluxograma com as etapas e possibilidades para estimar 𝐸𝑇 usando o geeSEBAL. 
Três funções estão disponíveis, para processar apenas uma imagem, uma coleção de imagens, 
e para extrair uma série temporal dado uma coordenada.  

 

 

Figura 9 – A interface do usuário (www.etbrasil.com/geesebal) permite a visualização da 
composição RGB, 𝑁𝐷𝑉𝐼, 𝑇𝑠 e a 𝐸𝑇 diária, através da seleção de um ponto específico no mapa e 
determinação da imagem a ser visualizada.  

https://etbrasil.org/geesebal
http://www.etbrasil.com/geesebal
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4.4  Aplicação do geeSEBAL em diferentes biomas  

Para demonstrar a aplicabilidade da ferramenta geeSEBAL, foram 

comparados os resultados de 𝐸𝑇 diária medidos em 10 torres de fluxo no Brasil 

através do método de EC (Figura 10), localizados em diferentes biomas e 

cobertura do solo. Para cada torre, foi selecionado de modo manualmente um 

grupo de percentil otimizado baseado na variação dos percentis originais do 

CIMEC (Tabela 3). As estimativas das longas séries temporais de 𝐸𝑇 foram 

obtidas utilizando a função TimeSeries do geeSEBAL. Considerando os períodos 

das medições das torres e dos dados Landsat, os resultados obtidos foram 

comparados com as torres com três métricas: o coeficiente de determinação (R²) 

(Equação 45), a raiz do desvio quadrático médio (RMSD) (Equação 46) e a 

tendência do desvio médio (MBD) (Equação 47). A ferramenta aplica o SEBAL 

para todas as cenas Landsat disponíveis e retornam a 𝐸𝑇 média diária sobre 

uma janela de pixels 3x3 centrada na coordenada da torre. Para o total das 10 

torres, foram obtidas 224 imagens que combinaram com os dados disponíveis.  

 

Tabela 3 - Grupos de percentis utilizados para cada torre. 

Torres 

Grupos de percentis 

𝑵𝑫𝑽𝑰𝒇𝒓𝒊𝒐 𝑻𝒔𝒇𝒓𝒊𝒐
 𝑵𝑫𝑽𝑰𝒒𝒖𝒆𝒏𝒕𝒆 𝑻𝒔𝒒𝒖𝒆𝒎𝒕𝒆

 

K34 5% 0.01% 10% 0.01% 

RJA 5% 0.01% 10% 0.01% 

FNS 5% 1% 1% 10% 

SIN 5% 1% 1% 10% 

BAN 5% 0.01% 10% 0.01% 

NPW 5% 0.1% 10% 0.1% 

PAN 5% 1% 10% 1% 

BRA 5% 10% 1% 20% 

PDG 5% 1% 10% 1% 

SMA 5% 1% 1% 10% 
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𝑅2 =
(𝐸𝑖−�̅�)2

(𝑀𝑖−�̅�)2         (45) 

𝑅𝑀𝑆𝐷 = √
∑(𝑀𝑖−𝐸𝑖)2

𝑛
        (46) 

𝑀𝐵𝐷 =
∑(𝑀𝑖−𝐸𝑖)

𝑛
        (47) 

 

em que 𝑀𝑖 são os dados medidos e 𝐸𝑖 são os dados estimados para um número 

(𝑛) de amostras. 

A torre mais ao norte (K34) está localizada em uma área de floresta 

tropical no centro da Amazônia. As torres da Reserva Biológica do Jarú (RJA), 

Fazenda Nossa Senhora (FNS) e Sinop (SIN) estão localizadas na parte 

sudoeste da Amazônia, representando diferentes coberturas de terra: floresta 

tropical, pastagem e cerradão, respectivamente. Uma área de floresta inundável 

na região de transição entre os biomas Amazônia-Cerrado é monitorado pela 

torre localizada na Ilha do Bananal (BAN). Duas torres representam o bioma 

Cerrado: uma localizado em formação intermediária entre floresta e pastagem, 

conhecido como campo sujo, no centro do Brasil (BRA) e outra torre é localizada 

em uma formação florestal de savana no sudeste do Brasil (PDG). As medições 

EC também estão disponíveis para o bioma Pantanal (PAN e NPW), associados 

a grandes áreas úmidas de inundação sazonal. A torre do bioma pampa (SMA) 

está localizada ao sul do Brasil, e sua vegetação circundante é 

predominantemente de pastagem. Todas as torres já foram analisadas e 

documentadas em estudos anteriores (Tabela 4). Esses dados já foram 

utilizados para a compreensão dos componentes energéticos da superfície sobre 

os biomas (da Rocha et al., 2009), (Restrepo-Coupe et al., 2013), e impactos da 

agricultura irrigada e na mudança de cobertura e uso da terra na bacia 

amazônica (Chagas et al., 2019; Lathuillière et al., 2018; Oliveira et al., 2019). 

Essas torres também foram utilizadas para avaliar modelos globais de produtos 

de sensoriamento remoto (Moreira et al., 2019; Souza et al., 2019; Paca et al., 

2019; Wu et al., 2020), e para validar diferentes modelos SEB, como o SEBAL 

nas torres do BAN e PDG (Laipelt et al., 2020; Ruhoff et al., 2012), METRIC para 

RJA, FNS e SIN (Khand et al., 2017; Numata et al., 2017), e SSEBop para K34, 

FNS, BAN e JRU (Paca et al., 2019). 
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Figura 10 - Localização das 10 torres EC (triângulos brancos) usados para validar as estimativas 
do geeSEBAL, e o ponto onde foi extraído uma longa série temporal de 𝐸𝑇 (ET-LTP) (triângulo 
Vermelho). 

As medições de EC normalmente apresentam inconsistência no 

fechamento energético devido a uma desigualdade entre a soma dos fluxos de 

𝐻 e 𝐿𝐸 e da energia disponível (diferença entre 𝑅𝑛 e 𝐺) (Kanda et al., 2004; 

Souza et al., 2019; Wilson et al., 2002; Zhang et al., 2017).  Por isso, o 

fechamento do balanço energético foi forçado utilizando a metodologia proposta 

por Twine et al. (2000), usando a razão de Bowen (𝛽) (Equação 48) para 

particionar a energia disponível entre 𝐻 e 𝐿𝐸 (Equação 49 e 50).  

 

Por fim, a função TimeSeries foi utilizada para a obtenção de uma longa 

série temporal de 𝐸𝑇 diária em uma localização (nomeada de ET-LTP) no bioma 

 
𝛽 =

𝐻

𝐿𝐸
 (48) 

𝐻 =
𝛽(𝑅𝑛 −  𝐺)

1 + 𝛽
 (49) 

𝐿𝐸 =
𝑅𝑛 −  𝐺

1 + 𝛽
 (50) 
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Cerrado, usando todas as imagens Landsat disponíveis entre 1984-2019 com 

cobertura de nuvem menor do que 15%. Essa localização foi selecionada por 

apresentar mudanças de uso e cobertura da terra nas últimas décadas, com a 

conversão da vegetação natural em áreas agrícolas, seguidos pela 

implementação de sistemas de irrigação. 

 

Tabela 4 – Principais referências das torres EC utilizadas no estudo para validar o geeSEBAL, 
e o total de imagens que combinam com os dados medidos.  

Torres Principais Referências 
Data de  

disponibilidade 

Número de 

imagens utilizadas  

K34 (Araújo et al., 2002) Jan/2000 - Set/2006 16 

RJA (von Randow et al., 2004) Jan/2000 - Nov/2002 15 

FNS (von Randow et al., 2004) Jun/2000 - Mar/2004 18 

SIN (Biudes et al., 2015) Mai/2005 - Out/2008 23 

BAN (Borma et al., 2009) Out/2003 - Dez/2006 17 

NPW (Dalmagro et al., 2019) Jan/2013 - Set/2016 52 

PAN (Oliveira et al., 2006) Set/2000 - Dez/2002 15 

BRA (Santos et al., 2003) Jan/2011 - Dez/2011 16 

PDG (Rocha et al., 2002) Jan/2001 - Dez/2006 13 

SMA (Rubert et al., 2018) Jan/2013 - Dez/2016 39 

 

5 RESULTADOS 

 

5.1 Comparativo entre as estimativas do geeSEBAL com os dados de EC 

A comparação entre os dados observados de 𝐸𝑇 e as estimativas do 

geeSEBAL são apresentados na Figura 11 para as 10 torres EC. De um modo 

geral, as estimativas diárias de 𝐸𝑇 do geeSEBAL apresentaram resultados 

satisfatórios, com uma média de RMSD de 0,78 mm dia-1. Por outro lado, os 
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valores de correlação (R²) obtidos para algumas torres foram baixos devido a 

disponibilidade de imagens Landsat apenas em certos períodos do ano, 

coincidentes a períodos de baixa ocorrência de nuvens, ou devido à baixa 

sazonalidade da 𝐸𝑇 (como em regiões de florestas tropicais). Figura 12 

apresenta a sazonalidade da 𝐸𝑇 para as diferentes torres, baseado nos valores 

observados e estimados de acordo com o dia do ano (DOY), e demonstram uma 

representação razoável da sazonalidade das maiorias das localidades. A torre 

K34 na Amazônia, por exemplo, apresentou imagens Landsat apenas durante o 

período seco (Jul-Set), e apesar da grande variabilidade das taxas de 𝐸𝑇 ao 

longo do ano, os valores de RMSD e R² foram de 0,91 mm dia-1 e 0,31, 

respectivamente. No sul da Amazônia, as torres RJA e SIN apresentam 

diferentes condições hidroclimáticas. Enquanto valores baixos de R² para SIN 

são ocasionados pela disponibilidade de imagens Landsat apenas para o 

período seco (Abr-Set), em que as taxas de 𝐸𝑇 se mantém baixas, o R² para 

RJA apresentou resultado semelhante devido à falta de sazonalidade nas taxas 

de 𝐸𝑇. Mesmo assim, os valores de RMSD foram razoáveis (0,68 e 0,93 mm dia-

1, respectivamente). Apesar da proximidade com RJA, a torre FNS apresentou 

menores taxas de 𝐸𝑇 ao longo do ano devido à vegetação de pastagem, o que 

implica também uma maior sazonalidade. Nesse caso, R² foi de 0,68 e RMSD 

de 0,58 mm dia-1. Na região de transição entre os biomas Amazônia-Cerrado, as 

estimações do geeSEBAL também foram consistentes comparados aos dados 

medidos, e apesar do valores baixos de R², influenciados pela disponibilidade de 

imagens apenas nos períodos secos, o RMSD apresentou resultados 

satisfatórios de 0,58 mm dia-1. 

A comparação com a torre PAN localizada no bioma Pantanal demonstra 

o potencial do geeSEBAL em representar mudanças na disponibilidade hídrica. 

Apesar de ser uma área caracterizada por períodos sazonais de inundações 

(período úmido durante Dez-Abr), os dados medidos de 2000/2001 

representaram um período de anomalia com a diminuição da ocorrência de 

chuvas, ocasionando apenas pequenos pontos de inundação na região da torre 

(Oliveira et al., 2006), estabilizando os valores de 𝐿𝐸 ao longo do ano de 2001. 

A diminuição das taxas 𝐸𝑇 ocasionadas por um ano anômalo foi bem 

representada pelo geeSEBAL, com RMSD de 0,76 mm dia-1 e razoável R² de 
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0,72. Por outro lado, a torre localizada no pantanal (NPW) não apresentou 

nenhuma condição extrema de seca ao longo do seu período de medição, e 

mesmo com uma sazonalidade bem definida e disponibilidade das imagens ao 

longo do ano, RMSD foi de 0,93 mm dia-1 e R² de 0,30. 

 

 

Figura 11 – Comparação entre as medições de 𝐸𝑇 e estimativas do geeSEBAL para diferentes 
torres localizadas em diferentes biomas do Brasil.  

 

As duas torres localizadas no Cerrado (PDG e BRA) apresentaram 

diferentes comportamentos. Para PDG, embora os dados de EC demonstraram 

grande sazonalidade nas estimativas de 𝐸𝑇, geeSEBAL apresentou uma 

superestimação durante o início do período seco. Apesar do RMSD de 0,85 mm 

dia-1 e R² de 0,58. Para BRA, localizado em uma área de formação de savana 

com árvores e gramíneas (Santos et al., 2003), os resultados foram mais 

próximos dos obtidos pelas torres EC, com RMSD de 0,49 e R² de 0,41. Por fim, 

a torre mais ao sul do estudo (SMA), caracterizada pela predominância de 

gramíneas e localizada em clima subtropical com sazonalidade bem definida. 
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Com bons resultados de R²= 0,77 e RMSD de 0,86 mm dia-1, as estimativas do 

geeSEBAL sugerem que o SEBAL responde apropriadamente com as mudanças 

na radiação incidente ao longo do ano, como esperado por ser uma variável de 

entrada do modelo.  

 

Figura 12 – Estimativas diárias de ET de acordo com o dia do ano (DOY) baseado nas medições 
de EC e das estimativas do geeSEBAL. 
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A longa série temporal de 𝐸𝑇 extraída para o ponto ET-LTP (Figura 13) e 

localizada no município de Cristalina, no estado de Goiás (16°6’3.84’’S 

47°23’42.31’’ W; ver localização na Figura 10) demonstra a variação da 𝐸𝑇 ao 

longo das últimas décadas. A seleção da localização coincide com a 

intensificação da expansão agrícola ocorrida no Cerrado desde 1990 (Noojipady 

et al., 2017), alterando a vegetação natural por áreas de plantios e sistemas de 

irrigação. Essas mudanças são bem documentadas como principais fatores que 

impactam diretamente as taxas de 𝐸𝑇 (da Silva et al., 2019; Dias et al., 2015), 

devido, principalmente, pelas mudanças no particionamento energético entre 𝐻 

e 𝐿𝐸 (Biudes et al., 2015; Cabral et al., 2015; Pongratz et al., 2006). A maioria 

dos estudos sugerem que no Cerrado a conversão da vegetação natural em 

pastagens e áreas agrícolas pode ocasionar diminuições significativas nas taxas 

de 𝐸𝑇 (Nóbrega et al., 2017; Oliveira et al., 2014; Spera et al., 2016). Apesar 

disso, a implementação por sistemas de irrigação pode ocasionar o aumento nas 

taxas de 𝐸𝑇 (Gordon et al., 2005), enquanto que impacta no balanço da água 

devido a retirada de água (Tang et al., 2007). Tais efeitos são demonstrados na 

Figura 13, em que a implementação do sistema de irrigação é visível nas médias 

de 𝐸𝑇 para 2000-2004 (3,5 mm dia-1), enquanto os valores entre 1985-1990 são 

menores (2,1 mm dia-1). Os menores valores ocorreram entre 1990-1994 e 

coincidem com a diminuição do 𝑁𝐷𝑉𝐼 (0,32 em 1985-1989 e 0,21 em 1990-

1994), indicando a possibilidade de a vegetação ter sido retirada nesse período. 

Essas estimativas são passíveis de incertezas relacionadas a disponibilidade de 

imagens do Landsat e os dados meteorológicos utilizados como entrada no 

modelo, e serão discutidas na próxima seção.  
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Figura 13 – (A) Aplicação da estimação de uma longa série temporal de ET no ponto ET-LTP. 
As tendências de ET apresentaram mudanças ao longo das décadas devido a alterações no uso 
e cobertura da terra, como a implementação de sistemas de irrigações. (B) Mapas de NDVI 
(coluna superior) e 𝐸𝑇 (coluna inferior) para oito datas durante o período analisado. Os triângulos 
vermelhos se referem as mesmas imagens apresentadas abaixo da série temporal.  

 

6 DISCUSSÃO 

 

6.1 Análise da performance  

Os resultados obtidos na comparação das estimativas do geeSEBAL com 

dados observados de EC são similares com outros estudos realizados no Brasil. 

Laipelt et al. (2020) obtiveram para a torre BAN usando SEBAL e dados 

meteorológicos de reanálise do MERRA-2 um RMSD de 0,37 mm dia-1 com o 

mesmo grupo de percentis utilizado nesse estudo, mas com o resultado de 0,58 

mm dia-1. As diferenças podem ser atribuídas aos diferentes produtos 

meteorológicos utilizados (MERRA-2 não está disponível no GEE), como 

também no uso de imagens Landsat 5 e 7 nesse estudo, enquanto em  Laipelt 

et al. (2020) apenas utilizou Landsat 5. Numata et al. (2017) avaliaram a 

performance do modelo METRIC usando imagens Landsat para a torre RJA. 

Para os períodos secos entre 2000 e 2002, eles obtiveram um RMSD de 0,81 
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mm dia-1, enquanto nesse estudo foi obtido 0,50 mm dia-1. A superestimação em 

comparação ao geeSEBAL pode ser resultado da escolha de um grupo diferente 

de percentis utilizados para selecionar os pixels frio e quente. Como exemplo, 

caso fosse utilizado os percentis sugeridos por Allen et al. (2013), o resultado do 

RMSD aumentaria para 0,90 mm dia-1. Além disso, para o geeSEBAL foi utilizado 

uma versão simplificada do CIMEC, sem a adição do filtro de vegetação como 

proposto por Allen et al. (2013). Essa adaptação foi realizada para que o 

geeSEBAL pudesse estimar 𝐸𝑇 em qualquer área, sem depender da 

classificação de uso da terra. Entretanto, visto que a ferramenta é totalmente 

adaptável, a aplicação desse filtro e outras metodologias para melhorar a 

acurácia do modelo (Biggs et al., 2016; Dhungel and Barber, 2018; Jaafar and 

Ahmad, 2019; Long and Singh, 2012; Silva et al., 2019) é totalmente viável. 

 

6.2  Incertezas do modelo 

Nesse estudo, os valores dos percentis foram alterados para obtenção de 

melhores estimativas de 𝐸𝑇 para cada torre. É de conhecimento que o modelo 

SEBAL apresenta uma alta sensibilidade na escolha dos pixels frio e quente 

(Bastiaanssen, 1995; Long et al., 2011), impactando diretamente nas estimativas 

de 𝐸𝑇 (Paul et al., 2013). Ainda, áreas de vegetações heterogêneas podem 

impactar diretamente na seleção dos percentis (Tang et al., 2013). Uma maior 

acurácia pode ser obtida alterando-os, o que é possível de ser feito em todas as 

funções disponíveis do geeSEBAL. Em relação às mudanças dos pixels pré-

candidatos de 𝑇𝑠 e 𝑁𝐷𝑉𝐼, alterações nos percentis de 𝑇𝑠 tendem a influenciar 

mais nos resultados dos fluxos energéticos quando comparados as mudanças 

nos percentis de 𝑁𝐷𝑉𝐼 (Choragudi, 2011). 

Outra incerteza a ser considerada é em relação aos dados meteorológicos 

de entrada, que podem ser uma importante fonte de erro (Bhattarai et al., 2019; 

Biggs et al., 2016). Para o geeSEBAL foram utilizadas informações 

meteorológicas de reanálise do GLDAS devido as informações horárias 

disponíveis para um longo período e por estar disponibilizado no GEE. É 

importante notar que existe algumas diferenças entre os produtos GLDAS 2.0 e 

2.1 (Rui and Beaudoing, 2015). Apesar disso, as estimativas de 𝐸𝑇 usando o 
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SEBAL apresentaram uma baixa sensibilidade aos dados do GLDAS 2.0 e 2.1, 

como observado na Figura 13 para o período de 2000-2010, intervalo em que 

ambos apresentam informações. Na comparação  das estimativas de 𝐸𝑇 do 

geeSEBAL utilizando dados do GLDAS 2.1 e 2.0 com as estimativas de EC com 

dados disponíveis entre 2000-2010 (K34, RJA, FNS, SIN, BAN, PAN, PDG) é 

obtido RMSD médio de 0,75 mm dia-1 e MBD médio de 0.015 mm dia-1, utilizando 

GLDAS 2.1, e 0,81 mm dia-1 e -0.005 mm dia-1 de RMSD e MBD, 

respectivamente, para dados GLDAS 2.0 (Figura 14). Contudo, como mostra na 

Figura 15, há maiores variações no comportamento dos dados de reanálise 

anteriores a 2000 para o GLDAS 2.0. Por fim, o uso de dados de reanálise com 

modelos de 𝐸𝑇 vem demonstrando bons resultados (Bhattarai et al., 2019; Mu et 

al., 2011), embora ainda existam incertezas relacionados à sua acurácia. Para o 

geeSEBAL, outros produtos de reanálise podem ser facilmente implementados 

caso haja sua disponibilização no GEE. 

 

 

Figura 14 – Valores de RMSD e MBD obtidos no comparativo das estimativas de ET do 
geeSEBAL com torres que apresentam dados no período em que GLDAS 2.1 e 2.0 coexistem 
(2000-2010). 
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Figura 15 - Variáveis meteorológicas extraídas para ET-LTP. 𝑅𝑠𝑑𝑜𝑤𝑛 24ℎ, 𝑢𝑥, 𝑈𝑅 e 𝑇𝑎𝑖𝑟 são 
extraídos para GLDAS 2.0 (1984-1999) e 2.1 (2000-2019). Rn24h é estimado usando o método 
de Bruin (1987). 

 

6.3 Eficiência do geeSEBAL 

A estimação diária de 𝐸𝑇 com o geeSEBAL depende de alguns fatores. A 

área da imagem, por exemplo, aumentará o processamento à medida que for 

maior. É importante destacar que, como padrão, o geeSEBAL estima a 𝐸𝑇 para 

a área de domínio da imagem Landsat. A diminuição da área estimada, caso o 
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usuário desejar ganho de performance, deve ser feita com precaução visto que 

a alteração da área de domínio apresenta um impacto direto no modelo SEBAL 

(dos Santos et al., 2020; Long et al., 2011) devido a alteração dos pixels 

candidatos. 

O tempo de processamento do geeSEBAL está entre 3-5 min para cada 

imagem Landsat (185 km x 185 km). Além disso, como o processamento é 

realizado através dos supercomputadores onde estão localizados os servidores 

do GEE, a capacidade de processamento do computador não é algo relevante 

para a aplicação do geeSEBAL, entretanto, a velocidade de conexão com os 

servidores pode impactar no processamento.  

Apesar de utilizar imagens Landsat, outros produtos podem ser utilizados 

com o geeSEBAL, como no caso de imagens MODIS para melhorar a resolução 

temporal das estimativas de 𝐸𝑇 e que já demonstraram resultados satisfatórios 

com o modelo SEBAL em estudos anteriores (Kiptala et al., 2013; Lee and Kim, 

2016; Ruhoff et al., 2012). Novos dados meteorológicos (e.g., dados de reanálise 

do ERA) também serão incluídos no geeSEBAL assim que se tornarem 

disponíveis no GEE.  

 

7 CONCLUSÕES 

O uso de modelos de balanço energético da superfície é uma opção viável 

para aplicações envolvendo o uso da água. Nesse estudo, é introduzido o 

geeSEBAL, uma ferramenta de código aberto com opção de GUI desenvolvido 

para estimar 𝐸𝑇 em diferentes escalas ao longo do globo. Essa ferramenta 

permite diversas aplicações na área de ciência da terra juntando SEBAL com o 

processamento do GEE, permitindo uma maneira rápida e acurada para estimar 

𝐸𝑇. A comparação entre dados EC e estimados do geeSEBAL demonstraram a 

capacidade do modelo em diferentes tipos de vegetação e biomas, apresentando 

resultados razoáveis de RMSD <0,8 mm dia-1 para a maioria das torres. Ainda, 

a longa série temporal de 𝐸𝑇 para uma localização específica do Cerrado 

brasileiro demonstrou o potencial do geeSEBAL para estudos de impactos de 

mudanças do uso e cobertura da terra ao longo das décadas. A compreensão 

das dinâmicas envolvendo 𝐸𝑇 é crucial para mitigação dos impactos da depleção 
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da água nos ecossistemas devido, por exemplo, ao aumento da demanda de 

água para produção de alimentos e abastecimento urbano. O autor espera que 

a ferramenta seja útil para o desenvolvimento de estudos em largas escalas 

envolvendo o uso da água e o balanço energético, assim como o gerenciamento 

da água como um todo.  

 

7.1 Perspectivas futuras 

Pesquisas futuras de aplicação do geeSEBAL focarão na estimação de 

ET em largas escalas. Além disso, o geeSEBAL pode ser utilizado para estimar 

longas séries temporais em diferentes escalas, como em áreas de irrigação, ou 

para analisar mudanças nos fluxos energéticos em áreas desmatadas em escala 

regional. Atualmente, produtos de 𝐸𝑇 disponíveis em escalas globais 

apresentam limitações em suas concepções por serem baseados em produtos 

de índices de vegetações como parâmetros principais, e o uso de um algoritmo 

automatizado de balanço energético da superfície em escalas continentais pode 

melhorar os resultados de modelos hidrológicos e climáticos. 
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