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RESUMO

A manufatura de produtos customizados resulta eredade de modelos, reducdo no
tamanho de lotes e alternancia frequente de taesfasutadas por trabalhadores. Neste
contexto, tarefas manuais sao especialmente agepmitaconta do processo de adaptacéo do
trabalhador a novos modelos de produtos. Este gsocde aprendizado pode ocorrer de
maneira distinta dentro de um grupo de trabalhaddkesim, busca-se o agrupamento dos
trabalhadores com perfis similares de aprendizadmitorando a formacéao de gargalos em
linhas de producgdo constituidas por dissimilaridatkeaprendizado em processos manuais. A
presente dissertacdo apresenta abordagens paterizhgiio de trabalhadores baseadas nos
parametros oriundos da modelagem de Curvas de dipegto. Tais parametros, os quais
caracterizam o processo de adaptacéo de trabatizaaldarefas, sdo transformados através da
Andlise de Componentes Principais e entdo utiligactomo varidveis de clusterizagdo. Na
sequéncia, testam-se outras transformacdes nomgtand utilizando funcoeKernel Os
trabalhadores séo clusterizados através do mé&eadeanse Fuzzy C-Meang a qualidade
dos agrupamentos formados € medida atravéSiliouette IndexPor fim, sugere-se um
indice de importancia de variavel baseado em parémebtidos na Analise Componentes
Principais com 0 objetivo de selecionar as vargweais relevantes para clusterizacdo. As
abordagens propostas sdo aplicadas em um processoddstria calcadista, gerando
resultados satisfatorios quando comparados a ohestées realizadas sem a transformacéo
prévia dos dados ou sem selecao das variaveis.

Palavras-chave: Curvas de Aprendizado, Clusterzagaalise de Componentes Principais,
Transformacédo de Dados, Selecdo de Variaveis



ABSTRACT

Manufacturing of customized products relies onrgdanenu choice, reduced batch sizes and
frequent alternation of tasks performed by workdrs.this context, manual tasks are
especially affected by workers’ adaptation to neadpct models. This learning process takes
place in different paces within a group of workdrkis thesis aims at grouping workers with
similar learning process tailored to avoid bottleksein production lines due to learning
dissimilarities among workers. For that matter, prvesent a method for clustering workers
based on parameters derived from Learning Curve) (io@deling. Such parameters are
processed through Principal Component Analysis (RP@Ad the PCA scores are used as
clustering variables. Next, Kernel transformatians also used to improve clustering quality.
The data is clustered using K-Means and Fuzzy Crhsldachniques, and the quality of
resulting clusters is measured by the Silhouetidexn Finally, we suggest a variable
importance index based on parameters derived frG# t® select the most relevant variables
for clustering. The proposed approaches are appleda footwear process, yielding
satisfactory results when compared to clusteringraginal data or without variable selection.

Key words: Learning Curves, Clustering, Principalontponents Analysis, Data
Transformation, Variable Selection
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1. INTRODUCAO

1.1.Consideracdes Iniciais

O perfil do consumidor atual demanda cada vez maidutos personalizados, com
elevado padrdo de qualidade, entregues de marggidar No entanto, estas exigéncias
devem ser atendidas a baixos custos de producde. f&sdmeno € conhecido como
Customizacdo em Massa, 0 qual se baseia no foraptnie produtos personalizados em
altos volumes a custos baixos (DA SILVEIRAaL, 2001), proximos aos custos de produtos
padronizados (MACCARTHt al, 2003).

Neste cenario, as opcdes de catalogo tendem rauserosas e o tamanho dos lotes
reduzido, o que implica em uma alternancia frecquel® modelos em linha de producgao
(FOGLIATTO; DA SILVEIRA, 2011). Em processos apoisd majoritariamente em
procedimentos manuais, tal alternancia submetabalttador a um processo de adaptacdo aos
requisitos do novo procedimento. Este processoddptacdo pode ser modelado através de
Curvas de Aprendizado (CA). O modelo de Wright @)9®recursor na literatura de CAs, é
uma progressdo geomeétrica que expressa a dimindigd@mpo necessario para realizar
tarefas repetitivas. Modelos posteriores em Anzanel Fogliatto (2011); Nembhard e
Uzumeri (2000); Mazur e Hastie (1978); Towill (19%®rroboram o fato de o desempenho

aumentar com a repeticdo das tarefas.

Cada modelo de CA, descrito por uma equacdo promtiiza parametros distintos
para quantificar o processo de aprendizado do ltratbar. Tais parametros sdo capazes de
informar as particularidades de aprendizado de @adigiduo, incluindo a velocidade de
aprendizado, tipo de tarefa a que o trabalhadohanale adequa, experiéncia prévia e estado
estacionario de desempenho quando o processo dadgado é concluido (UZUMERI;
NEMBHARD, 1998). Em uma linha de producdo com alecia frequente de tarefas,
percebe-se como mandatoria a alocacdo de trabadisadom caracteristicas semelhantes de
aprendizado ao mesmo grupo de trabalho. Tal pratszamonitorar e evitar a formacéo de
gargalos produtivos e permite melhor monitoramedts processos executados pelos
integrantes do grupo.

A fim de agrupar trabalhadores com perfis similatesaprendizado, esta dissertacéo
aplica métodos de clusterizacdo baseados em trar@foes de dados através da Analise de

Componentes Principais (ACP), func@esrnel e selecdo de varidveis de aprendizado. A
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dissertacdo é composta por artigos que apresergaatb@dagens propostas. No primeiro
artigo é apresentada uma sistematica de clustédzbgseada nos componentes principais
informados pela ACP e a ferrameideans Este artigo também avalia 0 método proposto
frente a variacdes nos niveis de correlacdo, pcasde ruido nos dados e proporcédo de
observacbes em relacdo ao numero de varidveigatd®e/um experimento de simulacdo. O
segundo artigo propde uma sistematica de clustéiizaom a transformacdo prévia dos
dados atraves de funcd€srnele ACP,e posterior clusterizacédo atraves do métedznzy C-

Means O terceiro propde uma sistematica de seleca@déveis embasada em um indice de
importancia gerado através dos pesos oriundos d& Aficiéncia desta é avaliada através
da Andlise Envoltéria de dados. A qualidade dosi@mmentos formados nos trés artigos é
avaliada através dsilhouette IndexTodas as abordagens propostas foram aplicadsstoio

de costura de uma empresa calcadista.

1.2.0bjetivos

O objetivo principal da dissertacdo € propor sistécas para formacdo de
agrupamentos homogéneos de trabalhadores em pmecese envolvem aprendizado

utilizando ferramentas multivariadas.
Como objetivos especificos surgem:

» Integrar a ACP as técnicas de clusterizacdo comsveo aumento da qualidade dos
agrupamentos formados;

= Avaliar o uso de funcdeKernel para aprimorar o desempenho das ferramentas de
clusterizacéo;

» Verificar o desempenho das sistematicas propodtaséa de um experimento de
simulacdo que abranja fatores relevantes para {@on@e agrupamentos;

» Testar diferentes técnicas de clusterizacdo eaasdil desempenho para agrupamento
de trabalhadores;

= Selecionar as variaveis de aprendizado mais relevgrara a clusterizacao através de

um indice de importancia gerado por meio de par@seriundos da ACP.

1.3.Justificativa do Tema e dos Objetivos

Conforme exposto anteriormente, exigéncias de rderlevam as empresas a alterar

seus sistemas produtivos e modelos de produtasraiafa atender as demandas dos clientes,
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exigindo do trabalhador frequente readaptacédo asmtarefas. No entanto, o decurso do
aprendizado pode ndo ocorrer de forma igual padastms trabalhadores e a alocacao
inapropriada de trabalhadores com diferentes \idoes de aprendizado, experiéncia prévia
e niveis de desempenho a um mesmo grupo (linha atdagem, por exemplo) podem

resultar em gargalos produtivos, ociosidade e baexmlimento em termos quantitativos e
gualitativos. Desta forma, o agrupamento de traomlles com perfis semelhantes de
aprendizado via CAs encontra justificativa pratiato que permite reduzir as deficiéncias

acima apontadas.

Em termos académicos, a presente abordagem jasgdigoor contribuir com um
namero restrito de abordagens que utilizam cureagpdendizado com vistas a formagéo de
agrupamentos de trabalhadores com perfis semethdeteaprendizado. Em uma pesquisa
realizada nas bas&gience Direce Web of Knowledgautilizando a palavra-chavesarning
Curve retornaram 3.522 e 2.097 publicagdes, respectntandesde o ano de 1998 a 2013.
Porém, apenas 3 publicacdes utilizaram CAs com jetieb de agrupar trabalhadores:
UZUMERI; NEMBHARD, 1998; STROIEKEet al, 2011; WONGet al, 2010. Embora
tenham enderecado o problema em questéo, taisaasorsl apoiam-se na analise dos perfis
gerados pelas curvas ou na avaliagdo direta do&@8mp#ios. Nas proposicoes desta
dissertacdo, os parametros sdo transformados sitde/derramentas multivariadas, o que
possibilita aumentar a precisdo na formacdo dopogrude trabalhadores. Desta forma,
justificam-se academicamente as sistematicas ajpeelses nesta dissertacdo, as quais buscam

propor abordagens originais voltadas ao tema agrepto de trabalhadores.

1.4.Procedimentos Metodoldgicos

Quanto aos objetivos, essa dissertacao € claskifm@amo pesquisa exploratoria, dado
gue permite conhecer o problema e possibilita comgtipoteses para soluciona-lo. Quanto a
natureza, € considerada como pesquisa aplicad#y &n vista que seu conteudo teorico é
explorado e direcionado a solucdo de problemasrigesé(GIL, 2002). A dissertacdo €&

enquadrada como pesquisa quantitativa, pois fad@smalises numéricas.
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1.5.Estrutura da Dissertacao

A dissertacdo esta organizada em 5 capitulos.r@epo capitulo apresenta uma visdo
geral do tema proposto, destacando a importanciastialo. Ele também justifica o tema

abordado, os objetivos do trabalho e o0 métodazatib.

O segundo capitulo apresenta o primeiro artigo, puopde uma sistematica de
clusterizacdo baseada nos componentes princip@isdos da ACP e a clusterizagcao dos
dados através do algoritmkbMeans.O método proposto é avaliado frente a variagfss no
niveis de correlacéo, presenca de ruido nos dagwepercdo observacdes em relacdo ao

namero de variaveis através de um experimentonci@la¢ao.

O terceiro capitulo traz o segundo artigo, que deapma sistematica de clusterizacdo
apoiada na transformacéo prévia dos dados atravémddeKernele agrupamento atraves
do algoritmoFuzzy C-MeansA transformacédo dos dados através da ACP tambéaiiag
sendo que os componentes principais provenientsta deansformacdo séo clusterizados

através do mesmo algoritmo.

O quarto capitulo apresenta o terceiro artigo,a gropde uma sistematica de selegcéo
de variaveis embasada em um indice de importareiadg através dos pesos informados
pela ACP. A eficiéncia desta sistematica € avalmdavés da Analise Envoltoria de dados.
Por fim, o quinto capitulo apresenta as conclusiEzeslissertacdo, retomando os principais
resultados obtidos.

1.6.Delimitagdes do Estudo

Este trabalho considera o aprendizado proveniemtepketicdo de uma tarefa manual,
desconsiderando a qualidade dos produtos fabricadogrocesso de perda de rendimento
devido a fadiga. Fatores como dia da semana, diam&® turno de trabalho e sexo do
trabalhador ndo foram monitorados na coleta desjarque pode influenciar nos parametros
gerados pela modelagem. Também néo é consideratizao entre o modelo de produto que
acaba de ser produzido e o novo produto que engrardproducdo sobre a adaptacdo do

trabalhador.

Além disso, ndo € objeto desta dissertacao crianovo algoritmo de clusterizacao,

mas sim integrar ferramentas multivariadas e sitieas de selecdo das variaveis a
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algoritmos j& existentes. O objetivo do trabalmoitkh-se a métodos ndo supervisionados de
clusterizag&o, ndo incluindo técnicas de clasgifiogmétodos supervisionados).
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2. PRIMEIRO ARTIGO: AGRUPAMENTO DE TRABALHADORES COM
PERFIS SEMELHANTES DE APRENDIZADO APOIADA EM ANALIS E
DE COMPONENTES PRINCIPAIS

Barbara Brzezinski Azevedo, Michel José Anzanello

Universidade Federal do Rio Grande do Sul (UFR@&8)Osvaldo Aranha, 99, Porto Alegre, CEP 90.038; o Grande do Sul, Brasil.

Resumo: A manufatura de produtos personalizados em largalaaschamada customizacéo
em massa, implica no aumento da variedade de n®dealeducdo no tamanho dos lotes de
producdo. Tarefas que dependem da habilidade hus@maspecialmente afetadas nesse
contexto, visto que os trabalhadores precisam aptadas caracteristicas do novo modelo.
Esse processo de adaptacdo pode ocorrer de forstiatalidentro de um grupo de
trabalhadores, justificando o desenvolvimento d&esiaticas com vistas ao agrupamento de
individuos com caracteristicas de aprendizado $emntds. Este artigo propde um método
para formacédo de grupos homogéneos de trabalhaderescordo com seus perfis de
aprendizado através da integracdo de curvas dedipaelo e clusterizacdo. Para tanto, dados
de desempenho séo coletados e modelados atravésvdes de aprendizado; os parametros
oriundos da modelagem quantificam o processo dptacko dos trabalhadores as tarefas,
servindo de base para o agrupamento dos trabadsadda primeira proposicao deste artigo,
0s parametros sao clusterizados através do mé&tddeans e a qualidade dos agrupamentos
formados € avaliada por intermédio do SilhouettkeXxn(Sl). Em uma proposicdo alternativa,
a Analise de Componentes Principais é aplicadaesobrparametros de aprendizado e as
variaveis latentes geradas (escores) sdo clusteszatravés dd&-Means A clusterizacéo
utilizando os escores apresentou um Sl 0,968, galtisfatorio comparado ao valor de 0,392
obtido com a clusterizag@o nas variaveis origirldis. estudo de simulacéo foi realizado para
corroborar a eficacia do método proposto, o quainestrou robusto quando submetido a
diferentes niveis de ruido, correlacdo e propordéegriaveis e observacoes.

Palavras-chave:Curvas de Aprendizado, Clusterizacdo, Analise degdmentes Principais

2.1. Introducéo

A reducao do ciclo de vida dos produtos e o auméatcompeticdo industrial fizeram
com gue muitas industrias de massa repensasserasttaggias de producédo, focando-se nas
necessidades individuais dos clientes. Assim, nal filos anos 1980, surge o conceito de
Customizacdo em Massa (CM), que é baseado no foreeim de produtos personalizados
através de processos flexiveis em altos volumesustox razoavelmente baixos (DA
SILVEIRA et al, 2001), semelhantes aos custos de produtos paddws (MACCARTHY
et al, 2003) e com integracdo entre os membros da cddesaiprimentos (FOGLIATT@t
al., 2011).

Devido a caracteristicas especificas, diversosuypogdcustomizados apoiam-se em

processos de producdo manuais (FOGLIATTO; DA SIL/2011), sendo confeccionados
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em pequenos lotes (ANZANELLO; FOGLIATTO, 2011a).t&sealidade, relacionada a
exigéncias dos consumidores por produtos diferdnsi@ maiores op¢bes de catélogo, faz
com que 0S processos produtivos alterem-se freguemte, expondo constantemente o
trabalhador a producdo de novos modelos, tecnalagiprocessos. Tal exposicédo tende a
reduzir os patamares de producdo e niveis de qudalidos produtos nos ciclos iniciais,
devido ao processo de adaptagcdo (aprendizado) a trabalhador € submetido quando da
solicitacdo de um novo produto (NEMBHARD; UZUMERAQ00a). Como ferramenta de
auxilio a solucdo de alguns problemas oriundos 88 & modelagem por Curvas de
Aprendizado (CA) vem ganhando importancia no cdotprodutivo.

CAs sado representacbes matematicas do desempenhiabdthador em tarefas
repetitivas (FIORETTI, 2007; RIED; MIRKA, 2007; JAR; KAHN, 2010; ANZANELLO;
FOGLIATTO, 2011a). CAs tém sido vastamente utilesgpara estudar as alteracbes de
desempenho de trabalhadores relacionados aos sefditoaprendizado (PLAZA; ROLF,
2008). Assim, a modelagem de CAs pode auxiliarasdgp da producado para a estimacao dos
tempos de producdo, prazos de entrega, desenvoldnde estratégias de producdo mais
precisas (ANZANELLO; FOGLIATTO, 2011a) e classiftée de grupos de trabalhadores de
acordo com seus perfis de adequacdo a tarefas mplecadades distintas (UZUMERI;
NEMBHARD, 1998; NEMBHARD; UZUMERI, 2000a; STROIEKé& al, 2011).

O agrupamento de trabalhadores em equipes tipidarapoia-se nos tempos medios
de execucdao de tarefas, visando minimizar a vaaardre estes. Porém, em cenarios de CM
caracterizados por producao de lotes em tamanbagides, a formacéo das equipes pode ser
mais eficiente considerando os perfis de aprendizad quais capturam o desempenho do
trabalhador desde o inicio do processo analisadondo somente quando o processo de
aprendizado esta concluido (ANZANELLO; FOGLIATT@a). Tal agrupamento permite
a alocacdo de trabalhadores com padrdes similagepradutividade a mesma equipe,
reduzindo niveis de ociosidade (ANZANELLO; FOGLIADT2007a).

Apesar da grande importancia e aplicabilidade deateencontram-se na literatura
poucos estudos que se valem das CAs enderecaraprebtema de pesquisa. Uzumeri e
Nembhard (1998) identificaram perfis distintos dabalhadores em uma empresa de
manufatura americana através da analise dos padnggrados pela modelagem das CAs,
evidenciando as diferengcas entre os trabalhadaes gdequacdo a tarefas. Woetgal
(2010) avaliaram o padréo de desempenho de empeiseibmetidos feedbacksegulares e
identificaram perfis diferentes dentre os trabatinas, os quais foram agrupados de acordo

com os parametros da CA. Com propositos semelhaBtesekeet al (2011) propuseram
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um método para caracterizar diferentes grupos dbalttadores utilizando curvas de
aprendizado e técnicas de clusterizagdo nos dadssEmpenho dos trabalhadores. Porém,
0s estudos apresentados ndo supriram todas as$aexistentes na literatura referentes ao
agrupamento de trabalhadores segundo seus pedisreledizado, principalmente com vistas
a utilizacédo de técnicas multivariadas como ferrgasede suporte.

Assim, este artigo propde uma sistematica paranaaigfo de grupos homogéneos de
trabalhadores de acordo com seus padrées de aadadiem linhas de producao
customizadas. O método inicia com a coleta de dddodesempenho de trabalhadores, os
guais sao ajustados a modelos distintos de CApa€@snetros gerados, os quais descrevem o
processo de aprendizado dos trabalhadores, sdopeedus através da Andlise de
Componentes Principais (ACP) visando aprimorar alidade do procedimento de
clusterizacdo. A qualidade de agrupamentos formédnaliada através do indice Silhouette
(SlI), conforme proposto por Rousseeuw (1987). Qomaaglicado em um processo da
industria calcadista, o método proposto apresemta imcremento na qualidade dos
agrupamentos medida através do Sl de 0,392 paB8 Geando comparado a clusterizacao
aplicada as variaveis originais. Para corroboraefiaacia do método, realizou-se um
experimento com simulagéo avaliando-se distintesiside ruido, correlacao e proporgdes de
variaveis por observacoes.

Este artigo apresenta duas contribuicbes princip@s propde um meétodo de
agrupamento de trabalhadores balizado por perfiapdendizado que apresenta qualidade
superior a clusterizacdo tradicional, i) (permite agrupamentos nos quais h& poucas
observagdes coletadas (poucos trabalhadores) aiomera elevado de varidveis (parametros
oriundos das CAs) a serem consideradas na clustéoz

O restante do artigo € organizado como segue. Aos@@ apresenta uma breve
introducdo sobre CAs, ACP e técnicas para anadliseqdalidade de formacédo de
agrupamentos. Na secdo 2.3 é apresentado o méoaldopmacao de equipes balizado pelo
aprendizado dos trabalhadores. A secdo 2.4 apeessniesultados obtidos com o método e
posterior aplicacdo da sistematica recomendadanemstudo de caso na industria calcadista.

A secdo 5 traz a conclusao do artigo e sugest@agppaquisas futuras.

2.2. Referencial Teorico

Nesta secdo, revisam-se os fundamentos das feasnatilizadas na sistematica
proposta: CAs e técnicas de andlise multivariada fsemacao de agrupamentos.
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2.2.1. Curvas de Aprendizado (CAs)

CAs sao modelos de regressdo nao-lineares queciassm desempenho de
trabalhadores (normalmente medido em numero deadesd produzidas em determinado
intervalo de operacdo) a caracteristicas das ®f@ZANELLO; FOGLIATTO, 2007b).
Sua utilizacdo para a formagédo de agrupamentoprliposta por Uzumeri e Nembhard
(1998), Wonget al (2010) e Stroiekeet al. (2011). Os principais modelos de CAs séo
classificados em:i) potenciais, i{) exponenciais €i() hiperbdlicos, e suas fundamentacdes
tedricas sdo detalhadas na sequéncia. A Tabelapg2esenta um resumo dos modelos, a
descricdo de seus parametros e suas aplicacOeshé¥etios modelos sdo apresentados a

sequir.

Tabela 2.1- Modelos de CAg¢adaptado de Wonet al, 2007).

Modelo Equacgéo Parametros Aplicacdes Referéncias

Modelos Potenciais

Y = tempo demandado para a repetigéo Expressar o efeito da

da tarefa)y; - tempo de execugéo da aprendizagem no
primeira repeticddy = expoente de decrescimento do
. oo )
erght Y= le (1) aprendizagem, onde -1bx 0,b = izzg e custo médio (OLI Wl'lght (1936)
¢ indica a taxa de aprendizado expressa [€MPO) a0 longo das
percentualmente. repeticdes de tarefas.
Incorporar a Anzanello e
R . . .. experiéncia préviado Fogliatto (2011);
Stanford-b Y=Y, (x+B)’ (2) B = unidades equivalentes a EXPenencia abalhador no inicio Yeh e Rubin
prévia do trabalhador. de um ciclo de (2012)
producéo.
M = fator de incompressibilidade, onde 0
<M <1, representa a propor¢éo do tempoalncorporar a influéncia
DeJon Y =Y, [M+ (1- M)x"] total de operagéo constituido por de maquinario no Anzanello e
9 ?3) procedimentos automatizados. Quaiio processo de Fogliatto, (2011).
=0, o modelo reduz-se ao modelo de aprendizado.
Wright.*
Descrever 0 processo bhard
Os parametros assumem 0 mesmo de aprendizagem Nembhar eb .
Curva S Y= M t, significado dos modelos em que a equacdo  quando ha a Uzumeri(2000b);
1-M)(x+B)] 4 ) . = Anzanello e
foi baseada. intervencéo de .
L E Fogliatto (2011).
maquinario.
Descrever o estado
C = constante aditiva que descreve o estacionario do Anzanello e
— b
Plateau Y'=C+hx (5) estado estacionario do aprendizado.* processo de Fogliatto (2011).
aprendizado.
Modelos Exponenciais
Modelar processos
Knecht Y = Y xPe* (6) C’ = segunda constante. * produtivos gue Anzanello e
apresentam elevado Fogliatto (2011)
ndmero de repeti¢des. 9 )
Y= desempenho do trabalhador em itens
produzidosx = tempo de operagéo na
tarefa;k = patamar maximo de
d h inaid Adequa-se bem a .
Exponencial lesempenho a ser atingido (expresso em cenarios onde os Mazur e Hastie
de 3 Y = k(1 — e &+P)/m) ntmero de unidades produzidas por tempQ._ - hadores possuem (1978);
Parametros ) de operacé@op= experiéncia prévia do experiéncia rF:évia na Anzanello e
trabalhador na execucgéo da tarefag p P Fogliatto (2011).
. . tarefa.
taxa de aprendizado do trabalhador, onde:
Y, X, k>0 ex,per sdo dados em unidades
de tempo.
_ -t/ Y. -desempenho iniciay;- patamar Expressar os efeitos do  Towill (1990);
Tempo V'=ye+y,(1—e™0) maximo de aprendizadts tempo aprendizado, ap0ds a Dardan et al.
constante (8)

acumulado de operagéo, ondey;séo adaptacéo do (2006);
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dados em unidades de tempo, sendo que ttrabalhador a tarefa. Anzanello e
possui 0 mesmo significado do nimero de Fogliatto (2011).
unidades produzidas adotado pelos demais
modelos de CAs.
Modelos Hiperbélicos
Y= 0 nimero de unidades produzidas em
um dado intervalo de tempos= intervalo Modelar a’CA de
. . . _ A acordo o numero de .
Hiperbdlico de tempo consideradps parametro de ) . Mazur e Hastie
_x A - unidades produzidas
de 2 Y =k(z7 ) aprendizado, expresso em unidades de em conformidade com (1978).
Parametros tempo;k = nivel maximo de aprendizado, .
A ; 0 namero total de
expresso em numero de unidades )
> = unidades.
produzidas por tempo de operacao.

Possui a mesma
aplicagdo que o
modelo anterior,
porém considera a
“experiéncia prévia do
trabalhador.

Mazur e Hastie
(1978).

Hiperbdlico otp p = parametro que representa experiéncia
de 3 Y =k( ) (10) prévia do trabalhador na execugéo da

n X+1r+p .
Parametros tarefa, expresso em unidades de tempo*

*Os demais parametros apresentam as mesmas defirdgderiores.

O primeiro modelo potencial foi desenvolvido porigtit (1936), ap0s observar que
0s custos de montagem de avides reduziam-se ema2f®¥da duplicacdo da quantidade de
aeronaves produzidas, conforme a equacdo (1). Demidsimplicidade matematica e
capacidade de ajuste a dados empiricos, 0 modeM/right encontrou vasta aplicacao
pratica: Jabeet al (2010) o utilizaram para analisar uma cadeiauggimentos na qual a
producao € submetida a processos de melhoria cantioncluindo que a incluséo dos efeitos
da aprendizagem no processo produtivo traz beasfipara toda a cadeia, reduzindo
significativamente os custos associados ao abastatn. Zorgioset al (2009), utilizando o
mesmo modelo de CA, verificaram que flutuacbes taasas de aprendizado provém da
variabilidade de capital humano e que os custosledos em um ambiente de conhecimento
podem ser racionalizados e monitorados atravésndhsa da CA. Outras aplicacbes do
modelo de Wright podem ser encontradas em Jabkrok 2013) e Yeh e Rubin (2012).

Devido a limitagbes em situagdes praticas, o model@Wright sofreu alteragbes ao
longo tempo. O modelo Stanford-b acrescenta ummpetra ao modelo da equacgéo (1) para
representar as unidades equivalentes a experi@acitabalhador no inicio do ciclo de
producao; ver equacédo (2) (Yeh e Rubin, 2012). Rgyeesentar processos que apresentam
tarefas automatizadas, desenvolveu-se o modelo ellorg, no qual a velocidade das
operacgdes € influenciada pelo maquinéario que limitapacidade do trabalhador em reduzir o
tempo por unidade produzida, conforme a equaca@NBMBHARD; UZUMERI, 2000b).
Contemplando os parametros envolvidos nos modeialidord-b e de DeJong, foi proposta
a Curva S, a qual é baseada na suposi¢édo de gimamdo processo de aprendizagem € mais
gradual do que representado pelo modelo de Wright, equacdo (4) (NEMBHARD;
UZUMERI, 2000b).
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Com vistas a contornar o comportamento assint@aonodelo de Wright quando
repeticbes tendem ao infinito, 0 modelo de Platesere uma constante aditiva para
descrever o0 estado estacionario de desempenho atbalhador, fazendo com que o
tempo/unidade tenda aquele valor quando o volumprdéucao for elevado, conforme a
equacao (5). O estado estacionario é atingido gquangrocesso de aprendizado é encerrado
ou quando ha limitagcbes de maquinario restringiraomelhoria de desempenho
(ANZANELLO; FOGLIATTO, 2011a).

Com o objetivo de aprimorar as previsdes em caraaproducédo de longa duracéo,
surgiram os modelos exponenciais. O primeiro delegquacao (6), foi proposto por Knecht
(1974) objetivando aprimorar a modelagem de prosegge possuem um elevado numero de
repeticbes (NEMBHARD; UZUMERI, 2000b). O modelo pée a utilizagdo combinada de

funcdes exponenciais e potenciais, conforme aptadema Tabela 2.1.

Mazur e Hastie (1978) propuseram o modelo Expoaéde 3 Parametros (equacgéo
(7)) para expressar a aprendizagem em trés fretgmtamar maximo de desempenho a ser
atingido pelo trabalhador quando a aquisicdo déexmento for completaji] experiéncia
prévia do trabalhador na execucdo da tarefa oldwreaiji) taxa de aprendizado, a qual
quantifica a velocidade de aquisi¢édo de destrezaifalades dos parametros séo detalhadas
na Tabela 2.1). Estudos realizados pelos autoresmram que o modelo apresenta ajustes
deficientes quando o trabalhador é submetido datareomplexas e que exigem grande
quantidade de novos conhecimentos. Por outro admdelo adequa-se bem a situacdes nas
quais o trabalhador possui experiéncia prévia (ANEALO; FOGLIATTO, 2007a).

Towill (1990) propds o modelo de Tempo Constanteuegado de forma anéloga ao
Exponencial de 3 Parametros, conforme a equaca®(8utor recomenda a utilizacdo deste
modelo quando a coleta de dados de desempenha @epiois de uma curta adaptacdo do
trabalhador a tarefa. Dardanal (2006) utilizaram este modelo para avaliar o tem vida

de um investimento em tecnologia, considerandonggctos do aprendizado.

Mazur e Hastie (1978) propuseram um modelo de CA mlaciona o numero de
unidades produzidas em conformidade com o numedgrd ¢t unidades produzidas. Sua
descricdo matematica consistiu em uma curva hipegbde 2 parametros (resultando no
modelo Hiperbdlico de 2 Parametros), conforme aaedo (9). Buscando considerar a
experiéncia prévia no trabalhador na execucaordéatadMazur e Hastie (1978) propuseram a
inclusdo de um parametiw na equagdo do modelo Hiperbdlico de 2 Paramettasdo
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origem ao modelo Hiperbdlico de 3 Parametros, somfoequacéo (10). Tal modelo tem sido
amplamente aplicado em cenarios produtivos: Wetngl. (2007) utilizaram o modelo para

prever o desempenho de contratantes durante umtgmd¢ construcdo civil, enquanto que
Guimaraeset al. (2012) obtiveram uma reducéo significativa no atonde acidentes e no

indice de absenteismo em uma industria de calgadzando uma metodologia de rotacéo
de trabalhadores a partir da aplicacdo do modgderHolico de 3 Parametros.

2.2.2. Técnicas de Andlise Multivariada

Esta secdo revisa as duas técnicas de analisevamialtia utilizadas neste artiga) (

analise de componentes principaisi panalise de agrupamentasustering.

2.2.2.1. Analise de Componentes Principais (ACP)

A ACP é um meétodo utilizado para reduzir a dimemsiiclade de uma matriz de
dados, preservando a maior parte da variabilidagteate no conjunto de dados (Rencher,
1995). Sua operacionalizacao ocorre através daolodlios autovalores e dos autovetores da
matriz de covariancia dos dados originais (RENCHHR95; JOLLIFFE, 2002). Os
componentes principais (CPs) resultantés, Z,, ..., 4, , sdo combinacdes lineares das
variaveis originaisxy, Xo, ..., %, Zn; = Wip X1; + Wop X3; + -+ + WpnXp;, € SG0 mutuamente
ortogonais (Rencher, 1995). Devido a ortogonalidadeossivel examinar as relagdes entre o
conjunto de dados e as variaveis através dos gsafios escoreg)(e dos pesosi), cujos
eixos séo CPs nos quais os dados séo projetadesc@egornecem a composi¢cdo dos CPs
em relacdo as amostras de dados, enquanto queas fpenecem a mesma composi¢do em
relacdo as variaveis, pois 0s pesos decorrem daniaagao da variancia entre as variaveis
latentesZ (JOLLIFFE, 2002). O namero de CPs a ser retidcepset definido com base no
percentual de variancia explicado por cada comgenAssim, somam-se 0S autovalores —
arranjados do maior ao menor — até atingir o vedperado de variancia (RENCHER, 1995);
pode-se também utilizar®cree Grapmesta analise (RENCHER, 1995).

Dentre suas diversas aplicacoes, Maal. (2009) utilizaram a ACP para estruturar
um questionario em componentes, buscando invesigdatores em cada componente que
influenciam na industria automotiva chinesa, entugne Engblonet al. (2012) fizeram uso
da ACP para agrupar custos logisticos em componenteerificar a influéncia destes nos
custos totais de companhias finlandesas.etual (2011) utilizaram CPs e anélise de

conglomerados para agrupar estacbes de monitorardentualidade do ar com base nos
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niveis de poluicdo em Hong Kong, verificando queikzacdo combinada dos dois métodos
possui elevada aplicagdo na gestdo de sistemasruotas variaveis. Gongt al (2012)
também utilizaram os dois métodos a fim de avahar relacbes existentes entre a
concentracdo de elementos quimicos presentes s&@saia propolis. Os métodos permitiram
a formacdo de agrupamentos homogéneos e maior com@mo sobre as variagcdes das
caracteristicas observadas nas substancias erdreassestudadas.

2.2.2.2. Andlise de Agrupamentos

A analise de agrupamentos ou andlise de conglower@tister analysis € um
método estatistico que permite agrupar observag@egrupos homogéneos em funcao do
grau de similaridade entre as observacdes (HétlRl, 1998; FAVEROet al, 2009). Os
agrupamentos resultantes devem possuir alta horenigele interna e alta heterogeneidade
externa; quando representados graficamente, asvabdes dentro dos agrupamentos estarao
proximas, enquanto que as observacdes de difergnipss estardo distantes (HAER al,
1998). Na analise de agrupamentos, a variavel dgpagento (conjunto de variaveis que
representam as caracteristicas utilizadas para amampbservacdes) é especificada pelo
pesquisador, ndo sendo estimada empiricamente (R 1998; FAVERCet al, 2009).

A andlise de clusterizacdo demanda que se detrminprocedimento para
agrupamento (hierarquico ou nao hierarquico). @egqaimentos hierarquicos envolvem a
construcdo de uma estrutura do tipo arvore, deramairdendograma (HAIRt al, 1998);
neste procedimento ndo € necessario determinaiaprente o numero delusters Os
procedimentos ndo hierarquicos, por sua vez, deamarad definicdo do numero inicial de
clusterspara inser¢do das observacdes em grupos (FAVER&, 2009). O métodd-
Meansé um dos procedimentos ndo hierarquicos mais caidee (NALDI et al, 2011) e
utiliza a distancia euclidiana como critério pasenfacdo de grupos (FAVER@ al, 2009).

E considerado um método simples e pode ser aplieadm grande conjunto de dados
(NALDI et al, 2011). OK-Meansé operacionalizado com base nos seguintes proeaths

() particao inicial dos individuos ek clustersdefinidos pelo pesquisadoii)(calculo dos
centroides para cadeluster e célculo da distancia euclidiana dos centroides ada
observacdo da base de dados;iig agrupamento das observagOes ahssters cujos
centroides sejam mais proximosy)(voltar ao passoiij até que ndo ocorra variacao
significativa na distancia minima de cada obsemwacéada um dos centroides ¢oslusters
(NALDI et al, 2011).
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Para medir a qualidade dos agrupamentos formadmnsssReuw (1987) apresenta o
indice Silhouette (SI), que mede o grau de sindéaté de uma observacdo em relacdo as
demais em seu proprio grupo, comparada as obsewvapdcadas ao grupo mais proximo a
ela. O Sl é calculado através da equacao (11), ar(deé média da distancia deésima
observacédo a todas as demais pertencentes aorgup@l a observacao foi alocadb @) é
a média da distancia entré-adsima observacao a todas as observagdes do gripioovmais
proximo.

b()-a(i)

o max{b(i),a(i)} (11)

Os valores de Sl estdo no intervalo de -1 a 1,csqund valores proximos a -1 indicam
gue a observacao foi erroneamente inserida no gtaptestino; valores de préximos a zero
denotam que a observacéao poderia estar tanto egrigaa de destino quanto em algum outro
grupo; e valores proximos a 1 indicam que a obsérv&sta corretamente alocada em seu
grupo (ROUSSEEUW, 1987). Dentre as suas aplicagb&, foi utilizado por Bridaet al.
(2012) para selecionar o melhor método de agruptne turistas no mercado italiano,
enquanto quelung e Koh (2009) o utilizaram para medir a qudiedae agrupamentos,
propondo uma metodologia para a classificacdo elitagdo de danos estruturais em
engenharia. Sahet al (2011) aplicaram o Sl para a avaliagcdo do desehmpde algoritmos
de clusterizacdo criados para encontrar gruposetesg Por fim, Stroieket al (2011)
valeram-se do Sl para avaliagdo a qualidade dagagrentos de trabalhadores formados a

partir dos dados de desempenho obtidos por CAs.

2.3. Metodologia Proposta

O método proposto visa agrupar equipes de trabalbadle acordo com seus perfis
de aprendizado em ambientes de CMtempo de processamento das tarefas depende da
velocidade de aprendizado dos trabalhadores e¢cqmequéncia, impacta na formacéo de
equipes. A Figura 2.1 representa as etapas do m@mbosto, as quais sdo detalhadas na
sequéncia. A sistematica proposta apoia-se em mloisessos distintos de clusterizagao:
Andlise de Agrupamentos sobre Varidveis de Clusteéio p (AAV) e Analise de

Agrupamentos sobre Componentes Principais (AACP).



Figura 2.1- Passos do Método L

Passo 1
Selecéo dos trabalhadores |
Coleta de dados dos tempos de execucéo das tarefas
l Passo 2
Obtenc¢éo dos parametros para cada modelo de CA
através de regressfes nao-lineares
AAV AACP Passo 3
Obtencédo dos componentes principais
através dos paradmetros das CAs
Passo 4
Geracao do dendograma através da Geracao do dendograma através da
clusterizacao hierarquica das variayeis clusterizacao hierarquica das variaveis
e definicdo do nimero recomendado de latentesz e definicdo do nimero
clusters recomendado deusters

|

Agrupamento dos trabalhadores através do Agrupamento dos trabalhadores através do

procedimentd<-Means utilizando as procedimentd<-Means utilizando as
variaveisp como variavel estatistica de variaveisz como variavel estatistica de
agrupamento agrupamento
l Passo 5

Célculo e analise do S| médio obtido nos agrupamsent

}

Sele¢do do método de agrupamento, observandomeyalos Sls Passo 6
obtidos

Passo 1Selecéo dos trabalhadores

Este passo inicia com a selecdol de=1,...I) trabalhadores que terdo seus processos
de aprendizado monitorado& desejado que cada trabalhador conheca os pdacizs
tarefas. No momento em que o trabalhador € apexkerda uma nova tarefa, deve-se
cronometrar o tempo demandado para execucao deepelicdo. Os dados de desempenho
devem ser coletados até que ndo sejam observadasesnalteracbes no padrdo de
desempenho. A coleta de dados é realizada atrawésontagem do numero de itens

produzidos em determinado intervalo de operagéo.

Passo 20btenc¢éo dos parametros para cada equacao de CA
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Os dados de desempenho dos trabalhadores séo reatidados através das CAs
apresentadas na Tabela 2.1. Os parametros das d@ldmser estimados através de rotinas
disponiveis em aplicativos de analise estatisfisaim, cada trabalhadog caracterizado por
um conjunto de parametros estimados a partir ddesdde desempenho obtidos através da
modelagem de cada CA. Tais parametros sao normatizeara evitar efeitos de escala no

processo de agrupamento. Os parametros passamansiterados variaveis de clusterizagdo
p.

Passo 30btencédo dos componentes principais através dos @anetros das CAs

Neste passo, aplica-se a ACP sobre os parametresegultara em variaveis latentes
z. O numero de CPs a ser retido pode ser definidolmse ndcree Graph{Rencher, 1995).
Apés a conclusdo deste passo, havera duas opcOesmrdeeis de clusterizacag

(parametros originais) 2(parametros no formato de variaveis latentes).

Passo 4: Geracdo do dendograma através da clustexg@o hierarquica das variaveip e

V4

Iniciam-se duas sistematicas paralelas de agrupganums trabalhadores: AAV e
AACP. No processo AAVestima-se o niumero recomendado de agrupamentzotio com
o dendograma resultante e executa-se a clustesiza@edarquica utilizando as variavess
através do métodi-Means.A combinacdo dos métodos hierarquicos e nao lyeicos é
feita para se obter os beneficios de ambos os w&&todnétodo hierarquico permite estimar
um numero adequado de agrupamentos de acordo cararaderisticas das observacdes
avaliadas, sem que o pesquisador tenha de fazeegsblha previamente, como ocorre no
procedimento ndo hierarquico. Porém, a precisaagdepamento € maior em métodos nao
hierarquicos (FAVEROet al, 2009). Na segunda sistematica de clusterizaéigP,
extraem-se variaveis latentes dos parametros de aprendizado para entdo readizar
agrupamento sobre tais variaveis, o0 que pode nreduefeito de correlagcdo das variaveis
sobre a clusterizacdo. Na sequéncia, executa{sstarezacao hierarquica sobre as variaveis
z e verifica-se 0 numero recomendado de agrupametdgoacordo com o dendograma
resultante. O numero estimado de agrupamentosoobtigerado através do métaddMeans

utilizando as variaveis latentes

Passo 5: Célculo e anélise do SI médio obtido nograpamentos
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7

A qualidade dos agrupamentos gerados € avaliadaéatrda média de Sls dbs
trabalhadores considerados. Devem ser geradosStoimédios, um para a sistemética AAV

e outro para AACP. Os resultados obtidos sdo ammaatos para comparacdes posteriores.
Passo 6: Selecdo do método de agrupamento

Por fim, comparam-se os valores de Sl obtidos res@anterior. O objetivo é
identificar a sistematica de clusterizacdo respaeisgelo maior Sl, a qual € recomendada

para futuros procedimentos de clusterizacéo.

2.4. Aplicacdo em um processo da industria calcadista

Um processo da industria calcadista foi utilizadomo exemplo numérico para
avaliacdo do método proposto. O setor calcadistaaxterizado por uma crescente tendéncia
de CM evidenciada pela reducao no tamanho dosdet@soducéo e alternancia frequente de
modelos, fazendo com que a producdo seja dependntdnabilidade manual dos

trabalhadores (Anzanello e Fogliatto, 2011b).

Dados de desempenho de 21 trabalhadores foranmadotee modelados de acordo
com as equacdes da Tabela 2.1. Foram gerados @&8gians, apresentados no Apéndice, que
representam os perfis de aprendizado dos trabakdbais parametros foram padronizados
e utilizados como variaveis de clusterizagdae acordo com os passos 1 e 2 descritos no
meétodo. Na sequéncia, aplicou-se a ACP sobre @sngdiros originais, gerando as variaveis
latentes z. Para executar a sistemética AAV, aplicou-se um@na de clusterizacdo
hierarquica sobre as varidveisutilizando a distancia euclidiana o algoritmoAverage
Linkagepara agrupar as observacdes (trabalhadores)algstétmo utiliza como critério de
agrupamento as distancias médias entre todos @s mamstituidos pelas observacdes
pertencentes a um e outro grupo; ndo depende dwesakxtremos e a decisdo de
agrupamento considera todos os elementos de umtmeagdo. Assim, este procedimento
tende a formar aglomerados com aproximadamentesenangariancia interna (HAIRBt al.,
1998). O dendograma resultante sugeriu a formaeabctlisters conforme a Figura 2.2. Na
sequéncia, as mesmas variaveis foram clusteriz#tdass do métodi-Means utilizando
K=4. O valor de S| médio resultante na AAV foi d892, conforme a Tabela 2.2.



27

Figura 2.2-Dendograma AAV
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A segquir, as variaveis latentes foram utilizadas para dar inicio a AACP. A
clusterizagéo hierarquica foi realizada para estiomaumero ideal delusters utilizando o
mesmo algoritmoAverage Linkagee métrica de distancia (euclidiana) utilizadosapgerar
o dendograma na AAV. O dendograma resultante sugkrnenacéo de 2lusters conforme a
Figura 2.3. A partir dos CPs gerados, utilizaranasevariaveis latentespara proceder ao
métodoK-Means utilizandoK= 2. O valor de SI médio resultante na AACP foi(j@68,
retendo-se um componente principal, explicando ®ib6variancia na analise, conforme
Tabela 2.2.

Tabela 2.2indices Silhouette Médios para os métodos AAV e RA@e acordo com 0
numero de componentes retidos)

NUmero de A .
Componentes variancia
_p_ . Acumulada AACP AAV
Principais .
: Explicada
Retidos

75,00% 0,968
89,98% 0,921
95,74% 0,906
97,80% 0,902
98,82% 0,899
99,36% 0,898

0,392

OO WINIF




28

Figura 2.3- Dendograma AACP
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A Tabela 2.2 apresenta a média dos valores de ISidos pelos 21 trabalhadores
agrupados nos dois métodos analisados. Os valardsnde Sls da AACP foram obtidos
fixando-seK=2 e alterando-se o0 numero de componentes prisaipados na analise. Reteu-
se 1 CP na andlise, pois apresentou o maior valdsld Com base em tais resultados, o
método de agrupamento recomendado € a AACP com;éetale 1 CP, o qual gera o maior
S| médio.

A Figura 2.4 apresenta a variacao nos valores méllicSIs para diferentes valores de
K e componentes principais retidos. Percebe-sepgua,0s dados em analise, a retencdo de 1
CP e a utilizacdo de @ustersna andlise gera o maior valor de Sl. Tal resulzmoobora a
sugestdo de Zlustersindicada pelo dendograma da Figura 2.3. Percelsrsta uma
tendéncia de reducdo na qualidade de clusterizegép a inclusdo de maior niumero de
componentes principais, 0 que pode ser justificadia insercdo de variaveis latentes de
menor importancia no procedimento de clusteriza@ajue acaba por comprometer a
estrutura doslustersformados).
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Figura 2.4 —Variac&o dosdndices Silhouette Médios para distints e CPs para o método
AACP
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Também se pode verificar, através da Tabela 28,aqgretencdo de mais de um CP
acrescenta um baixo percentual de variancia exjaicadicando que, para este conjunto de
dados, a retengcdo de apenas o primeiro CP € suéigiara a analise. A primeira coluna da
tabela apresenta os autovalores da matriz de éowsai da matriz de dados originais
constituida pelos parametrop) (e pelas observacdes (trabalhadores). A segunldmaco
apresenta a o percentual de variancia explicadaaua componente principal e, por fim, a

terceira apresenta o percentual de variancia eqdiacumulada.

Tabela 2.3 -Autovalores do conjunto de dados e Variancia Eagecpor cada CP
Variancia Explicada

Autovalores Variancia Explicada

Acumulada

1,8304 75,00% 75,00%
0,3654 14,97% 89,98%
0,1407 5,77% 95,74%
0,0501 2,05% 97,80%
0,025 1,02% 98,82%
0,0131 0,54% 99,36%
0,0071 0,29% 99,65%
0,0042 0,17% 99,82%
0,002 0,08% 99,90%
0,0012 0,05% 99,95%
0,0008 0,03% 99,98%
0,0002 0,01% 99,99%

0,0001 0,00% 100,00%

0,0001 0,00% 100,00%
0 0,00% 100,00%

0 0,00% 100,00%

0 0,00% 100,00%

0 0,00% 100,00%

0 0,00% 100,00%

0 0,00% 100,00%

0 0,00% 100,00%
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0 0,00% 100,00%
0 0,00% 100,00%
0 0,00% 100,00%
0 0,00% 100,00%
0 0,00% 100,00%
0 0,00% 100,00%
0 0,00% 100,00%
0 0,00% 100,00%

A AACP permitiu a formacdo de agrupamentos homogg€neonforme valores
individuais de Sl na Tabela 2.4. Os trabalhador&} 4, 5, 6, 7, 8, 9, 10, 11, 12, 13, 14, 15,
16, 17, 18,19 e 21 foram inseridos oluster 1, ao passo que os trabalhadores 2 e 20
compdem ocluster 2. Tendo em vista que todos os trabalhadores ayar& proximo a 1,

pode-se afirmar que a clusterizacao foi adequadznmealizada.

Tabela 2.4- Clusterde destino dos trabalhadores e Sl para cada el através da AACP

Trabalhador Cluster Sl
1 1 0,983
2 2 0,986
3 1 0,964
4 1 0,985
5 1 0,943
6 1 0,984
7 1 0,968
8 1 0,976
9 1 0,961
10 1 0,983
11 1 0,976
12 1 0,984
13 1 0,969
14 1 0,976
15 1 0,959
16 1 0,975
17 1 0,944
18 1 0,985
19 1 0,862
20 2 0,983
21 1 0,983

S| médio 0,968

A Tabela 2.5 apresenta os escorgdlo primeiro CP obtido com a AACP. A primeira
coluna representa o trabalhador a ser agrupadcseguenda, o respectivo escore do primeiro
componente principal. Pode-se verificar que osathaulores 2 e 20 apresentam valores de

escores bastante distintos dos demais, o que @medlnializado graficamente na Figura 2.5.
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Tabela 2.5 -Escores do Primeiro CP
Trabalhador Escore do 1° CP

T1 0,2025
T2 -1,2782
T3 0,3682
T4 0,1314
TS5 -0,0801
T6 0,1743
T7 -0,0082
T8 0,2781
T9 0,3844
T10 0,0867
T11 0,0336
T12 0,1114
T13 0,3324
T14 0,0333
T15 -0,0389
T16 0,2868
T17 -0,0777
T18 0,1686
T19 -0,1989
T20 -1,1133
T21 0,2035

Os clustersapresentados na Tabela 2.4 sao ilustrados naaFybiy onde se utiliza o
primeiro CP para geracdo de um grafico. Como odSBltante € uma combinacao linear dos
parametros de aprendizado, os aglomerados formaml@gafico permitem identificar dois
grupos de trabalhadores com perfis distintos deralzado.

Figura 2.5 Agrupamentos gerados pelas variaveis latentasaeis de 1° CP
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2.5. Experimento de simulag&o

Devido ao satisfatério desempenho gerado pelo raéfAICP frente ao AAV no
exemplo numérico aplicado em dados industriaidjizagam-se experimentos de simulacao
com o objetivo de avaliar o comportamento do métdidnte da inclusdo de fatores como
ruido, correlagdo nos dados e diferentes proporedi® o numero de variaveis e de
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observacgtes. No exemplo numérico da secda2MCP apresentou maior desempenho com
a retencao de 1 CP e a utilizagad<ge?2 clusters Sendo assim, estes fatores foram mantidos
fixos na simulacdo para avaliacdo do método. Tadasmulacdes sdo baseadas no conjunto

de dados utilizado no exemplo numérico. Os experiaseforam realizados em Matlab 7.8.

Os dados foram gerados através de uma distribuigdiinormal, combinando os
niveis de trés fatores analisados no experimeptesantados na Tabela 2.6. O nivel nominal
de variancia do ruido gera vetores de médias abtittavés de uma distribuicdo uniforme no
intervalo [0;0,8]. O nivel baixo corresponde a [0}0enquanto o nivel alto a [0,5;0,8]. Tais
niveis foram definidos de forma empirica. Paratorfde correlacéo, foi gerada a matriz de
correlacaoX) a partir dos dados originaiE® corresponde ao nivel baixd'eao nivel alto. A
poténcia impar foi utilizada para preservar o sttad correlagdes entre as variaveis. H4 trés
niveis de razao entre observacoes e variavgigzao de 0,72 (21 observacdes /29 variaveis),
denotando o nivel baixoii razdo de 1,0 (29 observacfes/29 variaveis), dadoto nivel
meédio, e iji) razdo de 7,2 (210/29), correspondendo ao nit@l Bbram gerados 3x2x3=18
cenarios diferentes para cada método de agrupanf®@A®GP e AAV) e simuladas 1.000
repeticdes para cada cenario.

Tabela 2.6+Fatores e niveis do experimento de simulacao

Fator Nivel

Variancia do ruido [0;0,1], [0,2;0,4], [0,5;0,8]
Correlacdo dos parametros rr
Proporcéo de observactes 0,72;1;7,2

por variaveis

A Tabela 2.7 apresenta a média e desvio-padradQfksrepeticdes para cada cendrio
avaliado. Percebe-se que a AACP apresenta desempaphbrior frente a AAV quando da
insercao de ruido, correlacdo e diferentes razdte ebservacdes e variaveis em todos o0s
niveis dos fatores inseridos na simulagao.

Tabela 2.7-Resultados da simulag&o para a escolha do melltodmde agrupamento

A AACP AAV
Correlacao Ruido Sl Desvio- Sl Desvio-
médio | Padr8o | médio | Padréo
[0;0,1] 0.7417 0.0684 0.2826 0.0590
r [0,2;0,4] 0.7428 0.0693 0.2854 0.0655
[0,5;0,8] 0.7386 0.0729 0.2821 0.0604

[0;0,1] | 0.7391 | 0.0713| 0.3528  0.0671
. [0,2;04] | 0.7386 | 0.0678| 0.3519  0.0702

Razéo de Observacoe
por Variaveis

0,72

[0,5;0,8] | 0.7355 0.0728 0.3534 0.0679
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[0;0,1] 0.7304 0.0571 0.3030 0.0522

r [0,2;0,4] | 0.7400 0.0560 0.2617 0.0458

1 [0,5,0,8] | 0.7383 0.0559 0.299¢ 0.0510
[0;0,1] 0.7317 0.0591 0.3601 0.0596

r [0,2;0,4] | 0.7380 0.0583 0.3364 0.0578

[0,5,0,8] | 0.7419 0.0570 0.3765 0.0598
[0;0,1] 0.7213 0.0203 0.2559 0.0168

r [0,2;0,4] | 0.7199 0.0201 0.2678§ 0.0171

72 [0,5;0,8]| 0.7197 0.0201 0.2463 0.0159
’ [0;0,1] 0.7112 0.0211 0.3013 0.0200
r [0,2;,0,4] | 0.7201 0.0213 0.3327 0.0209

[0,5;0,8] | 0.7115 0.0207 0.319¢4 0.0190

A simulacdo comprova a robustez do AACP, que atiks variaveis latentes para
agrupar as observacfes frente a utilizacdo dadwvedsi originais utilizadas pelo AAV. Tal
resultado decorre da reducao do efeito de correldgs varidveis sobre a clusterizacdo obtida

pelo uso dos componentes como variaveis de cloat@o.

2.6.Conclusbes

Este trabalho apresentou um método para a formdedgrupos homogéneos de
trabalhadores de acordo com seus perfis de apegtdip qual integra curvas de aprendizado
e analise de agrupamentos. As curvas sao utilizpdes a geracdo de parametros que
descrevem caracteristicas dos perfis de aprendidagdrabalhadores; tais parametros séo
avaliados através da Analise de Componentes Paisc(CP) com vistas a melhoria da
precisdo da clusterizacdo. A qualidade dos agrupm®dormados foi avaliada através do
indice Silhouette (SI).

Ao ser aplicado em um processo da industria catadio método na qual os
parametros sdo transformados em componentes @iscypresentou um indice Silhouette
0,968, valor superior a 0,392 obtido com a clusteido tradicional. Além disso, o0 método
proposto permitiu gerar agrupamentos nos quais dutgs observacdes disponiveis (21
trabalhadores observados, e um numero superioradaveis a serem consideradas na
clusterizacdo, 29 parametros de aprendizado), iceeste que pode comprometer a eficiéncia
de algumas ferramentas multivariadas. Para avaligficacia do método, foi realizado um
experimento de simulagdo, o qual comprovou o desehwp superior do AACP frente ao
AAV, mesmo com a insercdo de fatores de ruido,etagéio e diferentes razbes entre

variaveis e observacgdes nos agrupamentos formados.

Neste trabalho os agrupamentos foram formados intdu todas as variaveis

(parametros de aprendizado), tanto na AAV, quaatdACP que utiliza todas as avariaveis
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para gerar 1 componente principal. Porém, trabafbthgos visam a construcdo de uma
sistematica para selecdo das variaveis que seiffizadds na clusterizacdo. Pretende-se

avaliar a contribuicdo efetiva das variaveis dstelizacao nos agrupamentos formados.

2.7.Referéncias Bibliograficas

Anzanello, M. J., Fogliatto, F.S., 2007a. Curvasdeendizado: estado da arte e perspectivas
de pesquisa. Revista Gestdo e Producao, S&o Garlak,n. 1,109-123.

Anzanello, M. J., Fogliatto, F.S., 2007b. Learnmgve modelling of work assignment in
mass customized assembly lines. International dwhProduction Research, Vol. 45,
No. 13, 2919 —2938.

Anzanello, M. J., Fogliatto, F.S., 2011a. Learncugve models and applications: Literature
review and research directions. International JaluwhIndustrial Ergonomics 41, 573-583.

Anzanello, M. J., Fogliatto, F.S., 2011b. Progreétade Tarefas Baseada em Curvas de
Aprendizado para Linhas de Producdo CustomizaddRevista Produgé&o Online.
Florianopolis, SC, v.11, n. 3, 851-870.

Brida, J.,G.,Disegna, M.,Osti, L., 2012. Segmentiiggtors of cultural events by motivation:
A sequential non-linear clustering analysis ofidtal Christmas Market visitors. Expert
Systems with Applications 39 ,11349-11356.

Dardan, S., Busch, D., Sward, D., 2006. An appbecatof the learning curve and the
nonconstant-growth dividend model: IT investmentuaton at Intel Corporation.
Decision Support Systems 41 (4), 688 - 697.

Da Silveira, G., Borestein, D., Fogliatto, F.S.020Mass customization: literature review
and research directions. International Journalrofléction Economics 72 , 1-13.

Engblom, J., Solakivi, T.,Toyli, J.,Ojala,L., 201Multiple-method analysis of logistics costs.
International Journal of Production Economics 12335.

Favero, L. P.; Belfiore, P.; da Silva, F.L.; Chdh, L., 2009. Analise de Dados. Rio de
Janeiro. Editora Campus.

Fioretti, G., 2007. The organizational learning veur European Journal of Operational
Research 177, 1375 - 1384.

Fogliatto, F.S.,Da Silveira, G., Borestein, D., 20The mass customization decade: An
updated review of the literature. International rdali of Production Economics 138, 14—
25.

Gong, S., Luo, L.,Gong, W.,Gao, Y., Xie, M., 2014ultivariate analyses of element
concentrations revealed the groupings of propobsfdifferent regions in China. Food
Chemistry 134 , 583 -588.



35

Guimaraes, L. B., Anzanello, M. J., Renner, J.2812. A learning curve-based method to
implement multifunctional work teams in the Braaili footwear sector. Applied
Ergonomics, 43, 541-547.

Hair, J; Anderson, R. E; Tatham, R; Black, W.C.989Multivariate Data Analysis. New
Jersey: Prentice Hall, 1998.

Hamade, R. F., Jaber, M. Y., Sikstrom, S., 200%lyning CAD competence with univariate
and multivariate learning curve models. Computergndustrial Engineering 56, 1510 —
1518.

Jaber, M. Y., Khan, M., 2010. Managing yield by $plitting in a serial production line with
learning, rework and scrap. International JourddPm@duction Economics. 124 (1), 32 e
39.

Jaber, M. Y., Bonney, M., Guiffrida, A.L, 2010. Gdmating a three-level supply chain with
learning-based continuous improvement. Internatidoarnal of Production Economics.
127, 27-38.

Jaber, M. Y., Glock, C.H., 2013. A learning cuna ftasks with cognitive and motor
elements. Computers & Industrial Engineering 646-871.

Jolliffe, 1.T., 2002.Principal Component AnalysBSpringer Series in Statistics, New York,
2nd-ed.

Jung, U.,Koh, B.H, 2009. Structural damage locélra using wavelet-based silhouette
statistics. Journal of Sound and Vibration 321,531,

Lu, W.Z., He, H.D., Dong, L.Y, 2011. Performancesessment of air quality monitoring
networks using principal component analysis andstelu analysis. Building and
Environment 46, 577 — 583.

MacCarthy, B., Brabazon, Philip G., Bramham, JQ20-undamental modes of operation for
mass customization. International Journal of Pradaodconomics 85, 289-304.

Mao, G.,Hu, B., Song, H., 2009. Exploring talemlin Wuhan automotive industry cluster
at China. International Journal Production Econemiz2, 395-402.

Mazur, J.E., Hastie, R., 1978. Learning as accumoniaa reexamination of the learning
curve. Psychology Bulletin 85 (6),1256-1274.

Nadeau, M.C., Jar, A., Roth, R., Kirchain, R., 20A0ynamic process-based cost modeling
approach to understand learning effects in manufiagt. International Journal of
Production Economics 128, 223-234.

Naldi, M.C.,Campello, R.J.G.B., Hruschka, E.R. n@tho, A.C.P.L.F., 2011. Efficiency
issues of evolutionary k-means. Applied Soft Cormmgufil, 1938-1952.

Nembhard, D.A., Uzumeri. M.V., 2000a. Experientedrning and forgetting for manual and
cognitive tasks. International Journal of Industiegonomics 25, 315-326.

Nembhard, D.A., Uzumeri, M.V., 2000b. An individizdsed description of learning within
an organization. IEEE Transactions on Engineerimgagiement 47 (3), 370-378.



36

Plaza, M. Rohlf, K., 2008. Learning and performamteERP implementation projects: A
learning-curve model for analyzing and managingsatting costs. International Journal of
Production Economics 115, 72-85.

Ried, S., Mirka, G., 2007. Learning curve analysisa patient lift-assist device. Applied
Ergonomics 38, 765 -771.

Rencher, A. C.,1995. Methods of Multivariate Anadysohn Wiley & Sons, Inc., New York.

Rousseeuw, P.J.,1987.Silhouettes: a Graphical dithé¢ Interpretation and Validation of
Cluster Analysis. Computational and Applied Math&osa20, 53 — 65.

Saha, I., Maulik, U., Bandyopadhyay, S., PlewczynBk Improvement of new automatic
differential fuzzy clustering using SVM classifiar microarray analysis. Expert Systems
with Applications 38, 15122-15133.

Stroieke, R. E.; Fogliatto, F.S, Anzanello, M.J0Q12. Formacdo de Agrupamentos
Homogéneos de Trabalhadores Através de Curvas dendipado. Pré-anais XLIII
Simpaosio Brasileiro de Pesquisa Operacional.

Towill, D.R., 1990. Forecasting learning curvesetnational Journal of Forecasting 6 (1), 25
- 38.

Uzumeri, M.; Nembhard, D.,1998. A Population of treas: A New Way to Measure
Organizational Learning. Journal of Operations Mgemaent, Netherlands, v. 16, n. 5,515-
528.

Wong, P.S.P., Cheung, S.O., HardCastle, C., 20@ibddying learning effect in performance
prediction. Journal of Construction Engineering &tahagement, ASCE 133 (6), 474 —
482.

Wong, P.S.P., Cheung, S.O., Wu, R.T.H., 2010. Liegrfrom project monitoring feedback:
A case of optimizing behavior of contractors. Inegronal Journal of Project Management
28, 469 — 481.

Wright, T. P. (1936). Factors affecting the costaifplanes. Journal of the Aeronautical
Sciences, 3 (4), 122-128.

Yeh, S., Rubin, E., 2012. A review of uncertainti@sechnology experience curves. Energy
Economics 34 ,762-771.

Zorgios, Y., Vlismas O., Venieris, G. 2009. A leiaign curve explanatory theory for team
learning valuation, VINE, Vol. 39, 1, 20 — 39.



Apéndice -Parametros CAs

37

Exponencial de " o . -
Trabalhador Wright Stanford-b DeJong Curva S Plateau Knecht 3 parametros Tempo Hlpeerllco de 2 Hlpeerllco de 3
constante Parametros Parametros
Y, 119.66 |Y; 17510 |Y; 127.93 |Y, 102.62 = 9551 [Y; 130.14 k= 9.26 ye 4.67 |k= 7.40 k= 12.33
1 = -0.05 = 335.67 M 0.75 M 1.00 Y, 3142 |b= -0.13 p= 100.98 yi 458 |r= 7.43 p= 88.53
B= 0.00 = -0.56 [c'= 0.01 r= 143.63 = 143.62
= -0.09 b= -0.56 |b= 0.00 r= 145.18
Y, 6206 |Y, 1013.87 |Y; 6206 |Y; 1370.71 = 000 |[Y; 51.20 k= 17.00 y. 8.28 = 15.06 k= 18.91
2 = -0.06 = 219.45 M 0.00 M 1.00 Y, 6198 |b= -0.01 p= 58.84 Vi 8.72 = 9.19 p= 29.27
B= 241.54 = -0.06 [c'= 0.00 r= 88.10 t= 88.10
= -0.54 b= -0.06 |b= -0.58 r= 43.68
Y, 5940 |Y; 59.43 Y, 6226 |Y; 40.67 = 26.31 [Y; 63.28 k= 16.74 ye 9.09 = 17.43 k= 18.71
3 = -0.11 = 0.01 M 0.42 M 1.00 Y, 3595 |b= -0.16 p= 17.78 Vi 7.65 = 5.08 p= 10.53
B= 1.00 = -0.28 |[c'= 0.00 r= 22.71 t= 2271
= -0.11 b= -0.28 |b= 0.00 r= 7.17
Y1 191.92 |Y, 26547 |Yp 191.92 |Y; 108.74 = 000 |Y: 162.00 k= 10.06 ye 3.30 = 7.29 k= 12.14
4 = -0.17 = 5.24 M 000 |M 1.00 Y1 191.26 |b= -0.12 p= 77.80 yr  6.76 |[r= 18.68 p= 54.52
B= 1.00 = -0.16 |c= 0.00 r= 195.36 = 195.46 r= 156.25
= -0.24 b= -0.17 |b= 0.00
Y1 202.08 |Y: 32431 |Yp 202.08 [Y, 324.28 = 000 |Y: 185.00 k= 7.15 ye 3.23 = 5.25 k= 8.06
5 = -0.12 = 15.03 M 000 |M 1.00 Y1 201.58 |b= -0.09 p= 168.55 yr 393 [r= 12.06 p= 105.20
B=  15.03 = -0.12 |c= 0.00 r= 280.79 = 280.79 r= 167.02
= -0.22 b= -0.12 |b= -0.22
Y, 155.83 |Y; 15583 |Y; 170.87 |Y; 155.83 = 9430 |Y; 183.00 k= 11.43 ye 3.91 = 6.48 k= 11.38
6 = -0.11 = 0.00 M 055 |M 0.00 Y1 76.57 |b= -0.19 p= 117.75 yr 752 |r= 8.82 p= 72.52
B= 0.00 = -0.50 |c= 0.00 r= 281.09 = 281.16 r= 146.82
= -0.11 b= -050 |b= -0.11
Y. 20584 |Y; 27882 |Y. 20584 |Y; 279.97 |C= 000 |Y; 196.00 [k= 5.08 Vo 282 |k= 419 k= 6.45
7 = -0.08 = 15.09 M 000 |M 0.00 Y1 205.75 |b= -0.06 p= 115.37 Vi 226 |r= 6.31 p= 94.85
B= 8.85 = -0.08 |c= 0.00 r= 142.29 = 142.29 r= 122.73
= -0.14 b= -0.08 |b= -0.16
Y, 10143 |Y, 10143 |Y, 108.81 [Y, 108.81 = 29.69 |Y; 109.57 k= 12.60 Yo -2.19 [k= 14.87 k= 13.63
s = -018 |B= 000 |M 027 |M 027 |Y; 79.12 |b= 024 |p= 0.00 yi 1484 |r= 11.54 p= -6.00
B= 1.00 = -0.35 |c= 0.00 r= 12.30 = 12.32 r= 5.10
= -0.18 b= -0.35 |b= -0.35
Y1 35.97 |Y; 35.97 Y, 4313 |Y; 4313 = 18.37 |Y; 44.00 k= 37.27 ye 19.93 [k= 33.32 k= 43.09
9 = -0.13 = 1.00 M 043 |M 0.43 Y1 24.76 |b= -0.21 p= 40.60 yr 17.34 |r= 5.22 p= 24.55
B= 1.00 = -0.53 |c= 0.00 r= 5.53 = 53.05 r= 30.83
= -0.13 b= -053 |b= -0.53
Y. 184.77 |Y; 22081 |Y, 184.77 |Y; 220.81 |C= 000 |Y; 163.00 |k= 15.34 Vo 236 |k= 15.03 k= 19.70
10 = -0.28 = 1.13 M 0.00 M 0.00 Y, 183.13 |b= -0.25 p= 13.85 yi 1298 |r= 38.08 p= 8.35
B= 1.13 = -0.28 |[c'= 0.00 r= 82.91 t= 8291 r= 79.91
= -0.33 b= -0.28 |b= -0.33
Y, 246.67 |Y,; 250.20 |Y; 257.57 |Y; 250.19 = 3045 |Y; 221.00 k= 8.46 ye 2.08 = 9.28 k= 10.19
1n = -0.27 = 0.08 M 0.12 M 0.00 Yy 227.11 |b= -0.24 p= 17.23 yi  6.38 |r= 28.98 p= 4.50
B= 0.08 = 036 |[c'= 0.00 r= 61.18 t= 61.18 r= 45.09
= -0.28 b= -0.36 |b= -0.28
Y, 158.75 |Y; 312.88 |Y; 158.75 |Y; 126.76 = 000 |[Y: 135.00 k= 11.45 ye 191 = 13.48 k= 15.12
12 = -0.24 = 6.84 M 0.00 M 0.00 Y, 156.86 |b= -0.19 p= 7.61 yi 954 |r= 23.93 p= 5.10
B= 18.02 = -0.23 [c'= 0.00 r= 41.62 t= 41.62 r= 42.58
= -0.41 b= -0.24 |b= -0.12
Y, 60.70 |Yy 70.78 Y, 60.70 |Y; 70.78 = 000 |[Y; 56.00 k= 16.37 ye 10.15 |k= 15.75 k= 18.66
13 = -0.09 = 5.58 M 0.00 M 0.00 Y, 60.67 |b= -0.06 p= 49.31 Vi 6.22 |r= 4.97 p= 29.55
B= 5.58 = -0.09 [c'= 0.00 r= 50.96 t=  50.96 r= 26.28
= -0.12 b= -0.09 |b= -0.12
Y, 237.80 |Y; 246.11 |Y; 239.17 |Y; 246.11 = 16.91 |Y; 242.09 k= 6.72 ye 2.35 = 5.85 k= 7.04
14 = -0.15 = 10.70 M 0.07 M 0.00 Y, 22226 |b= -0.17 p= 58.17 yi 437 |r= 22.46 p= 20.43
B= 10.70 = -0.17 |c'= 0.00 r= 135.31 = 135.29 r= 59.63
= -0.13 b= -0.17 |b= -0.13
Y, 190.75 |Y; 314.89 |Y; 190.75 |Y, 314.89 = 000 |[Y; 85.49 k= 10.49 Ye 2.29 = 11.30 k= 14.70
15 = -0.25 = 4.28 M 0.00 M 0.00 Y, 187.53 |b= -0.02 p= 14.91 Vi 8.20 |r= 29.57 p= 12.98
B= 4.28 = -0.24 |c'= 0.00 r= 60.57 = 60.57 r= 71.85
= -0.38 b= -0.25 |b= -0.38
Y. 9049 |Y; 97.90 Y: 9049 |Y; 97.90 = 000 |[Y; 90.49 k= 14.78 ye 7.11 = 13.96 k= 17.60
16 = -0.15 = 1.20 M 0.00 M 0.00 Yy 90.39 |b= -0.15 p= 36.10 Vi 7.68 = 8.40 p= 22.86
B= 1.20 = -0.15 |c'= 0.00 r= 35.09 t=  55.09 r= 36.76
= -0.17 b= -0.15 |b= -0.17
Y1 39.06 |Y; 35882 |Y, 39.06 [Y; 358.82 = 0.00 |Y; 37.94 k= 24.44 Yye 16.70 |k= 22.49 k= 27.08
17 = -0.08 = 13260 (M 000 |M 0.00 Y1 39.05 |b= -0.07 p= 53.18 yi  7.74 = 2.58 p= 29.31
B= 132.60 = -0.08 |c= 0.00 r= 46.25 = 46.25 r= 19.32
= -0.48 b= -0.08 |b= -0.48
Y1 162.04 |Y, 162.04 |Yp 173.97 |Y. 173.09 = 58.09 |Y; 175.00 k= 7.84 ye 4.03 = 7.42 k= 8.83
18 = -0.13 = 0.00 M 033 |M 0.33 Y. 115.88 |b= -0.01 p= 75.88 yr 381 [r= 12.67 p= 37.58
B= 1.00 = -0.29 |c= 0.00 r= 105.09 = 105.09 r= 52.22
= -0.13 b= 029 |b= -0.29
Y, 37531 |Y; 38559 |Y; 37531 |Y; 38559 |C= 000 |Y; 340.00 [k= 2.00 Ve 1.30 |k= 357 k= 4.98
19 = -0.17 = 3.29 M 000 |M 0.00 Y1 375.31 |b= -0.14 p= 50.00 yr 160 |[r= 24.35 p= 45.39
B= 3.29 = -0.17 |c= 0.00 r= 122.00 = 121.90 r= 120.08
= -0.15 b= -0.17 |b= -0.15
Y. 33495 |Y; 1050.23 |Y; 334.95 |Y; 1050.23 |[C= 0.00 |Y; 298.00 [k= 7.35 Vo 159 k= 6.99 k= 11.15
20 = -0.26 = 11.68 M 000 |M 0.00 Y1 328.05 |b= -0.22 p= 38.54 yr 558 |r= 56.61 p= 37.12
B= 1168 = -0.25 |c= 0.00 r= 157.89 = 157.89
= -0.53 b= -0.26 |b= -0.53 = 220.62
Y, 118.18 |Y; 14426 |Y, 118.18 |Y; 14426 |[C= 000 |Y; 117.01 |k= 9.14 Yo 540 |k= 7.62 k= 9.76
21 = -0.08 = 10.40 M 000 |M 0.00 Y, 118.13 |b= -0.07 p= 161.14 yi 373 |r= 6.35 p= 77.90
B=  10.40 = -0.08 |c= 0.00 r= 180.05 = 180.03 r= 68.67
b= -0.12 b= -0.08 |b= -0.12
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Resumo: A manufatura de produtos personalizados implicaanmento da variedade de
modelos e reducédo no tamanho dos lotes de produieéefas que dependem da habilidade
humana sdo especialmente afetadas nesse contesttogue os trabalhadores precisam se
adaptar as caracteristicas de um novo modelo akrifaroEsse processo de adaptacdo pode
ocorrer de forma distinta dentro do grupo de titaddbres. Este artigo propde um método
para a formacdo de grupos homogéneos de trabadizadier acordo com seus perfis de
aprendizado, o qual integra curvas de aprendizaaldeeramenta de clusterizackazzy C-
Means Parametros oriundos da modelagem das curvasjais caracterizam o processo de
aprendizado de cada trabalhador, sdo remapeadngsatie métodokernel e Andlise de
Componentes Principais com vistas ao aprimoramdatajualidade da clusterizacdo. A
qualidade dos agrupamentos formados é avaliadaéato indice Silhouette. A utilizagdo do
Kernel Polinomial e da Andlise de Componentes Principgieesentou ganhos no indice
Silhouette passando de um SI=0,32 utilizando aerizacdo sem transformacdo de dados,
para um SI=0,93 com &ernel Polinomial e SI=0,97 com a Analise de Componentes
Principais.

Palavras-chave:Clusterizacdo, Curvas de Aprendizado, MétoHesnel Fuzzy C-Means
Andlise de Componentes Principais

3.1.Introducgéo

A realidade competitiva impbe as empresas a adde@stratégias de personalizacao
de produtos e servicos a fim de atender as novagrexas dos clientes. Assim, a
Customizacao em Massa (CM) tornou-se uma realiqadendo pode ser negligenciada pelas
corporagfes, demandando politicas especificasaaderestratégia de producdo com vistas a
garantia de satisfacéo do cliente (DAABO#E#Lal, 2011).

A CM é baseada no fornecimento de produtos peliganals através de processos
flexiveis, a custos semelhantes aos de produta®maddos (MACCARTHYet al, 2003).
Produtos customizados de determinados segmentmantignte requerem processos de
manufatura manuais (FOGLIATTO; DA SILVEIRA, 2012)bricados em lotes reduzidos
(ANZANELLO; FOGLIATTO, 2011a). Associada a maiorexpcOes de catalogo, os
processos em CM alteram-se frequentemente, exponidalhador a manufatura de novos
modelos de produtos ou servigos constantementeexpalsicdo tende a reduzir os niveis de
producdo (quantitativamente e qualitativamente) e¢iol®s iniciais, devido ao processo de
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adaptacdo (aprendizado) a que cada trabalhadobréetido quando da solicitacdo de um
novo produto (NEMBHARD; UZUMERI, 2000). Assim, arfoacdo de equipes de
trabalhadores com perfis semelhantes de aprendaadditui-se em uma forma eficiente de
equilibrar tais processos distintos de adaptacéwmowvas tarefas. Em cenarios de CM,
agrupamentos permitem a formacdo de equipes dealhesiores com velocidades
semelhantes, monitorando gargalos nas linhas dkrigdio, reduzindo niveis de ociosidade e
proporcionando conhecimento acerca do perfil derapprado para rotacdo de trabalhadores
dentro de cada equipe (ANZANELLO; FOGLIATTO, 2007).

A modelagem do perfil de aprendizado de um trallmihpode ser operacionalizada
através da Curva de Aprendizado (CA); CAs descrevesthorias de desempenho dos
trabalhadores em decorréncia do acumulo crescentmmhecimento em tarefas repetitivas
(ARROW, 1962). CAs tém sido vastamente utilizadasapestudar as alteracbes de
desempenho de trabalhadores relacionados aossefleitaprendizado (Plaza e Rolf, 2008),
podendo auxiliar na gestdo da producdo para agemaside trabalhadores de acordo com
seus perfis de adequacédo a tarefas de complexidéstesgas (UZUMERI; NEMBHARD,
1998; NEMBHARD; UZUMERI, 2000; STROIEKEet al, 2011; WONGet al, 2010,
AZEVEDO; ANZANELLO, 2013).

Dentre tais abordagens, Uzumeri e Nembhard (1@@8itificaram perfis distintos de
trabalhadores através da andlise dos parametrasdagerpela modelagem das CAs,
evidenciando as diferencas entre os trabalhadaes gdequacédo as tarefas. Waigal
(2010) avaliaram o padréo de desempenho de empeiseibmetidos teedbacksegulares e
identificaram perfis distintos, os quais foram g@dos de acordo com os parametros da CA.
Com propositos semelhantes, Stroieieal (2011) caracterizaram diferentes grupos de
trabalhadores, utilizando CAs e o métdatideanspara clusterizar os dados de desempenho
de trabalhadores. J& Azevedo e Anzanello (2013puseram a formacdo de grupos
homogéneos de trabalhadores integrando paramea®sCés, Andlise de Componentes
Principais (ACP) e a técnica de clusterizag&deans a qualidade dos agrupamentos
realizados foi avaliada através do indice Silh@ué®l). Naquele estudo, o0 mapeamento dos
parametros oriundos das CAs através da ACP elevBu para 0,97, frente a 0,39 obtido
quando a clusterizacdo € operacionalizada diret@meos paradmetros oriundos da CA.
Apesar das diversas abordagens, os estudos ameseacima ndo supriram todas as lacunas
existentes na literatura referentes ao agrupandmtivabalhadores de acordo com perfis de
aprendizado. A escassa literatura sobre o temajaapé artigos que utilizam CAs para

analisar agrupamentos de trabalhadores foram aadost Destes, apenas em Stroiekal
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(2011) e Azevedo e Anzanello (2013) os agrupamdntasn formados utilizando técnicas de
clusterizagdo. O que justifica a aplicagdo de sutnétodos de clusterizacdo em ambientes de
manufatura customizada nos quais o trabalhador egtésto constantemente a novos
processos produtivos.

Este artigo propde uma sistemética para a formagigrupos homogéneos de
trabalhadores de acordo com seus perfis de apssfalem linhas de produgéo customizadas.
O método inicia com a coleta de dados de desempdehtrabalhadores, os quais séo
ajustados a modelos distintos de CAs. Os paramgém@glos, 0s quais descrevem 0 processo
de aprendizado dos trabalhadores, sdo remapeadogsatde funcde&ernel e da ACP
visando aprimorar a qualidade do procedimento dstalizacdo. O método empregado para
clusterizacdo é &uzzy C-Meanso qual é testado em diversas transformacdes diessda
qualidade de agrupamentos formados € avaliadaéatrde SlI, conforme proposto por
Rousseeuw (1987).

O restante do artigo esta organizado como seguese@do 3.2 apresenta 0s
fundamentos de CAdruzzy C-Meanse meétodosKernel Na secdo 3.3 é apresentado o
método para formacdo de equipes caracterizadass pedofis de aprendizado dos
trabalhadores. A se¢do 3.4 apresenta a aplicacdst@anatica recomendada em um estudo
de caso na industria calcadista. Por fim, a se¢gddr&8z a conclusdo do artigo e sugestdes

para pesquisas futuras.

3.2. Fundamentacéo Tedrica

Esta secdo estd dividida em trés partes. Inicidkneavisam-se abordagens recentes
sobre agrupamentos de trabalhadores através dzagdid das CAs. Na sequéncia sao
apresentados os fundamentos analiticos dos métaaos| seguido pela clusterizackozzy

C-Means

3.2.1. Agrupamentos envolvendo Curvas de Aprendizado

O agrupamento de trabalhadores por perfil de dprado ainda € pouco explorado na
literatura, apesar de sua necessidade devido éeatescustomizacdo em massa de produtos e
servicos. Segundo Cohest al (2008), a alocacdo de trabalhadores em atividates
conjunto é mais eficaz quando estes sdo agrupadasaiddo com seus perfis de aprendizado.

Uzumeri e Nembhard (1998) foram os pioneiros niggta de pesquisa ao aplicar CAs com o
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objetivo de identificar agrupamentos naturais déathadores; tais autores analisaram 3874
casos de aprendizado, modelando uma CA para caokltador e identificando padrées de
aprendizado distintos. Os autores utilizaram o nwodéperbolico de 3 Parametros (ver
Mazur e Hastie, 1978) com vistas a descricao dopoot@mmento do grupo de trabalhadores
através de um grafico tridimensional onde cada e&esenta um parametro do modelo;
identificaram-se tréslustersde trabalhadores. O primeiro era formado pelosathaolores
que sairam antecipadamente do treinamento, indicdraixo desempenho; o segundo
apresentava o0 comportamento oposto, sendo commpustdrabalhadores que possuiam
experiéncia prévia, desempenhando as atividadésroa mais eficiente; o terceiuster
inclui os parametros da maioria dos trabalhadorepresentando um perfil médio de
aprendizado.

Similarmente a Uzumeri e Nembhard (1998), Wengl. (2010) modelaram dados de
desempenho de 53 projetos de construcdo civil égrado modelo Hiperbdlico de 3
Parametros, identificando quatotusters (i) Competent learners(ii) Incidental Learners
(iif) Indifferent Learnerse (v) Optimizers O grupo () apresentou melhoria continua de
desempenho durante os projetos, porém sua tax@rdad&zado era inferior a média dos
componentes dos outros grupos de empreiteiros. Jaumo {i) possuia experiéncia em
projetos de escalas maiores; seu desempenho melioalmente, mas piorou com a
evolucéo do projeto. O grupoi § apresentou baixo desempenho durante o cursordgsgs,
gerando os piores resultados entre os quatro grd@asmpreiteiros. Por fim, o grupw)(

apresentou pequenas flutuagbes de desempenhoedasgmtojetos.

Diferentemente de Uzumeri e Nembhard (1998) e dagkét al (2010), Stroiekest
al. (2011) e Azevedo e Anzanello (2013) utilizaraentéas de clusterizacdo para a formacao
de grupos de trabalhadores através da modelaged\sl¢e ndo apenas a sua identificacéo
visual através de graficos dos parametros oriurtdosnodelagem). Stroieket al (2011)
caracterizaram dois grupos de trabalhadores pemnd@dio das CAs e dados de desempenho
de trabalhadores da industria calcadista foranmizatibs como entrada na ferramenta de
clusterizacdoK-Means Os autores reproduziram os dados de desempeilizanato seis
modelos de CAs: Wright (WRIGHT, 1936), Plateau (AMNNELLO; FOGLIATTO, 2011a),
Stanford-b (ANZANELLO; FOGLIATTO, 2011a; YEH; RUBIN2012), Hiperbdlico de 2
Parametros (MAZUR; HASTIE, 1978), Hiperbdlico deParametros (MAZUR; HASTIE,
1978) e Exponencial de 3 Parametros (MAZUR; HASTIE/8). Ja Azevedo e Anzanello

(2013) agruparam trabalhadores utilizando os paraside dez modelos de CAs, totalizando



42

29 parametros de aprendizado. Segundo os autordsisterizagcdo empregando todos os
parametros permite a descricdo de peculiaridadepimdizado capturadas de forma distinta
pelos diversos modelos de CAs. Alternativamenteauisres propuseram a transformacao
dos parametros através da ACP; a utilizacdo dogpaoemtes principais obtidos na analise
permitiu 0 aumento no indice de qualidade de agneptos de 0,39 (valendo-se dos
parametros originais) para 0,97 (parametros tramsfdos em componentes principais. No
presente estudo, serdo testadas outras transfemag@® dados - métoddernel -e a
clusterizacdo sera feita através do procedimentoluserizacad-uzzy C-Meansonde se
comparam os resultados obtidos com os demais autBstes métodos sdo detalhados nas
secOes 3.2.2. e 3.2.3.

3.2.2. Fuzzy C-Means

Fuzzy C-Means (FCM) € um algoritmo de agrupamento ndo supemvasio
frequentemente aplicado no reconhecimento de padid e Yuan, 1995). E baseado na
distancia entre pontos de dados de diferentesdastrdds grupos sédo formados de acordo
com a distancia entre 0os pontos e o0s centros dgenénatacdo formados por cadmster,
assim cada observacdo possui uma probabilidade eltenper a cadacluster
(VELMURUGAN; SANTHANAM, 2010).

O método é baseado na minimizacdo da funcdo objdavequacéo (1) (CHANGt
al., 2011, VELMURUGAN; SANTHANAM, 2010; ROSS, 2004).

Jm = ?:1- ?I=1um'dij (1)
ondec; € o centro de dimensélado clusterC;, u; € o grau de adeséo ggno cluster G, N é o
namero de pontos de dadasé o parametréuzzifier(qualquer nimero real maior do que 1);
k € o nimero de agrupamentosj;e adistancia euclidiana entre o ponto de daxjos o
centro doclusterC;. E importante observar que deve satisfazer a seguinte restrigao:
Yuj =1, para=1 aN. (2)
O particionamentduzzyé realizado através de um processo iterativo idézatcao da

funcéo objetivo (1), com a atualizagaoujes dos centros dadustersc; dada por (3) e (4).
1

Uij = ¢, Z_ 3)
Zi—1[xl,_ck]m_1
Zli\':w?}l*xz

G ==n (4)

ij
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O procedimento iterativo é finalizado quando gl @™ - 4;@ [} < ¢, ondet é um
critério de parada entre 0 e fj eepresenta os passos de iteracdo. Este procedicmnterge
para um minimo local ou um ponto de selaldéVELMURUGAN; SANTHANAM, 2010).

No FCM, os dados séao alocados a cada grupo por aeeiona funcdo de pertinéncia, que
representa o comportamerfitzzydo algoritmo (AL-ZOUBIet al, 2007; JAIN; DUBES,
1998; JAINet al, 1999). Para isso, o algoritmo constr6i uma rmdtricujos fatores séo
nameros entre 0 e 1, que representam o0 grau deias®o entre 0os dados e centros de
clusters (JAIN et al, 1999; YONGet al, 2004). Assim, o algoritmo é composto pelos
seguintes passos (VELMURUGAN; SANTHANAM, 2010; KRKUAN, 1995):

Etapa 1: Inicializar a matrid = [u;], U

Etapa 2: No passy calcular os centros dos veto@® = [g] em U?

Etapa 3: Atualizat)® com U@

Etapa 4: Se )@+ - U@ || <¢, PARAR, caso contrario, voltar ao passo 2.

A clusterizacdo FCM se comporta de maneira sinaitalk-Means porém € baseada
no comportamento difuso dos dados e proporciona tégraca natural para a producao de
agrupamentos nos quais a adesao dos pesos temtenpaatacdo natural (VELMURUGAN;
SANTHANAM, 2010).

3.2.3. MétodosKernel

Bancos de dados reais muitas vezes ndo sdo sdpalémearmente no espaco
euclidiano, fazendo com que uma distancia euclademtre os pontos de dados no espaco de
entrada ndo seja representativa para determinadseclde dados. Para contornar esta
dificuldade, uma funcaernel pode ser utilizada para transformacéo dos dadétodds de
agrupamento baseados eKernel usam uma matrizKernel (explicada abaixo) para
particionar os dados em um novo espaco caracter(ftAUBER; SCHWENKER, 2013).

Para entender como os métod&grnel trabalham, considereN vetores de
observagoOes; sejar e x; dois vetores desse conjunto. Define-se a matridradaH;;= h(x;,

X;), de ordem | x N), cujas entradas representam produtos internags @st observacoes
definidos por uma funcégernel Essa matriz € denominada Matiernel A funcaoh(xi, x;)
gera uma matriz positiva definida; desta formah gepositivo definido, existe um mapa
ondeh(xi, x;)= [e(Xi), o(X;)] (SCHOLKOPF; SMOLA, 2002). Porém, para calculgsroduto
interno no espaco caracteristico, pode-se usarfumgdoKernel sem explicitamente utilizar
a funcdo de mapeamenpx) (PARK et al, 2006). Para tanto, € necessario definir o tipo d
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fung@oH(x;, x;) que admite a representacdo do produto internespaco caracteristico. Para
isso, considere o Teorema de Mercer (GIROLAMI, 2002IPPONEet al, 2008): sejaH
uma funcéo simétrica, isto &,x;, x; € X, X & R:

H(Xi, X;) = o(xi). @(X)) (5)
onde,p (x): X — F € uma funcdo de mapeamento néo linear dentesplaco caracteristico
F. A funcdoH pode ser representada em termos da equacao (& Bieigo as fungdes
representadas pelas equagbes (6) a (9) na Taldek&B.usadas para substituir o produto
interno e testa-las no algoritmo de clusterizdgdzzy C-Means

Tabela 3.1-FuncoeKernel

Kernel Funcao

Linear h (xi, x;)= (Xi, X;) (6)
Polinomial h (x;, X)= (i, %)% (7) d= grau do polinbmio
Gaussiano 2 0>0

h(xi,xj) =eloz (8)

Sigmoide h (xi, X;)= tanhe x;" X+ 7) (9) | « ey< R. Este ultimo ndo é positivo
definido, porém apresentou

resultados interessantes em Park et al.
(2006) e Yen et al. (2009)

A combinacdo de Métodokernel com o algoritmo FCM tem sido recentemente
proposta pela literatura. Ao aplicar func@ernelao FCM, o algoritmo de clusterizacao ira
melhor identificar a distancia entre os pontos a#od através de um mapeamento nao linear

com relagbes em espacos caracteristicos apropiiEtldsNG et al, 2012).

Em termos de suas aplicagbes, Huahal. (2012) propuseram um algoritmo que
estende o FCM a métodigrnelatravés da incorporacéo de centrosldstersmultiplos que
ajustam automaticamente os pesoKdmel mais apropriado. Pamt al. (2006) propuseram
a combinacdo do FCM com IKernel Gaussiano; o algoritmo proposto é formado pela
incorporacdo de métoddsernel ao FCM para trabalhar com limites de separacde nao
lineares entre osclusters Os resultados demonstram uma acuracia de 88,18% n
classificacOes testadas pelos autores. &teal. (2009) testaram diferentes combinacfes de
algoritmos de agrupamento com meto#@snel OsKernels Gaussiano e Sigmoéide foram
combinados com o método de agrupamento hierargigidvard K-Meanse com o FCM; em
trés bancos de dados testados pelos autorekKeroel Sigmoéide apresentou melhor
desempenho. Ja Hext al (2009) propdem o método de clusterizaBabust kernel fuzzy

PCA que estende o méto#k@rnel PCA a associa¢cfes da l6gieazzy Segundo os autores,
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0s resultados experimentais sugerem que o algodtram eficiente método néo linear de

reducdo dimensao e é menos sensivel a ruidos aqugireal Kernel PCA.

3.3. Metodologia Proposta

O método proposto visa agrupar trabalhadores dedacoom seus perfis de
aprendizado em ambientes de CM. O tempo de prouessa das tarefas depende da
velocidade de aprendizado dos trabalhadores e¢cgmequéncia, impacta na formacéo de
equipes. A abordagem proposta apresenta duas etapéais na sua operacionalizacao:
transformacdo dos dados através de métsamael e ACP e formacgdo dos agrupamentos

atraves da técnica de clusterizacdo FCM, conforfrguaa 3.1. Os passos sao detalhados na

sequéncia.
Figura 3.1- Fluxograma do Método
\
Selecéo dos trabalhadores
h 4 > Pase 1
Coleta de dados dos tempos de execugéao das tarefas
<
A 4
| Obtencéo dos parametros para cada modelo de CA atfjaves
de regressodes nao-lineares -
T Pase 2
Padronizacao dos parametros de aprendizado
<

A 4
Agrupamento dos trabalhadores através do FCM

> Pase 3

<
A 4

Céalculo do SI médio obtido nos agrupamentos |\~  pasg 4

-
Y
y \ A 4 N
Transformacéo dos Transformacéo dos
dados através da dados através do
ACP > Pase5 KernelLinear, s Pas®6
Polinomial, Gaussiang
e Sigmoide
J
\ 4 A 4 Pase 7

Andlise dos agrupamentos gerados
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Passo 1Selec¢éo dos trabalhadores

Este passo inicia com a selecad @e1l,..1) trabalhadores que terdo seus processos de
aprendizado monitorados. No momento em que o trablalr € apresentado a uma nova
tarefa, deve-se cronometrar o tempo demandadoepa@icdo de cada repeticdo. Os dados
de desempenho devem ser coletados no inicio dagimersendo armazenados até que nao
sejam observadas maiores alteracdes no padrasempenho. A coleta de dados é realizada
através da contagem do numero de unidades produzna determinado intervalo de

operacao.
Passo 20btenc¢éo dos parametros para cada modelo de CA

Os dados de desempenho dos trabalhadores sacahaslatravés dos dez modelos de
CAs apresentadas na Tabela 3.2. Os parametros Aapd@llem ser estimados através de
rotinas nao-lineares disponiveis em aplicativosise estatisticdAssim, cada trabalhador
i € caracterizado por um conjunto de parametrosadtis a partir dos dados de desempenho
obtidos em cada CA, totalizando 29 parametros dendzado que serdo utilizados como

variaveis de agrupamento. Tais parametros sdoajeems na Tabela 3.2.

Tabela 3.2-Modelos de CAs (adaptado de Wong et al., 2007)

Modelo Equagéo Parametros Aplicacdes Referéncias

Modelos Potenciais

Y = tempo demandado parala
repeticaax da tarefa)Y; -

tempo de exeq{géo_da Expressar o efeito da aprendizaggm
. b primeira repeticady = no decrescimento do custo médip Wright (1936).
Wright Y =Tx” (10) expoente de aprendizagem, (o tempo) ao longo das repeticdes

onde -1 <b<0,b = igig ep de tarefas.

indica a taxa de aprendizadp
expressa percentualmente

Anzanello e
B = unidades equivalentes @ Incorporar a experiéncia prévia do Fogliatto (2011a);
Stanford-b Y=Y, (x +B)” (11) experiéncia prévia do trabalhador no inicio de um ciclo de  Yeh e Rubin
trabalhador. * producéao. (2012).
M = fator de
incompressibilidade, onde Q
<M <1, representa a
_ b proporcao do tempo total de Incorporar a influéncia de
DeJong Y =1[M+(1-M)x’] operacao constituido por magquinario no processo de Anzanello €
(12) - ; Fogliatto (2011a).
procedimentos aprendizado.
automatizados. Quandd
=0, o modelo reduz-se ao
modelo de Wright.*
Os parametros assumem (@ Descrever o processo de Nembhard e
c Y=YvM+Q0- mesmo significado dos ) . Uzumeri (2000b);
urva S b . aprendizagem quando ha a
M)(x + B)*] (13) modelos em que a equacé intervencao de maquinario Anzanello e
foi baseada. ) Fogliatto (2011a).
C = constante aditiva que
_ b descreve o estado Descrever o estado estacionario do  Anzanello e
Plateau Y=C+1x0(14) estacionario do processo de aprendizado. Fogliatto (2011a).

aprendizado.*

Modelos Exponenciai

S

Modelar processos produtivos qu
Knecht Y = Y;xPe* (15) C’ = segunda constante. * apresentam elevado nimero de Anzanello e
repeticoes. Fogliatto (2011a).

1)
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Y= desempenho do
trabalhador em itens
produzidosx = tempo de
operacao na tarefa=

patamar maximo de

desempenho a ser atingidq Mazur e Hastie

Exponencia (expresso em numero de | Adequa-se bem a cenérios onde ps (1978);
Ide 3 Y = k(1 — e~ **P)/m) (16) unidades produzidas por | trabalhadores possuem experiéndia ’

A o] o Anzanello e
Parametros tempo de operacaq)= prévia na tarefa.

experiéncia prévia do Fogliatto (2011a).

trabalhador na execucéo da
tarefa;r= a taxa de
aprendizado do trabalhador,
ondeY, x, k>0 ex,per sédo
dados em unidades de temp
Y. -desempenho iniciay-
patamar maximo de
aprendizadot= tempo

o

= Towill (1990);
Temoo acgmﬂgg?jggo%p:r?%?\?a;;: Expressar os efeitos do Dardan et al.
P Y=y +y(1—e™t/7)(17) Ye €Y . aprendizado, ap6s a adaptagdo do (2006);
constante de tempo, sendo que t posspi s
o mesmo significado do trabalhador & tarefa. Anzanello e
. . Fogliatto (2011a).
namero de unidades
produzidas adotado pelos
demais modelos de CAs.
Modelos Hiperbélicos
Y= 0 ndmero de unidades
produzidas em um dado
intervalo de tempax =
intervalo de tempo ,
Hiperbdlico considerador, = parametro Modelar a CA de acordp O NUMEID  \1azur e Hastie
_x . de unidades produzidas em
de 2 Y =k(—) (18) de aprendizado, expresso em . p (1978).
- X4T . s conformidade com o namero total
Parametros unidades de temp&;= nivel de unidades
maximo de aprendizado, '
expresso em numero de
unidades produzidas por
tempo de operacéo.
p = parametro que represenia
Hiperbdlico oip experiéncia prévia do Possui a mesma aplica¢do que Mazur e Hastie
de3 Y =k( ) (19 trabalhador na execug&o da modelo anterior, porém considerajla  (1978);
Parametros tarefa, expresso em unidades experiéncia prévia do trabalhador.

de tempo*.

*Os demais parametros apresentam as mesmas defiragderiores.

Passo 3Agrupamento dos trabalhadores através do FCM

Os parametros gerados pela modelagem no passi 2ormalizados para evitar
efeitos de escala no processo de agrupamento.ué&rsga, aplica-se a clusterizacdo FCM
sobre os dados padronizados, conforme descritee¢&@0s3.2.1. Neste artigo é mantido o
namero declustersk= 2, pois o banco de dados utilizado nesta anélidenesmo utilizado
em Azevedo e Anzanello (2013), onde a formacao ale @ustersapresentou o melhor
desempenho em relacdo ao Sl utilizando a sisteandéiclusterizacdo sugerida pelos autores,
a qual realiza os agrupamentos utilizando os es@ws componentes principais oriundos da
ACP. Desta forma, € possivel realizar comparac@retad com os resultados do método
aplicado pelos autores. Alternativamente, podeeizar previamente a clusterizacdo
hierarquica (ver Faveret al, 2009) dos dados e identificar, através do deraohog gerado, o

nimero recomendado dkistersa ser formado.

Passo 4: Célculo e andlise do S| médio obtido nograpamentos
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A qualidade dos resultados obtidos com a clusighiza@ avaliada através do indice
Silhouette (Sl). O SI que mede o grau de similalidde uma observacdo em relacdo as
demais em seu proprio grupo e em relacdo as olgéamvalocadas ao grupo mais proximo a
ela (ROUSSEEUW1987). O Sl é calculado através da equacao (2@ &i) € média da
distancia da-ésima observacao a todas as demais pertencengegpaono qual a observacao
foi alocada é(i) € a média da distancia entre@&sima observacdo a todas as observacdes do
grupo vizinho mais proximo. Os valores de Sl est@dntervalo de -1 a 1, sendo que valores
proximos a -1 indicam que a observacao foi erromedeninserida no grupo de destino. A
qualidade dos agrupamentos formados € obtida példiandos Sls resultantes de cada
trabalhador.

_ _b@®-a®
o max{b(i),a(i)} (20)

Passo 5Transformacao dos dados através da ACP

Uma forma de transformacdo dos dados prévia dedmscao consiste em aplicar
ACP sobre os pardmetros (varidveis originais destetizacdo), transformando-os em
variaveis latenteg (componentes principais). A ACP calcula os autaesl@ autovetores da
matriz de covariancia dos dados arranjados de modoa primeira linha seja o autovetor
correspondente ao maior autovalor, e assim suegssiMe, até que a Ultima linha
corresponda ao menor autovalor (RENCHER, 1995; JERE, 2002). Os componentes
principais (CPs) resultantes, sdo combinacdes lineares das variaveis originaig,,; =
Win X1; + Wap Xp; + - + WppXp;, € S0 mutuamente ortogonais (RENCHER, 1995). O
namero de CPs a ser retido pode ser definido cose e valor de Sl obtido nas
clusterizacbes. Assim, testam-se clusterizacbesendetse diferentes numeros de
componentes principais e comparam-se 0s resul@otaios. Neste artigo o banco de dados
utilizado € o mesmo de Azevedo e Anzanello (20d8)jual este mesmo critério de retengéo
de CPs demonstrou que apenas o primeiro CP devee#o para a clusterizacdo. Na
sequéncia, executa-se a clusterizacdo FCM e caleula SI médio dos agrupamentos

conforme descrito no Passo 4.

Passo 6 Transformacédo dos dados através d&ernel Linear, Polinomial, Gaussiano e
Sigmodide

Alternativamente a transformacdo dos dados via ,AGEste passo testam-se

transformacdes dos parametros de aprendizado sttdmgemétodo&ernel apresentados na
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Tabela 3.1. A transformacé&o tem por objetivo ingesicontexto da analise eventuais relacdes
nao lineares. Assim, operacionalizam-se as matkeesel conforme descrito na Sec¢éo 3.2.3;
ao final deste passo, haverda quatro matrizes qiasirae ordem 21x21 (numero de
observacdes coletadas). A primeira matriz € coragosioKernel Linear conforme a equacao
(6); a segunda matriz € composta pg&twnel Polinomial, utilizandal=2, conforme a equacgéo
(7); a terceira matriz é composta pKlernel Gaussiano, conforme a equacéo (8) e, por fim, a
quarta matriz € composta péd@rnel Sigmaide, utilizanda =1 ey=-1, conforme a equacao
(9). Ao aplicar as diferentes funcdksrnel o algoritmo FCM ira formar os agrupamentos
através de um mapeamento ndo-linear, o que preanmaitte facilitara a separacdo dos dados
em espacos caracteristicos. Na sequéncia, as quatrzes devem ser normalizadas para
evitar efeitos de escala. Por fim, executa-se &talizacdo FCM com o numero de

agrupamentokK=2 e calcula-se o SI médio dos agrupamentos coefdescrito no Passo 4.

Passo 7Analise dos agrupamentos gerados

Por fim, comparam-se os valores dg &itidos nos passos 4, 5 e 6. Havera 6
resultados diferentes, oriundos dos dados origiraas 5 transformacgbes propostas. O

método responsavel pelo maior S| deve ser considera

3.4. Resultados e Discussao

O método proposto foi aplicado na industria cakadi Este setor apresenta uma
crescente CM em seus processos evidenciada peigéieedo tamanho dos lotes de producéo
e alternancia frequente de modelos (ANZANELLO; FO&SITO, 2011b).

Dados de desempenho de 21 trabalhadores foranadotee modelados de acordo
com as equacles da Tabela 3.2. Foram gerados 29¢tans que representam os perfis de
aprendizado (ver Apéndice). Tais parametros foradrgnizados e utilizados como variaveis
de agrupamento no método FCM, gerand#&=s2 clusters Em seguida foram testadas cinco
transformacdes nos dados; ACP; (i) Kernel Linear; {ii) Kernel Polinomial; (v) Kernel

Gaussiano evf Kernel Sigmaide.

Na transformacéaa)(foi retido 1 CP na analise, pois o banco de daditizado neste
artigo € o mesmo utilizado em Azevedo e Anzan@@iB), no qual a utilizacdo do primeiro
CP apresentou o melhor desempenho em relacdo aexflicando 75% da variancia
observada. Assim, os dados foram transformados eetat coluna contendo 21 linhas de
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escores que representam os trabalhadores anali€adaseguida, os dados foram agrupados
em 2 clusters atravées do FCM. A extracdo das variaveis lateates parametros de
aprendizado reduz o efeito de correlacdo das wasidsobre a clusterizacdo. As
transformacdesiif, (i), (iv) e () utilizando métododernel geraram matrizes de ordem
21x21, as quais foram padronizadas para evitaiosfde escala no processo de agrupamento.
Em todos os casos foram formados dois agrupamg@ft@y.

Apés a formacgdo dos agrupamentos, foi calculadd mé&lio de cada método. A
Tabela 3.3 apresenta a média dos valores de Siosipelos 21 trabalhadores agrupados nos
métodos analisadod/ indica ocluster o trabalhador foi alocado e S| o respectivo indice
Silhouette. As duas ultimas colunas séo resultddéo&zevedo e Anzanello (2013), onde as
clusterizagbes foram realizadas atravé&ddeans

Tabela 3.3-Resultados dos agrupamentos gerados pelos métamsins

FCM aplicado ACP K_ernel Kerngl Kerngl K_ernel_ a;{é\gﬁin:os
aos Qac_zlos FCM Linear | Gaussiano | Sigméide | Polinomial dados ACP K-Means
originais FCM FCM FCM FCM originais
Trabalhador \ SI |V SI |V sl |V SI \ Sl \Y, Sl \Y, SI \Y, SI
1 2 014| 1 09§ 2 0,14 2 0,07 1 0,09 1 09 1 0,54 1 0,98
2 1 0,22 2 099 1 0,22 2 0,07 2 0,53 2 0,58 4 1,00 2 0,99
3 1 041 1 09 1 041 1 084 1 0,03 1 097y 3 0,54 1 0,96
4 2 0,35 1 098 2 0,35 2 0,12 2 0,44 1 098 2 0,42 1 0,98
5 2 047 1 094 2 047/ 2 0,08 2 0,58 1 0,9 2 0,26 1 0,94
6 2 0,33] 1 09§ 2 0,33 2 0,08 1 0,19 1 098 1 0,26 1 0,98
7 2 044 1 091 2 044 2 017 2 0,62 1 097y 2 0,54 1 0,97
8 1 042 1 09§ 1 042 1 0,69 1 0,07 1 09 3 0,51 1 0,98
9 1 045/ 1 096 1 045 1 0,73 1 0,06 1 097y 3 0,56 1 0,96
10 1 0,2 1 098 1 0,20] 2 0,23 1 -0,44 1 098 2 -0,08 1 0,98
11 2 001 1 09§ 2 001 2 0,21 1 -011 1 098 2 0,25 1 0,98
12 1 0,28 1 09§ 1 0,28 2 0,11 2 0,52 1 098 3 0,10 1 0,98
13 1 039 1 0971 039 1 086 2 0,6 1 097 3 0,54 1 0,97
14 2 0,36 1 098 2 0,36 2 0,22 2 0,43 1 09 2 0,51 1 0,98
15 1 05| 1 09 1 0,15 2 0,15 2 0,55 1 098 2 -0,02 1 0,96
16 1 041 1 09§ 1 041 1 0,8 2 0,48 1 097 3 0,47 1 0,98
17 1 05| 1 094 1 050 2 0,07 2 0,46 1 098 3 0,31 1 0,94
18 2 0,16 1 098 2 0,16 2 0,11 1 -0,2 1 0,98 2 0,12 1 0,98
19 2 046| 1 08 2 046 2 0,07 2 0,26 1 0,68 2 0,60 1 0,86
20 2 0,24 2 098 2 0,24 2 0,07 2 0,44 2 0,8 2 0,51 2 0,98
21 2 023 1 09§ 2 023 2 0,09 2 0,6 1 098 2 0,29 1 0,98
S| médio 0,32 0,97 0,32 0,28 0,29 0,93 0,39 0,97
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Pode-se verificar que, semelhantemente aos ressltadbtidos em Azevedo e
Anzanello (2013), a transformacdo nos dados utiipaa ACP previamente a clusterizacéo
aumenta significativamente a qualidade dos agruptse formados. Enquanto a
clusterizacdo FCM apresentou um S| médio de 0,3Zjliaacdo da ACP prévia ao FCM
gerou um Sl médio de 0,97, mesmo resultado obtidédeevedo e Anzanello (2013) através
do métodoK-Means Este resultado evidencia a robustez da ACP eat&elaos demais
métodos, pois permite que se considere apenas an@vel na clusterizacdo (caso haja a

retencdo de 1 CP) .

Em relacdo as transformacdésrnel o método que apresentou o melhor desempenho
foi os Kernel Polinomial, com SI médio de 0,93. ®ernelsGaussiano e Sigmdide tiveram o
menor desempenho entre as transformagdes: 0,28 er@spectivamente. J&ernel Linear
obteve um SI de 0,32, resultado igual a clustefizagalizada diretamente nos dados (sem
transformacao). Percebe-se que as duas ultimagdamgio remapeiam os dados de maneira a
favorecer a clusterizacdo. Verifica-se ainda, camebnos resultados deste estudo, que a
transformacdo nos dados originais promove maioaatgnos resultados do que a técnica
utilizada para clusterizagcéo (FCM versdleang. Neste experimento, a escolha pelo FCM
ou pelo K-Means ndo impactou nos resultados, conduzindo a Sls arésémelhantes,

conforme Tabela 3.3.

3.5. Consideracfes Finais

A adocéao de estratégias de personalizacdo de psoduservicos tornou a CM uma
realidade que nao pode ser negligenciada pelasoremfes. Produtos customizados, no
entanto, tipicamente requerem processos de manafai@nuais que expdem o trabalhador a
producdo de novos modelos de produtos ou servimosfequéncia. Tal exposicéo tende a
reduzir os niveis de producéo nos ciclos iniciais gonta do processo de aprendizado a que
cada trabalhador € submetido. Assim, a formacaeqigpes de trabalhadores com perfis
semelhantes de aprendizado representa em uma &itrente de equilibrar tais processos
distintos de adaptacao a novas tarefas.

Este artigo apresentou uma sistematica que infegeamentas de analise multivariada
- Andlise de Componentes Principais (ACP) e Métdtarsel - ao algoritmd~uzzy C-Means
(FCM), de forma a transformar os dados a serempadns e aumentar o desempenho do
mesmo. Curvas de Aprendizado sao incluidas narssitsa com o objetivo de formar grupos

de trabalhadores com seus perfis homogéneos deda#ado. Os parametros originados pela
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modelagem das curvas informam as peculiaridades hkyés de aprendizado dos
trabalhadores; tais parametros sdo tratados comaves de agrupamento, as quais sao
transformadas com vistas ao aprimoramento da @udidia clusterizacdo. A qualidade dos
agrupamentos formados foi avaliada através do énSithouette (SI). Dados transformados
pela ACP eKernel Polinomial geraram agrupamentos mais apropriados) SI=0.97 e
SI=0.93, respectivamente. O alto desempenho da A€SEe estudo corrobora os resultados

obtidos em Azevedo e Anzanello (2013), evidenciaamdabustez do método.

Trabalhos futuros visam a construcdo de uma sisiteanpara selecéo das variaveis
(parametros de aprendizado) a serem utilizadas lustedzacdo, permitindo avaliar as
variaveis que efetivamente impactam nos agruparagotonados. Outras pesquisas visam
testar a clusterizagdo através de algoritmos deskBeurais e de Redes Complexas com o
objetivo de comparar os resultados obtidos e escolimétodo mais adequado ao conjunto de

dados.
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Exponencial de " o . -
Trabalhador Wright Stanford-b DeJong Curva S Plateau Knecht 3 parametros Tempo Hlpeerllco de 2 Hlpeerllco de 3
constante Parametros Parametros
Y, 119.66 |Y; 17510 |Y; 127.93 |Y, 102.62 = 9551 [Y; 130.14 k= 9.26 ye 4.67 |k= 7.40 k= 12.33
1 = -0.05 = 335.67 M 0.75 M 1.00 Y, 3142 |b= -0.13 p= 100.98 yi 458 |r= 7.43 p= 88.53
B= 0.00 = -0.56 [c'= 0.01 r= 143.63 = 143.62
= -0.09 b= -0.56 |b= 0.00 r= 145.18
Y, 6206 |Y, 1013.87 |Y; 6206 |Y; 1370.71 = 000 |[Y; 51.20 k= 17.00 y. 8.28 = 15.06 k= 18.91
2 = -0.06 = 219.45 M 0.00 M 1.00 Y, 6198 |b= -0.01 p= 58.84 Vi 8.72 = 9.19 p= 29.27
B= 241.54 = -0.06 [c'= 0.00 r= 88.10 t= 88.10
= -0.54 b= -0.06 |b= -0.58 r= 43.68
Y, 5940 |Y; 59.43 Y, 6226 |Y; 40.67 = 26.31 [Y; 63.28 k= 16.74 ye 9.09 = 17.43 k= 18.71
3 = -0.11 = 0.01 M 0.42 M 1.00 Y, 3595 |b= -0.16 p= 17.78 Vi 7.65 = 5.08 p= 10.53
B= 1.00 = -0.28 |[c'= 0.00 r= 22.71 t= 2271
= -0.11 b= -0.28 |b= 0.00 r= 7.17
Y1 191.92 |Y, 26547 |Yp 191.92 |Y; 108.74 = 000 |Y: 162.00 k= 10.06 ye 3.30 = 7.29 k= 12.14
4 = -0.17 = 5.24 M 000 |M 1.00 Y1 191.26 |b= -0.12 p= 77.80 yr  6.76 |[r= 18.68 p= 54.52
B= 1.00 = -0.16 |c= 0.00 r= 195.36 = 195.46 r= 156.25
= -0.24 b= -0.17 |b= 0.00
Y1 202.08 |Y: 32431 |Yp 202.08 [Y, 324.28 = 000 |Y: 185.00 k= 7.15 ye 3.23 = 5.25 k= 8.06
5 = -0.12 = 15.03 M 000 |M 1.00 Y1 201.58 |b= -0.09 p= 168.55 yr 393 [r= 12.06 p= 105.20
B=  15.03 = -0.12 |c= 0.00 r= 280.79 = 280.79 r= 167.02
= -0.22 b= -0.12 |b= -0.22
Y, 155.83 |Y; 15583 |Y; 170.87 |Y; 155.83 = 9430 |Y; 183.00 k= 11.43 ye 3.91 = 6.48 k= 11.38
6 = -0.11 = 0.00 M 055 |M 0.00 Y1 76.57 |b= -0.19 p= 117.75 yr 752 |r= 8.82 p= 72.52
B= 0.00 = -0.50 |c= 0.00 r= 281.09 = 281.16 r= 146.82
= -0.11 b= -050 |b= -0.11
Y. 20584 |Y; 27882 |Y. 20584 |Y; 279.97 |C= 000 |Y; 196.00 [k= 5.08 Vo 282 |k= 419 k= 6.45
7 = -0.08 = 15.09 M 000 |M 0.00 Y1 205.75 |b= -0.06 p= 115.37 Vi 226 |r= 6.31 p= 94.85
B= 8.85 = -0.08 |c= 0.00 r= 142.29 = 142.29 r= 122.73
= -0.14 b= -0.08 |b= -0.16
Y, 10143 |Y, 10143 |Y, 108.81 [Y, 108.81 = 29.69 |Y; 109.57 k= 12.60 Yo -2.19 [k= 14.87 k= 13.63
s = -018 |B= 000 |M 027 |M 027 |Y; 79.12 |b= 024 |p= 0.00 yi 1484 |r= 11.54 p= -6.00
B= 1.00 = -0.35 |c= 0.00 r= 12.30 = 12.32 r= 5.10
= -0.18 b= -0.35 |b= -0.35
Y1 35.97 |Y; 35.97 Y, 4313 |Y; 4313 = 18.37 |Y; 44.00 k= 37.27 ye 19.93 [k= 33.32 k= 43.09
9 = -0.13 = 1.00 M 043 |M 0.43 Y1 24.76 |b= -0.21 p= 40.60 yr 17.34 |r= 5.22 p= 24.55
B= 1.00 = -0.53 |c= 0.00 r= 5.53 = 53.05 r= 30.83
= -0.13 b= -053 |b= -0.53
Y. 184.77 |Y; 22081 |Y, 184.77 |Y; 220.81 |C= 000 |Y; 163.00 |k= 15.34 Vo 236 |k= 15.03 k= 19.70
10 = -0.28 = 1.13 M 0.00 M 0.00 Y, 183.13 |b= -0.25 p= 13.85 yi 1298 |r= 38.08 p= 8.35
B= 1.13 = -0.28 |[c'= 0.00 r= 82.91 t= 8291 r= 79.91
= -0.33 b= -0.28 |b= -0.33
Y, 246.67 |Y,; 250.20 |Y; 257.57 |Y; 250.19 = 3045 |Y; 221.00 k= 8.46 ye 2.08 = 9.28 k= 10.19
1n = -0.27 = 0.08 M 0.12 M 0.00 Yy 227.11 |b= -0.24 p= 17.23 yi  6.38 |r= 28.98 p= 4.50
B= 0.08 = 036 |[c'= 0.00 r= 61.18 t= 61.18 r= 45.09
= -0.28 b= -0.36 |b= -0.28
Y, 158.75 |Y; 312.88 |Y; 158.75 |Y; 126.76 = 000 |[Y: 135.00 k= 11.45 ye 191 = 13.48 k= 15.12
12 = -0.24 = 6.84 M 0.00 M 0.00 Y, 156.86 |b= -0.19 p= 7.61 yi 954 |r= 23.93 p= 5.10
B= 18.02 = -0.23 [c'= 0.00 r= 41.62 t= 41.62 r= 42.58
= -0.41 b= -0.24 |b= -0.12
Y, 60.70 |Yy 70.78 Y, 60.70 |Y; 70.78 = 000 |[Y; 56.00 k= 16.37 ye 10.15 |k= 15.75 k= 18.66
13 = -0.09 = 5.58 M 0.00 M 0.00 Y, 60.67 |b= -0.06 p= 49.31 Vi 6.22 |r= 4.97 p= 29.55
B= 5.58 = -0.09 [c'= 0.00 r= 50.96 t=  50.96 r= 26.28
= -0.12 b= -0.09 |b= -0.12
Y, 237.80 |Y; 246.11 |Y; 239.17 |Y; 246.11 = 16.91 |Y; 242.09 k= 6.72 ye 2.35 = 5.85 k= 7.04
14 = -0.15 = 10.70 M 0.07 M 0.00 Y, 22226 |b= -0.17 p= 58.17 yi 437 |r= 22.46 p= 20.43
B= 10.70 = -0.17 |c'= 0.00 r= 135.31 = 135.29 r= 59.63
= -0.13 b= -0.17 |b= -0.13
Y, 190.75 |Y; 314.89 |Y; 190.75 |Y, 314.89 = 000 |[Y; 85.49 k= 10.49 Ye 2.29 = 11.30 k= 14.70
15 = -0.25 = 4.28 M 0.00 M 0.00 Y, 187.53 |b= -0.02 p= 14.91 Vi 8.20 |r= 29.57 p= 12.98
B= 4.28 = -0.24 |c'= 0.00 r= 60.57 = 60.57 r= 71.85
= -0.38 b= -0.25 |b= -0.38
Y. 9049 |Y; 97.90 Y: 9049 |Y; 97.90 = 000 |[Y; 90.49 k= 14.78 ye 7.11 = 13.96 k= 17.60
16 = -0.15 = 1.20 M 0.00 M 0.00 Yy 90.39 |b= -0.15 p= 36.10 Vi 7.68 = 8.40 p= 22.86
B= 1.20 = -0.15 |c'= 0.00 r= 35.09 t=  55.09 r= 36.76
= -0.17 b= -0.15 |b= -0.17
Y1 39.06 |Y; 35882 |Y, 39.06 [Y; 358.82 = 0.00 |Y; 37.94 k= 24.44 Yye 16.70 |k= 22.49 k= 27.08
17 = -0.08 = 13260 (M 000 |M 0.00 Y1 39.05 |b= -0.07 p= 53.18 yi  7.74 = 2.58 p= 29.31
B= 132.60 = -0.08 |c= 0.00 r= 46.25 = 46.25 r= 19.32
= -0.48 b= -0.08 |b= -0.48
Y1 162.04 |Y, 162.04 |Yp 173.97 |Y. 173.09 = 58.09 |Y; 175.00 k= 7.84 ye 4.03 = 7.42 k= 8.83
18 = -0.13 = 0.00 M 033 |M 0.33 Y. 115.88 |b= -0.01 p= 75.88 yr 381 [r= 12.67 p= 37.58
B= 1.00 = -0.29 |c= 0.00 r= 105.09 = 105.09 r= 52.22
= -0.13 b= 029 |b= -0.29
Y, 37531 |Y; 38559 |Y; 37531 |Y; 38559 |C= 000 |Y; 340.00 [k= 2.00 Ve 1.30 |k= 357 k= 4.98
19 = -0.17 = 3.29 M 000 |M 0.00 Y1 375.31 |b= -0.14 p= 50.00 yr 160 |[r= 24.35 p= 45.39
B= 3.29 = -0.17 |c= 0.00 r= 122.00 = 121.90 r= 120.08
= -0.15 b= -0.17 |b= -0.15
Y. 33495 |Y; 1050.23 |Y; 334.95 |Y; 1050.23 |[C= 0.00 |Y; 298.00 [k= 7.35 Vo 159 k= 6.99 k= 11.15
20 = -0.26 = 11.68 M 000 |M 0.00 Y1 328.05 |b= -0.22 p= 38.54 yr 558 |r= 56.61 p= 37.12
B= 1168 = -0.25 |c= 0.00 r= 157.89 = 157.89
= -0.53 b= -0.26 |b= -0.53 = 220.62
Y, 118.18 |Y; 14426 |Y, 118.18 |Y; 14426 |[C= 000 |Y; 117.01 |k= 9.14 Yo 540 |k= 7.62 k= 9.76
21 = -0.08 = 10.40 M 000 |M 0.00 Y, 118.13 |b= -0.07 p= 161.14 yi 373 |r= 6.35 p= 77.90
B=  10.40 = -0.08 |c= 0.00 r= 180.05 = 180.03 r= 68.67
b= -0.12 b= -0.08 |b= -0.12
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Resumo: A manufatura de produtos personalizados implicaanmento da variedade de
modelos e reducé&o no tamanho dos lotes de prodiuiefefas que dependem da habilidade
humana sdo especialmente afetadas nesse contesttogue os trabalhadores precisam se
adaptar as caracteristicas de um novo modelo. fitssesso de adaptacdo pode ocorrer de
forma distinta dentro do grupo de trabalhadoregjue pode ser monitorado através de
diversas varidveis de aprendizado. Neste artiganfdnicialmente identificadas 29 variaveis
oriundas da modelagem por curvas de aprendizadeeniPoa retencdo de variaveis
irrelevantes e/ou ruidosas pode prejudicar o phoweEtto de clusterizagdo, alocando
inapropriadamente trabalhadores a grupos. Assiopdgrse um método para selecdo das
varidveis mais relevantes para formacdo de gruposoféneos de trabalhadores, o qual
integra curvas de aprendizado, analise de compam@nincipais (ACP) e analise envoltéria
de dados (AED). Os procedimentos de clusterizaGldeansFuzzy C-MeangFCM) sédo
testados no método proposto. Parametros oriundomatielagem das curvas, 0s quais
caracterizam o processo de aprendizado de cadalhaalor, sdo analisados pela ACP e
hierarquizados através de um indice de importadeiavariavel proposto. As variaveis
irrelevantes sao iterativamente removidas do cdojude dados. A qualidade dos
agrupamentos formados ¢é avaliada através do inBiteouette (SI). A clusterizacéo
utiizando apenas a varidvel mais relevante apteserSls superiores as demais
clusterizacbes, 0,70 e 0,65 par&-dMeanse FCM, contra um SI=0,31, utilizando todas as
variaveis disponiveis. A AED corroborou a aplicalsitle do método demonstrando eficiéncia
superior com a exclusdo das variaveis irrelevamedusterizacao.

Palavras-chave: Clusterizacdo, Curvas de Aprendizado, Selecdo déwas, Andlise de
Componentes Principais, Andlise Envoltéria de Dados

4.1.Introducéo

O consumidor exige cada vez mais produtos pergamks, com elevada qualidade,
funcionalidade, ofertados a baixos custos e pramsentrega reduzidos. O acesso a
informacdo e o aumento no numero de empresas wlwnsideravelmente o perfil de
consumo, fazendo que as mesmas tenham de adotas estratégias de producdo que
satisfacam os requisitos do consumidor. Nessedsgerdi Customizacdo em Massa (CM)
permitiu as empresas projetar, produzir e ofertadytos diferenciados que atendem as
necessidades especificas dos clientes em tempbd éh&wm precos semelhantes aos da
producdo em massa. O objetivo da CM é garantircid@de de resposta ao cliente, obter
eficiéncia em custos e produzir em alto volume prosl customizados (Tt al, 2001,
DONG, 2012).
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Diversos produtos customizados, no entanto, requgmeocessos de manufatura
manuais (FOGLIATTO; DA SILVEIRA, 2012), sendo fatados em lotes menores
(ANZANELLO; FOGLIATTO, 20l1la). Assim, na CM o0s pmesgsos alteram-se
frequentemente, expondo o trabalhador a manufatigranovos modelos de produtos
constantemente. Tal exposi¢cédo tende a reduzirvessnide producdo nos ciclos iniciais por
conta do processo de adaptacdo (aprendizado) a tpadalhador é submetido quando da
execucdo de procedimentos associados a um novaitprddEMBHARD; UZUMERI,
2000a). Este processo de aprendizado pode oc@madeira distinta em cada trabalhador a
ser alocado a linhas de producdo. De tal formagrmdcéo de equipes de trabalhadores
seguindo perfis semelhantes de aprendizado podensarmaneira eficiente para reduzir
gargalos nas linhas de producdo, mitigar niveis od®sidade e proporcionar maior
flexibilidade para rotacdo de trabalhadores derde cada equipe (ANZANELLO;
FOGLIATTO, 2007).

A modelagem do perfil de aprendizado do trabalhadorre através da sua Curva de
Aprendizado (CA). CAs tém sido utilizadas comoderentas de gestdo, permitindo prever e
monitorar o desempenho de trabalhadores, grupegamiaacdes (JABER; GLOCK, 2013).
Ha diversos modelos de CAs disponiveis na litesa(WRIGHT, 1936; ANZANELLO;
FOGLIATTO, 2011a; NEMBHARD; UZUMERI, 2000; MAZUR; ASTIE, 1978; TOWILL,
1990); todos estes modelos sugerem que 0 desempantenta com a repeticdo das tarefas.
Cada modelo, descrito por uma equacéao, utilizanpatréds distintos para avaliar o processo
de aprendizado de cada trabalhador. Neste artrgmfalentificados 29 parametros, oriundos
de 10 modelos de CAs, capazes de informar comoaepso de aprendizado ocorre em cada
trabalhador.

Um elevado numero de variaveis (parametros oriumtdss CAs), no entanto, pode
reduzir a qualidade dos agrupamentos de trabalbadormados, caso o procedimento de
clusterizagéo inclua variaveis irrelevantes e rséo(ANZANELLO; FOGLIATTO, 2011b;
SATO-ILIC, 2011). A estruturacdo de agrupamentogedde de um numero reduzido de
variaveis e algumas podem atrapalhar a identifwal@ grupos (MAUGISt al, 2007),
sendo necessario selecionar previamente as variguei possuem maior peso na formacéo
dos grupos. A selecdo de variaveis preliminarmargperacionalizacdo de procedimentos de
clusterizacéo tem sido objeto de pesquisa natilerdGNANADESIKAN; KETTENRING,
1995; GESU; MACCARONE, 1996; LIU; ONG, 2008; MAUGE al, 2009a; MAUGISet
al., 2011; BREABAN; LUCHIAN, 2011; VINH; BAILEY, 2013BOUVEYRON; BRUNET-
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SAUMARD, 2013), porém, ndo foram encontrados esuajdicados a selecao de variaveis
de aprendizado com vistas a formacao de grupos ¢gmeos de trabalhadores.

Este artigo propfe um método para selecdo de wedsiade aprendizado mais
relevantes em procedimentos de clusterizacaoaritia Analise de Componentes Principais
(ACP). Para tanto, a ACP é aplicada sobre os parésnelas CAs que descrevem o
aprendizado de trabalhadores (tidas como variadeisclusterizacdo), e um indice de
importancia das variaveis é obtido através dos spgevados pela ACP. Este indice visa
hierarquizar as variaveis para identificar as meiportantes para o procedimento de
clusterizagdo. Na sequéncia, uma sistematica iitara iniciada valendo-se da ordem
sugerida pelo indice de importancia: a cada rodestaa-se a varidvel com menor peso
(menos relevante), agrupam-se os trabalhadoresbas® nas varidveis remanescentes, e
avalia-se a qualidade dos agrupamentos formadmséatdo indice Silhouette (SI), conforme
proposto por Rousseeuw (1987). Duas técnicas ddedzacdo sdo testadds:Meanse
Fuzzy C-Means Por fim, aplica-se a Analise Envoltéria de Dadd&D) para analisar a
eficiéncia de cada técnica de clusterizacédo, awd#ae o numero de variaveis utilizadas no
agrupamento e o SI médio obtido.

O restante do artigo estad organizado como seguseclo 4.2 apresenta uma breve
revisdo de métodos para selecdo de variaveis estedhacdo, bem como uma introdugéo aos
métodos de clusterizacédd-Means e Fuzzy C-Means, ACP e AED. Na secdo 4.3 é
apresentado o meétodo para formacdo de equipestararadas pelo aprendizado dos
trabalhadores. A secdo 4.4 apresenta a aplicac&@isdanatica em um estudo de caso na
industria calgadista. Por fim, a secdo 4.5 tragrelcisdo do artigo e sugestdes para pesquisas

futuras.

4.2.Fundamentagdo Tedrica

Esta secdo inicialmente versa sobre métodos decaselele variaveis para
clusterizacdo. Na sequéncia sdo apresentados danfiemtos analiticos da Andlise de
Componentes Principais e aplicacfes da técnica gelegdo de variaveis propostas pela
literatura. Por fim, € apresentado embasamentactedia Andlise Envoltéria de Dados e

exemplos de aplicacdes na literatura.

4.2.1. Métodos de Selecao de Variaveis para Clusterizacéo

Bases de dados de grande dimensdo podem compramgésempenho de diversas

ferramentas multivariadas, dentre as quais técnamsclusterizacdo (BOUVEYRON;
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BRUNET-SAUMARD, 2013). Variaveis de agrupamentelievantes sao independentes ou
estdo ligadas a variaveis de agrupamento mais temes (MAUGISet al, 2009a), fazendo
com que espacos multidimensionais que possuem tedsticas especificas possam ser
melhor exploradas através de técnicas de seleczarideeis.

Em Gnanadesikaet al (1995), a identificacdo de variaveis relevan@s @lgoritmos
de clusterizagdo apoia-se em pesos que quantiicamportancia de cada variavel; tais pesos
foram gerados utilizando ferramentas de analisetivatibda. Gesu e Maccarone (1996)
selecionam as variaveis significativas combinantiordagens probabilisticas através da
l6gica Fuzzy enquanto que Breaban e Luchian (2011) sugeremfung®o objetivo para
selecionar as variaveis significativas e, simuléamente, minimizar a variancia dentro dos
grupos e maximizar a distancia entre os gruposSaéca e Pla (2010) propéem uma
abordagem para a selecdo de variaveis usando BféaonMutua; Vinh e Bailey (2013),
utilizando o mesmo método, verificam, no entantoe,cas premissas do método ndo sdo
aplicaveis. Com propdsitos semelhantes, éfiwal. (2003), Maugiset al (2009b), Raftery e
Dean (2006) e Lian (2010) focam-se no problemaetis;c&o de variaveis para clusterizacéo
utilizando um modelo de estrutura Bayesiana.

Maugis et al (2007) realizam a selecdo de variaveis atravésialdelos de mistura
Gaussiana e generalizam o modelo de Raftery e 2€@%) para identificar o papel de cada
variavel no conjunto de dados. Galimbettal (2009) também aplicaram modelos de mistura
Gaussiana com 0 mesmo objetivo; a abordagem peogosinvestigada através de uma
simulagdo de Monte Carlo. Ha diversos estudos dalse desta abordagem, como Pan e
Shen (2007), Wang e Zhou (2008), Xieal. (2008), Zhanget al. (2009) e mais recentemente
Poonet al (2013). Zhanget al. (2009), em patrticular, introduziram um termo degielade
na funcéo de log-verossimilhanca a fim de proddigijperséo nas caracteristicas dos dados.

Ja Liu e Ong (2008) apoiam-se em algoritmos gevefiara selecionar variaveis e
determinar o numero ideal ddustersem um estudo de segmentacdo de mercado. Os
resultados mostraram que a selecdo de varidveigeatde algoritmos genéticos aumentou a

qualidade da clusterizacao realizada através dmegmmentdK-Means

4.2.2. Andlise de Componentes Principais

A Andlise de Componentes Principais (ACP) é umon@tutilizado para reduzir a
dimensionalidade de uma matriz de dados, presesvandnaior parte da variabilidade
existente no conjunto de dados original (RENCHEB95). E considerado um método
popular na literatura para reduzir dimensbes deuotws de dados (BOUVEYRON;
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BRUNET-SAUMARD, 2013; CADIMA et al, 2004), no entanto, € pouco utilizada para
reduzir o numero de variaveis originais, pois séjetovo inicial € abrigar as variaveis
originais em componentes principais. Tais compase(CPs)Zi, 2, ..., 4, S840 combinacdes
lineares das variaveis originaks, Xo, ..., %o, Zn; = Wip X1; + Wop Xg; + ++* + WppXp;, Obtidos
através dos autovalores e autovetores da matrizcadariancia dos dados originais
(RENCHER, 1995, JOLLIFFE, 2002).sd0 escores que representam a composi¢ao dos CPs
em relacdo aos pontos de dados, enquanto que 0s [igs,) representam a mesma
composicao em relacéo as variaveis, pesos estedegoerem da maximizacao da variancia
entre as variaveis latente¢JOLLIFFE, 2002). O numero de CPs retidos na sagbde ser
definido com base no percentual de variancia exgdicpor cada componentAssim,
somam-se 0s autovalores — arranjados do maior aormeaté atingir o valor esperado de
variancia (RENCHER, 1995).

Alguns exemplos de estudos que aplicaram a ACP camwica de reducdo de
dimensdes sdo: Campins-Faktdal (2000) que utilizam um método semelhante aazatild
neste artigo para selecionar variaveis atravésedosres e dos pesos extraidos da ACP;
Abdul-Wahabet al (2005) que realizaram uma rotacdo dos compongnissipais para
selecionar as variaveis adequadas para um modekgdEssdo com o objetivo de minimizar
o efeito de multicolinearidade na estimativa dasficeentes, e Sahmer e Qannari (2008), que
selecionaram um subconjunto de variaveis com ctigbjele reduzir a lista de atributos em
um painel sensorial.

Na literatura recente séo pouco usuais estudoad@ige da ACP com o objetivo de
selecionar variaveis relevantes para a clusterizaC% estudos identificados utilizam a
técnica com outros propositos. Segundo Pacletcal. (2013) a ACP nao fornece uma
reducao real de dimensionalidade em termos dadwvessi originais, uma vez que todas as
variaveis sdo necessarias para definir um unicoNORentanto, sera visto na sequéncia que,
através das informacdes extraidas da ACP, é pbssdiezir 0 nimero de variaveis originais
através de um procedimento simples quando compar&éicnicas robustas como algoritmos

genéticos e modelos Gaussianos.

4.2.3. A Andlise envoltéria de dados

A Analise envoltéria de dados (DEA) € uma técnicatematica baseada em
programacao linear. Foi introduzida por Chareieal (1978) para determinar a eficiéncia de
um grupo de unidades de tomada de deciséo (DM@hdmmedida ao longo de um conjunto
de variaveis de entradmput) e a saidadutpu) (GUO, 2009; ROSS; DROGE, 2004). Para
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um dado conjunto de varidveis de entrada e said2EA produz uma Unica medida de
desempenho global (escore de eficiéncia) paraDitla

Os modelos de DEA mais conhecidos sdo: CK®nrstant Returns to Scagheoposto
por Charnet al (1978) e o modelo VRS Variable Returns to Scal@roposto por Banker
et al. (1984). Neste artigo é utilizado o modeloSCRjue consiste em um método de
programacdao linear no qual a eficiéncia da DMU iadal € dada pela otimiza¢do da divisdo
entre a soma ponderada das saidas e a soma p@dasagntradas sujeito a condicao de que

a proporcao de cada DMU nao seja maior do que feriviticamente, € descrito como segue:

_ Xj=19V10
Max Eff, = ST (1)
Y1 9110

Sujeito am <1,vk (2)
v;,u; = 0,Vi, 1

onde,Effo é a eficiéncia da DMblem analisey; e g, sdo os pesos deputs | i =1,...,r , e
outputs J | =1,..., s respectivamenteiy X e I, y sdo osinputs ie outputs lda DMU k',
k'=1,...n; X i ey |, S&o ognputs ie outputs lda DMUo.

O modelo permite que cada DMU escolha os pesos qaata variavel (entrada ou saida),
desde que esses pesos aplicados as outras DMUgeném uma razao superior a 1
(FARREL, 1957). O CRS pode ser transformado em woblema de programacéo linear.
Para tal, obriga-se que o denominador da funcaetiebjdeva ser igual a uma constante,

normalmente 1. Nesse modelo as variaveis de desig#ios pesose uj, conforme a equagao

(4).

Max Effo = Y191 Y10 (3)
Sujeito &7, vix;, = 1; 4)
Y19 Vi — Di=q Vi Xy < 0, VK 5)

v, 9; = 0,Vi,l

O modelo CRS teve diferentes aplicacfes na litexatecente. Hamdan e Rogers
(2008) valeram-se dele para avaliar a eficiénciapastadores terceirizados de servicos
logisticos. Os autores determinaram o impacto de eariavel de entrada e saida sobre a
eficiéncia de armazéns e propuseram um conjuntaltéeacdes para auxiliar gerentes e
engenheiros na concepcdo de operacbes mais efxiStieret al (2012) o utilizaram para
avaliar a seguranca rodoviaria em paises da UnifiopEia. Variaveis de entrada (como
exposicdo ao risco) e de saida (mortes nas estrfadas inseridas no modelo para ranquear

0s paises de acordo com o escore de eficiénciaegerasica rodoviaria e auxiliar no
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desenvolvimento de politicas baseadas nas difesestgae cada pais. Por fim, Chietial
(2012) propdem rotas de transportes baseados ncessie eficiéncia fornecidos pelo DEA.
Um estudo de caso desenvolvido pelos autores deéraocassuperioridade dos modelos

propostos para identificar os trajetos ineficiemesduzir folgas nas variaveis de entrada.

4.3. Método proposto

O método proposto visa selecionar as variaveis resantes oriundas das CAs com
vistas ao agrupamento de trabalhadores, o quamérdstrado na Figura 4.1. Os passos sao
detalhados na sequéncia.

Passo 1Selec¢éo dos trabalhadores

O método inicia com a selecao ldé=1,...]) trabalhadores a serem agrupados e que
terdo seus perfis de aprendizado modelados. Nanitesem que o trabalhador é exposto a
nova tarefa, deve-se cronometrar o tempo utilizeda execucao de cada repeticdo. Os dados
de desempenho devem ser coletados no inicio dagimersendo armazenados até que nao
sejam observadas maiores alteracdes no padrasempenho. A coleta de dados é realizada

através da contagem do numero de pecas produziddsterminado intervalo de operacéao.

Passo 2 0Obtencdo dos parametros para cada modelo de CA atrés de regressbes nao-
lineares

Os dados de desempenho dos trabalhadores sacachaslatravés dos dez modelos de
CAs apresentadas na Tabela 4.1. Os parametros Aapd@lem ser estimados através de
rotinas disponiveis em aplicativos de analise issiizd.Cada trabalhadaré caracterizado por
um conjunto de parametros estimados a partir dbgsdde desempenho obtidos em cada CA,
totalizando 29 parametros de aprendizado que setdizados como variaveis de
agrupamento. Assim, ao final deste passo haverdmairéz, na qual as linhas representam os
trabalhadores e as colunas representam cada pes@sinado.
Tabela 4.1-Modelos de CAs (adaptado de Wong et al., 2007)

Modelo Equacéao Parametros Referéncias

Y = tempo demandado para a repetig@ila tarefalY: -
tempo de execucéo da primeira repeti¢go;expoente de Wright (1936).

: — b 0, . .
Wright Y =Yx" (6) aprendizagem, onde -1b< 0,b = 1022 e indica a taxa
de aprendizado expressa percentualmente.
B = unidades equivalentes a experiéncia prévia do Anzanello e
Stanford-b Y =Y, (x +B)’ (7) Fogliatto (2011);

trabalhador. * Yeh e Rubin
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(2012).
M = fator de incompressibilidade, onde M<1,

DeJong Y=Y M+ (1-M)x"] representa a proporc¢éo do tempo total de operagaq Anzanello e

(8) constituido por procedimentos automatizados. Qudhdg Fogliatto (2011).
=0, 0 modelo reduz-se ao modelo de Wright.*

Nembhard e
curva s Y=Y[M+1- Os parametros assumem o mesmo significado dos asogelUzumeri (2000b);

M)(x + B)?] (9) em que a equacao foi baseada. Anzanello e
Fogliatto (2011).

C = constante aditiva que descreve o estado eséamain Anzanello e

— b

Plateau Y'=C+ 1 (10) aprendizado.* Fogliatto (2011).

Knecht Y = Y,xPe* (11) C’ = segunda constante. * Anzanello e

Fogliatto (2011).

Exponencial de 3
Parametros

Y = k(1 — e~ ®*P/m) (12)

Y= desempenho do trabalhador em itens produzdes;
tempo de operacéo na tardfa; patamar maximo de

desempenho a ser atingido (expresso em numero de

unidades produzidas por tempo de operag#o);
experiéncia prévia do trabalhador na execugaordtate=
a taxa de aprendizado do trabalhador, oNde; k>0 ex,p
er sdo dados em unidades de tempo.

Mazur e Hastie
(1978);
Anzanello e
Fogliatto (2011).

Y. -desempenho iniciay;- patamar maximo de Towill (1990);
Y =y, + yp(1 — e~t/7) aprendizadot= tempo acumulado de operagdo, opdey; _ Dardan et al.
Tempo constante Ye y{3 séo dados em unidades de tempo, sendo que t possti (2006);
(13) mesmo significado do nimero de unidades produzidas Anzanello e
adotado pelos demais modelos de CAs. Fogliatto,(2011).
Y= 0 nimero de unidades produzidas em um dado altefv
Hiperbolico de 2 . de tempox = intervalo de tempo consideradoc; Mazur e Hastie
Y =k(—) (14) parédmetro de aprendizado, expresso em unidadesgej (1978).

Parametros

xX+1

k = nivel méximo de aprendizado, expresso em numner
unidades produzidas por tempo de operagao.

Hiperbdlico de 3
Parametros

Y=k as)

p = parametro que representa experiéncia prévia dd
trabalhador na execucéo da tarefa, expresso eradesdie
tempo*.

Mazur e Hastie
(1978).

*Os demais parametros apresentam as mesmas defiragderiores.

Passo 30btencé&o dos ComponenteBrincipais

Neste passo, aplica-se a ACP sobre a matriz éene#ros de aprendizado das curvas,

originada no passo 2. Dentre as informacdes gerpéds ACP, sdo de interesse 0s
coeficientes das variaveis nos componentes (pesog)ercentual de variancia explicada por
cada componente. O numero de componentes a setelosré obtido com base neste
percentual. Neste estudo, definiu-se que serdizadds para a composicdo tv, os N

componentes principais responsaveis por explicar @8 variancia dos dados.

Passo 4: Geracéo do indice de Importancia das vanais
Neste passo, calcula-se o indice de ImportancMadivel, [IV,, para as variaveis
de clusterizagdo. Esse indice considera o pestha variavel em cada um dogomponentes
principais e variancia explicada por cada ummosmponentess,, conforme a equacao (16).
IV = 3 Whpl* Vi, (16)

Uma vez calculado 8V para todas as variaveis, as mesmas sao ordenadasrth
decrescente em relagdo ao valor do indice. O wbjétihierarquizar as variaveis de acordo

com 0s pesos que as mesmas possuem dentro dotoatgutiados.

Passo 5: Exclusdo das variaveis irrelevantes e agamento dos trabalhadores
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Este passo inicia com a normalizagdo dos dadoseuitiar distor¢des de escala das
variaveis nos calculos de distancia entre as ohgées (trabalhadores). Apds a normalizacao,
é realizada a clusterizacdo das observacdes ntlizéodas a$ variaveis, e calculando-se
entdo o S| médio dos agrupamentos. Na sequéne@jael com menor importancia pelo
[V é retirada do conjunto de variaveis, uma nova efirstcdo € executada utilizandoRas
variaveis remanescentes, e o SI médio as obsesva;@mazenado. Tal procedimento é
mantido até que haja somente 1 variavel remanescEste passo € replicado para dois
procedimentos de clusterizac&Meanse FCM.

O métodoK-Meansé um procedimento de clusterizagdo néo hierarquieoutiliza a
distancia euclidiana como critério para formacéas dasters (FAVERO et al, 2009). E
operacionalizado com a particdo inicial das obggiea emK clusters Na sequéncia,
calculam-se os centroides para callstere a distancia euclidiana dos centroides para cada
observacdo. Por fim, é feito o agrupamento dasrefg@es aoslusterscujos centroides
estejam mais proximos. O procedimento é finalizagllando n&o houver variagdo
significativa na distancia minima de cada obsemwacéada um dos centroides doslusters
(NALDI et al, 2011).

Por sua vez, d-uzzy C-Means (FCM) realiza os agrupamentos de acordo com a
distancia entre os pontos de dados e os centrbmgi®entacdo formados pelos clusters e
atribui uma probabilidade de cada observacdo pmatea cadaluster (VELMURUGAN;
SANTHANAM, 2010). Tal probabilidade € obtida atrava®e uma matriz cujos elementos sao
nameros entre 0 e 1, que representam o grau deiags®o entre 0os dados e 0s centros dos
clusters(JAIN et al, 1999; YONGet al, 2004). O método é baseado na minimizacdo da
fungéo objetivo (17) (ROSS, 2004y, = ¥i<,. B, ufid;; (17)
onde,c € o centro de dimensa@bdo clusterC; e u; € o grau de adesdo &gno clusterG ,
sendo que e o somatorio dedeve ser igual a 1, paral aN; N é o numero de observagoes,
m é o parametrduzzifier (Qqualquer niamero real maior do que X);é o numero de
agrupamentos, @ é adistancia euclidiana entre o ponto de dagos o centro delusterC;.
Iterativamente, a funcdo objetivo (17) € otimizamen a atualizacéo de; e dec pelas
equacdes (18) e (19):

1 T ulx;

= ———— (18).G = ZNlll]lm (19)
c i"%-m- i=1 Yij
k-l[Xi-C:(] !

Tal procedimento é finalizado quando rffou; @Y - ;@ |} < ¢, ondet é um critério

de parada entre 0 e y@epresenta os passos de iteracdo e convergerpardanimo local ou
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um ponto de sela d&, (VELMURUGAN; SANTHANAM, 2010). Para maior detalhamte
ver Ross (2004) e Kril e Yuan (1995).

Passo 6: Calculo e andlise do SI médio obtido nograpamentos

A qualidade dos resultados obtidos com a clustgizee medida para posteriores
comparacdes. Neste artigo utiliza-se o indice 8étte (Sl), que mede o grau de similaridade
de uma observacdo em relagdo as demais em seuippriyster, comparada as observacdes
alocadas aalustermais proximo a ela (ROUSSEEUW, 1987). O Sl é dattw através da
equacao (20), onda(i) € meédia da distancia daésima observacdo a todas as demais
pertencentes adusterno qual a observacéo foi alocada(i¢ € a média da distancia entre a
ésima observacdo a todas as observacoetudtervizinho mais préximo. Os valores de Sl
estdo no intervalo de -1 a 1, sendo que valoreemos a 1 indicam que a observacéo esta
corretamente alocada em s®uster A qualidade dos agrupamentos formados € obtitia pe
média dos Sls resultantes de cada trabalhador.

_ _b@®-a@®
o max{b(i),a(i)} (20)

Passo 7Verificacdo da eficiéncia dos agrupamentos atravéa DEA

Apds a obtencdo dos Sls médios de cada clustenizagids método¥K-Meanse
FCM, avalia-se a eficiéncia dos agrupamentos coamplar a quantidade de variaveis
utilizadas e o resultado do Sl correspondente. Bgabacao € feita através do modelo CRS
da DEA. Neste artigo, as DMUs sdao tratadas conaobuaserizacoes realizadas a cada retirada
de variavel, anput € o nimero de variaveis utilizada em cada clustedio e @utputé o Si
meédio. Assim, cada clusterizacdo apresentara uuttade entre 0 e 1 que representara seu

escore de eficiéncia. A figura 4.1 sintetiza ospaglescritos anteriormente.
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Figura 4.1- Fluxograma do Método proposto
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DEA

4 .4 Resultados e Discussao

O método proposto foi aplicado no setor de costleauma empresa calcadista.
Utilizou-se o aplicativo Matlab 7.8 para geracao rdaioria dos resultados; a DEA foi
operacionalizada no aplicativo SIAD (MEZA al., 2004).

Dados de desempenho de 21 trabalhadores foranadotee modelados de acordo

com as equacdes da Tabela 4.1. Foram gerados 29 gtaos [§=1,...,29), apresentados no
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Apéndice, que representam os perfis de aprendizido trabalhadores. Na sequéncia,
aplicou-se a ACP sobre tais parametros. Para ossdadlalisados, os dois primeiros CPs
explicaram 90% da variancia presente nos dados, @ f#meiro CP e 15% o segundo. A
Tabela 4.2 apresenta o indice de importaritg, das variaveis de clusterizacdo em ordem
decrescente (enfatiza-se o parametro de aprendigedepresentam); o indice foi construido
considerando 90% da variancia explicada pelosmoiseiros componentes € 2), pois este
aera o critério para retencédo dos CPs. Percebeesa gariavep; (representando o tempo de
execucdo da primeira repeticdo da tarefa no modeldVright) apresentou o maior IV,
2,981.

Tabela 4.2-Hierarquia das variaveis de acordo com o IIV

Variavel Parametro CA ",

p1 Y Wright 2,981
P1s Yq Knecht 0,556
P2 (O] Wright 0,337
P15 ) Plateau 0,187
P4 B Stanford-b 0,149
Po Y, Curva S 0,148
P21 r Exponencial de 3 parametros0,138
P1o M Curva S 0,138
Ps (0] DeJong 0,136
Ps (O] Stanford-b 0,133
ps Y. Stanford-b 0,113
P13 C Plateau 0,106
P24 t Tempo constante 0,097
P26 r Hiperbdlico de 2 Paradmetros 0,091
Pa2s p Hiperbdlico de 3 Parametros 0,084
P17 ) Knecht 0,069
P22 Yo Tempo constante 0,057
P2s k Hiperbdlico de 2 Parametros 0,055
P19 k Exponencial de 3 parametros0,047
P11 B Curva S 0,042
P23 Vi Tempo constante 0,039
P20 p Exponencial de 3 parametros0,038
P12 ) Curva S 0,031
P14 Y. Plateau 0,029
P29 r Hiperbdlico de 3 Parametros 0,028
P1s c' Knecht 0,024
P27 k Hiperbdlico de 3 Parametros 0,024
Ps Y1 DeJong 0,023
ps M DeJong 0,018

Tais parametros foram normalizados e utilizados ccaariaveis de clusterizacao.

Apoés a normalizacao, foi realizada a clusterizad@® observacdes utilizando asv2@iaveis
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em 2 grupos através ddMeanse do FCM. Na sequéncia, foi retirada a variaw ttomo
menos importante peldV (p;) e realizada a clusterizacao dos trabalhadoreamente. Tal
processo foi repetido até restar apenas a van@aJéda como mais relevante pelo indice de

importancia de variavel proposto).

A cada rodada, foram armazenados os Sls médios agospamentos pelos
procedimentoK-Meanse FCM. A Tabela 4.3 apresenta o SI médio de chodecizagdo, o
desvio-padrédo dos Sls, o numero de variaveis atiiz na clusterizacdo, o procedimento
empregado e a eficiéncia obtida através da DEAtoTiaas clusterizacoé&-Meanscomo nas
FCM, a exclusdo de variaveis menos importantegimentou o SI médio dos agrupamentos,
resultando em valores semelhantes nos dois proeatiishde clusterizagdo. A clusterizagcao
utilizando todas as variaveis gerou SI médio dd B EK-Meanse no FCM. O S| médio
aumenta consideravelmente ao utilizar-se apgmascomo variavel de clusterizacao,
resultando em 0,70 ng-Meanse 0,65 no FCM. Por fim, a eficiéncia de cada chizteao
foi medida através do modelo CRS da DEA. Tanto razquimentoK-Meansquanto na
FCM, a DEA evidenciou que a retengcdo do menor ndnder variaveis de clusterizacdo

aumenta a eficiéncia do processo de agrupamentendi eficiéncia maxima ao reter-se

apenas @;.

Tabela 4.3-Sls médio das clusterizacbes

K-Means FCM

L Desvio- Desvio-

N r\éﬁgg\slels mgcliio Padrdo dos Eficiéncia mgcliio Padrédo dos Eficiéncia
Sls Sls

1 0,70 0,24 1,000 0,65 0,36 1,000
2 0,65 0,28 0,464 0,65 0,28 0,389
3 0,53 0,36 0,252 0,52 0,35 0,324
4 0,45 0,29 0,161 0,44 0,30 0,208
5 0,53 0,18 0,151 0,42 0,19 0,106
6 0,41 0,22 0,098 0,17 0,18 0,083
7 0,36 0,17 0,074 0,30 0,18 0,071
8 0,34 0,16 0,061 0,25 0,16 0,056
9 0,31 0,19 0,049 0,22 0,16 0,049
10 0,28 0,19 0,040 0,22 0,18 0,050
11 0,56 0,20 0,073 0,26 0,13 0,033
12 0,53 0,19 0,063 0,23 0,16 0,037
13 0,22 0,34 0,024 0,24 0,26 0,056
14 0,26 0,14 0,027 0,20 0,23 0,046
15 0,22 0,16 0,021 0,24 0,33 0,061
16 0,23 0,30 0,021 0,23 0,30 0,052
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17 0,44 0,21 0,037 0,23 0,24 0,039
18 0,42 0,20 0,033 0,28 0,12 0,019
19 0,29 0,19 0,022 0,28 0,14 0,021
20 0,28 0,13 0,020 0,28 0,13 0,018
21 0,30 0,17 0,020 0,30 0,14 0,019
22 0,32 0,13 0,021 0,32 0,13 0,016
23 0,31 0,13 0,019 0,31 0,13 0,016
24 0,31 0,13 0,019 0,31 0,13 0,015
25 0,33 0,13 0,019 0,33 0,13 0,014
26 0,31 0,12 0,017 0,31 0,12 0,013
27 0,32 0,13 0,017 0,32 0,13 0,013
28 0,32 0,16 0,016 0,32 0,14 0,014
29 0,31 0,13 0,015 0,31 0,13 0,013

Com base nos resultados acima, verifica-se queekrprel reter um subconjunto
reduzido de varidveis para procedimentos de cimatgo. Testando-se a clusteriza¢&o
Meanse FCM, os valores de S| médio obtidos com as weisaselecionadas pelo método
proposto sdo consideravelmente maiores do que quandusterizacdo é realizada sobre

todas as variaveis.

4.5. Conclusoes

Este trabalho apresentou um método para seleca@rde/eis de clusterizacdo na
formacgao de grupos homogéneos de trabalhadoresoddgoacom seus perfis de aprendizado.
Para tanto, curvas de aprendizado sao utilizadasgpgeracdo de parametros que descrevem
caracteristicas dos trabalhadores; tais parametfios avaliados através da Analise de
Componentes Principais (ACP) com vistas a geraedmuindice de importancia de variavel
(IIV). Dois procedimentos de clusterizacdo séo test&dtdteanse FuzzyC-Means(FCM),
para 0s quais € iterativamente removida a variidel como menos importante a cada
clusterizacdo. A qualidade dos agrupamentos formddo avaliada através do indice
Silhouette (SI), e a eficiéncia das clusterizacatavés da Andlise Envoltéria de Dados
(AED).

Ao ser aplicado em um processo da industria catadb método apresentou um Sl
de 0,70 no procediment®&-Meanse 0,65 no FCM, valores elevados quando comparados
SI1=0,31 obtido com a clusterizacdo retendo todagaagveis originais. Para corroborar a
eficacia do método, foi utilizada a DEA, que denmtiansque a utilizacdo de um subconjunto
de variaveis para a clusterizacao incrementa &efim dos agrupamentos tanto ndvi€ans

guanto no FCM.
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Trabalhos futuros visam a adaptacdo da sisten@tageosta através de algoritmos de
Redes Neurais e de Redes Complexas. Objetiva-sgpatamos resultados obtidos e

selecionar o método mais adequado para clusteagdgturas.
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Exponencial de " o . -
Trabalhador Wright Stanford-b DeJong Curva S Plateau Knecht 3 parametros Tempo Hlpeerllco de 2 Hlpeerllco de 3
constante Parametros Parametros
Y, 119.66 |Y; 17510 |Y; 127.93 |Y, 102.62 = 9551 [Y; 130.14 k= 9.26 ye 4.67 |k= 7.40 k= 12.33
1 = -0.05 = 335.67 M 0.75 M 1.00 Y, 3142 |b= -0.13 p= 100.98 yi 458 |r= 7.43 p= 88.53
B= 0.00 = -0.56 [c'= 0.01 r= 143.63 = 143.62
= -0.09 b= -0.56 |b= 0.00 r= 145.18
Y, 6206 |Y, 1013.87 |Y; 6206 |Y; 1370.71 = 000 |[Y; 51.20 k= 17.00 y. 8.28 = 15.06 k= 18.91
2 = -0.06 = 219.45 M 0.00 M 1.00 Y, 6198 |b= -0.01 p= 58.84 Vi 8.72 = 9.19 p= 29.27
B= 241.54 = -0.06 [c'= 0.00 r= 88.10 t= 88.10
= -0.54 b= -0.06 |b= -0.58 r= 43.68
Y, 5940 |Y; 59.43 Y, 6226 |Y; 40.67 = 26.31 [Y; 63.28 k= 16.74 ye 9.09 = 17.43 k= 18.71
3 = -0.11 = 0.01 M 0.42 M 1.00 Y, 3595 |b= -0.16 p= 17.78 Vi 7.65 = 5.08 p= 10.53
B= 1.00 = -0.28 |[c'= 0.00 r= 22.71 t= 2271
= -0.11 b= -0.28 |b= 0.00 r= 7.17
Y1 191.92 |Y, 26547 |Yp 191.92 |Y; 108.74 = 000 |Y: 162.00 k= 10.06 ye 3.30 = 7.29 k= 12.14
4 = -0.17 = 5.24 M 000 |M 1.00 Y1 191.26 |b= -0.12 p= 77.80 yr  6.76 |[r= 18.68 p= 54.52
B= 1.00 = -0.16 |c= 0.00 r= 195.36 = 195.46 r= 156.25
= -0.24 b= -0.17 |b= 0.00
Y1 202.08 |Y: 32431 |Yp 202.08 [Y, 324.28 = 000 |Y: 185.00 k= 7.15 ye 3.23 = 5.25 k= 8.06
5 = -0.12 = 15.03 M 000 |M 1.00 Y1 201.58 |b= -0.09 p= 168.55 yr 393 [r= 12.06 p= 105.20
B=  15.03 = -0.12 |c= 0.00 r= 280.79 = 280.79 r= 167.02
= -0.22 b= -0.12 |b= -0.22
Y, 155.83 |Y; 15583 |Y; 170.87 |Y; 155.83 = 9430 |Y; 183.00 k= 11.43 ye 3.91 = 6.48 k= 11.38
6 = -0.11 = 0.00 M 055 |M 0.00 Y1 76.57 |b= -0.19 p= 117.75 yr 752 |r= 8.82 p= 72.52
B= 0.00 = -0.50 |c= 0.00 r= 281.09 = 281.16 r= 146.82
= -0.11 b= -050 |b= -0.11
Y. 20584 |Y; 27882 |Y. 20584 |Y; 279.97 |C= 000 |Y; 196.00 [k= 5.08 Vo 282 |k= 419 k= 6.45
7 = -0.08 = 15.09 M 000 |M 0.00 Y1 205.75 |b= -0.06 p= 115.37 Vi 226 |r= 6.31 p= 94.85
B= 8.85 = -0.08 |c= 0.00 r= 142.29 = 142.29 r= 122.73
= -0.14 b= -0.08 |b= -0.16
Y, 10143 |Y, 10143 |Y, 108.81 [Y, 108.81 = 29.69 |Y; 109.57 k= 12.60 Yo -2.19 [k= 14.87 k= 13.63
s = -018 |B= 000 |M 027 |M 027 |Y; 79.12 |b= 024 |p= 0.00 yi 1484 |r= 11.54 p= -6.00
B= 1.00 = -0.35 |c= 0.00 r= 12.30 = 12.32 r= 5.10
= -0.18 b= -0.35 |b= -0.35
Y1 35.97 |Y; 35.97 Y, 4313 |Y; 4313 = 18.37 |Y; 44.00 k= 37.27 ye 19.93 [k= 33.32 k= 43.09
9 = -0.13 = 1.00 M 043 |M 0.43 Y1 24.76 |b= -0.21 p= 40.60 yr 17.34 |r= 5.22 p= 24.55
B= 1.00 = -0.53 |c= 0.00 r= 5.53 = 53.05 r= 30.83
= -0.13 b= -053 |b= -0.53
Y. 184.77 |Y; 22081 |Y, 184.77 |Y; 220.81 |C= 000 |Y; 163.00 |k= 15.34 Vo 236 |k= 15.03 k= 19.70
10 = -0.28 = 1.13 M 0.00 M 0.00 Y, 183.13 |b= -0.25 p= 13.85 yi 1298 |r= 38.08 p= 8.35
B= 1.13 = -0.28 |[c'= 0.00 r= 82.91 t= 8291 r= 79.91
= -0.33 b= -0.28 |b= -0.33
Y, 246.67 |Y,; 250.20 |Y; 257.57 |Y; 250.19 = 3045 |Y; 221.00 k= 8.46 ye 2.08 = 9.28 k= 10.19
1n = -0.27 = 0.08 M 0.12 M 0.00 Yy 227.11 |b= -0.24 p= 17.23 yi  6.38 |r= 28.98 p= 4.50
B= 0.08 = 036 |[c'= 0.00 r= 61.18 t= 61.18 r= 45.09
= -0.28 b= -0.36 |b= -0.28
Y, 158.75 |Y; 312.88 |Y; 158.75 |Y; 126.76 = 000 |[Y: 135.00 k= 11.45 ye 191 = 13.48 k= 15.12
12 = -0.24 = 6.84 M 0.00 M 0.00 Y, 156.86 |b= -0.19 p= 7.61 yi 954 |r= 23.93 p= 5.10
B= 18.02 = -0.23 [c'= 0.00 r= 41.62 t= 41.62 r= 42.58
= -0.41 b= -0.24 |b= -0.12
Y, 60.70 |Yy 70.78 Y, 60.70 |Y; 70.78 = 000 |[Y; 56.00 k= 16.37 ye 10.15 |k= 15.75 k= 18.66
13 = -0.09 = 5.58 M 0.00 M 0.00 Y, 60.67 |b= -0.06 p= 49.31 Vi 6.22 |r= 4.97 p= 29.55
B= 5.58 = -0.09 [c'= 0.00 r= 50.96 t=  50.96 r= 26.28
= -0.12 b= -0.09 |b= -0.12
Y, 237.80 |Y; 246.11 |Y; 239.17 |Y; 246.11 = 16.91 |Y; 242.09 k= 6.72 ye 2.35 = 5.85 k= 7.04
14 = -0.15 = 10.70 M 0.07 M 0.00 Y, 22226 |b= -0.17 p= 58.17 yi 437 |r= 22.46 p= 20.43
B= 10.70 = -0.17 |c'= 0.00 r= 135.31 = 135.29 r= 59.63
= -0.13 b= -0.17 |b= -0.13
Y, 190.75 |Y; 314.89 |Y; 190.75 |Y, 314.89 = 000 |[Y; 85.49 k= 10.49 Ye 2.29 = 11.30 k= 14.70
15 = -0.25 = 4.28 M 0.00 M 0.00 Y, 187.53 |b= -0.02 p= 14.91 Vi 8.20 |r= 29.57 p= 12.98
B= 4.28 = -0.24 |c'= 0.00 r= 60.57 = 60.57 r= 71.85
= -0.38 b= -0.25 |b= -0.38
Y. 9049 |Y; 97.90 Y: 9049 |Y; 97.90 = 000 |[Y; 90.49 k= 14.78 ye 7.11 = 13.96 k= 17.60
16 = -0.15 = 1.20 M 0.00 M 0.00 Yy 90.39 |b= -0.15 p= 36.10 Vi 7.68 = 8.40 p= 22.86
B= 1.20 = -0.15 |c'= 0.00 r= 35.09 t=  55.09 r= 36.76
= -0.17 b= -0.15 |b= -0.17
Y1 39.06 |Y; 35882 |Y, 39.06 [Y; 358.82 = 0.00 |Y; 37.94 k= 24.44 Yye 16.70 |k= 22.49 k= 27.08
17 = -0.08 = 13260 (M 000 |M 0.00 Y1 39.05 |b= -0.07 p= 53.18 yi  7.74 = 2.58 p= 29.31
B= 132.60 = -0.08 |c= 0.00 r= 46.25 = 46.25 r= 19.32
= -0.48 b= -0.08 |b= -0.48
Y1 162.04 |Y, 162.04 |Yp 173.97 |Y. 173.09 = 58.09 |Y; 175.00 k= 7.84 ye 4.03 = 7.42 k= 8.83
18 = -0.13 = 0.00 M 033 |M 0.33 Y. 115.88 |b= -0.01 p= 75.88 yr 381 [r= 12.67 p= 37.58
B= 1.00 = -0.29 |c= 0.00 r= 105.09 = 105.09 r= 52.22
= -0.13 b= 029 |b= -0.29
Y, 37531 |Y; 38559 |Y; 37531 |Y; 38559 |C= 000 |Y; 340.00 [k= 2.00 Ve 1.30 |k= 357 k= 4.98
19 = -0.17 = 3.29 M 000 |M 0.00 Y1 375.31 |b= -0.14 p= 50.00 yr 160 |[r= 24.35 p= 45.39
B= 3.29 = -0.17 |c= 0.00 r= 122.00 = 121.90 r= 120.08
= -0.15 b= -0.17 |b= -0.15
Y. 33495 |Y; 1050.23 |Y; 334.95 |Y; 1050.23 |[C= 0.00 |Y; 298.00 [k= 7.35 Vo 159 k= 6.99 k= 11.15
20 = -0.26 = 11.68 M 000 |M 0.00 Y1 328.05 |b= -0.22 p= 38.54 yr 558 |r= 56.61 p= 37.12
B= 1168 = -0.25 |c= 0.00 r= 157.89 = 157.89
= -0.53 b= -0.26 |b= -0.53 = 220.62
Y, 118.18 |Y; 14426 |Y, 118.18 |Y; 14426 |[C= 000 |Y; 117.01 |k= 9.14 Yo 540 |k= 7.62 k= 9.76
21 = -0.08 = 10.40 M 000 |M 0.00 Y, 118.13 |b= -0.07 p= 161.14 yi 373 |r= 6.35 p= 77.90
B=  10.40 = -0.08 |c= 0.00 r= 180.05 = 180.03 r= 68.67
b= -0.12 b= -0.08 |b= -0.12




5. ConsideragOes Finais

Esta dissertacdo teve como principal objetivo cendeslvimento de sistematicas de
formacdo de agrupamentos de trabalhadores cons penfinogéneos de aprendizado. Com a
revisdo bibliografica realizada, objetivos espeosi foram definidos. Sdo eles: integrar a
ACP as técnicas de clusterizacdo com vistas ao r@onta qualidade dos agrupamentos
formados; avaliar o uso de func@esrnel para aprimorar o desempenho das ferramentas de
clusterizacéo; verificar o desempenho do métodpqeim através de um experimento de
simulacdo que abranja fatores relevantes para {@onde agrupamentos; testar diferentes
técnicas de clusterizacdo em termos do seu desémpeana agrupamento de trabalhadores; e
por fim, selecionar as variaveis de aprendizad® meévantes para a clusterizacéo atraves de
um indice de importancia gerado por meio de par@seriundos da ACP.

O primeiro e segundo objetivos) (ntegrar a ACP a técnicas de clusterizagdo com
vistas ao aumento da qualidade dos agrupamentomdos e i() avaliar o uso de funcdes
Kernel para aprimorar o desempenho das ferramentas deerthacdo, foram atingidos no
segundo artigo; o qual apresentou um método qagraiCAs, ACP, funcddsernel e Fuzzy
C-Means(FCM) para a formacao de grupos de trabalhadagescdrdo com seus perfis de
aprendizado. As curvas séo utilizadas para a ge@dgs parametros de aprendizado de cada
trabalhador a ser agrupado. Tais parametros s@oldsacomo variaveis de clusterizacao, as
quais sao transformadas através da ACP e de fuk@iasl A qualidade dos agrupamentos
formados foi avaliada através do Sl. Dados transhdios pela ACP &ernel Polinomial

geraram agrupamentos mais apropriados, com SI=09%0.93, respectivamente.

O terceiro objetivo,iif) verificar o desempenho do método proposto atraeéam
experimento de simulacdo que abranja fatores nelesgara formacdo de agrupamentos, foi
atingido no artigo 1, o qual utilizou as curvasgpargeracao de parametros que descrevem 0s
perfis de aprendizado dos trabalhadores e remapealados através da ACP com vistas a
melhoria da precisdo do algorittkeMeans A qualidade dos agrupamentos formados foi
avaliada através do Sl. Ao ser aplicado em um estlel caso, o0 método na qual os
parametros sdo transformados em componentes @isicapresentou um indice SI=0,968,
valor superior a S1=0,392 obtido com a clusteripacadicional. Para corroborar a eficacia do
método, foi realizado um experimento de simulagé@ojual comprovou o desempenho
satisfatorio do método proposto, mesmo com a iasedg fatores de ruido, correlagdo e

diferentes propor¢cdes de variaveis por observacoes.
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O quarto objetivo, i¢) testar diferentes técnicas de clusterizacdo emote do seu
desempenho para agrupamento de trabalhadorestirigida no segundo artigo, o qual
remapeou os dados através da ACP e de fun§éesel com o propdsito de melhorar o
desempenho do algoritmo FCM, os resultados forampeaoados aos resultados obtidos no

artigo 1 que realizou a clusterizagdo das varidegsites através do algoritrieMeans

O ultimo objetivo: () selecionar as variaveis de aprendizado mais anteg para a
clusterizagéo através de um indice de importareriadgp por meio de parametros oriundos da
ACP foi atingido no terceiro artigo, o qual utilizas CAs para a geracdo de parametros de
aprendizado e os avaliou através da ACP com \asggsacao de um indice de importancia de
variavel. Dois procedimentos de clusteriza¢do sétatosK-Meanse FCM, para 0s quais €
iterativamente removida a variavel tida como memoportante a cada clusterizagdo. A
qualidade dos agrupamentos foi avaliada atravéSide a eficiéncia das clusterizacdes
através da Andlise Envoltéria de Dados (AED). Oadetapresentou um Sl de 0,70 no
procedimentoK-Meanse 0,65 no FCM, valores elevados quando comparad8$=0,31
obtido com a clusterizacdo retendo todas as vasid@igponiveis. Para corroborar a eficacia
do método, foi utilizada a AED, que demonstrou quatilizacdo de um subconjunto de
variaveis ou a retencao da variavel mais relevpata a clusterizacéo incrementa a eficiéncia
dos agrupamentos tanto KeMeansquanto no FCM.

Sendo assim, a partir das sistematicas propostagrés artigos desenvolvidos, é
possivel formar equipes em setores industriaiszatitio critérios mais eficientes que
consideram o perfil de aprendizado dos trabalhademgolvidos, como os apresentados nesta
dissertacdo. Formar equipes apoiando-se apenaempss medios de execucao de tarefas,
visando minimizar a variancia entre estes podese&® melhor critério, principalmente se o
cenario de producdo for caracterizado como de Gusagdo em Massa, no qual a producéo é
feita em lotes de tamanhos reduzidos e grandenaiieia de modelos. Neste caso, a formacgao
das equipes pode ser mais eficiente considerangerfis de aprendizado, os quais capturam
o desempenho do trabalhador desde o inicio do gsoamnalisado - e ndo somente quando o
processo de aprendizado esta concluido.

O desenvolvimento destra dissertacdo contribuieroazhmente com a proposi¢ao das
sistematicas apresentadas, porém pesquisas fpuasn ser desenvolvidas como extensdes
das proposicbes aqui descritas. Sao elas: propmdog para formacdo de agrupamentos de
trabalhadores que incluam o processo de esqueaneent qualidade dos produtos com a
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repeticdo das tarefas; testar as sistematicasesppaelas nessa dissertacdo em outros cenarios
produtivos; e testar outros algoritmos de clusé&n, como Redes Neurais.



